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Multi-label classification is a supervised learning problem where multiple labels may be assigned to each instance.
The main baseline for multi-label classification is binary relevance method, which is estimate the binary classification
model for each label. In binary classification, there are cases where poor results are data when the class is imbalance.

In this paper, we propose a multi-label classification model used relative density ratio. In this model, we used
relative F-measure by relative density ratio for weight of error function to solve the class imbalance problem.

1. はじめに
機械学習における分類問題のひとつにマルチラベル分類問

題がある．マルチラベルとは，各対象に複数のラベルが付与さ
れているような状況であり，マルチラベル分類問題は，対象ご
とに付与されるであろうラベルを推定するような問題である．
この問題は，文書や画像の分類などに応用されている．
マルチラベル分類問題を解決するための方法には，各ラベ

ルを一つのクラスとしてみなし，マルチクラスの問題として
解く，Label Power Set法 [Tsoumakas 07]と各ラベルをそれぞ
れのクラスに属するかそうでないかを 2 値分類の問題として
解く，Binary relevance法 [Boutell 04]がある．Label Power Set

法は，データ内に存在しているラベルの組み合わせに対して，
一つのラベルを割り当てるため，ラベル同士の関係性を反映し
た判別を実現することができる．一方で，データに存在しない
ラベルの組み合わせに対しては，対応できないという欠点があ
る．また，ラベルの種類が 2の累乗の形になってしまうため，
対象の数が少ないデータセットに適用したときに，過適合を起
こす場合がある．Binary relevance法は，それぞれのラベルの
みを考慮するため，ラベル間の関係性に着目することができな
いが，計算コストが少ないという利点がある．
一般に，マルチラベル分類問題では，データの数に比べ，あ

るラベルが付与されている割合が極端に小さいという，ラベル
のクラス不均衡の問題が起こりやすいと言われている [Sun 13]．
このような場合に，評価指標として単純な正解率を用いると，
全てのデータにラベルが付いていないという予測結果が得ら
れたとしても，高い正解率を得てしまう場合がある．正解率
のほかの評価指標として F-measureがあり，この指標は，先ほ
どのような状況に対して，「悪い」判別であることを表すとい
う性質がある．F-measureの算術平均が macro F-measureであ
り，ある特定のクラスの判別が「悪い」場合にも対応する指標
である．
そこで，本発表では，Binary relebance法による，近似され

た macro F-measureを重みとして用いた，ロジスティック回帰
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を提案する．この手法では，各ラベルの混同行列における関
係から，相対 F-measure を相対密度比によって近似する．そ
れを誤差関数の重みとして用いることで，正解率だけでなく，
F-measureを考慮した最大化問題を解くことになり，ラベルの
クラス不均衡の問題を解決する．

2. 問題設定と評価指標
データ行列X = (x1, ..,xi, ..,xN)

′ ∈R
N×D，各対象のラベル

行列 Y = (y1, ..,yi, ..,yN)
′ ∈ {0,1}N×C が与えられたとする．

Binary relebance 法では，対象 i のデータ xi が与えられたと
き，その対象 iがラベル cを持つか否かを表す関数 fc : RD →
{0,1} (c = 1, ...,C)を推定することを目的とする．
また，推定結果の評価指標として，各ラベル cに属するか否

かを表した，混同行列 (表 1)を得る．混同行列の各要素 TP(c),
FN(c), FP(c), TN(c)はそれぞれ，yic = 1であり， fc(xi) = 1で
あった個数，yic = 1であり， fc(xi) = 0であった個数，yic = 0

であり， fc(xi) = 1であった個数，yic = 0であり， fc(xi) = 0

であった個数を表している． このとき，ラベル c に対する
表 1: ラベル cに対する混同行列

予測ラベル 合計
c cでない

正解ラベル c TP(c) FN(c) nc

cでない FP(c) TN(c) N −nc

合計 mc N −mc N

Precision(再現率)と Recall(適合率)は次のように定義される．

Precision(c) =
TP(c)

TP(c)+FP(c)
, Recall(c) =

TP(c)
TP(c)+FN(c)

.

一般に，Precisionと Recallはトレードオフの関係にあるため，
総合指標として，Precisionと Recallに対して重みをつけた調
和平均である，相対 F-measureという指標がつぎのように定義
される．

F-measure(α,c) =
(

α
1

Recall(c)
+(1−α)

1

Precision(c)

)−1

(1)
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ただし，0 ≤ α ≤ 1である．
マルチラベル問題としての総合的な判別の評価の指標はそ

れぞれの指標の平均が用いられる．中でも，(1)式の算術平均
をとったものが macro F-measureであり，つぎのように定義さ
れる．

F-measuremacro(α) =
1

C

C

∑
c=1

F-measure(αc,c)

macro F-measure は，出現頻度の少ないラベルがあるときに，
小さな値を取りやすいため，判別全体の「よさ」をうまく測る
ことができる．

3. 提案手法
データ行列X ∈R

N×D，ラベル行列 Y = (yi)∈ {0,1}N×Cが
与えられたとする．
このとき，各ラベルに対して，ロジスティック回帰モデルを

つくるため，対象 iにラベル cが付く確率を次のように表す．

P(yic = 1|xi) = pic =
1

1+ exp(−β′
cxi)

. (2)

ここで，B = (β1,β2, ...,βC) ∈R
D×C，とすると，B について

最小にするべき目的関数は以下のように表される．

Lβ(B|Θ) =−
C

∑
c=1

N

∑
i=1

wc
α (pic|θ̂c)

{yic log pic +(1− yic) log(1− pic)}+λβ

C

∑
k=1

||βc||2. (3)

ここで，wc
α (pic|θ̂c)は相対密度比 [Yamada 13]，λβ > 0は正則

化パラメータ，|| · ||はフロべニウスノルムである．各クラスへ
の所属を表す yic，予測された各クラスへの所属確率 pic がそ
れぞれ連続型確率分布 Pyc，Ppc に独立同一に従うと仮定する
と，確率分布 Pyc，Ppc の相対密度比は，それぞれの確率密度
関数を fyc , fpc としたとき，以下のように定義される．

wc
α (p) =

fpc(p)
α fyc(p)+(1−α) fyc(p)

.

クラス cに対して，「理想的な判別」が行われた状況を考える
と，混同行列における FN(c) = 0となることから，このときの
相対 F-measureを以下のように表すことができる．

F-measure(α,c) =
nc

αnc +(1−α)mc
(4)

nc，mc をそれぞれ fyc， fpc と置く．すると，それぞれ各対象
1つ 1つに対して「分類に寄与する度合い」のようなものと解
釈することができ，これは相対 F-measureの形になる．目的関
数 (3)式の wc

α (pic|θ̂c)の cに関する和の部分が全体での macro

F-measureに対応している．
次に，相対密度比の推定については，[Kanamori 09] で提

案されている Unconstrained Least-Squares Importance Fitting

(uLSIF) に基づく方法で推定する．いま，相対密度比を θ =

(θ1,θ2, ...,θN)
′ ∈ R

N
+ として以下の通りにモデル化する．

w(p|θ) =
N

∑
i=1

θiK(p, pi).

ここで，K(p, pi)は，カーネル関数であり，通常は RBFカー
ネルが使われる [Kanamori 09]．θc の推定値は，

Lθ(θc|βc) =
1

2
θ′cĤcθc − ĥ′

cθc +
λθ

2
||θc||2,

最小にすることで得られ，その解は θ̂c = max(0,(Ĥc +

λθIN)
−1ĥc)によって相対密度比の条件を満たす形で得られる．

ここで，λθ (≥ 0)は正則化パラメータであり，IN はN次単位行
列である．さらに，Ĥc ∈R

N×N は第 (�,m)要素 Ĥc�mが Ĥc�m =
α
N ∑N

i=1 K(pic, p�c)K(pic, pmc)+
(1−α)

N ∑N
i=1 K(yic, p�c)K(yic, pmc)

である行列で，ĥc ∈R
N は，第 �要素に ĥc� =

1
N ∑N

i=1 K(pic, p�c)
を持つベクトルである．正則化パラメータ λθ，RBFカーネル
のバンド幅はクロスバリデーションによって定められる．
推定を行うためのアルゴリズムはつぎの通りである．

入力 データ行列 X ∈ R
N×D，ラベル行列 Y = (yi) ∈

{0,1}N×C，相対密度比に対するパラメータ α

出力 パラメータ行列 B = (β1,β2, ...,βC) ∈ R
P×C

STEP0 各クラス yc ∈ {0,1}Dを目的関数としたロジスティック
回帰のパラメータベクトル βc (c = 1, ...,C)を求め，B0 =

(β1,β2, ...,βC)とする．

STEP1 得られたパラメータ行列B0を用いたモデル ((2)式)に
よる予測結果 P̂ = (pic) = (1/1+ exp(−β′

cxi))を求める．

STEP2 各クラス (c = 1, ...,C)に対するラベルベクトル yc と
各対象のクラス cへの所属確率のベクトル pc の α-相対
密度比に関するパラメータ θc を uLSIFによって推定し，
Θ= (θ1, ...,θC)とする．

STEP3 前の STEPで推定したパラメータΘを用いて，(3)式
の L(B|Θ)を最小にするパラメータ行列 B を求める．

STEP4 ||B0 −B||2 < ε ならば終了する．そうでない場合は
B0 =B として，STEP1に戻る．
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