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Deep neural networks (DNN) continuously demonstrates excellent performance in various application domains.
However, how to control the representations is critical issues to use DNN in real-world scenarios. Notably, control
the invariance of the representations is essential to incorporate social constraints, such as privacy-protection and
fairness. This paper proposes a novel way to control the representations learned by DNN, called “similarity confusion
training”. Empirical validations on an task of learning anonymous representations from the data of wearables shows
that the proposed method successfully remove unwanted information with less performance degradation compared
to the existing methods.

1. はじめに
データから有用な表現を学習する深層ニューラルネットワー

ク（以降 DNNと表記する）は，画像認識や音声認識をはじめ
多種多様なタスクで予測精度を向上させることが報告されてお
り，実世界での利用に期待が集まっている．一方，実世界への
適用を考えると，認識精度だけでなくさまざまな社会的な制約
が問題になる場合がある．例えば社会システムの一部として機
械学習を利用する場合は，人種や性別など，公平性に問題があ
るような情報を含む表現を判断に利用しないことが求められる
[Louizos 16, Edwards 16]．あるいは，プライバシーの観点か
らはデータにあるユーザ個別の情報に過剰にアクセスしない
ことが望ましい場合もあるだろう [Edwards 16, Iwasawa 17]．
しかし，深層学習は最適化の結果としてブラックボックスに表
現を獲得するだけであり，獲得した表現がどのような情報を持
つかを事前に予期することは容易ではない．このような背景か
ら，DNNが学習した/する表現が特定の情報を利用していない
かを検閲するような技術（英語では censoring representations

と呼ばれる）に関する研究が進められている．
表現の検閲を実現する最も単純な方法の 1つは，本来最適化

したい目的関数（例えば，予測したい情報 yに関する交差エン
トロピー）に，「違反度合い」を定量化した指標を正則化項とし
て陽に組み込む方法である．このクラスに属する手法の 1つに，
近年提案された敵対的特徴学習 (adversarial feature leaning;

AFL)がある（図 1-a）[Edwards 16, Iwasawa 17, Xie 17]．敵
対的特徴学習では，現在の特徴表現 zが望ましくない因子 sに
ついてどの程度の情報を持っているかを，識別器 D による z

から sの分類しやすさとして定量化し，識別器 D が予想しに
くくなる（敵対的な）方向に特徴表現 z を修正する（より厳
密な定式化については．2.1節で言及する）．敵対的特徴学習
は，Maximum Mean Discrepancyといった統計的な尺度を利
用した手法群 [Zemel 13, Louizos 16]と比較して高精度な検閲
が報告されている．
本稿では，zと sの単一ペアに依存した従来の敵対的特徴学

習の代わりに，2 つのサンプルに紐付いた特徴表現 z1, z2 が
同じグループに属するかを判別する類似度識別器を用いた敵

連絡先: 岩澤有祐，東京大学工学系研究科技術経営戦略学専攻，
iwasawa@weblab.t.u-tokyo.ac.jp

対的訓練の枠組み（類似度学習を用いた敵対的訓練）を提案す
る（図 1-b）．既存のクラス分類に基づく敵対的特徴学習（以
降 AFLと表記する）の問題点として，sが複雑になると分類
タスクが複雑になりかつ騙すのが簡単になるという問題がある
（例えば，sが 100クラスのユーザ IDであった場合，この識別
器を騙すためには 99クラスのどれかに予想させるようにすれ
ば良い）一方で類似度学習を用いた敵対的訓練では，1つのサ
ンプル z から対応する sを判別する識別器を騙すように E を
更新する代わりに，2つのサンプル z1 と z2 が同じ sに属する
かを判別する識別器 Dsim の情報を利用した学習をおこなう．
類似度学習を用いた敵対的訓練では sがどのような形式であっ
ても識別器のタスクは 2 クラス分類であり，結果として s が
複雑な場合でも安定した学習が行えることが期待できる．
本稿の主要な貢献は次の 2つである．(1)類似度学習を敵対

的特徴学習に組み合わせた新たな枠組みを提案した．本手法
は，類似度学習と敵対的特徴学習を橋渡しする初めての試み
であり，類似度学習の発展的な手法を利用した敵対的特徴学習
の高精度化に繋がるものである．(2) 提案した枠組みに基づく
具体的な方法として，Similarity Confusion Training（SCL）
と Learned Similarity Maximization（LSM）の 2 つを提案
した．また，SCL および LSM が既存手法と比較してよい性
能を達成できることを，ウェアラブルセンサを用いた行動認識
におけるユーザ匿名化タスクにおいて確認した．

2. 関連研究
2.1 敵対的特徴学習

1章で言及したように，敵対的特徴学習 (adversarial feature

leaning)とは，DNNが学習する表現 z が本来予測したかった
対象 y についての情報を含みながら別の因子 sに関する情報
を持たないように明示的に制約を加える方法の 1つである．以
降，X を入力データ，EをX を zに変換する符号化器，M を
z から y を予測する分類器とする．定式的には，AFLは次の
最適化問題を解く．

min
E,M

max
D

E[− log qM (y|z = E(X)) + λ log qD(s|z = E(X))].

(1)

ただし，qM および qD はそれぞれM と Dでパラメタ化され
た条件付き分布であり，λは制約の強さを制御するハイパーパ
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(a) クラス識別器を用いた敵対的特徴学習． (b) 類似度学習を用いた敵対的特徴学習．

図 1: クラス識別器を用いた敵対的特徴学習と（a，既存手法）と，類似度学習を用いた敵対的特徴学習（b，提案手法）の比較．(a)

クラス識別器を用いた敵対的特徴学習では，不変性を確保したい因子 sを予測する識別器Dを騙すように符号化器 E を更新する．
(b)敵対的類似度学習では，2つのサンプル X1 と X2 が同じ sに属するかに基づくグループラベル g を予測する類似度識別器 D

を利用する．具体的な実装例については 3章を参照されたい．

ラメタである．(1)E を固定した上でのDの更新（式 1の第 2

項の最大化），(2) D を固定した上で式 1全体の最小化，の 2

つのステップを交互に繰り返す（あるいは，Gradient reversal

layer[Ganin 16]を利用した場合は同時に学習する）ことによ
り AFLでは zが持つラベル yに関する情報量の最大化と sに
関する情報量の最小化を同時に行う．

2.2 類似度学習
類似度学習 (Similarity learning)とは，2つのサンプルを入

力にそれらのサンプルが同一のグループに属するかを判定する
機械学習のタスクの 1種である．類似度学習を定式化する方法
には単純なクラス分類を用いるもの [Vo 16]，Saiamese構造を
用いるもの [Lin 15, Wang 15]，トリプレット損失を用いるも
の [Wang 14, Parkhi 15]，より最近の方法では Angular損失
を利用したもの [Wang 17]などいくつかの種類がある．ここ
では画像マッチングのタスクで良い精度が出ることが報告され
ており，本稿でも利用する Saiamese構造とクラス分類を利用
したハイブリットな方法の定式化 [Vo 16]について説明する．
以降，X1 および X2 を訓練集合 X から得られたサンプル

であるとする．この時，クラス分類に基づく類似度学習では，
X1 と X2 が同じグループに属する（あるいは，近くであると
判定して欲しい）場合を正例，そうでない場合には 0を出力す
るように訓練する．定式的には，g を X1 と X2 が同じグルー
プに属する場合には 1，そうでない場合には 0を取るようなグ
ループラベルであるとすると，

−E[g log qDsim(g|z′) + (1− g) log(1− qDsim(g|z′))] (2)

を最小化するように特徴抽出器 E および類似度識別器 Dsim

を学習する．ただし，z′ は 2つの特徴量 z1 と z2 を特徴方向
に結合したものとする（すなわち，z′の次元は z1および z2の
2倍になる）．
類似度学習は主に顔画像の同一性判定や検索に利用されてき

たが，敵対的訓練の文脈で類似度学習を利用することを提案す
る本稿と類似した試みもいくつか存在する．Liらは，2サンプ
ルが同じ分布から得られたかを判定する 2 サンプル識別器を
敵対的生成ネットワーク（GAN）の学習やドメイン適応に利
用することを提案している [Li 17]．同様の試みとして，Dou

は，類似度学習と関連性の強いメトリック学習をGANの学習
に利用することを提案している [Dou 17]．Motiian らは，類
似度学習と同様のペアリング・グループ化技術を利用すること
により，教師ありドメイン適応がより効率的に（サンプルが少

ない場合でも）行えることを報告している [Motiian 17]．これ
らの研究は，クラス分類に基づく従来の敵対的訓練とは異なり
複数のサンプルのペアを利用するという点で提案法と類似して
いるものの，1)いずれの研究も sがそもそも 2値の問題設定
であり，応用先が異なる，2)Motiianらの研究はサンプル数が
少ない問題を補うためにペアリングを利用することに主眼が当
たっており学習された類似度自体に基づく敵対的訓練を提案し
ているわけではないという点で本論文とは本質的に異なる．

3. 類似度学習に基づく敵対的訓練
本稿の提案は，zと sの単一ペアに依存した従来の敵対的特

徴学習の代わりに，2つのサンプルに紐付いた特徴表現 z1, z2
が同じグループに属するかを判別する類似度識別器に基づいた
E の更新を行うことである．図 1に，クラス分類に基づく敵
対的訓練および類似度学習に基づく敵対的訓練を対比した図
を示す．本章では提案した枠組みに基づいた 2 つの具体例と
して，Similarity Confusion Training と Learned Similarity

Maximizationを説明する．

3.1 Similarity Confusion Training
類似度学習を敵対的訓練に利用するもっとも単純な方法は，

通常の敵対的特徴学習が識別器Dが判別不能な方向に E を更
新するのと同様に，類似度識別器Dsim が正しく類似度を判別
不能な（すなわち，同じ s であるかどうかの 2 クラス分類が
正しく行えない）方向に E を更新する方法である．具体的に
は，SCTでは次の 2つのステップを交互に行う．

ステップ 1: 類似度識別器の更新
類似度識別器 Dsim は通常の類似度学習と同様に，式 2 を

最小化するように訓練する．ただし，通常の類似度学習と異な
り符号化器 E が類似度をよく表すように更新したいわけでは
ないので，E は更新したまま Dsim のみ更新する点に留意さ
れたい．また，グループラベル g は，sが同じ場合は 1，異な
る場合は 0であるとする．

ステップ 2: 符号化器の更新
ステップ 1 で更新した類似度識別器を利用して，類似度識

別器が正しく類似度を測定できない用になる方向に符号化器を
更新する．定式的には，次の similarity confusion lossを最小
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化するように E を更新する．

Lsc = −E[(1− g) log qDsim(g|z′) + g log(1− qDsim(g|z′))].
(3)

従来の AFLと同様に，ラベル予測に関する損失の最小化を同
時に行うとすると，全体の最適化問題は．

min
E,M

Ly + λLsc， (4)

となる．ただし，Ly はラベル予測に関する交差エントロピー
であり，形式的には

Ly = −E[log qM (y1|z1) + log qM (y2|z2)],

となる．ただし，yi はサンプルXi に対応したクラスラベルで
ある．

3.2 Learned Similarity Maximisation
類似度学習を敵対的特徴学習に利用するもうひとつの方法

として，学習された類似度関数に基づき，異なる sに対応した
サンプルのペアの類似度が高くなる方向に符号化器 E を更新
する方法が考えられる．定式的には，式 3.1の代わりに次の式
を最小化するように E を更新する．

Lsim = −[EGnp [log qDsim(g|z′)]+EGnn [log(1−qDsim(g|z′))].]
(5)

ただし，Gnp は sが異なるが y が同じサンプルのペアの集合，
Gnn は s も y も異なるサンプルのペアの集合を表す．すなわ
ち，第 1項目は sが異なるが y が同じペアについては近づく
ようにすることを，第 2項目は sも y も異なるサンプルのペ
アについては離れたままになるように符号化器を更新する．こ
こで，第 2項目は y が異なるサンプル同士を近づけてしまう
とラベル予測精度を毀損する可能性があるために加えている制
約である．

SCTと LSMはどちらも類似度識別器を利用した学習方法
であるものの，(1) SCTは Gpp のサンプルを異なる sのペア
であると誤分類する方向に E を更新する，(2) LSMは Gnn の
類似度が近くならないように E の更新に制約をつけるという
点で異なっている．4章では，実験的に SCTと LSMの性能
を比較することで，これらの差分の影響について検討する．

4. 実験・考察
4.1 実験設定
検証タスク： [Iwasawa 17]で利用されていたウェアラブル

センサデータにおけるユーザ匿名化タスクのうち 1つ（USC-

HAD）を利用した．ユーザ匿名化タスクとは，複数のセンサ
データ系列X から，対応する時刻における行動 yを予測でき，
かつユーザ ID を予測出来ないような特徴量 z を獲得するこ
とを目標とするタスクである．データセットとしては，USC-

HADデータセットを利用した．USC-HADには，14 名分の
計測データ（3軸加速度＋ジャイロセンサの合計 6次元）に 12

クラスの行動ラベルが付与されている．分類問題を解くにあ
たり，一般に利用されるスライディングウィンドウ方式（スラ
イド幅 30，重なり率 0.5）により学習サンプルを生成し，結果
として 14 ユーザ合計で 172,169 のサンプルを得た．この内，
ユーザ IDが 1から 10のユーザのうち 90%を訓練データとし，
残りの 10%および残りのユーザのデータをテスト用のデータ
として利用することで，既知ユーザに対する予測精度と未知
ユーザに対する予測精度の双方を計測した．

ネットワーク構造： 符号化器 E の構造および分類器M の
構造としては，既存研究に基づき，E: 3層の畳み込み層（畳
み込み＋最大プーリング）+1層の全結合層，M : ロジスティッ
ク回帰，とした．活性化関数は出力層にソフトマックス関数を
利用したほかは ReLUを利用し，各畳み込み層および全結合
層のあとにはドロップアウトを行った．また，敵対的ドメイン
分類器Dsim としては，800-200の中間層を持つ全結合ニュー
ラルネットを利用した．
最適化：ラベル予測精度を最大化するように E を事前学習

した後に，敵対的訓練を利用して表現を検閲する後処理を行っ
た．事前学習の段階では Adam（学習率 0.0001）を利用した．
後処理の段階では，RMSprop（学習率 0.000025）を用いて最
適化した．バッチサイズは 100とし，200,000サンプルの学習
ごとにステップ 1と 2を交互に 30回繰り返し学習した．
ベースライン：1) CNN：敵対的訓練を用いずに，単純にラベ

ル予測精度を最大化するように訓練したもの．2) AFL-MLP：
クラス分類を用いた敵対的特徴学習で，D を中間層が 800の
全結合層の多層パーセプトロンとしたもの．3) AFL-DNN：ク
ラス分類を用いた敵対的特徴学習で，D を 800-200の中間層
を持つ全結合ニューラルネットとしたもの．4) SCT：式 4に
基づきに訓練したもの．
評価方法： 既存研究にならい，ラベル予測精度とユーザ予

測精度のバランスを評価に利用した．ラベル予測精度として
は，既知ユーザと未知ユーザそれぞれのデータに関する F値
のマクロ平均（それぞれ F v

y，F t
y と表記）を利用した．ユーザ

予測精度としては，800-200の中間層を持つ全結合ニューラル
ネットによる正解率（Accu）を利用した．

4.2 実験結果
図 2に，各手法のラベル予測精度とユーザ予測精度のトレー

ドオフに関する比較結果を示す．図中 X軸はラベル予測精度
（左側が F v

y，右側が F t
y）を，Y軸がユーザ予測精度を表して

いる．各点は λ=0.1, 0.2, 0.5, 1.0, 1.5, 2.0, 2.5で訓練した場
合の，各繰り返し終了時の性能を示しており，各線は，ラベル
予測精度の棄損を一定以下に限定した場合に各手法が達成し
た最も低いユーザ予測精度を表しており，右下側を通るほどよ
い性能（ラベル予測精度を毀損することなく匿名性を高めるこ
とができている）ことを示す．それぞれの手法は，異なる色お
よびにマーカーで表されている．また，図 3 には提案手法と
ベースライン手法の学習曲線を比較した結果に示す．
これらの結果から，SCTおよび LSMが AFLと比較して同

等以上の性能を達成していることがわかる．特に SCTは，ラ
ベル予測に関するどちらの指標を利用した場合でもその他の手
法と比較して良い性能を達成していた．また，F t

y の精度につ
いては，SCTはほとんどその性能を棄損することなく，むし
ろ良い性能となる傾向が見られた．これは，SCTにより得ら
れた特徴が未知ユーザに対して良く汎化する方向に学習が進ん
でいたことを示している．LSMは F t

y を指標として用いる場
合には AFLと同程度の評価指標であったものの，F v

y をラベ
ル予測指標として用いる場合には AFLより優れた精度（SCT

と同程度）を達成していた，

5. 考察・おわりに
本稿では，類似度学習を敵対的特徴学習に組み合わせた新

たな枠組みを提案した．また，提案した枠組みに基づいた 2

つの具体例として Similarity Confusion Training（SCT）と
Learned Similarity Maximization（LSM）を提案し，ウェア
ラブルセンサを用いた行動認識におけるユーザ匿名化タスクで
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図 2: 提案手法とベースライン手法間でのラベル予測精度と
ユーザ予測精度のトレードオフに関する比較．
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図 3: 提案手法とベースライン手法の学習曲線に関する比較．

その有効性を確認した．特に，類似度識別器が正しく類似度を
識別できなくなる方向に符号化器を更新する SCTは，匿名化
と性能維持の良いトレードオフを実現するし，また未知のユー
ザについての汎化性能も改善することを確認した．今回の検証
はユーザ匿名化にとどまるものの，提案した枠組み自体は敵対
的訓練を利用する多くのアプリケーションに応用可能であり，
多様なアプリケーションでの検証を進めていきたい．
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