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Room B

Oral presentation | General Session | [General Session] 5. Web Intelligence

[General Session] 5. Web Intelligence[1B3]
座長:大塚 淳史（NTT）
5:20 PM - 6:40 PM  Room B (4F Moon Light)

Burst Phenomenon Analysis in Social Tagging

System using Hawkes Process

〇Shota Ejima1, Taichi Kosugi1, Mizuki Oka1, Masanori

Miyake2, Takashi Ikegami2 （1. Graduate School of

Systems and Information Engineering, University of

Tsukuba, 2. Graduate School of Arts and Science, The

University of Tokyo）

 5:20 PM -  5:40 PM

[1B3-01]

Analyzing the influence of human personality on

SNS community formation

〇Gaia Suzuki1, Masanao Ochi1, Takeshi Sakaki1, Ichiro

Sakata1 （1. School of Engineering, The University of

Tokyo）

 5:40 PM -  6:00 PM

[1B3-02]

An Evaluation System for Credibility of Fake

News using Dynamic Relational Networks

Sanae Kuraya1, 〇Yoshiteru Ishida1 （1. Toyohashi

University of Technology）

 6:00 PM -  6:20 PM

[1B3-03]

A Consideration of Social Relationships and

Social Support in a Virtual Society

〇Masanori Takano1, Kan Mizuno1 （1. CyberAgent,

Inc.）

 6:20 PM -  6:40 PM

[1B3-04]

Oral presentation | Organized Session | [Organized Session] OS-11

[Organized Session] OS-11[1B1-OS-11a]
1:20 PM - 3:00 PM  Room B (4F Moon Light)

Proposal on incentive design for

activation of shopping street using city

walk application

〇Yuya Ieiri1, Yuu Nakajima2, Reiko

Hishiyama1 （1. Waseda University, 2. Toho

University）

 1:20 PM -  1:40 PM

[1B1-OS-11a-01]

Large Scale Terrain Modeling and

Automatic Aerial Shooting with Multi-

drone System

〇Keiji Suzuki1, Sho Yamauchi2, Kouki

[1B1-OS-11a-02]

Ogata1, Toshio Kawashima1 （1. Future

University Hakodate, 2. KITAMI Institute of

Technology）

 1:40 PM -  2:00 PM

Towards a New Method for the

Investigation of Tourists' Needs

〇Shuang Song1, Hidenori Kawamura1,

Junichi Uchida2, Hajime Saito3 （1. Hokkaido

University, 2. Otaru University of Commerce,

3. Hokkaido Information University）

 2:00 PM -  2:20 PM

[1B1-OS-11a-03]

Route Traffic Flow Estimation by

Observing Staying People

〇Hitoshi Shimizu1, Tatsushi Matsubayashi2,

Yusuke Tanaka2, Tomoharu Iwata1, Hiroshi

Sawada1,2 （1. NTT Communication Science

Laboratories, 2. NTT Service Evolution

Laboratories）

 2:20 PM -  2:40 PM

[1B1-OS-11a-04]

Identifying Individual Chimpanzee with

Convolution Neural Networks

〇Yuuichiro Ikeda1, Hiroyuki Iizuka1,

Masahito Yamamoto1 （1. Graduate School

of Information Science and Technology,

Hokkaido University）

 2:40 PM -  3:00 PM

[1B1-OS-11a-05]

Oral presentation | Organized Session | [Organized Session] OS-11

[Organized Session] OS-11[1B2-OS-11b]
3:20 PM - 4:40 PM  Room B (4F Moon Light)

Development of Automatic Haiku

Generator Using LSTM

〇Koki Yoneda1, Soichiro Yokoyama2,

Tomohisa Yamashita2, Hidenori Kawamura2

（1. School of Engineering Hokkaido

University, 2. Graduate School of Information

Science and Technology, Hokkaido

University）

 3:20 PM -  3:40 PM

[1B2-OS-11b-01]

Verification of Fish Species Estimation

Model Based on Echo Sounder Image

〇Yudai Hirama1, Soichiro Yokoyama1,

Tomohisa Yamashita1, Hidenori Kawamura1,

Keiji Suzuki2, Masaaki Wada2 （1. Hokkaido

University, 2. Future University Hakodate）

 3:40 PM -  4:00 PM

[1B2-OS-11b-02]
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Efficiency Evaluation of Smart Access

Vehicle Service Using Dispatched Taxi

Data in Nagoya City

〇Junichi Ochiai1, Ryo Kanamori2, Keiji

Hirata3, Itsuki Noda4 （1. Mirai Share Co.,

Ltd., 2. Nagoya University, 3. Future

University Hakodate, 4. AIST）

 4:00 PM -  4:20 PM

[1B2-OS-11b-03]

A Development of shery prediction AI

platform to optimize distribution

〇Hiroaki Taka1, Taro Osabe2, Satoru

Hanzawa2, Hiroyuki Shioya3, Junichi

Kishigami3, Masaaki Wada1 （1. Future

University Hakodate, 2. Hitachi, Ltd., 3.

Muroran Institute of Technology）

 4:20 PM -  4:40 PM

[1B2-OS-11b-04]

Room C

Oral presentation | General Session | [General Session] 5. Web Intelligence

[General Session] 5. Web Intelligence[1C1]
座長:黄 宏軒（理化学研究所革新知能統合研究センター）
1:20 PM - 2:40 PM  Room C (4F Orchid)

Assigning BSH Headings to People on the Web

〇Masayuki Shimokura1, Harumi Murakami1 （1.

Osaka City University）

 1:20 PM -  1:40 PM

[1C1-01]

Developing an Interface for Beginning

Application Sharing Smartly in a Group of

Cooperative Work

〇Satoru Iwata1, Tadachika Ozono1, Toramatsu

Shintani1 （1. Department of Computer Science,

Graduate School of Engineering, Nagoya Institute of

Technology）

 1:40 PM -  2:00 PM

[1C1-02]

Recommender System using Image Shape

Feature for CNN

〇Yufeng Duan1, Ryosuke Saga1 （1. Osaka Prefecture

University）

 2:00 PM -  2:20 PM

[1C1-03]

Combining semi-supervised learning and

singular value decomposition to Cold-Start

problem

〇Takumi Uchida1, Kei Nakagawa1,2, Kenichi Yoshida1

（1. University of Tukuba, 2. Nomura Asset

Management Co., Ltd）

[1C1-04]

 2:20 PM -  2:40 PM

Oral presentation | Organized Session | [Organized Session] OS-8

[Organized Session] OS-8[1C2-OS-8a]
3:20 PM - 4:40 PM  Room C (4F Orchid)

Proposal of Context Search Engine for

Integrated Use of Open and Private Data

〇Taichi Okahisa1, Yasufumi Takama1 （1.

Tokyo Metropolitan University）

 3:20 PM -  3:40 PM

[1C2-OS-8a-01]

Analysis of issues for creating co-creative

value through marketing data among

companies.

〇yutaka oguchi1, tsuchida naohiro1 （1.

NIPPON RESEARCH CENTER,LTD）

 3:40 PM -  4:00 PM

[1C2-OS-8a-02]

An Experiment of Causal Knowledge

Extraction from Reuter News

〇Hiroki Sakaji1, Jason Bennett2, Yusuke

Miyao3, Kiyoshi Izumi1 （1. The University of

Tokyo, 2. Sumitomo Mitsui Asset Management

Company, Limited, 3. National Institute of

Informatics）

 4:00 PM -  4:20 PM

[1C2-OS-8a-03]

Data Landscape in the Era of Data 3.0

〇Teruaki Hayashi1, Yukio Ohsawa1 （1. The

University of Tokyo）

 4:20 PM -  4:40 PM

[1C2-OS-8a-04]

Oral presentation | Organized Session | [Organized Session] OS-8

[Organized Session] OS-8[1C3-OS-8b]
5:20 PM - 6:20 PM  Room C (4F Orchid)

An Approach of Defining, Generating and

Utilizing Metadata for Sensing Data

Trading Market

〇Toshihiko Oda1, Hiroshi Imai1, Takeshi

Naito1, Hajime Takebayashi1 （1. OMRON

Corporation）

 5:20 PM -  5:40 PM

[1C3-OS-8b-01]

Detecting Team Behaviors of Pedestrians

in Redevelopment Areas on Acceleration

Similarity

〇Yukio Ohsawa1, Sae Kondo1, Teruaki

Hayashi1, Atsushi Sugawa2, Takahisa Yoshida3

（1. The University of Tokyo, 2. Crosshack,

Inc., 3. Arnest one Corp.）

[1C3-OS-8b-02]
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 5:40 PM -  6:00 PM

Blockchain x Data Jackets accelerates

data exchange and utilization

〇Eiji Ikeda1, Hiromichi Sasaki1 （1. FUJITSU

LIMITED）

 6:00 PM -  6:20 PM

[1C3-OS-8b-03]

Room D

Oral presentation | General Session | [General Session] 13. AI Application

[General Session] 13. AI Application[1D1]
座長:肥田 剛典（東京大学）
1:20 PM - 3:00 PM  Room D (4F Cattleya)

Comparison between Tsunami Height Prediction

Methods Using Ocean-Bottom Pressure Values

〇Kenjiro Kashiwabara1, Masashi Yoshikawa1,

Yasuhiko Igarashi1,2, Toshitaka Baba3, Takane Hori4,

Masato Okada1 （1. The University of Tokyo, 2. Japan

Science and Technology Agency PRESTO, 3. The

University of Tokushima, 4. Japan Agency for Marine-

Earth Science and Technology）

 1:20 PM -  1:40 PM

[1D1-01]

Landslide Detection Using CNN with SAR

Images before/after the Disaster and DEM

〇Daisuke Ueda1, Shingo Mabu1, Takashi Kuremoto1

（1. Yamaguchi University ）

 1:40 PM -  2:00 PM

[1D1-02]

Applicability of the deep learning flood forecast

model against the flood exceeding the training

events

〇Masayuki HITOKOTO1, Masaaki SAKURABA1 （1.

NIPPON KOEI CO., LTD）

 2:00 PM -  2:20 PM

[1D1-03]

A Route Search System Considering Urgency

and Efficient Coverage under the Condition of

Uncertain Information

Nakamura Yuta1, 〇Masaki Matsubara1, Nobutaka

Suzuki1, Munenari Inoguchi2, Atsuyuki Morishima1 （1.

University of Tsukuba, 2. university of Shizuoka）

 2:20 PM -  2:40 PM

[1D1-04]

Mobile Network Failure Detection and

Forecasting with Multiple User Bahavior

〇Motoyuki OKI1, Koh Takeuchi2, Yukio Uematsu1,

Naonori Ueda2 （1. NTT Communications

Corporation, 2. NTT Communication Science

Laboratories）

[1D1-05]

 2:40 PM -  3:00 PM

Oral presentation | Organized Session | [Organized Session] OS-28

[Organized Session] OS-28[1D2-OS-28a]
3:20 PM - 5:00 PM  Room D (4F Cattleya)

OS invited talk

〇Naoaki Okazaki1 （1. Tokyo Institute of

Technology）

 3:20 PM -  4:00 PM

[1D2-OS-28a-a]

A policy decision making with multiple

stepwise citizen participation program:

A case study of revising the basic

environmental plan Sapporo

〇Susumu Ohnuma1, Miki Yokoyama1 （1.

Hokkaido University）

 4:00 PM -  4:20 PM

[1D2-OS-28a-01]

Verification of consensus building

support system on large-scale social

experiment

〇Tomohiro Nishida1, Takanori Ito1, Akihisa

Sengoku1, Takayuki Ito1 （1. Nagoya Institute

of Technology）

 4:20 PM -  4:40 PM

[1D2-OS-28a-02]

A Consideration of Modeling

Understanding of Discussion Context

with Content and Process for

Developing Autonomous Facilitator

Agents

〇Shun Shiramatsu1, Yuto Ikeda1, Ko

Kitagawa1, Hiroaki Koura1, Takayuki Ito1 （1.

Nagoya Institute of Technology）

 4:40 PM -  5:00 PM

[1D2-OS-28a-03]

Oral presentation | Organized Session | [Organized Session] OS-28

[Organized Session] OS-28[1D3-OS-28b]
5:20 PM - 7:00 PM  Room D (4F Cattleya)

A Topic Change Judgment Method

based on Distributed Representation

for Facilitator Support

〇Kai Yoshino1, Takayuki Ito1 （1. Nagoya

Institute of Technology）

 5:20 PM -  5:40 PM

[1D3-OS-28b-01]

Strategyproof and Fair Matching

Mechanism for Union of Symmetric M-

convex Constraints

Yuzhe Zhang1, 〇Kentaro Yahiro1, Nathanael

[1D3-OS-28b-02]
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Barrot2, Makoto Yokoo1 （1. Graduate

School of Information Science and Electrical

Engineering, Kyushu University, 2. RIKEN,

Center for Advanced Intelligence Project

AIP）

 5:40 PM -  6:00 PM

Analysis of Equilibria and Reverse

Phenomenon in Two-player All-pay

Auction with Asymmetric Information

Tooru Akagi1, 〇Taiki Todo1, Makoto Yokoo1

（1. Kyushu University）

 6:00 PM -  6:20 PM

[1D3-OS-28b-03]

Modeling Multiple Tasks by the

Response Threshold Model in

Evacuation Simulation

〇Akira Tsurushima1 （1. SECOM CO.,

LTD.）

 6:20 PM -  6:40 PM

[1D3-OS-28b-04]

A Cloud-based Argumentation Process

Repository using LOD for Consensus

Building Knowledge Base -- A

Preliminary Report

〇Naoki Fukuta1 （1. Shizuoka University）

 6:40 PM -  7:00 PM

[1D3-OS-28b-05]

Room E

Oral presentation | General Session | [General Session] 1. Basis / Theory

[General Session] 1. Basis / Theory[1E1]
座長:新田 克己（産業技術総合研究所）
1:20 PM - 3:00 PM  Room E (4F Queen)

A Cunning Ant System with Multi-Pheromones

for Constraint Satisfaction Problems

〇Takuya Masukane1, Kazunori Mizuno1 （1.

Takushoku University）

 1:20 PM -  1:40 PM

[1E1-01]

Algorithm of Traveling Salesman Problem using

Particle Swarm Optimization

〇Yamada Yuki1, Anada hajime1 （1. Tokyo City

Univercity）

 1:40 PM -  2:00 PM

[1E1-02]

Toward Optimal Parameters for ACO in Data

Clustering

〇Takayuki Nakayama1, Kazunori Mizuno1 （1.

Takushoku University）

 2:00 PM -  2:20 PM

[1E1-03]

Conversion from Logic Programming Language

PROLEG to Bipolar Argumentation Framework

〇Tatsuki Kawasaki1, Kazuko Takahashi1 （1. Kwansei

Gakuin University）

 2:20 PM -  2:40 PM

[1E1-04]

A Proposal of Qualitative Spatial Representation

Focused on Change of Shapes

〇Momo Tosue1, Kazuko Takahashi1 （1. Kwansei

Gakuin University ）

 2:40 PM -  3:00 PM

[1E1-05]

Oral presentation | General Session | [General Session] 6. Web Mining

[General Session] 6. Web Mining[1E2]
座長:池田 和史（KDDI綜合研究所）
3:20 PM - 5:00 PM  Room E (4F Queen)

Deep Reinforcement Learning for

Recommendation System

〇Takashi Kawashima1, Syunyo Kawamoto1, Daisuke

Tsumita1, Syo Simoyama1, Isshu Munemasa1, Yuta

Tomomatsu1, Kunioki Hayashi2, Tomohiro Takagi1 （1.

Meiji University, 2. DesignOne Japan, Inc）

 3:20 PM -  3:40 PM

[1E2-01]

Proposal of Route Recommending Method

based on Formulation using Edge Vector

〇Hiroki Shibata1, Yasufumi Takama1 （1. Tokyo

Metropolitan University）

 3:40 PM -  4:00 PM

[1E2-02]

Churn Prediction using Deep Learning

〇Kunihiro Miyazaki1, Natsuki Murayama2, Yuki

Yamamoto1, Fumiaki Ushiyama3, Shohei Ohsawa1,

Yutaka Matsuo1 （1. School of Engineering, The

University of Tokyo, 2. Dept. of Arts and Science, The

University of Tokyo, 3. WealthNavi Inc.）

 4:00 PM -  4:20 PM

[1E2-03]

Targets Recommendation Considering After

M\&A Performance by Content based Neural

Collaborative Filtering

〇Masanao Ochi1, Yasuko Yamano1, Kimitaka Asatani1,

Akira Kitauchi2, Tomoyuki Ota2 （1. The University of

Tokyo, 2. UZABASE Inc.）

 4:20 PM -  4:40 PM

[1E2-04]

Mathematical model for search action on the

Internet

〇Akira Ishii1, Noboru Ashida1, Yasuko Kawahata2 （1.

Tottori university, 2. Gunma University）

 4:40 PM -  5:00 PM

[1E2-05]
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Oral presentation | General Session | [General Session] 6. Web Mining

[General Session] 6. Web Mining[1E3]
座長:伊藤 雅弘（株式会社東芝）
5:20 PM - 7:00 PM  Room E (4F Queen)

Extraction of Product and Shop Names of

Souvenir from Blog Articles

〇Ryuya Ikeda1, Kazuaki Ando1 （1. Kagawa

University）

 5:40 PM -  6:00 PM

[1E3-02]

What Can Be Seen from the Prefectural

Assembly Minutes?

〇Yuzu Uchida1, Keiichi Takamaru2, Hokuto Ototake3,

Yasutomo Kimura4 （1. Hokkai-Gakuen University, 2.

Utsunomiya Kyowa University, 3. Fukuoka University, 4.

Otaru University of Commerce / RIKEN AIP）

 6:00 PM -  6:20 PM

[1E3-03]

An Interface of the Collection of Know-How Sites

and the Topics aggregated by a Topic Model

〇Shuto Kawabata1, Wenbin Niu1, Takehito Utsuro1,

Yasuhide Kawada2 （1. University of Tsukuba, 2.

Logworks Co., Ltd.）

 6:20 PM -  6:40 PM

[1E3-04]

Analysis of Political Party Accounts' Followers in

Japan Electoin 2017

〇Fujio Toriumi1, Matsuo Yoshida2 （1. The University

of Tokyo, 2. Toyohashi University of Technology）

 6:40 PM -  7:00 PM

[1E3-05]

Room F

Oral presentation | General Session | [General Session] 4. Knowledge
Utilization and Sharing

[General Session] 4. Knowledge Utilization and

Sharing

[1F1]

座長:福田 直樹（静岡大学）
1:20 PM - 3:00 PM  Room F (4F Garreria)

The First Knowledge Graph Completion

Challenge 2018

〇Takahiro Kawamura1, Shusaku Egami2, Shinichi

Nagano3, Ikki Ohmukai4, Takeshi Morita5, Yasunori

Yamamoto6, Koji Kozaki7 （1. Japan Science and

Technology Agency, 2. University of Electro-

Communications, 3. Toshiba Corp., 4. National

Institute of Informatics, 5. Keio University, 6. Database

Center for Life Science, 7. Osaka University）

 1:20 PM -  1:40 PM

[1F1-01]

Faster Ontology Reasoning with Typed

Propositionalization

〇Maxime CLEMENT1, Ryutaro ICHISE1 （1. National

Institute of Informatics）

 1:40 PM -  2:00 PM

[1F1-02]

Asynchronous Chat System for Dialogue

Collection on Crowdsourcing

〇Kazushi Ikeda1, Keiichiro Hoashi1 （1. KDDI

Research, Inc.）

 2:00 PM -  2:20 PM

[1F1-03]

A data editing support tool for large-sized

ontology data with context dependency

〇Hiroshi Masuya1, Kouji Kozaki2, Riichiro Mizoguchi3

（1. BRC, RIKEN, 2. ISIR, Osaka Univ., 3. Japan Adv.

Inst. of Sci. and Tech. (JAIST)）

 2:20 PM -  2:40 PM

[1F1-04]

Normalize an academic impact indicator for

evaluating interdisciplinary

〇Kazuya Tanaka1, Riku Arakawa1, Yasuaki Kameoka1,

Junichiro Mori1, Ichiro Sakata1 （1. The University of

Tokyo）

 2:40 PM -  3:00 PM

[1F1-05]

Oral presentation | Organized Session | [Organized Session] OS-5

[Organized Session] OS-5[1F2-OS-5a]
3:20 PM - 5:00 PM  Room F (4F Garreria)

How Do Young People Face the

Development of Artificial Intelligence?

〇Motoki Ono1, Hiroshi Nemoto2, Kazuya

Tanaka2, Kan Suzuki2 （1. Research Institute at

Keio SFC, 2. The University of Tokyo）

 3:20 PM -  3:40 PM

[1F2-OS-5a-01]

Relationship between mind perception

and responsibility in a collaborative task

with an artifact

〇Tomohito Miyake1, Yuji Kawai1, Jihoon Park1,

Jiro Shimaya2, Hideyuki Takahashi2, Minoru

Asada1 （1. Graduate School of Engineering,

Osaka University, 2. Graduate School of

Engineering Science, Osaka Univercity）

 3:40 PM -  4:00 PM

[1F2-OS-5a-02]

A study on legal personhood of AIs in tort

law

〇Ryota AKASAKA1 （1. The National Institute

of Advanced Industrial Science and

Technology）

[1F2-OS-5a-03]
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 4:00 PM -  4:20 PM

Driving Self-Driving Cars by Spoken

Language Instructions

〇Hiroshi Tsukahara1, Hirotaka Higaki2,

Namabu Oomae2, Nana Ootawara3, Akari

Inago3, Ichiro Kobayashi3 （1. Denso IT

Laboratory, Inc., 2. Graduate School of Media

and Goverance, Keio University, 3.

Ochanomizu University）

 4:20 PM -  4:40 PM

[1F2-OS-5a-04]

First Trials with Culture-Dependent Moral

Commonsense Acquisition

〇Rafal Rzepka1, Da Li1, Kenji Araki1 （1.

Hokkaido University）

 4:40 PM -  5:00 PM

[1F2-OS-5a-05]

Oral presentation | Organized Session | [Organized Session] OS-5

[Organized Session] OS-5[1F3-OS-5b]
5:20 PM - 7:00 PM  Room F (4F Garreria)

Fundamental consideration on future

society with speed tolerances

〇Hiroshi Yamakawa1,2 （1. Dwango Co. ltd., 2.

The Whole Brain Architecture Initiative, non-

profit organization）

 5:20 PM -  5:40 PM

[1F3-OS-5b-01]

Viewing Singularity from Various

Perspectives

〇Masahiko Osawa1,2, Kazunori Saito3,

Yoichiro Miyake4, Michita Imai1 （1. Keio

University, 2. Japan Society for the Promotion

Science, Research Fellow (DC1), 3.

Exponential Japan, 4. SQUARE ENIX CO.,

LTD.）

 5:40 PM -  6:00 PM

[1F3-OS-5b-02]

Scenarios and branch points to future

machine intelligence

〇Koichi Takahashi1 （1. RIKEN）

 6:00 PM -  6:20 PM

[1F3-OS-5b-03]

OS invited talk

〇Kazuhisa Todayama1 （1. Nagoya University）

 6:20 PM -  7:00 PM

[1F3-OS-5b-a]

Room G

Oral presentation | General Session | [General Session] 11. Robot / Real
World

[General Session] 11. Robot / Real World[1G3]

座長:成田 雅彦（産業技術大学院大学）
5:20 PM - 7:00 PM  Room G (5F Ruby Hall Hiten)

Evaluation of mechanical effect for wire assist

suit with force plates inside treadmill

〇Hiroumi Murai1, Nobutaka Tsujiuchi1, Akihito Ito1,

Keisuke Kitano1, Kenta Murakami2, Seigo Okada2,

Tsuyoshi Inoue2, Yui Endo3, Yumeko Imamura3, Jun

Ozawa3 （1. Doshisha University, 2. Panasonic

Corporation, 3. National Institute of Advanced

Industrial Science and Technology）

 5:20 PM -  5:40 PM

[1G3-01]

Mechanical effects of wire assist suit on human

walking during load-carrying

〇Seigo Okada1, Kenta Murakami1, Tsuyoshi Inoue1,

Yui Endo2, Yumeko Imamura2, Jun Ozawa2 （1.

Panasonic Corporation, 2. National Institute of

Advanced Industrial Science and Technology）

 5:40 PM -  6:00 PM

[1G3-02]

Learning-based Selective Dual-arm Grasping for

Warehouse Picking

〇Shingo Kitagawa1, Kentaro Wada1, Kei Okada1,

Masayuki Inaba1 （1. the University of Tokyo）

 6:00 PM -  6:20 PM

[1G3-03]

Integrated Model for Learning of Actions,

Language and Planning

〇Kazuki Miyazawa1, Tatsuya Aoki1, Takato Horii1, Chie

Hieida1, Tomoaki Nakamura1, Takayuki Nagai1 （1.

The Department of Mechanical Engineering and

Intelligent Systems, University of Electro-

Communications）

 6:20 PM -  6:40 PM

[1G3-04]

Learning Integration Concept of Objects and

Motions Based on Segmentation and

Classification of Time Series Multimodal

Information

〇Ryotaro Nunokawa1, Kazuki Miyazawa1, Tomoaki

Nakamura1, Takayuki Nagai1, Masahide Kaneko1 （1.

The University of Electro-Communications）

 6:40 PM -  7:00 PM

[1G3-05]

Oral presentation | NFC Session | [NFC Session] NFC-2 UEPD
(Development of fundamental technology for understanding emotions of
people with dementia and its applications to communication support)

[NFC Session] NFC-2 UEPD

(Development of fundamental

technology for understanding

emotions of people with dementia

[1G1-NFC-2a]
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and its applications to

communication support)
座長:竹林 洋一（静岡大学）
1:20 PM - 3:00 PM  Room G (5F Ruby Hall Hiten)

Aim of the session

Yoichi TAKEBAYASHI1 （1: Shizuoka University

/ The Society of Citizen Informatics for Human

Cognitive Disorder）

 1:20 PM -  1:40 PM

[1G1-NFC-2a-a]

(Panel discussion) The results of

"Development of fundamental technology

for understanding emotions of people

with dementia and its applications to

communication support"

Shogo Ishikawa1, Hideki Ueno2, Shinya

Kiriyama1 （1: Shizuoka University, 2: Chiba

University Hospital / The Society of Citizen

Informatics for Human Cognitive Disorder）

 1:40 PM -  3:00 PM

[1G1-NFC-2a-b]

Oral presentation | NFC Session | [NFC Session] NFC-2 UEPD
(Development of fundamental technology for understanding emotions of
people with dementia and its applications to communication support)

[NFC Session] NFC-2 UEPD

(Development of fundamental

technology for understanding

emotions of people with dementia

and its applications to

communication support)

[1G2-NFC-2b]

座長:竹林 洋一（静岡大学）
3:20 PM - 5:00 PM  Room G (5F Ruby Hall Hiten)

(Panel discussion) Toward Development

of Citizen Informatics for Human

Cognitive Disorder

Koiti HASIDA1, Ko ISHIYAMA2, Seiji BITO3 （1:

Tokyo University, 2: ExaWizards Inc., 3: Tokyo

Medical Center）

 3:20 PM -  3:40 PM

[1G2-NFC-2b-a]

Conclusion

Yoichi TAKEBAYASHI1 （1: Shizuoka

University / The Society of Citizen Informatics

for Human Cognitive Disorder）

 3:40 PM -  5:00 PM

[1G2-NFC-2b-b]

Room H

Oral presentation | Organized Session | [Organized Session] OS-13

[Organized Session] OS-13[1H1-OS-13a]
1:20 PM - 3:00 PM  Room H (10F Sky Hall)

Annotating Expression of Roles and

Exercise of Special Abilities to the

Werewolf BBS

〇Michimasa Inaba1, Yoshinobu Kano2,

Hirotaka Osawa3, Takeshi Otsuki4, Daisuke

Katagami5, Fujio Toriumi6 （1. Hiroshima

City University, 2. Shizuoka University, 3.

University of Tsukuba, 4. Yamagata

University, 5. Tokyo Polytechnic University, 6.

The University of Tokyo）

 1:20 PM -  1:40 PM

[1H1-OS-13a-01]

Performance Evaluation of AI Wolf Using

Neural Network

〇Hiroaki Doguro1, Hitoshi Matsubara1 （1.

Future University Hakodate）

 1:40 PM -  2:00 PM

[1H1-OS-13a-02]

Improvement of Role Estimation using

Machine Learning in werewolf AI

〇Yuta Kimura1, Takeshi Ito1 （1. University

of Electric Communication）

 2:00 PM -  2:20 PM

[1H1-OS-13a-03]

Development of Werewolf-game Agent

Using Differentiable Neural Computer

〇Ryo Iehara1, Atsushi Hirota1, Kazuaki

Tanaka1, Masahiro Araki1, Natsuki Oka1 （1.

Kyoto Institute of Technology）

 2:20 PM -  2:40 PM

[1H1-OS-13a-04]

Analysis of Agents’ Information

Sharing with Evolutionary Computation

〇Bohao Wang1, Hirotaka Osawa1, Ken

Satoh2 （1. University of Tsukuba, 2.

National Institute of Informatics）

 2:40 PM -  3:00 PM

[1H1-OS-13a-05]

Oral presentation | Organized Session | [Organized Session] OS-13

[Organized Session] OS-13[1H2-OS-13b]
3:20 PM - 5:00 PM  Room H (10F Sky Hall)

Evaluation of topic n-gram model for

the utterance of AIWolf agent

〇Takashi OTSUKI1 （1. Yamagata

University）

 3:20 PM -  3:40 PM

[1H2-OS-13b-01]

Role Estimation in Werewolf BBS using

Distributed Representation

[1H2-OS-13b-02]
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Yurie Kimura1, 〇Tomonobu Ozaki1 （1.

Nihon University）

 3:40 PM -  4:00 PM

Natural Language Task in AI Werewolf

Contest

〇Yoshinobu Kano1, Michimasa Inaba2 （1.

Shizuoka University, 2. Hiroshima City

University）

 4:00 PM -  4:20 PM

[1H2-OS-13b-03]

Special program

 4:20 PM -  5:00 PM

[1H2-OS-13b-a]

Room J

Oral presentation | General Session | [General Session] 9. NLP / IR

[General Session] 9. NLP / IR[1J1]
座長:平岡 拓也（日本電気株式会社）
1:20 PM - 3:00 PM  Room J (2F Royal Garden B)

A Study on Evaluation Method of Wikipedia's

Article Using Network Feature Quantity in

Definition Statement Extension for Word Sense

Disamibiguation

〇Wataru Murata1, Ei-Ichi Osawa2 （1. Future

University Hakodate Graduate School, 2. Future

University Hakodate）

 1:20 PM -  1:40 PM

[1J1-01]

Generating Descriptions for Videos based on the

Interaction between a Human and Objects

considering their Positional Relationship

〇Rino Urushihara1, Ichiro Kobayashi1 （1.

Ochanomizu University）

 1:40 PM -  2:00 PM

[1J1-02]

Automatic generation of questions from product

manual sentences

〇Sato Sato1, Itsui Hiroyasu2, Okumura Manabu3 （1.

School of Engineering, Tokyo Institute of Technology,

2. Mitsubishi Electric Corporation, 3. Institute of

Innovative Research, Tokyo Institute of Technology）

 2:00 PM -  2:20 PM

[1J1-03]

Development of an Access Method to Linked

Open Data through Converting Natural Language

into SPARQL Queries

〇Yuri Murayama1, Ichiro Kobayashi1, Takeshi Morita2,

Yukiko Nakano3, Takahira Yamaguchi2 （1.

Ochanomizu University, 2. Keno University, 3. Seiko

University）

[1J1-04]

 2:20 PM -  2:40 PM

Comparison of Reviews on Picture Books and

Developmental Psychology Literature focusing on

Infants' Developmental Reactions to Picture

Books

〇Miho Kasamatsu1, Hiroshi Uehara1,2, Takehito

Utsuro1, Yu Saito3 （1. University of Tsukuba, 2. Akita

Pref. Univ., 3. Seitoku Univ.）

 2:40 PM -  3:00 PM

[1J1-05]

Oral presentation | General Session | [General Session] 9. NLP / IR

[General Session] 9. NLP / IR[1J2]
座長:木村 泰知（小樽商科大学）
3:20 PM - 5:00 PM  Room J (2F Royal Garden B)

A Linear-Time Kernelized Co-occurrence Norm

for Sparse Linguistic Expressions

〇Sho Yokoi1,2, Sosuke Kobayashi3, Kenji Fukumizu4,

Kentaro Inui1,2 （1. Tohoku Univ., 2. Riken AIP, 3.

Preferred Networks, 4. ISM）

 3:20 PM -  3:40 PM

[1J2-01]

Experimental Analysis of Effect of Reducing

Search Space for Relevance Feedback Based on

SVM

〇Yuto Imamura1, Takahiro Nishigaki1, Takashi Onoda1

（1. Aoyama Gakuin University）

 3:40 PM -  4:00 PM

[1J2-02]

Neural Ranking with Pretraining for Curation of

Important Sentences in Business Operations

〇Yuta Koreeda1, Kenzo Kurotsuchi1, Toshihiko

Yanase1, Kohsuke Yanai1, Hisao Mase1, Misa Sato1 （1.

Hitachi, Ltd.）

 4:00 PM -  4:20 PM

[1J2-03]

The effect of optimization by RIBES in statistical

machine translation

〇Naotaka Kawata1, Hideki Isozaki2, Genichiro Kikui2

（1. Okayama Prefectural University Graduate School

of Computer Science and Systems Engineering , 2.

Okayama Prefectural University Faculty of Computer

Science and Systems Engineering Department of

Systems Engineering）

 4:20 PM -  4:40 PM

[1J2-04]

An Idea of Patent Document Classifier Support

System Using Rough Set Theory

〇masaki kurematsu1 （1. Iwate Prefectural

University）

 4:40 PM -  5:00 PM

[1J2-05]
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Oral presentation | General Session | [General Session] 9. NLP / IR

[General Session] 9. NLP / IR[1J3]
座長:平岡 拓也（NEC）
5:20 PM - 7:00 PM  Room J (2F Royal Garden B)

A Study of Frame Importance Detection by Link

Relationship among Frames on Comics

〇TAKASHI HIRAOKA1, RYOSUKE YAMANISHI2, YOKO

NISHIHARA2 （1. Graduate School, Ritsumeikan

University, 2. Ritsumeikan University）

 5:20 PM -  5:40 PM

[1J3-01]

Classifying Personality of Comic Character Based

on Egogram

〇Byeongseon Park1, Kanae Ibayashi1, Mitsunori

Matsushita1 （1. Kansai University）

 5:40 PM -  6:00 PM

[1J3-02]

A Novel Story Analysis Method based on the

Distributed Representation of Sentences

〇Kiyohito Fukuda1, Naoki Mori1, Keinosuke

Matsumoto1 （1. Osaka Prefecture University）

 6:00 PM -  6:20 PM

[1J3-03]

Preliminary Analysis of Weibo Emojis for

Sentiment Analysis of Chinese Social Media

〇Da Li1, Rafal Rzepka1, Kenji Araki1 （1. Hokkaido

University）

 6:20 PM -  6:40 PM

[1J3-04]

Filtering out improper accounts from Twitter user

accounts for discovering individuals interested in

certain topic

〇Chao Cai1, Shun Shiramatsu1 （1. Department of

Computer Science, Graduate School of Engineering,

Nagoya Institute of Technology）

 6:40 PM -  7:00 PM

[1J3-05]

Room K

Oral presentation | Organized Session | [Organized Session] OS-2

[Organized Session] OS-2[1K1-OS-2a]
1:20 PM - 3:00 PM  Room K (3F Azisai Mokuren)

Analysis on Elements to Motivate Reading

Comics Motivation

〇Kenta Sato1, Yoshiki Maki1, Satoshi

Nakamura1 （1. Meiji University）

 1:20 PM -  1:40 PM

[1K1-OS-2a-01]

Autonomous Generation of 2-panel

Comics Based on Human-made Comics

〇Kazushi Mukaiyama1 （1. Future University

[1K1-OS-2a-02]

Hakodate）

 1:40 PM -  2:00 PM

Toward a Network Analysis of Empathic

and Exciting AI Conversation and

Scenario

〇Yasuda Yuki1 （1. Kansai University）

 2:00 PM -  2:20 PM

[1K1-OS-2a-03]

A Proposal of Machine Translation from

Japanese to Chinese Onomatopoeias

〇KAI YANG1, Tsuyoshi Nakamura1, Masayoshi

Kanoh2, Koji Yamada3 （1. Nagoya Institute of

Technology, 2. Chukyo University, 3. Institute

of Advanced Media Arts and Sciences）

 2:20 PM -  2:40 PM

[1K1-OS-2a-04]

Recognizing the Order of Four-scene

Comics by Three-Path Convolutional

Neural Networks

〇Saya Fujino1, Naoki Mori1, Keinosuke

Matsumoto1 （1. Osaka Prefecture

University）

 2:40 PM -  3:00 PM

[1K1-OS-2a-05]

Oral presentation | Organized Session | [Organized Session] OS-2

[Organized Session] OS-2[1K2-OS-2b]
3:20 PM - 5:00 PM  Room K (3F Azisai Mokuren)

Manga Processing and its Dataset -

Manga109- Construction for Academic

Use

〇Kiyoharu Aizawa1 （1. The University of

Tokyo）

 3:20 PM -  4:00 PM

[1K2-OS-2b-01]

Automatic generation of anime-like hair

motion of 3D characters

〇Kenji Furukawa1, Susumu Nakata1 （1.

Ritsumeikan University）

 4:00 PM -  4:20 PM

[1K2-OS-2b-02]

Trials of Generating Comic Illustrations

Using Deep Generative Adversarial

Networks

〇Jun Hozumi1, Yutaka Matsuo1 （1. the

University of Tokyo）

 4:20 PM -  4:40 PM

[1K2-OS-2b-03]

Character Representation Adaption in

Individual Manga

〇Koki Tsubota1, Toru Ogawa1, Toshihiko

Yamasaki1, Kiyoharu Aizawa1 （1. The

[1K2-OS-2b-04]
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University of Tokyo）

 4:40 PM -  5:00 PM

Oral presentation | Organized Session | [Organized Session] OS-10

[Organized Session] OS-10[1K3-OS-10a]
5:20 PM - 7:00 PM  Room K (3F Azisai Mokuren)

Support system of assigning label to

acoustic event in pig farm by automatic

extraction of acoustic event and

showing both acoustic event and movie

〇Misaki Mito1, Takuji Kawagishi1, Koichi

Mizutani1,2, Keiichi Zempo1,2, Naoto

Wakatsuki1,2, Nobuhiro Takemae3, Takehiko

Saito3 （1. Graduate School of Systems and

Information Engineering, Univ. Tsukuba, 2.

Faculty of Engineering, Information and

Systems, Univ. Tsukuba, 3. National Institute

of Animal Health, NARO）

 5:20 PM -  5:40 PM

[1K3-OS-10a-01]

Multi-spectroscopic sensing of lettuce

for freshness measurement using

machine learning

〇Takaharu Kameoka1, Akane Tsukahara1,

Shinichi Kameoka1, Ryoei Ito1, Atsushi

Hashimoto1 （1. Mie University）

 5:40 PM -  6:00 PM

[1K3-OS-10a-02]

Preliminary study for discriminating oil

palm ripeness by using color chart

〇Kaiko Minakata1, Kazuki Kobayashi1,

Kunihisa Tashiro1, Hiroyuki Wakiwaka1,

Hirokazu Nagata2, Norhisam Misron3, Nor

Aziana Aliteh3, Takuma Hasegawa1, Masaki

Futamata1 （1. Graduate School Science and

Technology, Shinshu university, 2. Grobal

Education Center, Shinshu University, 3.

Faculty of Engineering, Universiti Putra

Malaysia）

 6:00 PM -  6:20 PM

[1K3-OS-10a-03]

A Light-Driven Artificial Neural Network

Architecture for Deep Neural Network

〇Takuya Otsuka1, Shiori Konisho1 （1.

Nippon Telegraph and Telephone）

 6:20 PM -  6:40 PM

[1K3-OS-10a-04]

Evaluation of Data Augmentation to

Image-Based Plant Disease Detection

〇Kenichi Kobayashi1, Junpei Tsuji1, Masato

[1K3-OS-10a-05]

Noto1 （1. Kanagawa University）

 6:40 PM -  7:00 PM

Room L

Oral presentation | General Session | [General Session] 12. HI / Education
Aid

[General Session] 12. HI / Education Aid[1L1]
座長:笠井 俊信（岡山大学大学院）
1:20 PM - 3:00 PM  Room L (3F Sapphire Hall Asuka)

Engineering Experiment Environment Combining

Knowledge-Constructive Jigsaw Method and IoT

〇Takafumi Noguchi1 （1. National Institute of

Technology, Kushiro College）

 1:20 PM -  1:40 PM

[1L1-01]

Effect of Educational-Support Robot Based on

Cognitive Apprenticeship Theory

〇Kenya Miyauchi1, Jimenez Felix1, Tomohiro

Yoshikawa1, Takeshi Furuhashi1 （1. Nagoya

university）

 1:40 PM -  2:00 PM

[1L1-02]

Development of a Simulation System for

Changing Decision Character during Playing

Japanese Poem Card Game

〇Chiharu Tokushima1, Masato Soga1 （1. Wakayama

University）

 2:00 PM -  2:20 PM

[1L1-03]

Character Strokes Detection and Scoring for

Increasing Children's Calligraphy Training time

〇Yui Kakino1, Makoto Kawano1, Takuro Yonezawa1,

Jin Nakazawa1 （1. Keio University）

 2:20 PM -  2:40 PM

[1L1-04]

Analysis of NIE Worksheets and Article

Estimation Method for Web News

Recommendation to Elementary School

Teachers

〇Shinya Seki1, Kazuaki Ando1 （1. Kagawa

University）

 2:40 PM -  3:00 PM

[1L1-05]

Oral presentation | General Session | [General Session] 12. HI / Education
Aid

[General Session] 12. HI / Education Aid[1L2]
座長:野口 孝文（釧路高専）
3:20 PM - 5:00 PM  Room L (3F Sapphire Hall Asuka)

Investigation of a Training Environment for

Student Teacher using Atmosphere Generation

[1L2-01]
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Model in a Virtual Classroom

〇Masato Fukuda1, Huang Hsuan Hung3,4,2, Kazuhiro

Kuwabara2 （1. Graduate School of Information

Science and Engineering Ritsumeikan University, 2.

College of Information Science and Engineering

Ritsumeikan University, 3. Center for Advanced

Intelligence Project RIKEN, 4. Department of

Intelligence Science and Technology, Graduate School

of Informatics, Kyoto University）

 3:20 PM -  3:40 PM

Item Responce Theory for dynamic assesment

〇Emiko Tsutsumi1, Masaki Uto2, Maomi Ueno2 （1.

Faculty of Informatics and Engineering, The University

of Electro-Communications, 2. Graduate school of

Informatics and Engineering, The University of Electro-

Communications）

 3:40 PM -  4:00 PM

[1L2-02]

Automatic Classification of Description Problem

Answers in Business Education

〇Kenta Sasaki1, Kenichi Suzuki1, Kentaro Inui2 （1.

The Graduate School of Management, GLOBIS

University, 2. Tohoku University）

 4:00 PM -  4:20 PM

[1L2-03]

Competency-oriented Learning by Teaching is as

effective as Mastery Learning provided by

Cognitive Tutor

〇Noboru Matsuda1 （1. Texas A&M University）

 4:20 PM -  4:40 PM

[1L2-04]

A Study on Japanese Listening Training Support

System by Using Anime

〇Junjie Shan1, Yoko Nishihara1, Ryosuke Yamanishi1

（1. Ritsumeikan University）

 4:40 PM -  5:00 PM

[1L2-05]

Oral presentation | General Session | [General Session] 12. HI / Education
Aid

[General Session] 12. HI / Education Aid[1L3]
座長:曽我 真人（和歌山大学）
5:20 PM - 6:40 PM  Room L (3F Sapphire Hall Asuka)

Development of Logical Thinking Training

System by Proving Mathematical Problems

〇Kayo Kawamoto1,2, Minatsu Furutani1, Ayako

Miyawaki1, Tomoyuki Uchida1, Tsukasa Hirashima2,

Yusuke Hayashi2 （1. Hiroshima City University, 2.

Hiroshima University）

 5:20 PM -  5:40 PM

[1L3-01]

Student group formation multiobjective[1L3-02]

optimization with a hybrid of genetic algorithm

and particle swarm optimization

〇Satoshi V. Suzuki1 （1. Osaka University of

Economics and Law）

 5:40 PM -  6:00 PM

A Study on Oddball Tasks with Feedback for

Measuring P300

〇Tadashi Koike1, Tomohiro Yoshikawa1, Takeshi

Furuhashi1 （1. Nagoya university）

 6:00 PM -  6:20 PM

[1L3-03]

Constructive and Practical Research

Methodology for Computational Understanding

of Situated Intelligence

〇Koryu Nagata1, Yasutaka Kuroki2, Masaya Okada3

（1. Department of Computer Science, Faculty of

Informatics, Shizuoka University, 2. Department of

Informatics, Graduate School of Integrated Science

and Technology, Shizuoka University, 3. Division of

Behavior Informatics, College of Informatics, Academic

Institute, Shizuoka University）

 6:20 PM -  6:40 PM

[1L3-04]

Room M

Oral presentation | General Session | [General Session] 13. AI Application

[General Session] 13. AI Application[1M2]
座長:佐々木 耀一（日本電気株式会社）
3:20 PM - 5:00 PM  Room M (2F Amethyst Hall Hoo)

Automatic Planning of Electrical Isolation with

Deep Learning in Nuclear Power Plant

〇Susumu Naito1, Kei Takakura1, Hiroki Shiba1 （1.

TOSHIBA ENERGY SYSTEMS &SOLUTIONS

CORPORATION）

 3:20 PM -  3:40 PM

[1M2-01]

Approach to the transfer of quality control skills

at the construction site using eye-gazing data

〇Junya Morita1, Nao Fujimoto1, Katsumi Yanagita1

（1. KAJIMA Corporation）

 3:40 PM -  4:00 PM

[1M2-02]

Toward Supporting Decision Making for Flood

Control in a Hydroelectric Dam by

Reinforcement Learning and Symbol Grounding

〇Yukiko Tanaka1,2, Takuya Hiraoka1,2, Takashi

Onishi1,2, Yoshimasa Tsuruoka2,3, Shohei Takino4,

Yosuke Matsumoto5 （1. NEC Security Research

Laboratories, 2. National Institute of Advanced

[1M2-03]
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Industrial Science and Technology, Artificial

Intelligence Research Center, 3. The University of

Tokyo, 4. Tokyo Electric Power Company Holdings,

Inc., 5. Tokyo Electric Power Services Co., Ltd.）

 4:00 PM -  4:20 PM

Algorithmic Detection of Quote Spoofing in

Stock Exchange Market Using Probability

Density Ratio Estimation

〇Kenichi Nakahara1, Fumiya Shimada1, Kunihiro

Miyazaki1, Masayuki Sekine1, Shouhei Ohsawa1,

Makoto Ohshima2, Yutaka Matsuo1 （1. The University

of Tokyo, 2. DSB Co., Ltd.）

 4:20 PM -  4:40 PM

[1M2-04]

Proposal of a business assisting framework with

multiple chatbots

〇Keisuke Tsunoda1, Masahiro Okazaki1, Ryuto

Koyanagi1, Fujie Nagamori1, Daisuke Minoura1 （1.

NTT Comware Corporation）

 4:40 PM -  5:00 PM

[1M2-05]

Oral presentation | General Session | [General Session] 13. AI Application

[General Session] 13. AI Application[1M3]
座長:大西 貴士（NEC/産総研）
5:20 PM - 6:40 PM  Room M (2F Amethyst Hall Hoo)

A Lighting Control to Optimize Satisfaction of

Illuminance and Color Temperature

〇Wataru Bando1, Mitsunori Miki2, Hiroaki Nasu1,

Ryoto Tomioka1, Hiroto Aida2 （1. Graduate School of

Science and Engineering, Doshisha University, 2.

Department of Science and Engineering, Doshisha

University）

 5:20 PM -  5:40 PM

[1M3-01]

Development of Machine Learning Models for

Gas Identification Based on Transfer Functions

〇Gaku Imamura1, Genki Yoshikawa1,2, Takashi

Washio3 （1. National Institute for Materials Science,

2. University of Tsukuba, 3. Osaka University）

 5:40 PM -  6:00 PM

[1M3-02]

Minimum Cost Mapping of Quantum Circuits to

Quantum Computers

〇Toshinari Itoko1, Rudy Raymond1, Takashi

Imamichi1 （1. IBM Research - Tokyo）

 6:00 PM -  6:20 PM

[1M3-03]

Segment Assignment in Shield Tunneling

Method using Constrained Genetic Algorithm

〇Koya Ihara1, Shohei Kato1,2, Takehiko Nakaya3,

[1M3-04]

Tomoaki Oki3 （1. Dept. of Computer Science and

Engineering, Graduate School of Engineering, Nagoya

Institute of Technology, 2. Frontier Research Institute

for Information Science, Nagoya Institute of

Technology, 3. Shimizu Corporation）

 6:20 PM -  6:40 PM

Room N

Oral presentation | General Session | [General Session] 2. Machine
Learning

[General Session] 2. Machine Learning[1N1]
座長:原 聡（大阪大学）
1:20 PM - 3:00 PM  Room N (2F Sakurajima)

Learning of Relative Spatial Concepts from

Utterances based on MCMC sampling

〇Rikunari Sagara1, Zhixiang Gu1, Ryo Taguchi1,

Koosuke Hattori2, Masahiro Hoguro2, Taizo Umezaki1,3

（1. Nagoya Institute of Technology, 2. Chubu

University, 3. The University of Tokyo）

 1:20 PM -  1:40 PM

[1N1-01]

The Method of Machine Learning Considering

Tamper of Training Data

Tenshi Yanagimachi1, 〇Yoshiteru Ishida1 （1.

Toyohashi University of Technology）

 1:40 PM -  2:00 PM

[1N1-02]

Prediction with LSTM and Analysis of Werewolf

〇Manami Kondoh1, Taku Hasegawa1, Naoki Mori1,

Keinosuke Matsumoto1 （1. Osaka Prefecture

University）

 2:00 PM -  2:20 PM

[1N1-03]

Analysis of cognitive satisficing value function

〇Akihiro Tamatsukuri1, Tatsuji Takahashi2 （1.

Graduate School of Tokyo Denki Univerity, 2. Tokyo

Denki University）

 2:20 PM -  2:40 PM

[1N1-04]

Social reinforcement learning with shared

reference satisficing

〇Noriaki Sonota1, Takumi Kamiya2, Yu Kono3, Tatsuji

Takahashi1 （1. School of Science and Engineering,

Tokyo Denki University, 2. Graduate School of Tokyo

Denki Univerity, 3. DeNA Co., Ltd.）

 2:40 PM -  3:00 PM

[1N1-05]

Oral presentation | General Session | [General Session] 2. Machine
Learning

[General Session] 2. Machine Learning[1N2]
座長:岡本 昌之（トヨタ自動車株式会社）
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3:20 PM - 5:00 PM  Room N (2F Sakurajima)

Sequential User Profiling from Newspapers’

Access Log

〇Wataru Kudo1, Fujio Toriumi1 （1. The University of

Tokyo）

 3:20 PM -  3:40 PM

[1N2-01]

A Nonparametric Delayed Feedback Model for

Conversion Rate Prediction

〇Yuya Yoshikawa1, Yusaku Imai2 （1. STAIR Lab,

Chiba Institute of Technology, 2. CyberAgent, Inc）

 3:40 PM -  4:00 PM

[1N2-02]

Learning Style-sensitive Word Vector via

Unsupervised-manner

〇Reina Akama1, Kento Watanabe1, Sho Yokoi1,2,

Sosuke Kobayashi3, Kentaro Inui1,2 （1. Tohoku

University, 2. RIKEN AIP, 3. Preferred Networks, Inc.）

 4:00 PM -  4:20 PM

[1N2-03]

Multiplex Network Embedding with Layer

Vectors

〇Ryuta Matsuno1, Tsuyoshi Murata1 （1. Tokyo

Institute of Technology）

 4:20 PM -  4:40 PM

[1N2-04]

Quantification of contribution of features to EEG

classification using the efficient estimation of

Shapley Value based on a hierarchy of EEG

features

〇Kazuki Tachikawa1, Yuji Kawai1, Jihoon Park1,

Minoru Asada1 （1. OsakaUniversity）

 4:40 PM -  5:00 PM

[1N2-05]

Oral presentation | General Session | [General Session] 2. Machine
Learning

[General Session] 2. Machine Learning[1N3]
座長:松井 藤五郎（中部大学）
5:20 PM - 7:00 PM  Room N (2F Sakurajima)

Excluding the Data with Exploration from

Supervised Learning Improves Neural Fictitious

Self-Play

〇Keigo Kawamura1, Jun Suzuki2,3, Yoshimasa

Tsuruoka4 （1. Graduate School of Engineering, The

University of Tokyo, 2. NTT Communication Science

Laboratories, NTT Corporation, 3. RIKEN Center for

Advanced Intelligence Project, 4. Graduate School of

Information Science and Technology, The University of

Tokyo）

 5:20 PM -  5:40 PM

[1N3-01]

Estimation of a non-linear reward function using

score-based inverse reinforcement learning

〇Natsumi Watanabe1, Gakuto Masuyama2, Kazunori

Umeda1 （1. Chuo University, 2. Meijo University）

 5:40 PM -  6:00 PM

[1N3-02]

Toward satisficing in general reinforcement

learning

〇Kuniaki Satori1, Yutaka Yoshida1, Kenta Yamagishi1,

Yuya Ushida2, Takumi Kamiya2, Tatsuji Takahashi1 （1.

Tokyo Denki University, 2. Graduate School of Tokyo

Denki Univerity）

 6:00 PM -  6:20 PM

[1N3-03]

Hybird Learning Using Profit Sharing and

Genetic Algorithm -Task Division Performance in

MDP Environments-

〇Kohei Suzuki1, Shohei Kato1,2 （1. Nagoya Institute

of Technology, 2. Frontier Research Institute for

Information Science, Nagoya Institute of Technology）

 6:20 PM -  6:40 PM

[1N3-04]

Inverse Reinforcement Learning with BDI Agents

for Pedestrian Behavior Simulation

〇Nahum Alvarez1, Itsuki Noda1 （1. The National

Institute of Advanced Industrial Science and

Technology (AIST)）

 6:40 PM -  7:00 PM

[1N3-05]

Room O

Oral presentation | General Session | [General Session] 10. Vision / Speech

[General Session] 10. Vision / Speech[1O1]
座長:石寺 永記（NECソリューションイノベータ）
1:20 PM - 3:00 PM  Room O (2F Kaimon)

Banner Click Through Rate Classification Using

Deep Convolutional Neural Network

Nicolas Michel2,3, 〇Hayato Sakata1, Keita Kurita3,

Toshihiko Yamasaki3 （1. So-net Media Networks

Corp., 2. Institut Mines-Télécom Atlantique, 3. The

University of Tokyo）

 1:20 PM -  1:40 PM

[1O1-01]

Turn Signal Recognition by Convolutional

Recurrent Neural Network

〇Ryota Hagi1, Keisuke Yoneda1, Naoki Suganuma1

（1. Kanazawa University）

 1:40 PM -  2:00 PM

[1O1-02]

Bidirectional recognition between motion

context on long-term observation and human

[1O1-03]



©The Japanese Society for Artificial Intelligence 

 Tue. Jun 5, 2018 Oral presentation  JSAI2018

motion

〇Tadashi Ogura1, Tetsunari Inamura1,2 （1.

SOKENDAI(The Graduate University for Advanced

Studies), 2. National Institute of Informatics）

 2:00 PM -  2:20 PM

On Simultaneous Recognition of Multiple Paper

Sticky Notes with Position Detection and High-

resolution

〇Eishun Ito1, Tadachika Ozono1, Toramatsu Shintani1

（1. Nagoya Institute of Technology）

 2:20 PM -  2:40 PM

[1O1-04]

ATM Anomaly Behavior Detection with Machine

Learning: A Study

〇TRONG HUY PHAN1, Reiko Kishi1, Kazuma

Yamamoto1, Makoto Masuda1 （1. Corporate

Research and Development Center, Oki Electric

Industry Co., Ltd.）

 2:40 PM -  3:00 PM

[1O1-05]

Oral presentation | Organized Session | [Organized Session] OS-15

[Organized Session] OS-15[1O2-OS-15a]
3:20 PM - 5:00 PM  Room O (2F Kaimon)

Artificial Intelligence: Challenge to the

Real World Problems

〇Hideyuki Nakashima1 （1. University of

Tokyo）

 3:20 PM -  3:40 PM

[1O2-OS-15a-01]

Future Artificial Intelligence

Technology: Real World Problems in

Implementation

〇Yoichi Motomura1 （1. The National

Institute of Advanced Industrial Science and

Technology）

 3:40 PM -  4:00 PM

[1O2-OS-15a-02]

Utilization of Artificial Intelligence and

its Human Resource Development in

Kansai Area

〇Joe Suzuki1 （1. Osaka University）

 4:00 PM -  4:20 PM

[1O2-OS-15a-03]

How to Improve Manufactual Industrial

Business with Design Thinking

〇Nami Harada1, Yoichi Motomura1 （1.

ADVANCED INDUSTRIAL SCIENCE AND

TECHNOLOGY）

 4:20 PM -  4:40 PM

[1O2-OS-15a-04]

Optimization of Food supply chain by AI[1O2-OS-15a-05]

technology

〇Tatsuhiro Matsuoka1, Yoichi Motomura2

（1. Sigmaxyz inc., 2. National Institute of

Advanced Industrial Science and

Technology）

 4:40 PM -  5:00 PM

Oral presentation | Organized Session | [Organized Session] OS-15

[Organized Session] OS-15[1O3-OS-15b]
5:20 PM - 7:00 PM  Room O (2F Kaimon)

Development of service platform and

eco system for sustainable data

collection of AI

〇Kota Takaoka1, Yoichi Motomura1 （1.

Artificial Intelligence Research

Center(AIST)）

 5:20 PM -  5:40 PM

[1O3-OS-15b-01]

User model about kansei using

probabilistic methods and

implementation trials of user model

〇Eiichi Sakurai1, Youichi Motomura1 （1.

National Institute of Advanced Industrial

Science and Technology (AIST)）

 5:40 PM -  6:00 PM

[1O3-OS-15b-02]

Preliminary Investigation Toward

Development System of Childcare

Study Support Using AI

〇Tetsuzi Yamada1, Ryoma Hida2, Masahiro

Miyata2, Takashi Omori3 （1. Tamagawa

University Brain Science Institute, 2.

Tamagawa University Graduate School of

Engineering, 3. Tamagawa University Faculty

of Engineering）

 6:00 PM -  6:20 PM

[1O3-OS-15b-03]

Visitors' Migration Behavior Analysis at

Large-scale Events

〇Nao Kondo1, Nami Harada1, Kazuya

Yamashita1, Tomotaka Omae1,2, Yoichi

Motomura1,2 （1. National Institute of

Advanced Industrial Science and

Technology, 2. Tokyo Institute of

Technology）

 6:20 PM -  6:40 PM

[1O3-OS-15b-04]

Generation of learning data for

everyday life behaviors in elderly care

home using 3DCG

[1O3-OS-15b-05]
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Koji Kitamura1, Yoichi Motomura1, Yoshifumi

Nishida1, 〇Tomoya Iwasawa2, Masanobu

Eshima2, Hideshi Hirose3 （1. National

Institute of Advanced Industrial Science and

Technology, 2. IMAGICA Imageworks, Inc., 3.

IMAGICA Corp.）

 6:40 PM -  7:00 PM

Room P

Oral presentation | General Session | [General Session] 3. Data Mining

[General Session] 3. Data Mining[1P1]
座長:成松 宏美（NTT）
1:20 PM - 3:00 PM  Room P (4F Emerald Lobby)

A Sampling Method based on Generalized

Relative Square Error to Emphasize Low

Probability Events

Hiroshi Hasegawa1, 〇Tomomi Nakamura1, Takashi

Washio2 （1. Dept. Math and Sciences, Ibaraki

University, 2. ISIR, University of Osaka）

 1:20 PM -  1:40 PM

[1P1-01]

Adaptive questionnaire system based on

Bayesian network

〇Shu Tamura1, Eiichi Sakurai1, Youichi Motomura1

（1. National Institute of Advanced Industrial Science

and Technology (AIST)）

 1:40 PM -  2:00 PM

[1P1-02]

Applying Ordinal logit model to Self-Attentive-

LSTM

〇Hiroyuki Mitsugi1, Michiharu Kitano1, Hiroaki

Watabe1 （1. Daiwa Institute of Research Ltd.）

 2:00 PM -  2:20 PM

[1P1-03]

Creation of Causal Relation Network using

Semantic Similarity

〇kohei nishimura1, Hiroki Sakaji2, Kiyoshi Izumi2 （1.

Department of Systems Innovation, Faculty of

Engineering, The University of Tokyo, 2. Graduate

School of Engineering, The University of Tokyo）

 2:20 PM -  2:40 PM

[1P1-04]

Analysis of the relation between leaders and

revitalization of community activities

〇Kosuke Hamajima1, Atsuko Mutoh1, Koichi

Moriyama1, Nobuhiro Inuzuka1 （1. Nagoya Institute of

Technology）

 2:40 PM -  3:00 PM

[1P1-05]

Oral presentation | General Session | [General Session] 3. Data Mining

[General Session] 3. Data Mining[1P2]
座長:原 聡（大阪大学）
3:20 PM - 5:00 PM  Room P (4F Emerald Lobby)

Design and evaluation of visual analytics

interface for time series data based on direct

manipulation of trajectory

〇Rei Takami1, Yasufumi Takama1 （1. Tokyo

Metropolitan University）

 3:20 PM -  3:40 PM

[1P2-01]

Anomaly Detection on Sound Data Using

Dynamic Mode Decomposition

〇Kota Dohi1, Naoya Takeishi1, Takehisa Yairi1, Koichi

Hori1 （1. Department of Aeronautics and

Astronautics, The University of Tokyo）

 3:40 PM -  4:00 PM

[1P2-02]

Analysis of Television Viewing Pattern

Transitions with Clustering Large-Scale Log Data

〇Yoshiaki Mizuoka1, Kouta Nakata1, Ryohei Orihara1

（1. Analytics AI Laboratory, Corporate Research and

Development Center, Research &Development

Division, Toshiba Corporation）

 4:00 PM -  4:20 PM

[1P2-03]

Verification of Factors Forming Quality Brand

Image in Customers’ Perception

〇Takumi Kato1, Kazuhiko Tsuda2 （1. Honda Motor

Co.,Ltd., 2. University of Tsukuba）

 4:20 PM -  4:40 PM

[1P2-04]

Detection of Social Bots: Quantification of

Language Independent Features and Bot

Clusters

〇Masaki Sugimori1, Kazutoshi Sasahara1,2, Kei Tokita1

（1. Graduate School of Informatics, Nagoya

University, 2. JST, PRESTO）

 4:40 PM -  5:00 PM

[1P2-05]

Oral presentation | General Session | [General Session] 3. Data Mining

[General Session] 3. Data Mining[1P3]
座長:岡田 将吾（北陸先端科学技術大学院大学）
5:20 PM - 7:00 PM  Room P (4F Emerald Lobby)

Twitter Actuates the Cryptocurrency Market

〇Koichiro Tamura1, Shohei Ohsawa1, Yutaka Matsuo1

（1. The University of Tokyo）

 5:20 PM -  5:40 PM

[1P3-01]

Finding Representatives via Nearest Neighbor

Based Binarization and Frequent Pattern Mining

〇Yuka Yoneda1, Mahito Sugiyama2, Takashi Washio1

[1P3-02]
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（1. The Institute of Scientific and Industrial Research ,

2. National Institute of Informatics）

 5:40 PM -  6:00 PM

Inference of Local Feature Correlations by Hints

HongJie ZHAI1, 〇Makoto HARAGUCHI1, Hideyuki

IMAI1 （1. Hokkaido University）

 6:00 PM -  6:20 PM

[1P3-03]

Studies on Normal Boiling Point of Chemical

Substances and Eigen Values of Their Molecular

Matrices

〇Kiryu Yamashita1, Yoshimasa Takahashi1, Tetsuo

Katsuragi1 （1. Graduate School of Engineering ,

Toyohashi University of Technology）

 6:20 PM -  6:40 PM

[1P3-04]

Extraction of the operational skills by analysis of

CAD operation log

〇KEISUKE NIIMI1, Akio Sotoike1, Tatsuya Arisato1 （1.

Toyota Motor Corporation）

 6:40 PM -  7:00 PM

[1P3-05]

Room Z

Oral presentation | General Session | [General Session] 2. Machine
Learning

[General Session] 2. Machine Learning[1Z1]
座長:大塚 琢馬（NTT）
1:20 PM - 3:00 PM  Room Z (3F Matsu Take)

Concept-drift-aware Stochastic Gradient

Descent

〇Kohei Miyaguchi1, Hiroshi Kajino2 （1. Graduate

School of Information Science and Technology, The

University of Tokyo, 2. IBM Research - Tokyo）

 1:20 PM -  1:40 PM

[1Z1-01]

Statistical Evaluation for Mode Selection in

Sparsity-promoting Dynamic Mode

Decomposition

〇Masashi Hiraoka1, Yoshinobu Kawahara1,2, Takashi

Washio1 （1. The Institute of Science and Industrial

Research, Osaka University, 2. Center for Advanced

Intelligence Project, RIKEN）

 1:40 PM -  2:00 PM

[1Z1-02]

Expert-based reward function training: the novel

method to train sequence generators

〇Joji Toyama1, Yusuke Iwasawa1, Yutaka Matsuo1 （1.

The University of Tokyo）

 2:00 PM -  2:20 PM

[1Z1-03]

Dynamic mode decomposition using supervised[1Z1-04]

principal component analysis

〇Takehito Bito1, Yoshinobu Kawahara1,2, Takashi

Washio1 （1. Osaka university, 2. RIKEN）

 2:20 PM -  2:40 PM

Bayesian Estimation and Model Averaging of

CNN by Hypernet

〇Kenya Ukai1, Takashi Matsubara1, Kuniaki Uehara1

（1. Graduate School of System Infomatics, Kobe

University）

 2:40 PM -  3:00 PM

[1Z1-05]

Oral presentation | General Session | [General Session] 2. Machine
Learning

[General Session] 2. Machine Learning[1Z2]
座長:竹内 孝（NTT）
3:20 PM - 5:00 PM  Room Z (3F Matsu Take)

Robustness verification of CMA-ES optimization

for neural networks

〇Hiroki Shimizu1, Junpei Komiyama2, Masashi

Toyoda2 （1. The University of Tokyo, 2. Institute of

Industrial Science, the University of Tokyo）

 3:20 PM -  3:40 PM

[1Z2-01]

Learning to Bipedal Walking on Simulation with

SUNA

〇Yuta Inoue1, Danilo Vasconcellos Vargas1 （1.

Kyushu University）

 3:40 PM -  4:00 PM

[1Z2-02]

The Study on Stochastic Variational Inference for

Topic Modeling with Word Embeddings

〇Kana Ozaki1, Ichiro Kobayashi1 （1. Ochanomizu

University）

 4:00 PM -  4:20 PM

[1Z2-03]

Kernel median embedding as a functional

parameter of the data distribution

〇Matthew J Holland1 （1. Osaka University）

 4:20 PM -  4:40 PM

[1Z2-04]

On Incomplete Noisy Sorting

〇Junpei Komiyama1 （1. The University of Tokyo）

 4:40 PM -  5:00 PM

[1Z2-05]

Oral presentation | General Session | [General Session] 2. Machine
Learning

[General Session] 2. Machine Learning[1Z3]
座長:石畠 正和（NTT）
5:20 PM - 7:00 PM  Room Z (3F Matsu Take)

A Proposal of a loss function of GAN to generate

various images

[1Z3-01]
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〇Ryoji Kodama1, Tsuyoshi Nakamura1, Masayoshi

Kanoh2, Koji Yamada3 （1. Nagoya Institute of

Technology, 2. Chukyo University, 3. Institute of

Advanced Media Arts and Sciences）

 5:20 PM -  5:40 PM

Approximation of Value Function with Feature

Representation Learning to Deal with Extendable

Action Space

〇Yu Kono1, Ikki Tanaka1, Jun Ernesto Okumura1 （1.

DeNA Co., Ltd.）

 5:40 PM -  6:00 PM

[1Z3-02]

Disentangled Representation Learning From

Sequential Data

〇Masanori Yamada1, Heecheol Kim 3, Kosuke

Miyoshi3, Hroshi Yamakawa2,3 （1. NTT Secure

Platform Laboratories, 2. The Whole Brain Architecture

Initiative, 3. Dwango Artificial Intelligence Laboratory）

 6:00 PM -  6:20 PM

[1Z3-03]

Autonomous optimal exploration through

satisficing

Yu Kono2, 〇Tatsuji Takahashi1 （1. Tokyo Denki

University, 2. DeNA Co., Ltd.）

 6:20 PM -  6:40 PM

[1Z3-04]

Comparison of extraction of diffuse lung disease

areas using CNN, FCN and U-Net

〇Kanako Murakami1, Noriaki Hashimoto1, Shoji Kido1,

Yasushi Hirano1, Shingo Mabu1, Kenji Kondo2,3, Jun

Ozawa2 （1. Graduate school of Sciences and

Technology for Innovation, Yamaguchi University, 2.

Advanced Industrial Science and Technology, 3.

Panasonic Corporation）

 6:40 PM -  7:00 PM

[1Z3-05]
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[General Session] 5. Web Intelligence
座長:大塚 淳史（NTT）
Tue. Jun 5, 2018 5:20 PM - 6:40 PM  Room B (4F Moon Light)
 

 
Burst Phenomenon Analysis in Social Tagging System using Hawkes
Process 
〇Shota Ejima1, Taichi Kosugi1, Mizuki Oka1, Masanori Miyake2, Takashi Ikegami2 （1. Graduate

School of Systems and Information Engineering, University of Tsukuba, 2. Graduate School of

Arts and Science, The University of Tokyo） 

 5:20 PM -  5:40 PM   

Analyzing the influence of human personality on SNS community
formation 
〇Gaia Suzuki1, Masanao Ochi1, Takeshi Sakaki1, Ichiro Sakata1 （1. School of Engineering, The

University of Tokyo） 

 5:40 PM -  6:00 PM   

An Evaluation System for Credibility of Fake News using Dynamic
Relational Networks 
Sanae Kuraya1, 〇Yoshiteru Ishida1 （1. Toyohashi University of Technology） 

 6:00 PM -  6:20 PM   

A Consideration of Social Relationships and Social Support in a Virtual
Society 
〇Masanori Takano1, Kan Mizuno1 （1. CyberAgent, Inc.） 

 6:20 PM -  6:40 PM   



Hawkes Process Social Tagging System

Burst Phenomenon Analysis in Social Tagging System using Hawkes Process

∗1
Shota Ejima

∗1
Taichi Kosugi

∗1
Mizuki Oka

∗2
Masanori Miyake

∗2
Takashi Ikegami

∗1
Graduate School of Systems and Information Engineering, University of Tsukuba

∗2
Graduate School of Arts and Science, The University of Tokyo

In the activities of people on WEB such as SNS, the burst phenomenon is observed. Recently, Hawkes Process is
used as a method to analyze the burst phenomenon. It is known that when the branching ratio, which is an index
representing the internal dynamics of Hawkes Process, exceeds a certain threshold, the event time series transits
from steady state to nonstationary state where the burst phenomena is likely to occur. In this paper, we focus
on social tagging system among data obtained from SNS, and analyze how branching ratio changes timewise with
service growth.
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[Oka 15] Oka, M., Hashimoto, Y. and Ikegami, T.: Open-

ended evolution in a web system. In Late breaking pa-

pers at the European Con- ference on Artificial Life,

pp. 17. (2015)

[Hawkes 71] Hawkes, A. G.: Point spectra of some mutu-

ally exciting point processes. Journal of the Royal Sta-

tistical Society. Series B (Method- ological), pp. 438-

443. (1971)

[Onaga 14] Onaga, T. and Shinomoto, S.: Bursting tran-

sition in a linear self-exciting point process. Physical
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Analyzing the influence of human personality on SNS community formation

∗1
Gaia Suzuki

∗1
Masanao Ochi

∗1
Takeshi Sakaki

∗1
Ichiro Sakata

∗1
School of Engineering, The University of Tokyo

With its huge spread in daily life, social media is now a big platform to make new human relationships. While
recent research identified the relationship between users’ personality traits and how individual users behave on
social media, knowledge about how personality traits affect users’ mutual interactions is limited. This research
proposes a method to relate human personality to community formation on social media. By applying this method
to Twitter data, it was inferred that personality factors such as gregariousness, conscientiousness, cheerfulness
shows a ”homophilous” tendency. This means that similarity in these personality traits breeds user connection.
Furthermore, we investigated the relationship between community’s composition of personality and community
dynamics(size, activeness). Analysis by the proposed method may contribute to creating a social matching system
with better user satisfaction.
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An Evaluation System for Credibility of Fake News using Dynamic Relational Networks 

  *1 *1 
 Sanae Kuraya Second Author’s Name 

*1  
Toyohashi University of Technology 

Department of Computer Science and Engineering 

This study aims to construct a system to support evaluating credibility of fake news. We proposed a credibility evaluating 
model using dynamic relationship network which dynamically determines credibility by relative consistency. This credibility 
evaluation model consists of a conclusion node representing the truth and false of the article and a fact node having 
information of 5W1H. For evaluation of the crudities model, we evaluated the network using non-fake news and fake news. 
As a result, it is possible to identify unreliable information from the fact node, and the conclusion node. It was also known 
found that the trend of the article can be inferred.  
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A Considaration of Social Relationships and Social Support in a Virtual Society

∗1
Masanori Takano

∗1
Kan Mizuno

∗1
CyberAgent, Inc.

Anonymous online communications more easy to self-disclosure than offline communications. However, Japanese
young people’s online social relationships tend to include offline social relationships. Therefore, it is important
to complement offline social relationships by communication tools which have few offline relationships. For this
complementing, we discuss online social support in an avatar chat service “Pigg Party.” We marshal user-interview
results of application developers of this service from a viewpoint of online social support.
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Proposal on incentive design for activation of shopping street using city walk application

∗1
Yuya Ieiri

∗2
Yuu Nakajima

∗1
Reiko Hishiyama

∗1
Graduate School of Creative Science and Engineering, Waseda University

∗2
Infomation Science, Toho University

In order to revitalize the shopping street, it is necessary to urge customers to visit each store in the shopping
street and to know the attractiveness of each store. However, regarding the current situation, there is a problem
that the visits of most customers tend to concentrate in certain stores such as big chain stores. Therefore, in our
study, we actually implemented an event using city walk application that we developed. Also, in the event, in order
to prevent customers from visiting such stores, we created an incentive design to determine the point allocation of
each store, with the aim of stabilizing the unique index of the research called store appeal value . And then,
by analyzing the log data of the event, we were able to confirm the visit to each store in the shopping street and
show the effectiveness of the proposed method.
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マルチドローンによる大規模地形モデリングと自動飛行撮影
Large Scale Terrain Modeling and Automatic Aerial Shooting with Multi-drone System

鈴木　恵二 ∗1
Keiji Suzuki

山内　翔 ∗2
Sho Yamauchi

尾形　晃基 ∗1
Kouki Ogata

川嶋　稔夫 ∗1
Toshio Kawashima

∗1公立はこだて未来大学
Future University HAKODATE

∗2北見工業大学
KITAMI Institute of Technology

In natural scenes such as mountains, to realize precise aerial shootings, large scale terrain modeling with multi-
drone is proceeded. The SfM (Structure from Motion) is applied for this modeling based on the pictures produced
by the automatic flying multi-drone. Using the terrain modeling, the procedure of precise automatic aerial shootings
is proposed.

1. はじめに
ドローンによる広域自然景観を撮影する場合に，手ブレな

しで長時間安定した映像取得を行うために，自動飛行による撮
影は一つの有効な手段となる．自動飛行を実行するためには，
あらかじめ飛行経路とカメラアングルのプランニングが必要
となる．特にドローンでは撮影対象への接近や地表面に対して
低空で飛ばすなどの撮影が行われる．このような撮影を行うた
めには，地形に関する情報に基づいてプラニングを行う必要
がある．このプラニングに必要な地形情報をドローンを用い，
SfM（Structure from Motion）から地形モデリングを生成す
る．この際，規模の大きな地形をモデリングするために，時間
短縮のために複数のドローンを同時に活用して，モデリング用
の撮影を行った．この地形モデリングに基づき，自動撮影飛行
プラニングを作成する．以上，大規模地形モデリングを含めた
自動飛行撮影の手順とその成果について示す．

2. 提案手法
2.1 撮影フロー
撮影フローを (図 1) に示す. まず始めに, 予定撮影経路を

含めた撮影エリア一帯での地形モデリングを行う. 次に発着点
を決定する.発着点から経路までの往復距離と経路の飛行距離
を合わせた総飛行距離が, 機体の飛行可能距離以下であるよう
に経路の設定を行う. 総飛行距離が飛行可能距離を超えている
場合は, 飛行可能距離内に撮影経路を収めるよう, 経路の分割
を行う. 次に飛行プランニングの作成を行う. 地形モデリング
で作成した撮影エリアの 3Dモデルを使用し,自動飛行に必要
な way point，カメラアングルの設定を行う. 作成した経路・
飛行プランは使用機体の飛行可能距離・時間内である必要があ
り,作成後確認を行う. 最後に作成した経路をもとに自動飛行
撮影を行う.

2.2 地形モデリング
撮影エリアの地形モデルをドローンを活用した地形測位で使

われている [1][2]SfM(structurefrom motion) で生成する．た
だし、GCP(ground control point)は用いない．撮影エリアが
広大で，かつ立ち入りの難しい自然地形が多く，設置が困難であ
るためである．モデリングにはAgisoftPhotoscan Professional

edition を使用した．撮影エリアのモデリングのための写真撮

連絡先: 鈴木恵二: kjsuzuki@fun.ac.jp

図 1: 撮影フロー概要

影では,地形測位の多くで使用されているグリッド軌道 [3][4][5]

ではなく円形軌道により撮影を行っている．これは撮影エリア
が自然地形であり，起伏に飛んでいるため，オクルージョンを
回避できる円形軌道を使用している. また,モデリングエリア
が広域であるため,複数の円を設定して対象領域をカバーして
いる.

2.3 飛行プランニング
飛行プランニングでは飛行経路の作成を行う.飛行経路はway

pointの列として XML ファイルに記述する．各 way pointに
は緯度，経度，高度が記述されるとともに撮影用方向転換，カ
メラの向き，写真・動画撮影の実行を指定することができる．
作成した地形モデルから緯度経度,高度情報を取得することが
でき、モデル上で確認しながら飛行経路に必要なway pointの
設定を行う.

2.4 自動飛行撮影
広域の対象を撮影することを目的とするため，対象を分割し

て撮影する複数台のドローンを同時に運用できるシステムとし
て．自動飛行管理システムを作成した. このシステムは飛行計
画を区分的に進められ，かつ複数台の飛行管理が可能である．
飛行経路を記述したXMLファイルを各ドローン機体にアップ
ロードし，自動撮影を実行させる．各ドローン機体の状態は
PC で一括したモニタリングが可能であり，リアルタイムに飛
行の中断や再開などの命令を送信できる．
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図 2: モデリング用経路図 (恵山道立自然公園)

図 3: 作成したモデル (恵山道立自然公園)

図 4: 映像撮影用経路 (恵山道立自然公園)

3. 恵山道立自然公園を対象とした撮影実験
恵山道立自然公園にて地形モデリングと自動飛行撮影実験

を行った. 恵山道立自然公園は，北海道道南地区の活火山恵山
を中心とする道立自然公園でありその中でも，主に観光客・登
山客が訪れるエリア周辺を対象に恵山の山肌，渓谷に接近した
映像の撮影を行った.

モデリングの対象となるエリアは 5.9(km) x 4.3(km) に及
び，離発着場所から撮影場所までの最大距離は 1.5(km) であ
る．モデリングに使用した総写真枚数は 1645 枚（手動撮影数
は 423 枚）で，モデリングには 103 時間ほどの計算時間を要
した．モデリング結果を (図 3)に示す．
作成したモデルを使用し、飛行プランニング、経路作成を

行った (図 4). 作成した経路を自動操縦による撮影を行った．
撮影した動画の一部を (図 5),(図 6)に示す．

4. まとめ
本研究では，山，海岸，湖沼など自然地形を対象とした大規

模地形モデリングに基づく自動飛行撮影に向けた手法の提案と

図 5: Route3撮影動画抜粋 1(恵山道立自然公園)

図 6: Route3撮影動画抜粋 2(恵山道立自然公園)

函館恵山地区における飛行実験の結果を示した．今後，飛行プ
ラニングにおけるWay pointの設定など，手動で行っている
部分を自動生成できるようにしていく予定である．
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Towards a New Method for the Investigation of Tourists’ Needs

Shuang Song∗1 Hidenori Kawamura∗1 Junichi Uchida∗2 Hajime Saito∗3

∗1 Hokkaido University ∗2 Otaru University of Commerce
∗3 Hokkaido Information University

Many travel surveys have been carried out in many tourist destinations to investigate tourist’s needs. However,
traditional survey methods can be time and money consuming. Meanwhile, the analysis of the massive and up-to-
date travel reviews may be able to provide a low-cost and real-time substitute. There are many tasks before we
can develop a method to perform the investigation automatically. This paper will explain the progresses we have
made through manual analysis and show the remaining tasks for developing an automated method.

1. Introduction

The inbound tourism has been growing in recent years

and it can bring huge economic contributions to the desti-

nations. To attract more international tourists, many travel

survey have been carried out by national or local govern-

ment to investigate tourists’ needs (e.g. travel intention,

facts and satisfaction). The most common methods used

in those investigations are interview, mail or Internet sur-

vey. Despite of their advantages, it usually takes a lot of

time (e.g. seasonly to yearly) and money (e.g. personnel

expense, distribution expense and incentives) to acquire a

large amount of samples. Nevertheless, these samples will

be probabilistically limited if the arrivals of the tourists

from a certain region is few.

Meanwhile, millions of users are posting blogs, pictures

and videos to the Internet nowadays. For example, TripAd-

visor (see: tripadvisor.jp), the world’s largest travel website,

has over 465 million travel-related reviews posted by world-

wide tourists about hotels, restaurants and attractions lo-

cated in 232 countries. According to our previous manual

content analysis of 1,300 travel reviews from TripAdvisor,

we have found that over 49% travel reviews contain tourist

satisfaction, over 34% reviews contain the travel facts and

2.5% reviews contain the travel intention [Song et al. 18a].

These massive and up-to-date data is providing an oppor-

tunity for the development of a low-cost method for real-

time investigation of the needs of tourists who come from

different countries. This paper will introduce the progresses

we have made through manual analysis [Song et al. 18b]

and the remaining tasks for developing an automated

method.

2. Questions in field surveys

Even on the same topic, different surveys have different

question settings, depending on the scale of the survey and

the local specialties. Also, the method of measurement dif-

fers. Taken tourist satisfaction as an example, in the Con-

sumption Trend Survey for Foreigners Visiting Japan by

Contact: Shuang Song, Hokkaido Uni-

versity, 060-0814, Nishi 9, Kita-ku, Sapporo, Japan,
sousou@complex.ist.hokudai.ac.jp

the Japan Tourism Agency, 20 aspects are taken in con-

cern(e.g. Eat Japanese food, Drink Japaneses alcoholic bev-

erages...) [JNTO 17]. And these questions are answered

with 2 options, satisfied and not satisfied. Meanwhile, in

the the Survey Concerning Customer Satisfaction by the

Hokkaido Government, the participants needed to answer

how satisfied they were towards 11 questions, such as meals

at each tourist destination, souvenirs, accommodations and

etc. with 7 options from (1) very satisfied, (2) satisfied, (3)

fairly satisfied, (4) it was ok, ..., to (6) not satisfied and (7)

did not use. And the proportions of the participants who

answered (1)(2)(3) are summed up as the satisfaction rates

of each region [Hokkaido Government 16]. Based on these

facts, we need a method that can be applied to different

surveys.

3. Answering survey questions with
travel reviews

Unlike field surveys, where targeted information can be

acquired using pre-defined questions, travel reviews are

mainly user generated. It leads to the doubt whether travel

review is a suitable data source. So we will focus on the

following 4 questions here, using the Hokkaido Survey as

an example.

(1) How to find potential equivalent reviews?
(2) How to find the answers from these reviews?
(3) What are the answering rates in reviews?
(4) Are the results similar to those in field surveys?

Firstly, we need to find reviews posted by tourist who

went to the survey area during the survey period. Also,

results are usually aggregated by nationality in surveys, so

we need to identify the nationality of the reviewer. TripAd-

visor records posting date of the reviews, and gives visiting

date and location information if the tourist provided them.

In our research, we collected reviews based on their posting

date, but notice that, there are over 1.5 months delay on

average between posting date and visiting date. And the

region of a tourist will be the region in the location infor-

mation only if the language used in the review is (one of)

the native language(s) in his/her location, to rule out those
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who move to another country in middle/long term stay for

job, education or etc.

Secondly, to find answers, we need (1) explanations of the

captions of the questions, (2) a set of sentiments and their

explanations and (3) rules to transform the emotions in re-

views into the defined sentiments. We can adopt explana-

tions from published dictionaries if they are not mentioned

in the survey. But it is important to rescale the explanation

to the survey area. For example, meals should be food, or

eating food in Hokkaido in our case. The most efficient rules

we have for now are: for each questions, first find out the

related text from the review, and then judge the emotion

by selecting one sentiment from positive, neutral, negative

and ambiguous. It takes about half the time of the rules

which ask participants to point out the related text and

judge the emotion, and gives 88.5% to 91.7% consistency of

the results given by every two participants.

Thirdly, in a sampling analysis of 1,158 reviews written

in English and Chinese by tourists from America, Singa-

pore, Australia, Mainland China, Taiwan, Hong Kong and

Britain, we found the averagely answering rate for meals is

59.3%, transportation is 37.1%, customer service is 33.9%,

scenery is 29.2%, accommodation is 28.3% and tourist at-

tractions is 27.1%. But it is more difficult to find infor-

mation about multilingualization(<6.3%), wifi(2%) or com-

ments on the entire trip(0.4%).

Fourthly, we found (strong) correlations between the pro-

portions of positive reviews and the satisfaction rates from

the Hokkaido survey, or the proportions of positive and neu-

tral reviews and the satisfaction rates from the Hokkaido

survey in 6 out of 7 regions except for Australia.

4. From manual analysis to automated
analysis

To perform the automated analysis, the following three

steps are needed: (1) identification of the aspect-sentiment

pairs, (2) sentiment classification and (3) aggregation.

But before that, tourists from different regions may have

different language backgrounds. There are several meth-

ods for cross-language analysis, such as using data in one

commonly used language or use different tools for each lan-

guage. In our research, we will use Google Translation

(see: translate.google.co.jp) to translate reviews into En-

glish. We found a over 97% consistency by comparing the

results between original and translated reviews (150 ran-

domly selected Chinese reviews from 1,158 samples).

Next, beginning with the identification, since machines

cannot understand the captions the way human do, we

need a method for machines to related text in the re-

views with the questions from the surveys. There are two

often discussed approaches [Schouten & Frasincar 16]: (1)

dictionary-based approach, where a set of keywords, or a set

of syntax (patterns of keywords) are assigned to each aspect,

simplifying the task to the identification of the keyword-

sentiment pairs. Usually, we can use thesaurus such as

WordNet [Miller 95], or use keywords derived from the data

themselves. We compared words in 1,158 samples with the

words in WordNet2.1. It is found that 1935 / 7432 = 26%

kinds of words do not exist in WordNet. And most of these

words are proper nouns or Romaji such onsen or ramen.

(2) machine learning approach, where a large amount of

labeled data is usually required. However, different field

surveys have different questions settings, so a set of labeled

data for one survey may not be reusable for another sur-

vey, and it is difficult for human to label data on phrase or

sentence level with their limited context.

Once we have identified the related text from the reviews,

sentiment classification will be a much simpler task because

the sentiments are independent from field surveys. And

machine learning approaches such as the use of SVM should

be applicable to our case.

5. Conclusions and future works

This paper explained our progresses of the development

of a low-cost method for real-time needs investigation us-

ing travel reviews. Considering the answering rates and

high correlations, travel reviews should be a potential data

source for needs investigation. Still, we need to solve the re-

maining tasks for the automation of the analysis by means

of automatic extraction and classification of regional words

or unsupervised machine learning.
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Route Traffic Flow Estimation by Observing Staying People
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Estimating the number of people traveling by route is an important task in transportation research. We propose
a new method that utilizes the number of people staying and passing to estimate the number of people traveling
by route with high accuracy. By using artificial data, we demonstrate that the error rate of the proposed method
is smaller than the conventional method. In addition, the analysis of read-world data are shown.
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Ŷ

X̂ = AŶ D̂ = BŶ
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畳み込みニューラルネットワークによるチンパンジーの個体識別
Identifying Individual Chimpanzee with Convolution Neural Networks
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The development of information science in recent years has greatly contributed to studies of animal behavior.
We are collaborating with Maruyama Zoo in Sapporo to reduce the load on zookeepers taking care of animals using
artificial intelligence. One of our targets is to automatically create chimpanzee’s Ethogram for health management
and maintenance of breeding environments. Ethogram is an inventory of all behavior patterns of specific individuals
and species. In order to create an Ethogram, it is necessary to identify individuals. Therefore, in this research, we
examined whether each individual chimpanzee can be recognized using Convolutional Neural Networks ,which has
high accuracy in image recognition field. Experimental results showed that it is possible for our system to identify
individual chimpanzees.

1. はじめに
近年の情報科学分野の発展は動物行動学分野の研究に大き

く寄与しており，動物の行動に関するデータを情報科学の技
術を持って自動的に計測，分析を行っていく”Computational

Ethology”[Anderson and Perona 14]とよばれる新領域の発
展を促進している [福永と岩崎 15]．Computational Ethology

においては画像や動画データにおける動物の個体識別および行
動分類が課題として挙げられている．この分野の発展は情報科
学分野の発展と連動しており，近年めざましい成果を上げてい
る畳み込みニューラルネットワーク (CNN)を代表とした深層
学習による画像認識技術の応用が求められている．
　 Computational Ethology ならびに深層学習による画像認
識技術は実社会応用も求められている．札幌市円山動物園で
は動物の健康管理や飼育環境の整備のために，人工知能によ
るチンパンジーの管理システムの開発を試みている．従来は
飼育員が膨大な時間と労力をかけて飼育動物に異常がないか
録画したビデオを早送りして観察していた．さらに，動物の
健康状態や動物同士の関係を分析するのは熟練の飼育員の経
験に頼っていた．この状況を改善するため人工知能によるエ
ソグラムの自動作成を行う．エソグラムとはある特定の個体や
種の全行動パターンの目録であり，動物の行動を研究するう
えでもっとも基本的な記録である．これによって飼育動物がい
つ，どこで，何をしていたのか自動的に収集され，飼育動物の
24時間監視システムの開発や，最適な環境エンリッチメント
[Maple and Perdue 13]の提供ができると考えられる．自動エ
ソグラム作成の先行研究として，加速度センサを用いて野外
で行動する鳥類のエソグラムを自動生成する試みはあったが
[Sakamoto et al. 09]，本研究においてチンパンジーが活動す
るのは閉鎖的な環境であるため，動画によってより仔細な行動
の分析が可能であるとともに，センサ類を個体に取り付ける必
要がないためほぼストレスを与えることなく分析できる．エソ
グラムを作成するためには個体の識別・トラッキング・行動分
類が必要であり，特に個体の識別はエソグラムを作成する上で
初めの手順となるため識別可能性を検証する必要がある．
　したがって本研究では，エソグラム自動作成にむけた初期段

連絡先: ikeda@complex.ist.hokudai.ac.jp

図 1: 識別する 9頭のチンパンジー

階としてチンパンジーの各個体の識別が可能であるかを検証す
る．個体識別の手法としては深層学習の一種である CNNを用
いる．また，個体識別の精度と汎化性を高めるために求められ
るデータの数や性質についても検証する．

2. データセットの作成および加工
本研究では札幌市円山動物園のチンパンジー館で飼育され

ている図 1に示す 9頭のチンパンジーの画像データを用いる．
撮影環境は朝 11時頃のチンパンジー館清掃終了後に餌が撒か
れた状態で，チンパンジーがケージの中に入れられた時から撮
影開始した．撮影者は 9人であり，それぞれ異なる個体を追跡
しつつ数秒おきに撮影を行い，10分ごとに撮影する個体を交
代した．これによって各個体について全撮影者の写真が含まれ
るため，撮影者の癖により個体分類されることを防ぐことがで
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図 2: CNNの処理の流れ

表 1: CNNの構造

きると考えられる．
　撮影された写真は各個体の全身が大きく映るように手動で正
方形に切り抜き，128× 128ピクセルにリサイズした．また，
身体のごく一部しか写っていないものや，ぶれが大きいもの，
フォーカスが大幅に合っていないものなど，識別困難であると
考えられる写真は取り除いた．また，ほぼ同様の写り方をして
いる画像は正答率に対して信頼性を欠くため取り除いた．以上
の方法によって総数 4,986枚の画像データを取得した．

3. チンパンジーの個体識別実験
3.1 実験設定
本研究では様々な画像認識タスクにおいて高い精度を示した

CNN[LeCun et al. 98]を用いてチンパンジーの個体分類を行
う．CNNとは図 2のように画像の特徴を抽出する畳み込み層
と画像をダウンサンプリングしていくプーリング層を繰り返す
ことで，入力画像から抽象化された特徴を抜き出すネットワー
クであり，画像認識分野の幅広いタスクに応用されている．な
お，CNNの学習は誤差逆伝搬法により行われる．本研究では
Tensorflowをバックグラウンドとする Kerasをライブラリと
して用いた．本研究で用いる CNN の構成は表 1 に示す通り
15層のネットワークであり，128× 128ピクセルのある個体
の画像を入力とし，Softmax関数を用いて 9頭の個体のそれ
ぞれである確率を出力とする．誤差関数は多クラス交差エント
ロピーであり，Adamオプティマイザを用いた．バッチサイズ
は 32とした．
　実験では 2 章にて作成した 4,986 枚の画像のうち各個体ご
とに訓練データとテストデータを 4：1の比率でランダムに分

図 3: 誤差の推移 図 4: 正答率の推移

表 2: 各個体ごとのデータ数と正答率

け，訓練データ 3,982枚，テストデータ 994枚で 30epoch学
習する．学習は 5回行い，そのたびに訓練データとテストデー
タをランダムに選び直し，正答率と誤差の推移について平均を
とった．

3.2 実験結果
図 3，図 4から，訓練データに対する平均誤差の収束が確認

でき，訓練データに対する平均正答率も 1.0近くとなっている
ことがわかる．テストデータに関しては平均誤差は不安定な結
果となったが，平均正答率は 0.78程度と，9頭をランダムに
分類したときの正答率の期待値である 0.11と比べて大幅に上
回る結果となった．
　次に，個体ごとの分類結果の平均を示す．表 2から，データ数
の最も少ないジェーンの正答率が最も低いことがわかる．学習５
回分の各個体のデータ数と正答率の相関係数は r=0.53(p<0.001)

であり，一般的な基準で正の相関が認められた．したがって，
データ数が少ないほど正答率は低くなる傾向にあると考えら
れ，データセットの見直しが求められる．しかし，高い正の相
関は認められなかったため，正答率および汎化性を高めるため
にはデータの数のみではなく質も考慮する必要があると考えら
れる．

4. 撮影者および撮影時間帯の違いに応じた汎
化性の検証実験

4.1 実験設定
24時間トラッキングする上で各個体の状況は多様に変化し

ていくと考えられ，いかなる状況でも信頼できる正答率が出せ
るのか検証する必要がある．本実験で用いた画像データは撮
影者の違いや撮影した時間帯の違いによって各個体の状況が異
なっていると考えられる．したがって，加工後の画像データが
全個体について一定枚数揃っている特定の撮影者 Aによる画
像 400 枚すべてをテストデータとし，それ以外の撮影者によ
る画像 4,586枚を訓練データとして同様に学習を行った．
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図 5: 撮影者A以外の画像を
用いて学習した誤差の推移

図 6: 撮影者 A 以外の画像
を用いて学習した正答率の
推移

図 7: 撮影者 Aのガチャと他の画像の違い

4.2 実験結果
テストデータの誤差は図 5 のように推移し，初めの epoch

の学習を終えたあとテストデータの誤差がほとんど下がってい
ないことがわかる．正答率は図 6のように推移し，テストデー
タの正答率は 38％程度となった．
　 3 章における学習と比較して訓練データが増加しているに
も関わらず正答率が下がってしまった原因として，やはり撮影
された個体が写る角度や光量の違いが考えられる．実際のデー
タ例として図 7 を見てみると，コユキに誤分類された撮影者
Aのガチャは逆光のある高所におり，他の撮影者のガチャとは
写る角度も光量も異なることがわかる．一方で他の撮影者のコ
ユキの中に高所にいるものが含まれ姿勢も似ていたため，コユ
キに誤って分類されたと考えられる．したがって，全個体につ
いて多様な時間帯の多様な写り方のデータがあれば汎化性が高
まり，さらに正答率の向上が見込めると考えられる．

5. おわりに
本研究では，CNNを用いてチンパンジーの個体識別が可能

であることを確認した．また，各個体のデータ数やデータの多
様性に応じて正答率は変化するため，多数のデータを集めてい
くことが汎化性を高める上で必要であることも確認した．
　今後は自動エソグラム作成にむけ，動画データにおいてチ
ンパンジーの各個体をトラッキングし，行動の分類を行う．な
お，自動エソグラム作成においては画像ではなく動画を用いる
ため，時系列情報を扱える．よって，動画のある特定のフレー
ムのみで識別した結果が誤っていたとしても，過去のフレーム
の情報によって補完することで正しく識別させることが可能で
あると考えられる．したがって，時系列情報を扱える物体検出

モデルの検討，および多様な動画データの収集とそれらに対す
る正確なラベル作成が今後の課題である．

6. 謝辞
本研究を進めるにあたり，札幌市経済観光局様，札幌市環境

局札幌市円山動物園様，一般財団法人さっぽろ産業振興財団様
に様々なご助言，ご援助を戴いた．ここに深謝の意を表する．
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LSTMを用いた俳句自動生成器の開発
Development of Automatic Haiku Generator Using LSTM
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The creation of art using deep learning has been paid attention to in recent years.
Also, there is a haiku as an art that has long been popular in Japan.
In this research, we demonstrate the usefulness of deep learning as art creation by making haiku from motifs,

which is a general method of creating haikus, using deep learning. First, we train LSTM based on a large amount
of past haiku, let it generate a stringa.

Second, we extract the ones that satisfy the condition as a haiku from the generated character string and calculate
the evaluation value as to whether it fits the motif image or not.

If the evaluation value is high, it is assumed that the generated haiku matches the motif image.
In this process, we conducted an experiment to confirm whether LSTM was able to learn rules as a haiku.

1. 序論
1.1 研究背景
近年,深層学習の研究の発展により文章の翻訳や,画像のキャ

プション生成など様々な場面で使用されている.

また,中でも注目を集めている研究として絵などの芸術の生
成がある. この分野では DCGAN を使用し, 絵を作成する研
究 [1]等がある.

また,日本で古くから親しまれている芸術として俳句がある.

俳句は世界最短の定型詩とされ,日本の伝統芸術である. 俳句
の特徴として,17音である,季語を含んでいる,切れ字を 1つ以
下含むといったルールが明確に決められている. そのため,他
の芸術よりも俳句はルールを使用することにより生成された
句の評価が比較的行い易い. 数値的に評価することがたやすく
工学的な分析が容易であるため,深層学習に使用される損失関
数の計算を定量的に行うことができる. また,俳句は長い歴史
があり日本で広く親しまれているため,深層学習で使用される
教師データが数多く存在している. 従って,本研究では芸術の
生成に深層学習を使用する一例として俳句を使用し,その有用
性を検証する. 俳句や和歌を自動生成する研究は昔からされて
きているが, 多くは単語を組み合わせ, 何らかの方法で評価値
を出して評価が高いものを出力するという仕組みになってい
る.[2]中にはディープラーニングを使用したものもあるが,画
像に基づいた俳句を生成するという試みは少ない.

1.2 本研究の目的
本研究では,深層学習の芸術作成での有用性を示すとともに,

日本の伝統芸術である俳句の作成支援システムの作成を行う.

具体的な俳句の作成方法として,吟行をはじめとして俳句作成
において一般的な方法である「モチーフから俳句をつくる」こ
とに着目する. 中でもモチーフとして写真を取り上げ,写真か
ら俳句を作成することを俳句作成過程として,それを深層学習
を用いて再現する. 深層学習が芸術作成に有用であるかを検証
するため, 作成した俳句に独創性があるか, 俳句のルールを学

連絡先: 米田航紀，札幌市北区北１４条西９丁目北海道大学
大学院情報科学研究科９階　調和系工学研究室，E-mail:

yoneda@complex.ist.hokudai.ac.jp

習できているか,画像をもとに作成できているかといった面か
ら検証を行う.

2. データ収集
本研究に必要なデータは大きく分けて 2種類である.

• 俳句データ

• 俳句と画像のマッチングデータ

以下,それぞれについて解説する.

2.1 俳句データ
俳句を学習する際に使用するデータである. データに含む俳

人は小林一茶,正岡子規,高浜虚子の 3人と, 現代の俳人多数及
び大塚凱とした.

まずweb上のデータベースのスクレイピングで収集した. 大
塚氏の俳句は本人に提供して頂いた. 次に読みがついていない
句に対して手動で俳句の読みを付加した. 最後に 17音になっ
ていない俳句や季語が含まれない俳句,「(」等の記号を含む俳
句は学習データとして不適であるため除外した. 最終的には計
38,506句となった.

2.2 俳句と画像のマッチングデータ
俳句と画像との適合度を学習する際に使用するデータであ

る. 俳句と画像を 1組として扱うデータであり,このデータで
使用する俳句は前述の俳句データで収集した俳句となる. 使用
する画像は画像素材販売サイト「imagenavi」に提供していた
だいた画像である.

画像のアノテーションに俳句の季語が含まれていた場合,そ
の画像と俳句を 1組として扱うことで,機械的に収集した. ま
た,手動で加えることも行った. 同様にして俳句と画像の組み
合わせの候補を集め,全国のボランティアやアルバイトの方々
に, どの画像が俳句に適合しているかを判定して頂き, マッチ
ングデータとして加えた. 最終的には 369,754組収集した.
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3. システム
本研究が構築したシステムは,大きく分けて 3つの構成に分

けることができる.

• 俳句生成

• 俳句フィルタ

• 俳句と画像の適合判定

それぞれの部分について解説する.

3.1 俳句生成
2章で作成した俳句のデータを入力して学習し,学習したモ

デルを使用して文字列を生成する. ここでは学習部分と生成部
分に分けて説明する.

3.1.1 俳句学習
本研究では文章生成において成果を上げている LSTM[3] を

使用して俳句を生成する.

始めに,学習データをシャッフルし,学習データに使用された
文字を出現順に若い番号から IDを与える. 次に,学習データ
の文字をそれぞれの IDに変換し,バッチに分ける. バッチ内の
サンプルは,予め設定した BPTTの長さ分の IDの列となる.

改行文字にあたる IDが出現した場合でも,そこで区切ること
はせず続行する. 最後にサンプルを先頭から順に 1-of-K符号
化し projection layerに入力してベクトルに変換する.そうし
て得られたベクトルを LSTMに入力する.

LSTMの出力は次に出現する文字の確率であり,正解データ
は次の文字の ID番目が 1のワンホットベクトルである. サン
プルを最後まで入力し終えた段階で LSTMの状態をリセット
し,誤差を計算する.

パラメータは LSTM 層を 3,LSTM ユニット数をそれぞれ
1024, 最適化手法を Adam, 学習率を 0.02, 減衰率を 0.99, エ
ポック数を 300,バッチ数を 50,サンプル長を 100,目的関数を
クロスエントロピーとした.

図 1: LSTMの学習の様子

3.1.2 俳句出力
学習した LSTMを使用し,文字列を出力する.

入力を改行文字とし,次の文字の確率を計算してルーレット
選択をし,選ばれた文字が次の入力となる. 改行文字出現して
から次の改行文字が出現するまでに選択された文字列が俳句
候補となる. 改行文字が指定した回数出現した際,出力を停止
する.

3.2 俳句フィルタ
俳句生成部で出力した文字列は俳句としての条件を満たし

ていない文字列を含んでいるため,満たしている文字列のみを
取り出す. ここでは俳句としての条件を 17音になっている.季
語を 1つのみ含む.切れ字を 1つ以下含む.この 3つとする.

3.3 俳句とモチーフ画像の適合判定
ここでは,フィルタを通して俳句と判定された文字列の中か

ら,モチーフ画像に適合する句を抜き出す. そのための方法と
して,深層学習を使用し画像と俳句がどの程度適合するかを学
習する. 適合度が高ければその俳句をモチーフ画像に基づいて
生成した俳句であると定める.

前準備として,使用する学習データに使われている漢字それ
ぞれに出現順に若い番号から IDを与える. 適合判定では,2章
で作成した画像と俳句の組を学習データとして使用する. 負例
として,同数の画像と俳句の実在しない組を学習データと同数
だけランダムに生成する.

まず学習データの画像を Inception-v3を使用して特徴量ベ
クトルを得る. 次に学習データの俳句に使用されている漢字の
使用回数を数え,その漢字の ID番目の要素が使用回数となる
ベクトルを得る. ここまでで得られた 2 つのベクトルを結合
し,入力ベクトルとする. 適合判定では,全結合層のニューラル
ネットワークに入力し,入力された組が実在の組がどうかを判
定する. 学習パラメータは中間層が 3層でそれぞれのユニット
数が 1024,512,256ユニット,エポック数を 1000,最適化手法を
Adam,学習率を 0.00001,目的関数をクロスエントロピーとし
て学習した.

図 3に評価例を示す.評価値が高い俳句と評価値を示す.

図 2: 画像とのマッチング学習

4. 実験
本研究では 3つの実験を行う. パラメータを変化させた場合

に,LSTMが俳句の性質を学習する能力がどのように変化する
かを調べるとともに,本研究で生成された俳句がモチーフ画像
に適合していることを示す.

• 生成された文字列と学習データの類似度に関する実験

• 生成された文字列の俳句フィルタにかけた際の判定の割
合に関する実験

• 俳句とモチーフ画像の適合度判定の妥当性に関する実験

以下ではそれぞれの実験について解説する.

2
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図 3: 画像とのマッチング学習結果

4.1 生成された文字列と学習データの類似度に関する
実験

この実験では,生成された文字列と学習に使用した俳句の類
似度の最小値を測る実験を行う.

この実験で使用する類似度として,Levenshtein距離を使用する.

以下のパラメータを組み合わせて学習して文字列を 10,000

行生成し,生成した文字列を学習データとの Levenshtein距離
の最小値をそれぞれ計算した.

• LSTM層数:2, 3

• LSTMユニット数:256, 512, 1024

他のパラメータは 4.1.1章で示したものと同様にした.

図 4,図 5に結果を示す.x軸は最小 Levenshtein距離,y軸は
該当する俳句の割合であり,lは層数,uはユニット数を表す.

図 4はどちらもユニット数を 1,024と設定したものであり,

最小 Levenshtein割合が高い,つまり学習データと同一の文字
列を出力することが多いことが分かる.

図 5 はいずれもユニット数が少ないものであり, 最小 Lev-

enshtein割合が高く,学習データにあまり類似していない文字
列を出力することが多いことが分かる.

図 4: 学習データに類似した分布

4.2 生成された文字列の俳句フィルタにかけた際の判
定の割合に関する実験

この実験では生成された文字列と入力データを俳句フィルタ
にかけて, それぞれの判定の分布から LSTM が俳句として重
要である季語や切れ字と言った要素を学習できているかを調べ

図 5: 学習データに類似していない分布

る. 4.1章と同様のパラメータで学習した複数のモデルでそれ
ぞれ文字列を学習データと同数出力し,フィルタにかけて判定
の内訳を見る. 図 6,7,8に結果を示す.x軸はそれぞれのモデル
であり,左端は学習データをフィルタにかけた際の判定結果で
ある.y軸はその条件で該当した俳句数を表す.図 6の timeout

の項目は,処理時間削減のために,音数を探索する処理に 1秒
以上かかる場合に処理を終了した句の数を表す.図 8の cannot

readの項目は,切れ字判定に必要な読みを得られなかった句の
数を表す.

3 つの図全てにおいてユニット数が 1024 のとき, 学習デー
タとの分布に近く,学習データの俳句に含まれる季語や切れ字
といったルールを学習できたといえる.

また,4.1章と比較すると,フィルタの判定の分布が学習デー
タに近くなるパラメータは学習データの句を出力する割合が高
く,トレードオフの関係であることが分かる.

図 6: フィルタ判定分布:音数

4.3 俳句とモチーフ画像の適合度判定の妥当性に関す
る実験

ここでは,俳句と画像の適合度判定が妥当であるかを実験す
る. フィルタを通して得られた俳句と任意の画像を入力して
いき,適合度を計算する. 任意の画像に写っているキーワード

3
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図 7: フィルタ判定分布:季語

図 8: フィルタ判定分布:切れ字

を設定し,キーワードを含んでいる俳句がそれぞれの評価値で
どの程度出現するか確認する. 例えば,桜の画像なら桜という
キーワードである. 結果を図 9,10,11に示す.

図 9はキーワードを含む句が多く高い評価をされているが,

図 10,11は高い評価をされている句が少ない.

従って,画像に適合する俳句を選ぶことができる画像もある
が,精度は高くないことが分かる.

図 9: マッチング評価実験 (キーワード:蛙)

図 10: マッチング評価実験 (キーワード:花火)

図 11: マッチング評価実験 (キーワード:紅葉)

5. 結論
本研究では一茶など過去の有名な俳人と現在の俳人の句を

LSTMに大量に入力することで俳句の音数や季語などのルー
ルを学習した. その学習済み LSTMを使用して文字列を大量
に生成し, 俳句としての条件を満たすものを抜き出し, モチー
フ画像と適合するかどうかを算出した.

実験結果より,LSTM を使用することで, 俳句のルールを学
習できることを確認した. また,モチーフ画像と適合する俳句
を抜き出すことができるが,適合する句を高く評価できないこ
とも多いため,今後の課題として俳句とモチーフ画像の適合評
価器の改善が挙げられる.
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Verification of Fish Species Estimation Model Based on Echo Sounder Image
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The overfishing and depletion of marine resources including tuna have become problems in Japan. Managing
to marine resource is necessary to increase catch amount. However, set-net is difficult to separate fish speceis.
Therefore, this research used a sonar image obtained by an echo sounder installed in a set-net. We verify of fish
species estimation model based on echo sounder image.
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Smart Access Vehicle Service
 

Usability Evaluation of Smart Access Vehicle Service Using Dispatched Taxi Data in Nagoya City 

*1 *2 *3 *4 

Junichi Ochiai Ryo Kanamori Keiji Hirata Itsuki Noda 

*1  *2  *3  *4  

Mirai Share Co., Ltd. Nagoya University Future University Hakodate AIST 

This paper presents a simulation evaluation of Smart Access Vehicle Service (SAVS) using dispatched taxi data in Nagoya 
city. Recently, demand responsive transports (DRTs) are getting a lot of attention not only in rural areas, but also in urban areas. 
Because reservations are necessary at least several hours before to use DRTs, most of the DRTs are low convenience. On the 
other hand, SAVS is a DRT, which can be provided in real time. Therefore, SAVS can convert exclusive taxi services to shared 
taxi services. The simulation results for multiple time zones with different OD patterns and demand numbers indicate that 
SAVS can dispatch more efficiently than the taxi service. 
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流通の最適化のための漁場予測AIプラットフォームの開発
A Development of fishery prediction AI platform to optimize distribution
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In this study, we aim to develop a fishery prediction AI platform. In this platform, catch amount data and
environment data are stored in a database. The future catch amount is predicted by AI using the stored data. The
platform will offer two advantages: optimization of distribution material such as the size of tracks, the number of
tracks, the number of packing material, and the amount of ice; and giving added value to marine products. We
predicted the catch amount of squid, salmon, and yellowtail by Neural Networks. However, the prediction error is
still large. Therefore, we plan to improve the prediction error, and collect more long-term catch amount data and
environment data.

1. はじめに
近年，北海道で水揚される水産物の水揚量の傾向が変化して

いる．例えば，マリンネット北海道 ∗1 で提供されているデー
タによれば，北海道では主要な魚種であるサケやイカなどの水
揚量の減少が続く一方で，これまでほとんど漁獲されることが
なかったブリの水揚量の増加傾向が見受けられる．また，この
問題は単に北海道に限った問題ではなく，日本各地において水
産物の水揚量の傾向が変化している．地域経済を支える水産業
の持続性を確保するためには，単に環境に適応した漁業を実現
するだけではなく，漁業と加工や小売を結ぶ流通業の効率化も
実現する必要がある．
本研究では，主に流通事業者を対象とした，未来の水揚量お

よび漁場の予測を行うための AIプラットフォームの実現を目
指す．本稿では，プラットフォームの概要とニューラルネット
ワークによる予測結果を中心に述べる．

2. 漁場予測AIプラットフォーム
本節では，漁場予測 AIプラットフォームの概要と，プラッ

トフォームがもたらす効果について述べる．

2.1 プラットフォームの概要
図 1に，本研究で実現を目指している漁場予測 AIプラット

フォームの概要を示す．このプラットフォームでは，各漁港で
の魚種ごとの水揚データと，海水温などの環境データを取得
し，データベースで一元管理する．また，過去の水揚データお
よび環境データから，AIによって各漁港における各魚種の水
揚量の予測を行う．予測した結果は，専用のアプリケーション
によって流通事業者に提供し，流通事業者の意思決定支援を
行う．

2.2 プラットフォームによる効果
本プラットフォームによる恩恵は，二点あると考えられる．

まず一点目は，流通資材の最適化が可能になることである．例
えば，各地の水揚量に応じて，トラックの大きさやその台数，
水産物を保存するための木箱，発泡スチロールなどの梱包材の

連絡先: 高博昭, 公立はこだて未来大学，〒 041-8655 北海道
函館市亀田中野町 116-2, taka[at]fun.ac.jp

∗1 http://www.hro.or.jp/list/fisheries/marine/

Database AI

Environment dataCatch amount data

Past data Prediction result

AI platform

User
(distributer)

図 1: 漁場予測 AIプラットフォーム

図 2: ニューラルネットワークによる漁場予測

数量や，鮮度を保つための氷の量などを適切に選択することが
可能になる．
もう一点は，迅速な手配が可能になることによる高付加価

値化である．事前に水揚が予測されることによって，水産物の
鮮度を保ったまま，今まで以上に早く集荷・配送することが可
能となり，水産物を集荷する際の輸送経路の最適化にもつなが
ることが期待される．これにより，迅速化による付加価値を付
与することができるとともに，飲食店や小売店などへの提供も
スムーズに行うことができる．
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図 3: 対象とした漁港の分布

3. 予測
本研究では，北海道での主要な魚種であり観光資源として

も有名であるスルメイカとサケ，北海道ではほとんど漁獲され
ることがなかったブリの 3魚種を対象とした予測を実施した．
本節では，予測方法と予測結果について述べる．

3.1 予測方法
今回，ニューラルネットワークを用いてスルメイカ，ブリ，

サケの水揚量予測を行った．現状，日本各地の環境データの取
得はできていないため，時事水産情報 ∗2 で提供されている各
漁港の魚種ごとの水揚データのみを用いた．
図 2 に，ニューラルネットワークによる予測の概念図を示

す．ニューラルネットワークへの入力は，N 漁港分の過去M

日分の過去の水揚データとし，出力は特定の漁港の予測水揚量
とした．したがって，入力ユニット数はN×M，出力ユニット
数は 1となる．複数の漁港の水揚データを対象とした理由は，
今回対象とした魚種はいずれも回遊魚であるため，複数の異な
る漁港のデータを用いれば，回遊の傾向によって水揚量を予測
できると考えられるためである．なお，水揚データは 2006年
以降のデータを使用した．
スルメイカの予測については，N = 30，M = 30，ブリに

ついては，N = 16, M = 30とし，中間層は 2層の全結合層と
して通年の予測に取り組んだ．中間層のユニット数は対象とす
る魚種・漁港によって異なる．一方，サケについては，時事水
産情報で提供されるデータはほぼ北海道内のものに限られてい
たこと，また 9月～11月のみにデータが集中していたことか
ら，他の 2魚種とは異なるアプローチで予測を実施した．具体
的には，N = 4，M = 14とし，水揚データに加えて，予測す
る週に対応する週番号を入力することとした．中間層は 3層の
全結合層 (ユニット数は入力に近い層から順に 200-100-100)，
出力は各漁港の 1週間の予測水揚量とした．したがって，入力

∗2 http://suisan.jiji.com/apps/

表 1: 各魚種の漁港ごとの予測誤差

Fish species Fishing port Prediction error (t)

Wakkanai 5.29

Squid Rausu 2.64

Hakodate 2.03

Hachinohe 0.14

Hachinohe 3.03

Yellowtail Ishinomaki 6.18

Choshi 8.16

Kanazawa 3.27

Nemuro 1.71

Salmon Habomai 3.41

Ochiishi 1.71

Rausu 8.53

ユニット数は 4× 14 + 1 = 57，出力ユニット数は 4× 7 = 28

となる．
図 3に，今回の予測でデータを用いた漁港の位置を示す．い

ずれの魚種も，水揚量が上位の漁港を選択している．スルメイ
カについては北海道や三陸，本州日本海側の漁港，ブリは三
陸，本州日本海側，房総半島沖，サケについては北海道道東地
方の漁港を中心に選択した．

3.2 予測結果
表 1に，各魚種について主要な漁港の予測誤差を示す．スル

メイカについては，八戸の予測誤差が 0.14tと低いものの，他
の漁港についてはいずれも 1tを超える予測誤差となった．同
様に，ブリとサケについても，いずれの漁港も 1t以上の誤差
が生じていることが分かる．2.2節では，本プラットフォーム
のメリットとして，流通資材の最適化が可能になる点をあげて
いる．しかし，現状の予測誤差の数値では，トラックのサイズ
や台数などの最適化は実現できないと考えられるため，さらな
る精度向上が必要である．

4. まとめ
本稿では，本研究で開発を目指している漁場予測 AIプラッ

トフォームの概要と，現時点での水揚量の予測結果について述
べた．プラットフォームの仕組み自体はほぼ完成しているもの
の，AIによる予測誤差が大きく実用化までには至っていない．
今後は，予測精度の改善につとめ，北海道，さらには日本全国
の水産業の持続的発展に貢献することを目指す．
現時点では，水揚データのみを用いた予測となっている．ま

た，水揚データについても 2006年以降からの 10年程度のデー
タしか得られていない．そのため，より長期間の水揚データ
と，まだ使用できていない環境データを入手・蓄積する必要が
ある．また，ニューラルネットワークのパラメータチューニン
グや，ニューラルネットワーク以外の機械学習の方法なども検
討する必要がある．
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 Web BSH  
Assigning BSH Headings to People on the Web 

     
 Masayuki Shimokura  Harumi Murakami 

 
Graduate School for Creative Cities, Osaka City University 

We investigate a method that assigns Basic Subject Headings (BSH) 4th edition to the results of web people searches to 
help users select and understand people on the web. By assigning BSH headings to people, well-formed keywords can be 
assigned. In this paper, we examine the following combination of factors: (a) web-page rank, (b) position inside HTML, (c) 
synonyms, and (d) document frequency. We report our results of experiment using an 80-person dataset. 
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協調作業におけるグループ内アプリケーション共有開始手続きの
円滑化のためのインタフェースの試作

Developing an Interface for Beginning Application Sharing Smartly in a Group of Cooperative
Work

岩田 知 ∗1
Satoru Iwata

大囿 忠親 ∗1
Tadachika Ozono

新谷 虎松 ∗1
Toramatsu Shintani

名古屋工業大学大学院工学研究科情報工学専攻
Department of Computer Science, Graduate School of Engineering, Nagoya Institute of Technology

Sharing application window among users may improve cooperative works. However, configurations of sharing
multiple application windows among multiple PCs are complicated. We implemented a management system for
the configuration. The main idea of the system is to introduce an analogy of classrooms, which helps users to
understand and make the configurations. The system provides a novel interface for management of groups in a
classroom. This paper shows the implementation and evaluation of the system. Specifically, we realized a practical
application window sharing system by optimizing streaming of windows.

1. はじめに
PCを用いた協調作業において，作業中のネイティブアプリ

ケーションのウィンドウ画面を，参加者間で共有することは有
用である．先行研究では，ウィンドウ単位での画面共有に焦
点を当て，アプリケーション仮想共有システムを開発した [1]．
しかし，先行研究には，共有を開始するまでの操作が煩雑で
あるという課題があった．アプリケーションを共有するために
は，共有するアプリケーションや共有相手の選択を行い，共有
が可能な環境の構築が必要である．本稿ではこの手続きを共有
開始手続きと呼称する．この共有開始手続きが円滑に進まない
場合，かえって協調作業を妨げてしまう．
本研究の目的は，円滑な共有開始手続きを可能とするイン

タフェースを実装することで，協調作業の支援を行うことであ
る．本研究では，あらかじめグループ内で利用する端末の情
報をサーバに保管しておくことで，ウィンドウ画面の配信先端
末を自動で決定し，共有開始手続きの負担を軽減するインタ
フェースを開発した．本稿ではアプリケーション仮想共有シス
テムと，本研究で開発したインタフェースについて述べる．

2. アプリケーション共有システム
本章では実行例や図を用いながら，本研究で開発したアプリ

ケーション共有システムについて述べる．ここで，アプリケー
ションを公開する側をホストとし，閲覧する側をゲストとす
る．本システムは，ホスト側のデスクトップ上に表示されたア
プリケーションのウィンドウを，ゲスト側のデスクトップ上に
表示する．
図 1は本システムの実行例である．図内には，計算機 1，計

算機 2，計算機 3の三つの PCがある．また，破線で囲まれて
いるのは各端末のデスクトップ上に表示されたウィンドウを示
す．実行例では計算機 2 および 3 のデスクトップ上に表示さ
れているアプリケーションのウィンドウ画面を，2枚ずつ計算
機 1へ配信している．配信された画面はシステムが開いたウィ
ンドウで再生され，リアルタイムで同期している．
本研究では，ホスト側，およびゲスト側で起動するための，

連絡先: 岩田知，名古屋工業大学工学研究科情報工学専
攻，愛知県名古屋市昭和区御器所町，052(735)5584，
iwasato@toralab.org

図 1: 実行例：アプリケーション共有

本システムを組み込んだアプリケーションの開発に Electron

を利用した．ElectronはWeb技術をアプリケーション開発に
利用できるライブラリである．本システムの P2P通信や，ウィ
ンドウ画面のストリーミング配信は，WebRTC技術を応用し
た．また，ゲスト側はWebアプリケーションとしての開発も
行い，iPadなどのモバイルデバイスからでもブラウザを用い
てアプリケーションを共有することができる．

3. 開発したインタフェース
本章では本研究で開発した，共有開始手続きの円滑化を可

能とするインタフェースについて述べる．グループ内で利用す
る PC端末の情報を事前に設定しておくことで，ウィンドウ画
面の配信先を自動で決定し，共有開始手続きを軽減するインタ
フェースを開発した．図 2 はグループを管理するためのイン
タフェースである．グループ作成ボタンでグループを作成でき
る．作成したグループは，グループ一覧に追加される．グルー
プ内メンバー一覧には，グループ一覧で選択したグループに属
する PC 端末の一覧が表示される．アプリケーション共有ボ
タンで共有するウィンドウ画面を選択する画面が表示され，選
択および決定すると，現在選択中のグループに属する PC 端
末のデスクトップ上に共有されたウィンドウ画面を表示する．
また，グループ内メンバー一覧の中の一台に対してのみウィン
ドウ画面を配信するといったことも可能である．
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図 2: グループ管理インタフェース

図 3: システム構成図

4. システム構成図
本章では本システムの実装手法について述べる．図 3は本シ

ステムの構成図を示す．本システムは大きくホストプロセス，
ゲストプロセス，サーバ，仮ウィンドウの四つに分けることが
できる．ホストプロセスは通信モジュールおよびウィンドウ管
理モジュールを持っている．ウィンドウ管理モジュールの役割
は，ウィンドウのビデオストリームの取得およびマウスイベン
トをポストすることである．通信モジュールはサーバや仮ウィ
ンドウとの通信を行う．サーバには，ホスト側のデスクトップ
上に表示されているウィンドウや，それらを一般公開するかど
うかなどの情報を送信する．サーバでは，ホストプロセスお
よびゲストプロセス間の通信を行なっている．ホストプロセス
から送られたホスト情報はデータベースに格納される．また，
サーバ内にはアクセス管理モジュールがある．アクセス管理モ
ジュールでは，各ホストが一般公開するウィンドウ群と，事前
に登録したグループに関する情報を管理している．ゲストプロ
セスは通信モジュールおよびウィンドウ管理モジュールを内包
する．通信モジュールはサーバとの通信を行う．サーバから受
け取ったホスト情報から，ホスト名やウィンドウ情報などを抜
き出し，ホスト選択リストや仮ウィンドウ選択リストに表示し
ている．ウィンドウ管理モジュールでは通信モジュールから受
け取ったウィンドウ情報から仮ウィンドウ作成イベントを発生
させ，仮ウィンドウを表示する．

図 4: 全体時間

5. 評価実験
本章では評価実験について述べる．評価実験では，実際にゲ

スト側 PC のデスクトップ上にウィンドウが表示されるまで
の経過時間を調査した．経過時間は，ゲスト側 PC のデスク
トップをビデオカメラで撮影し，アプリケーション共有の操作
を完了してから，ウィンドウが表示されるまでのフレーム数を
ビデオカメラの FPSで割ることにより求めた．ビデオカメラ
は FPS が 60 のものを用いた．また，共有したウィンドウ画
面のサイズは 960x1,920 とし，同時に共有するウィンドウ数
は 1から 10枚とし，各枚数の場合を同じ手法で測定した．
図 4 は，ビデオカメラで撮影した結果から取得した各時間

である．横軸はゲスト側 PC のデスクトップ上に表示された
ウィンドウ数，縦軸は計測した時間を示す．before が共有さ
れたウィンドウのフレームが表示されるまでの時間，afterが
フレームが表示されてから共有されたウィンドウの画面が表示
されるまでの時間である．また，totalは beforeと afterの和
である．本システムはウィンドウのフレームが表示されてから
P2P 通信を始め，デコードなどのWebRTC に関連する処理
を行うようになっている．実験結果より，WebRTCに関連す
る処理が共有されたウィンドウ数に依存することがわかった．
共有されたウィンドウ数が増えるほど経過時間は増すが，10

枚でもおよそ 2,000msであり，実用的であると考えられる．

6. おわりに
本稿では協調作業支援で利用されるアプリケーション共有

システムにおける，共有開始手続きの円滑化が可能なインタ
フェースについて述べた．協調作業を行うグループを管理する
ためのインタフェースを実装した．グループ内の PC端末をア
プリケーション共有先の対象とすることで，共有開始手続きを
軽減する．評価実験では本インタフェースを用いた場合に，実
際に共有が開始されるまでに必要な時間を計測することで，実
用性について評価した．要する時間は最大でもおよそ 2,000ms

であり，実用的であると判断した．

参考文献
[1] Satoru Iwata，Tadachika Ozono and Toramatsu Shin-

tani.: Any-Application Window Sharing Mechanism

based on WebRTC, 2017 6th IIAI International

Congress on Advanced Applied Informatics, vol.00,

pp.808-813(2017).
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CNN  
Recommender System using Image shape Feature for CNN 

 *1 *1 
 Yufeng Duan Ryosuke Saga 

                                                   *1  
Graduate School of Humanities and Sustainable System Sciences, Osaka Prefecture University 

PMF (Probabilistic Matrix Factorization) is a well-known approach of recommending systems. It has achieved wide use not 
only in research but also in industry. n recent years, this algorithm has been combined with some side information, and the 
accuracy of recommendation has been improved. In this paper, we propose a novel probabilistic model using image shape 
features that integrates convolutional neural network (CNN) into probabilistic matrix factorization (PMF) 
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Amazon product data[McAuley 15,He 16]
Clothing, Shoes and Jewelry
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[Kim 16] D. Kim, C. J. Oh Park, et al, Convolutional Matrix 

Factorization for Document Context-Aware Recommendation, 
ACM, pp.233-240, 2016 

[McAuley 15] J. McAuley, C. Targeet, J. Shi, A. Van den Hengel. 
Image-based recommendations on styles and substitutes, 
SIGIR, pp.43-52, 2015 

[He 16] R. He, J. McAuley, Modeling the visual evolution of 
fashion trends with one-class collaborative filtering, WWW, 
pp.507-517, 2016 

[Salakhutdinov 08] R. Salakhutdinov, A. Mnih, Probabilistic 
Matrix Factorization, NIPS, pp.1257-1264, 2008 

[Shen 2015] W. Shen, X. Wang, Y. Wang, X. Bai, Z. Zhang, 
DeepContour: A Deep Convolutional Feature Learned by 
Positive-Sharing Loss for Contour Detection, CVPR, pp.3982-
3991 

 
1  

datasets Users Items Ratings density 
M1 94562 22027 105994 0.0051% 
M2 8222 8513 19654 0.0281% 
M3 1796 4148 6802 0.0913% 

2:  
models M2 M3 

    
PMF 0.1 0.1 1 0.1 

ConvMF 1 10 10 0.1 
ISFMF 1 0.1 1 0.1 

3: RMSE 
datasets PMF ConvMF ISFMF 

M2(70% ) 1.64 1.33 1.27 
M2(80% ) 1.60 1.26 1.21 
M3(70% ) 1.76 1.27 1.18 
M3(80% ) 1.59 1.29 1.26 
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半教師学習と特異値分解によるCold-Start問題へのアプローチ
Combining semi-supervised learning and singular value decomposition to Cold-Start problem

内田 匠 ∗1∗3
Takumi Uchida

中川 慧 ∗2∗3
Kei Nakagawa

吉田 健一 ∗3
Kenichi Yoshida

∗1∗3筑波大学大学院 ビジネス科学研究科
University of Tsukuba Graduate School of Business Sciences

∗2野村アセットマネジメント株式会社
Nomura Asset Management Co., Ltd

機械学習を用いてWebマーケティングには多くの課題があり、その一つに Cold-Start問題がある。例えば通販サイト
などでユーザーに商品を推薦する場合、ユーザーと商品の購買ログやレビューログを取り扱うことになる。しかし、Web
のマーケティングデータはロングテールになる傾向があるため、多くのユーザーや商品のログデータは少なく、数件程
度しかないことも多い。商品の推薦システムではこの過去ログに基づいてユーザーに対して商品を提示するため、ロン
グテールの商品は提示されにくく一部の人気商品ばかりが提案される事になる。本研究では、この Cold-Start問題に対
して半教師学習と特異値分解を組み合わせた手法を提案する。また、提案した手法をMovieLensが提供している映画の
評価スコアデータで検証した結果を報告する。

1. はじめに
Cold-Start問題は特にWebマーケティングの推薦システム

における問題として、重要な研究課題となっている [Shi 14]。
Cold-Start 問題とは、推薦システムにおいて、推薦するため
のデータが少ない新規ユーザーや新規アイテムに対する評価
が難しいことをいう。Cold-Start 問題を解決する意義は新商
品やマイナーな商品の適切な提案を可能にする点にある。未だ
ユーザーの目に触れた事のない商品を高い精度で提示できるの
であれば、企業はユーザーに対してより多様な価値提供が可能
になる。
Cold-Start 問題を解決するためのアプローチとして、コン

テンツベースの協調フィルタリング [Schein 02] やユーザー
クラスタを応用するもの [Lika 14]、半教師学習を用いたもの
[Zhang 14] など多くの研究がある。その中でも本研究では半
教師学習を用いたアプローチの改善手法を提案する。半教師
学習とは、観測されたデータを Labeled Data、まだ観測さ
れていないデータを Unlabeled Dataとし、Labeled Dataと
Unlabeled Dataの両方を利用した学習法全般をいう。具体的
には、[Zhang 14] が提案した半教師学習を用いた推薦システ
ムに特異値分解を組み合わせることを提案する。[Zhang 14]

の手法は、例えば webページの分類をする際の画像、文章や、
推薦システムにおけるユーザーとアイテムのようなデータが二
つの素性に分解できることを仮定する必要がある [Blum 98]。
一般に、データどうしに相関がある場合、それらのモデル内
での役割は同じであり、そのままでは利用できない。そこで、
データをいったん特異値分解により次元削減することでデータ
間の相関を取り除く。これが特異値分解を組み合わせる動機で
ある。したがって本手法は、推薦システム以外のデータの素性
が容易に分解できないような領域にも適応が可能である。
本論文の構成は次の通りである。2章で、先行研究 [Zhang 14]

の手法を概観し、3章で提案手法の紹介を行う。そして、4章
で、MovieLensが提供している映画の評価スコアデータで検
証した結果を報告する。

連絡先: 内田 匠, 筑波大学大学院 ビジネス科学研究科,〒 112-
0012 東京都文京区大塚 3-29-1

2. 先行研究
[Zhang 14] は半教師学習の [Blum 98] の Co-training を

Cold-Start問題の解決のために応用した手法 (CSEL)を提案
した。Co-trainingは、データが 2つの素性に分解できると仮
定し、それぞれの素性について分類器を個別に用意し、観測さ
れた Labeled Dataのみでそれぞれ学習する。1つ目の分類器
で高い確信度で分類できた Unlabeled Dataを、2つ目の分類
器の次回の学習に用い、逆に 2つ目の分類器で高い確信度で分
類できたUnlabeled Dataを 1つ目の次回の学習に用いる。こ
れを繰り返して学習データを拡大する手法である。Cold-Start

問題の原因はロングテールには十分なログが存在しない事にあ
る。CSELはその不足したログを Co-trainingによって推定追
加することで、ロングテールの推薦精度を改善した。
CSEL の概要をまとめる。CSEL は推薦に利用する変数を

A)ユーザーの属性変数、B)商品の属性変数、C)ユーザーと
商品の相性変数に分解した上で、2 つの推定モデルを別々の
変数を使って学習する。具体的には、ある推定モデルでは A

と Cの変数を使って学習し、もう片方の推定モデルでは Bと
C の変数を使って学習する。次に、それぞれの推定モデルが
Unlabeled Dataを予測しその予測値の信頼度を評価する。上
位の信頼度をもつデータを学習データに追加した上で再び学
習を行う。このように学習と推定追加を繰り返し行い、ロング
テールのデータを増加させた上で最終的な学習を行う。CSEL

を映画の評価スコアデータであるMovieLensのデータで検証
した結果、ロングテールにおいて特に予測精度の改善が見ら
れた。
半教師学習での推定追加における課題は、その推定値の信

頼度である。推定値を学習データに追加してそのままの同じモ
デルで再学習する場合、推定誤差を強化する方向に作用する懸
念がある。CSEL はユーザーと商品の組合せ情報という推薦
システムに特有のデータ構造を利用し、それぞれ違う推定モデ
ルがデータを評価する Co-trainingを活用することでこの問題
を解決した事例といえる。

3. 提案手法 - CSEL with SDV

提案手法のアルゴリズムは CSELを基本としつつ、それぞ
れの Co-training推定モデルが学習に用いるデータが特異値分

1
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解を応用して生成されている点が大きく異なる。本研究で提案
する手法は、Co-trainingにおける推定モデルの多様性を、特
異値分解をデータに適用しておくことで、データ間の相関を取
り除き、モデル間の多様性を担保することを着眼点としてい
る。また、どの推定値を学習に追加するかの判断基準となる信
頼度については、一つのサンプルに対する異なる推定モデル
からの推定値の標準偏差の逆数を用いた。つまり、複数のモデ
ルからの推定値の分散が小さいほど信頼度が高いとしている。
これは異なるモデルであるのに同じような推定値を出力してき
た場合はその推定値の信頼度は高い、という仮定を根拠として
いる。この提案手法の概略を図 1にて示す。
まず始めに、すでに目的変数が観測出来ているLabeled Data

と観測出来ていない Unlabeled Data を同じ説明変数行列 X

として扱う。次に、この説明変数行列を特異値分解を応用し
て、以下の数式のように複数の行列に分解する。

X = UΣV T (1)

= σ1u1v
T
1 + σ2u2v

T
2 +…+ σquqv

T
q (2)

σi は固有値、ui, vi は X の左特異値ベクトルと右特異値ベ
クトルである。q は X が n × m の行列とすると min(n,m)

である。uiv
T
i は行列 X と同じ次元をもつ行列となりそれぞ

れが行列X を構成する要素となっている。また、uiv
T
i は互い

に基底である別々の特異値ベクトルから生成されるため、他の
uiv

T
i との間には Co-trainingに必要な十分な多様性を有して

いることが期待できる。
Co-trainingで採用できる推定モデルの数は 2 ∼ q個まで任

意に選択することができ、その予測アルゴリズムについても説
明変数に行列データをとれるものであれば何を用いても良い。
このような処理を繰り返すことで、観測できなかったデータ

の推定値の信頼性を確認しながら学習データに追加する。追加
されたデータにロングテールがあれば、ロングテールの推定精
度を改善する可能性がある。

4. 実験
提案手法の有効性を確認するために、MovieLens[Harper 16]

の映画のレビュースコアデータに適応して検証を行った。この
データにはユーザー ID と映画 ID に 1～5 の評価スコアが観
測されている。ユーザーの属性情報として性別、年齢、職業、
映画の属性情報としてジャンルと制作年度がある。これらの属
性情報に加えて、推薦システムでよく用いられる潜在因子分析
によるユーザーと映画の相性因子も説明変数とした。さらにこ
れらの説明変数間の二次の公差項も追加している。検証では、
過去の 7 日間のレビューデータを学習データとし、次の 7 日
間を教師データとしてユーザーの評価スコアを予測した。指標
値は予測誤差の絶対値の平均とした。
また本データでは、7日間の間に 100本以上の映画を視聴し

ているユーザー IDが存在していた。現実的に個人による視聴
とは考えにくく本検証では不適切なデータだと判断したため、
学習期間である 7 日間中に 20 本以上の映画を視聴したユー
ザー IDは検証から除外した。このデータ除外をすると 7日間
で約 14, 700件のレビューログが存在している。
評価の際には学習と教師データを 7 日間スライドして 10

週分の平均値を確認した。比較対象のモデルとして、観測で
きた Labeled Dataのみで学習したモデルとの比較を行った。
Co-trainingに用いた推定モデルの数は 2と 5を検証してそれ
ぞれの予測精度に違いがあるかを比較した。Unlabeled Data

表 1: Co-traing with 2 and 5 models

映画の観測数 モデル数:2 モデル数:5 差
000∼ 1.058 1.059 -0.001

001∼ 1.028 1.065 -0.037

002∼ 1.023 1.05 -0.027

003∼ 0.94 0.956 -0.016

004∼ 0.929 0.917 0.012

005∼ 0.932 0.916 0.016

006∼ 1.023 1.021 0.002

007∼ 1.043 1.031 0.012

008∼ 0.881 0.874 0.007

009∼ 0.91 0.87 0.04

010∼ 0.902 0.933 -0.031

020∼ 0.792 0.79 0.002

030∼ 0.785 0.814 -0.029

040∼ 0.999 0.983 0.016

050∼ 0.85 0.831 0.019

060∼ 0.825 0.824 0.001

070∼ 0.795 0.785 0.01

の推定追加は、信頼度が最も良かった 1, 000件の追加を 10回
繰り返した。これにより学習データは平均して約 68%増加す
ることになる。予測の手法としては二次の正則化項つきの線形
回帰モデルを採用した。Co-trainingのモデルも最終予測のモ
デルもこの手法を採用した。
Co-training に 5 つの推定モデルを使った結果を図 2 に示

す。図 2の結果から、提案手法が観測されたデータだけの学習
と比較して全体的な予測精度が良いことが分かった。学習デー
タ中には存在しなかった商品 IDの予測精度が大きく改善して
いることが確認できた。本手法は新商品のレビュー予測につい
ては有効であると言える。しかし、よく見られていた映画の推
定精度が改善している一方で、1から 6件程度のレビューがつ
いた映画については予測精度は悪化する傾向が見られた。これ
は当初の仮説に反する結果となった。
次に Co-training に用いる推定モデルの数を 2 と 5 にした

場合の比較を表 1に示す。表 1からは、Co-trainingで用いる
モデルの数を比較しても優位な改善は見られなかった。

5. まとめ
本研究では半教師学習の Co-Training について特異値解析

を組み合わせた Unlabeledデータの推定追加の手法について
提案し検証を行った。
その結果、MovieLensの映画の評価スコアの予測精度を改

善することに成功した。特に学習データでは観測されなかった
映画の予測精度を大きく改善できた。一方で、当初の仮説に反
しロングテール映画での予測精度は改善しなかった。また、推
定追加するデータの信頼度計算を Co-traningの異なる推定モ
デルの推定値の標準偏差の逆数としたことから、モデルの数を
増やせばより予測精度が改善すると仮説したが、それを実証す
る結果は得られなかった。
今後の研究としては、Unlabeled Dataの選出方法について

より合理的な手法について検討したい。また本手法はWebマー
ケティングの推薦システム以外にも適応が可能であることに着
目し、他の領域での類似課題が解決可能かについても検証して
いきたい。
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図 1: Proposed Method

参考文献
[Blum 98] Blum, A. and Mitchell, T.: Combining labeled

and unlabeled data with co-training, in Proceedings of

the eleventh annual conference on Computational learn-

ing theory, pp. 92–100ACM (1998)

[Harper 16] Harper, F. M. and Konstan, J. A.: The movie-

lens datasets: History and context, ACM Transactions

on Interactive Intelligent Systems (TiiS), Vol. 5, No. 4,

p. 19 (2016)

[Lika 14] Lika, B., Kolomvatsos, K., and Hadjiefthymi-

ades, S.: Facing the cold start problem in recommender

systems, Expert Systems with Applications, Vol. 41,

No. 4, pp. 2065–2073 (2014)

[Schein 02] Schein, A. I., Popescul, A., Ungar, L. H., and

Pennock, D. M.: Methods and metrics for cold-start rec-

ommendations, in Proceedings of the 25th annual inter-

national ACM SIGIR conference on Research and devel-

opment in information retrieval, pp. 253–260ACM (2002)

[Shi 14] Shi, Y., Larson, M., and Hanjalic, A.: Collabora-

tive filtering beyond the user-item matrix: A survey of

the state of the art and future challenges, ACM Comput-

ing Surveys (CSUR), Vol. 47, No. 1, p. 3 (2014)

[Zhang 14] Zhang, M., Tang, J., Zhang, X., and Xue, X.:

Addressing cold start in recommender systems: A semi-

supervised co-training algorithm, in Proceedings of the

37th international ACM SIGIR conference on Research

& development in information retrieval, pp. 73–82ACM

(2014)

3

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1C1-04



図 2: 棒グラフがそれぞれの予測誤差の絶対値の平均。線グラフが二つの手法の誤差の比率で 1よりも低い場合は提案手法が良い
と言える。
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Proposal of Context Search Engine for Integrated Use of Open and Private Data

Taichi Okahisa Yasufumi Takama

Graduate School of System Design, Tokyo Metropolitan University

This paper aims to extend the context search engine so that it can retrieve both of open and private data. The
context search engine has been developed for answering trend-related queries. While it is designed to store and
retrieve publicity available data (open data), it is supposed that users often have data that can’t be disclosed to
the outside due to problems such as privacy protection. Making it possible to access both of such local data and
open data in integrated manner would lead to effective utilization of data such as value creation from data. In
order to examine the utility value of local data without sharing its contents, this paper introduces the concept of
Data Jacket into the context search engine. Experimental results show its effectiveness.
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Analysis of issues for creating co-creative value through marketing data among companies. 

*1 *1

 Yutaka Oguchi Naohiro Tsuchida 

*1

NIPPON RESEARCH CENTER, LTD 

In recent years, it has become increasingly important for many companies to utilize data obtained from consumers in their marketing. 
While various companies exchange and utilize marketing data with each other, the approach to extract co-creative value is still in the 
process of improvement. In this research, by using IMDJ (Innovators Marketplace on Data Jackets), we analyzed expectations, needs, and 
problems for data exchange, based on the characteristics of marketing data and players. We also proposed incentive design for marketing 
data exchange with other companies.
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ロイターニュース記事からの因果関係抽出の試み
An Experiment of Causal Knowledge Extraction from Reuter News

坂地 泰紀 ∗1
Hiroki Sakaji

ベネット ジェイスン ∗2
Jason Bennett

宮尾 祐介 ∗3
Yusuke Miyao

和泉 潔 ∗1
Kiyoshi Izumi

∗1東京大学
The University of Tokyo

∗2三井住友アセットマネジメント
Sumitomo Mitsui Asset Management Company, Limited

∗3国立情報学研究所
National Institute of Informatics

In this paper, we try to develop a method for extracting causal expressions from news articles. First, we
investigated clue expressions that are included in news articles. Next, we focused on specific clue expressions and
developed the method to extract causal expressions.

1. はじめに
近年，人工知能分野の手法や技術を，金融市場における様々

な場面に応用することが期待されており，例えば，膨大な金融
情報を分析して投資判断を支援する技術が注目されている．さ
らに，最近では証券市場における個人投資家の比重が増大して
おり，個人投資家に対して投資判断の支援を行う技術の必要性
が高まっている．
投資家にとって，企業の業績に関する情報は，投資判断を行

ううえで重要であるが，企業の業績だけでなく，その業績要因
に含まれる因果関係が重要である．例えば，原因「猛暑」，結
果「冷房需要の盛り上がり」といった因果関係を投資家に提示
することで，「猛暑」の場合には，「冷房需要」が高まる可能性
があることを個人投資家が知ることができるというメリットが
ある．そして，その原因「猛暑」に対する結果「冷房需要の盛
り上がり」の因果関係から，猛暑の年には，冷房に関する事業
を行っている企業の業績が好調に推移することが期待できる．
そこで我々は，ロイターニュース記事に含まれる因果関係を

抽出するために，その調査をまず行った．その後，構文解析結
果を用いた抽出手法の開発を試みた．

2. ロイターニュース記事中の因果関係の調査
我々は，ロイターニュース英文記事中の因果関係を表す手

がかりとなる表現 (手がかり表現)を調査するため，ランダム
に 20記事選び，その中に含まれる因果関係と手がかり表現を
調査した．ここで我々が対象とする因果関係の定義としては，
The penn discourse treebank(PTDB)[Prasad 07] における
“Cause” に該当する．手がかり表現と因果関係を調査した結
果，381文中 30個の因果関係を発見することができた. 加え
て，表 1に示す手がかり表現を得ることができた．
表 1より，一般的に因果関係を示す手がかり表現である「be-

cause」や「as」などは見つけることができた．しかしながら，
「since」や「from」等の他の手がかり表現は調査中に含まれて
いなかった．調査の結果，大きく分けて「will keep」や「cause」
などの動詞である手がかり表現と，「because」や「because of」
などのその他の手がかり表現があることが分かった．ここで，先
行研究であるMirza et al.[Mirza 14b]の手法によると，彼女ら
は手がかり表現として affect verbs, link verbs, causative

verbsと CSIGNALを用いている．CSIGNALは，前置詞

連絡先: 坂地泰紀，東京大学大学院工学系研究科，
sakaji@sys.t.u-tokyo.ac.jp

表 1: 調査で得られた手がかり表現一覧
That’s why 1 affected 1

after 1 will keep 1

as 3 because 8

because of 2 will pressure 1

buoyed by 1 due to 1

fuelled by 1 helped by 1

meant that 1 partly because of 1

partly on 1 prompted by 1

was aided by 1 will also dampen 1

will check 1 will entice 1

(because of, as a result など)，接続詞 (because, since, so

that)，副詞 (so, threfore, thus)や特殊な表現 (the reason why,

the result is, that is why)から構成される．このうち，affect

verbs, link verbs, causative verbsが動詞である手がかり表現
に該当し，SIGNALがその他である手がかり表現に該当する．
すなわち，定義の細かさは異なるが，我々が調査した結果は，
Mirza et al.[Mirza 14b] が定義した手がかり表現と同様の分
類となったことを意味する．
さらに，調査を進めたところ，Mirza et al.や Khoo et al.

などの手法でも用いられている手がかり表現「because」にお
いて，因果関係を含まない例を見つけることができた．� �

”They won’t let North Korea get away with it because

others might try the same thing,” said Redeker at BNP

Paribas.� �
この文では，mightが含まれているため，意味として仮定を表
しており，原因・結果を表す因果関係ではない．
上記のように，「because」が含まれていれば必ず原因・理由

の因果関係を示すわけではないということが分かった．つまり，
becauseなどの手がかり表現が含まれている場合において，因
果関係を意味する文か否かを判定する手法が必要となってく
る．判定手法の試みに関しては，4.節にて述べる．

3. 因果関係抽出の試み
我々は，まず，becauseとwill＋動詞である手がかり表現につ

いて，原因・結果を抽出できる手法を開発した．日本語における
因果関係抽出手法としては，我々が開発した手法 [Sakaji 08]が

1
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存在する．それに対して，英語文における因果関係抽出手法とし
ては，Chang et al.[Chang 06]の手法やKhoo et al.[Khoo 00]

の手法，Mirza et al.[Mirza 14a]の手法が存在する．上記で挙
げた手法のほとんどでは，構文解析の結果を利用して因果関
係を抽出している．本研究においても，構文解析の結果を利用
する．
本研究では，構文解析器として Stanford CoreNLP∗1 を利

用する．例えば，以下の文を構文解析器にかけると，図 1 の
ような結果が得られる．� �

It may augur well for the local economy because the

Philippines is heavily dependent on remittances from

overseas Filipino workers.

� �

図 1: 構文解析した結果

上記例にタグ付けしたところ，以下のような結果が得られた．� �
<effect>It may augur well for the local econ-

omy</effect> <clue>because</clue> <cause>the

Philippines is heavily dependent on remittances from

overseas Filipino workers.</cause>

� �
また，will＋動詞からなる手がかり表現の例を以下に示す．� �
<cause>Fears of war in Iraq and a stand-off with North

Korea about nuclear weapons</cause> <clue>will

keep</clue> <effect>the dollar weak in the first half

of the year.</effect>

� �
上記結果から，手がかり表現 because では，「結果表現, 手

がかり表現, 原因表現」の順に出現し，手がかり表現 will＋動
詞では，「原因表現, 手がかり表現, 結果表現」の順に出現する
ことが分かった．日本語においても，手がかり表現によって，
原因表現と結果表現の出現する順番が異なることは，我々が過
去に行った調査で分かっている．英語文においても，同様に，
手がかり表現によって原因表現と結果表現の出現する位置が異
なることが分かった．
我々は，日本語においては，5 つの構文パタンで因果関係

を抽出する手法を開発した．英語文においても，Khoo et

al.[Khoo 00]の手法が示すように，構文パタンが存在すると考
えられる．今後は，手がかり表現の種類によって，構文パタン
は異なるのか，または，同様なのかを調査し，適切な抽出手法
を開発することを試みる．

4. 因果関係判定手法の試み
前節の述べたように因果関係の有無を判定する手法の必要

があったため，その手法の開発を試みた．前節で取得した手が

∗1 https://stanfordnlp.github.io/CoreNLP/

かり表現を含む文をランダムに 4,000文抽出し，因果関係が含
まれるか否かのタグを付与した．その結果，4,000文中 1,599

文に因果関係が含まれていた．我々は，調査のために，タグ付
けしたデータのうち 3,000文を学習データに，1,000文を評価
データにして，いくつかの機械学習手法を試した．その結果を
表 2に示す．結果より，機械学習によっての分類性能の差はほ
どんどなかった．

表 2: 機械学習により判定した結果
適合率 再現率 F値

SVM 0.737 0.906 0.813

RandomForest 0.730 0.977 0.836

BiLSTM 0.741 0.950 0.832

5. まとめ
本研究では，ロイターニュース英文記事に含まれる因果関

係を調査し，その抽出を試みた．調査した結果，Mirza et

al.[Mirza 14b] が用いていた手がかり表現と類似した手がか
り表現を得ることができた．構文解析手法を用いて，いくつか
の手がかり表現を対象に，因果関係抽出手法を開発することは
できたが，他の手がかり表現から抽出を行う手法はまだ開発で
きていない．今後の課題としては，全ての手がかり表現を利用
して因果関係を抽出する手法を開発し，その性能評価を行うこ
とが考えられる．
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Data Landscape in the Era of Data 3.0 
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The potential expectations for discovering problems and solving them by combining data and knowledge in different domains 
have been increasing. However, there are many social barriers to its realization. Data is originally the property that expresses 
the observed phenomena or events in the world in symbols and character strings, which is Data 1.0 in this paper. Afterward, 
Data 2.0 has been developed by the privilege of personal devices or Internet of Things, which is the era of linked data stored 
in different domains. While the benefits of data 2.0 are immeasurable, the technologies and discussions to combine only data 
are reaching the limits. In this paper, we propose "Data 3.0" as a new stage in the cross-discipline data utilization and discuss 
the Data Landscape in the era of Data 3.0. 
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An Approach of Defining, Generating and Utilizing Metadata for Sensing Data Trading Market  
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Toshihiko Oda  Hiroshi Imai Takeshi Naito Hajime Takebayashi 
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OMRON Corporation, Center for Sensing Data Trading Market, Technology and Intellectual Property H.Q. 

 
Demand for sensing data trading market (SDTM) is increasing as becoming more important of 
application developers who use sensing data gathered from various IoT devices. For them, metadata of 
sensing data is crucial information to analyze it especially with AI technology. This paper discusses 
metadata definition, generation and utilizing technology with implementation on prototype. 
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Detecting Team Behaviors of Pedestrians in Redevelopment Areas on Acceleration Similarity  
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 Yukio Ohsawa Sae Kondo         Teruaki Hayashi 

 *1  
 School of Engineering, The University of Tokyo 
 

  *2   *3    
 Atsushi Sugawa Takahisa Yoshida 

 *2  *3  
 Crosshack, Inc. Arnest one Corp. 

Abstract: Team behaviors are regarded here as an essential component of cultures and lifestyles of people engaged in 
businesses, sports, etc.  In order to detect team behaviors, pedestrians’ similarity of the acceleration time-series is proposed as 
the temporal evaluation index. Here, a redevelopment area is taken as the space for experiments with acceleration sensors, 
and the correspondence of acceleration similarity and the pedestrians’ mutual feeling of co-walking is evaluated. 

1.  

DJ
 

2.  
DJ [ , 2017] "

" , , "GPS " ,
, "

"
"

" ” ”

 

 
 

 

 

[ 2002]
10%

similar interest group SIG
special interest group

SmartRider 
0.2.117-2 30Hz

 
A,B a ,C,D b

5m

 
( a) A,B  
( b) C,D  

A,B a D
C  

 ( c) A, B, D  

 

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1C3-OS-8b-02



 

- 2 - 

 
 

3.  
 

T 10sec  

Average T t T+ T

,    

 
 
 

Y, 
N )

  
  

  
  

 
DTW

[ ,  2011; , 2011]
DTW

DWT

 

[Hillier 2007, 2015]

Hillier 

 
 

JST CREST JPMJCR1304, JSPS JP 
16H01836, JP 16K1242.  

 
[ , 2016]   ,  : Data Jacket 

Store: ,. 
31  (2016) 5  p. A-G15_1-9  (2016) 

[ 2002]  ( )
https://www.tmt.or.jp/research/img/signal/s-02.html (2002) 

[ 2004]  : 
, 34(2004) 29-38 

[Hillier 2007] Hillier, B. Space is the machine: a configurational 
theory of architecture. Space Syntax: London.  (2007)  

[ 2015]  ,  ,  :

, D3, Vol.71, No.5, I_323-I_335 (2015) 
[ ,  2011] , : 

,  52(6) 1968-79 (2011) 
[ , 2011] , : 

, 
73,4W-6, 3-295,296 (2011) 

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1C3-OS-8b-02



 

- 1 - 

 
  

 *1 *2 
 Eiji Ikeda Hiromichi Sasaki 

*1 *2  212-0031 −  
 
 

1.  

web
SNS Social Network Service

IoT
 

 

 

2.  

 

 

 

 

3.  

[1]
 

VPXTM [2]

1 2
[3] 

 
1  

 

 

 

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1C3-OS-8b-03



 

- 2 - 

4.  

4.1  
VPX

 

 
3  

4.2  

4.3  

 
4  

5.  

    
[1]  ,  ,  ,  ,  , 

 “ :
, ”  , 2017 3

 
[2] , “

”, 2017 6 5  
[3] , , “

”, , vol. 117, no. 440, AI2017-25, pp. 43-47, 
2018 2 . 

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1C3-OS-8b-03



[1D1]

[1D1-01]

[1D1-02]

[1D1-03]

[1D1-04]

[1D1-05]

©The Japanese Society for Artificial Intelligence 

 JSAI2018 

Oral presentation | General Session | [General Session] 13. AI Application

[General Session] 13. AI Application
座長:肥田 剛典（東京大学）
Tue. Jun 5, 2018 1:20 PM - 3:00 PM  Room D (4F Cattleya)
 

 
Comparison between Tsunami Height Prediction Methods Using Ocean-
Bottom Pressure Values 
〇Kenjiro Kashiwabara1, Masashi Yoshikawa1, Yasuhiko Igarashi1,2, Toshitaka Baba3, Takane Hori
4, Masato Okada1 （1. The University of Tokyo, 2. Japan Science and Technology Agency

PRESTO, 3. The University of Tokushima, 4. Japan Agency for Marine-Earth Science and

Technology） 

 1:20 PM -  1:40 PM   

Landslide Detection Using CNN with SAR Images before/after the Disaster
and DEM 
〇Daisuke Ueda1, Shingo Mabu1, Takashi Kuremoto1 （1. Yamaguchi University ） 

 1:40 PM -  2:00 PM   

Applicability of the deep learning flood forecast model against the flood
exceeding the training events 
〇Masayuki HITOKOTO1, Masaaki SAKURABA1 （1. NIPPON KOEI CO., LTD） 

 2:00 PM -  2:20 PM   

A Route Search System Considering Urgency and Efficient Coverage under
the Condition of Uncertain Information 
Nakamura Yuta1, 〇Masaki Matsubara1, Nobutaka Suzuki1, Munenari Inoguchi2, Atsuyuki

Morishima1 （1. University of Tsukuba, 2. university of Shizuoka） 

 2:20 PM -  2:40 PM   

Mobile Network Failure Detection and Forecasting with Multiple User
Bahavior 
〇Motoyuki OKI1, Koh Takeuchi2, Yukio Uematsu1, Naonori Ueda2 （1. NTT Communications

Corporation, 2. NTT Communication Science Laboratories） 

 2:40 PM -  3:00 PM   



Comparison between Tsunami Height Prediction Methods Using Ocean-Bottom Pressure Values
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There are two frameworks to predict the tsunami height from the change of the ocean-bottom pressure. One is
the 2-step approach which estimates the earthquake scenario from the ocean-bottom pressure and then forecasts the
tsunami height from the estimated earthquake scenario. The other is the direct approach which directly forecast
the tsunami height from the ocean-bottom pressure. When constructing the prediction system, it is necessary to
select which of these prediction frameworks adopted. We carried out the verification to forecast the tsunami height
from the pressure gauge data of Dense Ocean-floor Network for Earthquakes Tsunamis (DONET) with the two
prediction frameworks. We found that the direct approach has lower prediction error and higher immediacy than
the 2-step approach.

1.
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R
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[Igarashi et al., 2016]
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[Yoshikawa et al., 2017]
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5: RMSE
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SAR DEM CNN  
Landslide Detection Using CNN with SAR Images before/after the Disaster and DEM 

 
 

*1  
Graduate School of Sciences and Technology for Innovation, Yamaguchi University 

Remote sensing using synthetic aperture radar (SAR) images has attracted attention as a method of disaster area detection. 
However, there is a problem that a lot of experts and time are required for wide-area SAR image interpretation. Therefore, in 
this research, we propose a method that automatically detects landslide disaster areas using convolutional neural network 
(CNN). The proposed method uses not only the SAR images after disaster occurs, but also the images before the disaster and 
altitude data (DEM). In the experiments, the accuracy of classification as disaster area and non-disaster area in the testing 
areas was 75.56%, and intersection over union (IoU) was 21.86% that showed the ratio of the areas classified as disaster to 
the actual disaster areas. From these results, it was clarified that the landslide disaster areas could be classified by CNN 
considering the features of SAR images and DEM data before and after the disaster. 
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Applicability of the deep learning flood forecast model against the flood exceeding the training events 

 *1 *1 
 Masayuki HITOKOTO Masaaki SAKURABA 

*1  
Nippon Koei Co., Ltd. R&D Center 

Although artificial neural networks (ANN) is widely used for real-time flood prediction model, it is pointed out that the 
weak point of the model is poor applicability for the inexperienced magnitude of flood. In this study, the ANN models were 
applied to Abashiri River catchment. The training period of the ANN models were 1998-2015. The validation data was the 
2016's largest flood since the river-stage observation had started. The main component of the model was the four-layer feed-
forward network. As a network training method, the deep learning based on the denoising autoencoder was applied. The 
river-stage prediction up to 6 hours showed very good accuracy, and proved it can nicely predict the such a large flood. 
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A Route Search System Considering Urgency and Efficient Coverage under the
Condition of Uncertain Information

∗1
Yuta Nakamura

∗2
Masaki Matsubara

∗2
Nobutaka Suzuki

∗3
Munenari Inoguchi

∗2
Atsuyuki Morishima

∗2
Graduate School of Library, Information and Media Studies, University of Tsukuba, Japan

∗1
Faculty of Library, Information and Media Science, University of Tsukuba, Japan

∗2
Faculty of Informatics, Shizuoka University, Japan

The covered route search problem for graphs with deadline time has applications such as aerial
photographing route search problem at natural disaster. However, information on the deadline
time of a node is not necessarily fully known in advance, and it is not realistic to calculate the
optimum route in advance. In this paper, we propose a method to calculate a route as efficient as
possible while giving priority to nodes with efficient covering under these conditions. The feature
of this method is to prevent extreme deterioration of performance against dynamic change of
information by using heuristics that makes the remaining nodes as one unit as possible.

As a result of experiment using 100 patterns graph randomly allocated urgency, this method
was able to reduce flight time of average 36.52% compared with simple method. And, in many
graphs, the proposed method reduces the case that does not meet the deadline.
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8
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2: 3:

2 3
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[Golden 08][Dorigo 10]
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Algorithm 1 Efficient Route Search Algorithm

Require: vs, G

Ensure: W

1: vc ← vs
2: U ← G.node

3: R← φ

4: while U �= empty do

5: target← U.priority.max

6: path← Mod-A star(vc, target, R)

7: R← R+ path

8: Move(R)

9: vc ← target

10: U ← U \R.all

11: end while

4: Eu(W ) Ec(W )

4.

3km2

16 × 16

min flight time μ = 1.0×
min flight time δ = 0.25 ×min flight time

100

1 1

Wproposal

Wsimple
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Eu(W ) Ec(W ) 4

1 4

1
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1: Eu(W ) Ec(W )
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Ec(W ) 4820.21 3059.85

Ec(W ) 393.22 246.85

5.
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(#25240012) SIP
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Mobile Network Failure Detection and Forecasting with Multiple User Behavior

∗1
Motoyuki Oki

∗2
Koh Takeuchi

∗1
Yukio Uematsu

∗2
Naonori Ueda

∗1NTT
NTT Communications Corporation

∗2NTT
NTT Communication Science Laboratories

Providing stable and high-quality service is a critical issue for mobile network service providers. However, due
to an unexpectedly huge amount of data traffic exceeding network capacity of a provider, a mobile network service
experiences severe failures such as network troubles, performance deterioration, and slow throughput. Then, the
service users often detect service outages before the service provider detects them. They can immediately publish
their impressions on the service through social media and search for failure information on the web. In this
paper, we propose a machine learning approach that incorporates multiple user behavior data into detecting and
forecasting failure events. The approach is based on novel feature extraction methods and a model ensemble method
that combines outputs of supervised and unsupervised learning models from multiple user behavior datasets. We
demonstrate the effectiveness of the approach by extensive experiments with real-world failure events.
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DE(T ,W) LR(T ) LR(W
τ ∈ {10, 30, 50}

τ AUC 5

τ = 10 30

ME(T ,W) τ = 50 ME(T )

3

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1D1-05



3: AUC ED τ = 60
ID:5 ID:6 ID:7 ID:8 ID:9 All

ED EP ED EP ED EP ED EP ED EP ED EP

T

LR 0.92 0.94 0.82 0.60 0.62 0.74 0.99 0.76 1.00 0.82 0.87±0.16 0.77±0.12

ADA 0.78 0.63 0.02 0.35 0.42 0.45 0.49 0.58 1.00 0.51 0.54±0.37 0.50±0.11

RF 0.83 0.79 0.72 0.76 0.95 0.96 0.99 0.83 1.00 0.83 0.90±0.12 0.83±0.08

NN 0.79 0.65 0.18 0.34 0.29 0.27 0.86 0.58 0.99 0.47 0.62±0.36 0.46±0.16

OCS 0.88 0.69 0.72 0.56 0.50 0.50 0.50 0.56 1.00 0.70 0.72±0.22 0.60±0.09

AE 0.94 0.82 0.86 0.73 0.93 0.90 0.90 0.70 1.00 0.73 0.93±0.05 0.78±0.08

W

LR 0.78 0.90 0.76 0.86 0.99 0.99 1.00 0.99 0.98 0.75 0.90±0.12 0.90±0.10

ADA 0.62 0.80 0.86 0.70 0.82 0.89 0.82 0.93 0.94 0.80 0.81±0.12 0.82±0.09

RF 0.94 0.97 0.82 0.75 0.68 0.73 0.93 0.95 1.00 0.71 0.87±0.13 0.82±0.13

NN 0.57 0.82 0.51 0.71 0.88 0.89 0.98 0.97 0.99 0.75 0.79±0.23 0.83±0.11

OCS 0.60 0.50 0.40 0.68 0.79 0.78 0.04 0.51 0.82 0.52 0.53±0.32 0.60±0.13

AE 0.41 0.50 0.38 0.69 0.81 0.81 0.03 0.50 0.82 0.47 0.49±0.33 0.59±0.15

Q

LR 0.53 0.39 0.86 0.58 0.78 0.74 0.45 0.61 0.60 0.55 0.65±0.17 0.57±0.13

ADA 0.26 0.33 0.16 0.56 0.61 0.62 0.45 0.53 0.27 0.50 0.35±0.18 0.51±0.11

RF 0.73 0.55 0.87 0.70 0.62 0.52 0.36 0.64 0.42 0.48 0.60±0.21 0.58±0.09

NN 0.25 0.32 0.20 0.51 0.30 0.47 0.54 0.52 0.50 0.52 0.36±0.15 0.47±0.09

OCS 0.77 0.68 0.70 0.56 0.66 0.60 0.47 0.57 0.88 0.58 0.70±0.15 0.60±0.05

AE 0.78 0.67 0.85 0.62 0.50 0.62 0.37 0.66 0.71 0.57 0.64±0.20 0.63±0.04

4: ME DE

AUC ED τ = 60
ME DE

ED EP ED EP

T 0.94±0.09 0.87±0.08 - -

W 0.90±0.13 0.88±0.11 - -

Q 0.62±0.16 0.60±0.08 - -

(T ,W) 0.95±0.10 0.90±0.09 0.88±0.15 0.88±0.09

(T ,Q) 0.94±0.08 0.87±0.08 0.88±0.13 0.73±0.13

(W,Q) 0.90±0.13 0.88±0.11 0.90±0.13 0.89±0.10

(T ,W,Q) 0.94±0.09 0.91±0.09 0.88±0.14 0.88±0.10

5: τ FC
τ = 10 τ = 30 τ = 50

ME(T ,W) 0.81±0.27 0.78±0.21 0.69±0.18

ME(T ) 0.72±0.35 0.71±0.34 0.72±0.20

ME(W) 0.76±0.25 0.77±0.17 0.77±0.09

DE(T ,W) 0.72±0.35 0.66±0.26 0.69±0.08

LR(T ) 0.79±0.27 0.60±0.29 0.48±0.23

LR(W) 0.70±0.25 0.71±0.25 0.73±0.20

5.
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多段階市民参加プロセスによる政策決定：札幌市環境基本計画策定事例
A policy decision making with multiple stepwise citizen participation program: A case study of 

revising the basic environmental plan Sapporo

大沼進*1 横山実紀*1

Susumu Ohnuma Miki Yokoyama 

*1 北海道大学
Hokkaido University

This paper demonstrated a significance of policy decision making with multiple stepwise citizen participation programs
with introducing a case of revising the basic environmental plan Sapporo. Sapporo city implemented participatory programs
involving both applicants who were willing to join the discussion and residents who were randomly chosen. The participation 
programs were designed from the beginning stage to final stage of the planning. Back Cast Scenario Workshops (BCSW)
were conducted in the participation program, in which participants begin with the discussion mapping out an ideal future and 
consider backward to present situation. We discussed the different role of participants in each step of the participatory
program. Furthermore, we stated the advantages and points to note as for installing BCSW. Finally, we mentioned the 
limitations of our approach and remarked expectations to AI.

1. はじめに

社会全体で一つの決定が求められるとき，集団浅慮などを回

避しながら多様な意見を集約し，多元的価値を反映させた合意

形成を実現し，かつ，その決定に加わらなかった人も納得でき

るためには，その決定に至るまでのプロセスが公正であるかとい

う手続き手的公正を考慮したプロセスデザインが重要である．そ

の手続き的公正を高める手法の一つとして，計画づくりへの市

民参加がある．ただし，市民参加の場をどう設計・運用するか，

また決定プロセス全体の中で市民参加をどのように位置付ける

かなど様々な留意事項がある．市民参加による意見集約の運

用支援には AI の応用が可能であり，部分的には実用可能とな

っている（例えば，COLLAGREE [伊藤 15]）．だが，これを決

定過程全体の中にどう位置付けて用いるかは今のところ人間の

判断に委ねるしかない．

本稿では，多段階による市民参加を経て計画策定を行った

実際の政策決定の事例紹介を通じて，複雑化社会における意

思決定・合意形成のための AI 技術のあり方についての検討材

料を提供する．具体的には，札幌市における第 2 次環境基本

計画策定の事例を紹介する．

2. 札幌市における第 2 次環境基本計画策定のプ
ロセス

2.1 第 2 次札幌市環境基本計画策定の背景

札幌市環境基本計画は 1998 年に策定され，2017 年度に計

画期間を終える．この間，札幌市では，温暖化対策推進計画，

エネルギービジョン，生物多様性ビジョンなど，個別計画が整い，

2008 年には市民が取り組むべき行動を掲げた「環境首都・札

幌」宣言をした．そのため，それらの上位計画としての環境基本

計画の位置付けを見直し，個別計画の達成目標との棲み分け

と整合性を明確化する必要が生じてきた．

そこで札幌市環境審議会では，2030 年の達成目標と 2050

年のあるべき未来像を描き，そこから現在に向かって逆算的に

取り組むべきことを議論するというバックキャスティング手法で検

討を進めていく方針とした．その達成目標とあるべき未来像に，

次に述べる市民参加により市民の意見を反映させていった．

2.2 市民参加の流れと位置付け

この計画策定に際し，札幌市が取り組んだ市民参加には 2
点の特徴がある．第一に，関心の高い市民が議論する場（ステ

ークホルダー会議）と，無作為抽出で選ばれた市民が議論する

場（ミニ・パブリックス）の両方が行われたことである．一方で，誰

もが意見を言える機会が提供されるべきという発言機会を満た

すためにステークホルダー会議が必要であること，他方で，特

定の意見や価値を有する人ばかりに偏らないよう代表性の高い

参加者を確保するために無作為で選ばれた市民による議論も

必要であることの両方を満たす設計となっている．

第二に，計画策定初期段階，中間段階，最終段階と 3 段階

にわたりワークショップを開催したことである．その全体の流れを

図 1 に示す．

まず，初期段階では，環境活動に取り組んでいる市民や事

業者等によるワークショップと札幌市在住外国人インタビューが

行われ，それを受けて無作為で選ばれた参加者による第 1 回

市民ワークショップ(WS)が開催された．この WS では，未来像を

つくり共有していくためにバックキャストシナリオワークショップ

(Back Cast Scenario Workshop: 以下 BCSW)という方式で行わ

れた．参加者はいくつかのテーマに分かれ，テーマごとに未来

像を議論した．それを受けて審議会は計画の骨子案を策定し，

その骨子案を元に第 2 回市民 WS が開催された．第 2 回 WS
では，第 1 回に引き続いて BCSW 方式で行い，付け加えるべ

き事項がないかなどを点検すると共に，将来像に向けて必要な

ことについて議論した．そしてパブリックコメントの直前に，第 3
回市民 WS を開催した．ここでは「現在できていないことがどう

すればできるようになるか」と，この計画を多くの市民に知っても

らうために必要な取り組みについて議論した．さらに，希望者に

よる意見交換会も開催された．

以上のように，第 2 次環境基本計画策定にあたり，多段階で

多様な層を含んだ市民参加プログラムが執り行われた．
連絡先：大沼進，北海道大学，札幌市北区北 10 条西 7 丁

目，ohnuma@let.hokudai.ac.jp 
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図 1 計画策定にかかる市民参加の流れ

3. 札幌市における市民参加プロセスの意義

3.1 多段階参加プロセスの意義

一般に，計画づくりへの市民参加は，内容が固まった最終段

階よりも早い時期からの関与が望ましいとされる．それは，多様

な意見・価値を反映させる余地が広いためである．計画が決ま

ってからでは多元的価値が反映されないと批判されることもある．

合意形成とは，ある価値を採択して別の価値を排除するという

問題にしてはならない．今回の事例の場合，理想の未来像は一

人ひとり異なるが，その最大公約数を集約する上で，初期から

の市民参加は重要な鍵であった．また，関心の高い市民と無作

為抽出による市民と両方による議論の場が別々に設けられたこ

とも注目に値する．集団意思決定研究では，カスケードや集団

極化などを起こさないために独立した議論の場が必要であると

されているが[亀田 97]，本事例はこれに沿った形でデザインさ

れている．

一方，最終段階では提案された計画について評価をすること

ができる．無作為で選ばれた市民には“価値の診断士”としての

役割がある [Dienel 89]．多くの市民にとって受け入れられるか，

実現可能かといった側面について評価することで計画の実効

性を高めることにつながる．どれほど優れた計画も市民が納得

でき，実行できなければ絵に描いた餅になる．とくに環境問題

は行政だけで解決できるものではなく，多くの市民の協力が必

要とされ，そのための行政と市民の協働の取り組みも重要視さ

れる．その実効性を高める一手段としての市民による評価という

形式に意味がある．

以上のように，同じ市民参加といっても初期段階と最終段階

ではその機能が異なる．ただ闇雲に市民参加の回数が多けれ

ばよいというわけではなく，時間軸の中で適した役割を明確にし，

その役割に沿って参加の場をデザインしていく必要がある．この

点で，札幌市の市民参加プロセスは参考になるだろう．

3.2 バックキャストシナリオワークショップの意義

BCSW はあるべき未来像を設定し，そこから逆算して現在取

り組むべき課題を考えるという思考法を参加型ワークショップに

持ち込んだものである．BCSW は，地球規模の環境問題のよう

に長期的な問題を扱うのに向いている．ただし，望ましい未来を

出発点に考えるため，理念を整理する上ではよいが，具体性に

欠けるという問題が指摘されている．実際，今回の札幌市にお

ける事例でも，参加者からは実感がわかない，抽象的でわかり

にくいなどの意見があった．今回の札幌市の場合には，既に個

別計画で個別の達成目標が存在している中で，その上位の理

念を体系的に整理する上では意義があった．これら具体的な達

成目標がなかったときに，BCSW を用いて達成目標を具体化す

る作業をする際の運用方法や効果について今後さらに精緻化

していく必要があるだろう．

また，社会全体の決定としてだけでなく，個人の観点からも

BCSW の意味を検討する必要があるだろう．人は一般に，“今・

ここ”に反応し，将来の利益や損失を割り引いて考えてしまう傾

向がある．しかし，未来に焦点をおくことで，将来価値の割引が

軽減される可能性がある．BCSW の参加者がより未来志向的に

なることができたか，その効果は現在検証作業中である．

4. 今後の課題と AI への期待

本事例における 3 回にわたる無作為抽出による参加率は 2
～4%に過ぎなかった．日本における無作為抽出による市民参

加では 5%前後といわれており，残念ながら今回もその例に漏

れなかった．低参加率の下では代表性が担保されない．そこで，

参加のハードルを下げる仕掛けが必要である．Web 上でのオン

ライン参加は参加のハードルを下げるツールの一つと期待され

る．だが，web による議論は対面に比べて，議論の熟度，異質

な意見への傾聴などに懸念事項が多い．AI によるファシリテー

ションがこれらを改善する方向で発展することが期待される．

また，ステークホルダー会議と無作為で選ばれた参加者それ

ぞれについて，web 参加と対面参加の違いを比較する必要もあ

る．こうした社会実験を通じて，社会心理学など社会科学の知

見と AI 技術の疎通を相互に図っていくことで，より豊かな社会

的意思決定・合意形成の支援に繋がると期待される．
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Verification of consensus building support system on large-scale social experiment 

 *1 *1 *1 *1 
 Tomohiro Nishida Takanori Ito Akihisa Sengoku Takayuki Ito 

 *1  
 Nagoya Institute of Technology 

Conducting workshop for consensus building is restricted by human, time and spatial. So, it is difficult for many citizens to 
participate. We have developed a consensus building support system that supports discussion. However, since it is difficult to 
conduct a large-scale social experiment exceeding 500 people, the support system on that scale has not been verified. Therefore, 
in this study, we conduct a large-scale social experiment using support system for Place Branding in Nagoya city and examine 
effect and problem. Through this verification, the discussion using the support system proved effective for satisfying the 
participants. 
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A Consideration of Modeling Understanding of Discussion Context with Content and Process
for Developing Autonomous Facilitator Agents

∗1
Shun Shiramatsu

∗1
Yuto Ikeda

∗1
Ko Kitagawa

∗1
Hiroaki Koura

∗1
Takayuki Ito

∗1
Graduate School of Engineering, Nagoya Institute of Technology

We aim to develop autonomous facilitator agents as a novel technology for large-scale consensus building. In this
paper, we consider a model for understanding discussion context that is needed for implementing autonomous fa-
cilitator agents. Our consideration consists of two viewpoints: (1) content and (2) process. (1) Content: Facilitator
agents need to understand structure of argumentation (e.g., issues, ideas, evidences, and participants’ interests).
(2) Process: they also need to grasp the change of atmosphere among discussion participants (e.g., dynamics of
group interaction and group sentiment). We formulate a model of discussion context from these viewpoints and
discuss how to utilize the model for determining facilitators’ actions and utterances.
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Topic change judgment using distributed representation for facilitator assistance 

 *1 *1 
 Kai Yoshino  Takayuki Ito 

*1   
Nagoya Institute of Technology, Department of Computer Science 

In order to reduce the burden on the facilitator in the large-scale opinion concentration system COLLAGREE, we propose a 
topic change judgment method using distributed representation. The proposed method extracts important words from utterances 
using extractive summaries and calculates similarities between utterances using distributed expressions. Experimental results 
show that the proposed method has higher performance than the comparative method and word extraction contributes to 
performance improvement. 
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Algorithm 2  
1: Input : remark  
2: Output : combinedWeight 
3: Array sentList; 
4: procedure calcCombinedWeight(reamrk): 
5: bm25Weight = calcBM25Weight(remark) 
6: for Each sent  remark do 
7: sentList.append(sent) 
8: lexWeight = calcLexRank(sentList) 
9: for Each word  bm25Weight.keys() do 
10: wordWeight = bm25Weight[word] 
11: if word is  then 
12: wordWeight *=4 
13: sentWeight = 0 
14: for Each sent  remark do 
15: if word in sent then 
16: sentWeight+=lexWeight[sent] 
17: combinedWeight[word] = Weight*sentWeight 
18: return combinedWeight 
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Strategyproof and Fair Matching Mechanism for Union of Symmetric M-convex Constraints

∗1
Yuzhe Zhang

∗1
Kentaro Yahiro

Nathanaël Barrot∗2 ∗1
Makoto Yokoo

∗1
Graduate School of Information Science and Electrical Engineering, Kyushu University

∗2 AIP
RIKEN, Center for Advanced Intelligence Project AIP

In this paper, we identify a new class of distributional constraints defined as a union of symmetric M-convex
sets, which can represent a variety of real-life constraints in two-sided matching settings. Since M-convexity is not
closed under union, a union of symmetric M-convex sets does not belong to this well-behaved class of constraints
in general. Thus, developing a fair and strategyproof mechanism that can handle this class is challenging. We
present a novel mechanism called Quota Reduction Deferred Acceptance (QRDA), which repeatedly applies the
standard DA mechanism by sequentially reducing artificially introduced maximum quotas. We show that QRDA
is fair and strategyproof when handling a union of symmetric M-convex sets. Furthermore, in comparison to a
baseline mechanism called Artificial Cap Deferred Acceptance (ACDA), QRDA always obtains a weakly better
matching for students, and, experimentally, performs better in terms of nonwastefulness.

1.

(SES )

Gale Shapley

[Gale 62]
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|Ẋs| = 1 Ẋ
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n = 21, m = 4, α = 0.5 V
p = 3, q = 6 V1

p = 4, q = 8 V2

11 ( ) d γ(ν) =
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∑
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4. Quota Reduction Deferred Accep-
tance (QRDA)

4.1
Quota Reduction Deferred Acceptance
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(DA) [Gale 62]
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j = 1 + (k − 1 mod m)

νmax = maxν∈V,i∈M νi
QRDA
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1: QRDA ACDA

4 ACDA
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QRDA ACDA qC
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Analysis of Equilibria and Reverse Phenomenon in Two-player All-pay Auction
with Asymmetric Information

∗1
Toru Akagi

∗1
Taiki Todo

∗1
Makoto Yokoo

∗1
Graduate School of Information Science and Electrical Engineering at Kyushu University

In this work, we study a class of two-player common-value all-pay auctions with asymmetric information, in
which each player does not know the exact value of the prize and she must pay her bid even if she does not win
the prize. For each player, the auctioneer can give the information about the real value of prize. In particular,
the auctioneer can give an information advantage to one player, i.e., the information of one player is more precise
than that of the other player. We analyze the condition where the equilibrium payoff of the advantageous player
is actually lower than that of the disadvantageous player (i.e., a reverse phenomenon occurs) when a bid cap (a
maximum limit of possible bids) is imposed.
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2

2

[Einy 16]

[Einy 17]

2.

2 A,B

j ∈ {A,B} −j

Ω = {ω1, ω2, ω3, . . . , ωn}
ωi pi ωi

vi
v1 < v2 < v3 < · · · < vn

2

d x

0 ≤ x ≤ d

j Πj Πj Ω

ωi j ωi ∈ π

Πj π π

1 ( ) 1 ≤ e < e + m ≤ n

e,m ωe ωe+m 1

m k ωe+k 2

∀π ∈ Π, 1 ≤ k < m,ωe ∈ π ∧ ωe+m ∈ π → ωe+k ∈ π

2

[Einy 16, Einy 17]

1

j π

Fj : Πj × [0, d] → [0, 1]

Fj(π, x) j π

x

j j −j

−j π′ ωi

j πi −j π′
i

j π a Qj(π, a)

(1)

Qj(π, a) = lim
ε→+0

(Fj(π, a+ ε)− Fj(π, a− ε)) (1)

(1) −j F−j ωi

j x R (2)

Rj(ωi, x, F−j) = vi

(
F−j(π

′
i, x) +

1

2
Q−j(π

′
i, x)

)
− x (2)

fj(π, x) Fj(π, x) x 1

Fj(π, x) x 0 ≤ x ≤ d

fj(π, x) j −j

Fj , F−j j (3)

Ej(Fj , F−j) =

n∑
i=1

pi

∫ d

0

fj(πi, x)Rj(ωi, x, F−j)dx (3)

Fj(π, x) x 0 ≤ x ≤ d

x

g1, g2, . . . , gm g0 = 0, gm+1 = d

j −j Fj , F−j

j E (4)

Ej(Fj , F−j) =

n∑
i=1

pi

m∑
t=0

∫ gt+1

gt

fj(πi, x)Rj(ωi, x, F−j)dx

+
n∑

i=1

pi

m∑
t=1

Q(Fj , gt)Rj(ωi, ct, F−j) (4)

2 ( ) Fj −j F−j

j F ′
j

Fj (5)

Ej(Fj , F−j) ≥ Ej(F
′
j , F−j) (5)

3 ( ) (FA, FB)

FA FB j ∈ {A,B}
F ′
j (5)

3.

(6), (7)

[Einy 16]

ΠA = {{ω1, ω2, . . . , ωn}} (6)

ΠB = {{ω1}, {ω2}, . . . , {ωn}} (7)
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Sj(π)

Sj(π) Fj (8)

Fj(π, x) =

{
1 (Sj(π) ≤ x)

0 (Sj(π) > x)
(8)

(8) Sj Fj uj
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Ej(Sj , S−j) = Ej(Fj , F−j)

4 ( ) j,−j (9), (10)

j
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5 ( ) j

2 (11)

Ej(Sj , S−j) < E−j(S−j , Sj) (11)

2
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k∑

i=1
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k∑

i=1

pivi

3.2
1

1 (12), (13) k

1

2
(vn − vk) ≥ d (12)

Pkd < vk ≤ 2Pkd (13)

1

(12), (13) k (14), (15)

ΠA = {{ω1, ω2, . . . , ωn}} (14)

ΠB = {{ω1, ω2, . . . , ωk}, {ωk+1, ωk+2, . . . , ωn}} (15)

(16), (17)

SA({ω1, ω2, . . . , ωn}) = d (16)

SB(π) =

{
0 (π = {ω1, ω2, . . . , ωk})
d (π = {ωk+1, ωk+2, . . . , ωn}) (17)

1

2

2 (18), (19) k

1

2
(vn − vk) > d (18)

vk ≤ Pkd (19)

2

(18), (19) k (14), (15)

(16), (17) 2

1

4.

[Einy 16]

2

n (20), (21) n (22),

(23)

[Einy 17]

ΠA = {{ω1}, {ω2, ω3}, . . . , {ωn−1, ωn}} (20)

ΠB = {{ω1, ω2}, . . . , {ωn−2, ωn−1}, {ωn}} (21)

ΠA = {{ω1}, {ω2, ω3}, . . . , {ωn}} (22)

ΠB = {{ω1, ω2}, . . . , {ωn−1, ωn}} (23)

pa,b =
pa

pa + pb
(a �= b)

x1 = p1,2v1

xi = pi,i−1pi,i+1vi + xi−1 (i = 2, 3, . . . , n− 1)

xn = pn,n−1vn + xn−1

p0 = pn+1 = 0 (24)

pk+1,k+2vk+1 − vk > 0 (k = 1, 2, . . . , n− 1) (24)

(20), (21) (22), (23)
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πi F (πi, x)

π0 = {ω1}
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⎧⎪⎪⎪⎪⎪⎪⎨
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⎧⎪⎪⎪⎨
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Modeling Multiple Tasks by the Response Threshold Model
in Evacuation Simulation

Akira Tsurushima

IS
SECOM CO., LTD., Intelligent Systems Laboratory

It is widely known that herd behavior, a cognitive bias in humans, causes irrational or inappropriate behaviors in
evacuation situations. In this paper, we propose the evacuation decision model for herding based on the biological
response threshold model. We also show that the proposed model can be applied for multi task problems in which
the agents must choose two or more tasks to perform such as evacuation and fire fighting.

1.

[Tsai 11, Bulumulla 17]

[Helbing 00]

[Helbing 00]

2.

:

IS

a-tsurushima@secom.co.jp

[Bonabeau 96]
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3 c C
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2:

Pi(Xi = 0 → Xi = 1) > Pj(Xj = 0 → Xj = 1) + offset
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size 0 → 1 1 → 0 0 → 2 2 → 0 1 → 2 2 → 1 0 → 0 1 → 1 2 → 2

1 2178 0.1900 0.1884 0.0009 0.0 0.0001 0.0006 0.1583 0.4402 0.0215

2 411 0.0426 0.0445 0.0052 0.0 0.0002 0.0021 0.1550 0.1032 0.6472

3 26 0.0037 0.0040 0.0033 0.0 0.0 0.0004 0.7107 0.0085 0.2694

4 265 0.0024 0.0026 0.0035 0.0 0.0002 0.0004 0.0736 0.0052 0.9119
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1 2 4

θ2 4

3 θ2
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LOD

∗1

Naoki FUKUTA

∗1

Colledge of Informatics, Shizuoka University

In this paper, we present our preliminary design and issues of a mechanism with a set of software and tools for
storing online discussions and arguments with linked open data accesses to make it as a great knowledge repository.
The prototype design is based on Linked Data and Knowledge Graph structure and it includes mechanisms which
aim to realize effective accesses to the stored structured discussion data.
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A Cunning Ant System with Multi-Pheromones for Constraint Satisfaction Problems

∗1
Takuya Masukane

∗1
Kazunori Mizuno

∗1
Department of Computer Science, Faculty of Engineerig, Takushoku University

To solve hard constraint satisfaction problems, ant colony optimization, ACO, based meta-heuristics is pro-
posed. However, ACO based algorithms should be sometimes ineffective because the algorithms have only single
pheromone trail. In this paper, we propose an ACO based model with multiple pheromone trails. Each artificial ant
constructs a candidate assignment by referring several pheromone trails to find solutions satisfying all constraints.
We also implement the proposed model to the cunning ant system algorithm based on ACO. Then we evaluate the
effectiveness of our proposed model for solving graph coloring problems.

1.

(Constraint Satisfaction Problem: CSP)

CSP

CSP

CSP

1

(Traveling Salesman Problem:

TSP) (Graph Coloring Problem: COL)

(Vehicle Routing Problem: VRP)

[1, 2, 4, 5, 6]

ACO

:

815-1

042-665-0519 phsl.masukane@gmail.com

1: cAS

2.

2.1
(graph coloring problem: COL)

[10, 11, 13]

3

3COL n

c d d = c/n 3COL

d = 2, 3 ∼ 2.4

[3, 8, 11]

2.2
(Ant Colony Optimization: ACO)

[6]

1
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2.3
(cunning Ant System: cAS)

ACO 1 [14] 1

cAS cAS ACO

1

ACO

A xj

v pA(< xj , v >)

pA(< xj , v >) =

[τA(< xj , v >)]α[ηA < xj , v >)]β∑
w∈Dj

[τA(< xj , w >)]α[ηA(< xj , w >)]β
, (1)

τA(< xj , v >) =
∑

<xk,u>∈A

τ(< xk, u >,< xj , v >),

ηA(< xj , v >) =
1

1 + conf({< xj , v >} ∪A)− conf(A)
,

τ(< xk, u >,< xj , v >) “ u

xk” “ v xj”

conf(A) A

α β

τ(< xk, u >,< xj , v >)

τ(< xi, u >,< xj , v >)

= (1− ρ)× τ(< xi, u >,< xj , v >) + Δτ

Δτ =

{
1

conf(Abest)
, (< xi, u >,< xj , v >) ∈ Abest

0, otherwise

ρ Abest

cAS 1 “ ”

ACO

cAS

1

ACO cAS

[7, 12]

3.

3.1
cAS ACO

“ ”

“ ”

1 “

” ACO

3

•

• 2

•

3.2
cAS cASNEP

(cAS with NEgative Pheromone) cASNEP cAS

2

1

cAS (1)

cASNEP 2

(2)

pA(< xj , v >) =

[τA(<xj ,v>)]αu [ηA(xj ,v>)]β

[NτA(<xj ,v>)]αn∑
w∈D

[τA(<xj ,w>)]αu [ηA(<xj ,w>)]β

[NτA(<xj ,v>)]αn

, (2)

NτA(< xj , v >) =
∑

<xk,u>∈A

Nτ(< xk, u >,< xj , v >),

Nτ(< xk, u >,< xj , v >) “ u

xk” “ v xj”

αu αn

1

cASNEP

cASNEP

Nτ(< xi, u >,< xj , v >)

= (1− ρ)×Nτ(< xi, u >,< xj , v >) + ΔNτ

ΔNτ =

{
conf(Aworst), (< xi, u >,< xj , v >) ∈ Aworst

0, otherwise

Aworst

“

”

2
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2: 2000

3: ρ = 2.3

4.

4.1

n = 100 3COL d = 2.0 ∼ 3.0

0.1 11 100

10

100 2000

α = αu = αn = 5.0 β = 10.0

ρ = 1%

cAS cASNEP 2

PC/AT CPU: Intel Core i7 880

3.07GHz RAM: 4GByte

Java

4.2
2∼ 5 2

4: 2000

5: 2000

(d = 2.3 ∼ 2.4)

cASNEP

cAS

cASNEP cAS 10%

3

ρ = 2.3

3

cAS

cASNEP

4

3
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6: ρ = 2.3

cASNEP cAS

cASNEP

“

”

cAS

cASNEP

5 6

5

6

5 cASNEP cAS

cASNEP cAS

6

cASNEP

5.

3COL

ACO

CSP
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tion techniques for the vehicle routing problem, Ad-

vanced Engeneering Informatics, Vol. 18(1), pp. 41–48
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transition and search problem, Artificial Intelligence,

Vol. 81, pp. 1–16 (1996).

[9] Masukane, T. and Mizuno, K.: Ant Colony Optimiza-

tion with Multi-Pheromones for Solving Constraint

Satisfaction Problems, The 2016 International Conf.

on Technologies and Applications of Artificial Intelli-

gence (TAAI2016), pp. 110–115 (2016).
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Algorithm of Traveling Salesman Problem using Particle Swarm Optimization 

*1 *1 
 Yuki Yamada Hajime Anada 

*1  
Tokyo City University #1 

Particle swarm optimization (PSO) is a population based stochastic optimization technique inspired by social behavior of 
bird flocking or fish schooling. PSO has been applied to various combinatorial optimization problems belonging to non-
deterministic polynomial-time hard (NP-hard) combinational problems. Of these, the traveling salesman problem (TSP) is one 
of the most important problems in the fields of technology and science. Insertion-based PSO strategy (IPSO) is an algorithm 
that improved the PSO for TSP. The update of the particle in IPSO is done by using the information of the own best solution 
and the solution of the nearby particles. However, IPSO has a problem that it converges to the local optimal solution before 
sufficient search. Therefore, we proposed to provide the information of the farthest particle and the randomly selected particle 
as well as nearby particles for the particle s update. We confirmed the effectiveness of our algorithm using several benchmark 
problems taken from the TSPLIB, which is a library of traveling salesman problem. 

 

1.  

 (Traveling Salesman Problem,TSP) 

(Particle Swarm Optimization, PSO)[Kennedy 95]
TSP PSO Insertion-based PSO 

strategy, IPSO) [  16] IPSO

IPSO
  

TSPLIB
 

2.  

2.1  
Particle Swarm Optimization,PSO

(
)

    ( )   ( ) 

( ) = ( − 1) + ( − 1) (1)( ) = ( − 1) + − ( )                  + − ( ) (2)    [0,1]       
PSO

 
                   

 (1)  
 

                   
 

 (2)  
1

 

2.2 PSO  
IPSO PSO TSP
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IPSO
 

              = 1
 (3) = ∩

       ∩                            
 

          ′   
9 TSP 1 1= (1,4,7,5,6,9,8,3,2) 1 4   3

2 1  
Ⅰ        ′         ′       = [ ( + 1)] (4) = [ ( + 1)] (5)      [0,1]    [0,1]    [ ( +1)] ( + 1) 1′ = (5,4,8,7)  ′ = (8,9,6)

 
Ⅱ ′  ′ ′ ′ 

1
8 ′ 8′  

Ⅲ ′    ′  ′ ′ 1′  ′ 4,5,6,7,8,9   = (1,2,3)  
Ⅳ ′  ′  ′ 

1 1 3  ′ 
 

Ⅴ ′  ′  ′ 

1 5 3  ′  
 Ⅰ Ⅴ  

 
 

 
 

  , ,      ′     ′          
 

1
TSP

 
 

 
1  

 

3.  
IPSO              

 

4.  
IPSO      

= ⎩⎪⎨
⎪⎧  ℎ   ℎ   ℎ   (6) 
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5.  
TSPLIB

TSP rd100 kroA150 kroA200
pr299  = 64  = 2= 0.9 = 0.1            = 0.6 = 0.3 = 0.1 
rd100 kroA150 20000 kroA200 pr299
30000 50 1 4

   
 

1 rd100 50  
rd100( 7910)   

(%) 88 98 

(%) 0.0099 0.0002 

 0.0601 0.0018 
 
 

3210.4 1961.0 

( ) 8.3 6.5 
 

2 kroA150 50  
kroA150( 26524)   

(%) 10 34 

(%) 0.25 0.05 

 0.24 0.12 
 
 

6951.2 4349.9 

( ) 32.7 33.0 
 

3 kroA200 50  
kroA200( 29368)   

(%) 2 20 

(%) 0.50 0.25 

 0.29 0.25 
 
 

13684.2 12206.1 

( ) 100.5 88.7 
 
 
 
 

4 pr299 50  
pr299( 48191)   

(%) 0 2 

(%) 1.13 0.63 

 0.39 0.44 
 
 

21655.9 20767.4 

( ) 261.7 247.7 
 

   
pr299

1

 
 

1 pr299  
 

 

6.  

 
[Kennedy 95]  J.Kennedy R.C.Eberhart ”Particle swarm 

optimization”IEEE International Conf. on Neural 
Networks pp.1942-1948 (1995) 

[ 16] ”

” ,  , vol.28 , no.4 , pp.744-
755 (2016) 
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ACO

Toward Optimal Parameters for ACO in Data Clustering

∗1
Takayuki Nakayama

∗1
Kazunori Mizuno

∗1
Department of Computer Science, Faculty of Engineering, Takushoku University

In data clustering ,ACO based methods have been effective for cluster distributions with high accuracy. However,
it have been difficult to set optimal parameters for each data set, requiring trial-and-error repetitions of parameter
tuning. In this paper, we have analyzed the behavior of the ACO based algorithm, called ESACC, and clarified
optimal parameters in ESACC for some benchmark datasets. We also demonstrate that ESACC with our found
parameters can be more effective than some clustering method.

1.

(clustering)

(Ant Colony Opti-

mization: ACO)

ESACC ESACC

ESACC

2.

2.1
(clustering)

2

:

815-1 042-665-0519 takanakahiko@gmail.com

n

K

x i ci
d(x, ci)

1 K

i Ci i ci

f =

K∑

i=1

∑

x∈Ci

(d(x, ci))
2 (1)

2.2 ESACC
ACO

ACO

ACO ESACC

Algorithm1 ESACC

ESACC SACC[Guluzar:2006]

Genetic Algorithms:GA

K n

: 2 ( :k , :n)

( ) : ( :n)

( 1)

L

xa Cb

fc
a b 1÷ fc

1
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Algorithm 1 ESACC

while do

end while

0 1

E Emin

Emax E

E

a b

xa b

ESACC

1

1

L

1

Emin

E

Emax

E

ESACC

ESACC

1: FM-index
flag2=True flag2=False

Flag1=True TP FP

Flag1=False TN FN

2:

1000 1000 1

20 20 1

0.01 0.30 0.01 30

L 1 30 1 30

Emin 0 15 1 16

Emax 1 20 1 20

2.3 FM-index
FM-

index(Fowlks Mallows index)[Fowlkes:1983]

FM-index

A B

FM-index

2

1

flag1 : B

flag2 : B

2 FM-

index

FMI = TP ÷ sqrt((TP + FP ) ∗ (TP + FN)) (2)

3.

3.1
ESACC Iris[UCI] 2

FM-index

1

1 1

10

3.2
L FM-index

1 L

81

Emin Emax

L FM-index

2
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1: L

4.

4.1

A B

A : ,

B : , L , Emin , Emax

A

ESACC

B

B 1

L

L

Emin Emax

4.2

UCI Machine Learning Repository[UCI]

Iris Wine Synthetic Control Chart Time

Series Data Set(Sccts)

Iris

4 150

3

3:

Iris 150 4 3

Wine[UCI] 178 13 3

Sccts[UCI] 600 60 6

4: ESACC
L Emin Emax

Iris 0.1 10 2 6

Wine 0.1 16 5 10

Sccts 0.1 30 10 20

Wine

OD280/OD315

13 178

3

Sccts

6 100 60

600 6

( )

Table3

OS : ubuntu16.04 LTS 32bit

CPU : Intel R©CoreTMi7-4790 CPU

: 15.7GiB

: Python2.7

numpy

3

FM-index 1

10

1. ESACC: [Liu:2010]

ESACC

2. ESACC-OPT:

ESACC

3. k-means:

ESACC 4 ESACC

ESACC

3
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5: ESACC-OPT
L Emin Emax

Iris 0.04 4 2 2

Wine 0.1 5 2 2

Sccts 0.09 17 10 20

6:

Iris 1000 20

Wine 1000 20

Sccts 1000 60

ESACC-OPT 5

ESACC-OPT

ESACC ESACC-OPT

6

4.3
2 3 4

2: FM-index (Iris)

ESACC

ESACC-OPT Iris

Wine ESACC-OPT k-means

4.4
ESACC ESACC-OPT

k-means Sccts

L

Sccts

5.

3: FM-index (Wine)

4: FM-index (Sccts)

•

• Emin Emax

[Guluzar:2006] KEKE, Guluzar, N. Yumusak, and Nu-

man ELEB.: Data Mining and Clustering With Ant

Colony., Proceedings of 5th International Symposium

on Intelligent Manufacturing Systems. (2006).

[Liu:2010] Liu, Xiaoyong, and Hui Fu.: ”An Effective Clus-

tering Algorithm With Ant Colony.” JCP 5.4 (2010):

598-605.

[Fowlkes:1983] Fowlkes, Edward B., and Colin L. Mallows.:

”A method for comparing two hierarchical cluster-

ings.”, Journal of the American statistical association

78.383 (1983): 553-569.

[UCI] UCI Repository for Machine Learning Databases ,

http://archive.ics.uci.edu/ml/
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PROLEG

Conversion from Logic Programming Language PROLEG to Bipolar Argumentation Framework

Tatsuki Kawasaki Kazuko Takahashi

School of Science & Technology, Kwansei Gakuin University

This report describes the conversion from a logic programming language PROLEG to a Bipolar Argumentation
Framework(BAF) aiming at a support for judicial judgment using Artificial Intelligence Although reasoning
process of a judgment is clealy shown in PROLEG it is difficult to understand the relationship between inference
rules and the entire structure of a judgment Here we give a semantics to a BAF and convert the descrition
in PROLEG to BAF so that the semantics of PROLEG is reserved As a result it is easier to understand the
relationship between inference rules and the entire structure of a judgment in the obtained BAF which consists of
a set of arguments and relations of attack and support between arguments

1.

Dung

20

[4] (

)

PROLEG [3] PROLEG

PROLEG

:

2 1 079-565-8391

dkw40829@kwansei.ac.jp

PROLEG [2]

[1]

PROLEG

2 PRO-

LEG PROLEG

PROLEG 3

4

PROLEG BAF

5

2. PROLEG

PROLEG Prolog

[3]

PROLEG 1

’%’

1

%

⇐ ∧ .

( , ).

⇐ .

%

.

.

1
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PROLEG 2

( , )

( , )

3. (BAF)

Dung

(AF) [2] Dung

AF

Cayrol AF (BAF)

[1] BAF AF

2 3

〈AR,ATT, SUP 〉 AR ATT SUP

AF

2

BAF 1

2 BAF = {{A,B,C,D}, {(D,B)}, {(B,A), (C,A)}}

1: BAF

BAF

1 BAF C

D

C D

B D

B

A

C

B

A

{A,C,D}
{C,D}

PROLEG BAF

PROLEG

[1]

1 ( ) BAF = 〈AR,ATT, SUP 〉
E ⊆ AR A

•
E

• E 2

• A E

A E

• A E

A E

• A A

E A E

4. PROLEG BAF

PROLEG

PROLEG BAF

PROLEG

1

1

PROLEG

PROLEG

BAF

PROLEG BAF

BAF

PROLEG

PROLEG BAF

(B,A) B A

(B,A)

B A

2
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1 ( ) A,B PROLEG

(A,B). (B,A)

2 ( ) A,B PROLEG

A ⇐ B. (B,A)

3 ( ) A,B S = {B1, B2, . . . , Bn}
PROLEG A ⇐ B1∧B2∧· · ·∧

Bn. (S,A)

1 PROLEG

BAF = 〈AR,ATT, SUP 〉
AR = { , , , ,

, { , }}
ATT = {( , )}
SUP = {({ , }, ), ( , )}

BAF

BAF

1

2

4 ( ) A existence(A)

PROLEG

A A.

(existence(A), A)

(existence(A), A)

BAF

BAF = 〈AR,ATT, SUP 〉
AR = { , , , , ,

{ , }, existence( ),

existence( ), existence( )}
ATT = {( , ), (existence( ), )}
SUP = {({ , }, ), ( , ),

(existence( ), ), (existence( ), )}

BAF 2

2: 1 BAF

BAF E = { ,

, existence( ), , existence( ), existence(

)} PROLEG

(= { , , })

5.

PROLEG BAF

PROLEG BAF

Prolog

[1] Cayrol C and Lagasquie-Schiex M-C : Bipolar ab-

stract argumentation systems Artificial Intelligence

pp 65-84(2005)

[2] Dung,P.M.: On the acceptability of arguments and its

fundamental role in nonmonotonic reasoning, logic pro-

gramming and n-person games. Artificial Intelligence,

77, 321-357 (1995)

[3] : PROLEG:

92

, pp.1 - 8(2011)

[4] Prakken H and Sartor G Law and logic A review

from an argumentation perspective Artificial Intelli-

gence pp 214-215 2015
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A Proposal of Qualitative Spatial Representation Focused on Change of Shapes

Momo Tosue Kazuko Takahashi

School of Science & Technology, Kwansei Gakuin University

This report proposes a qualitative spatial representation focused on the change of shapes, and describes temporal
spatial reasoning using this representation. It aims at an application to the developmental biology by symbolically
representing a process of development such as cell division and organ formation. In the process, we can find some
crucial shape-changes such as bending, getting a hole, division and so on. We propose a language to represent such
a characteristics and show the conditions to find possible state transitions from a given state. It enables qualitative
simulation and backward reasoning for an observation of an unusual situation.

1.

[4, 5]

[7]

( )

(Qualitative Spatial

Reasoning, QSR) QSR

[1, 2, 3]

:

2 1 079-565-8391

emu48539@kwansei.ac.jp

QSR

[3]

QSR

2

3

4

2.

2.1

D ¬D

T

¬T

n

N(n)

1 (a)

D ∧ ¬T ∧N(1) (b) D ∧ T ∧N(2)

1
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1:

2.2

( 2(a))

( 2(b))

2:

( 2(c))

2.3

dline point exp

exp ::= seg|seg, exp

seg ::= dline|point

dline ::= rt|ur|ul|lt|dl|dr

point ::= a|b|... (a,b, ... )

dline 6

3 (1) (6)

rt ur ul lt dl dr point

3: dline

2.4

e exp e e

1 e

[rt, p, dl, rt, ul, p, rt] p point

[lt, p, dr, lt, ur, p, lt] p point

2 e point

[rt ur, dr, ur, rt dr]

[lt ul, dl, ul, lt dl]

e exp e e

p point e exp p, e, p

s point(p) s point(p) p

1 p point s point(p)

s point(p) dline

2 p point s point(p)

s point(p) s point(q)

p q

3 point

e exp e point Pe

occur(e, p) e p e

n =
∑

p∈Pe

|occur(e, p) − 1|

3.

2
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1 ¬D ∧ ¬T ∧N(n) → D ∧ ¬T ∧N(n)

2 D ∧ ¬T ∧N(n) → D ∧ T ∧N(n+ 1)

3.1 D ∧ T ∧ N(2n) → (¬D ∧ ¬T ∧ N(n)) (¬D ∧

¬T ∧N(n))

3.2 D∧T ∧N(2n+1) → (¬D∧¬T ∧N(n)) (¬D∧

¬T ∧N(n+ 1))

n

1

1

n

n

2

4

4:

5: [6]

4

t1 t4

(3)

(1) (5)

( 5 )

4 (1)→(2)→(3)→(1)+(5)

4.

QSR

2

2

[1] Chen, J. Galton, A. Cohn, A. G. et al. A survey of qualitative
spatial representations. The Knowledge Engineering Review,
30:106-136, 2013.

[2] Cohn, A. G. Bennett, B. Gooday, J. Gotts, N. M. Qualitative
spatial representation and reasoning with the region connection
calculus. GeoInformatica, 1:275-316, 1997,

[3] Galton, A. Meathrel, R. C. Qualitative outline theory. Pro-

ceedings of the Sixteenth International Joint Conference on

Artificial Intelligence, 1061-1066, 1999.

[4] . . , 2004.

[5] Wolpert, L. Tickle, C. .

, 2016.

[6] RAIN ON BEGINNING- -.

http://rainonbeginning.blog.fc2.com/blog-entry-63.html

[7] . : .

https://www.mathworks.com/videos/medical-image-
processing-cell-counting-120734.html, accessed March 3,2018.
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Deep Reinforcement Learning for Recommendation System 
〇Takashi Kawashima1, Syunyo Kawamoto1, Daisuke Tsumita1, Syo Simoyama1, Isshu Munemasa1
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Deep Reinforcement Learning for Recommendation System

∗1
Takashi Kawashima

∗1
Syunyo Kawamoto

∗1
Daisuke Tsumita

∗1
Syo Shimoyama

∗1
Isshu Munemasa

∗1
Yuta Tomomatsu

∗2
Kunioki Hayashi

∗1
Tomohiro Takagi

∗1
Department of Computer Science, Meiji University

∗2DesignOne Japan
DesignOne Japan,Inc

Services that introduce stores to users on the Internet are increasing in recent years. Each service conducts
thorough analyses in order to display stores matching each user’s preferences. When sufficient data cannot be
obtained, a multi-armed bandit algorithm is applied. Bandit algorithms advance learning by testing each of a
variety of options sufficiently and obtaining rewards (i.e. feedback). It is practically impossible to learn everything
when the number of items to be learned periodically increases. In order to solve this problem, we propose a
recommender system based on deep reinforcement learning. In deep reinforcement learning, a multilayer neural
network is used to update the value function.
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Proposal of Route Recommending Method based on Formulation using Edge Vector 

     
 Hiroki Shibata Yasufumi Takama 

 
Graduate School of System Design, Tokyo Metropolitan University 

In the domain of tourism navigation, tourist spots as well as route visiting them are important information to be presented to 
tourists. However, it is difficult to determine tourist spots to visit and the route all at once. This is a challenging problem. While 
an existing study has tried to solve such a tourism navigation problem by extending Traveling Salesman Problem (TSP) with 
introduction of weight for nodes (spots), its formulation became complicated. This paper proposes more simple formulation of 
the tourism navigation problem, which assigns all factors needed for a solution to only edges. The solution using Simulated 
Annealing method is also proposed. 
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 (a) (b) 

Fig. 1 An example of self loop edges and route extention. 

 

Fig. 2 The edge’s status of  to swap 2 edges. 

 

(a) Adding 

 

(b) Removing 

Fig. 3 The edges’ status of  to add or remove an edge from the 
route. 
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Fig. 4  An example of route extention using non-existing edges. 
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Fig. 5  An example of existing shortest route. The Black edges denote 
existing while red is non existings. The green one have high  

value. 

 

Fig. 6 An example where we have to add  to . 
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Fig. 7 The result of edge adding and removing.  
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The number of companies using subscription business model is increasing, and churn prediction is getting a more
important task. In existing research, various type of machine learning models have already been used, but churn
prediction has to be trained by combining various data such as time series data and non-time series data, which
has not been fully studied. On the other hand, the technique of deep learning is still being developed, and one
of its characteristics is that it can learn various data and models from end-to-end. In this research, we propose
a churn prediction model with deep learning using data of WealthNavi inc. which manages the service of Robo-
adviser. Specifically, we propose a method to learn time series data and non-time series data with one model. In
the experiment, the effectiveness of this method was demonstrated by obtaining the result exceeding the accuracy
of the classifier of the existing research.
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In this paper, we tackled the recommendation of the M&A candidate considering the change in business per-
formance after M&A. By incorporating the multitask learning framework into the Neural Collaborative Filtering
method which is one of recommendation method using Deep Learning, we aimed to propose recommendation
method considering the post-conversion change. Experimental results show the similar accuracy as the simple
logistic regression method. By using this method, it will be possible to not only recommend M&A targets but also
to show to acquirers what kind of benefits they can obtain by acquiring.
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Mathematical model for search action on the Internet
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Mathematical model to analyze search action on the Internet is presented on the sense of sociophysics. As an
extension of the mathematical model for hit phenomena, in the present model, we assume that the search action
of ordinary people in society is affected not only by mass media campaign, direct communications and indirect
communications, but also by Twitter and blog posting.
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Extraction of Product and Shop Names of Souvenirs from Blog Articles 

   *1   *2 

 Ryuya Ikeda Kazuaki Ando 

 *1  *2  
 Graduate school of Engineering, Kagawa University Faculty of Engineering, Kagawa University 

Demand for souvenirs that can be purchased only at the particular location or area is increasing, because anyone can 
purchase various souvenirs on online shopping sites. Such souvenirs are called local limited souvenirs in this paper. However, 
there are no Web sites and services that collected information about local limited souvenirs. The purpose of this study is to 
construct a system that presents useful information about local limited souvenirs, in order to provide support for selecting 
souvenirs. This paper proposes a method for extracting names of souvenirs and shops from blog articles using CRF 
(Conditional Random Fields). The effectiveness of the proposed method was confirmed by evaluation experiments. 
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What Can Be Seen from the Prefectural Assembly Minutes?

*1 *2

Yuzu Uchida Keiichi Takamaru

*1 *2

Hokkai-Gakuen University Utsunomiya Kyowa University

*3 *4

Hokuto Ototake Yasutomo Kimura

*3 *4 AIP
Fukuoka University Otaru University of Commerce / RIKEN AIP

We created a corpus for prefectural assembly minutes. Each record in the corpus has a field of "speaker's name." This field 
is manually checked to improve credibility of the corpus. The corpus also has attributes of speakers (namely, electoral district, 
birth year and gender) in the case of assembly members. We try to analyze the corpus and illustrate activities of all assembly
members in Japan. This paper describes: 1) the number of assembly members in Japan, 2) age and gender composition of 
assembly members, 3) difference in the amount of speech depending on age and gender, 4) difference in the contents of speech 
depending on gender, 5) difference in the contents of speech depending on age.

1.
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[Kawaura 2018]
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[Kawaura 2018] Akihiko Kawaura, Yasutomo Kimura, Keiichi 

Takamaru, Yuzu Uchida: Elected Officials in the Local 
Assembly: Analysis of Prefectural Plenary Session 
Transcripts 2018
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ノウハウサイト群およびトピックモデルによる話題集約結果の
閲覧インタフェース

An Interface of the Collection of Know-How Sites and the Topics aggregated by a Topic Model

川畑 修人∗1
Shuto Kawabata

牛 文彬∗1
Wenbin Niu

宇津呂 武仁∗2
Takehito Utsuro

河田容英∗3
Yasuhide Kawada

∗1筑波大学大学院システム情報工学研究科
Grad. Sch. Sys. & Inf. Eng, Univ. of Tsukuba

∗2筑波大学システム情報系
Fclty. Eng, Inf. & Sys, Univ. of Tsukuba

∗4(株)ログワークス
Logworks Co., Ltd.

Since information of various quality are scattered in pieces on the Web, it is necessary to efficiently present useful
information to users who are not familiar with the search query. In order to address this request, we propose an
interface to present Web pages with aggregated topics extracted through a collection of know-how sites. In the
proposed method, we collect the Web pages and aggregate them to topics and subtopics by using a topic model and
word2vec. Collected know-how sites are integrated in the top page of the interface which presents the distribution
of topics throughout the collection of know-how sites. For each know-how site, the interface has a function of
efficiently browsing through aggregated topics and subtopics.

1. はじめに
現在，私たちは，インターネットやソーシャルメディアを活

用することで，日常生活に役立つ知識を容易に得ることができ
る．また，様々な知識をまとめたウェブサイトも多数存在し，
Yahoo!知恵袋，OKWAVE等の質問回答サイトでは，「就活の
エントリーシートの書き方」，「結婚式にかかる具体的な費用」
などのノウハウ知識が多数掲載されている．しかしながら，こ
のような質問回答サイトやその他の多様なウェブサイトには，
多種多様な内容および質の情報が分散しているため，ウェブ
ページのノウハウ知識を集約してユーザに提示することが必要
となる．この要求を満たすため， [守谷 15]では，ある決まっ
たクエリ・フォーカス (検索エンジンを利用する際に入力する
文字列)において，ノウハウ知識の候補を集約・俯瞰している．
さらに，[李 17] では， [守谷 15] において，収集したウェブ
ページ集合にトピックモデルを適用した結果に対し，複数のト
ピックにまたがってウェブページを保持するドメインはノウハ
ウサイトのドメインである可能性が高いと仮定し，いくつかの
クエリ・フォーカスにおいて，収集された候補サイトの半数以
上がノウハウサイトであるという結果を得た．
これに対し本論文では，ノウハウサイト群の各ノウハウサ

イトにどのような話題のウェブページが存在するかの一覧を
表示するトップページ，および，それらノウハウサイトのウェ
ブページ群を効率良く閲覧するためのインタフェースを作成す
る．このインタフェースを用いることで，ユーザは，クエリ・
フォーカスについての網羅的な話題と有益なノウハウ知識を効
率的に閲覧することが可能となる．

2. 検索エンジン・サジェストを用いたウェブ
ページ収集

検索エンジンには，過去の検索者が検索したときの検索ロ
グを用いることで，次の検索者が入力するクエリ・フォーカス
に関係のある語群をサジェストとして検索ワードの隣に誇示す
るという便利な機能がある．検索者が関心を持つ事柄を収集す
るため，本論文では，検索者のクエリ・フォーカスに関する関

連絡先: 川畑 修人，筑波大学大学院システム情報工学研究科，
〒 305-8573 茨城県つくば市天王台 1-1-1, 029-853-5427

心そのものが反映される，検索エンジン・サジェストを利用す
る．また，本論文では，クエリ・フォーカス「就活」を対象に，
検索エンジン・サジェストを収集する．また，検索エンジンに
は，Google 社の検索エンジン・サジェストを用いる．サジェ
スト収集時， 一つのクエリ・フォーカスあたり 100通りの文
字列 (五十音，濁音，半濁音及び開やく音を含む)を指定する．
一文字列あたり最大 10個のサジェストを収集可能なため，理
論上，最大 1,000 語のサジェストを収集することが可能であ
る．以上の手順で収集したサジェストの数は表 1 に示すとお
り，925となった．ウェブページの収集は，検索語として，「ク
エリ・フォーカス AND サジェスト」の AND条件の検索設定
の元，Google Custom Search API を用いて行う．収集され
たウェブページの数は表 1に示すとおり，13,222 となった．

3. トピックモデルの適用とサブトピックへの
話題集約

3.1 トピックモデルの適用およびサジェストの集約
検索エンジン・サジェストを用いることで大規模なウェブペー

ジ集合を収集することができるが，収集されるウェブページに
は重複する話題が多く含まれるため，収集されたサジェストおよ
びウェブページの集約・俯瞰が必要となる．そこで，潜在的ディ
リクレ配分法 (LDA; Latent Dirichlet Allocation) [Blei03]を，
収集したウェブページ集合に対して適用する．LDAを適用す
ることで，各トピック zn(n = 1, . . . , K) における語 w の確
率分布 P (w|zn)(w ∈ V ), および, 各文書 dにおけるトピック
zn の確率分布 P (zn|d)(n = 1, . . . , K) を得ることができる．
LDA適用時には，語wの列で表現された文書の集合，および，
トピック数 K を入力する．本論文では，トピック zn に対し
てウェブページ集合 D(zn)を割り当てる際，次式を用いる．

D(zn) =
n

d ∈ D
˛̨
˛ zn = argmax

zu (u=1,...,K)

P (zu|d)
o

ウェブページは，クエリ・フォーカスおよびサジェストの
AND検索によって収集される．そのため，各ウェブページに
対して一つ以上のサジェストが対応づけられている．そこで，
各トピックに対してサジェスト集合を割り当てるため，各ト

1
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図 1: サジェストおよびトピックモデルを用いたウェブ検索結果の集約 (クエリ・フォーカス「就活」の例)

表 1: クエリ・フォーカス，サジェスト数，ウェブページ数，および，トピック数
サジェスト数

クエリ・
フォー
カス

ウェブページ
収集時

頻度下限以上,

分散表現を持つ
サジェスト

ウェブページ数 総トピック数
複数トピック
にまたがる
ドメイン数

A, B, C群に
属する

ドメイン数
就活 925 671 13,222 (30.8 MB) 50 91 51

ピック Zn に対応づけられたウェブページ集合D(Zn)中の各
ウェブページに対応づけられたサジェストを収集する．

3.2 サブトピックへの話題集約
図 1 に示すように，前節までの手順によりウェブページ収

集およびその話題集約を行なった．ここで，集約された話題の
粒度が粗いという問題があるため，本論分では，トピック単位
の粒度の粗い話題集約結果をさらに粒度の細かいサブトピック
に分割する手法を提案する．これは，[井上 16] におけるウェ
ブ検索結果の話題集約インタフェースにおける機能を向上させ
ることに等しい．各トピックにおける話題を高精度に集約する
には，文書間の類似度が必要不可欠となる. これに対し，本論
文では [Zhao17]に従い，word2vec [Mikolov13]を分散表現に
基づくアプローチとして用いる． まず，収集した文書集合に
対して word2vecを適用する．出現頻度が下限値以上となり分
散表現を持つ検索エンジン・サジェストの数は，表 1 に示す
とおり，671となった． このうち，各ウェブページ dに対し，
以下の条件を満たすサジェスト s(d)を一つ設定する．

(a) s(d)は，ウェブページ dを検索する際に指定されたサジェ
ストの一つである．

(b) (a)を満たすサジェストのうち，ウェブページ dが割り当
てられたトピックにおける頻度が最大となるサジェスト

が s(d)である．

そして，ウェブページ dおよび d’に対し，サジェスト s(d)

および s(d′)の分散表現間の類似度

sim(v(d), v(d′)) =
v(s(d)) · v(s(d′))

‖ v(s(d)) ‖‖ v(s(d′)) ‖

から，ウェブページ dと d′ の類似度尺度を定義する．
この，ウェブページ類似度尺度から，トピック zn に割り当

てられたウェブページ集合 D(zn)は，互いに素な部分集合へ
と分割される．これらの各部分集合が，各サブトピックに対応
する．

D(zn) = D1(zn) ∪ D2(zn) ∪ . . . ∪ Dm(zn)

Di(zn) ∩ Dj(zn) = ∅ (i �= j)

ここで，各サブトピックに対応するウェブページ集合は，下限
値 θlbd 以上の類似度を持つ組とする．

Di(zn) =
n

d ∈ D(zn)
˛̨
˛ ∃d′ ∈ Di(zn),

sim(v(d), v(d′)) ≥ θlbd

o

2
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表 2: ノウハウサイト候補のドメインに対する評価基準
ドメインそのものがノウハウ知識を提示する個別ページへのリンクを一覧するページである A群
ドメインそのもの
がノウハウ知識を
提示する個別ペー
ジへのリンクを一
覧するページでは
ない

ノウハウ知識を提示する個別ページ
へのリンクを一覧するページが存在
する

ドメインのトップからノウハウ知識
を提示する個別ページへのリンクを
一覧するページに容易に辿り着ける

B群

ドメインのトップからノウハウ知識
を提示する個別ページへのリンクを
一覧するページには容易に辿り着け
ない

C群

ノウハウ知識を提示する個別ページ
へのリンクを一覧するページが存在
しない

ノウハウ知識を提示する個別ページ
が存在する

D群

ノウハウ知識を提示する個別ページ
が存在しない

E群

4. 閲覧対象のノウハウサイト
本節では，[李 17] に従い，閲覧対象のノウハウサイトを選

定する．[李 17] では，ウェブページ収集した後の文書集合に
トピックモデルを適用した結果に対して，複数のトピックにま
たがって出現するドメインはノウハウサイトである可能性が
高いという仮説を立て，実際に収集された複数のトピックにま
たがってウェブページを持つドメインの半数以上が有用なノウ
ハウサイトであるという結果を得ている．この，複数のトピッ
クにウェブページを持つドメインについて，まず，あるドメイ
ンを dmx，異なるトピック zi および zj (i �= j) に割り当て
られた文書 d，および，d’，それらの URLを u(d)，および，
u(d′)とする．このとき，dm(u(d))，および，dm(u(d′))がと
もにあるドメイン dmxと等しい場合，dmxを複数のトピック
にウェブページがまたがるドメインとする∗1 ．また，複数の
トピックにまたがるドメイン dmx は，以下の式を満たすもの
とする．

∃i,∃j, i �= j, ∃d ∈ D(zi),∃d′ ∈ D(zj)

dm(u(d)) = dm(u(d′)) = dmx

ノウハウサイトであるかどうかの評価は表 2 の基準を複数の
トピックにウェブページがまたがるドメイン集合に対して人手
によって適用し，A，B，C群に属するドメインをノウハウサ
イトとする．また，i)質問回答サイト，ii)ニュースサイト，iii)

販売サイト，iv)ブログホスト以下のブログ，のサイトのウェ
ブページは，トップページのドメイン，あるいは，当該サイト
中のいずれかのページにおいて，特定ジャンルのノウハウの一
覧が参照できる，可能性が低いと仮定し，ドメインが上記 i)

iv)のいずれかのサイトタイプにあたる場合にはそのドメイン
をドメイン集合から排除する．本研究では，この [李 17]にお
いてノウハウサイトと判断されたドメインを閲覧対象のノウハ
ウサイトとして使用する．表 1に示すとおり，実際に得られた
複数トピックにまたがるドメインの数は 91，そのうち，表 2

の A，B，C群に属するドメインの数は 51となった．

5. ノウハウサイト閲覧インタフェース
前節の手順により収集したノウハウサイト群を閲覧するため

のインタフェースを作成する. 作成したインタフェースの例を

∗1 例えば，u(d) = http://xxx.com/yyy，u(d′) = http://xxx.com/zzz

の場合に，dm(u(d)) = dm(u(d′)) = http://xxx.com/ となる．

図 2に示す. インタフェースのトップページでは，ノウハウサ
イト群中の各ノウハウサイトの持つトピックが一目でわかるよ
うに，トピックとノウハウサイトの表形式 (図 2奥)で表示す
る．ノウハウサイトの表示順としては，「そのサイトに含まれ
るトピック数の多い順」や「ウェブページ数の多い順」，「ユー
ザが任意で指定したトピックを持つサイト優先」など様々な方
法があるが，本論文では，ユーザに対し多くのトピックを含む
サイトを優先的に示すため，[李 18] に従い，トピックの数の
多いノウハウサイト順に表示する．また，今回，ノウハウサ
イトのタイトルは人手で取得する. 各ドメインのトピック集合
Z(dmx)は以下の式で定義する．

Z(dmx) =
˘
zi

˛̨∃d ∈ D(zi), dm(u(d)) = dmx

¯

各ノウハウサイトのデモページへのリンク部分をクリック
すると，図 2 手前のような，各ノウハウサイトごとのインタ
フェースが表示される．各ノウハウサイトにおいて，ウェブ
ページを持つトピックは，オレンジ色で示され，クリックする
と，トピック中のサブトピックとサブトピック以外に分類され
たウェブページを表示するためのバーが表示される．例えば，
就活のネクタイに関するウェブページがサブトピックに分類さ
れると，

「就活 ネクタイ に関するサブトピック」

サブトピック以外のクラスタに分類されると，

「就活 ネクタイ に関するウェブページ」

のように表示を行う．ウェブページはサブトピックまたはサブ
トピック以外またはその両方に存在するので，ユーザはウェブ
ページの存在するオレンジ色で示されたバーをクリックするこ
とで，ウェブページのタイトル，リンクおよびそのスニペット
(ウェブページの概略)を閲覧することができる．

6. 関連研究
関連研究として，[井上 16] では，検索エンジン，クエリ・

フォーカスを用いて，サジェストおよびウェブページを収集，
トピックモデルを用いることで話題を集約，ユーザの入力した
クエリ・フォーカスに対し網羅的に話題とそのウェブページを
示すためのインタフェースを作成した． [守谷 15]では，[井上
16]に対し，Yahoo知恵袋などの質問回答サイトおよびウェブ
ページから収集した文書集合を一つの文書集合とし，この混
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図 2: ノウハウサイト群閲覧インタフェース

合文書集合に LDAトピックモデルを適用することで，より有
用なノウハウ知識を得られることを示した．また，[李 17] で
は，収集したウェブページにトピックモデルを適用した結果に
対し，複数のトピックにウェブページがまたがるドメインは，
ノウハウサイトである可能生が高いと仮定し，いくつかのクエ
リ・フォーカスにおいて実際に評価を行い，候補サイトの半数
以上がノウハウサイトであることを確認した．本研究は，[井
上 16]，[守谷 15]におけるトピックモデルの適用に加え，さら
に，粒度の粗い話題のサブトピック化を行い，ノウハウサイト
に限定したウェブページページを示すという点で大きく異なっ
ている．また，[李 17] に対しては，収集したノウハウサイト
のウェブページを，話題と小話題に分類し，クエリ・フォーカ
スに関する網羅的な知識を提供するためのインタフェースを作
成したという点で大きく異なっている．

7. おわりに
本論文では，ひとつのクエリ・フォーカスについて，ウェブ

ページを自動収集し，トピックとサブトピックに分類，ノウハ
ウサイトに限定してユーザに示すことで，網羅的な話題と共
に，ウェブページ群を効果的に閲覧するためのインタフェース
を作成した．
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Analysis of Political Party Accounts’ Followers in Japan Electoin 2017
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In the election campaign, modern political parties utilize social media to advertise their policies and candidates
and to communicate electorates. In the latest election, the 48th general election for the Lower House in Japan
2017, social media, especially Twitter, was actively used. In this paper, we perform a detailed analysis of political
tweets of users who retweeted offical political party accounts during the election. Our aim is to obtain how political
party followers differs from each other. The results indicate that the largest two political party accounts’ followers
are quiet similar from view point of political tweets.
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1:

1 Official Accounts - 6

2 OA’s Tweet 2017/9/27-10/23 2790

3 Retweeted Users 2017/9/27-10/23 84043

4 Users’ Tweet 2007/04/10-2017/11/14 197,267,467

4.
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[Cox 58] CNN[Kim 14]
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2: 9/28-10/23 Follower,Friend 11 10

Tweets Retweets Followers Friends

jimin koho 280 110685 134595 322

cdp2017 904 506432 191011 77

kibounotou 410 21559 13529 152

komei koho 289 31072 76743 1259

jcp cc 347 48203 42508 253

osaka ishin 281 13163 15999 177

3:

SVM 0.671

0.727

CNN 0.839

K-Means(k = 7)

5

C1,C2,C4,C6

C1

83.5% C2

C4

C6
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2

6
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4
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6.

2017

[Adamic 05] Adamic, L. A. and Glance, N.: The politi-

cal blogosphere and the 2004 U.S. election: divided they

blog, in LinkKDD ’05, pp. 36–43 (2005)
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4:

0.101 0.032 0.104 0.035 0.033

0.043 0.021 0.022 0.148 0.005

0.187 0.285 0.093 0.110 0.056

0.222 0.110 0.034 0.042 0.023

0.070 0.708 0.038 0.040 0.009

0.380 0.131 0.111 0.126 0.050

5:

RT/TW PT/(TW-RT) PRT/RT

C1 0.304 0.402 0.835 1991

C2 0.332 0.110 0.167 7662

C3 0.421 0.576 0.391 4690

C4 0.825 0.094 0.159 8772

C5 0.844 0.425 0.391 9081

C6 0.865 0.809 0.498 6204

C7 0.951 0.032 0.564 6617

6:

0.816 0.731 0.539 0.470 0.827

0.816 0.454 0.801 0.471 0.557

0.731 0.454 0.455 0.137 0.624

0.539 0.801 0.455 0.004 0.097

0.470 0.471 0.137 0.004 0.731

0.827 0.557 0.624 0.097 0.731
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The First Knowledge Graph Completion Challenge 2018
– Toward the Interpretable AI –
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This paper describes a new challenge for addressing knowledge graph completion held in Japan, 2018. Deep
learning techniques have opened a new vista of Artificial Intelligence and promoted applying the AI-related systems
to a wide variety of social systems. However, security and safety of such AI systems in addition to the interpretability
of AI decision would become extremely important accordingly, as already warned in several communities. Therefore,
the Special Interest Group (SIG) on Semantic Web and Ontology of JSAI organized the challenge, in which a
knowledge graph showing well-known novels of Sherlock Holmes is openly constructed, and techniques for reasoning
or completing the missing information about criminals that was intentionally removed from the knowledge graph
are recruited from the general public. The SIG has started the challenge at the 32nd JSAI Annual Conference
2018, and hopes many participants concerned will have an active discussion to this end.

1.

Deep Learning AI

AI

AI

AI

AI

(interpretability)

AI

Neural Information Processing Systems (NIPS)

Deep Learning Interpretable

Machine Learning

Web SWO

AI

2.

International Se-

mantic Web Conference (ISWC) 2017

Reasoning I, II [1]

Siemens

:

takahiro.kawamura(at)jst.go.jp

Best In-Use Paper

[2] Tensor

SANSA Apache Spark

Best Demo Paper [3] [4]

[3] (expressiveness) (runtimes)

Laser [4]

[5] DL

1954 HermiT FaCT++,

Racer Pellet 10

(completion)

3.

SWO

1

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1F1-01



∗1

1 SPARQL

Union

2

3

4

3.1

∗2

3 (2017/11/25 12/19, 2018/2/28)

80

1 2017/11/25

3–4

1

2 2017/12/19

3

Google Drive

SWO ML

4

(2018/3/18 30

)

2

∗1
Google

2017 10

700

Wikipedia
DBpedia Wikidata

∗2 https://ja.wikipedia.org/wiki/Category:

1: 1

(correctiveness) (interpretabil-

ity) (novelty)

(utility) (runtimes)

3.2

(expressiveness)

(Semantic Role Labeling)

ID (subject) (predicate)

(object) 5W1H

ID

2 2 event

2

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1F1-01



2:

3:

3

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1F1-01



3

3.3
(Knowledge Graph

Completion)∗3

4.

4

∗4

2018 10 11

8th Joint International Semantic Technology

Conference (JIST 2018)(11/26–28, )∗5

2

5.

AI

SWO

2018

4

[1] G. Mehdi, E. Kharlamov, O. Savkovic, G. Xiao, E.

G. Kalayci, S. Brandt, I. Horrocks, M. Roshchin, T.

Runkler: Semantic Rule-Based Equipment Diagnostic,

Proc. ISWC 2017.

[2] J. Lehmann, G. Sejdiu, L. Buhmann, P. Westphal,

C. Stadler, I. Ermilov, S. Bin, N. Chakraborty, M.

Saleem, A.-C. N. Ngomo, H. Jabeen: Distributed Se-

mantic Analytics using the SANSA Stack, Proc. ISWC

2017.

∗3 1 WordNet Freebase

∗4 http://challenge.knowledge-graph.jp/
∗5 http://jist2018.knowledge-graph.jp/

[3] H. R. Bazoobandi, H. Beck, J. Urbani: Expressive

Stream Reasoning with Laser, Proc. ISWC 2017.

[4] R. Tommasini, E. D. Valle, A. Mauri, M. Brambilla:

RSPLab, RDF Stream Processing Benchmarking made

easy, Proc. ISWC 2017.

[5] N. Alaya, M. Lamolle, S. B. Yahia: Multi-Label Based

Learning for Better Multi-Criteria Ranking of Ontol-

ogy Reasoners, Proc. ISWC 2017.

4

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1F1-01



Faster Ontology Reasoning with Typed Propositionalization

Maxime Clement Ryutaro Ichise

National Institute of Informatics, Tokyo, Japan

Ontology reasoning is an important but complex problem allowing the discovery of new knowledge and the query
and maintenance of complex data. For decision making in real-time systems, faster approach such as decision tables
are often used. In this paper, we propose a technique to perform efficient ontology reasoning with decision tables.
Our experiments show a significant improvement of the reasoning time compared to a naive approach.

1. Introduction

Ontologies [Staab and Studer, 2010] provide the vocab-

ulary necessary to represent knowledge related to a spe-

cific domain by formally defining concepts, relationships

between these concepts, and instances of these concepts.

In recent years, ontologies have been widely used in many

fields such as bioinformatics [Consortium, 2014] or recom-

mender systems [Middleton et al., 2004, Kang et al., 2014],

allowing experts to easily exchange knowledge and reason

on well-structured data.

Similarly, ontology reasoning has become a well-adopted

technique for the maintenance and query of ontologies, or

the matching of different ontologies. Thanks for flexible and

expressive rule languages [Horrocks et al., 2004] and power-

ful reasoners [Sirin et al., 2007, Shearer et al., 2008], rules

can easily be written and maintained by non-experts and

can easily be adapted to changing ontologies. The main

downside of this expressiveness and flexibility is its reason-

ing complexity. Ontology rules, similarly to first-order logic,

use variables that can be assigned to the entities of the on-

tology. Reasoning then consists in evaluating the rules by

considering each combination of entities to the variables

and checking if the conditions of the rules are true. This

is a computationally complex operation which have been

shown to limit the applicability of ontologies to real-time

systems [Hashimoto et al., 2017].

In some applications, entities are constantly changing and

reasoning must be performed as fast as possible, making

typical reasoning methods based on first-order logic too

slow. Instead, decision tables can be used to rapidly com-

pute decisions but are hard to maintain. It is possible to

transform rules used in ontology to decision table through a

process known as propositionalization [Krogel et al., 2003].

This process has several downsides, requiring to already

know the values for the variables (i.e., the entities of our

ontology) and generating a decision table of exponential

size.

In this paper, we are interested in allowing efficient rea-

soning with ontologies through the use of decision tables.

We propose a method to transform rules to propositional

form using placeholders instead of real entities, allowing

us to perform a large part of the computation in advance.

Placeholders are generated with classes corresponding to

Contact: maxime-clement@nii.ac.jp

the variables used in the rules, creating a correspondance

between placeholders and variables. During reasoning, we

only need to map the real-world entities to the placehold-

ers instead of mapping them to all the variables of the

rules. In our experiments, we use a car ontology designed

for automated-driving where fast reasoning time is critical

to avoid accident. We show that our method is much faster

than the naive propositionalization used when directly rea-

soning in first-order logic and that even complex situations

can be handled within 122ms.

2. Preliminaries

In this section, we first briefly explain how we repre-

sent ontologies using first-order logic. We then describe the

naive propositionalization necessary to use decision tables

to reason with ontology rules.

2.1 Ontologies
An ontology formally defines the vocabulary necessary

to describe some specific domain, usually in the form of a

set of entities, classes, and properties. Entities are used to

represent real-world objects, classes are collections of enti-

ties with a common type, and properties are relationships

between entities.

We use first-order logic to formally write ontologies such

that entities are constants, classes are unary predicates, and

properties are binary predicates.

Example 2..1 (Ontology). The knowledge “the car A is

in front of the bike B” is written as

Car(a),Bike(b), InFrontOf(a, b)

where a and b are entities, Car and Bike are classes, and

InFrontOf is a property.

In order to reason with an ontology, we use rules of the

form R = body → head where body and head are conjunc-

tions of literals. Similary to the logical implication, this

means that if the content in body is true, then the content

in head should also be true. In order to have general rules

that can be applied to multiple entities, variables that can

be replaced with any entity of the ontology are used. We

refer to the set of variables used in a rule R as var(R).

Example 2..2 (Rule). The rule “if something is a car, it

is a vehicle” is written as

Car(X) → Vehicle(X)
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where X is a variable.

2.2 Propositionalization
Propositionalization is the process of converting informa-

tion from relational form (like in ontologies) to proposi-

tional form made exclusively of true or false propositions.

Rules in propositional form corresponds directly to a deci-

sion table where each rule represents a row such that its

body is the set of conditions and its head the set of actions.

To fit rules written in first-order logic into a decision ta-

ble, each assignment of entities to the variables must be

considered. Once an assignment is given, the rules can be

converted to propositional form where each predicate is re-

placed by a proposition corresponding to the assignment.

Similarly, knowledge about entities is also propositional-

ized, giving us a set of true propositions that can be used

to determine whether the body of a rule is true or not.

Example 2..3 (Rule Propositionalization). Given a rule

Car(X) → Vehicle(X) and an assignment {X : a} mean-

ing entity a is assigned to variable X, we generate the

propositional rule

Cara → Vehiclea

Assuming the knowledge Car(a),Bike(b), we generate the

propositions

Cara,Bikeb

We can now evaluate the previous rule and determine that

its body is true since Cara is true, which means that

Vehiclea is also true.

There exists several limitions with such naive proposi-

tionalization. First, the rules generated are for some spe-

cific entities, meaning that if entities change, then new rules

should be generated. Second, each combination of entities

to variables need to be considered, which quickly leads to

an intractable number of propositional rules.

3. Typed Propositionalization

In order to improve the conversion from ontology rules to

decision table, we propose typed propositionalization which

uses a preprocessing step that performs propositionalization

without the need for entities to be defined. The idea of

this method is to instantiate the rules in advance, using

placeholders instead of the real entities. When reasoning,

real entities only need to be assigned to these placeholders,

which requires less computation and makes the reasoning

faster.

Definition 3..1 (Typed Placeholder). We define T =

{C0,C1, . . .} as a typed placeholder where Ci is an unary

predicate (i.e., a class).

For each rule R, a placeholder is associated to each vari-

able using the classes of the variable. For each variable

v ∈ var(body), a placeholder Tv = {C|C(v) ∈ body} is gen-

erated where body is the body of rule R. When all the

variables in R have a non-empty placeholder, we say that

R is well-typed.

The rule R is then converted to propositional form RT
using the assignment {v : Tv|v ∈ var(body)} such that each

property P(x, y) is replaced by a proposition PTxTy and

each class predicate in the body is removed.

Example 3..1 (Typed Propositionalization). Given a well-

typed rule

Car(c) ∧Vehicle(v) ∧ InFrontOf(v, c) → Warning(c)

we generate the placeholders:

• Tc = {Car} (placeholder for c);

• Tv = {Vehicle} (placeholder for v).

We then generate the rule RT .

InFrontOfTvTc → WarningTc

After this preprocessing step, we have the set of all place-

holders T and the generated propositional rules.

4. Reasoning with Typed Proposition-
alization

Once the rules have been propositionalized using place-

holders, we are ready to perform reasoning with real en-

tities. To reason using our typed-rules, we need to match

the entities to their corresponding placeholder, generate the

corresponding typed-facts, and execute the rules. We thus

separate the reasoning into 4 phases.

1. Entity matching: match compatible entities with the

placeholder.

2. Knowledge propositionalization: create propositional

facts based on the matching.

3. Typed Reasoning: trigger the rules based on the cre-

ated propositional facts.

4. Interpretation: transpose the new facts for their cor-

responding entities (instead of the placeholders).

Because several entities can correspond to a same place-

holder, there might be several assignment to consider and

steps 2-4 need to be repeated for each possible assignment.

4.1 Entity Matching
Entity matching consists in creating, for each placeholder

T , the set of entities ET = {e|T ⊆ classes(e)} where

classes(e) is the set of classes of the entity e. If for at least

one placeholder T there is |ET | > 1, then we need to con-

sider multiple assignments of entities to the placeholders.

The number of total assignments to consider is
∏

T∈T
|ET |.

We refer to an assignment A as a set of pair (T : e) meaning

that entity e is mapped to placeholder T .

Example 4..1 (Entity Matching). Given the placeholders

T = {Tc = {Car}, Tv = {Vehicle}}, and two entities a

and b such that Car(a),Vehicle(a),Bike(b),Vehicle(b),

we generate the set of matching entities for each place-

holder: ETc = {a}; ETv = {a, b}. We can thus consider two

assignments A1 = {Tc : a, Tv : a} and A2 = {Tc : a, Tv : b}.
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Entities
Naive Propositionalization Typed Propositionalization

Propositional Rules Reasoning Time (ms) Propositional Rules Reasoning Time (ms)

6 105360 591 300 3

8 616560 6230 300 4

10 2436840 31419 300 4

12 OOM - 300 7

14 OOM - 300 13

16 OOM - 300 35

18 OOM - 300 70

20 OOM - 300 122

Table 1: Comparison of the reasoning time and number of propositional rules using naive and typed propositionalization

with 26 placeholders and 300 rules. OOM indicates settings where we ran out of memory.

4.2 Knowledge Propositionalization
Given an assignment A, we propositionalize all knowl-

edge by replacing references to an entity e by its assigned

placeholder T .

Example 4..2 (Knowledge Propositionalization). Given

the assignment A2 = {Tc : a, Tv : b}, and the knowledge

Car(a),Vehicle(a),Bike(b),Vehicle(b), InFrontOf(b, a),

we generate the propositional knowledge

CarTc ,VehicleTc ,BikeTv ,VehicleTv , InFrontOfTvTc ,

4.3 Typed Reasoning
Now that we converted facts expressed for our entities to

facts expressed for the placeholders, we can evaluate each

propositional rule RT .

Example 4..3 (Reasoning). Given the propositional

rule from Example 3..1, and the propositional knowledge

CarTc ,VehicleTc ,BikeTv ,VehicleTv , InFrontOfTvTc ,

we obtain the new knowledge WarningTc since the body

of the rule (InFrontOfTvTc) is part of our knowledge

base.

4.4 Interpreting the Results
Once all rules have been evaluated for an assignment A,

we need to convert the resulting predicates which are ex-

pressed for the placeholders T into first-order predicates

expressed for the real-world entities. This conversion is the

reverse of the knowledge propositionalization where we now

replace each placeholder T by its corresponding entity e in

the assignment A.

Example 4..4 (Interpretation). Given the new knowledge

WarningTc obtained with the assignment A2 = {Tc :

a, Tv : b}, we interpret it as Warning(a).

Once this interpretation has been done for the results

obtained with each possible assignment, we obtained all the

possible implications for the current state of the ontology.

5. Experimental Results

We now present results obtained using the

ADAS ontology∗1 [Zhao et al., 2017] written in

OWL2 [Grau et al., 2008, Motik et al., 2009] and rules

∗1 http://ri-www.nii.ac.jp/ADAS/index.html

written in SWRL [Horrocks et al., 2004]. We compare

the naive propositionalization presented in Section 2.2

and typed propositionalization presented in Section 3.

and 4.. Both methods were implemented in Java using

the OWLAPI [Horridge and Bechhofer, 2011] to interact

with the ontology, using an Intel Core i7-7700K run-

ning at 4.20GHz and with 1GB of memory dedicated

to the JVM. We use a set of 300 SWRL rules with

the number of variables ranging from 2 to 6. This

set was previously used for testing the speed of ontol-

ogy reasoners [Hashimoto et al., 2017] and we manualy

made minor modifications to ensure all rules are well-

typed. This dataset generated 26 placeholders using our

typed-propositionalization.

Table 1 shows the reasoning time (average over 10 runs)

and number of propositional rules for the naive and typed

propositionalization varying the number of entities. For

naive propositionalization, we first observe the very high

number of propositional rules generated, going from 105360

with 6 entities to more than 2 millions with 10 entities.

Generating and evaluating such high number of rules also

leads to a high reasoning time, taking 591ms with 6 entities

and more than 30s with 10 entities. This leads the naive

propositionalization to require more memory than available

with more than 10 entities.

For typed propositionalization, we see that the number of

propositional rules is always 300, thanks for our approach

using placeholders which always produces one propositional

rule per SWRL rule. Even if the number of propositional

rules does not change, we observe that the reasoning time

increases exponentially with the number of entities. This is

due to the evaluation of the rules needing to be repeated

for each possible assignment of entities to the placeholders.

Despite the exponential increase of the reasoning time, our

proposed approach allows to obtain runtimes that are ap-

propriate for real-time reasoning, reaching only 122ms with

20 entities.

These results show that it is possible to convert rules

for ontology reasoning into the format of decision tables.

With typed propositionalization, little memory is required

to store the rules in propositional form and the reasoning

remains fast enough for real-time decision making in situa-

tions of medium complexity (up to 20 entities).
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6. Conclusion and Future Works

Reasoning with ontologies is a complex problem which

can limit its use with real-time applications. In this paper,

we proposed a typed propositionalization technique to effi-

ciently represent ontology rules as decision tables, allowing

a faster reasoning better suited for real-time applications.

Our experiments showed that our proposed approach leads

to a much better reasoning time and memory complexity

compared to a naive approach.

In future works, we will extend our technique to also de-

fine placeholders based on some relations, in addition to

using the classes of the variables. Furthermore, we plan on

studying ways to compress and decompose the rules once in

propositional form. We believe methods based on Binary

Decision Diagrams [Akers, 1978] or Zero-Suppressed Deci-

sion Diagrams [Minato, 1993] to be the most promising.
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How Do Young People Face the Development of Artificial Intelligence? 

  *1  *2  *3  *4 

 Motoki Ono  Hiroshi Nemoto Kazuya Tanaka Kan Suzuki  

 *1  SFC  *2 *3 *4  
 Keio Research Institute at SFC  The University of Tokyo 

This report describes how university students confront the future society accompanied by the development of artificial 
intelligence. To analyze how students face the future, we implemented the voluntary seminar to consider and discuss the 
development of science and technology. The aim is to show how each student's response differs depending on their values and 
circumstances.  
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Relationship between mind perception and responsibility in a collaborative task with an artifact

∗1
Tomohito Miyake

∗1
Yuji Kawai

∗1
Jihoon Park

∗2
Jiro Shimaya

∗2
Hideyuki Takahashi

∗1
Minoru Asada

∗1
Graduate School of Engineering, Osaka University

∗2
Graduate School of Engineering Science, Osaka University

Does a human think that an artifact should be responsible for failure in a collaborative task with the artifact? We
aim to identify the relationship between responsibility and mind perception (MP) about the collaborative partner.
We conducted experiments with three agent conditions: a human, humanoid robot, and computer. The result
indicates that a subject thought that an agent with the higher MP items that are important abilities for the task
(e.g., “Thought”) is less responsible. It seems that the impression that “the argent acted for the success of the
task” may reduce the responsibility. In addition, we found that negative change of the MP is correlated with the
degree of the responsibility. This suggests that the betrayal of the subject’s expectation of the partner through the
task may increase responsibility.

1.

Gray et al.

[Gray 2007]

Agency

Experience

Agency Experience

Agency Experience

Agency

Agency

Hinds et al.

[Hinds 2004]

: tomohito.miyake@ams.eng.osaka-u.ac.jp

Kim & Hinds

[Kim 2006]
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A study on legal personhood of AIs in tort law  

*1 
Ryota AKASAKA 

*1  
National Institute of Advanced Industrial Science and Technology 

This article examines a notion of legal personhood of AIs in tort law. Tort law has three functions, and the notion hardly 
satisfy these functions.  
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Driving Self-Driving Cars by Spoken Language Instructions

∗1
Hiroshi Tsukahara

∗2
Hirotaka Higaki

∗2
Manabu Oomae

∗3
Nana Ootawara

∗3
Akari Inago

∗3
Ichiro Kobayasi

∗1
Denso IT Laboratory, Inc.

∗2
Graduate School of Media and Goverance, Keio University

∗3
Ochanomizu University

Self-driving cars running on public roads are getting to be able to see recently, even though their operation is
limited in certain areas and roads. Currently, those self-driving cars automatically maneuver themselves in ’from
a point to a point’ manner on a route that is planned by an equipped navigation system. However, the driving
situation changes dynamically and there should be some unexpected things happen that is not scheduled. Thus,
a user interface of self-driving cars should be deviced for sharing the dynamical environmental situation around it
with human passengers, i.e., the grounding, and for understanding their intentions to control it in response to what
is occurring. In this study, we developed an experimental self-driving car with a spoken language interface through
which passengers can give their driving instrutions and can intentionally step in the operation of its control system.
We evaluated the usability and the issues of such interfaces by using it on a test driving course in a private area.
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Fundamental consideration on future society with speed tolerances 

 *1*2  
 Hiroshi Yamakawa   

 *1  *2 NPO  
 Dwango, Co. ltd. The Whole Brain Architecture Initiative, non-profit organization 

Technological progress is accelerating, so the relationship between people and organizations is becoming more 
complicated.  Under these circumstances, in order to maintain social stability, it is necessary to adapt social rules more 
quickly than ever.   For such adaptive control social decisions need to be made quickly, but resources that can be used and 
speeds required for social decisions are limited. Therefore, within a certain range, it is necessary to delegate the right to 
decide social rules to AI. In the AI responsible for this role, the way of designing the value function used for decision making 
is critically important. 
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Scenarios and branch points to future machine intelligence 

*12 

Koichi Takahashi 

*1  *2  
      RIKEN Center for Biosystems Dynamics Research      Keio University Graduate School of Media and Governance 

We discuss scenarios and branch points to four major possible consequences regarding future machine intelligence; 1) the 
Singleton scenario where the first and single super-intelligence acquires a decisive strategic advantage, 2) the Multipolar 
scenario where the singleton scenario is not technically denied but political power-game or other factors in human society or 
game theory between intelligent agents inhibit a single agent to acquire a decisive strategic advantage, 3) the Ecological 
scenario where the singleton scenario is technically denied and many intelligent autonomous agents operate in the manner 
where they are mutually dependent and practically unstoppable, and 4) the Upper-bound scenario where cognitive abilities that 
can be achieved by human-designed intelligent agents or their descendants are inherently limited to the sub-human level. 
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幸せな未来社会を構想して，それに向かうためにどのように科学・技術を活かすかを考えることが大事だという

のは，ほとんど自明なこととして受け入れ AIの未来について実り豊かな議論をするためには，幸せな未来を考え

ることがなぜ難しいのかにまで遡って再考することが必要です．それをやってみます．
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Evaluation of mechanical effect for wire assist suit with force plates inside treadmill 

  *1  *1 *1   *1 

 Hiroumi MURAI  Nobutaka TSUJIUCHI Akihito ITO  Keisuke KITANO 

 *2   *2 *2    *3 
 Kenta MURAKAMI  Seigo OKADA Tsuyoshi INOUE   Yui ENDO 

 *3   *3 

 Yumeko IMAMURA  Jun OZAWA 

 *1    *2  
 Doshisha University    Panasonic Corporation 

*3  
National Institute of Advanced Industrial Science and Technology 

Assist suits have been developed in order to improve gait efficiency and reduce the burden on the body. In recent years, wire 
type assist suits have been developing. Generally, wire types help users to move by pulling the portion of their bodies with 
wire. Therefore, they can easily follow human movement and are enough light to wear for long time. In this research, we 
evaluated the effect of wire type assist suits on lower limb joint by analyzing mechanical values for each joint when walking 
on the treadmill with wearing wire type. We calculated user’s lower limb joint angle, hip joint torque and step length in each 
condition(Case Ⅰ: Tension is changed, Case Ⅱ: Assisting section is changed).Results from the analysis showed increases of 
lower limb joint angles to particular direction and step lengths, decrease of energy in a part of gait cycle.
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Mechanical effects of wire assist suit on human walking during load-carrying 

*1  *1 *1 *2     *2      *2 
Seigo Okada Kenta Murakami    Tsuyoshi Inoue       Yui Endo           Yumeko Imamura           Jun Ozawa 

*1  *2  
Panasonic Corporation   National Institute of  

Advanced Industrial Science and Technology  

We estimated the mechanical effects of wire assist suit on load-carrying. The wire assist device is a soft exosuit with four 
independently controllable actuators per assisted joint, with the wires crossed over each other at the front and rear. In this study, 
we used this assist suit to assist hip extension in stance phase during load-carrying. To estimate mechanical effects on hip 
moment, we made assist suit model in virtual ergonomic assessment system with human model and solved inverse kinematics. 
Additionally, we investigated on kinematic parameters to estimate the effects of load-carrying and assist suit on human walking. 
As a result, the assist suit decreased the hip extension moment in stance phase and the angular impulse during extension torque 
exertion by 25% compared to load-carrying with no assist device. From a kinematic point of view, the assist suit decreased the 
step length and the ratio of swing phase during load-carrying.  
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Figure 1. Outline of assist system 

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1G3-02



 

- 2 - 

Figure1 (b) 2

3 6
 

 
Figure1 (a)

 
 

(2)  
Figure 2 ̇

 ̇ =  ( − ) − ̇   (1) 
 

100%

87 5 20 50N

 

 

2.2  

Figure
3 4  

Normal  
Carry  
 Suit  

 Assist  

 8kg
 

45 177cm
73kg Vicon

55
3.6m

6
1  

1 1 16

200Hz 1000Hz  

2.3  

 

 
1)

, 
 

2)
1

1)

 
3) 1)

 
4) 3)

2)  
5)

a) b) 
c) a)

, b)
4)

c)
b) 0

2
 

Figure 2. Control system configuration 

Figure 3. Experiment of assist suit 
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3.2  
Figure 6

Normal Carry
Carry
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Suit Assist
 

3.3  
Figure 6
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Table 2 1

 
Normal

3 22% Carry 1~34% Suit
1~32% Assist 3~26% Normal

3

 First Step Second Step Stride 
Length 

(m) 
Time 

(s) 
Length 

(m) 
Time 

(s) 
Length 

(m)  
Velocity 

(m/s)

Normal 0.671 0.550 0.634 0.560 1.31 1.17 

Carry 0.639 0.525 0.617 0.530 1.26 1.18 

Suit 0.595 0.515 0.622 0.530 1.22 1.16 

Assist 0.543 0.495 0.600 0.465 1.14 1.18 

 Extension moment 
phase(%) 

Flexion moment  
phase (%) 

Normal 3~22 63~96 0~2 23~62 97~100
Carry 1~34 62~96 0 35~61 97~100 
Suit 1~32 64~92 0 33~63 93~100 

Assist 3~26 68~94 0~2 27~67 95~100

Figure 4. Stick picture of trunk and lower limb 

Table 1. Step, stride and velocity 

Figure 5. Sagital hip angle 

Figure 6. Sagital hip moment 

Table 2. Extension and flexion phase of stride  
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“Soft hip walking assist experimental system featuring 
variable compliance control”, IEEE International 
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with Human Models” Proceedings of The 3rd International 
Digital Human Symposium, 2014. 

 Stance phase (%) Swing phase (%) 
Normal 49.5 50.5 
Carry 49.8 50.2 
Suit 49.3 50.7 

Assist 51.6 48.4 

 Angular impulse (10^3*N m) 
Normal 0.947 
Carry 2.16 
Suit 2.03 

Assist 1.62 

Figure 7. Sagital femur angle 

Table 4. Angular impulse of extention period in stance phase   

Table 3. Stance and swing phase ratio of stride  
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Learning-based Selective Dual-arm Grasping for Warehouse Picking

Shingo Kitagawa Kentaro Wada Kei Okada Masayuki Inaba

the University of Tokyo, Graduate School of Information Science and Technology

We propose a learning-based system of selective dual-arm grasping and use Convolutional Neural Networks
(CNN) for grasping point prediction and semantic segmentation. First, the network learns grasping points with
the automatic annotation. and the grasping points are automatically calculated based on the shape of an object
and annotated for both single-arm and dual-arm grasping. The robot then samples various grasping points with
both grasping ways and learns optimal grasping points and grasping way. As a result of multi-stage learning, the
robot learns to select and execute optimal grasping way depending on the object status. In the experiments with
the real robot, we demonstrated that our system worked well in warehouse picking task.

1. Introduction
Recently, learning-based approaches have become popular in

robot grasping, and self-supervised method and simulation-based

one are both commont. However, the main difficulty of the

learning-based approaches is the small variety of the grasping mo-

tion. These approaches deal only with one arm, but a robot can

grasp more various objects with two arms, and many studies show

the advantage of dual-arm manipulation [Harada 12, Edsinger 07].

Recent dual-arm robots such as Baxter∗1 are expected to manip-

ulate various objects with two arms. However, learning dual-arm

grasping is difficult because a robot needs to sample with both

grasping ways for self-supervised approach [Pinto 16, Levine 16],

and simulation-based one [Mahler 17, Viereck 17] needs to repro-

duce the grasping condition of dual-arm grasping, which is more

complex than single-arm one. In this paper, we tackle the diffi-

culties of learning to grasp with two arms and propose to com-

bine supervised learning with the automatic annotation and self-

supervised learning.

This paper focuses on how to learn to selectively grasp with two

arms as shown in Fig.1, and we propose a learning-based system

of selective dual-arm grasping. In the system, we use Convolu-

tional Neural Networks (CNN) for grasping point and semantic

segmentation. The network first learns grasping points with auto-

matic grasping point annotation, and the automatic annotation is

based on the geometric constraints of objects. The robot then sam-

ples various grasping points, tries to grasp by both grasping way

and learns where to grasp and which grasping way is optimal. In

detail, the robot executes both grasping way with various grasp-

ing points and collect its grasping data with the trained network,

and we train the network again with the sampled data for the real

world adaptation. Finally, the robot selects and executes optimal

grasping from single-arm and dual-arm ones with the adapted net-

work. The whole system of the multi-stage learning is described

in Fig.2, and this learning-based system adapts the network to var-

ious objects and requires fewer grasping trials with the real robot.

In the experiments, we demonstrated our system worked well in

warehouse picking task.

Contact: Shingo Kitagawa, Graduate School of Information Sci-

ence and Technology, University of Tokyo, 113-8656, 7-

3-1, Hongo, Bunkyo-ku, Tokyo, Japan, 03-5841-7416，s-

kitagawa@jsk.imi.i.u-tokyo.ac.jp
∗1 http://www.rethinkrobotics.com/baxter/

Figure 1: The robot learns how to grasp and whether single-arm

or dual-arm grasping is optimal to execute corresponding to the

environment. Images are from [Kitagawa 18]
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Training

Annotated dual-arm
grasping points

2nd stage: Adaptation through robot experience

Final stage: Selective dual-arm grasping

Input image

Motion
select

Single-arm grasping

Dual-arm grasping

Semantic label

Single-arm grasping points

Dual-arm grasping points

Success

Failure

Synthesized Dataset

Trained
CNN

Adapted
CNN

Real world 
adaptation
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Figure 2: We propose a multi-stage learning system of dual-arm

selective grasping. The CNN first learns how to grasp with auto-

matic grasping point annotation, and the robot samples grasping

with the trained network and learns with the collected data. Fi-

nally, the robot selectively executes dual-arm grasping with the

adapted network.

2. Related Work
Learning-based Grasping. Recent approaches use CNN to

predict the success probabilities of grasping pose [Pinto 16]
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[Mahler 17], and semantic segmentation network is also used for

the prediction of grasping pose [Kusano 17]. In this paper, we fo-

cus on the grasping ability of a vacuum gripper and predict grasp-

ing point with CNN. In order to predict grasping point (x, y) on

RGB image, our approach segments whole region into two region;

graspable and ungraspable and predicts the success probabilities

of for both single-arm and dual-arm grasping for each pixel.

Self-Supervised Learning of Grasping. One main stream of

learning-based grasping is self-supervised approach, and the pre-

vious study shows its effectiveness with high success rate of grasp-

ing [Pinto 16]. This study uses Mixture of Gaussians (MOG) back-

ground subtraction algorithm as a primitive algorithm, but it is not

efficient enough for sampling, so that it requires more than 300 tri-

als for each object on average, which is time consuming and high

workload for robot. In this paper, we give a primitive grasping al-

gorithm beforehand, and a robot samples grasping efficiently and

learns grasping in short time.

3. Learning with Automatic Annotation
3.1 Automatic Grasping Point Annotation

For the automatic annotation, we design a primitive grasping al-

gorithm. We prepare several RGB images for each object and cal-

culate the grasping points for both single-arm and dual-arm grasp-

ing from geometric conditions of the object. First, we do back-

ground subtraction on RGB image to get the object region, and the

single-arm grasping point then is calculated as a center point of

the region as shown in Fig.3(a). For dual-arm grasping points, we

assume that the points are lined in the first principal component of

the object region, so that we do PCA on x and y axes of the ob-

ject region and annotate them as shown in Fig.3(a). Therefore, the

background subtraction and geometric analysis such as PCA on

the object region is implemented as the primitive algorithm, and

the generated images are used for the dataset synthesis.

(a) Single-arm grasping
point

(b) Dual-arm grasping
points

Figure 3: The object region is inside the green boundary, and the

annotated grasping points are drawn as red crosses. We first do

the background subtraction on an original RGB image to get the

object region. A single-arm grasping point (a) and dual-arm grasp-

ing points (b) are calculated from the primitive grasping algorithm

from the region.

3.2 Grasping Dataset Synthesis∗2
Using the generated data with the automatic annotation, we syn-

thesize a dataset for semantic and grasping point segmentation.

For the dataset synthesis, we do image stacking [Dwibedi 17] and

paste subtracted object images randomly on a background image

in the real experimental environment. With stacking several RGB

images of object images on one background image, the synthe-

sized image reproduces a clutter such as warehouse picking envi-

∗2 The subsections are from [Kitagawa 18]

ronment, where objects occlude with each other. The pixelwise

semantic labels are simultaneously annotated as the RGB image

synthesis, and the grasping points are annotated as pixelwise gras-

pable region. The synthesized images of pixelwise semantic labels

and graspable label for both single-arm and dual-arm grasping are

shown in Fig.4(b), Fig.4(c), and Fig.4(d). If 10% of an object re-

gion is hidden by other objects because of overlaps, we regard the

overlapped object as ungraspable because of its physical occlusion

and do not annotate its grasping points. Therefore, an object 90%

of whose region is visible is treated as placed on the top of a clut-

ter and graspable. With the synthesized dataset, we train a CNN to

predict and segment the semantic and graspable regions.

(a) RGB image (b) Semantic Label image

(c) Single-arm grasping points (d) Dual-arm grasping points

Figure 4: We stack the subtracted RGB object images and pix-

elwise semantic labels are simultaneously annotated as (a). The

grasping points for both single-arm (b) and dual-arm grasping

(c) are also annotated as pixelwise graspable labels. Images are

from [Kitagawa 18].

3.3 Pixelwise Graspable and Semantic Segmentation
3.3.1 Network Design

We propose an FCN-based network to predict pixelwise seman-

tic and graspable label simultaneously. The whole structure is

based on FCN32s [Long 15] and described in Fig.5. The network

has two parts of convolution layers: the former has the same struc-

ture as convolution layers of VGG16 [Simonyan 14] and extracts

features from RGB image, and the latter splits into each task and

separately predicts pixelwise semantic labels and graspable labels

of single-arm and dual-arm grasping. Therefore, the network does

three segmentation task and outputs three probability images from

one RGB image. Semantic segmentation is formulated as same

as FCN [Long 15], and it predicts the pixelwise probabilities of

semantic labels including the background. For grasping point pre-

diction, we treat it as pixelwise graspable segmentation, and the

network predicts the pixelwise probabilities of graspable labels.

For the input and the output of the network, we resize RGB image

and corresponding label images in 640x480.

3.3.2 Network Training
The loss function of semantic segmentation Lseg is calculated

with softmax cross entropy SCE for each pixel For graspable seg-

mentation, we define the same loss function for both single-arm

and dual-arm grasping. As the graspable regions are much smaller

than ungraspable regions, we set a weight wc
grasp for label c based
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Figure 5: Our network predicts the pixelwise probabilities of semantic and graspable labels simultaneously. C is the number of semantic

labels including the background.

on frequency balancing [Badrinarayanan 15], which increases loss

value of smaller regions:

wc
grasp =

{
Nforeground

αcNc
(Nc �= 0)

0 (Nc = 0)

where grasp ∈ {single, dual} is a grasping way, Nforeground is

the number of non-background pixels in ground truth image of se-

mantic segmentation, Nc is the number of labels c pixels in ground

truth image of grasping segmentation and αc is a constant param-

eter for class c. With wc
grasp, the loss of graspable segmentation

Lgrasp for both single-arm and dual-arm grasping is calculated

with softmax cross entropy SCE as follows:

Lgrasp = −
Cgrasp∑

c

W,H∑
x,y

wc
graspSCE(lcgrasp(x, y), h

c
g(x, y))

(1)

where Cgrasp is the number of grasp labels, lcgrasp is one hot vec-

tor of class c at a pixel (x, y) and hc
grasp(x, y) is network output

of class c at a pixel (x, y). Since graspable segmentation divides

the whole region into two labels: graspable and ungraspable, the

number of grasp labels Cgrasp is fixed as 2. For the whole net-

work, the total loss Ltotal is calculated as the summation of all

losses, Lseg , Lsingle and Ldual, and back-propagated through the

network except the deconvolution layer.

For the optimization, learning rate is initially set as 1.0e−5. We

train the network with αgraspable = 20.0 and αungraspable =

1.0, and the training is done in 200000 iteration with around 20000

synthesized data pairs. In order to make the segmentation robust,

we do data augmentation, and random flip, rotation and RGB mod-

ification are added in every iteration.

4. Adaptation through the Robot Experience
4.1 Grasp Sampling with Trained Network

For the real world adaptation of the trained network, a robot ex-

ecutes grasping trials in the real world with the network and train

and adapt the network with the collected data. In the sampling, we

put an object in front of the robot one by one and try to grasp it with

both single-arm and dual-arm grasping. The robot samples grasp-

ing points by weighted random sampling using graspable segmen-

tation output of the trained network, and we use the pixelwise gras-

pable probabilities inside the object region as the weight of the

sampling, The robot records the grasping result with two labels

success and failure by air pressure sensors, and the failure consists

of grasping failure and self-collision failure. The grasping failures

may happen when a robot does not sample appropriate grasping

points and occurs in both single-arm and dual-arm grasping cases.

On the other hand, the self-collision failure only happens in the

case of dual-arm grasping, and two arms of the robot are too close

or crossing in this case.

4.2 Adaptation with the Sampled Data
After sampling and collecting grasping data in the real world,

we adapt the network by the data. First, we generate an ob-

ject mask image with semantic segmentation output of the net-

work. For graspable segmentation, we annotate successful grasp-

ing points with graspable label and ungraspable label on the rest of

the object region. With the annotated data, we synthesize a dataset

with the same algorithm in Subsection 3.2, and we do the adapta-

tion of the network with the synthesized dataset.

The learning rate is initially set as 1.0e−6, and the training is

done in 12000 iterations, but all the other parameters for training

is same as the training with the automatic annotation. We also do

the same data augmentation in this phase.

5. Selective Dual-arm Grasping
5.1 Extracting Object Graspable Region

With the adapted network, a robot selects to execute proper

grasping motion for successful grasp, and we design selective

dual-arm grasping system shown in Fig.6. In order to evaluate the

two grasping motion, we first do pixelwise multiplication of the

probabilities of semantic label and graspable label image. With

the result of the multiplication, we select object label and grasping

way from single-arm or dual-arm grasping with Argmax function

for every pixel. Therefore, the robot determines which object to

grasp and which grasping way should be executed with Argmax

function. After the motion select, we get the selected object region

from softmax output of the semantic probabilities. The graspable

region is also extracted from the selected graspable probabilities

Pgrasp with the threshold max(Pgrasp) − 0.05. The final gras-

pable region of the selected object is generated by merging the two

regions with PixelwiseAnd function.
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Figure 6: We propose a selective dual-arm grasping system using

semantic and graspable segmentation. The robot selects the object

and the grasping way from the network outputs and determines

grasping points using the region and point clouds.

5.2 Selecting Grasping Points with Point Clouds
From the graspable region, the robot tries to grasp the center of

the region. In order to grasp the center of the region, we first ex-

tract point clouds in the region by masking. After the masking, we

do Euclidean clustering on the extracted point clouds and calculate

the each center of each clusters. We use the center of biggest clus-

ter as the grasping point of single-arm grasping, and for dual-arm

grasping, we use the centers of two biggest clusters as grasping

points. In the end, the robot executes grasping with the calculated

grasping points and selected grasping way.

6. Experiments
6.1 Experimental Configuration∗2

We chose 9 objects from the target objects in Amazon Robotics

Challenge 2017 [Morrison 17], and all the experiments in this pa-

per are conducted in [Kitagawa 18]. For the multi-stage learning,

we did the self-supervised adaptation stage twice after learning

with the automatic annotation. The robot collected 94 data pairs

in the first sampling time and 121 pairs in the second time. There-

fore, the network was trained with a dataset synthesized from 94

sampled data and original object data in the first adaptation stage,

and it was again trained only with 215 sampled data in the second

adaptation stage.

6.2 Warehouse Picking Experiments∗2
For the final experiments, we applied our method to warehouse

picking task. We put all the 9 objects in one tote, and the robot

grasped one object and moved it to the other tote. The objects in

tote were cluttered and overlapped with each other, and the robot

is required to recognize both semantic and graspable region cor-

rectly. We did the picking experiments twice in different settings,

and the robot successfully grasped and moved 6 objects in the first

configuration and 8 objects in the second one. In the experiments,

the robot mostly grasps objects with one arm (Fig.7(a)), but also

executed dual-arm grasping once in both trials (Fig.7(b)).

7. Conclusion
In this paper, we propose a multi-stage learning method of dual-

arm grasping for warehouse picking and implement it to the real

robot. For efficient grasp learning, we propose a multi-stage learn-

ing method with the automatic annotation and grasping trials in

(a) (b)

Figure 7: The robot successfully grasped Aluminum foil with

one arm (a) and Pink table cloth with two arms (b). Images are

from [Kitagawa 18].

the real world, and our method achieved high grasping success

rate with few trail times. In the experiment, dual-arm grasping

was only executed for 10 times because it often failed in the sam-

pling. In order to make the robot choose dual-arm grasping more,

we need to normalize the distribution of the sampled data.
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Integrated Model for Learning of Actions, Language and Planning

Kazuki Miyazawa Tatsuya Aoki Takato Horii Chie Hieida Tomoaki Nakamura Takayuki Nagai

Faculty of Infomatics and Engineering, The University of Electro-Communications

It is very interesting to contemplate how humans learn, plan, and decide behaviors. Correlating, high-level
functions, such as action-planning, deciding, language understanding, and thinking, is still an open problem in
robotics. Therefore, we propose a framework to simultaneously learn concepts, language, actions, and planning.
This can be achieved by integrating various modules and leveraging mainly multimodal categorization by using
multilayered multimodal latent Dirichlet allocation (mMLDA). Integration of reinforcement learning and mMLDA
enables behavior based on understanding. Furthermore, the mMLDA, in conjunction with grammar learning,
based on the Bayesian hidden Markov model, allows the robot to verbalize its own actions and understand a user’s
utterances. Additionally, by combining mMLDA and the hidden Markov model, planning becomes possible. We
verify the potential of the proposed framework through experiments in a simulation environment using real data.
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Learning Integration Concept of Objects and Motions Based on Segmentation and Classification
of Time Series Multimodal Information

Ryotaro Nunokawa Kazuki Miyazawa Tomoaki Nakamura Takayuki Nagai Masahide Kaneko

The University of Electro-Communications

Humans acquire various kinds of information with minimal cognitive load by using concepts and this capability
makes it possible to deal with unknown events. Therefore, we consider that concepts also make it possible for robots
to predict unobserved information from observable one. We define concepts as categories formed by clustering the
perceptual information. In this paper, we propose a method for estimating a temporal segments of multimodal
information based on co-occurrence relationship among modalities and classifying them into categories in an unsu-
pervised manner. In the experiment, in which object images and robot’s motions obtained by robot’s manipulating
objects were used, concepts that represents the co-occurrence relationship between objects and behaviors were
formed.
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x = x1 x2
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Higher Level Concept

Lower Level Concept 2

Lower Level Concept 1

1:

· · · xN P (x|s) x

x = argmaxP (x|s) (1)

P (x|s)

(HSMM)

1

Blocked Gibbs Sampler Blocked Gibbs

Sampler Forward

filtering-backward sampling

2.3
z

z ∼
∫∫

P (z|z1, z2)P (z1|o1)P (z2|o2)dz1dz2 (2)

z,z1,z2,o1,o2 zi, z1,t, z2,t, o1,t, o2,t
z1,z2

z∗
1 ,z

∗
2

z∗
1 ∼ P (z1|o1) (3)

z∗
2 ∼ P (z2|o2) (4)

z∗
1 z∗

2

(5) Forward filtering-backward sampling

z∗ ∼ P (z|z∗
1 , z

∗
2 ) (5)

Algorithm 1

1:

2:

3: // Forward filtering
4: for t = 1 to T do
5: for k = 1 to K do
6: for z = 1 to Z do
7: α[t][k][z]
8: end for
9: end for

10: end for
11:

12: // Backward sampling
13: t = T, j = 1
14: while t > 0 do
15: k, z ∼ p(xj |st−k:t)α[t][k][z]
16: xj = st−k:t

17: zj = z
18: t = t− k
19: j = j + 1
20: end while
21: return (xJn ,xJn−1, · · · ,x1), (zJn , zJn−1, · · · , z1)

Forward filtering t

k z∗,t−k:t z

α[t][k][z]

α[t][k][z] = P (z1,t−k:t|z)P (z2,t−k:t|z)
∑
k′,z′

α[t− k][k′][z′] (6)

(6) P (z1,t−k:t|z) P (z2,t−k:t|z) z

k

P (zm,t−k:t|z) =
t∏

t′=t−k

Nz,zm,t′ + α

Nz + Zα
(7)

Nz,zm,t′ m

zm,t′ z

Nz z

α Z

Backward sampling

α[t][k][z]

Algorithm 1 K

3.

3.1

2

Kinect

LDA[Blei 03]

ID

GP-HSMM[Nakamura 17]

3 1

2

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1G3-05



Category 1 Category 2 Category 3 Category 4

Category 5 Category 6 Category 7 Category 8

5:

2:

1:

(ID)

(0) 7,8,7,8,6 5,5,6

(1) 9,9,6

(2) 7,3,6

(3) 7,1,0,1,0,7,8,6

(4) 7,1,7,8,6

7,4,7,4,8,6

7,2,2,2,8,6

1.

2. GPHSMM

3.

(a)

(b)

(c)

(d) (a)

4 2

ID

ID   1 ID   2

ID   3 ID   4

ID   0

3:

4

ID ID

−1

3.2
5

ID

Category 1 0

5 6

Category 2 3 5 6

Category 1 Category 8 0

5 6

6 7 8
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timestep

ID
ID

timestep

4: ID( ) ( )

0 6 7 8

7,8,7,8,6 4

1 6 7 8 (7,1,7,8,6)

Category 5

1 6 7 8

4 0

Category 4 3

0 1 6 7 8

6 8

6 8 0 1 7

8 5

6 7 8 0 1 6 7

8 6 7 8

2 3 6 7

Category 3 3

3 6 7

4 6 7 8

8 5

3 2

4.
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人狼BBSに対する役職表明・能力行使報告情報のアノテーション
Annotating Expression of Roles and Exercise of Special Abilities to the Werewolf BBS

稲葉 通将 ∗1
Michimasa INABA

狩野 芳伸 ∗2
Yoshinobu KANO

大澤 博隆 ∗3
Hirotaka OSAWA

大槻　恭士 ∗4
Takashi OTSUKI

片上 大輔 ∗5
Daisuke KATAGAMI

鳥海 不二夫 ∗6
Fujio TORIUMI

∗1 広島市立大学
Hiroshima City University

∗2 静岡大学
Shizuoka University

∗3 筑波大学
University of Tsukuba

∗4 山形大学
Yamagata University

∗5 東京工芸大学
Tokyo Polytechnic University

∗6 東京大学
The University of Tokyo

In this study, we constructed the Werewolf BBS annotation corpus. We annotated the utterances concerning
“expression of own role” and “report of the result of special abilities”. This corpus can be used as a language
resource for utterance semantic analysis and utterance generation in the werewolf game, and is useful for strategy
analysis of human players. Annotator were recruited via crowdsourcing. The Corpus is published on GitHub.

1. はじめに
プレイヤー同士の議論によりゲームを進行する人狼ゲーム

に関する研究が近年活発に行われている [大川 17, 風間 16,

西野 15]．人狼ゲーム研究の目的の一つとして，人間と対戦
可能なエージェントの実現が挙げられる [片上 15]．しかし現
状，エージェント構築を目指した研究は人狼知能プロトコル
[大澤 14]と呼ばれるコマンドにより会話を行うものがほとんど
である [Hirata 16, 今野 17, 大川 17]．自然言語を用いたエー
ジェントの研究も行われているものの [箕輪 17]，その数は非
常に少ない．その原因として，自然言語により対戦可能なエー
ジェントの実現には，発話意味理解，発話生成など多くの課題
が存在するが，その学習のためのコーパスなどは整備されてお
らず，統計的な手法を適用することは困難であることが挙げら
れる．
そこで本研究では，人間同士による人狼ゲームのログに対

しアノテーションを行い，コーパスの構築を行った．本コーパ
スは人狼 BBS∗1 で行われたゲーム中におけるプレイヤーの発
話のうち，ゲームの戦略上特に重要である「自分の役職の表明
(役職 CO)」，および「特殊能力を行使した結果の報告」に関
する発話に対してアノテーションを行ったものである．本コー
パスは，先に述べた人狼ゲームにおける発話意味理解，発話生
成のための学習データとすることができるほか，人間のプレイ
ヤーの戦略分析などへの応用が考えられる．

2. 人狼BBS

人狼 BBSはオンライン上で誰もが参加可能なWebゲーム
として公開されており，現在までに延べ 7000回以上のゲーム
が行われてきた．また，そのゲームログは全て公開されている．
人狼 BBSではこれまでに数回ルールと役職構成の変更が行わ
れているが，本研究では現時点での最新版である人狼 BBS:G

連絡先: 広島市立大学
〒 731-3194　広島市安佐南区大塚東 3-4-1

E-mail: inaba@hiroshima-cu.ac.jp
∗1 http://www.wolfg.x0.com/

で行われたゲームを対象とした．
人狼 BBSのゲーム画面を表 1に示した．図に示したように

人狼 BBSでは，プレイヤーは「負傷兵 シモン」「神父 ジムゾ
ン」といったあらかじめ用意されたキャラクターに自動的に割
り振られ，ゲームに参加する．このキャラクター名のほか，参
加者が自由に設定できるユーザ IDも存在するが，ユーザ ID

はゲーム終了時まで非公開である．そのため，本研究で構築
したコーパスでもキャラクター名をプレイヤー名として使用
する．
人狼 BBSの発言には全員が閲覧できる「通常発言」のほか，

ゲームから除外されたプレイヤーだけが閲覧できる「うめき」，
人狼のみが閲覧できる「ささやき」，自分だけが閲覧できる
「独り言」の 4種類があるが，アノテーション対象とするのは
通常発言のみである．さらに，ゲーム開始前と終了後に行われ
る参加者の交流を目的とした「プロローグ」・「エピローグ」の
ログも公開されているが，これもアノテーション対象からは除
外する．
また，アノテーション対象としたゲームログは，人狼 BBS

でプレイされたゲームのうち，突然死が発生していないゲーム
とした．突然死は人狼 BBS特有のルールであり，1日に一度
も発言しなかったプレイヤーがゲームから除外されるというも
のである．人狼ゲームのルールには多くのバリエーションが存
在するが，突然死が採用されることは人狼 BBS(およびそのク
ローンゲーム)以外にはあまりみられない．また，勝敗に与え
る影響も非常に大きいことから，突然死が発生したゲームはア
ノテーションの対象外とした．

3. アノテーション
アノテーション対象とした発話は「自分の役職の表明 (役職

CO)」および「特殊能力を行使した結果の報告」に関連する
以下の 6種類の意味内容 (対話行為)のいずれかを含む発話と
した．

CO

自分がどの役職であるか表明した発言．ただし，表明し
た役職が村人の場合，および「私は占い師ではありませ

1
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図 1: 人狼 BBS

ん」のような特定の役職であることを否定する発言は対
象外とした．アノテーションの際には，表明した役職名
も付与する．

CO撤回
一旦村人以外の役職COを行ったプレイヤーが，後になっ
てその COを撤回することを表明した発言．ただし，例
えば占い師 COした後，その占い師 COについては何も
言わずに霊能者 COした場合など，撤回を明言していな
い場合は対象外とした．アノテーションの際には，撤回
した役職名も付与する．

占い結果
（真の，あるいは偽の）占い師が過去に誰を占い対象と
して選び，その結果が何であったかという発言．占い対
象者，および占い結果もアノテーションする．

占い結果撤回
（真の，あるいは偽の）占い師が過去に報告した占い結
果を撤回した発言．撤回した占い対象者，および占い結
果もアノテーションする．

霊能結果
（真の，あるいは偽の）霊能者が得た，誰の霊能結果が
何であったかという発言．霊能対象者，および霊能結果
もアノテーションする．

霊能結果撤回
（真の，あるいは偽の）霊能者が過去に報告した霊能結
果を撤回した発言．撤回した霊能対象者，および霊能結
果もアノテーションする．

護衛先
（真の，あるいは偽の）狩人が過去に誰を護衛したかと
いう発言．護衛対象者もアノテーションする．

護衛先撤回
（真の，あるいは偽の）狩人が過去に報告した護衛先を撤
回した発言．撤回した護衛対象者もアノテーションする．

各アノテーションには上で述べたものに加え，人狼 BBSに
おける発言日，発言 ID，発言者名を各項目共通で付与した．

表 1: コーパスに含まれる対話行為の統計情報
対話行為 出現頻度
CO 1688

CO撤回 191

占い結果 2310

占い結果撤回 8

霊能結果 1067

霊能結果撤回 3

護衛先 308

護衛先撤回 3

4. コーパス構築
本コーパスの構築にあたり，作業者を CrowdWorks∗2 で募

集した．作業者は人狼ゲーム経験者であることを条件とした．
本研究におけるアノテーションでは，1ゲームにつき 1000

～1500個程度の発話の中から，アノテーション対象となる発
話を探す必要がある．そのため，アノテーションのミス・見
逃しが発生しやすい．そこで，コーパス構築の際には，1名が
ゲームログに対してアノテーションを行い，別の 1 名がその
アノテーションのチェックを行うことで，正確なアノテーショ
ンを目指した．
コーパス構築の手順は以下のとおりである．まず最初に 1

ゲームにつき 1 名がアノテーションを行い，アノテーション
データを収集する．次に，アノテーションのチェックのため，
10ゲームのアノテーションデータを 1セットとし，各セット
内の 1 ゲームに対し，誤りを含むように著者がアノテーショ
ン結果を改変した．チェックを行う作業者には 1ゲームに対し
結果を改変したことを伝えた上で，10ゲームに含まれるアノ
テーション結果の誤りを全て報告するよう指示した．作業者に
は，著者が改変したものを含む誤りを報告してきた場合のみ
報酬を支払うこととし，アノテーションの正確性を確保した．
最後に，チェックが完了したデータをプログラムで扱いやすい
JSON形式に変換した．
現在までに 300 ゲームのアノテーションおよびチェックが

完了しており，完成した人狼 BBSアノテーションコーパスは
GitHubで公開中である ∗3．また，本コーパスに含まれる対話
行為の統計情報を表 2に示す．なお，コーパスには人狼 BBS

のログデータそのものは収録されていない．

5. まとめ
本研究では，人狼 BBSのデータに対してアノテーションを

行い，人狼BBSアノテーションコーパスを構築した．アノテー
ションはゲームの戦略上特に重要である「自分の役職の表明」，
および「特殊能力を行使した結果の報告」に関する発話に対し
て行った．
今後は，さらに人狼 BBSアノテーションコーパスの拡張を

進める予定である．また，本コーパスの構築にあたっては，ア
ノテーションのチェック作業を行ったが，アノテーションの誤
りや抜けはまだ残っていると思われる．そういったアノテー
ションミスは発見され次第，適宜修正していく．その他，本
コーパスでは発話単位でアノテーションを実施したが，発話内
のどの箇所かまではアノテーションされていない．人狼 BBS

では 1回の発話として長文が投稿されることも多いことから，

∗2 https://crowdworks.jp/
∗3 https://github.com/aiwolf/wolfbbs annotations
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今回行ったアノテーションが発話中のどの箇所に相当するかと
いう情報を追加する予定である．
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A コーパス収録データ
人狼 BBS アノテーションコーパスでは 1 ゲームに対する

アノテーションが 1 つの JSON ファイルに収録されている．
JSON に含まれる各要素の説明を表 2 に示す．なお，role が
配列となっているのは，同一人物が複数の役職を同時に表明す
る例 ∗4 が存在するためである．また，speciesと targetが配
列となっているのは，1回の発言で 2つ以上の結果を報告する
場合があるためである．例えば「青年 ヨアヒムと旅人 ニコラ
スを占って，ヨアヒムは人間でニコラスは人狼だった」という
発言があった場合，speciesには [”青年 ヨアヒム”, ”旅人 ニコ
ラス”]が，targetには [”人間”, ”人狼”]が格納される．
以下に，コーパスに含まれるデータの例として，G794村 ∗5

のデータを示す．
∗4 ギドラ CO と呼ばれる
∗5 http://www.wolfg.x0.com/index.rb?vid=794

表 2: JSONのデータ形式
village id 人狼 BBSにおけるゲーム ID（村番号）
annotation アノテーションが時系列順に入った配列
action 対話行為
comment アノテータによるコメント
day ゲーム内日付
id 人狼 BBSにおける発話 ID

speaker 発話を行ったプレイヤー名
role 表明した役職名が入った配列
species 占い，および霊能結果が入った配列
target 占い，霊能，護衛の対象となったプレイ

ヤー名が入った配列

{

"annotations": [

{

"action": "CO",

"comment": "",

"day": 1,

"id": 113,

"role": [

"占い師"

],

"speaker": "青年 ヨアヒム"

},

{

"action": "CO",

"comment": "",

"day": 1,

"id": 118,

"role": [

"占い師"

],

"speaker": "旅人 ニコラス"

},

{

"action": "CO",

"comment": "",

"day": 1,

"id": 160,

"role": [

"霊能者"

],

"speaker": "負傷兵 シモン"

},

{

"action": "占い結果",

"comment": "",

"day": 2,

"id": 304,

"speaker": "青年 ヨアヒム",

"species": [

"人間"

],

"target": [

"パン屋 オットー"
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]

},

{

"action": "占い結果",

"comment": "",

"day": 2,

"id": 305,

"speaker": "旅人 ニコラス",

"species": [

"人間"

],

"target": [

"パン屋 オットー"

]

},

{

"action": "占い結果",

"comment": "",

"day": 3,

"id": 518,

"speaker": "青年 ヨアヒム",

"species": [

"人間"

],

"target": [

"羊飼い カタリナ"

]

},

{

"action": "占い結果",

"comment": "",

"day": 3,

"id": 519,

"speaker": "旅人 ニコラス",

"species": [

"人狼"

],

"target": [

"羊飼い カタリナ"

]

},

{

"action": "占い結果",

"comment": "",

"day": 4,

"id": 670,

"speaker": "旅人 ニコラス",

"species": [

"人狼"

],

"target": [

"ならず者 ディーター"

]

},

{

"action": "CO",

"comment": "",

"day": 4,

"id": 692,

"role": [

"狩人"

],

"speaker": "農夫 ヤコブ"

},

{

"action": "護衛先",

"comment": "",

"day": 4,

"id": 702,

"speaker": "農夫 ヤコブ",

"target": [

"旅人 ニコラス",

"パン屋 オットー"

]

},

{

"action": "占い結果",

"comment": "",

"day": 5,

"id": 796,

"speaker": "旅人 ニコラス",

"species": [

"人間"

],

"target": [

"行商人 アルビン"

]

}

],

"village_id": "G794"

}
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Performance Evaluation of AI Wolf Using Neural Network

∗1
Hiroaki DOGURO

∗1
Hitoshi MATSUBARA

∗1
Future Univercity Hakodate

Machine learning techniques are often used to make strong AI game programs. We can make AI Wolf strong pro-
grams using machine learning techniques. This works investigates whether neural network techniques are effective
for 15 person AI werewolf programs. Experimental results shows neural network techniques are effective.

1.

∗1

AI

AI

[ 14]
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[ 16] 5
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[ 17] 15

[ 18]

2.

2.1 AI
AI 3

AI 1 AI
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: 041-

8655 116 2 TEL:0138-

34-6125 E-mail:g2117031@fun.ac.jp
∗1 http://aiwolf.org/
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3: AI
AI

AI1 26.51%

AI2 31.67%

AI3 30.62%

Random 25.22%

3 Random AI

AI2 AI3 Random

(p<.01) 15

1 6

AI Random

Random

6 7

1: AI

3.2 6
AI

AI

6

AI

6 7 1000

4 4 AI

4:
AI1 AI2 AI3

6 29.8% 28.0% 27.8%

6 33.5% 36.0% 33.3%
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1
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, 30 (2016).

[ 17] , , :

,
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AI  
Improvement of Role Estimation using Machine Learning in werewolf AI 

 *1 *1 
 Yuta Kimura Takeshi Ito 

*1  
University of Electric Communication 

. Role estimation by existing werewolf AI agents had been heuristically decided by the developer. In this research, we 
introduced an agent using SVR (Support Vector Regression), which is one of machine learning, to the estimated part of the 
existing agent and verified its effectiveness. As the result, it was possible to realize estimation rates exceeding the existing 
method after the middle game. Also, we developed a combined agent that used the existing method in the opening game and 
the proposed method in the middle game and later. The combined agent gave a significantly higher win rate than the existing 
agent. 
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Differentiable Neural Computer

Development of Werewolf-game Agent Using Differentiable Neural Computer

Ryo Iehara Atsushi Hirota Kazuaki Tanaka Masahiro Araki Natsuki Oka

Kyoto Institute of Technology

Werewolf-game is a table game with imperfect information. It is a new challenge for artificial intelligence to play
Werewolf-game. We developed a Werewolf-game AI using Differentiable Neural Computer (DNC) (Graves et al.,
2016). The system predicted the actions of Werewolf-game agents. As an evaluation index of prediction, we used
whether information identifying the behavior matches that of the actual behavior. The evaluation result showed
that speech behavior could be predicted with an accuracy of 66.8%. However, behaviors other than speech could
be predicted only at the chance level.
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3.5 Differentiable Neural Computer
Differentiable Neural Computer

(DNC)[Graves 16] DNC neural net-

work

[Graves 16]

4.

4.1
1. 1 15

15

2. 3

4.2

(

) 1

) 3

0

4.3

4.4

0.4.9

15 15

3

3:

4.5
1350,

150

517500, 37500

5.

1 3

1:

49.15% 62.68%

6.

6.1

49.15%

62.68%

3

1.

3

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1H1-OS-13a-04



2.

3.

GPU

2

“

ID ”

9

GPU

2 64

2

6.2

7.

DNC

2

[Graves 16] Graves, A., Wayne, G., Reynolds, M.,

Harley, T., Danihelka, I., Grabska-Barwińska, A., Col-
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Analysis of Agents’ Information Sharing with Evolutionary Computation 

*1 *2 *3 
Bohao Wang         Hirotaka Osawa         Ken Satoh 

*1  
Graduate School of Systems and Information Engineering, University of Tsukuba 

*2 *3  
Faculty of Engineering, Information and Systems, University of Tsukuba         National Institute of Informatics

This paper introduced analysis of agents’ information sharing with evolutionary computation. We focus on a method that 
human adds a hidden meaning to our word for sharing information only with cooperators in subgroup. In this paper, we 
defined 3 player version of werewolf game, and run a 10000 generations evolutionary computation. Then, we classified 
villager’s strategies with label of “rational”, “irrational” and “ambiguous”. We suggested that when villager used an 
“irrational” strategy and won the game, seer and villager used the above information sharing method. As the result, the above 
method appeared in both case of wolf fixed and wolf evolved. In the case of wolf fixed, seer added hidden meaning to a fixed 
word in 99.2% of times to share information only with the villager. In the case of wolf evolved, in 26.4% of times, seer 
succeed to share information only with the villager by the above method and seer started to change word with hidden 
meaning for keeping avoid sharing information with the wolf.  
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n-gram

Evaluation of topic n-gram model for the utterance of AIWolf agent

Takashi OTSUKI

Academic Assembly, Yamagata University

AIWolf project presents ”Are You a Werewolf?”, the communication game with incomplete information, as a new
standard game problem in the AI field. The project has also held competitions to realize the collective intelligence
with participants. In recent competition, the champion agent uses the probabilistic model trained in advance.
Therefore, it will be essential to utilize the more precise pre-trained models. In this article, we investigate the
employment of topic n-gram model as the probabilistic model for the utterances generated by AIWolf agents. The
evaluation of topic n-gram models of each role was carried out varying n from 1 to 4. It is shown that the perplexity
of 2-gram model is far less than the one of 1-gram, and this concludes that we ought to use topic 2-gram model
which brings good efficiency and robustness at the same time.
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[aiwolf 2015] , http://aiwolf.org/

[ 2017] , , , ,
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DIVINED
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2: n-gram perplexity

0-gram 1-gram 2-gram 3-gram 4-gram

14.0 4.98 2.94 2.71 2.47

14.0 6.51 2.55 2.28 2.19

14.0 7.10 3.02 2.67 2.45

14.0 5.14 2.97 2.70 2.45

14.0 6.17 2.43 2.13 2.07

14.0 5.16 3.08 2.69 2.44

1: n-gram perplexity
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BBS

Role Estimation in Werewolf BBS using Distributed Representation

Yurie Kimura Tomonobu Ozaki

College of Humanities and Sciences, Nihon University

TheWerewolf game is a conversation-based multi-player incomplete information game. It is an important factor to
estiate other players’ role correctly to win the game. In order to improve the accuracy of the role estimation, in this
paper, we propose to convert players utterances into real vectors by combining plural distributed representations.
The effectiveness of the proposal is evaluated using log data in the Werewolf BBS.

1.

[1, 2, 3]

[4]

(LDA)[5]

[6] [7]

word2vec[8, 9]

[10]

BBS ∗1

2.

2.1
1

1

1

1.

: 156-8550

3-25-40 tozaki@chs.nihon-u.ac.jp

∗1 http://www.wolfg.x0.com/
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Y
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[6]
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word2vec w −→w
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−→
U w2v =

1

|U |
∑
w∈U

−→w

1

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1H2-OS-13b-02



1:

−→w TF-IDF

U

−→
U ww2v =

1

|U |
∑
w∈U

n(w,U)∑
wi∈U n(wi, U)

× log
N

df(w,UN )
×−→w

n(w,U) U w

df(w,UN ) U N

w N = 10

TF-IDF

2.3
1

U 3

−→
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mean
X = 1
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∑

−→
U X∈U

−→
U X

−→
U

median
X =

−̃→
U X

−→
U

max
X = max−→

U∈U

−→
U X

3.

BBS G 1,439

1,274,649 70%

10% 20%

X ∈ {lda,w2v,ww2v} Y ∈ {mean,median,max}
9

−→
U

Y
X

1: F

DT RF SVM 2-NN 15-NN
−→
U

mean
lda 0.309 0.333 0.314 0.299 0.271 0.305

−→
U

mean
w2v 0.270 0.152 0.319 0.171 0.251 0.233

−→
U

mean
tfidf 0.376 0.246 0.122 0.135 0.176 0.211

−→
U

mean
lda+w2v 0.282 0.190 0.286 0.209 0.305 0.254

−→
U

mean
lda+ww2v 0.271 0.182 0.202 0.280 0.243 0.236

−→
U

median
lda 0.291 0.309 0.380 0.291 0.262 0.307

−→
U

median
w2v 0.371 0.203 0.090 0.369 0.200 0.247

−→
U

median
tfidf 0.382 0.199 0.089 0.343 0.276 0.258

−→
U

median
lda+w2v 0.323 0.201 0.089 0.391 0.199 0.241

−→
U
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−→
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−→
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−→
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−→
Uww2v 0.349 0.245 0.131 0.262 0.256 0.249
−→
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−→
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−→
U
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−→
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Natural Language Task in AI Werewolf Contest

*1 *2

Yoshinobu Kano Michimasa Inaba

*1 *2

Shizuoka University Hiroshima City University

We report the first Natural Language Task in the AI Werewolf Contest of the AI Werewolf project. In this task, 
participants are required to create an agent system that plays the conversation game “Mafia” in Japanese text. We show 
statistical and subjective evaluation results of automatic play within agents and with a human, discussing future possibility of 
this task. 

1.

2.

2.1

2.2

BBS

3.

3.1
[1][2][3][4]
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Wikipedia
A Study on Evaluation Method of Wikipedia’s Article Using Network Feature Quantity

in Definition Statement Extension for Word Sense Disamibiguation

∗1
Wataru Murata

∗2
Ei-Ichi Osawa

∗1
Graduate School of Systems Information Science, Future University Hakodate

∗2
Department of Complex and Intelligent Systems, School of Systems Information Science, Future University Hakodate

Word Sense Disambiguation is one of the basic tasks of Natural Language Processing. This is the task which
distinguishes multi-sense word in a sentence. Wikipedia was regarded as a large scale-network that articles are
nodes and links are edges study using the link structure of Wikipedia. Therefore the present study extended define
statement of word sense by selecting articles which have strong connectivity with other word sense.

Experiment of Words Sense Disambiguation failed in selecting articles and there are word sense whose correct
answer rate was low. Therefore the correct answer rate is considered to rise evaluating usefulness of articles selected
quantitatively. The present study focused on network feature quantity and analysed the network structure. It was
found from the result of the observation that especially value of Modularity Q affected the correct answer rate.
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1: Q Precision Recall F

( ) ( )

Threshold Precision Recall F Precision Recall F

0.1 0.745 0.965 0.841 0.4 0.064 0.111

0.2 0.75 0.954 0.839 0.428 0.096 0.157

0.3 0.75 0.954 0.839 0.428 0.096 0.157

0.4 0.754 0.943 0.838 0.444 0.129 0.2

0.5 0.754 0.943 0.838 0.444 0.129 0.2

0.6 0.771 0.92 0.839 0.5 0.225 0.311

0.7 0.795 0.886 0.838 0.523 0.354 0.423

0.8 0.844 0.738 0.787 0.452 0.612 0.52

0.9 0.838 0.295 0.436 0.295 0.838 0.436
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tion, in In Proceedings of the 2014 Conference on Empir-

ical Methods in Natural Language Processing (EMNLP),

pp. 1025–1035 (2014)
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人の動作，物体検出およびそれらの位置情報を考慮した
動画像からの文生成

Generating Descriptions for Videos based on the Interaction between
a Human and Objects considering their Positional Relationship

漆原 理乃 ∗1
Rino Urushihara

小林 一郎 ∗1
Ichiro Kobayashi

∗1お茶の水女子大学
Ochanomizu University

Image and video captioning with deep learning has been actively studied. On the other hand, few studies have
focused on generating descriptions by correctly capturing the contents of images and videos. So, our study aims to
generate natural language descriptions for videos based on the results of the identification of human activity and
object detection for a movie. We propose a method to generate descriptions by combining four representative deep
learning techniques: human pose estimation, time-series data analysis, object detection, and sequence-to-sequence.
In addition, in generating descriptions, we apply positional information of the detected objects and a human in a
movie, which works as natural attention on which objects should be described in a sentence. Through experiments,
we have confirmed that our method could precisely describe the contents of movies, especially the interaction
between a human and objects.

1. はじめに
近年，監視カメラによる不審者の挙動の把握や高齢者の見

守り，スポーツの実況中継など，人の動作を言葉によって報
告する技術の必要性が高まっている．深層学習を用いた画像
の言語化においては Encoder-Decoder Network に基づく研
究 [Donahue 15, Kiros 15] が多く報告されており，Encoder

として画像特徴量抽出に効果的な GoogleLeNet [Loffe 15]を
用いた [Vinyals 15]が特に高性能な文生成手法を確立した．画
像中の物体を検出し，得られた単語から確率的に説明文を生
成する手法 [Fang 15]も報告されている．また，動画像におけ
る言語化手法としても、Encoder-Decoder Networkに基づく
研究 [Pasunuru 17] が盛んで，特に動画像処理に関する様々
なタスクにおける動画像特徴量抽出に効果的な Convolutional

3D [Tran 15]を用いて説明文生成を行う手法 [Dong 16]など
も報告されている．ただ、これらは深層学習を用いるため新規
な自然文を生成することに成功しているが，画像や動画像特徴
量から Decoderを介して文章を生成する手法が多く，人間が
実際に画像や動画像を見て認識するような事象，特に人の動作
について正しく捉えて言語化する手法はほとんどない．
　そのため本研究では，深層学習を用いて，動画像中の事象を
正しく捉えた動画像の説明文生成に取り組む．図 1 に本研究
の概要図を示す．具体的には，動画像のフレームごとに人の姿
勢情報を抽出し時系列情報として，動作を表す単語を選択する
処理と，フレームごとに物体を検出する処理を合わせ，それぞ
れの処理において得られた結果から人の動作を捉えた動画像説
明文生成を行う．

2. 人の動作認識に基づく文生成
2.1 動作認識
本研究では，Caoらによる深層学習を用いた人の姿勢推定手

法 [Cao 17]を用い，動画像の各フレームごとに鼻や目，肘など
の 18個の人の部位のピクセル座標を検出する．そこで得られ

連絡先: 漆原理乃，お茶の水女子大学理学部情報科学科小林研究室，
〒 112-8610東京都文京区大塚 2-1-1，g1420509@is.ocha.ac.jp

たフレームごとの 36次元 (=人の部位数 18×フレームのピク
セル座標数 2)の情報に対して，Encoder-Decoder Temporal

Convolutional Networks (ED-TCN) [Lea 16]を用いて，動画
像のフレームごとのセンサー情報や特徴量を入力とし，プーリ
ングとアップサンプリングを用いて広範囲の時系列情報を効果
的に捉え，動画像中の全てのフレームに対して動作を表す適切
な単語を選択する．

2.2 物体検出
物体検出には Single Shot MultiBox Detector

(SSD) [Liu 16] を用いる．SSD は，画像中の物体を検
出するシステムである．画像を入力とし，画像中に含まれる
物体の種類とその物体のピクセル座標 {x 軸の最大値，x 軸
の最小値，y 軸の最大値，y 軸の最小値 }，確信度を出力す
る．画像の特徴量抽出に効果的な深層学習のモデルである
Convolutional Neural Network (CNN) の一種，VGG16 の
ネットワーク構造をベースとし，深層学習を用いた他の手法
Faster R-CNN [Ren 16] や YOLO [Redmon 16] よりも高精
度かつ高速度である [Liu 16]．

2.3 物体の位置情報を用いた文生成
本研究では，Sutskeverら [Sutskever 14]による RNNの一

種，Long Short-Term Memory (LSTM)を用いて，あるシー
ケンスを別のシーケンスに変換するという言語モデルを改良
し，動画像中の物体の位置情報を用いた文生成手法を提案す
る．図 2 に提案手法のモデルを示す．動画像の各フレームご
とに ED-TCNによって予測された動作を表す単語 (図 2では
verb)と，SSDによって検出された物体の単語 (図 2では w1，
w2) と検出された物体それぞれの位置情報となるピクセル座
標 {x軸の最大値，x軸の最小値，y軸の最大値，y軸の最小値
}を入力とし，すでに学習されたモデルから物体のピクセル座
標や語順情報に基づき，各語が選ばれる確率を算出し，逐次的
に次の単語の予測を繰り返し文を生成する手法を提案する．

3. 実験
3.1 使用データ
料理の動画像であるTACoS Cooking Dataset [Regneri 13]

とそのフレームごとに対応する説明文である TACoS Multi-

1
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図 1: 本研究の概要

図 2: 物体の位置情報を用いた文生成モデル

Level Corpus [Senina 14]∗1 を使用した．説明文は提案手法に
合わせ，時制を過去形に一致させ，位置情報を追加し，単語を
抽象化するなど，改変したものを使用した．

3.2 人の姿勢推定に基づく動作認識実験
本研究では，まず動画像の各フレームにおいて姿勢推定手

法 [Cao 17]により人の姿勢を推定し，得られた時系列データ
を入力として，ED-TCNを用いて人の動作を表す適切な単語
を選択する．
3.2.1 実験設定
システムの実装に際しては，姿勢推定手法 [Cao 17]のコー

ド ∗2 を深層学習フレームワークである TensorFlowを用いて
実験を行った．ハイパーパラメータの数値設定やネットワーク
の重みはMicrosoft COCO∗3 で学習済みのものを使用した．
　 ED-TCN に関しては，深層学習フレームワーク Keras で
実装されているコード ∗4 を TensorFlowのバックエンドのも
と使用した．実験に使用した動画像は，10fpsで 40秒から 22

分程度 (フレーム数は 363から 13,648)の 121本で，訓練用に
109本，検証用に 6本，評価用に 6本使用した結果を提示する．
また，訓練用データで使用された 58個の動作を表す単語を識
別に使用する．ここで，TACoSの動画像説明文中に動作を表
す単語がないフレームもいくつかあり，その場合は Noneとし
て実験した．ED-TCNの学習に関するハイパーパラメータの
数値設定については [Lea 16]における実験同様，レイヤー数
は Encoderと Decoderそれぞれ 2層使用し，フィルタサイズ
は Encoder側では第 1層目は 64と第 2層目は 96に設定し，
Decoder側の最終層は 64，最終層の 1つ前の層は 96とする．
学習アルゴリズムは確率的勾配降下法，誤差関数は交差エント
ロピー，全てのレイヤーの畳み込み層においてドロップアウト

∗1 https://github.com/qiuwei/videosum/tree/master/corpus/TACoS
∗2 https://github.com/ZheC/Realtime Multi-

Person Pose Estimation
∗3 http://mscoco.org/
∗4 https://github.com/colincsl/TemporalConvolutionalNetworks

を使用した．畳み込む手法や畳み込むフレームサイズ、epoch

数を変更させ実験を行った．ここで、畳み込む手法とは時系列
方向においてはフレームサイズを dとした場合に時刻 t− d

2
か

ら時刻 t+ d
2
までのフレーム情報を畳み込む手法 ( [Lea 16]に

おいては acausalと呼ばれる)と時刻 t− dから時刻 tまでの
フレーム情報を畳み込む手法 ( [Lea 16]においては causalと
呼ばれる)の 2種類があり，それぞれ実験をした．
3.2.2 実験結果

TACoS のあるフレーム画像に対して [Cao 17] を行った結
果を図 3に示す．ED-TCNにおいて畳み込む手法とフレーム
サイズ dを変化させ実験を行った epoch数ごとの動作識別結
果を図 4 に示す．評価手法としては，各動画像のフレームご
との正解率 (正解したフレーム数/全体のフレーム数)のマクロ
平均と，時系列情報のセグメンテーションを評価する手法とし
て [Lea 16]において使用されていた，編集距離を 0から 100

に正規化した編集スコア (数値が高い方が良い結果となる)を
それぞれ求め評価を行った．また，causalモデルでフレームサ
イズ dを 40とした場合の 1000 epochs時の上位 n件を正解と
した場合の結果を図 5に示し，200 epochs時，500 epochs時
の 58単語のうちの一部単語において，それぞれの適合率，再
現率，F 値を求め比較した結果を表 1 に示す．表 1 中の動画
像数は訓練用データと検証用データに含まれる動画像の中で，
その単語が出現する動画像数である．

図 3: TACoSのあるフレームにおける姿勢推定結果

3.2.3 考察
図 4より，epoch数を増やすことで，正解率・編集スコアと

もに高くなっていくこと，また 1000 epochs の場合，フレー
ムサイズ d は 40 で causal モデルの場合が最も精度が高くな
ることもわかった．図 5より，上位 5位以上を正解とした場合
は正解率が 77%以上となる．表 1より，epoch数を増やすこ
とで訓練用の動画像数が少ない単語 (例えば，squeezeや peel，
take apartなど)でも F値が高くなることがわかる．take out

や washは再現率は高く適合率は低いため，異なる動作の場合

2
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図 4: Accuracy(左) と edit-score(右)

図 5: 上位 10までの正解率

でもその 2つを多く出してしまっており，cutは peelや slice

などの似ている動作が多いため epoch数を増やしても F値は
上がらなかったと考えられる．動作を表す単語選択においては
似ている動作を識別できるような枠組みや少ない訓練データ数
でも識別できるような枠組みが必要と考えられる．

3.3 物体検出実験
物体検出手法 SSDにおいて動画像の各フレームにおいて物

体の種類とその位置情報の検出を行った．
3.3.1 実験設定
物体検出手法 SSDでは深層学習のフレームワークKerasに

よって実装されているコード ∗5 を用いた．SSDで使用されて
いる VGG16 のネットワーク構造のうち，画像特徴量を抽出
する層である，conv1 1から pool3までの層においては，大規
模な画像認識コンペティション VOC2007 の 5,011 枚の画像
のみで学習した重みを使用した．その層以降 (つまり conv4 1

以降)の学習は TACoSの動画像からランダムに抽出した 251

枚のフレーム画像も交え 5,262 枚の画像で学習した．検出す
る物体の種類は VOC2007における 20種類と，TACoSにお
いて説明文で頻繁に使用される代表的な 13種類の単語を厳選
し，合計 33種類の物体を画像から検出するように学習した．
3.3.2 実験結果
SSDを実験した結果は図 6に，3.4.2項で生成した文と合わ

せて明記する．画像中には，検出された物体をバウンディング
ボックスで囲み，その上部左に検出した物体の種類の確信度を
0から 1の範囲に数値化したものを，上部右に検出した物体の
種類を明記した．

3.4 文生成実験
物体検出手法 SSDにおいて得られた情報と，動作認識実験

において得られた動作を表す単語を用いて，文生成を行った．
3.4.1 実験設定
文生成においては，SSDにおいて検出された物体の確信度

が 0.6以上の物体の単語と位置情報を入力として使用した．使
用した動画像は TACoSの 6本で 5本を訓練用，1本を評価用
に使用した．表 2 に使用した動画像の概要を示す．複数のフ
レームで 1つの文が当てられているため，同一の文でもフレー
ムが異なれば，SSDで検出した物体の位置情報が異なる．そ

∗5 https://github.com/rykov8/ssd keras

表 1: 単語ごとの比較

単語
200 epochs

{適合率，再現率，F値 }
500 epochs

{適合率，再現率，F値 } 動画像数
take out 0.45， 0.76，0.57 0.49， 0.68，0.55 115

wash 0.14， 0.36，0.20 0.14， 0.35，0.20 99

cut 0.55，0.34，0.42 0.22， 0.36，0.27 95

peel 0.06， 0.49，0.11 0.31， 0.34，0.32 45

take apart 0.0，0.0，0.0 0.17， 0.14，0.15 37

squeeze 0.0，0.0，0.0 0.58， 0.55，0.56 8

tap 0.0，0.0，0.0 0.0，0.0，0.0 4

のため 5本の動画像における 112文と 5,715枚の画像で学習
を行った．

表 2: 使用した動画像の概要
動画像 ID 種類 文数 フレーム数
s13-d21 訓練 13 702

s13-d25 訓練 13 716

s13-d28 訓練 30 1389

s13-d40 評価 16 901

s13-d52 訓練 16 713

s13-d54 訓練 40 2195

　システムの実装に関しては，言語モデル [Sutskever 14]を
深層学習フレームワークKerasで実装したコード ∗6を用いた．
入力は SSDで検出できる 33種類の単語と訓練用の動画像の
説明文で使用されている 30単語を合わせ 63次元のベクトル
表現で，SSDにおいて検出した物体の単語は 1でそれ以外を
0 としたものと，検出した物体の位置情報 {x 軸の最大値，x

軸の最小値，y軸の最大値，y軸の最小値 }の 4次元を入力次
元に追加し，入力は 67次元で出力は 63次元とした．学習ア
ルゴリズムは確率的勾配降下法，誤差関数は平均二乗誤差を用
いて実験した．
3.4.2 実験結果
評価用の動画像において SSDを実験した結果と生成した文を

図 6に示す．また文生成における定量的な結果として，epochs

ごとの評価用動画像の全フレームの BLEUスコアのマクロ平
均を表 3に示す．

表 3: 文生成における BLEUスコアのマクロ平均
epoch数 BLEUスコア
50 epochs 0.70

100 epochs 0.71

3.4.3 考察
表 3からはある程度高精度で文が生成されていることがわか

る．図 6 の具体的な生成文を見てみると，(1)では人は fridge

の近くにおり，(3)では cupboardの近くにいるため，それら
の単語が文中に出現したと考えられる．また，SSDの結果で
は現れていない単語 ((1)ingredient，(3)plateなど)も文中に
出現し，訓練用データから適切に補完できていることも確認で
きる．(5)(6) は評価用の動画像において近いフレーム同士で
あり，冷蔵庫の隣で食材のパッケージを取っている動画像であ
る．動作識別時の正解ラベルは remove-packageとしているが
訓練データ数が少なかったためにラベルが識別できず，適切に
説明文を生成することができなかったと考えられる．

4. おわりに
本研究では，動画像のフレームごとに人の姿勢情報を抽出し

時系列データとして，ED-TCNを用いた動作を表す単語を選

∗6 https://github.com/farizrahman4u/seq2seq
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図 6: SSD結果と生成文の例

択する処理と，SSDを用いたフレームごとに物体検出を行う
処理を合わせ，人の動作を捉えた説明文生成手法を構築した．
文生成実験においては人と物体との位置関係を捉えた文が生成
されていること，物体検出で検出できない単語も訓練用データ
から補完できることを確認した．
　今後の課題としては，動作認識において cutや peelなどの
動作が近い単語や訓練データ数が少ない単語でも識別できる
ような枠組みを考えていきたい．また，画像・動画特徴量から
文生成する既存手法との比較より提案手法の有効性を確認し，
BLEUスコアが向上するよう改良を進めてきたい．
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Automatic generation of questions from product manual sentences 
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In this research, as the first step to develop a system that automatically generates related question answer pairs from sentences 
in a product manual, we present a method to automatically generate question sentences from manual sentences.  As the result 
of experiments with a data set of about 1400 sentences,  we obtained BLEU score of 62.11 by comparing generated sentences 
with manually prepared question sentences. 
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SPARQL

Development of an Access Method to Linked Open Data through Converting Natural Language
into SPARQL Queries
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In recent years, vast amount of knowledge in various fields is open to the public on the Web. This knowledge will
be helpful for understanding the meaning of natural language if it is used in a natural language processing system.
With this background, we propose a method to emphasize on making a link between the information extracted
from natural language input and the knowledge. Besides, as an experiment to evaluate our proposed method, we
are planning to introduce our method to service interaction at a robot cafe.
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Linked Open Data (LOD)
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[Wang 07, Lei 14, 15,

Shekarpour 17, 17]

LOD

SPARQL

2.

1 .

SPARQL

1.

KNP∗1

2

RDF

1 2

WordNet

Wang [Wang 07]
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SPARQL

SELECT DISTINCT ?x1 WHERE { 71 71

j.2: j.1552:hasAllergen ?x1. 71 71
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SELECT DISTINCT ?x0 WHERE {
?x0 j.1552:hasIngredient ?x1.

?x0 rdf:type j.1: .
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絵本に対する子どもの認知発達的反応に着目した
絵本レビュー・発達心理学文献の比較

Comparison of Reviews on Picture Books and Developmental Psychology Literature
focusing on Infants’ Developmental Reactions to Picture Books

笠松 美歩∗1
Miho Kasamatsu

上原 宏∗1∗2
Hiroshi Uehara
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In order to examine how the stimuli of picture books induces a variety of reactions in infants, we take an approach
of applying a text mining technique to a large amount of the reviews on picture books written by their parents
or the childcare personnel. This paper especially studies the relation between the contents of picture books and
an infant’s developmental reactions. We further classify subcategories of an infant’s developmental reactions as
well as picture books according to the contents of picture books, and compare them with examples of infants’
developmental reactions reported in the developmental psychology literature. We conclude that the proposed
approach of applying a text mining technique to the reviews on picture books is quite effective.

1. はじめに
本論文では，従来の発達心理学研究における方式のように，

養育者や保育者が子どもに絵本の読み聞かせを行う様子を収
録し，その内容を 1 つ 1 つ分析する方式とは異なり，絵本の
レビューが書き込まれるサイトを情報源として，絵本に対する
子どもの認知発達的反応が描写された絵本レビューを収集して
これを分析対象とする方式を提案する．本論文で情報源とす
る絵本レビューサイトにおいては，実際に絵本の読み聞かせを
行った養育者や保育者が，絵本の読み聞かせを行なった際の様
子や絵本への感想，絵本に対する子どもの反応の有無やその反
応の様子など，多岐多様な情報を記載している．本論文では，
特に，それらの絵本レビューの中から，実際に絵本に対する子
どもの認知発達的反応の様子が大規模に収集可能であることを
示す．さらに，本論文では，0∼6 歳の子どもが絵本に対して
認知発達的反応をする場合の中心的な反応の事例として，「じっ
と見る・じっと聞く」，「指さす」，「真似をする」，「ごっこをす
る」，「物語に入り込む・感情移入する」の 5種類の反応に着目
し，絵本レビューよりそれらの反応事例を網羅的に収集する．
また，それとともに，それらの子どもの反応が特に多く観測さ
れる絵本タイトルもあわせて網羅的に収集する．本論文におい
て以上を行なった結果，子どもの反応が特に多く観測される絵
本タイトルとして全 44 冊を選定することができた．さらに，
上述の 5種類の反応別にこれらの全 44冊の絵本を特徴付けた
ところ，絵本と反応の組合せにして合計 64組の組合せを認定
することができた．また，これらの組合せ全体で観測された子
どもの反応の推定総数は，約 770例となった．さらに，上述の
5種類の子どもの反応に対して，子どもの反応の詳細および絵
本の特徴に基づく下位分類を行うことによって，子どもの反応
および絵本の類型化を行なった．その結果，5種類の反応全体
において合計 13種類の下位分類を設定することができた．
また，本論文では，既存の発達心理学文献を対象として絵本

に対する子どもの認知発達的事例を収集し，絵本レビューを情

連絡先: 笠松 美歩，筑波大学大学院システム情報工学研究科，
〒 305-8573 茨城県つくば市天王台 1-1-1, 029-853-5427

報源とする絵本事例収集結果，および，子どもの認知発達的反
応の収集・類型化の結果と，既存の発達心理学文献における知
見との間で比較分析を行った．その結果，本論文の提案方式に
よって絵本レビューから収集した子どもの認知発達的反応事例
によって，従来の発達心理学文献における知見を裏付けること
ができた．さらに，発達心理学文献での報告事例の規模・種類
とも上回る子どもの認知発達的事例を収集・類型化することが
できた．以上の結果によって，本論文の提案方式が有効である
ことを示すことができた．

2. 絵本レビューサイト「絵本ナビ」
本論文では，絵本情報サイト「絵本ナビ」∗1 に読者が書き

込んだレビュー (以降，レビュー)を分析の対象とする．絵本
ナビは，絵本および児童書約 70,200 タイトルに関する出版社，
著者，あらすじなどの基本情報の他，大量のレビュー (2018年
3月現在で約 36 万 2千レビュー) が書き込まれる国内最大級
の絵本および児童書に特化した情報サイトである．多くのレ
ビューにおいて，絵本の読み手 (以降，レビュアー)の感想や
行動を描写した記述と，聞き手である子どもの反応を描写し
た記述が混在している．文献 [上原 15]では，絵本ナビ中のレ
ビューを人手分析し，絵本に対する子どもの反応の描写が含ま
れる割合について報告している．

3. 分析対象とする子どもの年齢および絵本
本論文では，絵本レビューにおいて分析対象とする子どもの

年齢を 0∼6歳とする．また，本論文で分析対象とする絵本を選
定する際には，絵本ナビにおけるレビュー数ランキングの上位
100作品を候補とする．そして，この 100作品中の絵本の各々
を b，1.節で述べた 5種類の反応表現の各々を e，0∼6歳の子ど
もの年齢の整数値の各々を aとして，年齢 aの子どもを対象と
した絵本 bについての全レビューのうちで，反応表現 eが出現
したレビュー数を f(b, a, e) で表す．次に，それらの f(b, a, e)

件のレビューに対して人手によって，「当該反応表現 eの描写対

∗1 http://www.ehonnavi.net

1

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1J1-05



象が実際に子どもの反応か否か」の判定を行い，f(b, a, e)件
のうち実際に子どもの反応が描写されていたレビューの件数を
fc(b, a, e)によって表す (ただし，f(b, a, e) > 10 の場合には，
10件を無作為抽出して子どもの反応の有無の人手判定を行う
ことによって fc(b, a, e)の推定値を算出する)．そして，全年
齢 (0∼6歳)および全表現における子どもの反応の観測数の総
和が 8以上 (次式)

∑

a,e

fc(b, a, e) ≥ 8

となる絵本 44冊を分析対象とする．

4. 子どもの認知発達的反応を用いた絵本の分
類および発達心理学文献の調査

次に，各絵本 b に対して，その絵本の特徴を示す子どもの
反応表現ごとに絵本を分類し，これを絵本および子どもの反応
の大分類とする．ここで，全 5種類の反応表現「じっと」，「指
さし」，「真似」，「ごっこ」，「入り込んで+感情移入」のうちの
「じっと」については，反応の特徴を精査して，

• 対象年齢が 0∼1 歳が中心となり，「(意味は理解していな
いかもしれないが)絵をじっと見る・音をじっと聞く」と
いう反応，および，

• 2歳以上が中心となり，「感情移入してお話をじっと聞く」
という反応，

に二分する．特に後者については，「入り込んで＋感情移入」と
いう反応を伴う場合も多く，相互に重複する事例が多く観測さ
れるため，両者を融合したものを 1 つの大分類とし，合計で
以下の 5分類とする．

(a) 「じっと」(0∼1歳中心)( (意味は理解していないかもし
れないが)絵をじっと見る・音をじっと聞く)

(b) 「指さし」
(c) 「真似」
(d) 「ごっこ」
(e) 「じっと (2歳以上中心)」＋「入り込んで+感情移入」(感
情移入してお話をじっと聞く)

次に，以下に示す 3段階を経て，絵本の分類を行った．

段階 1 絵本に対する反応の 13下位分類 (表 1および表 2)を
作成し，分析対象絵本 44冊における 50絵本・年齢・反
応組を 13下位分類に分類．

段階 2 「その他」以外の 13下位分類中の 50絵本・年齢・反
応組の頻度条件を導出．

段階 3 分析対象絵本 44冊に対し，50絵本・年齢・反応組が満
たす頻度条件を再適用し，14絵本・年齢・反応組を選定．

さらに，13下位分類の各「下位分類」ごとに発達的心理学文献
の調査を行ない，その詳細な調査・比較結果を表 1・表 2「各
反応の実例が出現する発達心理学論文，書籍」他の欄に示す．
この結果から分かるように，いくつかの下位分類を除いて，

多くの下位分類において，発達心理学文献において，それぞれ
の下位分類に該当する子どもの反応事例が報告されている．し
かし，各下位分類ごとに，発達心理学文献全体での子どもの反
応の報告事例数は約数件から1件程度であり，絵本の種類数も
約数種類から 1種類程度である．一方，本論文において，絵本

レビューから子どもの反応が抽出された絵本の種類数は，各下
位分類ごとに絵本の種類数が数種類程度あり，しかも，子ども
の反応が観測された絵本レビュー数の総数は，表 1および表 2

で対象とした子どもの反応全体で 770 例以上 (この収集元は，
子どもの反応表現の観測総数 (推定値)1,389例であり，このう
ち，表 1および表 2の大分類に該当する事例数が 770例以上
である)である．また，下位分類「その他」を除くと，各下位
分類ごとに，約 20例程度から多いもので 100例以上，平均し
て 50例以上である．また，子どもの反応の下位分類別に，子
どもの反応が収集できた絵本レビュー数は，絵本間で平均して
12例以上であり，以上の結果から，発達心理学文献における
報告数よりもはるかに多くの事例を観測できていることが分
かる．本論文の方式によって，絵本レビューから子どもの認知
発達的反応を収集することによって，従来の発達心理学文献で
の知見を裏付けるとともに，発達心理学文献での報告事例の規
模・種類とも上回る事例を収集することができた．よって，本
論文の提案方式が有効であることを示すことができた．

5. おわりに
本論文では，絵本レビューから収集した子どもの認知発達的

反応事例によって，従来の発達心理学文献における知見を裏付
けるとともに，発達心理学文献での報告事例の規模・種類とも
上回る子どもの認知発達的事例を収集・類型化できた．

参考文献
[秋田 98] 秋田喜代美：読書の発達心理学 子どもの発達と読書環境, 国土社 (1998).

[古市 14] 古市久子：こどもの動きを引き出すオノマトペ絵本, 東邦学誌, Vol. 43, No. 2,

pp. 87–104 (2014).

[近藤 12] 近藤文里, 辻元千佳子：絵本の選択が ADHD 児の読み聞かせに及ぼす効果 (5)

— 絵本におけるオノマトペの作用 —, 滋賀大学教育学部紀要 教育科学, No. 62,

pp. 15–29 (2012).

[仲本 04] 仲本美央：現在の赤ちゃん絵本と周辺研究の動向,育英短期大学研究紀要, No. 21,

pp. 33–44 (2004).

[齋藤 12] 齋藤有：子どもの主体性を促す「共有型」養育態度の関わり: 安定した対話パタ
ンへの着目, お茶の水女子大学グローバル COE プログラム「格差センシティブな人
間発達科学の創成」, pp. 73–81 (2012).

[齋藤 13a] 齋藤有, 内田伸子：母親の養育態度と絵本の読み聞かせ場面における母子相互作
用の関係に関する長期縦断的検討, 読書科学, Vol. 55, 1・2, pp. 56–67 (2013).

[齋藤 13b] 齋藤有, 内田伸子：幼児期の絵本の読み聞かせに母親の養育態度が与える影響:

「共有型」と「強制型」の横断的比較, 発達心理学研究, Vol. 24, No. 2, pp. 150–159

(2013).

[佐々木 93] 佐々木宏子：絵本と子どものこころ, JULA 出版局 (1993).

[佐々木 06] 佐々木宏子：絵本は赤ちゃんから 母子の読み合いがひらく世界, 新曜社 (2006).

[佐藤 07] 佐藤公治, 西山希：絵本の集団読み聞かせにおける楽しさの共有過程の微視発生
的分析, 北海道大学大学院教育学研究紀要, No. 100, pp. 29–49 (2007).

[関根 12] 関根佐也佳：乳児期における絵本読み場面の母子相互行為の変化: 縦断的観察に
よる分析, 人間文化創成科学論叢, Vol. 15, pp. 221–229 (2012).

[関根 14] 関根佐也佳：乳幼児期の絵本場面における母親の演出行動と質問行動の役割: 情
緒的な相互行為促進に影響を及ぼす行動様式の検討, お茶の水女子大学子ども学研究紀
要, No. 2, pp. 55–64 (2014).

[菅井 11] 菅井洋子：乳児期の読書環境構成に関する発達研究–絵本場面における実物への
指さしを中心として, 発達研究, Vol. 25, pp. 69–78 (2011).

[外山 89] 外山紀子：絵本場面における母親の発話, 教育心理学研究, Vol. 37, No. 2, pp.

151–157 (1989).

[角田 03] 角田巌：子どもと絵本における相互主観性の成り立ち, 人間科学研究, No. 25,

pp. 53–62 (2003).

[上原 15] 上原宏, 馬場瑞穂, 宇津呂武仁：発達心理学の観点から見た絵本レビュー中の子
供の反応の分析, 言語処理学会第 21 回年次大会論文集, pp. 832–835 (2015).

2

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1J1-05



表 1: 絵本レビュー中の子どもの認知発達的反応に基づく絵本の分類および発達心理学文献との比較 (1)

絵本の特徴
を示す子ど
もの反応

反応の詳細および絵本の特徴に
基づく下位分類

子ども
の年齢

提案手法によって分類さ
れた絵本冊数 / 絵本タ
イトル

各反応の実例が報告された発達心理学
論文・書籍 / 絵本冊数 / 絵本タイトル
/ 子どもの年齢

じっと (0∼1

歳が中心) (意
味は理解して
いないかもし
れないが) 絵
をじっと見る・
音をじっと聞
く

オノマトペとシンプルな絵が特
徴の絵本において，特にその特
徴に対して反応する

0∼1歳 5冊 /がたんごとんがた
んごとん / ごぶごぶ ご
ぼごぼ /じゃあじゃあび
りびり / ぴょーん / も
こ もこもこ

佐々木 [佐々木 06] / 1 冊 / 桃太郎 /

0 歳

顔の描画が特徴的な絵本におい
て，特にその特徴に対して反応
する

0∼1歳 4 冊 / いいおかお / い
ないいないばあ / おつ
きさまこんばんは / お
ひさまあはは

仲本 [仲本 04] / 1冊 / かお かお どん
なかお / 年齢不詳

カラフルな色彩など絵が特徴の
絵本において，じっと見るなど
の反応をする

0∼1歳 5冊 /きゅっきゅっきゅっ
/はらぺこあおむし /わ
たしのワンピース /あお
くんときいろちゃん /お
ててがでたよ

該当する論文，書籍なし

その他 1歳 1冊 / しょうぼうじどう
しゃじぷた

該当する論文，書籍なし

指さし 紛らわしい絵柄の中に絵本の中
の登場物を描いた絵本において，
挿絵の中から目的の対象物を探
す

1∼2歳 3冊 / うずらちゃんのか
くれんぼ /きんぎょがに
げた / たべたの だあれ

関根 [関根 14] / 1冊 / きんぎょがにげ
た / 1 歳

具体的な物
体が描かれ
た絵本が対
象

具体物を描いた
挿絵を指さす

1∼2歳 6冊 /がたんごとんがた
んごとん / おやすみな
さいおつきさま / しろ
くまちゃんのほっとけー
き / ぞうくんのさんぽ
/ たまごのあかちゃん/

はらぺこあおむし

外山 [外山 89] / 1冊 / 絵本不明 / 1歳
から 2歳のいずれかの年齢

絵本外の実世界
において，挿絵の
中の具体物と対
応する実物を指
さす

1∼2歳 1 冊 / だるまさんの 菅井 [菅井 11] / 4 冊 / あーんあん /

ここです / きんぎょがにげた / ノンタ
ンの絵本 / 1∼2歳

挿絵の中で多数の登場物が小さ
く細かく描かれた絵本において，
関心のある部分を指さす

2∼3歳 2 冊 / 14 ひきのあさご
はん / からすのパンや
さん

秋田 [秋田 98] / 1 冊 / からすのパン
やさん/ 3歳

その他 1∼3歳 3冊 / きゅっきゅっきゅっ
/こんとあき /よるくま

齋藤・内田 [齋藤 13a] / 3冊 / おふろ
だおふろだ / こいぬがうまれるよ / は
じめてのおつかい / 2 歳，5 歳
齋藤・内田 [齋藤 13b] / 1 冊/ きつね
のおきゃくさま / 3 歳，5 歳
佐々木 [佐々木 06] / 1冊 / ちへいせん
のみえるところ / 1 歳
関根 [関根 12] / 1冊 / ノンタンスプー
ンたんたんたん / 1 歳
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表 2: 絵本レビュー中の子どもの認知発達的反応に基づく絵本の分類および発達心理学文献との比較 (2)

絵本の特徴
を示す子ど
もの反応

反応の詳細および絵本の特徴に
基づく下位分類

子ども
の年齢

提案手法によって分類さ
れた絵本冊数 / 絵本タ
イトル

各反応の実例が報告された発達心理学
論文・書籍 / 絵本冊数 / 絵本タイトル
/ 子どもの年齢

真似 特徴的な言
葉を用いた
絵本におい
て，その中
の言葉を真
似する

真似する対象の
言葉=オノマト
ペ

1∼2歳 2冊 / じゃあじゃあびり
びり / もこ もこもこ

古市 [古市 14] / 1冊 /もこ もこもこ /

2歳
近藤・辻元 [近藤 12] / 1冊 / きたきた
うずまき / 5 ∼ 6 歳 (注: ADHJ児)

真似する対象の
言葉=絵本中の
セリフ

1∼4歳
1冊 / はじめてのおつか
い

秋田 [秋田 98] / 1 冊 / ノンタンのた
んじょうび / 2歳
齋藤 [齋藤 12] / 1冊 / きつねのおきゃ
くさま / 5歳
佐藤・西山 [佐藤 07] / 1冊 / おおきな
かぶ / 5∼6歳

食べ物や，それを食べる場面が
出現する絵本において，食べる
真似をする

1∼3歳 6 冊 / いいおかお / は
らぺこあおむし / いち
ご / くだもの / ぐりと
ぐら / なにをたべてき
たの？

関根 [関根 12] / 1冊 / ノンタンスプー
ンたんたんたん / 1歳

角田 [角田 03] / 1冊 / すいかのたね /

年齢不詳
特徴的なキャラクターが登場す
る絵本において，キャラクター
の動作の真似をする

1∼4歳 7冊 / おててがでたよ /

だるまさんの / だるま
さんが / だるまさんと
/ どんどこ ももんちゃ
ん / ぴょーん / しろく
まちゃんのほっとけーき

佐々木 [佐々木 06] / 1冊 / でんぐりで
んぐり / 年齢不詳
佐々木 [佐々木 93] / 1冊 / いただきま
あす / 年齢不詳

その他 1∼3歳 4冊 /おつきさまこんば
んは /たまごのあかちゃ
ん / てぶくろ/ねないこ
だれだ

該当する論文，書籍なし

ごっこ 物語性の強い絵本において，物
語の再現をする

2∼4歳 3 冊 / おおきなかぶ /

てぶくろ / 三びきのや
ぎのがらがらどん

佐々木 [佐々木 06] / 4 冊 / めっきら
もっきらどおんどん / はじめてのおつ
かい / おおきなかぶ / こすずめのほう
けん / 2歳，4歳，年齢不詳

その他 2∼4歳 4冊 /あさえとちいさい
いもうと / えんそくバ
ス / くれよんのくろく
ん / がたんごとんがた
んごとん

該当する論文，書籍なし

「じっと (2歳
以上が中心)」
+「入り込ん
で+感情移入」
(感情移入して
お話をじっと
聞く)

主人公が不安な気持ちになる場
面がある絵本において，主人公
の不安な気持ちに反応する

2∼6歳 5 冊 / よるくま / こん
とあき / はじめてのお
つかい / あさえとちい
さいいもうと / おしい
れのぼうけん

該当する論文，書籍なし

その他 2∼6歳 2冊 / くれよんのくろく
ん / おへそのあな

秋田 [秋田 98] / 2冊 / ひとりぼっちの
ライオン / はじめてのおつかい / 2∼4

歳
齋藤・内田 [齋藤 13b] / 1冊 / きつね
のおきゃくさま / 3 歳
佐々木 [佐々木 06] / 6冊 / ぺんぎんた
んけんたい / はじめてのおつかい / こ
ぐまちゃんいたいいたい / だるまちゃ
んとだいこくちゃん / とんことり / ふ
たりはいつも / 2∼4歳，年齢不詳
佐々木 [佐々木 93] / 1冊 / どろんこハ
リー / 3歳
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A Linear-Time Kernelized Co-occurrence Norm for Sparse Linguistic Expressions

∗1∗2
Sho Yokoi

∗3
Sosuke Kobayashi

∗4
Kenji Fukumizu

∗1∗2
Kentaro Inui

∗1
Tohoku University

∗2 AIP
RIKEN Center for AIP

∗3Preferred Networks
Preferred Networks

∗4
The Institute of Statistical Mathematics

Estimating pointwise mutual information (PMI), a well-known co-occurrence measure between linguistic expres-
sions, leads to a trade-off between learning time and the robustness to data sparsity. We propose a new kernel-based
co-occurrence measure, named pointwise HSIC (PHSIC). PHSIC, intuitively, is a “smoothed PMI” by kernels, so
it is robust to data sparsity; furthermore, its estimator is reduced to an efficient linear-time matrix calculation. In
our experiments, we apply PHSIC to a dialogue response selection task using sparse language data. Experimental
results show that the learning speed is about 100 times faster than that of a recurrent neural network-based PMI
estimator; moreover, when the size of the data is small, its predictive performance hardly deteriorates compared
to PMI.

1.

[Manning 99] bigram

bigram

“New York”

[Lowe 15]

x

y— x y—

D = {(xi, yi)}ni=1

(x, y)

PMI [Church 89]

PXY

D = {(xi, yi)}ni=1 ∼
i.i.d.

PXY (1)

(x, y)

PMI(x, y;X,Y ) = log
PXY (x, y)

PX(x)PY (y)
. (2)

PMI D

P̂MIMLE(x, y;D) = log
n · c(x, y)∑

y′ c(x, y′)
∑

x′ c(x′, y)
. (3)

c(x, y) (x, y) D (3)
∗1

[Church 89] x

y

PMI RNN

Li [Li 16] x

y PMI

: yokoi@ecei.tohoku.ac.jp

∗1 c(x, y) ∝ P̂(x, y)
bigram “of the”

[Manning 99]

∗2 P(y) RNN [Mikolov 10] P(y|x)
RNN [Sutskever 14] PMI

P̂MIRNN(x, y;D) = log
P̂CondRNN(y|x)

P̂RNN(y)
. (4)

(4) x y

PMI (3)

RNN PMI (4)

Pointwise

HSIC PHSIC PHSIC “

PMI”

2.

PMI

PHSIC HSIC

3. PHSIC

PMI

PHSIC

4. PHSIC

5.

PHSIC RNN PMI

100

X,Y X ,Y
D =

{(xi, yi)}ni=1 ∼
i.i.d.

PXY (x, y) ∈
X × Y “ ”

( 1)

∗2 P̂(y|x) y
“I don’t know.” x

[Li 16]
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1:

k : X × X → R X
� : Y × Y → R Y
φ(x) := k(x, ·) k x ∈ X
ψ(y) := �(y, ·) � y ∈ Y
k̃ : X × X → R X k �̃

k̃(x, x
′
) := k(x, x

′
) − Ex′ [(x, x′

)] − Ex[(x, x
′
)] + Ex,x′ [(x, x′

)]

= (φ(x) − Ex[φ(x)])
�
(φ(x

′
) − Ex[φ(x)])

2: Pointwise HSIC PHSIC 2.

X Y (x, y)
PXY PXPY X Y

MI PMI
MI(X,Y ) = KL[PXY ‖PXPY ]

=E
(x,y)

[
log

PXY (x, y)

PX(x)PY (y)

] PMI(x, y;X,Y )

= log
PX,Y (x, y)

PX(x)PY (y)

HSIC Pointwise HSIC PHSIC

HSIC(X,Y ;k, �)=MMD
2
[PXY,PXPY ]

=E
(x,y)

[
E

(x′,y′)
[k̃(x, x

′
)�̃(y, y

′
)]

]
=E
(x,y)

[
(φ(x)−mX)

�
CXY (ψ(y)−mY )

]
PHSIC(x, y;X,Y, k, �)

= E
(x′,y′)

[k̃(x, x
′
)�̃(y, y

′
)]

= (φ(x)−mX)
�
CXY (ψ(y)−mY )

2. Pointwise HSIC

Point-

wise HSIC PHSIC PMI

PHSIC HSIC

(

2) PHSIC “ PMI”

2.1

X Y PXY

PXPY

X Y PXY

PXPY

X Y [Cover 06] ∗3

MI(X,Y ) := KL[PXY ‖PXPY ]. (5)

KL[·‖·] KL

PXY PXPY KL

PXY

(x, y) ∈ X ×Y

MI(X,Y ) = E
(x,y)

[
log

PXY (x, y)

PX(x)PY (y)

]
. (6)

PMI

PMI(x, y;X,Y ) = log
PXY (x, y)

PX(x)PY (y)
(7)

PMI(x, y) (x, y)

∗3 I(X;Y )
HSIC(X,Y ) MI(X,Y )

MI(X,Y )

2.2 HSIC PHSIC

HSIC

HSIC PHSIC

Hilbert–Schmidt independence criterion HSIC

[Gretton 05]

HSIC(X,Y ; k, �)=MMD2
k,�[PXY ,PXPY ]. (8)

MMD[·, ·] maximum mean discrepancy MMD

[Gretton 12]

HSIC PXY PXPY

MMD

HSIC PXY

HSIC(X,Y ; k, �) = E
(x,y)

[
E

(x′,y′)
[k̃(x, x′)�̃(y, y′)]

]
(9)

= E
(x,y)

[
(φ(x)−mX)�CXY (ψ(y)−mY )

]
(10)

mX := E
x
[φ(x)], mY := E

y
[ψ(y)] (11)

CXY := E
(x,y)

[
(φ(x)−mX)(ψ(y)−mY )�

]
. (12)

(9) HSIC (10)
∗4 PMI

Pointwise HSIC PHSIC (9)(10)

PHSIC(x, y;X,Y, k, �) := E
(x′,y′)

[k̃(x, x′)�̃(y, y′)] (13)

= (φ(x)−mX)�CXY (ψ(y)−mY ) . (14)

PHSIC(x, y) (x, y) HSIC(X,Y )

3. PMI PHSIC

PHSIC PHSIC PMI

PMI (3)

P̂MIMLE(x, y)= log
n ·∑n

i=1I[x=xi ∧ y=yi]∑n
i=1I[x=xi]

∑n
i=1I[y=yi]

. (15)

I[cond] cond

1 0 (15) PMI

(x, y) (xi, yi) ∈ D
(x, y) (xi, yi) x

y

( 3 )

PHSIC(13)

P̂HSICkernel(x, y) =
1
n

∑n
i=1

̂̃
k(x, xi)̂�̃(y, yi) . (16)

̂̃
k(·, ·) ̂̃

�(·, ·) ∗5

(16) PHSIC (x, y)

∗4 φ(x)�φ(x′)
k(x, x′)

∗5 ̂̃
k(x, x′) := k(x, x′) − 1

n

∑n
j=1 k(x, xj) − 1

n

∑n
i=1 k(xi, x

′) +
1
n2

∑n
i=1

∑n
j=1 k(xi, xj)

̂̃
�(·, ·)
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3: PMI PHSIC (x, y)

(xi, yi) ∈ D

PMI
( x , y )

= =
D = {. . . , (xi , yi ), . . . }

( x , y ) ( x , y )

= �= �= =

{. . . , (xi ,yi ), . . . ,(xi , yi ), . . . }

PHSIC
( x , y ) ( x , y )

≈ ≈ �≈ �≈
{. . . , (xi , yi ), . . . ,(xi ,yi ), . . . }

( x , y ) ( x , y )

≈ �≈ �≈ ≈

{. . . , (xi ,yi ), . . . ,(xi , yi ), . . . }

(xi, yi) ∈ D x ŷ̃
k(x, xi) > 0

̂̃
�(y, yi) > 0

∗6 x y

( 3 )

PMI PHSIC (x, y)

(xi, yi) ∈ D
PMI PHSIC

PHSIC

3.1

PHSIC

• [Mikolov 13] [Kiros 15]

• SVM [Collins 02]

•

4. PHSIC

k(·, ·) φ(·)

(3.1 )

x x ∈ R
d

φ(x) = x/‖x‖2
k(x, x′) = φ(x)�φ(x′) = cos(x,x′)

PHSIC

PHSIC (14)

P̂HSICfeat(x, y)=(φ(x)−φ(x))�ĈXY (ψ(y)−ψ(y)) (17)

ĈXY := 1
n

∑n
i=1 φ(xi)ψ(yi)

� − φ(x)ψ(y)
�
. (18)

φ(x) = 1
n

∑n
i=1 φ(xi) ψ(y)

(17)(18)

φ(x) ψ(y) ∈ R
d

ĈXY ∈ R
d×d O(nd2)

∗6 x y
̂̃
k(x, xi) <

0
̂̃
�(y, yi) < 0 PHSIC

O(nd)

φ(x), ψ(y) ∈ R
d (17) O(d2)

[Collins 02] PHSIC

(17) PHSIC

P̂HSICICD(x, y) = (a− a)�ĈICD(b− b) (19)

ĈICD := 1
n
(HA)�B. (20)

A = (a1, . . . ,an)
� ∈ R

n×d

AA� ≈ K∗7 B

BB� ≈ L a ∈ R
d {ai}ni=1

1
n
A�1 b

x ∈ X a ∈ R
d

xi

x(1), . . . , x(d) a j a(j)

b a(j) = [k(x, x(j))−∑j−1
m=1 a(m)Ajm] /Ajj

5.

PHSIC (3. )

(4. )

RNN PMI 100

D = {(xi, yi)}ni=1

x y

•
[Sordoni 15]∗8

• [Sordoni 15]

2012

2017

n

{102, 103, 104, 105}
• [Li 16]

x

y′ 9 10

5.1 PHSIC

PHSIC

3.1

k(x, x′) = cos(
∑

wordvecs(x),
∑

wordvecs(x′)) (21)

�(·, ·) n-gram

fastText

∗7 K ∈ Rn×n Kij := k(xi, xj) Lij :=

�(yi, yj)
∗8 https://www.microsoft.com/en-us/download/details.

aspx?id=52375
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n

102 103 104 105

RNN

300 fastText

Total 11.7 20.6 99.2 634.3

P̂(y) 4.8 8.0 23.6 294.6

P̂(y|x) 6.9 12.6 75.6 339.7

1200 random

Total 31.3 65.5 161.5 1743.2

P̂(y) 8.6 21.7 57.4 675.6

P̂(y|x) 22.7 43.8 104.1 1067.6

1200 fastText

Total 33.8 49.0 162.0 1751.3

P̂(y) 10.8 16.3 57.2 671.0

P̂(y|x) 23.0 32.7 104.8 1080.3

PHSIC fastText
Total 0.02 0.2 1.4 14.5
feat map 0.0 0.1 1.3 14.0
mat calc 0.0 0.0 0.1 0.5

4:

n RNN

PHSIC

(feat map) (mat calc)

[Bojanowski 17] ∗9
∗10 300

200

5.2 RNN

RNN [Mikolov 10]

RNN [Sutskever 14] 1

LSTM[Hochreiter 97] Chainer[Tokui 15]

(1) P̂(y) (2)

P̂(y|x) (3)PMI log
[
P̂(y|x)/P̂(y)

]

• 300 1200

• [−0.1, 0.1] fastText (5.1 )

• 2

• 0.1 300 0.3 1200

• 16 n = 102 64 n = 103, 104, 105

• 30∗11

5.3

PHSIC (x, y)

score(x, y)

(1)MRR (2)AUC-ROC (1)Recall@2

5.4

4 ∗12

n 105 PHSIC RNN PMI

40–120

5.5

5 105

PHSIC

∗9 http://commoncrawl.org/

∗10 https://fasttext.cc/docs/en/english-vectors.html

∗11 0.5 n = 5 × 105 1

∗12 CPU Xeon E5-1650-v3 (3.5GHz, 6 Cores)
GPU GTX 1080 (8GB)

n

102 103 104 105

Chance Level .50; .29; .20 .50; .29; .20 .50; .29; .20 .50; .29; .20

P̂(y) 1200 fastText .51; .30; .23 .50; .29; .21 .50; .30; .21 .50; .30; .21

P̂(y|x) 1200 fastText .51; .30; .22 .50; .29; .21 .50; .30; .21 .52; .31; .23

PMI
300 random .50; .29; .18 .51; .30; .21 .51; .30; .22 .58; .35; .29

fastText .50; .29; .18 .51; .29; .20 .56; .34; .25 .66; .41; .36

1200 random .50; .29; .20 .50; .29; .20 .51; .30; .19 .57; .35; .29
fastText .50; .29; .19 .51; .30; .20 .52; .32; .23 .65; .42; .36

PHSIC fastText .57; .35; .29 .61; .38; .33 .62; .40; .34 .62; .40; .34

5: MRR ROC-AUC Recall@2) .

PHSIC

15H01702

[Bojanowski 17] Bojanowski, P., Grave, E., Joulin, A., and
Mikolov, T.: Enriching Word Vectors with Subword Information,
TACL, Vol. 5, pp. 135–146 (2017)

[Church 89] Church, K. W. and Hanks, P.: Word Association Norms,

Mutual Information, and Lexicography, in ACL, pp. 76–83 (1989)

[Collins 02] Collins, M. and Duffy, N.: Convolution Kernels for Nat-

ural Language, in NIPS, pp. 625–632 (2002)

[Cover 06] Cover, T. M. and Thomas, J. A.: Elements of Informa-

tion Theory, John Wiley & Sons (2006)

[Gretton 05] Gretton, A., Bousquet, O., Smola, A., and
Schölkopf, B.: Measuring Statistical Dependence with Hilbert-
Schmidt Norms, in ALT, pp. 63–77 (2005)

[Gretton 12] Gretton, A., Borgwardt, K. M., Rasch, M. J.,
Schölkopf, B., and Smola, A.: A Kernel Two-Sample Test, JMLR,
Vol. 13, No. Mar, pp. 723–773 (2012)

[Hochreiter 97] Hochreiter, S. and Schmidhuber, J.: Long Short-
Term Memory, Neural Computation, Vol. 9, No. 8, pp. 1735–1780
(1997)

[Kiros 15] Kiros, R., Zhu, Y., Salakhutdinov, R. R., Zemel, R., Ur-
tasun, R., Torralba, A., and Fidler, S.: Skip-Thought Vectors, in
NIPS, pp. 3294–3302 (2015)

[Li 16] Li, J., Galley, M., Brockett, C., Gao, J., and Dolan, B.: A
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Models, in NAACL-HLT, pp. 110–119 (2016)
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sitionality, in NIPS, pp. 3111–3119 (2013)

[Sordoni 15] Sordoni, A., Galley, M., Auli, M., Brockett, C., Ji, Y.,
Mitchell, M., Nie, J.-Y., Gao, J., and Dolan, B.: A Neural Net-
work Approach to Context-Sensitive Generation of Conversational
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SVM

Experimental Analysis of Effect of Reducing Search Space for Relevance Feedback Based on SVM

Yuto Imamura Takahiro Nishigaki Takashi Onoda

Department of Industrial and Systems Engineering, College of Science and Engineering, Aoyama Gakuin University

SVM (Support Vector Machines) based relevance feedback has proposed. Vector space model is often used for
document retrieval. At that time, the search space may become very large because the document vectors have
too many attributes which included in the documents on the database. It is presumed that search performance
decreases due to the presence of meaningless attributes. However, it is not clear the effect of the size of the search
space for the search performance. Therefore, we compared among eight search spaces and conducted an experiment.
The search space based on attributes included in the presentation documents improved search performance.

1.

(

)

( )

1

[1] 1

1

SVM(Support Vector Machines)

[2, 1]

2.

2.1 SVM
[1, 2] SVM

1 SVM

x

SVM

( )

f(x) = wTx+ b (1)

w (

) b
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6: TF-IDF P30
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RIBES

The effect of optimization by RIBES in statistical machine translation

∗1
Naotaka Kawata

∗2
Hideki Isozaki

∗2
Genichiro Kikui

∗1
Okayama Prefectural University Graduate School of Computer Science and Systems Engineering

∗2
Okayama Prefectural University Faculty of Computer Science and Systems Engineering Department of Systems Engineering

Parameter optimization is indispensable for improving the performance of statistical machine translation. MERT
is a standard optimization tool that uses BLEU as the typical objective function. However, for translation between
very different language such as English - from/to - Japanese translation, BLEU has very low correlation with human
judgement. Therefore, it is better to use more human-like evaluation function like RIBES instead of BLEU as the
objective function in the optimization process. In this paper, we investigate effects of RIBES used as the objective
function of MERT and found that RIBES achieves better than BLEU when SMT is forced to determine the word
order which is very different from the source sentence.
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2.2 Head Finalization
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An Idea of Patent Document Classifier Support System Using Rough Set Theory 

*1 
Masaki KUREMATSUI 

*1  
Iwate Prefectural University  Faculty of Software and Information Science 

In this paper, I proposed a framework of estimating invention task and means using Rough Set Theory. It is important to 
check exists patents before submitting own patents or sailing new products. However, it is take long time to check a lot of 
patents. In order to support this task, I propose a framework which estimates decision rules from labeled patent journal using 
Rough Set Theory and predicts invention task and means from unlabeled patents using them. First, this framework extracts 
terms from abstracts of patents which experts identified invention task and means in advance. Secondly, it selects terms based 
on document frequency and makes a Document Term Matrix. Thirdly, it makes decision rules by Rough Set Theory. Finally, 
it predicts invention task and means using these rules. In order to evaluate this system, I am doing experiments with an expert. 
I will tell the experimental results and evaluation results about this method on the conference. 
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コミックのコマ間のリンク関係による
コマの重要度推定についての一検証

A Study of Frame Importance Detection by Link Relationship among Frames on Comics

平岡誉史 ∗1
Takashi Hiraoka

山西良典 ∗2
Ryosuke Yamanishi

西原陽子 ∗2
Yoko Nishihara

∗1立命館大学大学院情報理工学研究科
Graduate School of Information Science and Engineering, Ritsumeikan University

∗2立命館大学情報理工学部
College of Information Science and Engineering, Ritsumeikan University

This paper proposes a method to detect important frame on comics using link relation among frames; the idea of
page-rank is introduced. The proposed method links frames based on visual and text information of the characters.
The importance of the frames is estimated by using the number of links. Through the result of tests, we discussed
the potential of the proposed method for detecting important frames from comics.

1. はじめに
スマートフォンやタブレットと言った携帯端末が普及したこ

とで、電子コミックも広がりを見せている．電子コミックは購
入した様々な作品を個人の端末等にダウンロードすることで携
帯可能であり，外出先や移動の合間など場所や場面を選ばない
コミック閲読ができるようになった．このような電子コミック
の特性はコミック閲読の機会を増やすと同時に，電子コミック
独自の利点についてのニーズも高まりを見せている．
コミックの多くは，一話や一冊で話が完結することはなく，

数話・数冊に分かれて話が進行していくため，読者は前回まで
の内容を思い出しながら読み進めていく必要がある．紙媒体の
場合，背表紙や表紙近くに前回までのあらすじが記載されてい
るものもあるが，あらすじのみでは内容を十分に思い出すこと
は難しく，読み返しが発生している．また，閲読するコミック
を選定する過程では，「試し読み」によって内容の把握を行う
ことが多い．しかし，ストーリーの前半部分のみの試し読みで
は内容の把握には不十分であったり，試し読みによるネタバレ
で閲読の楽しみが奪われてしまうといった危険性も存在する．
これらの問題を解決する 1 つの方法として，重要コマの抽出
が考えられる．重要コマの抽出は，コミックの要約の一種とし
て捉えることができ，読み返しや試し読みに代わった読書体験
支援に繋がると考える．
コミックは各コマに描かれている画像情報と台詞などの言

語情報を組み合わせたマルチメディア情報と捉えることができ
るため，重要コマの抽出では画像情報と言語情報の両面から
のアプローチが考えられる．画像情報に対する重要度推定は，
動画要約に関する場面で様々な研究が行われており，料理映像
中の重要なシーンを自動で抽出する研究 [三浦 02]や深層学習
によってハイライト映像を検出する研究 [Yao 16]などがある．
また，言語情報については文章要約の研究が古くから行われて
おり，単語の重要度を用いた手法 [Zechner 96]やタイトルと
文との類似度を用いた手法 [Yoshimi 98]など，様々な重要度
推定の手法が提案されている．コミックの重要コマ選出に関す
る研究は，藤岡ら [藤岡 15]のコマの位置や大きさ，キャラク
ターや台詞の出現回数などの情報を用いた研究が挙げられる．

連絡先: 平岡誉史，立命館大学大学院情報理工学研究科，滋賀
県草津市野路東 1-1-1，is0230ff@ed.ritsumei.ac.jp

図 1: コマ間のリンク関係のイメージ．

また，久行ら [久行 16]はキャラクターやセリフ，コマの形状
などのコマの持つ属性からシーンの転換箇所となるコマを判定
している．コミックの重要コマ推定には，画像情報と言語情報
を互いに考慮した重要度推定の手法が必要になると考えられ
る．本稿では，コミック中のコマの重要度推定において，コマ
中の画像情報と言語情報を用いたコマ間のリンク構造を用いる
有効性について検討する．

2. 提案手法
コミックは物語であるため，コマ同士は何らかの関連性を有

していると考えられる．提案手法では，重要コマの推定におい
て，コマ同士の関連性を利用することを考え，図 1のようにキャ
ラクターの画像情報や台詞情報を用いてコマ間にリンク関係を
構築し，そのリンク関係から重要コマの推定を行う．これは，
WEBページの重要度を示す指標である PageRank [Page 99]

や文の重要度を示す TextRank [Mihalcea 04]のアイデアの応
用となる．
三原ら [三原 11]は，コミックのストーリー構造とビジュア

ル要素についての記述モデルを提案しており，コマ中の情報を
「VisualObject」，「Dialog」，「Symbol」の３つの要素に分けて
いる．図 2に示すように，「VisualObject」はキャラクターの
画像情報，「Dialog」は吹き出しを用いて書かれる台詞のテキ

1
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図 2: コマ中のメタデータ．

スト情報，「Symbol」はオノマトペや効果線が該当する．他に
も，吹き出しの形状などの情報もコマ中に含まれる情報の一つ
であると考えられる．
以下で，これらのメタデータを用いてコマ間にリンク構造

を構築する手法の詳細を述べる．なお，本稿で用いたコミック
のメタデータは著者のうち 1名が人手で付与した．

2.1 コマ間のリンク関係の構築
コマ間のリンク関係構築には，キャラクターに関する画像情

報と台詞情報の２つの情報を用いる．
キャラクターに関する画像情報によるリンク：コマ中に出現す
る様々なキャラクターの中でも，同一のキャラクターが出現す
るコマ同士は，何らかの関連性があると考えられる．提案手
法では，キャラクターの画像情報をリンク関係構築に用いる．
キャラクターの画像情報は，コマ中にキャラクターの顔が描か
れているかによって判断し，横顔や後頭部が描かれている場合
もキャラクターの画像情報として判断した．コマ同士を比較し
双方のコマに同一のキャラクターが出現している場合にコマ間
をリンクする．
キャラクターに関する台詞情報によるリンク：台詞は，キャラ
クターの会話や心情，状況の説明など様々な役割がある．提案
手法では，台詞情報のうち特にキャラクターの名前をリンク関
係構築に用いる．キャラクターの名前が出現する台詞は，その
キャラクターまたは作品の内容に関連性があると考えられる．
台詞情報としては，吹き出しを用いて書かれているテキスト情
報を対象としキャラクターの名前を抽出した．キャラクターの
名前が姓名あるものについては，姓と名それぞれを独立に扱っ
た．コマ同士を比較し双方のコマ中の台詞中に同一のキャラク
ター名が出現する場合にコマ間をリンクする．

2.2 リンク数からの重要度の算出
コミックは最初のコマから徐々に物語が進行していくもので

あるため，リンク関係からのコマの重要度推定には時系列情報
を考慮する．リンク関係構築では 3 種類の時系列モデルを用
意した．

1 つ目は，コマの出現する順番が小さいものから大きいも
のへリンクをつなげたもの（以下 PtoF型）である．PtoF型
は，物語の進行に沿ったリンク関係であると言える．PtoF型
は，出現順序に従って有向リンクが構築され，コマ k の重要
度 pfFI(k)が式 (1)に従って算出される．

pfFI(k) =
∑

i∈K

R(i), (1)

表 1: 分析に使用したコミック作品の書籍情報
No. 作品名 作者 ジャンル 話数 コマ数

1 話 73
1 はるかリフレイン 伊藤伸平 少女・SF 2 話 66

3 話 68
1 話 264

2 ベルモンド Le
VisiteuR ～地
下に潜む男～

石岡ショウエイ 少 年・ファン タ
ジー

2 話 136

3 話 119
1 話 425

3 ラブひな 赤松健 少年・ラブコメ 2 話 159
3 話 134

表 2: キャラクターの画像情報を用いたリンク関係による重要
度推定の結果（作品 No.1）

PtoF 型 FtoP 型 HV 型
コマ番号 リンク数 コマ番号 リンク数 コマ番号 リンク数

60 74 2 77 45 84
66 71 7 73 60 81
58 68 5 73 58 81
56 62 6 71 56 81
47 58 8 67 54 81

ここで，R(i)はコマ iのコマ k へのリンク数，K は，1話を
構成するコマの中でコマ k が出現するまでに出現したコマの
集合をそれぞれ示す．
2つ目は，出現する順番が大きいものから小さいものへリン

クをつなげたもの（以下 FtoP型）である．FtoP型は，物語
の結論から過去に向けてのリンク関係であると言える．FtoP

型は，出現順序に遡って有向リンクが構築され，コマ kの重要
度 fpFI(k) は式 (1) と同様に算出される．ただし，FtoP 型
と FtoP型では，リンク数計算を行うリンク・被リンク関係が
異なっている．

3つ目は，PtoF型と FtoP型の両方を組み合わせたもの（以
下 HV型）である. HV型は，双方向リンクによってリンク関
係が構築され，単純にリンク数が多いコマの重要度が高く推定
される．HV型のコマの重要度は式 (2)を用いて算出される．

hvFI(k) = pfFI(k) + fpFI(k)． (2)

3. コマの重要度推定実験
提案手法の適用によって，どのようなコマが高い重要度を持

つと推定されるのか検証した．なお，本稿の実験では，各コマ
間のリンク関係構築は全て人手によって行った．キャラクター
に関する画像情報を用いたリンク構造とキャラクターに関する
台詞情報を用いたリンク構造，2つの情報を組み合わせたリン
ク構造それぞれを用いてコマの重要度推定を行った．実験対象
は，表 1に示したManga109[Matsui 17]の 3作品とし，各第
1話から第 3話までの計 9話分に対して実験を行った．

3.1 実験結果
表 2～表 10に，それぞれ作品 No.1，作品 No.2，作品 No.3

の第 1話に対する提案手法によるコマの重要度推定の結果上位
5コマを示す．このうち，表 2～4は画像情報によるリンク構
造，表 5～7は台詞情報によるリンク構造，表 8～10は画像情
報および台詞情報によるリンク構造それぞれを用いた結果を示
す．画像情報および台詞情報によるリンク構造を用いた場合，
画像情報と台詞情報それぞれでのリンク数に大きな偏りが見ら
れるため，式 (3)に従って正規化された重要度 stFI(k)を算
出した．
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表 3: キャラクターの画像情報を用いたリンク関係による重要
度推定の結果（作品 No.2）

PtoF 型 FtoP 型 HV 型
コマ番号 リンク数 コマ番号 リンク数 コマ番号 リンク数

263 240 85 212 113 302
230 202 42 206 85 302
244 163 65 179 230 245
250 162 113 171 263 241
195 161 59 171 65 241

表 4: キャラクターの画像情報を用いたリンク関係による重要
度推定の結果（作品 No.3）

PtoF 型 FtoP 型 HV 型
コマ番号 リンク数 コマ番号 リンク数 コマ番号 リンク数

385 573 7 633 100 653
372 519 77 542 148 652
376 483 100 513 77 638
422 443 124 462 7 638
419 438 126 455 385 637

stFI(k) =
Rimage(k)∑

k∈N Rimage(k)
+

Rserif (k)∑
k∈N Rserif (k)

, (3)

ここで，RimageとRserif はそれぞれ画像情報と台詞情報によ
るリンク数を示し，N は 1話を構成するコマ集合を示す．
図 3，図 4，図 5 は，各作品に対して重要度推定を行った

結果，表 2～表 10で最も重要度が高く推定されたコマ画像で
ある．

3.2 考察
まず，リンク構築に用いた情報に着目する．どの作品におい

ても画像情報を用いた場合に比べて台詞情報を用いた場合は，
繋がるリンク数に大きな偏りがある．これは，コミックの台詞
中ではキャラクター名が直接明記されることが少なく，「私」や
「おまえ」，「あいつ」といった代名詞を用いてキャラクターを表
す場合が多いためであると考えられる．台詞情報をリンク関係
構築に用いる場合は，キャラクター名だけでなく代名詞も考慮
する必要性が示唆される．リンク構築に用いた情報によって，
同じ時系列モデルによるリンク構造であっても重要度が高く推
定されるコマは異なる．画像に着目した要約，台詞に着目した
要約など，リンク関係構築に用いる情報を変えることで様々な
意図に沿ったコミック要約が実現できる可能性が考えられる．
続いて時系列モデルに着目する．表 2～4に示すように，PtoF

型では物語終盤のコマ，FtoP型では物語序盤のコマについて
それぞれ高い重要度が推定される．HV型では，表 2のコマ番
号 45や表 4のコマ番号 148のように，PtoF型や FtoP型で
は重要度が高く推定されなかったコマが上位に位置している．
このことから，HV型では物語中盤のコマも内容に応じて重要
度が高く推定されることが示唆された．PtoF型は物語の結論
となるコマの推定に，FtoP型は物語の起点となるコマの推定
にそれぞれ適しており，HV型は物語の起点と結論をつなぐコ
マの推定に利用可能であり，これら 3 種類の時系列モデルを
併用することでストーリーの起承転結に相当するコマの抽出の
実現可能性が示唆された．
最後に，画像情報および台詞情報を用いたリンク構造に着

目する．画像情報と台詞情報といった複数の情報を組み合わせ
ることで，時系列モデルの違いによらず，各情報を単独を用い
た場合では高い重要度が推定されなかったコマ（例えば，表 8

のコマ番号 65や表 9のコマ番号 50，表 10のコマ番号 145な
ど）が上位に現れている．全体的にどの作品でも，台詞情報を

表 5: キャラクターの台詞情報を用いたリンク関係による重要
度推定の結果（作品 No.1）

PtoF 型 FtoP 型 HV 型
コマ番号 リンク数 コマ番号 リンク数 コマ番号 リンク数

70 9 2 10 2 10
68 8 10 8 70 9
66 7 21 7 68 9
63 6 31 6 66 9
51 5 44 5 63 9

表 6: キャラクターの台詞情報を用いたリンク関係による重要
度推定の結果（作品 No.2）

PtoF 型 FtoP 型 HV 型
コマ番号 リンク数 コマ番号 リンク数 コマ番号 リンク数

263 19 23 27 23 30
264 16 4 16 64 20
250 15 64 15 263 19
247 14 31 14 264 16
249 13 18 14 250 16

用いたリンク構造が重要度推定に大きな影響を与えていると考
えられる．これは，画像情報によるリンク関係の総リンク数と
台詞情報によるリンク関係の総リンク数の差異が影響している
ためであると考えられる．本稿では，式 (3)を用いた正規化を
試みたが，両情報をよりバランス良く扱うための工夫を考案す
る必要があると考える．

4. まとめ
本稿では，コミックのコマの重要度を推定する手法を提案

し，その有用性について検討した．提案手法では，画像情報や
台詞情報などのコマ中に含まれるメタデータをもとに構築した
コマ同士のリンク関係を用いてコマの重要度を推定する．実験
の結果，リンク構築に用いる情報によって重要度が高く推定さ
れる要因が異なるため，リンク関係構築に用いる情報を変える
ことで様々な意図に沿ったコミック要約が実現できる可能性が
示唆された．リンク構築に参照する時系列モデルに関しては，
用いる時系列モデルによって物語の起点となるコマや結論とな
るコマが推定できる可能性が示唆された．今後は，提案手法に
よって重要度が高く推定されたコマが，読者がコミックを読む
際に重要視しているコマと一致するのかを検証する．
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表 7: キャラクターの台詞情報を用いたリンク関係による重要
度推定の結果（作品 No.3）

PtoF 型 FtoP 型 HV 型
コマ番号 リンク数 コマ番号 リンク数 コマ番号 リンク数

236 12 7 14 236 14
416 8 160 9 160 14
417 7 16 7 7 14
171 6 143 7 416 8
237 6 93 6 171 8

表 8: キャラクターの画像情報と台詞情報の両方を用いたリン
ク関係による重要度推定の結果（作品 No.1）

PtoF 型 FtoP 型 HV 型
コマ番号 重要度 コマ番号 重要度 コマ番号 重要度

70 0.168 2 0.197 2 0.099
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66 0.147 7 0.116 10 0.091
63 0.119 21 0.109 66 0.091
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表 9: キャラクターの画像情報と台詞情報の両方を用いたリン
ク関係による重要度推定の結果（作品 No.2）

PtoF 型 FtoP 型 HV 型
コマ番号 重要度 コマ番号 重要度 コマ番号 重要度

263 0.086 23 0.106 23 0.058
250 0.066 4 0.063 263 0.043
264 0.061 18 0.061 64 0.038
247 0.060 64 0.056 250 0.035
249 0.057 31 0.056 50 0.034

表 10: キャラクターの画像情報と台詞情報の両方を用いたリ
ンク関係による重要度推定の結果（作品 No.3）

PtoF 型 FtoP 型 HV 型
コマ番号 重要度 コマ番号 重要度 コマ番号 重要度

236 0.117 7 0.143 7 0.071
416 0.082 160 0.088 236 0.070
417 0.066 16 0.070 160 0.069
237 0.062 143 0.066 416 0.041
361 0.059 145 0.059 171 0.041

図 3: 重要度推定の結果において最も重要度が高く推定された
コマ画像（作品 No.1）

図 4: 重要度推定の結果において最も重要度が高く推定された
コマ画像（作品 No.2）

図 5: 重要度推定の結果において最も重要度が高く推定された
コマ画像（作品 No.3）
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Classifying Personality of Comic Character Based on Egogram

∗2
Byeongseon Park
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The aim of this research is to develop a comic search system based on the characteristics of characters appearing
in comics. For that purpose, this paper examines classification of characters using the egogram, which is used to
classify personality. In the proposed method,texts that express the comic character’s characteristics are acquired
from Web resources and semantic vectors are allocated based on the texts using the egogram. The resulting egogram
pattern is used to estimate the typical properties. Our experiment revealed that the performance of classification
was 55.0 %.
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A Novel Story Analysis Method based on the Distributed Representation of Sentences
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Recently, automatic generation and creative support of narrative works like novel and comic by the computer has
attracted interest in artificial intelligence fields. Narratives can be divided into the story and the representation
medium. We focus on story because it is more robust against time lapse than representation medium. Lots of studies
on story analysis have been reported. However, these studies use only surface information such as frequencies of
words and onomatopes.

In this study, we propose novel analysis method based on the distributed representation of sentences generated
by bidirectional long short-term memory and autoencoder.
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Preliminary Analysis of Weibo Emojis  
for Sentiment Analysis of Chinese Social Media 

Da Li      Rafal Rzepka      Kenji Araki 

Graduate School of Information Science and Technology, Hokkaido University 

In this paper, we introduce our preliminary analysis of emoticons used on Weibo, Chinese microblog. By performing a 
polarity annotation with a new “humorous type” added, we have confirmed that 23 emoticons can be considered more as 
humorous than positive or negative. We also discussed some possible related problems which might occur during any social 
media sentiment analysis performed on Chinese language. We believe that combining machine learning sentiment lexicons 
and paralinguistic elements as emoticons can be expected to achieve better performance in the future. 

 

People have become increasingly accustomed to expressing 
their opinions online, especially on social media such as Twitter, 
Facebook and Weibo - China's biggest social media network that 
was launched in 2009. Such microblog data contain a vast amount 
of valuable sentiment information not only for the commercial use, 
but also psychology, cognitive linguistics or political science. 
Sentiment analysis of microblogs becomes the research hotspot in 
the field of Natural Language Processing. Study of sentiment in 
microblogs in English language has undergone major 
developments in recent years [Peng 17]. Chinese sentiment 
analysis research, on the other hand, is still at early stage especially 
in the domain of lexicons and emoticons. Emoticons convey a 
significant emotional information and play an important role in the 
sentiment analysis of social media [Novak, 15] [Guibon 16]. In 
this paper we focus on the emoticons used on Weibo; we analyze 
the characteristics of this particular set of emoticons, report on 
their evaluation while dividing into three categories: positive, 
negative and humorous. We list 23 emoticons which were 
annotated as “humorous” more often than “positive” or “negative”. 
With these novel insights into Chinese emoticons we want to help 
sentiment analysis researchers to consider implementing 
emoticons in their algorithms and improve their efficiency. We 
also discuss possibilities and difficulties in using these emoticons 
in Chinese social media sentiment analysis and applying them to 
other domains in the future. 

At present, the sentiment analysis technology generally can be 
divided into two categories: rule-based relying on sentiment 
lexicons, and machine learning-based ones relying on annotated 
data. Tan and Zhang [Tan 08] conducted an empirical study of 
sentiment categorization on Chinese documents. They tested four 
features - mutual information, information gain, chi-square, and 
document frequency; and five learning algorithms: centroid 
classifier, k-nearest neighbor, winnow classifier, naïve Bayes 
(NB) and support vector machine (SVM). Their results showed 
that the information gain and SVM features provided the best 
performances for sentiment categorization coupled with domain 

or topic dependent classifiers. There are also researchers who have 
combined the machine learning approach with the lexicon-based 
approach. Chen et al. proposed a novel sentiment classification 
method which incorporated existing Chinese sentiment lexicon 
and convolutional neural network [Chen 15]. The results showed 
that their approach outperforms the convolutional neural network 
(CNN) model only with word embedding features [Kim 14]. 
However, existing approaches do not consider emoticons. 
Recently, a powerful system utilizing emoji in Twitter sentiment 
analysis model called DeepMoji was proposed [Felbo 17]. Its 
creators trained 1246 million tweets containing one of 64 common 
emoticons by bidirectional long short-term memory (Bi-LSTM) 
model and applied it to interpret the meaning behind the online 
messages. DeepMoji is also the most advanced sarcasm-detecting 
model, with an accuracy rate of 82.4 percent even outperforming 
human detectors who managed to acquire 76.1 percent accuracy 
rate. 

In the real-life (offline) dialogue between human beings, 
besides tone changes, we usually express emotions with body 
language. In social networks, this can partially achieve by using 
emoticons [Aldunate 16]. 

In Chinese social media (Weibo in our example), we found that 
in addition to the expression of positive and negative emotions, 
people tend to express a kind of humorous emotion, which is not 
sarcasm. Sarcasm reverses the emotion of the literal text, therefore 
sarcasm-detecting capability can play a significant role in 
sentiment analysis, especially in case of social media, however 
sarcasm and irony tend to convey negative emotions in general. 
We have noticed above mentioned humorous emotion of Weibo 
users when they post microblog entries which contain emoticons 
but are often difficult to be classified as positive or negative. It 
seems that some emoticons are used just for fun, self-mockery or 
jocosity which expresses a kind of implicit humor characteristic in 
Chinese culture. Emoticons seem to play an important role in 
expressing this kind of emotion. There is a high possibility that 
this phenomenon can cause a significant difficulty in sentiment 
detecting task, therefore we decided to analyze Weibo emoticons 
before adding them to our system for classifying emotions in 
Chinese microblogs. 

Contact: Da Li, Graduate School of Information Science and 
Technology, Hokkaido University, lida@ist.hokudai.ac.jp 
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First we chose 67 most common emoticons out of 144 
emoticons used in Weibo (see Figure 1). Only the emoticons with 
facial expression were chosen. 
 

 
Figure 1: Most common emoticons of Weibo 

 
We asked 12 Chinese native speakers to label these 67 

emoticons by applying one of three following categories: positive, 
negative and humorous. The evaluators were 6 males and 6 
females, each of them being a Weibo user for more than five years.  
 

Table 1: Twenty-three emoticons conveying humor typical in 
Chinese culture 

NUMBER HUM (%) NEG (%) POS (%) 

A1 41.7 25.0 33.3 

G1 58.3 0.0 41.7 

L1 66.7 33.3 0.0 

E2 91.7 8.3 0.0 

G2 58.3 0.0 41.7 

M2 83.3 0.0 16.7 

N2 58.3 25.0 16.7 

O2 66.7 8.3 25.0 

G3 66.7 0.0 33.3 

H3 41.7 33.3 25.0 

I3 75.0 25.0 0.0 

J3 58.3 41.7 0.0 

M3 50.0 25.0 25.0 

O3 66.7 33.3 0.0 

A4 50.0 50.0 0.0 

E4 58.3 41.7 0.0 

H4 50.0 50.0 0.0 

I4 50.0 50.0 0.0 

A5 50.0 33.3 16.7 

C5 41.7 41.7 16.7 

D5 75.0 8.3 16.7 

F5 58.3 33.3 8.3 

G5 75.0 0.0 25.0 

The annotation results showed that there are 44 emoticons with 
obvious positive or negative emotion, and the remaining 23 
emoticons are considered more as humorous than positive or 
negative. The results are summarized in Table 1. 

Our hypothesis is that the emoticons which are considered to be 
humorous expression in more than 50% of cases (see Table 1) 
usually convey humorous load. Moreover, the sentiment polarity 
of emoticons such as , ,  and other cases show rather 
clearly their ambiguity, and they should be treated with special 
care when we add emoticon recognition capability to our system 
in the future. A1 was originally a smile emoji, but more and more 
people believe that this emoji is used for expressing artificial smile, 
ridicule or self-mockery. On the other hand, when dealing with 
such emoticons on Weibo, we should be careful with jumping to 
conclusion and straightforwardly label it as a humorous, but 
instead we need to use a significant number of labeled examples 
containing these emoticons to train an appropriate model, for 
example by means of deep neural network. Besides, special 
attention should be given to emoticons such as , , ,  
and  because they tend to be considered to represent humorous 
meaning, and they became the most frequently used emoticons in 
Weibo in recent years (see Figure 2) *1. 

 

 
 
Figure 2: Top seven most frequently used emoticons in Weibo in  
   2017 
 

Usually, when we process NLP tasks in social media, 
researchers tend to filter out images and videos as noise and 
concentrate on textual analysis. This often brings obvious 
difficulties for the sentiment analysis task. For example, as shown 
in Figure 3, we know that the user wants to share some gourmet 
food he ate during his journey, but if we only consider the text, 
"Morning! Third day in Sapporo, what should I eat for breakfast?" 
would be normally considered as neural, but because the tweet 
contains  (100% positive in our annotation), a system could 
correctly mark the entry as positive. Based on this observation, we 
can notice that the sentiment analysis considering emoticons has 
could improve performance while analyzing short texts or the 
posts with images without any image processing. 

The hypothesis that human facial expressions are universal 
[Darwin 72] is likely wrong [Gendron 14]. [Ekman 92] pointed 
out that the human beings of all races in the world have six basic 
feelings in common. However, as [Jack 14] study suggest, there 

*1  http;//www.civiw.com/webyy/20170920175205 
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might be only four basic feelings. There are many unknown factors 
in constantly changing moods of human beings, but 
communication with emoticons has become a global phenomenon.  
On the other hand, because of different ethnic and cultural 
differences, misunderstandings in using facial emoticons are 
possible [Rzepka 17]. We noted that in the Facebook emoticons 
survey 2017*2 the emoji  ranked first in the list of most used 
emoticons top 10. This emoji is similar to the most used emoticons 
in 2017 on Weibo:  according to their survey*3. It looks like a 
combination of  (Person Facepalming) and  (Face with 
Tears of Joy)  Both of them look like a face laughing through tears, 
but the expression of feelings is different when “facepalm” hand 
is added causing express the resignation nuance more 
humorous. It also shows that we need to pay attention to the 
cultural background of different races in the emotional processing 
of multiple languages. 
 

 
Figure 3: Weibo post: “Morning! Third day in Sapporo, what            
   should I eat for breakfast?” 

In this paper, we introduced our preliminary analysis of 
emoticons used on Weibo, Chinese microblog. By performing a 
polarity annotation with a new “humorous type” added, we have 
confirmed that 23 emoticons can be considered more as humorous 
than positive or negative. We also discussed some possible 
problems which might occur during any social media sentiment 
analysis performed on Chinese language. We believe that 
combining machine learning sentiment lexicons and 
paralinguistic elements as emoticons can be expected to achieve 
better performance in the future. In terms of applications, tourism 
information detection, tourism attraction or food recommendation 

systems can also be expected to have better accuracy by 
implementing emoji processing. We would also like to draw 
attention of the sentiment researchers to the phenomenon of 
emoticons that can change their meaning in time. This can be an 
important clue suggesting that updating data for machine learning-
based approaches might be crucial.  
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Filtering out improper accounts from Twitter user accounts for discovering 
individuals interested in certain topic 

 Chao Cai*1 Shun Shiramatsu*1 

*1 Department of Computer Science, Graduate School of Engineering, Nagoya Institute of Technology  

Nowadays, the continuously growing popularity of Web-based Debates and online survey are requiring participants from 
different places and backgrounds which raises the need of the application for topic-oriented participants recommendation based 
on social networking service(SNS). Among several kinds of SNS, Twitter holds over 300 million users located all over the 
world. Therefore, the aim of this paper is to propose a filter technique applying natural language processing skill, which filters 
the individual users from other official or robot users of twitter for Web-based Debate system and online survey participants 
recommendation. To keep the balance of user groups for training, the search was divided into two parts with different list of 
keywords. As result, we gained the F measure of 0.93 by processing the data with SVM. 

 

1. Introduction 
Recent years, the application of Web-based debate system is 

gradually growing. In 2013, the debate concerning Nagoya City 
Time Plan by Imi et al. [Imi 2014] involved 266 people by utilizing 
the Online Debate System COLLAGREE. Recommending and 
inviting participants online has become an essential issue when 
organizing a debate or survey. This paper is focused on twitter 
which holds over 300 million users from different locations. The 
research A Machine Learning Approach to Twitter User 
Classification by Marco Pennacchiotti et al. [Pennacchiotti 2010] 
could gather groups of twitter user who are interested in certain 
topic. However, there are unavoidably official users or robot users 
mixed in the user group. To discover individual users who can 
participate in debate or survey on specific topic, we describe a user 
filter which can filter out the improper users.  
 Since the robot or official user generally has different tweet 
behavior and user information, the main idea of this paper is to 
suppose a filter based on the concept. The system is designed to 
analyze the tweet part (created time and tweet text) and the user 
information part (onscreen name and description) of each data set 
with TFIDF and support vector machine (SVM).  

2. Designing feature vector 

2.1 Details of the data 
We have collected 669 data sets in advance through twitter 

stream API and tweet search API, in which each data set involves 
4 parts: (1) tweet text, (2) tweet created time, (3) user name, (4) 
user description. To keep the balance of number of individual 
users and improper user, the data was collected based on two 
different lists of keywords in two separated searches. The ratio of 
individuals and improper users is 452:217. 

2.2 Features of user groups  
As the main concept defined above, to decide which group one 

user is, two main parts are considered, which are the tweet contents 
and user information. For the improper users, we separated them 

into 3 groups: (1) official user, (2) inactive user, (3) robot user by 
analyzing the data.  

 Official user: specific terms in user onscreen name or 
description (e.g. kousiki akkaunto (official account) in 
description or company name in both part).  

 Inactive user: retweet only the campaign contents and 
without a user description with random characters terms 
in onscreen name. 

 Robot user: specific terms (e.g. bot or common entities) 
in user onscreen name or description, involving 
advertisement or promotion either in description and 
tweet content. 

While the individual users who generally have specific terms 
representing their real name in onscreen name and most likely with 
a description involving location or date of birth. Table 1 shows the 
samples contents of each user group. 

2.3 Pre-processing the data 
As we mentioned above, the specific terms in each tweet text or 

user information may help judge the group of users. Hence, for 
words embedding and extracting the classification information, we 
apply MeCab and term frequency-inverse document 
frequency(TFIDF) algorithm. In this work, all tweets and users 
have been collected under a list of Japanese keywords. Meanwhile, 
MeCab can segment Japanese sentences into words which can be 
the input of TFIDF later. TFIDF is to retrieve unique terms for 
document in a corpus. Since the same term will unavoidably 
appear in both tweet content part and user information part, we 
process them separately by TFIDF to generate two matrix-like 
data which both contain 669 rows with 5110 dimensions for tweet 
part, 5949 dimensions for user information part. Because the same 
row in two matrix data refers to one user-tweet data set, we 
combine the two vectors to generate a xxx multiply xxx matrix. 
For each vector, dimension from 1st to 5110th refers to tweet 
contents and the rest dimensions refer to user information.  

2.4 Future works 
For our future works, we are planning to take the user tweet 

behavior (the tweet frequency in a certain period, times of retweet  
Contact: Chao Cai, Nagoya Institute of Technology, Gokiso-cho, 
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 Table 1: Samples for each user group 

  
et al.), user relationship (followers and followee analysis) and 
analysis of other contents of user information (created time,
location etc.) into consideration for design of feature vector to 
construct a more distinguishable representation of each user. 

3. Filter with SVM 
SVM is known as an efficient machine learning model with high 

accuracy by constructing a hyperplane that can represents the 
largest margin between two groups of data, which have been 
constantly showing reliance on binary classification. By applying 
the Kernel Function, SVM can perform a nonlinear classification. 
In this paper, we apply SVM with RBF Kernel, which is with 2 
significant parameters, cost parameter (C) and Gamma. 

3.1 C and Gamma 
C is a parameter that determines the penalty of misclassification 

in case that the data cannot be separated linearly (or nonlinearly). 
Gamma parameter will change the complexity of detective range 
which unavoidably decrease the compatibility of the model. The 
Gaussian function can be defined as below: 

 ( , ) = (− ‖ − ‖ ) 
 

We can find out that the graph of K will become more complex as 
the value of gamma grows. Thus, the tuning of parameter will be 
important for this work. 

3.2 Result of experiments 
We simply run the filter to process the data that we have 

vectorized and fabricated for 60 times. For each 10 times, the 
parameters are changed, and the training-test data separation will 
be randomly determined to gain a cross-validation like result, of 
which we calculate the averages of precision score, recall score 
and F measure. We simply show the result  with different 
parameter settings in Figure 1, 2 , 3.  In addition, the default setting 
is C = 1.0, Gamma = 0/number of dimensions.  

 We can find out from Figure 1 and Figure 3 that the precision 
score and F measure can be only visually affected with large C and 
small gamma and the recall score barely change as the parameters 
change. 
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Figure 11: the average of precision score 

Figure 22: the average of recall score 
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4. Evaluation of result 
Precision Score. Since the precision score is determined by the 
number of true positive samples and false positive samples, the 
miss recognition of improper user significantly affects the 
precision score. Because of the similarity of users group and the 
small size of data with less well balance, SVM runs with small 
C will simply misjudge the user group since there exist much 
user data without unique feature.  
Recall score. Because of the balance of user group, the 
individual user prediction appears unavoidably more than 
improper one. Since the recall score decreases only when 
misjudgment of individual user occurs, the recall score stays 
stable as expected. 
F measure. F measure is the harmonic mean of precision and 
recall. We suppose that F measure indicates the convincible 
accuracy of the model. As the result shown in Figure 3, much 
tolerance of misrecognition and simpler detected range by large 
C and small gamma significantly improve the performance of 
this model even though the recall score decreases. 

5. Conclusions and future work 
We presented a filter system that filter out the improper user 

from the raw data set collected by twitter API. We attempted to 
summarize the features of each user group with the tweet 
contents and user description. With the feature vector we 
designed, we have gained acceptable result and showed that the 
user filter is a feasible task.  

However, the data size and balance have limited the reliance 
and the compatibility of this model. The design of feature 
vector is too simple especially when dealing with larger size of 
data. Hence, for future work: 

 Larger size of data 
 Introducing Deep Learning such as CNN into the 

model 
 More well-thoughted design of feature vector 
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Analysis on Elements to Motivate Reading Comics Motivation 

  *1  *1  *2 
 Kenta Sato  Yoshiki Maki Satoshi Nakamura 

 *1    
 Graduate School of Advanced Mathematical Sciences, Meiji University 

 *2    
Department of Frontier Media Science, School of Interdisciplinary Mathematical Sciences, Meiji University 

 Several Web sites show a scene of comics as an advertisement to sell them. The objective of our work is to estimate the best 
page in the comic for a user to increase his/her reading motivation depending on the context. In this paper, we analyze the 
recommended pages in each comic which we generated in our past work and clarify the characteristics of them. Also, we 
consider a method to estimate such pages. 
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既存の漫画に基づいた２コマ漫画の自律生成
Autonomous Generation of 2-panel Comics Based on Human-made Comics

迎山和司 ∗1
Kazushi Mukaiyama

∗1公立はこだて未来大学
Future University Hakodate

This paper reports an AI has made 2-panel comics using rules of meta-information obtained from human-made
4-panel comics. The 4-panel comic consists of 4 panels, and each panel consists of characters, backgrounds, balloon
texts, onomatopoeia, and cartoon marks. At the interesting point, we can restore a comic strip which was broken
up into panels separately. This means that there is something about connecting in the panels. Then, this paper
describes that the experiment to find such a connection rule and make a new story by combining selected panels.
The analysis led the rules for dialogue and characters. As a result, the AI made stories up to 2 panels without
collapse. This experiment indicated the effectiveness of abstracting different comics and creating new comics from
common elements. In the future, this AI will be expected to try out not only 4-panel comics but also story comics
using the similar method.

1. はじめに

図 1: 生成された２コマ漫画

本研究では，人工知能によって４コマ漫画を分析し，得られ
た特徴情報からルールを設定して２コマ漫画を作った．（図 1）
すでに人間の作家によって描かれた複数の４コマ漫画から，登
場人物とフキダシを特定し，その位置や内容を抽出した．そし
て性別と年齢が近い登場人物は同一人物として扱い，位置とセ
リフの対応を考慮して本来とは違うコマ同士を組み合わせた．
目的は人工知能が自律的に物語を作れることの可能性を確か

めるためである．いまやコンピュータは芸術分野の様々なとこ

連絡先: 迎山和司，公立はこだて未来大学，北海道函館市亀田
中野町 116-2，kazushi@fun.ac.jp

ろで道具として利用されている．しかし，人間のように自律し
て行動するコンピュータつまり人工知能が芸術作品を作るよう
ことは未だ少ない．[Cohen 79] ところが，2016年には人工知
能が書いた短編小説が文学賞の一次審査を通過するようになっ
た．人間以外の存在が創造する物語が人間の鑑賞に耐えるも
のになっている証拠と言える．ただし，物語のあらすじに当た
る部分はこの人工知能の作者によって初めから決められており
完全に自律しているとは言えない．当初，この人工知能の作者
はあらすじを既存の小説の切り貼りによって生成しようとした
が，単なる組み合わせだけではうまく行かなかった．一文ずつ
からでは大局的な文脈が抽出できないため，組み合わせれば組
み合わせるほど物語の骨子が崩れてしまうのである．[Sato 16]

そこで本研究では，人工知能による物語の自律生成を実現
するため，物語を形作る要素を文章だけに限らず，図像なども
取り入れることを試した．情景描写を含めてすべてを文字で扱
おうとすると特徴情報の抽出が複雑になる．しかし，絵を情景
描写の記号として扱えば特徴情報が抽出しやすくなる．その
ことで却って物語が作りやすくなるのではないかと考えたので
ある．
そもそもの大目標は人間の創作行為の本質を知ることであ

る．したがって，人間のように外界を学習をする人工知能をモ
デル化することに注意した．学習型モデルの人工知能を用い
て，コンピュータと人間を対比させると，人間の創作行為をコ
ンピュータで置き換えられる部分と置き換えられない部分が明
確になる．この違いを考察することは，人間の創作行為の本質
を知ることにつながる．
人間の創作も，素材となる様々な情報を取り入れて，自分な

りに消化しオリジナルの作品を作る．そこで物語の自律生成に
対して，本研究では既存の漫画を分析することによって，新し
い漫画の物語を作ることを試みた．おそろしく沢山の漫画を読
んだ人工知能が漫画を作れるとしたら，それは人間と同じよう
に創造したことになるのだろうか？

2. ４コマ漫画
図像と文字によって物語を表現する方法の一つに漫画があ

る．漫画は紙面をコマと呼ばれる枠線で分割し，その中に絵
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フキダシ（セリフ）

漫符

オノマトペ

絵（登場人物） 絵（背景など）

図 2: ４コマ漫画の要素（ c©さんりようこ, Manga109）

（登場人物や背景）・フキダシ（セリフ）・オノマトペ・漫符な
どの要素を用いる．（図 2）これらの要素によって洗練された物
語の表現ができるが，各要素は記号であり暗黙知による読み方
のルールがあって特徴情報を把握しやすい．[Natsume 95] と
りわけ４コマ漫画は構成要素が比較的単純なので分析が行いや
すい．

3. 提案手法
3.1 分析

図 3: ４コマ漫画の復元実験

４コマ漫画は４つのコマで構成され，一つのコマは登場人
物・背景・セリフ・オノマトペ・漫符の要素で構成される．興味
深い点はコマの形は同じなのにコマをバラバラに分解されても
読者は元に戻すことができることだ．そこで，読者はコマの中
に描かれた登場人物・背景・セリフ・オノマトペ・漫符のうちの
何を手がかりにしているかを確認した．（図 3）[Mukaiyama 14]

80枚のカードから４コマ漫画を復元してもらい，終わった後
に読者に何を手がかりにしたかを質問をした．その結果，登場
人物や背景から同じ話にまとめた後，展開パターンやセリフで
順番を決めていることがわかった．また，オノマトペや漫符は
復元の手がかりにはほとんど使っていなかった．

3.2 方法
バラバラに分解されたコマから漫画を元に戻せるというこ

とは，コマとコマに何らかの物語のつながりがあるというこ
とである．作品から読者が得ることのできる情報は登場人物・
背景・セリフ・オノマトペ・漫符の要素しかないので各要素同
士につながりがある．当然，本来のコマ同士のつながりが最も
強いものであるが，つながりにルールがあれば，他のコマでも

近いつながりがあるかもしれない．そのようなつながりのルー
ルを見つけて，さらに性別と年齢が近い登場人物は同一人物と
して扱い，選び出したコマ同士を組み合わせれば新しい物語が
できると考えた．このような手法は小説の世界ではカットアッ
プと呼ばれている．[Burroughs 99]

分析の結果から既存のコマの組み合わせて物語を作るルー
ルを以下のように決めた．

• セリフに繋がりのあるコマ同士を見つける

• 登場人物の位置と大きさが近いコマ同士をを見つける

漫画を復元する時に読者は最終的にはセリフを読んで物語を
確認していた．したがって，違う物語でもセリフが自然につな
がって読めるコマの組み合わせを見つけることが重要である．
４コマ漫画の場合，背景は殆ど描かれないので登場人物のみを
扱ってもほぼ問題ない．そして，登場人物の位置と大きさが揃
うと図像として物語の破綻が少ないことがわかった．これは鈴
木清順監督の映画のカット割りでよくみられる．[Suzuki 01]

セリフのつながりの特徴情報は会話分析の隣接ペア
[Takagi 16] という概念を用いた．隣接ペアとは会話分析に
おける行為連鎖の基本単位である．通常の会話は話者の順番交
替によって進む．その際，発話は発言内容ではなく発言行為に
よって２話１組のペア（表 1）にまとめられるという主張に基
づく．本研究では，すべての作品のフキダシを順序立てて特定
して，セリフの内容から隣接ペアに該当するペアを特定した．
これらの作業は自作編集プログラムを用いて手入力で行った．
（図 4）

第一成分 第二成分
問い 答え
挨拶 挨拶

要請/招待 受諾/拒絶
苦情 否定/拒絶/同意
批判 否定/肯定
申込 受容/拒絶

…など

表 1: 隣接ペア

登場人物の位置と大きさの特徴情報は，SVMによる顔検出
[King 09] と４層畳み込みニューラルネットワークによる顔認
識 [Lin 14] を用いた．その際，各登場人物の辞書を作り名前・
年齢・性別の情報を付加した．ただし，誤検出率が高かったの
で，最終的には手作業で修正した．その他にも，描画のために
顔の向き・表情などの特徴情報も顔認識によって付加した．以
上の処理により XML形式の特徴情報を抽出した．（図 5）

3.3 結果
素材となる漫画は，学術目的に公開されているデータセッ

トのマンガ 109[Matsui 16] から４コマ漫画作品の「あくはむ
（ c©新居さとし）」，「高校の人達（ c©葛原兄）」，「OL ランチ
（ c©さんりようこ）」を用いた．それぞれのコマ数は「あくは
む」では 560コマ (140話)，「高校の人達」では 752コマ (188

話)，「OLランチ」では 616コマ (154話)である．これらの合
計 1928コマから 88コマを抽出し 44話分の２コマ漫画を作成
することができた．内 8話が他作品同士の組み合わせである．
（図 6）描画は手作業で行った．ただし，抽象化された情報に
基づいて描画したので，プログラムによる描画でも近い結果に
なると考える．（図 7）
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図 4: フキダシ順序（青）と隣接ペア（水色）（ c©さんりよう
こ, Manga109）

<?xml version="1.0" ?>
<info>
  <!--age = 0:baby, 5:1-9, 10:10-19, 20:20-29 ...., -1:???-->
  <character>
    <name>ol_a</name>
    <face dir="right" emo="smile" x1="56" x2="126" y1="126" y2="196"/>
    <accurancy>0.996359</accurancy>
    <accurancy_dir>0.614362</accurancy_dir>
    <accurancy_emo>2.0</accurancy_emo>
    <sex>female</sex>
    <age>20</age>
  </character>
  <character>
    <name>man_b</name>
    <face dir="left" emo="normal" x1="185" x2="255" y1="102" y2="171"/>
    <accurancy>0.994262</accurancy>
    <accurancy_dir>0.75621</accurancy_dir>
    <accurancy_emo>2.0</accurancy_emo>
    <sex>male</sex>
    <age>20</age>
  </character>
  <balloon>
    <id>OL_Lunch_007_r_02_1</id>
    <coord x1="220" x2="326" y1="0" y2="176"/>
    <dialog>None</dialog>
    <next>OL_Lunch_007_r_02_2</next>
    <who>man_b</who>
    <pair action="criticize" order="0" target="OL_Lunch_007_r_02_2"/>
  </balloon>
  <balloon>
    <id>OL_Lunch_007_r_02_2</id>
    <coord x1="86" x2="191" y1="0" y2="133"/>
    <dialog>None</dialog>
    <next>OL_Lunch_007_r_02_3</next>
    <who>ol_a</who>
    <pair action="deny" order="1" target="OL_Lunch_007_r_02_1"/>
  </balloon>
  <balloon>
    <id>OL_Lunch_007_r_02_3</id>
    <coord x1="5" x2="60" y1="136" y2="239"/>
    <dialog>None</dialog>
    <next>OL_Lunch_007_r_03_1</next>
    <who>ol_a</who>
    <pair action="query" order="0" target="OL_Lunch_007_r_03_1"/>
  </balloon>
</info>

OL_Lunch_007_r_02.xmlOL_Lunch_007_r_02.jpg

図 5: 特徴情報（ c©さんりようこ, Manga109）

4. 考察と展望
4.1 考察
今回は，作られた２コマ漫画作品を内容の面白さではなく

物語として破綻していないかで評価したい．その意味では２コ
マまでであれば破綻なく物語が作れたと考える．本来であれば
４コマの物語を作ることが望ましいが，その組み合わせは今の
データセットではほとんどみつからない．まず２コマで生成す
る場合，隣接ペアが１対１の対話であるので各成分がコマを跨
いでいる必要がある．さらに，コマを増やす場合，中間のコマ
に対して前後のコマそれぞれが対応する隣接ペアを含んでいる
必要がある．そのような中間につかえるセリフのあるコマはほ
とんどなかった．そもそも隣接ペアを機械学習などによって抽
出する技術は現時点ではなく，完全な自律を求めたより長い物
語づくりのためにはセリフの特徴情報抽出を別の手法で行う必
要がある．
今回の分析から原則４コマ漫画とは登場人物の会話集であ

ると認識した．そしてセリフを会話分析の手法に当てはめてみ
ると，殆どの隣接ペアは１つのコマの中で収まっており，コマ
を飛び越えた会話は少ないことがわかった．また，当然ながら
セリフのないコマもあった．このようなコマはどのコマにも組
み合わせやすい．とするならば，むしろコマ単位で各要素を組
み合わせることではなく，場面単位に各要素をまとめなおてコ
マを生成する方が柔軟な物語が作れるのではないかと考える．
得られた特徴情報群は整理すれば登場人物達の会話する場面を
舞台のように抽出できるだろう．
一方，人間の創作行為の本質を知るという視点において，本

研究の人工知能が人間と同じように創造したかといえば，そ
うとはいえない．用意した既存作品の量がまだ少ないからで
ある．とはいえ，他作品混合による物語を８つ作ることができ
た．したがって，あらゆる作品を抽象化して共通要素から新し
い物語を作るという本手法の有効性は示せたと考える．

4.2 展望
電子書籍の発展に伴い，漫画はますますデジタル画像として

保持されるだろう．それらの画像処理における領域分割や認識
は今後益々活発になると思われる．そのように解析された特徴
情報が充実していく将来を見通して，本研究は人工知能による
物語生成の一つの手法を示した．今後は４コマ漫画にのみなら
ずストーリー漫画でも要素を抽出して同様の手法で試したい．

character: 1-1, name: fujiko
sex: female, age: 30

balloon: 1-1
character: 1-1, pair: query

character: 1-2, name: mami
sex: female, age: 20

balloon: 2-1
character: 2-2, pair: answer

character: 2-1, name: ol_a
sex: female, age: 20

character: 2-2, name: ol_b
sex: female, age: 20

図 6: 抽象化されたコマ（ c©葛原兄, c©さんりようこ,

Manga109）
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高校の人達 , vol.3, p.28, 「彼のハートは手編みであなたのもの！」 
©葛原 兄 , Manga109

OL ランチ , p.33, 「ひとり暮らしだし」 
©さんりようこ , Manga109

図 7: 結果（ c©新居さとし, c©葛原兄, c©さんりようこ, Manga109）

5. 関連研究
5.1 きまぐれ人工知能プロジェクト作家ですのよ
松原らはショートショート作家の星新一の作品を基にし

て人工知能によって新作の小説をつくることを目指した．
[Matsubara 13]ショートショートとは 400字詰め原稿用紙 20

枚程度の短編小説である．本研究の成果はプロジェクトメン
バーの佐藤によって 2016年に新作を発表した．この新作は星
新一賞という文学賞の一次審査を通過した．[Sato 16]

5.2 全自動４コマ
柳井はWebアプリとして４コマ漫画を自動生成するシステ

ムを制作した．[Yanai 07]ブラウザ上でユーザーがキーワード
を入力するとその言葉に関連する情報をネットから抽出しセリ
フにあてはめて物語を作る．このためセリフは多様性を持つ
が，絵は数点に限られているためできあがった漫画は同じ結果
にみえる．

5.3 絵の時系列的状態遷移を用いた 2コマ漫画の自動
生成

上野らは２コマ漫画を生成するシステムを制作している．
[Ueno 13]このシステムでは，ユーザーが１コマ目にさまざま
なオブジェクトを配置すると，その情報に基づいて２コマ目を
自動的に生成する．この時，ユーザーが扱えるオブジェクトは
あらかじめ決められている．
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Toward a Network Analysis of 
Empathic and Exciting AI Conversation and Scenario
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Yasuda Yuki
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The purpose of this paper is to specify the characteristics of empathic and exciting conversation from the texts of a cartoon, 
called “ ONE PIECE.”(ODA, 1997-2018) . My purpose is to build a base for AI conversation system which can understand
human nature of empathy based on social networks. “ONE PIECE” is one of the best seller comics for young boys worldwide
and is full of empathic and moving conversations among heroes. Using the conversation data, I try to extract the networks 
among heroes, human rules and emotional logics driving readers’ mind in order to d theories for empathic AI conversation.
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A Proposal of Machine Translation from Japanese to Chinese Onomatopoeias 

YANG KAI *1                  *1              *2                     *3 

YANG KAI                  Tsuyoshi Nakamura        Masayoshi Kanoh                   Koji Yamada  

                *1                *2                 *3  
Nagoya Institute of Technology         Chukyo University             Institute of Advanced Media Arts and Sciences 

We can see many onomatopoeias in Japanese comics. Besides that, new onomatopoeic words are created and appear in the 
comics day by day. The new onomatopoeias aren’t found on Japanese dictionaries. Hence it is difficult for Chinese people to 
understand the onomatopoeias’ meaning or impression. This paper proposed machine translation from Japanese to Chinese 
onomatopoeias. The proposal is based on sound symbolism hypothesis. We are currently constructing the translation system. 
The paper reported components of the system and discussed the feasibility of the system. 
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Recognizing the Order of Four-scene Comics by Three-Path Convolutional Neural Networks

∗1
Saya Fujino

∗2
Naoki Mori

∗2
Keinosuke Matsumoto

∗2
Graduate School of Engineering, Osaka Prefecture University

Recently, the comic analysis has become an attractive research topic in the artificial intelligence fields as comic
engineering. In this study, we focused on the four-scene comics and applied deep convolutional neural networks
(DCNNs) to those data for understanding the order structure. We proposed the novel approach for that problem
by three-path DCNN with special input data formats. The hyperparameters of three-path DCNN are obtained by
evolutionary deep learning (evoDL). The effectiveness of the proposed method is confirmed by computer simulations
taking a real four-scene comics structure recognition problem as an example.
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本招待講演では，漫画・イラストのメディア処理として，講演者のグループが取り組んできた一連の取り組みを

紹介するとともに，漫画処理のために構築した世界最大規模のデータセット Manga109について紹介する．図書

であったこともあり，漫画は，これまでメディア処理の観点からの研究が十分に行われていなかった．また，漫

画は，本来2値画像であり，自然画像で研究開発された多くの手法が機能しない．講演者らは，漫画に特化した基

盤的な処理アルゴリズムについて研究するとともに，検索，描画支援といったインタラクティブ処理課題につい

て取り組みを進めてきた．また，より多くの人が，この課題に学術的な立場から，著作権の問題に悩むことな

く，取り組めるように，学術研究用の漫画のデータセットを構築し，公開した．そのデータセットのための膨大

なアノテーションも構築した．それらのデータセットについても紹介する．
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Trials of Generating Comic Illustrations Using Deep Generative Adversarial Networks

∗1
Jun Hozumi

∗1
Yutaka Matsuo

∗1
The University of Tokyo

There have been lots of research of automatic generation of images using deep generative models, like Generative
Adversarial Networks (GANs.) However most of these attempts are using colored photographs for training models
and few researches on generating illustration are using deep generative models. In this paper, we show our results of
several trials of generating comic Illustration using recent GANs, trained by black and white illustrations in frames
of ”Tetsuwan Atom(Astro boy)” series written by Osamu Tezuka. We confirmed GANs can learn characteristics of
comic illustrations, like lines and balloons, but we also found serious defects, one of which is indistinguishability of
characters and backgrounds.
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• DCGAN [Alec 15]
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Character Representation Adaption in Individual Manga

Koki Tsubota Toru Ogawa Toshihiko Yamasaki Kiyoharu Aizawa

The University of Tokyo

Our goal is character clustering of individual manga with bounding boxes of characters’ faces and frames. We
propose a method to adapt character representations to individual manga for clustering. We use deep metric
learning by making positive and negative pairs considering manga specific nature that the same character tends to
appear in the near page and the characters in the same frame almost always differ. We showed that adapting to
individual manga improves the accuracy of clustering.
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Support system of assigning label to acoustic event in pig farm by
automatic extraction of acoustic event and showing both acoustic
event and movie 
〇Misaki Mito1, Takuji Kawagishi1, Koichi Mizutani1,2, Keiichi Zempo1,2, Naoto

Wakatsuki1,2, Nobuhiro Takemae3, Takehiko Saito3 （1. Graduate School of Systems

and Information Engineering, Univ. Tsukuba, 2. Faculty of Engineering, Information

and Systems, Univ. Tsukuba, 3. National Institute of Animal Health, NARO） 

 5:20 PM -  5:40 PM   

Multi-spectroscopic sensing of lettuce for freshness measurement
using machine learning 
〇Takaharu Kameoka1, Akane Tsukahara1, Shinichi Kameoka1, Ryoei Ito1, Atsushi

Hashimoto1 （1. Mie University） 

 5:40 PM -  6:00 PM   

Preliminary study for discriminating oil palm ripeness by using
color chart 
〇Kaiko Minakata1, Kazuki Kobayashi1, Kunihisa Tashiro1, Hiroyuki Wakiwaka1,

Hirokazu Nagata2, Norhisam Misron3, Nor Aziana Aliteh3, Takuma Hasegawa1, Masaki

Futamata1 （1. Graduate School Science and Technology, Shinshu university, 2.

Grobal Education Center, Shinshu University, 3. Faculty of Engineering, Universiti

Putra Malaysia） 
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A Light-Driven Artificial Neural Network Architecture for Deep
Neural Network 
〇Takuya Otsuka1, Shiori Konisho1 （1. Nippon Telegraph and Telephone） 

 6:20 PM -  6:40 PM   

Evaluation of Data Augmentation to Image-Based Plant Disease
Detection 
〇Kenichi Kobayashi1, Junpei Tsuji1, Masato Noto1 （1. Kanagawa University） 
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Support system of assigning label to acoustic event in pig farm by automatic extraction of acoustic 
event and showing both acoustic event and movie

*1 *1 *1, 2

Misaki Mito Takuji Kawagishi Koichi Mizutani

*1, 2 *1, 2 *3 *3

Keiichi Zempo Naoto Wakatsuki Nobuhiro Takemae Takehiko Saito

*1 *2

Graduate School of Systems and Information Engineering, Faculty of Engineering, Information and Systems, 
Univ. Tsukuba Univ. Tsukuba

*3

National Institute of Animal Health, NARO

Porcine respiratory disease gives enormous loss to farmers. The number of sneezing increases when swine are infected 
with the disease. However, it is not verified that increasing the number of sneezing was occurred by swine influenza. To 
verifying them, under controlled infecting condition, sounds and movies were recorded. In this paper, the purpose is 
developing the support system to efficient assigning labels to acoustic events. First, to extract acoustic events, recorded 
sounds was applied frequency filter and classified by threshold level based on the signal to noise ratio. After that, both the 
acoustic event and movie was shown at the same time automatically. As a result, 30000 samples of acoustic events were 
extracted among 14 days. By using this system, observer assigned sneezing label to 67 samples in 3000 samples. The 
maximum speed of assigning was 200 samples per hour. Therefore assigning labels was efficient by this support system.

1.

280
[ 15]

[ 01]

1 ( )
14

2.

2.1
2016 2 15 3 1 14 ( )

5

(Panasonic, WM-61A) Web
(BAFFALO, BSW20KM11)

1

2.2
2

20 kHz
0.5 s [ 14]

4 kHz 40 kHz
SN 6 dB

1.5 s
50% 0.5 - 1 s

1

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1K3-OS-10a-01



- 2 -

3.

3.1

OCR

2

3.2
3

4.

4.1
2 14

3
3000 2

4.2
4

67

1 200
4(a)

5.

3000
67

1 200

JSPS 16H05008

[ 14] , , , :
, ,

Vol.45, No.1, pp.1-7, , 2014.
[ 01] : ,

All About Swine, Vol.19, pp.9-11, SPF ,
2001.

[ 15] : ,
All About Swine, Vol.47, pp.2-9 SPF , 2015.

2

3

4

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1K3-OS-10a-01



 

- 1 - 

 
Multi-spectroscopic sensing of lettuce for freshness measurement using machine learning 

                        
   Takaharu Kameoka   Akane Tsukahara    Shinichi Kameoka       Ryoei Ito      Atsushi Hashimoto 

 
Graduate School of Bioresources, Mie University 

Many conventional freshness (quality) measurement methods are separation analysis, and there are a number of problems 
such as extremely time-consuming measurement etc. in this analysis. Therefore, in this study, attention was focused on 
elements and organic matter, and tried to quantify the process of degradation of lettuce. Furthermore, from the surface color 
and moisture measurement, the relationship between freshness (deterioration) evaluation by appearance quality and objective 
evaluation is grasped and data set and evaluation method for freshness evaluation leading to machine learning in the future 
were studied. As a result, it became clear that there is a relationship between surface color and internal quality. It is suggested 
that freshness of lettuce can be quantified and predicted using only surface color information if accumulating experimental 
data and constructing a relationship between color change and internal quality using machine learning and depth learning. 
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[Kameoka 2017] Kameoka, S. et al.: A Wireless Sensor Network 

for Growth Environment Measurement and Multi-Band 
Optical Sensing to Diagnose Tree Vigor. Sensors, 2017. 
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Preliminary study for discriminating oil palm ripeness by using color chart 

*1 *1 *1 *1 *2 
Kaiko Minakata         Kazuki Kobayashi      Kunihisa Tashiro       Hiroyuki Wakiwaka    Hirokazu Nagata 

Norhisam Misrom*3 Nor Aziana Aliteh*3 *1 *1 
Takuma Hasegawa           Masaki   Futamata 

*1   *2  
Graduate School of Science and Technology, Shinshu University Grobal Education Center, Shinshu University 

*3 Faculty of Engineering, Universiti Putra Malaysia 
 

The purpose of this study is to compare human vision and Color chart to discriminate oil palm ripeness. First of all, moisture 
content of oil palm is estimated by human vision. And R value of RGB is extracted from oil palm pictures. Then it is evaluated 
by using testing of statistical hypothesis whether moisture content that is estimated by human vision can be discriminated by 
Color chart or not. As a result, combination of unripe and ripe, under-ripe and ripe can be discriminated by using Tukey test. 
But combination of unripe and under-ripe cannot. It is concluded that Color chart is not comparable to human vision yet. 
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DNN  
A  Light-Driven  Artificial  Neural  Network  Architecture  for  Deep  Neural  Network 

 *1 *1 
 Takuya  Otsuka Shiori  Konisho 

*1 NTT  
NTT Device Technology Labs NTT Corporation 

With the aim of making an IoT device more environmentally friendly, we attempted to redesign the physical layer of an 
IoT device architecture for a deep neural network. A method for making a deep neural network device for inference 
execution with a plastic optical fiber is proposed. The device comprises sum-of-product arithmetic units driven by light from 
an external light source and non-linear activation function units. These units are concatenated in line and form a layered 
network without optical amplifiers. 
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Data Augmentation

Evaluation of Data Augmentation to Image-Based Plant Disease Detection

Kenichi Kobayashi Junpei Tsuji Masato Noto

Graduate School of Electrical, Electronics and Information Engineering, Kanagawa University

In this paper, we discuss about the evaluation of data augmentation to improve the accuracy for detecting plant
diseases. Recently, researches on image-based plant disease detection using deep learning have been conducted.
The researches require a huge number of training data, however, it is difficult to obtain so much data. Therefore,
the authors focus an application of data augmentation to image-based plant disease detection. In many cases, it is
known that data augmentation is effective, however, in some cases performance might be worse. As the condition
that the performance of data augmentation deteriorates is not clear, the further researches are required. The
authors propose to apply Frechet Inception Distance (FID) to the evaluation of data augmentation. In this study,
we investigate the correlation between FID score and performance of data augmentation.
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Engineering Experiment Environment Combining Knowledge-Constructive
Jigsaw Method and IoT 
〇Takafumi Noguchi1 （1. National Institute of Technology, Kushiro College） 

 1:20 PM -  1:40 PM   

Effect of Educational-Support Robot Based on Cognitive Apprenticeship
Theory 
〇Kenya Miyauchi1, Jimenez Felix1, Tomohiro Yoshikawa1, Takeshi Furuhashi1 （1. Nagoya

university） 

 1:40 PM -  2:00 PM   

Development of a Simulation System for Changing Decision Character
during Playing Japanese Poem Card Game 
〇Chiharu Tokushima1, Masato Soga1 （1. Wakayama University） 

 2:00 PM -  2:20 PM   

Character Strokes Detection and Scoring for Increasing Children's
Calligraphy Training time 
〇Yui Kakino1, Makoto Kawano1, Takuro Yonezawa1, Jin Nakazawa1 （1. Keio University） 

 2:20 PM -  2:40 PM   

Analysis of NIE Worksheets and Article Estimation Method for Web News
Recommendation to Elementary School Teachers 
〇Shinya Seki1, Kazuaki Ando1 （1. Kagawa University） 

 2:40 PM -  3:00 PM   
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IoT  
Engineering Experiment Environment Combining Knowledge-Constructive Jigsaw Method and IoT 

*1 
Takafumi Noguchi 

*1  
National Institute of Technology, Kushiro College 

We have practiced mechatronics education using LEGO. Until now, we have prepared individual learning environments 
where each student can solve tasks by trial and error. However, since individual learning has no information exchange between 
learners, many students ended up solving the minimum task. Therefore, in this research, we realized a system that can easily 
integrate devices created by individual learning in cooperative learning by converting devices manufactured by LEGO into IoT. 
In this learning environment, learners not only can integrate real world equipment, but also can easily control the other 
equipment depending on the state of the equipment. Learners were able to seamlessly participate in cooperative learning after 
concentrating on individual learning. 
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3.3 

4.  

4.1  

4.2  

5 

EV3

1 slot Dictionary input, output; 
2 slot String state, st1; 
3 Void state_0(Number); 
4 Void state_1(Number); 
5 Void state_2(Number); 
6 Void outData(Number); 
7 action input() 
8 { 
9  Dictionary port_in; 
10  Number data0,data1; 
11  port_in=getDictionary(input,"port1"); 
12  data0=getNumber(port_in,"PCT"); 
13  if(st1 =="1") data1=1; 
14  else data1=0; 
15  if(state=="0") state_0(data1); 
16  else if(state=="1") state_1(data0); 
17  else if(state=="2") state_2(data0); 
18 } 
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Effect of Educational-Support Robot Based on Cognitive Apprenticeship Theory

∗1
Kenya MiyauchiI

∗1
Felix Jimenez

∗1
Tomohiro Yoshikawa

∗1
Takeshi Furuhashi

∗1
Graduate School of Engineering Nagoya University

Recently, educational-support robots, which support learning attract many people’s attentions. In previous
research the robot teaches how to solve some questions only. However, it is difficult for learners to improve their
applied skill and inquiring mind, because it cannot prompt learners to deliberate. Thus, this study develops a robot
which support based on cognitive apprenticeship. The previous study reported that teaching based on cognitive
apprenticeship can prompt learners to deliberate in pedagogy. Therefore, learner who was taught based on cognitive
apprenticeship can be improved the applied skills and inquiring mind. In this paper, we investigates learning effect
and impression effect of learners for the robot which support based on cognitive apprenticeship.
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Development of a Simulation Support System for Changing Decision Character  

during Playing Japanese Poem Card Game 

   
 Chiharu Tokushima Masato Soga 

 
Faculty of System Engineering, Wakayama University  

Japanese Poem Card Game is a game in which a reader reads upper sentence of a poem and players get the card with lower 
sentence of the poem. One hundred poems from Japanese traditional poem set called “Hyakunin-isshu” are used for the game. 
A game is played with two players, and a player who got more cards than the other player wins the game. Therefore, players 
try to get the card as early as possible to win the game. Players need to remember lower sentence of the poem, when a reader 
begins to read upper sentence of the poem. Since some beginning characters of upper sentences are the same, players need to 
listen to decision character which decides unique card with lower sentence. The decision character changes during a game, 
because the number of cards with lower sentences which correspond with the same beginning characters of upper sentences 
decreases. Since it is difficult for a learner to simulate the change of decision character in mind, we propose and developed a 
support system which simulates the change of decision character. We verified the effect of the system by an evaluation 
experiment.  
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Character Strokes Detection and Scoring for Increasing Children’s Calligraphy Training time

∗1
Yui Kakino

∗2
Makoto Kawano

∗2
Takuro Yonezawa

∗1
Jin Nakazawa

∗1
Faculty of Environment and Information Studies, Keio University

∗2
Graduate School of Media and Governance, Keio University

In order to encourage elementary school students unfamiliar with Japanese calligraphy to have an assertive atti-
tude towards acquiring basic calligraphy skills, it is imperative to have an application that provides an environment
which allows them to practice calligraphy regardless of the time and place. Due to the fact that this application re-
quires an evaluation system that does not need a calligraphy teacher’s assistance, this research proposes a method
of automatically evaluating a work of calligraphy. All detected strokes within one sheet will be regarded as an
object detection problem, therefore, the entire work’s evaluation will depend on the detected strokes. Strokes are
a fundamental technique in calligraphy, and are a vital component in creating a work of calligraphy.

1.

∗1

[ 17]

1

Single Shot MultiBox Detector SSD [Liu 16]

AP

mAP

:

252-0882 5322 S213

yuui@ht.sfc.keio.ac.jp
∗1 https://studysapuri.jp

点数：84点

作品を書く
点画検出
採点撮影＆ラスタ画像化

1: 1 2
3 5
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2: mAP

mAP

50 27.1 9.1 4.5 34.2 31.9 55.7

100 49.9 34.7 57.9 44.1 45.1 67.9

150 62.2 45.5 72.0 68.4 59.5 65.9

(a)

(b)
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Herguedas, M., and Hernández, C.: Teaching and

learning physics with smartphones, in Blended Learning:

Concepts, Methodologies, Tools, and Applications, pp.

866–885, IGI Global (2017)

[Han 08] Han, C.-C., Chou, C.-H., and Wu, C.-S.: An in-

teractive grading and learning system for chinese callig-

raphy, Machine Vision and Applications, Vol. 19, No. 1,

pp. 43–55 (2008)

[He 17] He, K., Gkioxari, G., Dollár, P., and Girshick, R.:

Mask r-cnn, in Computer Vision (ICCV), 2017 IEEE

International Conference on, pp. 2980–2988IEEE (2017)

[Kang 16] Kang, D. and Yoon, K.: A Study on Developing

the Interface of Mobile E-learning Application for Chil-

dren’s Foreign Language Education, in Proceedings of the

International Working Conference on Advanced Visual

Interfaces, pp. 320–321ACM (2016)

[Kingma 14] Kingma, D. P. and Ba, J.: Adam: A

method for stochastic optimization, arXiv preprint

arXiv:1412.6980 (2014)

[Liu 16] Liu, W., Anguelov, D., Erhan, D., Szegedy, C.,

Reed, S., Fu, C.-Y., and Berg, A. C.: Ssd: Single shot

multibox detector, in European conference on computer

vision, pp. 21–37Springer (2016)

[Redmon 16a] Redmon, J., Divvala, S., Girshick, R., and

Farhadi, A.: You only look once: Unified, real-time ob-

ject detection, in Proceedings of the IEEE conference

on computer vision and pattern recognition, pp. 779–788

(2016)

[Redmon 16b] Redmon, J. and Farhadi, A.: YOLO9000:

better, faster, stronger, arXiv preprint, Vol. 1612, (2016)

[Simonyan 14] Simonyan, K. and Zisserman, A.: Very deep

convolutional networks for large-scale image recognition,

arXiv preprint arXiv:1409.1556 (2014)

[ 17]

,

(2017)

[ 16] , , ,

Mojivator:

, in Workshop on Interactive Systems and Software

(2016)

4

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1L1-04



 

- 1 - 

Web  
NIE NIE  

Analysis of NIE Worksheets and Article Estimation Method  
for Web News Recommendation to Elementary School Teachers 

*1                                      *2 
Shinya Seki                                     Kazuaki Ando 

*1                          *2  
Graduate school of Engineering, Kagawa University                   Faculty of Engineering, Kagawa University 

In elementary schools, NIE (Newspaper in Education), which uses newspaper as teaching materials in classes, is being 
implemented. However, teachers’ loads are increasing by adjusting time in general classes, selecting suitable articles and 
preparing support materials. The purpose of this study is to construct a Web news recommendation system for elementary 
school teachers. This paper analyzes articles in NIE worksheets based on categories and readability, and examines an 
estimation method of Web news suitable for NIE in elementary schools. 
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Investigation of a Training Environment for Student Teacher using Atmosphere Generation
Model in a Virtual Classroom

∗1
Masato Fukuda

∗2∗3∗4
Hung-Hsuan Huang

∗3
Kazuhiro Kuwabara

∗1
College of Information Science and Engineering Ritsumeikan University

∗2
Center for Advanced Intelligence Project RIKEN

∗3
Graduate School of Information Science and Engineering Ritsumeikan University

∗4
Department of Intelligence Science and Technology,Graduate School of Informatics, Kyoto University

The training program of high school teachers in Japan lacks the chance to practice teaching skills and the
admission of classes. As a new way of training and learning platform, we are running a project to develop a virtual
school environment. This paper proposes a design of training system for the student teachers. This system is
composed of a virtual classroom which has 30 virtual students. Each virtual student is controlled by an autonomous
agent, the agents react to the trainee s teaching performance in two ways. One is a reflective behavior, the other
is emotional behavior which decided by the atmosphere generation model.

1.
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IRT
Hidden Markov IRT model for dynamic assesment

∗1

Emiko Tsutsumi

∗2

Masaki Uto

∗2

Maomi Ueno

∗1

Faculty of Informatics and Engineering, The University of Electro-Communications

∗2

Graduate school of Informatics and Engineering, The University of Electro-Communications

To scaffold a learner efficiently, a teacher should predict the optimal degree of assistance to support the learner’s
development. Previous researches have proposed a dynamic assessment method to predict a learner’s performances
with a certain assistance by using Item response Theory (IRT). However, conventional IRT model does not take
the learner’s ability changes during learning into the model, therefore the IRT model might pause over-assistance
or lack of help. To solve this problem, we propose a new IRT model that incorporate the learner’s ability changes
according to a Hidden Markov process. This proposed model has two new parameters: the degree of the ability
changes and the number of tasks that the learner’s ability value continues. This results show that the proposed
model improves the prediction accuracy of the ability.

1.

(ZPD;Zone of Prox-
imal Development)Vygotsky [Vygotsky 62][Vygotsky 78]
Bruner,J [Bruner 96]

Brown Ferrara(1985)[Brown 85],Collins
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Ueno and Miyazawa (2017)[Ueno 17]

(IRT:Item
Response Theory)
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[Ueno 17]
IRT(Item Response Theory)
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P ∗
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Automatic Classification of Description Problem Answers in Business Education 

*1 *1 *2 
                                    Kenta Sasaki                                       Kenichi Suzuki                                           Kentaro Inui 

 *1  *2  
 Graduate School of Management, Globis University  Tohoku University 

Recently, automatic text scoring research using machine learning is progressing in an education field. Most of the short 
description problems have specific model answers. However, about business education, most of them don’t have specific model 
answers. Therefore, we investigated the possibility of classifying short description problem answers in a business education 
field, to develop an adaptive learning system. As a result, we confirmed that we could classify them with high accuracy if the 
number of answer characters is about 50 and answers can be clearly classified into less than three patterns. Then we could 
detect the words that contribute to the classification. Moreover, we found that the way of creating problems is one of the 
important factors to classify answers. 
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 SVM (Support Vector Machine) 
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 Competency-oriented Learning by Teaching is as effective as Mastery 
Learning provided by Cognitive Tutor 

Noboru Matsuda*1 
*1 Department of Teaching, Learning and Culture 

Texas A&M University 

The effect of Learning by Teaching and learning by being tutored was compared for learning linear equations. Three versions 
of an online learning environment were created: (1) APLUS for Learning by Teaching, (2) AplusTutor that is a cognitive tutor 
without problem selection adaptation, and (3) CogTutor+ that is equivalent to the traditional cognitive tutor. A randomized 
controlled study was conducted in two public schools with 184 7th and 8th grade students. The results showed (i) students’ in 
the AplusTutor condition finished the quiz quicker than students in the APLUS condition, and  (ii) there was a notable difference 
between Learning by Teaching and learning by being tutored in the “effort” students made.  

 

Learning by Teaching is a promising style of learning that has 
been empirically studied in various educational settings with 
remarkable positive effects in many subject domains [1, 2]. In 
recent years, researchers use the teachable agent technology to 
build an online learning environment that allows students to learn 
by teaching a synthetic peer, often called a teachable agent [3]. In 
the previous studies, the effect was often measured relative to 
traditional classroom instruction [4] or with different scaffolding 
strategies [6]. Learning by Teaching has rarely been compared 
with other types of instructional strategy. To advance the theory 
of Learning by Teaching, it is necessary to understand the 
similarities and differences between Learning by Teaching and 
other types of instructional strategy.  

The goal of this study is to compare the effect of Learning by 
Teaching with learning by being tutored (aka cognitive tutoring 
[7]). We used an existing online learning environment for 
Learning by Teaching—APLUS (Artificial Peer Learning 
environment Using SimStudent)—where students can 
interactively teach a teachable agent called SimStudent [5]. As a 
comparison, we developed two versions of cognitive tutors using 
the APLUS interface—AplusTutor and CogTutor+. A classroom 
study was conducted to measure the effect of these three types of 
learning technologies. 

Students using APLUS (Fig. 1) act as a tutor. The goal for 
students is to have their SimStudent pass the quiz. The quiz has 
four sections based on difficulty. One Step Equation (1 problem), 
Two Step Equations (2 problems), Equations with Variables on 
Both Sides (4 problems) and Final Challenge (8 problems, which 
is all equations with variables on both sides). SimStudent then 
applies what it has learned thus far to solve the quiz problems. 
There are learning resources available for students to review,:: (1) 
Problem Bank (a list of suggested equation problems to teach 
SimStudent), (2), Introduction Video (shows students how to use 
APLUS),  (3) Unit Overview (a brief overview of how to solve 

algebra equations) and (4) Examples (worked-out examples for the 
target quiz level equations). 

 

 
Fig. 1: Example screenshot of APLUS 
 

CogTutor+ (Fig. 2) is designed in such a way that it closely 
mimics the tutoring behavior of a cognitive tutor—i.e., adaptive 
problem selection based on knowledge tracing for mastery 
learning [8]. CogTutor+ is developed to most strictly compare 
Learning by Teaching and learning by being tutored. The students’ 
goal on CogTutor+ is the same as the traditional Cognitive Tutor, 
i.e., to reach the predefined mastery level in solving equations.  

 

 
Fig. 2: Example screenshot of COGTUTOR+ 
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AplusTutor, on the other hand, is designed to control student’s 
goal of learning—i.e., to pass the quiz. Students using AplusTutor 
select problems by themselves to practice in order to pass the quiz 
(by themselves). For this reason, we call students’ learning on 
AplusTutor Self-Regulated Practice.  

The goal of the current paper is to answer two specific research 
questions: (Q1) Which learning strategy is the most effective? —
Learning by Teaching (APLUS), Self-Regulated Practice 
(AplusTutorr), or Cognitive Tutoring (CogTutor+). (Q2) How do 
different learning strategies impact students’ learning differently? 
To address these research questions with tight controls, we 
developed two versions of cognitive tutors that look almost 
identical to APLUS. We call these cognitive tutors, AplusTutor 
and CogTutor+.  

To answer these two research questions, we tested the following 
specific hypotheses: (H1) There is no difference on learning 
outcomes between different learning strategies. Completing the 
quiz (either by SimStudent or by students themselves) leads to no 
better learning than achieving the mastery level in cognitive 
tutoring. However, students in the Self-Regulated Practice 
condition finish the quiz faster than Learning by Teaching, 
because the Learning by Teaching condition requires interactively 
teaching SimStudent, which takes time. (H2) Learning by 
Teaching students show more improvement on the Conceptual 
Knowledge Test compared to the other conditions because 
SimStudent asks “why” questions which builds students 
conceptual understanding. To test these hypotheses, we conducted 
a classroom (“in-vivo”) study where we compared the three 
strategies. 

The study was a randomized controlled trial with three 
conditions: (1) Learning by Teaching (LBT) where students used 
APLUS. (2) Cognitive Tutoring (CT) where students used 
CogTutor+. (3) Self-Regulated Practice (SRP) where students 
used AplusTutor. 

Two public schools participated in the study with the total of 
184 students in 12 7th and 8th grade algebra classrooms. In each 
classroom, students were randomly assigned to one of three 
conditions (i.e., within-class randomization).  

The study ran for six days, one class period (45 to 50 minutes) 
per day. On the first day, all participants took a pre-test. On the 
2nd through 5th day, participants used the software. On the last 
day, participants took a post-test. 

We measured learning outcome and learning activity.  Students’ 
learning outcome was measured with an online (pre- and post-) 
test that consisted of two parts: a Procedural Skill Test and a 
Conceptual Knowledge Test.  

The Procedural Skill Test has three sections: (1) An Equation 
section with 10 equation problems—2 one-step equations, 2 two-
step equations, and 6 equations with variables on both sides. (2) 
An Effective Next Step section with 2 equation problems that are 
half solved. Students identify the correctness of each of four 
operations proposed as a next step. (3) An Error Detection section 
with 3 equation problems that are solved incorrectly. Students 
identify the incorrect step and explain their reasoning.  

The Conceptual Knowledge Test consists of 24 true/false 
questions—6 items asking about variable terms, 6 about constant 
terms, 6 about like terms, and 6 about equivalent terms.  

Students’ learning activity was measured using learning process 
data that showed detailed interactions between a student and the 
system. The interactions are automatically collected by the system 
such as problems used for tutoring or practice, solutions entered 
by the student and the synthetic peer, quiz progress, and hint 
requested.  

For the analysis below, we included students who (a) took both 
pre and post-tests and (b) used the intervention at least for 3 (out 
of 4) days. There were 84 students (out of 184 in two schools) who 
met the criteria. Among these students, we excluded 17 students 
who scored 100% correct in the Equation part of the Procedural 
Skill Pre-Test. As a consequence, there were 67 students in the 
analysis: 24 in Learning by Teaching (LBT), 22 in Self-Regulated 
Practice (SRP), and 21 in Cognitive Tutoring (CT). 

Table 1 shows the average test score for all three conditions. A 
repeated-measures ANOVA for test score as the dependent 
variable with test-time (pre vs. post) and condition (LBT vs. SRP 
vs. CT) as independent variables revealed a main effect for test-
time for the Procedural Skill Test (PST); F(1, 64)=15.43, p < 
0.001; d = 0.29. The condition is not a main effect; F(2, 64) = .56, 
p = .58.  For Conceptual Knowledge Test (CKT), test-time was 
not a main effect; F(1, 64) = 2.36, p = 0.13, nor condition; F(2,64) 
= 0.67, p = .52.  

 
Table1: scores. The number in parentheses shows standard 
deviation. CKT: Conceptual Knowledge Test. PST: Procedural 
Skill Test. 

 
 

The data show that students in all three conditions equally 
improved their performance in solving equations (the PST score). 
The data also show that students did not improve their competency 
on the Conceptual Knowledge Test regardless of the learning 
strategy.  The first half of hypothesis H1 (learning achievement) 
is supported. H2 is not supported. 

To test the second half of H1(speed of learning), we compared 
learning processes across the three strategies. We analyzed 
process data with a focus on speed to complete a learning goal and 
the amount of effort required. We operationalized speed as the 
number of days needed to pass the quiz for LBT  and SRP and to 
reach to a mastery level for CT.  As there was an error in data 
collection for the CT, speed to complete was only measured in 
LBT and SRP. Eight students in LBT passed all quiz levels and 18 
in SRP.  
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Fig. 3: Transition of quiz levels for Self-Regulated Practice (SRP) 
and Learning by Teaching (LBT). The X-axis shows intervention 
days and the y-axis shows the average quiz level passed. 

 
Fig. 3 shows the average quiz level for each intervention day. 

Figure 3 also shows that SRP students reached higher quiz levels 
quicker than LBT students. The Learning by Teaching condition 
plots the quiz level that SimStudent passed whereas Self-Regulated 
Practice plots the one that students passed.  

The quiz level was operationalized in such a way that One Step 
Equation is encoded as 1, Two Step Equations as 2, and Equations 
with Variable on Both Sides as 3. Overall, among all students the 
average highest quiz level passed was 2.0 for LBT students and 
2.8 for SRP students. The difference was statistically significant; 
t(60) = 6.18, p < 0.001. These results imply that students in SRP 
passed the quiz quicker than SimStudent taught by students in LBT.  

We operationalized effort as the number of problems practiced. 
In the LBT condition, this means the number of problems students 
entered to teach SimStudent. For the SRP and CT conditions, this 
is the number of problems that students solved with cognitive 
tutoring. Fig. 4 shows the number of problems practiced during 
four days of intervention. The plot shows that CT students 
practiced on the most number of problems (M=35±11.1) and SRP 
students practiced on the least number of problems (M=7±7.5). 
The average number of practice problems for LBT students is 
22±8.9.  

CT students spent more “effort” on practice than LBT students 
in terms of the number of practice problems to achieve the same 
level of learning (measured as the post-test PST score). SRP 
students spent the least “effort” on practice in all three conditions, 
but still achieved at the same level of learning.  

Fig. 4 also shows that SRP students achieved the same level of 
learning with a smaller number of practice problems. However, 
SRP students spent a considerable amount of time on “editing” 
their quiz solutions. Since the system provides corrective feedback 
on quiz solutions, students knew which step was wrong. They then 
simply made another attempt on the incorrect step and submitted 
an “edited” solution. The average number of attempts to submit 
the quiz was 58.5±6.5 (5.1±1.6 per quiz item). Along with the fact 
that SRP students practiced 7 problems on average, the data 
implied that Learning by Editing (aka Self-Regulated Practice) is 
as effective as LBT while it requires less practice on solving 
problems. 
 

 
Fig. 4: Boxplot showing the number of practiced problems by 
students in each condition during the four days of intervention. An 
asterisk shows a mean. 

The current study replicated lessons learned from previous 
studies [5, 6] including the following: (1) Students improved their 
competency in solving equations by 17% after teaching a synthetic 
peer on APLUS for four days. (2) The current implementation of 
APLUS for Learning by Teaching does not necessarily impact 
students’ performance on the conceptual test (Conceptual 
Knowledge Test in the current paper).  

The most important finding from the current study showed no 
condition difference between Self-Regulated Practice (SRP) and 
Cognitive Tutoring (CT) in students’ learning measured by test 
scores (both procedural and conceptual tests). This implies that 
SRP, which is driven by an intelligent tutoring system without a 
global student model (i.e., knowledge tracing), is as effective as a 
fully functional cognitive tutoring.  Also, the study showed that 
SRP and CT are both equally effective as Learning by Teaching. 

We found a notable difference in the amount of work students 
needed to complete in order to achieve the same level of learning. 
There were no hints available on the quiz in AplusTutor. Therefore, 
students can enter a failed quiz item into practice and have the 
cognitive tutor provide scaffolding on how to solve it. As a result, 
students in our study chose to simply edit solutions most likely on 
the trial-and-error basis. With VanLehn’s terminology [10], this is 
an “intelligent” tutor without the outer loop for the adaptive 
problem selection. We call this type of intelligent tutor the 
Competency Driven Cognitive Tutor (as opposed to the mastery 
based Cognitive Tutor).  

 It is not clear why Self-Regulated Practice with a small amount 
of practice is as effective as LBT. Further studies are required to 
replicate this finding and validate the results. One concern is about 
“shallow learning” where students become competent in solving a 
particular type of problem without deep understanding [11]. To 
test this hypothesis in a future study, we must measure students’ 
ability on far transfer problems. 
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This paper reports a study on Japanese listening training support system by using Anime. The proposed system
divides episodes of Anime into scenes by using silent sections of Anime. The system evaluates a level of a scene by
using words and expressions in subtitles of the scene. Users of the proposed system are assigned scenes of Anime
which level is suitable for the users. We experimented with the proposed system to verify the efficiency of the
system. Participants of the experiment watched scenes given by the proposed system. They took tests prepared
from previous JLPT listening tests before and after watching scenes. The scores after watching scenes were higher
than those before.

1.

[ 15]

[Shan 17]

[Lammers 04]

2.

1.

2.

:

1-1-1

1:

Level L4 L3 L2 L1

Word 738 685 3636 2962

Expression none 108 177 105

3.

4.

5.

3.

Igo 4.

TOEIC TOEFL

L1 L4

4 L1 L4

1

L1 L4

L1 L3

5.

L1 L4

Li (1) (2)

2

Word(Li) = {wr(L1), wr(L2), wr(L3), wr(L4)}, (1)

Exp(Li) = {er(L1), er(L2), er(L3)}. (2)
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2:

L1 16 20

L2 25 21

L3 17 21

Sj (1)

(2) 2

Word(Sj) Exp(Sj)

Word(Li) Exp(Li) (3)

Sim(Li, Sj) = α ∗ Cos(Word(Li),Word(Sj)) (3)

+ (1− α) ∗ Cos(Exp(Li), Exp(Sj)).

(3) Cos() 2 α

3.

3

71

L2 L1

2

JLPT

5

10 12

3 4

12

JLPT 5

3.1
3 4

L1 L3 L1 L3

L2

26.4% 10.6%

3:

Q1 Q2 Q3 Q4 Q5

L1 Pre 10 9 9 10 7 56.4%

After 12 11 12 10 9 67.6%

L2 Pre 14 10 17 9 5 44%

After 18 22 19 20 9 70.4%

L3 Pre 5 12 8 9 1 41.2%

After 11 13 11 10 3 56.6%

4:

Q1 Q2 Q3 Q4 Q5

L1 Pre 12 9 10 8 6 45%

After 11 12 16 8 8 55%

L2 Pre 9 9 11 12 5 43.8%

After 16 8 14 14 5 54.4%

L3 Pre 8 9 14 10 6 45%

After 11 10 18 12 3 51.4%

4.
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C(16K00307)
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Logical thinking ability is one of the most important abilities in our daily life situations.  In this paper, we propose logical
thinking training systems that to improve logical thinking abilities of high school students and college students by using 
proving mathematical problems. We show that the proposed systems implemented on Android tablets are effective for 
improving logical thinking abilities of college students by reporting experimental results and questionnaire. 
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1. はじめに
身近で同質な他者との会話ばかりでなく，自身と来歴や背景
知識が大きく異なるような他者とも対話を成り立たせ，チーム
で活動して成果を挙げる能力の養成が社会の中で求められてい
る [Griffin 12, 鈴木 17]．このような能力の基礎づくりとして，
授業における学習者同士の相互作用を通じた学習活動は重要な
ものと位置づけられる．
その一方で，大学の授業においては欠席が多く，授業参加もま
まならない学生もいる．近年では授業に出席した上で活動する
ことが成績評価で重きを置かれることも多く全体としては以前
より出席率が高くなる傾向があるものの，大学生の専攻分野や
学年による出席率の差が大きく，社会科学系専攻の大学生や就職
活動で多忙になる 4 年次の学生は低めになる傾向がある [ベネ]．
また，経済状況的に収入をアルバイトに大きく依存しており万
全な態勢での授業参加が厳しい学生や，大学進学率上昇に伴い
コミュニケーションのスキルや基礎学力に多大な問題を抱える
学生も大学に在籍する割合が増してきている [濱中 13]．このよ
うな問題は大学授業の現場における工夫のみでは解決が難しい
が，授業の出席が大変な大学生でも他者と学ぶ環境へ円滑に参
加できる授業づくりは重要といえる．
本稿では，履修者の出席率と学修成績を考慮したグループ編
成の最適化手法として遺伝的アルゴリズム・粒子群最適化ハイ
ブリッド手法を導入し，他の最適化手法との比較による性能評
価についても言及する．

2. 関連研究
グループワークにも様々な種類と役割があり，PBL のよう
に長期間同じグループで活動するものも重要であるが，毎回の
授業ごとにグループを組み替え，短時間のワークで多様な学生
と接触する機会が持てるグループワークも同様に重要と考えら
れ，このようなグループ編成の手法についてはくじ引きなどラ
ンダムな手法をとられる事例が多い [Barkley 05, 中野 17]．し
かし，Cruz and Isotani [Cruz 14] はランダムな手法の問題点
を指摘した上で，ある定量的な基準に基づく協調学習向けのグ
ループ編成の最適化の試みをレビューしている．その中で，複
数の異なるアルゴリズムの比較を通した性能評価がなされてい
ない点も指摘されている．また，くじ引きによる手法はグルー
プ編成に時間がかかるという問題もあり，授業時間の有効活用
という点からも，事前に決めたグループで極力進められる形が
理想といえる．
また，学修遂行の様々な指標をもとに学習者のクラスタリン
グを行った上で，各グループメンバの長所に着目して自然な役割
分担が行えるようなグループ編成を行う試みもある [椿本 13]．
本稿では学修遂行の指標は 1 変数として扱うが，これに加えて
出席率を新たに変数として導入し，事前に決めたグループで極
力進められるようなグループ編成を求めるアルゴリズムを提案
する．

3. 遺伝的アルゴリズム・粒子群最適化ハイブ
リッドによるグループ編成の多目的最適化

本稿では遺伝的アルゴリズム・粒子群最適化ハイブリッド
によるグループ編成の多目的最適化を試みる．遺伝的アルゴ
リズム（Genetic Algorithm: GA）は生物の進化を模倣した
アルゴリズムで，解探索や機械学習など広く応用されている
[Goldberg 89]．粒子群最適化（Particle Swarm Optimization:

PSO）は鳥が群れをなして飛ぶ場面などの生物の集団行動を模

倣したアルゴリズムで，こちらも解探索などで広く応用されて
いる [斎藤 11]．また，本稿では複数の基準で最適なグループ編
成を求める多目的最適化を行うが，GA はたとえば 2 つの基準
による多目的最適化において x，y をそれぞれ正の実数として
より小さい (x, y) を求める場合に x1 < x2 かつ y1 > y2 な
る (x1, y1) および (x2, y2) となるような非劣解集合（パレート
集合）に属する解を多数求める上で適している [廣安 00]．一方
PSO は，他のよりよい解を利用して解探索を行うという特徴か
ら，局所最適な解を早く求めるには向いているが，局所最適でな
い解をそこから新たに見つけ出すまでに工夫を要するアルゴリ
ズムといえる [斎藤 11]．すでに両者のハイブリッドによるアル
ゴリズムの応用も進んでいる（たとえば Juang [Juang 04] な
ど）が，本研究ではこれをグループ編成の組合せ最適化問題に
応用し，この両者の利点を組み合わせることで，高速かつ多様
な最適解の発見を行えるようにする．多様な非劣解集合を求め
る形にすることで，複数のグループ編成の候補からクラスの状
況などに合わせて柔軟に選択できる形にすることができる．

3.1 GA の応用：初期個体生成，交 ，突然変異，選択
本研究では，GA の遺伝子としてグループの組合せを採用
する．

初期個体生成 まず，履修者のリストを用いて，任意のランダ
ムな任意の人数からなるグループの組合せを任意の回数生
成し，これを初期個体とする．

交 個体 S1，S2 について，個々の履修者の学修遂行を s，出
席率を a とする．履修者数を n 名とした場合，グループ
内の学修遂行の値の合計でグループを降順にソート，さら
にグループ内でも履修者を学修遂行の値で降順にソートし
2 つの 2n 次元ベクトル

S1 = [s11, s12, . . . , s1n, a11, a12, . . . , a1n]

S2 = [s21, s22, . . . , s2n, a21, a22, . . . , a2n]

を構成する．この 2 ベクトルのなす角の余弦を S1，S2 の
類似度とする．
親個体 S1，S2 について，任意の人数（数名程度）分履修
者の属するグループをランダムに入れ替えた個体をその親
個体の近傍とする．この近傍を複数生成し，S1 と最も類
似度の高い S2 の近傍，および S2 と最も類似度の高い S1

の近傍をそれぞれ S1，S2 の子個体とする．
突然変異 あらかじめ設定された突然変異率に基づき，親個体・

子個体に対して任意の人数（数名程度）分履修者の属する
グループをランダムに入れ替える．

世代交代 解の評価はパレートランキング法 [Fonseca 98] を用
い，他の解と比べ非劣解の集合はすべてタイ（同じ順位）
として扱う．
この順位に基づき，設定された割合の個体をエリートとし
て扱い次世代に残す．さらにエリートでない個体からルー
レット選択により，次世代に残す個体を選ぶ．

3.2 PSO の応用
上記の GA の過程の中で Juang [Juang 04] を踏まえ，毎回
の世代交代の際のエリート個体群を粒子群とみなして PSO を
適用する．この形のハイブリッド最適化を本稿では GAPSO と
呼ぶ．
各個体が位置と速度の情報を持つとする．位置情報は前述の

形で構成した 2n 次元ベクトル x とし，各個体が個体の最良位
置 pbest と個体群全体の最良位置 gbest に近づくよう次式の

1
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速度

Vk+1
i = wVk

i +C1rand(pbesti−xk
i )+C2rand(gbesti−xk

i )

で速度 V を修正（ただし C1，C2，w を定数，rand を [0, 1] の
一様乱数，k を世代数とする）し，次の個体の位置候補 xk+1

ci を

xk+1
ci = xk

i +Vk+1
i (1)

とする．ここで xk
i の近傍を設定された回数分生成し，xk+1

ci と
最も類似度が高い近傍を xk+1

i とする．

3.3 評価関数
次の 2 つの値を評価関数として用いる．

グループ間学修遂行分布の類似度 学修遂行の値のグループ内
の分布についてカーネル密度推定を行った上で，すべての
グループについて 2 グループ間の総当たりで L2 ノルム
による分布の類似度を求め，その平均を評価関数として用
いる．

グループ間出席率分布の類似度 出席率の分布についても，上
記の学修遂行分布と同じ方法で分布の類似度の平均を評価
関数とする．

これらがトレードオフになっている可能性を考慮し，前述のよ
うに 1 つの最適解を求める方法ではなく，複数の非劣解集合を
求める方法を本稿では採用する．

4. 性能評価・考察
次のアルゴリズムとの比較で，GAPSO を導入した最適化手
法との比較を行った．

山登り法 各個体ごとに近傍を複数求め，その中の非劣解集合
の中から次のループに用いる解をランダムに採用する．他
個体との相互作用はない．

GA GA のみで解探索を行う．
PSO PSO のみで解探索を行う．

30名のクラスを各 5名の 6グループに編成する形で評価を行っ
た．学修遂行・出席率はダミーデータで，学修遂行は正規乱数
で生成し，出席率は大学生の出席率の調査データ [ベネ] をもと
に作成した．最適化のプログラムは OS X 10.11.6（Intel Core

i7 2.8GHz，16GB RAM）上にて Ruby 2.4.2 で実行（カーネ
ル密度推定は R 3.4.3 を呼び出し利用）し，各アルゴリズムと
も 400 ループ分実行した．実行時間は山登り法が 9204 秒，GA

が 8113 秒，PSO が 8809 秒，GAPSO が 7989 秒となった．
図 1 が各手法で共通に用いた初期の解候補集合で，解が左側
に近づくほど，また下側に近づくほどよりよい解として扱う．
図 2～5 が 10 ループ後の解集合で，PSO が他と比べて高速に
解候補集合全体が左下の最適に近い解に集まっていることがわ
かる．図 2～5 が 400 ループ後の解集合で，GA は PSO と比
べよい解を見つけるのが遅いものの多くの非劣解を見つけられ
る可能性があり，PSO は GA と比べよい解を見つけるのは速
いものの解の多様性に問題がある可能性がある．両者の利点を
ある程度補っているのが GAPSO という見方もできるが，PSO
単体と比較すると解探索は遅いので，改善の余地を残している
といえる．また，GA と GAPSO を比較しても非劣解集合に含
まれるグループ編成は他にも存在する可能性があり，より多く
の非劣解集合を発見可能なアルゴリズムの改良も課題である．

5. 今後の課題
[鈴木 17] ではペアプログラミングによるコンピュータシミュ
レーション実習において，授業回ごとにペアを組み替える形で
実習を進めていたが，このような授業では極力同じクラスの多
くの他の履修者とともに活動する機会を設けたいため，以前同
じグループだった相手とは再び組むのを避けたり，回数やクラ
スサイズの都合で再び組むことになってもできるだけ時間を置
いたりする必要がある．このような履歴を解のランキングの中
に組み込むことを検討している．
そして，GA の場合は対話的な最適化手法への拡張も可能で

ある [高木 98]．つまり，最適化の過程で「この学生とこの学生
が同じグループなのはまずい」「この学生とこの学生は同じグ
ループである必要がある」といった介入を手動でユーザが行え
るようなシステムの構成も可能ということである．このような
しくみを導入する以前の問題として，Web ベースなどで容易に
利用可能なシステムの構築も，広く利用されることを考えれば
必要といえる．また，広く利用されるという観点から考えれば，
大学の授業以外での応用可能性も考えた上で，アルゴリズムと
システムの開発を進めることも重要である．
本稿では，遺伝的アルゴリズム・粒子群最適化ハイブリッド手

法によるグループ編成の非劣解集合を求める多目的組合せ最適
化アルゴリズムについて提案した．より効果的なグループワー
クが行える環境づくりの一環として，この知見に対してさらに
考察を深め，アルゴリズムの改良を進め，グループワーク支援
システム開発への応用を目指す．
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図 1 生成された初期解集合
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図 2 山登り法による 10 ループ後の個体
の分布
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図 3 GA による 10 世代後の個体の分布
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図 4 PSO による 10 ループ後の個体の分布
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図 5 GAPSO による 10 世代後の個体の分布
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図 6 山登り法による 400 ループ後の個
体の分布
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図 7 GA による 400 世代後の個体の分布
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図 8 PSO による 400 ループ後の個体の分布
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図 9 GAPSO による 400 世代後の個体
の分布
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P300

A Study on Oddball Tasks with Feedback for Measuring P300.

∗1
Tadashi Koike

∗1
Tomohiro Yoshikawa

∗1
Takeshi Furuhashi

∗1
Graduate School of Engineering Nagoya University

P300 is an Event-Related Potential (ERP), which is elicited as a positive component with a latency around 300ms
after an infrequent stimulus appearing. We often use an oddball task for inducing P300. This paper carries out an
experiment for measuring P300 in the oddball task with feedback. The author defined the feedback to show users
whether their answers were correct or not. The result showed that the scores of ”enjoying” and ”not boring” in a
semantic differential method improved more in oddball tasks with feedback than without feedback.
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Constructive and Practical Research Methodology for
Computational Understanding of Situated Intelligence

∗1
Koryu Nagata

∗2
Yasutaka Kuroki

∗3
Masaya Okada

∗1
Department of Computer Science, Faculty of Informatics, Shizuoka University

∗2
Department of Informatics, Graduate School of Integrated Science and Technology, Shizuoka University

∗3
Division of Behavior Informatics, College of Informatics, Academic Institute, Shizuoka University

A person in the world acquires the situation information that constraints possible range of behavior generation,
and then determines proper behavior. We consider “situated intelligence” as the generation of behavior adapted
to each of surrounding situations. To computationally understand the process mechanism of situated intelligence,
our methodology is proposed to model and examine a person as a robotic system. Grounded on making an
ecologically valid setting of research, our methodology repeats the following: (1) constructing a probabilistic model
of situated intelligence by the parameters of behavior and situation, and (2) practically examining a new hypothesis
by practicing the model in a real-world setting.
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Automatic Planning of Electrical Isolation with Deep Learning in Nuclear Power Plant

*1 *1 *1

                                                                  Susumu Naito                     Kei Takakura                     Hiroki Shiba

*1

                                        Toshiba Energy Systems & Solutions Corporation

We study automatic planning of electrical isolation with deep learning, one of applications of artificial intelligence to 
enhance operation and maintenance. Currently, a skilled engineer plans electrical isolation procedure with hundreds of the 
circuit diagrams and the related documents, taking man-hours. If this task becomes automatic, it is very efficient. A major 
issue of the automatic planning is much calculation time of electrical circuit simulator, searching billions of electrical 
conducting paths. We performed a simplified case study of the electrical isolation. We applied a deep neural network (DNN) 
for dropping in the calculation time. We trained the responses of the circuit simulator to the DNN, constructing an optimized
path search algorithm in the DNN. The calculation time of the DNN was shorter by a factor of 560, compared with that of the 
electrical circuit simulator. There was no significant difference in accuracy between Multi-Layer Perceptron and Graph 
Convolutional Network.
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Populations with Diabetes,” Journal of the American 
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Modeling In Demos,” 30th Annual Conference on Neural 
Information Processing Systems (2016).
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Approach to the transfer of quality control skills at the construction site using eye-gazing data 

  *1  *1  *1 
 Junya Morita Nao Fujimoto Katsumi Yanagita 

 *1  
 KAJIMA Corporation 

Quality control at the construction site is subject to differences in results depending on the skill level of the field supervisor 
and precision collateral is a problem. In addition, to do precise quality check, it is important to find a suitable "Viewpoints". 
But it is difficult to efficiently train because it is difficult to extract these "Viewpoints".  Also, due to the rapid expansion of 
the construction market in the current metropolitan area, we can not place employees enough, and we can not provide 
appropriate guidance by OJT (On-the-Job Training), which is the key to technology transfer. In this study, using an eye-tracking 
device, we tried to find out skilled field supervisors’ "Viewpoints" or how to "recognize situation", and clarify "judgement 
criteria" that lead to "action". Then, we show how to inherit the extracted behavior process to supervisor with low skill level. 
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Toward Supporting Decision Making for Flood Control in a Hydroelectric Dam
by Reinforcement Learning and Symbol Grounding

∗1∗2
Yukiko TANAKA

∗1∗2
Takuya HIRAOKA

∗1∗2
Takashi ONISHI

∗2∗3
Yoshimasa TSURUOKA

∗4
Shohei TAKINO

∗5
Yosuke MATSUMOTO

∗1NEC
NEC Security Research Laboratories

∗2
National Institute of Advanced Industrial Science and Technology, Artificial Intelligence Research Center

∗3
The University of Tokyo

∗4
Tokyo Electric Power Company Holdings, Inc.

∗5
Tokyo Electric Power Services Co., Ltd.

We present a hierarchical planner for dynamic systems based on reinforcement learning and symbol ground-
ing. In experiments, we evaluate our planner using a hydroelectric dam simulator and demonstrate the potential
effectiveness of our approach in supporting decision making in dam flood control.
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[Silver 17]

∗1

: NEC

1753 y-tanaka@jz.jp.nec.com
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Algorithmic Detection of Quote Spoofing in Stock Exchange Market
Using Probability Density Ratio Estimation

∗1 ∗1 ∗2 ∗2 ∗2 ∗3
∗2

∗1 ∗2
∗3

We propose a model to quantitatively estimate quote spoofing in stock exchange markets without any answer
labels, for the sake of more efficient and thorough inspection. In our model, density ratio estimation is used to
extract unusual trading activities in unsupervised manner. Using market data at Tokyo Exchange and judges by
experts, we validate the model and the result indicates that about 50% of half-day grouped trading histories can
be ignored of manual inspection with 80% of frauds in the rest half of the dataset.
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Proposal of a business assisting framework with multiple chatbots

∗1
Keisuke TSUNODA

∗1
Masahiro OKAZAKI

∗1
Ryuto KOYANAGI

∗1
Fujie NAGAMORI

∗1
Daisuke MINOURA

∗1NTT
NTT Comware Corporation

This paper introduces a business assisting framework with multiple chatbots. In enterprises, business activities
are processed with different employees in multiple departments. Most of existing approaches for business assistance
are classified into (1)an application of individual activity support and (2)large business suite for assisting business
activities processed with different employees in multiple departments. However, to improve business activity more
effectively, it is important for a business assisting approach to be applied to business activities processed with
not only an employee, but different employees in multiple department, and to be easier to use for each employee
and flexible for changing business process in each department. In this paper, we propose a new business assisting
framework with multiple chatbots. In the framework, each department designs and implements the chatbot which
assists its business process as approach (1). Then, these chatbots are connected with each other using shared
database for assisting business activities processed with different workers in multiple departments as approach (2).
We implemented a prototype of proposed framework applied to service order operation and discuss the effectiveness
and issue of our proposal.
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A Lighting Control to Optimize Satisfaction of Illuminance and Color Temperature

∗1
Wataru Bando

∗2
Mitsunori Miki

∗1
Nasu Hiroaki

∗1
Ryoto Tomioka

∗2
Hiroto Aida

∗1
Graduate School of Science and Engineering, Doshisha University

∗2
Department of Science and Engineering, Doshisha University

We have proposed an Intelligent Lighting System which individually provides illuminance and color temperature
required by office workers. The Intelligent Lighting System has been introduced in several offices and its effective-
ness is recognized. However, the Intelligent Lighting System can t realize greatly different illuminance and color
temperature required by adjacent office workers because of relation between lighting position and office layout.
Therefore, in this research, we propose a new lighting control method which treats illuminance and color temper-
ature satisfactory in the area rather than the specific value by using the index of satisfaction. The verification
experiment showed that the proposed method is effective for improving the total satisfaction of all officers. Also,
it showed that the proposed method is effective for energy saving lighting control.
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Development of Machine Learning Models for Gas Identification Based on Transfer Functions 

*1 *1,2 *3 
Gaku Imamura Genki Yoshikawa Takashi Washio  

*1   
International Center for Materials Nanoarchitectonics, National Institute for Materials Science 

*2    
Materials Science and Engineering, Graduate School of Pure and Applied Science, University of Tsukuba 

*3   
The Institute of Scientific and Industrial Research, Osaka University 

Various applications of gas sensors have been envisioned in many fields along with the recent development in information 
and communication technology (ICT). Gas Identification plays a central role in gas sensor applications including artificial 
olfaction. In the conventional gas identification protocol, however, a strict gas flow control is required to reproduce 
comparable sensing signals. To eliminate such a severe constraint and identify gas species with an arbitrary gas injection 
pattern, here we report an analysis approach based on transfer function, which represents the relationship between inputs and 
outputs (i.e. a gas input pattern and the resultant sensing signals). In this study, we developed machine learning models which 
can identify gas species from an arbitrary gas injection pattern. Even though the sample gases were randomly injected, we 
successfully identified solvent vapors by the transfer functions with the classification accuracy of 0.98±0.03. This study 
provides a versatile data analysis platform which is independent of gas flow control. 

 

1.  
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[Imamura 2016] G. Imamura, K. Shiba, G. Yoshikawa: Smell 

identification of spices using nanomechanical membrane-
type surface stress sensors Japanese Journal of Applied 
Physics the Japan Society of Applied Physics 2016  

[Yoshikawa 2011] G. Yoshikawa, T. Akiyama, S. Gautsch, P. 
Vettiger, H. Rohrer: Nanomechanical Membrane-type 
Surface Stress Sensor Nano Letters American Chemical 
Society, 2011  
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Minimum Cost Mapping of Quantum Circuits to Quantum Computers

∗1
Toshinari Itoko

∗1
Rudy Raymond

∗1
Takashi Imamichi

∗1IBM
IBM Research - Tokyo

Recent technological progress has brought us closer to quantum computers that can outperform current classical
computers. However, such quantum computers in the near future will likely be very noisy and suffer from limited
coupling architecture. A quantum algorithm must be compiled into a quantum circuit, most often by adding
supplementary quantum gates, to satisfy the coupling restriction of quantum hardware. We propose a novel
formulation of mapping quantum circuits to quantum computers by introducing a dependency graph that represents
the partial order structure of the circuit essential in the mapping. The formulation enables us to leverage techniques
in combinatorial search to find the mapping with minimum cost of additional gates. We obtain better solutions for
cost-optimal mapping of standard benchmark circuits.
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1

IN: B D =

(VD, ED) C = (Q,EC)

OUT: C D

1: S ← ∅ //

2: for all B Q l do

3: R0 ← VD l CNOT

4: f(l, R0) ← 0

5: S ← S ∪ {(l, R0)}
6: end for

7: while True do

8: S′ ← ∅
9: for all (l, R) ∈ S do

10: for all e ∈ EC do

11: l′ ← l e

12: R′ ← R l′ CNOT

13: if f(l′, R′) then

14: f(l′, R′) ← +∞
15: S′ ← S′ ∪ {(l′, R′)}
16: end if

17: f(l′, R′) ← min{f(l′, R′), 1 + f(l, R)}
18: if R′ = ∅ then

19: return f(l′, R′)
20: end if

21: end for

22: end for

23: S ← S′

24: end while

(l, R) (l′, R′)
e R′ \R CNOT

5.

QISKit [QISKit 17]

Python PC Intel

Core i5-5300U CPU 2.3 GHz 8 GB

30

1 [Shafaei 14, Lye 15]
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RevLib [Soeken 12]

QISKit OpenQASM [Cross 17]

(MIP)

[Shafaei 14]

3 17 13 hwb4 52

Pseudo-Boolean Optimization (PBO)

[Lye 15]

3 2

[Lye 15]

1:

|B| MIPa PBOb

3 17 13 3 2×2 6 4 3

4 49 17 4 2×2 13 — 7

4gt11 84 5 2×3 2 1 1

4mod5-v1 23 5 2×3 11 — 7

decod24-v3 46 4 2×2 3 2 2

hwb4 52 4 2×2 9 7 6

rd32-v0 67 4 2×3 2 2 2

a MIP [Shafaei 14]. b PBO [Lye 15].

2

Rz H CNOT 25% 25% 50%

100 10

10

2:

|B|
6 32.4 29.6

5 25.9 23.5

6 (2×3) 12.6 11.9

5 ibmqx4 [IBM QX4 17] 10.4 8.0
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GA

Segment Assignment in Shield Tunneling Method using Constrained Genetic Algorithm

∗1
Koya Ihara

∗1 ∗2
Shohei Kato

∗3
Takehiko Nakaya

∗3
Tomoaki Oki

∗1
Dept. of Computer Science and Engineering, Graduate School of Engineering, Nagoya Institute of Technology

∗2
Frontier Research Institute for Information Science, Nagoya Institute of Technology

∗3
Shimizu Corporation

It is expected that artificial intelligence reduce labor and improve productivity in the shield tunneling method.
The planning process of the shield tunneling method consists of segment assignment and machine control. Conven-
tionally, skilled engineers assign the segment manually. Automation of this assignment improves productivity. In
this paper, we address the segment assignment as a constrained combinatorial optimization problem. To solve the
problem, we use the ε constrained genetic algorithm (εGA). However, εGA assumed that solutions have continuous
value. So, we proposed ε constrained discrete genetic algorithm (εDGA), that adapt to handle discrete value. We
also attempt to verify the effectiveness of εDGA to segment assignment.

1.

1

[ 16] AI

[ 17]

2

ε εGA [ 06]

εGA ε

εGA

εGA

εGA εGA εDGA

εDGA

:

052-735-5625 shohey@katolab.nitech.ac.jp

1:

2:

2.

2.1

1

2

2.2
2

•
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3:

c

•

Ps

minimize f(x)

subject to (di(x)− c) ≤ 0, (1)

xi ∈ {1, · · · , k}, (i = 0, · · · , n)

xi ∈ {1, · · · , k} i

x = (x1, x2, · · ·xn)

k

f(x) x

c

di(x) x i

2

2.2.1
3

2

1

3. ε εGA
εGA [ 06]

ε [Takahama 05]

GA ε

ε εGA

3.1
ε P

minimize f(x)

subject to gj(x) ≤ 0, (j = 1, · · · , q) (2)

hj(x) = 0, (j = 1, · · · , r)
li ≤ xi ≤ ui, (i = 1, · · · , n)

x f(x) gj(x) ≤
0 q rj(x) = 0 r

f, g, h li, ui n

F S

3.2 ε
ε

ε

ε

3.2.1
ε

φ(x) φ(x)

{
φ(x) = 0 (x ∈ F)

φ(x) > 0 (x /∈ F)
(3)

p

φ(x) = max{max
j

{0, gj(x)},max
j

|hj(x)|} (4)

φ(x) =
∑
j

max{0, gj(x)}p +
∑
j

|hj(x)|p (5)

3.2.2 ε

ε [Takahama 05]

(f, φ) ε

(f, φ)

ε <ε (ε ∈ (0,∞)),≤ε (ε ∈ [0,∞))

(f1, φ1) <ε (f2, φ2) ⇔

⎧⎪⎪⎨
⎪⎪⎩
f1 < f2, (φ1, φ2 ≤ ε)

f1 < f2, (φ1 = φ2)

φ1 < φ2, otherwise

(6)

(f1, φ1) ≤ε (f2, φ2) ⇔

⎧⎪⎪⎨
⎪⎪⎩
f1 ≤ f2, (φ1, φ2 ≤ ε)

f1 ≤ f2, (φ1 = φ2)

φ1 < φ2, otherwise

(7)

x1,x2 f1, f2 φ1, φ2

<0,≤0

<∞,≤∞
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3.3 εGA
ε

εGA

GA ε

εGA

εGA

ε εDGA

3.4 εDGA
εDGA

1. : N

2. : T

3. ε : ε = 0

ε

4. :

5. : Pc

6. : Pm

7. : 2N ε

N 2.

5. 6. 3. ε

3.4.1
uniform crossover [Syswerda 89])

0 A a B b

1 A b B

a

1 pc (0 ≤ pu ≤ 0.5)

3.4.2
pm

xi [li, ui]

εGA Gauss Cauchy

[Yao 99]

t p
(t)
m

4: [ ]

5: ID [ ]

3.4.3 ε

[ 06] 20%

T 80% 0

t ε φ(x) ≤ε

0

ε(0) = φ(xθ) (8)

ε(t) =

{
ε(0)(1− t

Tc
)cp, (0 < t < Tc)

0, (t ≤ Tc)
(9)

xθ 20% Tc = 0.8T

cp ε

0

4. εDGA
εGA

4.1
(2) Ps εDGA

4

R [ ] L [ ] (R,L) =

(80058, 151080), (799462, 95639), (800538, 180541) 3

6

k = 3

1 1600[ ]∑
L/1600 = 267.0375 n = 267

c = 50[ ]

4.2
n xi ∈ {1, 2, 3} i

ID xi

4.3

3

3
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6: [ ]

1: 5

[ ] [ ]

( ) 97.48 0 0

10 78.12 0 0

100 78.06 0 0

200 77.96 0 0

(5)

φ(x) =
∑
i

max{0, (di(x)− c)}p (10)

4.4

c

N PI

4.5
N = 500 T = 200 Pc =

0.95 pc = 0.35 Pm = 0.5

p
(0)
m = 0.03 p

(t)
m = 0.05, (1 ≤ t ≤ T ) ε

cp = 5 5

4.6
1

20%

20[ ]

427[m] 1[ ] 46.9[ ]

5.
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MCMC  
Learning of Relative Spatial Concepts from Utterances based on MCMC sampling 

 *1 *1 *1 *2 *2 *1*3 

 Rikunari Sagara Zhixiang Gu Ryo Taguchi Koosuke Hattori Masahiro Hoguro Taizo Umezaki 

 *1  *2  *3  
 Nagoya Institute of Technology Chubu University The University of Tokyo 

This paper presents a method for learning relative spatial concepts and phoneme sequences which represent spatial concepts and 
objects from utterances without knowledge of words. First, phoneme sequences recognized by a general speech recognizer are 
divided into words on the basis of NPYLM. Then, parameters of the relative spatial distributions are estimated from the segmented 
words and location information by MCMC sampling. In the experiments, the result showed that the parameters were estimated 
correctly by the proposed method. Moreover, phoneme sequences which represent spatial concepts and objects were learned
successfully by the proposed method.  
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The Method of Machine Learning Considering Tamper of Training Data

Tenshi Yanagimachi Yoshiteru Ishida

Toyohashi University of Technology

Big data is increasingly used as training data for machine learning. However, large-scale data such as big data is
not always appropriate as training data at all times. Particularly when collecting data from Web services such as
SNS, unspecified number of people using the service can indirectly tamper with data. In this research, we propose
a learning method and verify its effectiveness so as to obtain a learning result close to the case without tampering
even in an environment in which part of the training data has been tampered with. In this method, learning is
divided into two stages, and the reliability of the training data is estimated using the first stage learning result,
thereby assisting the exclusion of tampered data by human beings.

1.

AI artificial intelligence

AI

[Wu 16]

SNS Web

Microsoft Twitter

Tay

[Mizoroki 16] Google

[ 17]

[Lee 16]

AI

AI

1

:

2 1

2.

2.1

Frénay and Verleysen[Frénay 14]

3

• noise-robust methods

• data cleansing methods

• noise-tolerant methods
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Jindal, Nokleby, and Chen[Jindal 16]
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2.2 Ugly Duckling Theorem
Watanabe, Knowing and guessing[Watanabe 69] Ugly

duckling theorem

Ugly duckling theorem

2.3

[Nigam 98]

3.
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LSTM
Prediction with LSTM and Analysis of Werewolf

∗1

Manami Kondoh

∗1

Taku Hasegawa

∗1

Naoki Mori

∗1

Keinosuke Matsumoto

∗1

Graduate School of Engineering, Osaka Prefecture University

In recent years, Werewolf has attracted attention in the field of Artificial Intelligence(AI). Werewolf is a kind of
communication game and it is classified as incomplete information game. Since Werewolf has unknown information,
it is one of good strategy to judge unknown information based on the prediction. Information that player can know
is limited, and fake may be mixed in it. In this paper, it is aimed to predict under uncertain information by learning
the tendency of players from limited information in Werewolf. In order to consider the time series of Werewolf,
LSTM was used. In addition, Werewolf was analyzed using prediction model made by learning.

1.

(Artificial Intelligence, AI)
AI

[1][2]

LSTM Long Short-Term Memory) [3]

2.
( )

( )
[4]

[5]

:
1-1 080-6164-1518 kondoh@ss.cs.osakafu-

u.ac.jp

3

2.1
Talk

Vote
Action 3 1

2.2

4
divine( )

attack( )

2.3
[5]

ver 0.4.9
Talk Vote Action

divine
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1 20 1
1 1
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1: Accuracy

3:

1[%] 2[%] [%]
1 62.18 58.71 33.97
2 75.29 76.32 47.36

66.98 65.16 38.87

1[%] 2[%] [%]
1 54.57 57.74 33.97
2 66.14 73.10 47.36

58.80 63.37 38.87

Accuracy
1 2

1 2 4728
4728 1

4728

1 2 ID
ID

( 1 574 2 758)

3 2 1
Accuracy

2

5.
1

1
2

3 10 3

12 20
Talk

2 1 2
3

1 2

3
AGREE DISAGREE 1%

3 1 COMINGOUT 2
DIVINED COMIN-

GOUT
COMINGOUT

DIVINED
(

)

1 2
32.5% 1 2

1 7
60%

7 9
Skip Over

COMIN-
GOUT DIVINED

6.
3

LSTM

5 1

7.

LSTM
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2:

3:

5

15 5

(C) ( 26330282) (
16J10941)

[1] , , .
. 31

, 2015.

[2] Vlad Firoiu, William F. Whitney, Joshua B. Tenen-
baum. Beating the world’s best at auper smash bros.
with deep reinforcement learning. Cornell University
Library, 2017.

[3] F. A. Gers, J. Schmidhuber, and F. Cummins. Learn-
ing to forget:continual prediction with lstm. Technical
Report IDSIA 01-99, 1999.

[4] , , , , ,
. .

, Mar. 2016.

[5] . http://aiwolf.org/.

[6] Wojciech Zaremba. Recurrent neural network regular-
ization. Under review as a conference paper at ICLR
2015, 2015.

[7] Manami Kondoh et al. Agent of werewolf game applying
deep learning predictions. The 6th Asian Conference on
Information Systems, 2017.
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regret

Analysis of cognitive satisficing value function: Guaranteed satisficing and finite regret

∗1
Akihiro Tamatsukuri

∗2
Tatsuji Takahashi

∗1
Graduate School of Advanced Science and Engineering, Tokyo Denki University

∗2
School of Science and Engineering, Tokyo Denki University

As the domains of reinforcement learning become more complicated and realistic, standard optimization algo-
rithms may not work well. In this paper we introduce a simple mathematical model called RS (reference satisficing)
that implements a satisficing strategy that look for actions with values above the aspiration level. We apply it to
K-armed bandit problems. If there are actions with values above the aspiration level, we theoretically show that
RS is guaranteed to find these actions. Also, if the aspiration level is set to an “optimal level” so that satisficing
practically ends up optimizing, we prove that the regret (the expected loss) is upper bounded by a finite value. We
confirm these results by simulations, and clarify the effectiveness of RS through comparison with other algorithms.

1.

satisficing

[Simon 56]

RS

[ 16]

RS

K

regret K

regret

regret

[Lai 85]

RS

regret

( )

RS

2. K

2 K

{p1, p2, . . . , pK} 0 1 K

{a1, a2, . . . , aK}

: , , 350-

0394 , 049-296-5416,
tatsujit@mail.dendai.ac.jp

regret

i∗ (i.e. pi∗ = maxi pi)

n step (n ) regret

regret(n) =

K∑
i=1

(pi∗ − pi)E[ni(n)]. (1)

ni(n) n step ai

(step ni ) E[ · ]
ai

Ei

Ei = n1
i /(n

1
i + n0

i ). (2)

nr
i ai r ai

ni ni = n1
i +n0

i n =
∑K

i=1 ni

greedy

greedy

3.

3.1 (PS)

R greedy

(

)

(PS: policy satisficing)

3.2 (RS)
ai Ei R

δi = Ei −R

δi
ai
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(RS: reference satisficing)

[ 16, Oyo 17]

RSi = niδi = ni(Ei R). (3)

RSi ai

2

δi < 0 ni

RS

δi
ni

3.3
R

R 2

R

R p1
2 p2

R

R = (p1 + p2)/2. (4)

K

1

4.

RS

4.1
step s

ai s step

E(ai, s) = n1
i (s)/ni(s)

RS RS(ai, s) = ni(s) ·
(
E(ai, s)−R

)

1. ai pi
i = 1, 2, . . . ,K R

AU AL IU = {i |
pi ≥ R} IL = {i | pi < R} AU = {ai | i ∈ IU}
AL = {ai | i ∈ IL} AU

, RS

R

P (A) A

P
(
arg max

ai

RS(ai, s) ∈ AU

)
= 1 (s → ∞). (5)

Claim

Nj =
{
s
∣∣∣ arg max

ai

RS(ai, s) = aj

}
aj

step #N N

Claim A.

i ∈ IL

P
(
#Ni = ∞ ⇔ RS(ai, s) → −∞ (s → ∞)

)
= 1.

(6)

. (Claim A) i ∈ IL RS(ai, s) → −∞ (s → ∞)

#Ni < ∞ s

RS(ai, s) #Ni = ∞

#Ni = ∞ ε

S S s ∈ Ni

P
(|E(ai, s)−pi| < (R−pi)/2

)
> 1−ε |E(ai, s)−

pi| < (R−pi)/2 RS(ai, s) = ni(s) ·
(
E(ai, s)−R

)
<

ni(s) ·
(
pi + (R − pi)/2 − R

)
= ni(s) · (pi − R)/2 < 0

s → ∞ ni(s) · (pi −R)/2 → −∞
P
(
RS(ai, s) → −∞ ∣∣ #Ni = ∞)

> 1− ε. ε

P
(
RS(ai, s) → −∞ ∣∣ #Ni = ∞)

= 1.

Claim B.

i ∈ IU P (#Ni = ∞) = 1. (7)

. (Claim B) i ∈ IU #Ni < ∞
i ∈ IU

s RS(ai, s)

j ∈ IL #Nj = ∞ Claim

A , P
(

j ∈ IL RS(aj , s) → −∞ ∣∣
i ∈ IU #Ni < ∞)

= 1

RS(aj , s) → −∞ i ∈ IU
RS(ai, s)

, P
(

j ∈ IL RS(aj , s) → −∞, i ∈
IU #Ni < ∞)

= 0

P ( i ∈ IU #Ni < ∞) = 0

. 1 Claim B k ∈ IU #Nk =

∞ ε

S S s ∈ Nk

P
(|E(ak, s)−pk| < (pk−R)/2

)
> 1−ε |E(ak, s)−

pk| < (pk −R)/2

RS(ak, s) = nk(s) ·
(
E(ak, s) − R

)
> nk(s) ·

(
pk + (R −

pk)/2−R
)
= nk(s) · (pk −R)/2 ≥ 0

P
(

s RS(ak, s) > 0
)
> 1−ε ε

P
(

s RS(ak, s) > 0
)
=

1 i ∈ IL #Ni = ∞
Claim A RS(ai, s) → −∞

s RS(ak, s) >

0 i ∈ IL
P (#Ni < ∞) = 1

k ∈ IU P (#Nk = ∞) = 1

i ∈ IL P (#Ni < ∞) = 1 (5)
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pi p1
2 p2 R = (p1 + p2)/2

R

RS

regret(s) < f(s) step s f(s)

f(s) → M s → ∞ M :

regret(s) < M

RS TOW Tug-of-war

[Kim 15]

TOW RS

RS [Kim 15] 2
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ni(s) ·
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E(ai, s) − R
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(i = 1, 2, . . . ,K) RS(ai, s)
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2
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ai j
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Q(x) = (1/
√
2π) · ∫∞

x
exp(−t2/2) dt

(n + 1) step ai P [s =

n+ 1, I = i]

P [s = n+ 1, I = i] = P [RS(aj , n) < RS(ai, n) (∀j �= i)]
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UCB1T(ai) = Ei +

√
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√
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Social reinforcement learning with shared reference satisficing

∗1
Noriaki Sonota

∗2
Takumi Kamiya

∗3
Yu Kono

∗1
Tatsuji Takahashi

∗1
School of Science and Engineering, Tokyo Denki University

∗2
Graduate School of Tokyo Denki Univerity

∗3
DeNA Co., Ltd.

People and animals learn not only through individual trial-and-error, but also from other individuals. It is known
that vertebrates cleverly utilize learning strategies such as copy-when-uncertain and copy-successful-individuals.
These strategies can be applied to social reinforcement learning, although their formalizations are yet to be es-
tablished. We propose a social reinforcement learning algorithm with a very narrow information sharing. The
algorithm exploits RS value function that models the satisficing principle for exploration and exploitation.
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,

.

,

,

.

,

[Simon56] ,

,

,
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[ 16].
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.

2.

RS , si, aj

τ(si, aj) Q(si, aj),

: , , 350-0394
, 049-296-5416, tatsujit@mail.dendai.ac.jp
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(
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)
(2)
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+ ατ
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3.1
Q

, K (0...K)
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( (6)).
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Tue. Jun 5, 2018 3:20 PM - 5:00 PM  Room N (2F Sakurajima)
 

 
Sequential User Profiling from Newspapers’ Access Log 
〇Wataru Kudo1, Fujio Toriumi1 （1. The University of Tokyo） 

 3:20 PM -  3:40 PM   

A Nonparametric Delayed Feedback Model for Conversion Rate Prediction 
〇Yuya Yoshikawa1, Yusaku Imai2 （1. STAIR Lab, Chiba Institute of Technology, 2. CyberAgent,

Inc） 

 3:40 PM -  4:00 PM   
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新聞記事のアクセスログを用いたユーザ属性の逐次推定
Sequential User Profiling from Newspapers’ Access Log

工藤 航
Wataru Kudo

鳥海 不二夫
Fujio Toriumi

東京大学
The University of Tokyo

With the spread of social media and e-commerce websites, the technology of user profiling from users’ action
history has attracted a lot of interest. Users’ action history can be acquired both in the passive way and in the
active (interactive) way, and previous studies have found out how to presume the users’ profile from their action
history which is acquired passively. The purpose of this study was to find out the best way to interact with users
for efficient user profiling. First, we constructed a CNN (Convolutional Neural Network) model which presumes
user’s profile. Next, we proposed three ways to interact with users for efficient user profiling. Two ways of the
three were discovered to be effective to streamline the user profiling.

1. はじめに
近年，ソーシャルメディアや ECサイトなどの普及に伴い，

蓄積された膨大なデータを用いた研究が盛んに行われている．
その一例として，各種のサービスにおけるユーザの行動履歴か
らユーザの性別や年齢といった属性を推定する手法の研究が挙
げられる．属性未知のユーザに対する属性推定は，社会科学な
どの学術的な分野，および企業のマーケティング戦略のような
商業的な分野に大きく貢献することが期待できる．
属性推定に用いる行動履歴の取得方法として，ユーザとの

対話的なやり取りの中でユーザの反応を記録する方法が考えら
れる．ECサイトやマルチメディアにおけるコンテンツのリコ
メンドに対するユーザの反応を取得することも，対話的な情報
取得の一例と言える．
本研究では，対話的な情報取得が行える状況の下で，ユー

ザから引き出す情報を属性推定という目的に応じて能動的に
選択することによって，受動的に情報が蓄積される場合に比べ
て効率的に推定を行うことができるという可能性に着目する．
本研究では，まずユーザが読んだ新聞記事のタイトルからユー
ザの属性を推定できるモデルを構築する．次に，構築したモデ
ルを用いて記事の入力に対し逐次的な推定を行うことで推定の
効率を評価し，効率的な推定を行うためのユーザとの対話戦略
について明らかにする．

2. データ概要
本研究で用いるデータの概要を表 1 に示す．本研究では，

ユーザが読んだ記事のタイトルからユーザの性別・年齢・職業
を推定するモデルを構築する．性別は {女性，男性 }の 2種
類，年齢は {20代以下，30代，40代，50代，60代以上 }の
5種類，職業は {会社員，主婦，学生，無職，自営業 }の 5種
類とした．

連絡先: 工藤航，東京大学大学院システム創成学専攻 鳥
海研究室，東京都文京区根津 1-24-5，09030938349，
kudo@torilab.net

表 1: データ概要
データ提供 日本経済新聞社
対象ユーザ 日経電子版に登録されたユーザ
対象期間 2017/5/21 から 2017/8/18 まで
ユーザ数 1,606,192

記事数 104,896

行動履歴 ユーザが読んだ記事のタイトル
推定する属性 性別，年齢，職業

3. 属性推定モデルの構築
3.1 手法
本研究では，テキストの意味的な特徴からユーザ属性を推定

するモデルを構築するべく，Kim[Kim 14]が提案した畳み込み
ニューラルネットワーク (CNN)を参考にしたモデルを用いた．
まず，ユーザが読んだ記事のタイトルというテキスト情報に対
し，工藤ら [Kudo 05]が開発した形態素解析エンジンMeCab

を用いて単語に分ける．一つ一つの単語に対し，Mikolov ら
[Mikolov 13]が提案した手法を用いて鈴木ら [鈴木 16]が日本
語版Wikipedia の本文全体から学習を行った word2vec モデ
ルを用いて単語の埋め込みを行う．これらの処理を経て行列化
された個々のユーザに関するテキスト情報を CNN の入力と
する．
比較対象としては，ランダムに推定を行った場合の期待され

る結果のほかに，Lilleberg[Lilleberg 15]が提案したサポート
ベクターマシーン (SVM)を参考にした手法を採用した．表 2

に，各手法の特徴を示す．

表 2: 各手法の特徴
特徴抽出方法 意味 時系列性

CNN 畳み込み ○ ○
SVM ベクトル加重和 ○ ×
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図 1: 正解率の比較

3.2 結果
各手法によって性別・年齢・職業という 3種類の属性に対し

推定を行ったときの正解率を図 1に示す．機械学習を用いるこ
とで正解率を高められること，及び CNNを用いることで最も
精度良く推定を行えることがわかった．

3.3 考察
図 1 に示したとおり，全ての属性において，推定の正解率

は CNN(畳み込みニューラルネットワーク) > SVM(サポー
トベクターマシーン) > ランダム という結果になった．この
ことから，ユーザの読む記事のタイトルの意味的な特徴から
ユーザの属性を推定することが可能であると示された．また，
CNNのモデルが最高の性能を示したことから，本研究の属性
推定問題に対して記事のタイトル中の単語の時系列性を考慮す
ること，および単語の意味的な特徴を抽出する方法として畳み
込みを用いることの有効性が示された．

4. 効率的な属性推定
4.1 記事の優先度を測る 3つの指標
ユーザから対話的に情報を取得して効率的な属性推定を行

うためには，推定の手がかりになりそうな記事を優先的に選択
し，ユーザの反応を取得していく必要がある．そこで，属性推
定という目的に応じて各記事の優先度を比較するための数値的
な指標を 3つ提案した．

指標 1 (被アクセスエントロピー)

読者の属性分布に偏りがある記事ほど属性推定の手がか
りになりやすいと考えられる．そこで，各記事の読者の
属性分布のエントロピーを計算し，指標 1 (被アクセスエ
ントロピー)と定義する．分布の偏りが大きいほどエント
ロピーの値が小さくなるため，被アクセスエントロピー
の値が小さい記事から優先的に選択していくことによっ
て推定の効率化を図る．

指標 2 (推定出力エントロピー)

各記事のタイトルをモデルに入力することで，属性の各
分類ラベルへの所属確率を表す推定出力を得ることがで
きる．この推定出力の偏りが大きい記事ほど属性推定の
手がかりになりやすいと考えられる．そこで，推定出力
の確率分布のエントロピーを計算し，指標 2 (推定出力エ
ントロピー)と定義する．推定出力エントロピーの値が小
さい記事から優先的に選択していくことにより，推定の
効率化を図る．

図 2: 同一の記事を読んだ 2人の学生ユーザに対する推定効率
の違い

指標 3 (正解ラベル確率上昇度)

ユーザが読んだ記事から属性推定を行う場合，記事の入
力に対して逐次的に推定を行うことによって，一つ一つの
記事がもたらした推定への影響を測ることができる．こ
こで，属性が既知であるユーザに対して逐次推定を行っ
た際，各ユーザの正解ラベルの確率を大きく上昇させた
記事ほど推定への貢献度が高いと考えることができる．

そこで，属性既知の多数のユーザに対して逐次推定を行
い，各記事がもたらした正解ラベル確率の上昇度を全て
記録する．それらの上昇度について記事ごとに総和を計
算したものを指標 3 (正解ラベル確率上昇度) と定義し，
新たな別のユーザに対して推定を行う際に指標 3の値が
大きい記事から優先的に選択することによって推定の効
率化を図る．

4.2 3つの指標がもたらす推定効率の評価・比較
図 2 のように，2 人のユーザが同一の記事を読んだとして

も，読む順番が異なれば正解に到達できるまでに必要な記事数
は異なる．すなわち，推定の効率はユーザが記事を読む順番に
依存すると考えられる．ここで，ユーザに記事タイトルを提示
してユーザが読むかどうかを記録するという方法で行動履歴を
取得する際，属性推定の手がかりになりそうな記事から優先的
に選択して提示することによって推定の効率化が期待できる．
本研究では，4.1節で述べた 3つの指標に従った順番で記事

を選択し，記事選択ごとに各ユーザの推定結果を更新していく
逐次推定を行った．そして推定効率の評価基準として，記事選
択のステップごとの属性推定の正解率の推移を採用した．図 3

で示すように，正解率がより速く上昇する推定の方が効率の良
い推定であると評価できる．
そこで，推定効率の数値的な評価基準を得るために，図 4の

ように正解率の推移曲線の積分値を計算し「効率面積」と定義
する．効率面積が大きい推定の方が効率の良い推定であると評
価できる．
提案した 3 つの指標がもたらす推定の効率を評価・比較す
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図 3: 正解率の推移

図 4: 効率面積の定義

るために，設定の異なる 2つの実験を行った．1つ目の実験と
結果について 4.2.1項，2つ目の実験と結果について 4.2.2項
で述べる．
4.2.1 実験 1 (ユーザが読んだ記事の並べ替え)

1つ目の実験は，各ユーザが読んだ記事を 3つの指標の値に
よって並べ替えて入力を行う実験である．「指標によって並べ替
えられた順番通りにユーザが記事を読んだと仮定したときに，
推定効率が高くなるのはどの指標を用いた場合なのか」という
ことが明らかになる．この実験の結果から，個々の記事におけ
る「ユーザがその記事を読んだ際の推定への貢献度」を各指標
が正しく予測できるかどうかという評価を得ることができる．
図 5 に，ユーザが読んだ順番で入力を行った場合，ユーザ

が読んだ記事をランダムに並べ替えて入力を行った場合，及び
3つの指標によって並べ替えて入力を行った場合の推定の効率
面積を示す．
図 5 より，読んだ順番に入力した場合とランダムに並べ替

えた場合は同程度の効率を示すということ，そして提案した
3つの指標によって効率的に推定を行えることが明らかになっ
た．また，特に指標 2 (推定出力エントロピー)，指標 3 (正解
ラベル確率上昇度)を用いることで効率の良い推定を行えるこ
とがわかった．
4.2.2 実験 2 (ユーザが読んでいない記事を含めた並べ替え)

2つ目の実験は，1つ目の実験に比べより現実的な状況を想
定したものである．
ユーザが読んだ記事と読んでいない記事からなる候補記事

群を 3つの指標によって並べ替えて順に選択していく．選択さ
れた記事が実際にユーザが読んだものであった場合はその記事

図 5: 効率面積の比較 (ユーザが読んだ記事を並べ替えた場合)

図 6: 効率面積の比較 (ユーザが読んだ記事と読んでいない記
事からなる候補記事群を並べ替えた場合)

を入力し，各ラベルの所属確率の更新を行う．ユーザが読まな
かった記事を選択してしまった場合は，確率に変化は起こらな
い．従って，効率の良い推定を行うためにはユーザの読む確率
が高い記事を選択する必要がある．
この実験では，各指標によって推定への貢献度が高い記事を

優先的に選択できるかということに加え，ユーザの読む確率が
高い記事を優先的に選択できるかということも含めた総合的な
推定効率化についての評価を得ることができる．
図 6 に，ランダムに並べ替えて選択を行った場合，及び提

案した 3 つの指標によって並べ替えて選択を行った場合の推
定の効率面積を示す．
4.2.1項で行った実験とは異なり，指標 1 (被アクセスエント

ロピー)を用いた場合はランダムに並べ替えて選択を行った場
合よりも推定効率が下回った．また，指標 3 (正解ラベル確率
上昇度)を用いた場合の推定効率が指標 2 (推定出力エントロ
ピー)を上回った．

4.3 考察
まず，実験 1で示された結果について考察する．読んだ順番

に入力した場合がランダムに並べ替えた場合と同程度の効率を
示したことから，受動的に蓄積されたユーザの行動履歴を用い
た属性推定は非効率であるということが示された．また，提案
した 3つの指標を用いることで推定を効率化できたことから，
3つの指標によって各記事の推定への貢献度を予測可能である
ということが明らかになった．さらに，指標 2 (推定出力エン
トロピー)と指標 3 (正解ラベル確率上昇度)が指標 1 (被アク
セスエントロピー)を上回ったことから，推定モデル由来の指
標の方が統計情報をもとにした指標よりも優れているというこ
とが示された．
次に，実験 2の結果について考察する．指標 1 (被アクセス

エントロピー)を用いた場合がランダムに並べ替えた場合を下
回ったこと，指標 3 (正解ラベル確率上昇度)が指標 2 (推定出
力エントロピー)を上回ったことという 2点において実験 1と
異なる結果となった．このことから，選択された記事をユーザ
が読む確率が指標ごとに異なり，そのことが推定の効率に影響
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図 7: 選択された記事を読んだユーザの割合の推移

表 3: 各指標の評価 (◎:非常に有効，○:有効，△:効果なし，
×:逆効果)

推定への貢献度 読まれる確率 推定の効率化
ランダム △ △ △
指標 1 ○ × ×
指標 2 ◎ △ ○
指標 3 ◎ ○ ◎

を与えたと考えられる．
そこで，選択された記事を読んだユーザの割合が記事選択

のステップごとにどのように推移していくかを指標ごとに調べ
たところ，図 7のようになった．
推定効率という観点でより重要だと考えられる序盤の記事選

択に着目すると，指標 3 (正解ラベル確率上昇度)を用いるこ
とでユーザの読む確率が高い記事を優先的に選択できているこ
とがわかる．一方で，指標 1 (被アクセスエントロピー)を用
いるとユーザの読む確率が低い記事を優先的に選択してしまう
傾向があることが明らかになった．以上のことから，各指標の
評価をまとめると表 3のようになる．推定への貢献度の予測，
およびユーザが読む確率の予測という両面から考えると，指標
3が最も推定を効率化できるということが明らかになった．

5. 結論
本稿では，日本経済新聞社が提供するWebサービス「日経

電子版」に登録しているユーザを対象とし，テキスト情報から
のユーザ属性の推定手法，属性推定の効率化という 2 つの連
続したテーマで研究を行った．
第 3 章で述べたように，日経電子版に登録されたユーザの

読んだ記事のタイトルから，ユーザの性別・年齢・職業が推定
可能であるということがわかった．すなわち，読む記事には属
性ごとに傾向があり，記事のタイトルのセマンティックな情報
からその傾向を学習可能であるということが明らかになった．
また，第 4章で述べたように，能動的な推定において効率的

に推定を行う手法を発見することができた．提案した 3つの指
標のうち，2つが推定の効率化に有効であるということが明ら
かになった．さらに，記事の推定への貢献度と記事が読まれる
確率という 2 つの特性を反映した指標が有効であるというこ
とが示され，提案した 3つの指標の中では指標 3 (正解ラベル
確率上昇度)が最も有効であるということが明らかになった．

今後の課題としては，属性推定モデルの構築，推定の効率化
という 2つの観点から考えられる．
属性推定モデルの構築という観点からは，まず推定精度の

向上という課題が挙げられる．本稿で畳み込みニューラルネッ
トワークのモデル構築の際に参考にした Kim[Kim 14]の文献
では，学習済み word2vecモデルのパラメタも更新の対象とす
ることにより推定精度を高められることが示されている．この
ように，タスクに特化するようにモデルのパラメタを更新する
アプローチは性能を向上させることが期待できるため，推定精
度を実用的な水準まで向上させるために今後取り組むべき課題
であると言える．また，本稿では日経電子版に登録されたユー
ザに対する属性推定を行ったが，その他のデータセットを用い
て本稿で得られた結果の再現性を検証することも課題である．
推定の効率化という観点からも，まずは複数のデータセット

を用いた再現性の検証が挙げられる．また，本稿で提案した 3

つの指標はそれぞれ統計情報，モデルによる出力，過去に行わ
れた逐次推定から得られる比較的単純な指標であり，推定モデ
ルの内部構造に依存しない．したがって，異なる推定モデルを
用いて本稿と同様の実験を行うことにより，本稿で提案した入
力の優先順位の予測方法が汎用的であるかを検証することも課
題の一つであると言える．逆に，推定モデルの内部構造を考慮
した予測方法によって更に推定の効率を高められる可能性もあ
るため，その手法を検討することも課題の一つと考えられる．
さらに，記事について「ユーザが読んだ際の推定への貢献度」
と「ユーザが読む確率」の両方を反映した予測が行えるよう
に，過去の逐次推定から学習する方法をより高度化していくこ
とも課題として挙げられる．
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CVR Delayed Feedback
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Predicting conversion rates (CVRs) in display advertising (e.g., predicting the proportion of users who purchase
an item (i.e., a conversion) after its corresponding ad is clicked) is important when measuring the effects of ads
shown to users and to understanding the interests of the users. There is generally a time delay (i.e., so-called delayed
feedback) between the ad click and conversion. In this paper, we propose a nonparametric delayed feedback model
for CVR prediction that represents the distribution of the time delay without assuming a parametric distribution,
such as an exponential or Weibull distribution. Because the distribution of the time delay is modeled depending on
the content of an ad and the features of a user, various shapes of the distribution can be represented potentially. In
an experiment on Criteo dataset, we show that the proposed model outperforms the existing method that assumes
an exponential distribution for the time delay in terms of conversion rate prediction.
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( delayed feedback )
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i di
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p(ci = 1|xi;w) =
(
1 + exp(−w�xi)

)−1

, (10)

p(ci = 0|xi;w) = 1− p(ci = 1|xi), (11)
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,
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1: Criteo

Log loss Accuracy AUC

NAIVE 0.2818 ± 0.021 0.9124 ± 0.013 0.7187 ± 0.019
DFM 0.3689 ± 0.051 0.9151 ± 0.012 0.7213 ± 0.022

NoDeF 0.2575 ± 0.020 0.9157 ± 0.012 0.7242 ± 0.025

(a) L = 10 (b) L = 20

3: L NoDeF

λw = 0.1 λV = 0.1

p(y = 1|x, c = 1, E) = p(c = 1|x)p(d < E|c = 1,x)

= p(c = 1|x)
∫ E

0

p(t|c = 1,x)dt

= p(c = 1|x) (1− s(E;x,V )) .(32)
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Learning Style-sensitive Word Vector via Unsupervised-manner
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This paper is the first study aiming at capturing stylistic similarity in an unsupervised manner. We construct
a novel style-sensitive word vector predicting the target word for giving nearby and wider contexts under the
assumption that the style of all the words in an utterance is consistent. We also introduce an evaluation dataset
with human judgments on the stylistic similarity between word pairs. Experimental results illustrate capturing the
stylistic similarity significantly.

1.

[1, 2, 3]

[4, 5, 6, 7, 8]

[9].

-

(1)

“ ” “ ”

“ ” “ ” 1

2

3

2.

2.1
w1,w2,...wI

I wi i

wt

wt+1 vw ṽw
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レイヤーベクトルを用いたマルチプレックスネットワークの
エンベディング

Multiplex Network Embedding with Layer Vectors

松野 竜太
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村田 剛志
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東京工業大学 情報理工学院 情報工学系
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Network embedding is a method to convert nodes in a network into low dimensional vectors. Most of existing
works are designed for single-layer networks, however, real world networks are often represented as multiplex
networks. Thus, we propose a novel embedding method for multiplex networks, named MELL, which incorporates
layer vectors that capture layer connectivity. The experimental results of link prediction tasks show that MELL
outperforms all of the existing methods.

1. はじめに
ネットワークエンベディングは, ネットワーク上のノードを

低次元のベクトルに変換する手法で, ネットワーク上のノード
の近接関係をベクトル空間中の距離関係に反映させることで
ネットワーク構造を学習している. この手法は, ネットワーク
分析に広く応用されており, 例としてネットワーク可視化, ノー
ドの多クラス分類, リンク予測が挙げられる. 特に潜在的なエッ
ジを予測するリンク予測は, 情報推薦や知識発見などへの応用
が可能であるため, 本研究では特にリンク予測に焦点を当てる.

既存のエンベディング手法のほとんどが単層ネットワークを
対象としている一方で, 現実世界には, マルチプレックスネッ
トワークと呼ばれるネットワークが多く存在する. マルチプ
レックスネットワークは, 全てのレイヤーが同じノードを持つ
多層ネットワークで, 同一のノード間における複数の関係性を
表現することができる. 例えば, 同じユーザーに利用されてい
る複数のソーシャルネットワークは, 1つのレイヤーが 1つの
ソーシャルネットワーク上の関係を表すマルチプレックスネッ
トワークとして表現できる.

マルチプレックスネットワークでは, 各レイヤーが互いに影
響しあっているため各レイヤーを独立に分析することは非効
果的である. 例えば, あるソーシャルネットワーク上で友人関
係にあるユーザー同士が, 別のソーシャルネットワーク上でも
友人関係であることは十分考えられる. 従って, これらのソー
シャルネットワークを合わせて分析することでより効果的な分
析を行える. 一方で, 関連性の低いソーシャルネットワークが
同時に存在する場合もあるため, マルチプレックスネットワー
クを分析する際は, 各レイヤーの関係性に留意することが重要
となる.

本研究では, レイヤーベクトルを用いたマルチプレックス
ネットワークのエンベディング手法としてMELLを提案する.

レイヤーベクトルとは, 各レイヤーの構造からレイヤーの関係
性を学習するベクトルである. MELL は, 全てのレイヤー構
造をエンベディングに反映すると同時に, レイヤーベクトルに
よってレイヤーごとの関係性を利用してエンベディングを行う
ことができる. MELLは, エンベディングの結果に基づいてリ

連絡先: 東京工業大学 情報理工学院 情報工学系
東京都目黒区大岡山 2丁目 12-1 W8-59

E-mail:ryutamatsuno@net.c.titech.ac.jp

ンク予測を行うことができ, リンク予測について, 既存手法と
比較した実験においては, 全てのデータセットで既存手法を上
回る精度を示し, 最大で 25%高い AUC値を示した.

2. 問題定義
本研究の対象であるマルチプレックスネットワーク及びリン

ク予測問題を次のように定義する.

定義 1 (マルチプレックスネットワーク). マルチプレックス
ネットワークは, 全てのレイヤーが同じノードを持つ多層ネッ
トワークである. マルチプレックスネットワーク G は G =

{G1, ..., GL}と表され, Gl = (V l, E l)が l番目のレイヤーを示
す. V l = {vl1, ..., vlN}はノードの集合, E l ⊂ V l ×V l はエッジ
の集合である. L,N はそれぞれレイヤー数, ノード数を示す.

また, M =
∑L

l=1 |E l| は G の全エッジ数を表す.

定義 2 (マルチプレックスネットワークにおけるリンク予測問
題). この問題は, 与えられたマルチプレックスネットワークの
任意のレイヤーの接続されていないノード対間に潜在的なエッ
ジが存在する確率 (以下, エッジ確率) を求める問題である.

本研究では, マルチプレックスネットワークのエンベディン
グを行い, リンク予測問題に対して評価を行う.

3. 提案手法
本研究では,単層ネットワークに用いられるベクトルの内積を

利用したエンベディング手法 [Xu 2017] に基づいて, マルチプ
レックスネットワークのエンベディング手法MELL (Multiplex

network Embedding via Learning Layer vector) を提案する.

具体的には, 内積を利用した手法に以下の 3つの新しいアイデ
アを組み込んでいる.

• MELL は, 全レイヤーの構造を同時に利用するために,

各レイヤーをそれぞれエンベディングした上で, 各レイ
ヤー上の同一ノードに対するベクトルのばらつきを小さ
くする.

• MELLは, レイヤーごとの関係性を反映するために, レイ
ヤーベクトルを利用する.

• MELLは, 無向グラフに対応するために, 1つのノードに
対して 2つのベクトルをエンベディングする.
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図 1: MELLを用いたリンク予測全体の流れ. MELLは, マルチプレックスネットワークからレイヤー毎に各ノードのベクトルと
レイヤーベクトルを学習する. これらのベクトルを用いて式 (2)によりエッジ確率を計算しリンク予測を行う.

MELLの全体的な流れを図 1に示す.

最初のアイデアは, マルチプレックスネットワークの各レイ
ヤーをエンベディングして, 各レイヤーの同一ノードに対する
ベクトルのばらつきを制限することである. MELL は, まず
各レイヤーをエンベディングし, 次に各レイヤーの同一ノード
のエンベディングのベクトル v1

i , ...,v
L
i の分散 V[{v1

i , ...,v
L
i }]

を制限する. すなわち, MELLは v1
i ≈ ... ≈ vL

i となるように
エンベディングを行う. これによりレイヤー毎のエンベディン
グが同一に近づく. エッジ確率は各レイヤーのエンベディング
に基づいて計算されるため, これは全レイヤーで同じようなリ
ンク予測を行うことを意味している. 構造が似ているレイヤー
間においては, 一方に存在するエッジを他方でも予測できるた
め, このアイデアは有効である一方, 構造が異なるレイヤー間
においては, 関連の無いレイヤーを反映してしまうため, うま
くエンベディングを行うことができない.

レイヤー間の関係を反映したエンベディングを行うために,

MELL はレイヤーベクトルを利用する. レイヤーベクトルは
各レイヤーに 1つ割り当てられるベクトルで, 他のレイヤーと
の類似性を学習する. このレイヤーベクトルは, エッジ確率の
計算に使用され, l番目のレイヤーにおいて, vli, v

l
j 間のエッジ

確率 p(vli, v
l
j)は次のように定義される.

p(vli, v
l
j) = σ

(
(vl

i + rl)
T · vl

j

)
(1)

σ(x)は σ(x) = 1/(1+exp(−x))で定義されるシグモイド関数
である. vl

i,v
l
j はそれぞれ vli, v

l
j に対応するベクトルで, rl は

l番目のレイヤーのレイヤーベクトルを表す. 同一ノードのば
らつきの制限と式 (1)から, レイヤー構造の類似性がレイヤー
ベクトルの類似性に反映されることがわかる. このレイヤーベ
クトルの働きによって, レイヤー毎に異なるエッジ確率を計算
できるため, レイヤーに応じたリンク予測が可能になる.

レイヤーベクトルを利用した場合, 式 (1)のようにエッジ確
率の計算が非対称になる. すなわち, p(vli, v

l
j) �= p(vlj , v

l
i) であ

る. 式 (1)は, 非対称なエッジ確率が求められる有向グラフでは
問題ないが,対称なエッジ確率を必要とする無向グラフでエッジ
確率を正しく計算できない. そのため, MELLは [Zhou 2017]

を参考に, 無向グラフにおいて同一ノードに対して 2つのベク
トルをエンベディングしている. MELLは, 1つの無向エッジ
を 2つの双方向の有向エッジとして見なし, 1つのノードに対
して, 有向エッジが出る際のベクトルと有向エッジが入る際の
ベクトルの 2つのベクトルを割り当てている. 従って vli から
vlj へのエッジ確率は次のように再定義される.

p(vli, v
l
j) = σ

(
(vH

l
i + rl)

T · vT
l
j

)
(2)

vH
l
i は, エッジが出る際の vli のベクトル, vT

l
j はエッジが入る

際の vlj のベクトルを表す. なお, 有向グラフにおいては, vH
l
i

及び vT
l
i は同一である.

MELL は, 以上のアイデアを式 (2) と次に示す損失関数に
反映し, 損失を最小化することによって, ノード及びレイヤー
のベクトルを学習する. 損失関数 Lossは, 次のように定義さ
れる.

Loss(Epos, Eneg;λ, β, γ) =−
∑

(vl
i,v

l
j)∈Epos

log p(vli, v
l
j)

−
∑

(vl
i,v

l
j)∈Eneg

log
(
1− p(vli, v

l
j)
)

+ β (V[VH ] + V[VT ])

+
λ

N
(‖VH‖2F + ‖VT ‖2F ) + γ‖R‖2F

(3)

VH ,VT ∈ R
L×N×d はそれぞれエッジが出る際, 入る際の各

レイヤー各ノードのベクトルである. d はエンベディングの
次元を表し, R ∈ R

L×d は各レイヤーのレイヤーベクトルを
示す. Epos =

⋃L
l=1 E l は存在するエッジの集合であり, 無

向グラフでは, E ′l =
{
(vlj , v

l
i)
∣∣(vli, vlj) ∈ E l

}
として, Epos =⋃L

l=1

(E l ∪ E ′l) とする. Eneg は, 学習の際に利用するネガティ
ブサンプルで, 全レイヤーの接続されていないノード対からラ
ンダムにサンプルする. サンプル数は, ハイパーパラメータで
ある k を用いて k|Epos|とする. 第 3項は, 同一ノードのベク
トルのばらつきを制限する項で, V[VH ] = 1

L

∑L
l=1 ‖VH [l] −

E[VH ]‖2F ,E[VH ] = 1
L

∑L
l=1 VH [l] と計算される. VH [l] ∈

R
N×d は, VH の l番目の行列を表す. V[VT ]も同様に計算さ
れる. 第 4, 5項は, 正則化項であり, λは各ノードのベクトル
に対する正則化係数, γ はレイヤーベクトルに対する正則化係
数である. MELL は式 (3) の損失関数を最急降下法等を用い
て最小化することで, ノードのベクトルVH ,VT 及びレイヤー
ベクトルRを学習する. ハイパーパラメータは, エンベディン
グの次元 d, ネガティブサンプルの割合 k, エンベディングに
対する正則化係数 λ, 同一ノードのエンベディングに対する正
則化係数 β, レイヤーベクトルに対する正則化係数 γ の 5 つ
である. これらのパラメータはグリッドサーチによって決定さ
れる.
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表 1: 本実験で使用したデータセットの詳細. Lはレイヤー数, Nはノードの数, Mは全エッジ数を示す.

データセット L N M 種類 有向/無向
CS-Aarhus 5 61 620 交流関係 無向グラフ
Pierre Auger Collaboration 16 514 7153 共著関係 無向グラフ
EU Air Transportation 37 450 3588 交通網 無向グラフ
C.Elegans Connectome 3 279 5863 神経網 有向グラフ
Xenopus 5 461 620 遺伝子網 有向グラフ

MELLは, エンベディングの結果から vli, v
l
j 間のエッジ確率

を式 (2)により計算し, リンク予測を行う. なお, 無向マルチ
プレックスネットワークにおいては, p(vli, v

l
j)と p(vlj , v

l
i) の平

均を予測値として使用する.

4. 実験
マルチプレックスネットワークにおけるリンク予測につい

て, 提案手法のMELLを既存手法と比較する実験を行った.

4.1 データセット
本実験では, 表 1に示した 5つの異なる種類のデータセット

を使用した. これらのデータセットは, CoMuNe研究室のウェ
ブサイトから取得した ∗1. データセットの詳細は次の通りで
ある.

• CS-Aarhus [Magnani 2013] : ユーザー間における 5 種
類の交流関係を表す無向マルチプレックスネットワーク

• Pierre Auger Collaboration [De Domenico 2015a] : 16

分野における共著関係を表現した無向マルチプレックス
ネットワーク

• EU Air Transportation [Cardillo 2013] : ヨーロッパ圏
における 37の航空会社による路線を表現した無向マルチ
プレックスネットワーク

• C.Elegans Connectome[Chen 2006][De Domenico 2015b]

: 神経網における 3種類の反応性を表現した有向マルチ
プレックスネットワーク

• Xenopus [Stark 2006] [De Domenico 2015b] : 遺伝子お
よびタンパク質間における 5種類の反応を表現した有向
マルチプレックスネットワーク

4.2 実験手法
それぞれのデータセットにおいて, 各レイヤーの αt%のエッ

ジを学習に使用し, 残りのエッジをテスト用エッジとして使用
する. テストにおいては, テスト用エッジと同数の接続されて
いないノード対をランダムにサンプルし, これらを合わせて使
用する. 提案手法及び既存手法は, テスト用エッジおよびラン
ダムにサンプルされた接続されていないノード対のそれぞれ
に対してリンク予測を行い, エッジが存在する確率を 0から 1

の間で出力する. 評価には, リンク予測問題で一般的に用いら
れるAUC (AUROC) 値を利用する. 各実験において学習に使
用するエッジを一様に 5回変え, AUC値の平均を最終的な値
として報告する. αt = 20%において, この実験設定は 5分割
交差検証法と同等である.

4.3 比較手法
マルチプレックスネットワークにおけるリンク予測問題に対す

る既存手法として, APP, MTNE-R及びMTNE-R Consensus

∗1 https://comunelab.fbk.eu/data.php

(以下 MTNE-R Cons.), MULTITENSORの 4つが挙げられ
る. 本実験では, MELLをこれらの既存手法と比較した. 既存
手法の詳細は次の通りである.

• APP [Zhou 2017] : APPは単層ネットワークにおけるエ
ンベディング手法であり, ランダムウォークを用いてノー
ド間の近接関係を学習する. APPはエンベディング結果
からリンク予測を行うことができ, マルチプレックスネッ
トワークに対しては, 各レイヤーごとに独立にエンベディ
ングを行い, リンクを予測する.

• MTNE-R, MTNE-R Cons. [Xu 2017] : MTNEは無向
マルチプレックスネットワークのエンベディング手法で,

各レイヤーをそれぞれエンベディングした上で, 全レイ
ヤー構造の共通部分を利用してそれらのエンベディング
を改善する. MTNE-Rは, 各レイヤーのエンベディング
を用いてリンク予測を行う手法, MTNE-R Cons.は全レ
イヤーの共通部分を用いてリンク予測を行う手法である.

• MULTITENSOR [De Bacco 2017] : MULTITENSOR

はテンソル分解を利用した手法である. この手法は, ポア
ソンテンソル分解によってマルチプレックスネットワー
クネットワークの隣接テンソルを分解し, 再び隣接テンソ
ルを生成する. MLTITENSORはこの再生成したテンソ
ルの値に基づいてリンク予測を行う.

4.4 実験結果
各データセットにおいて, αtを 20%, 40%, 60%, 80%と変化

させ, それぞれにおいて提案手法および既存手法の AUC値を
測定した. 実験結果を表 2に示す.

一連の実験結果から全てのデータセット, 全ての αt におい
て, 提案手法の MELL が既存手法を上回る AUC 値を示して
いることがわかる. 特に Xenopusにおいて αt = 80%の場合,

既存手法の最高値よりも 25%高い AUC値を示しており, 本研
究の提案がマルチプレックスネットワークのエンベディング及
びリンク予測に極めて有効であることが, 本実験によって示さ
れた.

APPは, 全ての場合で最低の AUC値を示しており, マルチ
プレックスネットワークに対する単層ネットワークのエンベ
ディング手法の使用が非効果的であることがを示している.

MTNE-R 及び MTNE-R Cons. は, CS-Aarhus と Pierre

Auger Collaboration で比較的良いリンク予測を行っている.

一方で, EU Air Transportationでは低い AUC値を示してい
る. 前者の 2つのデータセットは, ネットワーク種類の特性に
より各レイヤーが似た構造を持っている. 従ってMTNE-R及
びMTNE-R Cons.はレイヤー構造が似ている場合にのみ有効
にリンクを予測できることがわかる.

MULTITENSOR は, ほとんどの場合において既存手法の
中で最も高い精度でリンク予測を行っている.
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表 2: 本実験の結果 : 表中の数値は AUCの値を表し, 高いほど高精度なリンク予測を示す. αt は, 学習に利用したエッジの割合
を示す. MTNE-RおよびMTNE-R Cons.は無向グラフでのみ評価を行った. 太字は, 各データセットの各 αt において最も高い
AUCの値を表す.

学習率 αt

データセット 手法 20% 40% 60% 80%

APP 0.5461 0.6630 0.7376 0.7757

MTNE-R 0.6977 0.7788 0.7921 0.8492

CS-Aarhus MTNE-R Cons. 0.6943 0.7645 0.8189 0.8370

MULTITENSOR 0.6645 0.7827 0.8862 0.9071

MELL 0.8173 0.8877 0.9224 0.9417

APP 0.6060 0.7913 0.8894 0.9434

MTNE-R 0.9214 0.9525 0.9765 0.9873

Pierre Auger Collaboration MTNE-R Cons. 0.9217 0.9542 0.9775 0.9874

MULTITENSOR 0.9451 0.9705 0.9817 0.9893

MELL 0.9811 0.9918 0.9956 0.9979

APP 0.4364 0.4904 0.5536 0.5828

MTNE-R 0.5535 0.6891 0.7446 0.7817

EU Air Transportation MTNE-R Cons. 0.5550 0.7010 0.7440 0.7683

MULTITENSOR 0.8516 0.9041 0.9344 0.9463

MELL 0.9806 0.9897 0.9941 0.9944

APP 0.5875 0.6800 0.7287 0.7518

C.Elegans Connectome MULTITENSOR 0.7167 0.8019 0.8434 0.8836

MELL 0.8360 0.9144 0.9430 0.9701

APP 0.5135 0.5260 0.5536 0.5442

Xenopus MULTITENSOR 0.5469 0.5921 0.6441 0.6664

MELL 0.7575 0.8159 0.8818 0.9130

5. おわりに
本研究では, マルチプレックスネットワークのエンベディン

グ手法MELLを提案した. MELLはレイヤーベクトルを利用
することで, 各レイヤーの関係性を考慮したエンベディングを
行うことができる. リンク予測に対する既存手法との比較実験
において, MELL は 5 種類の全てのデータセットで既存手法
を上回る AUC値を示し, ネットワークの種類にかかわらず高
い精度でリンク予測を行えることを示した.

今後の課題としては, ネットワーク可視化やノードの多ク
ラス分類への応用, 及び時系列ネットワークへの応用が挙げら
れる.
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Quantification of contribution of features to EEG classification using the efficient estimation of
Shapley Value based on a hierarchy of EEG features

∗1
Kazuki Tachikawa

∗1
Yuji Kawai

∗1
Jihoon Park

∗1
Minoru Asada

∗1
Graduate School of Engineering, Osaka University

Understanding how black-box classifiers predict is important in many applications, especially in medical diagnosis
systems. We propose a method to quantify contribution of features to EEG classification using efficient estimation
of the Shapley Sampling Value (SSV). EEG data have hierarchical features: an electrode signal, signals in various
frequency-bands, and amplitude and phase. If contribution of a feature at a higher level (e.g., a signal of an
electrode) is very small, contribution of features at the lower levels of the feature (e.g., signals of frequency-bands
of the electrode) should be also small. The method prunes such features at lower levels to reduce computational
complexity. We verified the usability of the method in two datasets for EEG classification. The result showed the
method could reduce computational complexity of the SSV by one third, while maintaining high accuracy of the
conventional SSV.

1.

[Schirrmeister 17]

[Sundararajan 17,

Lundberg 17, Zhang 18]

[Lundberg 17]

Shapley Sampling Value
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x M

φ S i xi x

f x
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2.2
1

Sturm et al. Layer-wise Relevance Propagation (LRP)
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[Ancona 17]
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Neural Fictitious Self-Play

Excluding the Data with Exploration from Supervised Learning
Improves Neural Fictitious Self-Play

∗1
Keigo Kawamura

∗2∗3
Jun Suzuki

∗4
Yoshimasa Tsuruoka

∗1
Graduate School of Engineering, The University of Tokyo

∗2NTT
NTT Communication Science Laboratories, NTT Corporation

∗3
RIKEN Center for Advanced Intelligence Project

∗4
Graduate School of Information Science and Technology, The University of Tokyo

Neural fictitious self-play (NFSP) is a method for solving imperfect information games. While methods developed
in recent years such as counterfactual regret minimization or DeepStack require the state transition rules of the
games, NFSP works without them. In this paper, we propose to exclude the exploration data from the supervised
learning component in NFSP and keep the probability of exploration, in order to explore without breaking the
average strategy. We show that this change significantly improves the performance of NFSP in a simplified poker
game, Leduc Hold’em, and compare the results for different exploration probabilities.

1.

AI

Texas Hold’em

Bowling

Texas Hold’em heads-up limit Texas

Hold’em (HULHE) counterfactual regret minimiza-

tion+ (CFR+) [Tammelin 14]

(essentially weakly solved) [Bowling 15]

Moravc̆́ık

CFR+ Deep-

Stack [Moravč́ık 17] HULHE

heads-up no-limit Texas Hold’em

(HUNL)

Brown

CFR+

nested subgame solving

AI Libratus HUNL

[Brown 17]

agent

:

kkawamura@logos.t.u-tokyo.ac.jp

agent

[ 17]

Heinrich

Fictitious Play (FP) [Brown 51]

Neural Fictitious Self-Play (NFSP)

[Heinrich 16]

(Normal Form Game)

FP (Extensive Form Game)

Fictitious Self-

Play (FSP) [Heinrich 15]

Q Deep Q-Network (DQN) [Mnih 15]

NFSP HULHE

NFSP

NFSP

2.
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a P

c

1

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1N3-01



f(s) z

rp(z)

p

Ip
p p

Ip A

σp(Ip)
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(XFP) [Heinrich 15] FSP XFP
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XFP

FSP

NFSP NFSP
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3.
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NFSP

NFSP ε-greedy ε
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ε-greedy Q

Algorithm 1

4.

2 Leduc Hold’em
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Algorithm 1 NFSP

Γ is a game and N is the number of players

1: function NFSP(Γ)

2: Initialize Π, Q θΠ, θQ, θQ
′
, MSL MRL

3: for i = 1, 2, · · · , N do �

4: Initialize Mi

5: end for

6: for iteration = 1, 2, · · · do

7: ε ← ε(iteration) � ε

8: for i = 1, 2, · · · , N do

9: σi ← ε-greedy(Q) ( η) or Π ( 1− η)

10: end for

11: Initialize Γ

12: repeat

13: n ← turn player of Γ

14: Mn.s ← Mn.s
′

15: observe state s∗ and Mn.s
′ ← s∗

16: Store Mn in MRL �

17: if Mn.IsGreedy then � greedy

18: Store Mn in MSL

19: end if

20: Periodically update θQ with M ∼ MRL , θQ
′

21: Periodically update θΠ with M ∼ MSL

22: Periodically update θQ
′ ← θQ � RL

23: Sample action a by strategy σi

24: Execute a on Γ

25: Mn.a ← a

26: Mn.IsGreedy ← IsGreedy �

greedy

27: Reward Mn.r ← 0 � 0

28: until Γ is over

29: for i = 1, 2, · · · , N do

30: set Mi.r �

31: end for

32: end for

33: return Π
(
s, a|θΠ)

34: end function

(exploitability)

Leduc Hold’em [Southey 05]

3 2 6

1 1 3

1

1 2 2

4 1

1 1

2

[Johanson 11]

ε(σ) =
∑

p∈{1,2}
rp(bp(σ−p), σ−p) (2)

1

0 σ

0

Leduc Hold’em

4

A. NFSP ε

ε = 0.06√
n

n [Heinrich 16] iteration

(128 game steps)

B. A.

C. A. ε

D. B. C.

ε

ε 0.1

[Heinrich 16]

107

5 1 ε

NFSP ε

NFSP

NFSP

ε 0.01, 0.02, 0.05,

0.1, 0.2, 0.5 6 ε

1

ε

ε
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1: 107

5

NFSP (A.) α = 0.01

†

A. (3.8± 0.5)× 10−2

B. (4± 1)× 10−2

C. (26.8± 0.8)× 10−2†

D. (2.3± 0.5)× 10-2†

1: 107

base NFSP ε

ε = 0.1

ε 5

1

ε ε 0.02

0.1

ε

5.

NFSP

NFSP

NFSP

NFSP

NFSP
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(2017)
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[Tammelin 14] Tammelin, O.: Solving Large Imperfect In-
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Estimation of a non-linear reward function using score-based inverse reinforcement learning

∗1
Natsumi Watanabe

∗2
Gakuto Masuyama

∗1
Kazunori Umeda

∗1
Chuo University

∗2
Meijo University

This paper presents a novel inverse reinforcement learning method, which estimates a reward function from
arbitrary trajectories and their scores. Whereas standard inverse reinforcement learning methods query (near-)
optimal demonstrations to an expert and estimate a linear reward function, our method 1) queries scores of arbitrary
trajectories, and 2) estimates a non-linear reward function. Our method inherits a benefit of score-based inverse
reinforcement learning enabling the expert to free him/herself from a burden to generate demonstration trajectories.
The method also can estimate a non-linear reward function by introducing kernel function to score-based inverse
reinforcement learning. We tested our method by a control task of a simulated robotic manipulator. The results
demonstrate that our method estimates a non-linear reward function, from which reinforcement learner generate
trajectories with a high score.

1.

[1]

[2, 3, 4, 5]

[6]

[7]

:

112-8551 1-13-27

n.watanabe@sensor.mech.chuo-u.ac.jp

2.

Burchfiel Dis-

tance Minimization Inverse Reinforcement Learning; DM-

IRL [7]

DM-IRL

S

A π : S×A �→ [0, 1]

s ∈ S a ∈ A φ : S×A �→ R
k

s a

DM-IRL R : S × A �→ R

(1)

R(s, a) = wTφ(s, a) (1)

w ∈ R
k

i τi =

{(si0, ai
0), . . . , (s

i
|τi|−1, a

i
|τi|−1)} vi

(2)

vi =

|τi|−1∑
t=0

γtR(sit, a
i
t) (2)

γ ∈ [0, 1) 1 vi
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3

vi =

|τi|−1∑
t=0

γtwTφ(sit, a
i
t)

= wT

|τi|−1∑
t=0

γtφ(sit, a
i
t) (3)
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(τ1, v
∗
1), . . . , (τr, v

∗
r ) (4)
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ŵ = argmin
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r×k 5
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⎜⎜⎝

∑|τ1|−1
t=0 γtφ(s1t , a

1
t )

T
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⎞
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|τi| − 1 = T
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x̄1, . . . , x̄m

4.

MuJoCo[8] OpenAI

Gym[9] Reacher

Fig.1 Reacher 2
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Fig. 1 Simulator of a 2-link manipulator

Fig. 2 A heatmap of distance to the target from the end-effector
w.r.t. link angles

Fig. 3 Average score of each 50 episodes

Fig.2 Fig.1

Fig.2

τ1, . . . , τr 50

Ti

U(−2.0, 2.0)

v∗1 , . . . , v
∗
r (11)

v∗i =

|τi|−1∑
t=0

γt

(
−
√

d
(t)
x

2
+ d

(t)
y

2 − (T
(t)
1

2
+ T

(t)
2

2
)

)
(11)

T (t) d(t) t

(4) (8)

K-Means

(a) Proposed method

(b) DM-IRL

Fig. 4 Estimated reward function (link angles)

(a) Proposed method

(b) DM-IRL

Fig. 5 Estimated reward function (load torque)
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2000 DM-IRL
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Policy Optimization[10]
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Fig.3

DM-IRL

θ̇i = 0 Ti = 0

Fig.4 θi = 0 θ̇i = 0

Fig.5
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Toward satisficing in general reinforcement learning
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As the scope of reinforcement learning broadens, optimization becomes less realistic, and bounded rationality that
considers the limitations in agents gets more important. Satisficing, the principal model of bounded rationality,
models how people and animals explore and exploit. However, there is no efficient algorithm that represents
satisficing can be applied to reinforcement learning in general. We apply our satisficing model, reference satisficing
(RS) value function, and the global reference conversion (GRC) technique to the broader reinforcement learning
tasks than in previous studies. In the three tasks we deal with in this study, RS and GRC work well, while there
are some open problems for general reinforcement learning tasks.
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Profit Sharingと遺伝的アルゴリズムを用いたハイブリッド学習
-MDPs環境でのタスク分割性能-

Hybird Learning Using Profit Sharing and Genetic Algorithm
-Task Division Performance in MDP Environments-
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Reinforcement learning is generally performed in the Markov decision processes (MDP). However, there is a
possibility that the agent cannot correctly observe the environment due to the perception ability of the sensor.
This is called partially observable Markov decision processes (POMDP). In a POMDP environment, an agent may
observe the same information at more than one state. We proposed a hybrid learning method using Profit Sharing
and genetic algorithm (HPG) for this problem. However, Most of real problems can be represented in an MDP
environments. In this paper, we improve HPG to adapt to MDPs environments and report the effectiveness of our
method by some experiments with mazes.

1. はじめに
強化学習は，学習者であるエージェントが環境との相互作用

から目標状態に達する方策の学習を行う手法である．エージェ
ントは目標状態に達したときに報酬が得られ，それを最大化す
ることを目的に学習する．一般に強化学習は，状態を正しく観
測できるマルコフ決定過程（MDPs）の環境を想定している．
しかし実際には，センサの知覚能力により状態の混同が起こっ
ている可能性があり，エージェントがうまく学習を行えないこ
とがある．状態の混同が発生している環境を部分観測マルコフ
決定過程（POMDPs）といい，それが原因で発生する問題を
不完全知覚問題という．
不完全知覚問題の解決法は，サブタスクに分割する手

法 [Wiering 97, Nomura 15]，Profit Sharing （PS）を用
いた手法 [Arai 01, 植村 05]，状態遷移の履歴を用いる手法
[McCallum 95]の３種類に大別できる．これらの手法ではそれ
ぞれ欠点を持っている．サブタスクに分割する手法では，サブ
ゴールの学習とサブタスクの再学習を行う必要があり，学習効
率が悪い．PSを用いた手法では，不完全知覚状態が多く存在
する環境ではランダム行動と変わらなくなるなど複雑な環境下
に弱い．状態遷移の履歴を用いる手法では，環境が大きくなる
と計算量が発散してしまう．筆者ら [鈴木 17]は，これらの欠
点を改善すべく PSと遺伝的アルゴリズム（GA）によりサブ
ゴールを決定し，不完全知覚問題を解決する Hybrid learning

using Profit sharing and Genetic algorithm（HPG）を提案
した．しかし，実問題ではMDPs環境であることが多いもの
の，HPGのMDPs環境下における有効性を検証していなかっ
た．本稿では，MDPs 環境にも対応できるよう HPG を改良
し，実験によりタスク分割性能を検証する．

2. 不完全知覚問題
本稿では，図 1 のようなグリッドの環境を想定する．エー

ジェントの観測範囲は近傍の８セルとし，壁の有無のみ知覚で

連絡先: 加藤昇平，名古屋工業大学，愛知県名古屋市昭和区御
器所町，052-735-5625，shohey@katolab.nitech.ac.jp

図 1: A POMDP environment

き，行動は上下左右の４種類とする．図 1の環境では，スター
トの状態 Sからゴールである状態 Gに到達するために，状態
A，Bを通過しなければならない．しかし，状態 Aと状態 B

では近傍８セルが同一のものとなっているため，状態の混同が
発生し，エージェントは２つを異なる状態だと判別できない．
このように異なる状態を同一の状態と観測してしまう環境が
POMDPs環境である．さらにエージェントは，状態Aでは右
に，状態 Bでは上に移動しなければならないが，２つを同一
状態とみなしているため，ゴールに近い状態 Bですべき上と
いう行動を学習してしまい，状態 Aでループに陥ってしまう．
このように POMDPs 環境下で正しく学習を行えない問題が
不完全知覚問題である．

3. Profit Sharingと遺伝的アルゴリズムを
用いたハイブリッド学習

提案手法では，GAを用いて不完全知覚問題を解決するエー
ジェントを生成する．各エージェントは配列構造で表現される
サブゴールを設定し POMDPs 環境の分割を行い，サブエー
ジェントがMDPs環境で強化学習を行うことで不完全知覚問
題に対応する．その強化学習の結果に応じ，遺伝的操作を行い
環境に適したエージェントが生成される．以下に提案手法の計
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算手順を示す．

1. 初期集団を生成する．
X 個のサブゴールと (X +1)個のサブエージェントをも
つエージェント Y 個体を生成する．

2. 各エージェントが強化学習を行う．
各エージェントは，サブゴール到達を切り替え条件に先
頭のサブエージェントから順に学習する．

3. 交叉，突然変異を行い，新たなエージェントを生成する．

4. 以降，（2），（3）を世代数繰り返し終了．

3.1 初期集団生成
初期集団生成時において，エージェントは環境にどのような

状態が存在するか未知である．サブゴールをランダムに生成す
ると，到達不能なサブゴールや存在し得ないサブゴールが多数
出現する．これにより試行回数が増大し，さらに適応度は各サ
ブゴールではなく順序付きサブゴール集合を評価するため，有
効なサブゴールをもつエージェントの適応度まで下げてしまう
可能性があり，学習が遅くなると考えられる．そのため，初期
集団生成時にある程度有効なサブゴールを設定すべきである．
そこで，提案手法では強化学習の一種である PSを用いてサブ
ゴールを生成する．サブゴール生成の計算手順を以下に示す．

1. 報酬分配量を考慮した PSで学習を行う．

2. 各状態のルールの優先度からサブゴール候補を決定する．

3. サブゴール候補からランダムに各個体のサブゴールを決
定する．

3.1.1 報酬分配量を考慮した Profit Sharing

Profit Sharing （PS）は，各状態ごとの行動の優先度を学
習する手法で，報酬獲得した際にエピソード内すべてのルール
の優先度を一括に強化するオフライン学習である．状態 st に
おける行動 at の優先度 P (st, at)は次式で強化される．

P (st, at) ← P (st, at) + f(x) (1)

ここで f(x)は強化関数といい，xは報酬獲得までの距離を表
す．PSは，この優先度に基づくルーレット選択により行動選
択を行う．提案手法では，PSのオフライン学習とルーレット
選択に着目し，有効ルールである可能性が高い状態を判別し，
その状態をサブゴール候補とする．

PSの強化関数は，等比減少関数が使われていることが多い．
しかし，有効なサブゴールを生成するため，提案手法では同一
状態で行われたルールの報酬分配量を等しくする．そのため，
１エピソードにおいて各ルールを強化するのは１回のみとし，
各ルールの強化関数は報酬獲得までの距離 x に依存せず，次
式とする．

f(x) =
1

W
(2)

ここで W は，エピソード長である．ゴールに必要不可欠な
ルールは，不完全知覚状態の有無に関わらず毎回強化されるた
め，全てのルールの中で最も大きい優先度を持つ．そこで提案
手法では，大きい優先度を持つルールの状態をサブゴール候補
とし，初期集団生成時にこの中から各個体がサブゴールをラン
ダムに選択する．

3.2 強化学習
初期集団生成時だけでなく各エージェントが行う強化学習

にも前述した報酬分配法の PSを用い，学習の高速化を図る．
PSは，報酬に至るルールをすべて強化するため報酬獲得に貪
欲であり学習の立ち上がりが速い．また植村ら [植村 05] は，
複数のルールを必要とする不完全知覚問題において，ランダム
選択に劣らない性能をもつためには報酬獲得に必要なルール
をすべて同じ確率で選択できれば十分であると示した．提案手
法では，同一状態において等しく報酬を与えているため，この
十分条件を満たし不完全知覚問題にも対応できる．そのため，
サブゴール分割がうまくできず不完全知覚が起こっている場合
でも，目標状態に達することができる．これにより早い段階で
有効なサブゴールかどうか判断でき，学習時間の短縮となる．
提案手法では，PS でサブゴール候補を生成し，PS によっ

て学習を行うエージェントを GA で選択，淘汰して問題を解
決する．つまり PSとGAのハイブリッド学習となる．提案手
法は，PSの局所解の陥りやすさと GAの学習の遅さというお
互いの欠点を２つの手法を組み合せることで解消している．

3.3 交叉
提案手法では，サブゴール候補からサブゴールをランダム

に決定するため，サブゴールの組み合わせが無秩序になってい
る可能性が高い．それにより学習序盤では，遠回りしないよう
に適切なサブゴール到達順序にする必要がある．また学習終盤
では，局所解に陥っていた場合に脱出できるようにする必要が
ある．そこで，交叉は２種類行う．

サブゴールの交叉
サブゴールの交叉は一様交叉を行う．これにより，学習序
盤に意味を成さないサブゴールの順序を入れ替える．ま
た優先度は引き継がずに初期化する．これにより，新た
な解が見つかりやすくなり局所解からの脱出もできると
考えられる．

サブエージェントの交叉
サブエージェントの交叉は一点交叉を行い，サブゴール
と優先度を引き継ぐ．サブゴールの交叉のみでは優先度
を引き継がないため，学習が遅くなってしまう．また学習
が進むにつれ，サブゴールが適切な組み合わせになって
いくが，サブゴールの交叉を行うことで，またサブゴー
ルの順序を乱すことになり学習率が低下する．そこでサ
ブエージェントの交叉を行うことで学習速度を速くする．
また親２個体の切断箇所は共通ではなく，各個体ランダム
に決定する．これによりサブゴール数が動的に変化する．

3.4 適応度計算
適応度は，各エージェントの学習後に greedy法を用いて行

動させ，ゴールしたか否かで評価方法を変更する．ゴール達成
した場合は greedy法によるステップ数，ゴールしなかった場
合は学習中のゴール回数をみて更新する．これは不完全知覚問
題を，ルーレット選択により偶然解決したエージェントの適応
度を上げないようにするためである．適応度を次式で与える．

F1 =

⎧⎪⎨
⎪⎩

R+
Max step− step

sub× a
(completed)　

goal

b
(uncompleted)

(3)

ここで，Rはゴール報酬値，Max stepは最大ステップ数，step
はゴール到達までのステップ数，subはサブゴール数，goalは
強化学習中のゴール回数，a，bは重みを表す．重み bについ
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ては、goal

b
の値がゴール報酬値 R を超えないように設定す

る．適応度は，最適解に近づけるためステップ数を基準に決め
るが，この式で学習を進めると同様なサブゴールのみ残り，多
様性がなくなってしまう．局所解に陥らないためにも，遺伝子
に多様性を持たせ新たな解を見つける可能性を高めなければ
ならない．そこで式（ 3 ）を求めた後，同一の順序付きサブ
ゴール集合をもっているエージェントの適応度を重み cで除算
する．同様の順序付きサブゴール集合を所持するエージェント
を消すことでも多様性は維持できるが，学習序盤に有効なサブ
ゴールが遺伝しにくくなり学習が遅くなってしまうため，適応
度を低くする形をとる．

3.5 突然変異
初期集団を生成する際に，適切なサブゴールがサブゴール

候補の中に存在しない可能性もある．その場合に局所解に陥ら
ないためには，突然変異が重要となる．提案手法の突然変異で
は，配列構造で表現されるサブゴールをランダムに生成する．
しかし，ただランダムに生成するだけでは，前述した通り無駄
なサブゴールができてしまう．そこで突然変異で生成するサブ
ゴールの一部にドントケアを用いて抽象化する．ドントケア
を用いた要素は，観測情報の要素が何であっても真とする．こ
れにより，生成されるサブゴールが有効である可能性を高めら
れる．

4. 関連研究
野村ら [Nomura 15]は，HQ-learningを改良しサブゴール

を GAにより創発するサブゴール創発強化学習 (SERL)を提
案した．しかし，この手法はランダムにサブゴールを生成す
るため学習が遅い．そこで筆者ら [鈴木 17] は，PS を用いて
不完全知覚状態の可能性が高い状態をサブゴール候補とした
HPG を提案した．しかし，これは MDPs 環境において有効
でないサブゴールを生成してしまい学習効率が悪い．また arai

ら [Arai 01] は，同状態において等しく報酬分配を行う First

Visit Profit Sharing (FVPS) を提案し，植村ら [植村 05] が
FVPS の報酬分配量をエピソードの部分系列を用いて増やし
た Episode-based Profit Sharing (EPS)を提案した．これら
は，確率的に不完全知覚問題を解くため，状態の混同が多く発
生している環境ではランダム行動に近くなってしまう．また価
値を累積しているため，局所解に陥りやすく環境変化にも対応
できない．

5. POMDPs環境下での性能実験
図 2に示すWiering[Wiering 97]の迷路を用いてPOMDPs

環境下での性能実験を行う．観測範囲は近傍８セルのみで，行
動は上下左右の４種類とする．数字が書いてあるセルが道で，
黒いセルが壁であり，壁に移動する行動を選んだ場合は移動を
行わず，ステップ数のみ加える．道のセル上の数字は，観測情
報を説明上わかりやすく表したもので，図 3 の配列構造を９
桁の２進数とみなし，それを 10進数に変換した値である．こ
の環境で最短経路を得るためには，青いセルと赤いセルで発生
する不完全知覚問題を解決しなければならない．他の経路に
ついても必ず不完全知覚問題が複数発生する環境である．こ
こでは，提案手法，HPG，SERL，EPS，FVPS の５種類の
手法で比較実験を行う．各手法の試行回数は，強化学習試行数
75万回に統一した．この迷路の最短ステップは 28で，１エピ
ソードの最大ステップ数は 150，初期サブゴール数 5とし，ま
た実験は 100回行いその平均をとる．

図 2: The maze of Wiering[Wiering 97]

図 3: A example of subgoal

図 4に実験結果を示す．グラフの縦軸は最短ステップ数，横
軸は強化学習回数である．EPSと FVPSは局所解に陥いるこ
とがあり，最短ステップに収束していない．これらは，経験に
固執して解の更新がされにくいため，学習序盤に最適解が見
つからない限り局所解に陥ってしまう．SERLでは，ほぼ最適
解に収束している．最適解にはならなかった原因として，初期
に無駄なサブゴールが多く創発され，75万回では適切なサブ
ゴールが発見できなかったことが考えられる．一方提案手法
と HPGでは，最短ステップ数に収束している．提案手法は，
HPGより学習の立ち上がりが遅いが，先に最短ステップに収
束した．これはサブゴール候補が多くなった分，適切なサブ
ゴールを見つけることに時間がかかったが，解の多様性が高く
なり，最適解を獲得しやすくなったと考えられる．

6. MDPs環境下への適応性実験
図 5に示す Sutton[Sutton 99]の迷路を用いてMDPs環境

下への適応性実験を行う．この迷路は，ゴールまでの経路が
複数存在するが，最短経路を獲得するためには”25”と”62”の
セルを通過しなければならない．ここでは，提案手法，HPG，
SERL，FVPS，Q-learningの５種類の手法で比較実験を行う．
各手法の試行回数は，強化学習試行数 1 万回に統一した．こ
の迷路の最短ステップは 17で，１エピソードの最大ステップ
数は 150，初期サブゴール数 3 とし，また実験は 100 回行い
その平均をとる．
図 6に実験結果を示す．Q-learningは学習速度は速いが，局

所解に陥っており，FVPSでは，１エピソードあたりの報酬が
少ないため学習が遅い．提案手法，HPG，SERLを比較する
と，提案手法が最も学習速度が速い．これにより初期集団生成
時に有効ルールをサブゴール候補にした有効性がみられた．ま
た Q-learningと比較すると，学習速度は遅いが，最適解を獲
得している．このことから，簡単なタスクにおいては提案手法
はオーバーヘッドとなってしまうが，局所解から逃れることが
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図 4: The result in the POMDP environment

図 5: The maze of Sutton[Sutton 99]

できると考えられる．
図 7に初期集団生成時のサブゴール候補の分布を示す．100

回の実験でサブゴール候補となった回数に赤色の濃さが対応
している．最短経路上の状態がほぼ網羅されているが，”25”

と”62”のセルはそれぞれ 100回中 58回と 62回サブゴール候
補になっており，毎回サブゴール候補になっているわけではな
い．しかしながら図 6では最短経路を獲得しており，GAによ
るタスク分割の有効性がみられる．

7. おわりに
本稿では，不完全知覚状態の有無に関わらずタスクを解決

する手法を提案した．実験により，提案手法は POMDPs環境
におけるタスクでは，他の手法より早く最適解を獲得し，また
MDPs環境下におけるタスクでは，サブタスクに分割する手
法として最適解を獲得し有効性を示した．今後の課題として，
複雑なMDPs環境下での性能実験に加え，連続状態空間への
拡張と車輪型ロボットを用いた実環境への適応が挙げられる．
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Inverse Reinforcement Learning with BDI Agents  

for Pedestrian Behavior Simulation 
 Nahum Alvarez* Itsuki Noda* 

* The National Institute of Advanced Industrial Science and Technology (AIST) 

Crowd behavior has been subject of study in fields like disaster evacuation, smart town planning and business strategic 
placing. It is possible to create a model for those scenarios using machine learning techniques and a relatively small training 
data set to identify behavioral. We implemented a BDI-based agent model that uses such techniques into a large-scale crowd 
simulator, and apply inverse reinforcement learning to adjust agents' behaviors by examples. The goal of the system is to 
provide to the agents a realistic behavior model and a method to orient themselves without knowing the scenario's layout, 
based in learnt patterns around environment features. 

 

1. Introduction 
In this paper, we present a BDI agent model that includes the 

use of inverse reinforcement learning (IRL from here on) for the 
agents' decision making process, training them with knowledge 
learnt from previous data. The context of our research lies in the 
domain of pedestrian simulation on cities, with the objective of 
extracting knowledge of the pedestrian flow around concrete 
points of the map that contain certain features, like shops or 
restaurants. With this information we would be able to decide 
which spot is best for certain type of feature and how would 
change pedestrian affluence if we add new features or modify the 
existent ones. This is done by analyzing the crowd movement 
flow according of map features and agent characteristics. 
Previously IRL techniques has been used to calculate trajectories 
and plan movements, but as far as we know its use in agents 
based simulators or feature map optimization has been sparse. 

2. Related Work 
One of the applications of pedestrian simulation is smart city 

and business location planning, where we analyze people 
movements and behavior in their daily city life and obtain insight 
of what places attract more people and how different types of 
locations affect their actions. Then, once we have a model of the 
patterns that people follow, we can simulate them in other 
environments to assess the effectiveness of certain spots, or 
predict how a future potential business or facility could perform 
at different locations. 

Using agents for the simulation is a popular approach due to 
be able of generating complex behavior with simple design and 
also escalates well, being appropriate for large scenarios. A 
common strategy is to model the agents with a dual behavior 
system controlling two types of movement (or behavior): micro 
and macro movement. The first one deals with collision avoiding 
in the near space and adjusting the agent's velocity in the crowd's 

flow, and the second is the one in charge of driving the agent 
towards its goal, creating and updating its route and taking care 
of the decision making process [Torrens et al., 2012]. Our 
simulator handles micro movements in an autonomous way, with 
its own subsystem where agents adapt to the crowd flow, and 
also allows to control macro movements using behavior scripts. 
To achieve our goal, we are focused in macro movements as it is 
the module that creates the agent's behavior.  

In order to learn behavior patterns, we can take advantage of 
machine learning techniques. Concretely, apprenticeship learning 
methods have been widely used in intelligent agents' systems to 
train them to perform tasks in changing environments. 
Simulating  people's behavior and not only trajectory planning is 
a difficult task, as their movements are governed by hidden rules 
and oriented to goals that may be hidden as well. We can observe 
strategies to emulate different behaviors for agents in [Faccin et 
al., 2017] but it is a static model with pre-designed driving styles, 
having the problem of not being able to simulate unplanned 
behaviors. There are previous works where agents are given a 
behavior cognitive model for pedestrians like in [Luo et al., 
2008], [Martinez-Gil et al., 2017] or [Crociani et al., 2016], but 
they are specific to its domain, escalating badly, or they take as a 
given the reward or utility functions that drive the agents 
behavior, which often is unknown in complex scenarios. Using 
IRL is appropriate to overcome this issue, because IRL methods 
work on domains where the reward function is hidden. Hence, it 
is ideal for modeling animal or human behavior [Ng et al., 2000]. 
Works that use IRL to manage agent's behavior were sparse, but 
some researchers are starting to use it [Šošić et al., 2017]. IRL 
not only allows to train agents into achieving concrete goals, but 
also can learn different behavior patterns, as it is shown in 
[Abbeel & Ng, 2004] where driving styles are learned by an agent. 

3. Pedestrian Simulator 
We developed an agent based pedestrian simulator called 

CrowdWalk to perform crowd behavior for generic scenarios 
[Yamashita et al., 2009]. It can simulate movements of more than 
1 million agents in a large area like complex building or town 
blocks in a city. Maps and agents' behaviors are configurable so 
that we can conduct simulations with various situations of maps  
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Figure 1: Architecture diagram of CrowdWalk. It has two main 
modules: one managing the agents and other in charge of the 
environment simulation. 
 
and policies of agents. The architecture of CrowdWalk is 
depicted in Figure 1, and shows its principal work modules. We 
omitted from the diagram the modules related to the IRL process 
as in this section we want to describe in depth the application 
where we built learning agents on. We will focus in the IRL 
process flow and the new agents with detail in the next section.  

CrowdWalk has two main working sub-systems: an Agent 
handler and a Simulation manager. The Agent handler contains 
an agent factory, that generates one agent per pedestrian. Each 
agent contains its own decision model that its composed by the 
micro and macro behavior modules. The micro behavior module 
in each agent takes care of micro movements automatically, 
calculating when an agent has to stop, walk slower or even try 
take other route due to be unable to continue its original path. 
However, the final decision of selecting other path is left to the 
macro behavior module, and actually, the macro behavior 
module is able to override any orders from the micro movements 
module if deems so. 

The macro behavior module is the one in charge of calculating 
the agent's route to its goal, and updating it if necessary. This 
module contains some predefined behaviors, built using a nested 
hierarchy where the most basic behavior consists in an agent that 
just calculates the shortest path to the goal without taking in 
account the degree of agglomeration of each link, and other 
behaviors increase in complexity by changing the path if there is 
too much agent density, or avoiding roads it used previously. On 
the top of the most complex class, there is a special class that 
enables the agent to be controlled externally, the agents' 
Behavior Script. In our current research we created an IRL agent 
for this class that will be described in depth in the next section. 

To create the agents, the agent handler reads from the agent 
generation script, a file containing the rules of agent generation 
containing the number of agents needed, which type of agent will 
they be, which agent behavior script will use (if any), which 
point they come from, and which point they are going to. 
CrowdWalk also has a tool to automatically generate this file by 
providing some simple rules and the map model. 

The other important sub-system is the Simulation Manager, 
which is the one in charge of actually run the simulation. It 

receives as input a configuration file containing the scenario 
information and recreates it as a virtual environment. Internally, 
CrowdWalk uses a Network-based model capable of high speed 
simulations of large numbers of agents. The model of the map 
received by the Simulation Manager consists in a custom xml 
that describes the map in the form of a road network represented 
by nodes (intersections) and links (road paths) composing a 
graph.  A link has length (how long agents need to walk from a 
end to another) and width (how many agents can walk in 
parallel), and can be two-way or one-way. Nodes and links have 
labels to indicate goals and other features information, like what 
kind of facilities are on that location. The xml model can be 
created automatically using a tool included in CrowdWalk that 
converts maps obtained from the open source software Open 
Street Map into our custom format. This allows us to use any 
possible city map in the world with no additional effort.  

The Agent handler is called by the Simulation manager in 
order to generate the agents in the virtual environment following 
the rules given in the agent generation script. When running, the 
simulation engine represents the scenario as a graphic simulation 
where the agents will behave according to each one's own 
behavior modules, allowing pausing the simulation at any 
moment and inspecting every element part of it. 

4. Agent Model 
Reinforcement learning techniques work on domains that can 

be modeled by a Markov decision process (MDP, from here on 
after). MDP are defined by a tuple M = {S, ,  , γ, r}, where S 
is the state space of the model,  is the set of actions that can be 
performed,  is the transition function, which returns the 
probability of transition from one state to other given a concrete 
action, and usually is given in the form of a matrix, r is the 
reward function that generates a reward value from reaching a 
state, and γ is a discount factor, that is applied when calculating 
accumulated reward through consecutive actions. When working 
with models with an unknown reward function, IRL methods 
provide us a way to obtain it. In order to get r, it is also provided 
a set of expert trajectories T, consisting of “paths” composed of 
pairs of states and actions. 

We developed an automatic module that converts the city map 
used in CrowdWalk into a MDP, ready to be used by our IRL 
method. This tool translates map nodes into states, and creates a 
possible action for each link that it has. Also, in order to optimize 
the model, all the nodes that only have two links are trimmed, as 
there are no other possible decisions once a pedestrian enter in 
one other than continue walking or going back. Once we have the 
MDP model for the map, we run the CrowdWalk IRL module, 
that consists on a modified version of the maximum entropy  IRL 
method found in [Alger, 2015], adapted in order to use a variable 
number of possible actions on each state, as each map node has a 
different number of possible links to take. The input of this 
module is the MDP representing the current map, and a file 
containing the training trajectories (i.e., the pedestrian behavior) 
we want to train. The resulting product of the module is a file 
containing the optimal policy function derived from the reward 
function generated by the IRL algorithm. This policy function 
takes the form of a lookup table stored in a file, which will be 
used by the system's agents.  
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Figure 2: The rewarded links in the map when training with one 
and three different types of features. 

 

Figure 3: The IRL process integrated in the system. We added 
two modules to the system in order to train the agents. 

 
An example of how the policy influence the map navigation 

can be seen in Figure 2. The maps shows a portion of the city of 
Tokyo containing features that were classified in three groups: 
shops, restaurants or entertainment. In the leftmost map we 
trained only shopping behavior, and in the rightmost map we 
trained all the three features. Links in red have a probability 
greater than 80% to be selected as the next path, in yellow when 
is between 40% and 80%, and in green when it is lower than 40% 
but greater than 20%. As we can see in the figure, when training 
with three groups of features,  new colored links appear 
compared to the one-featured map, and also increases the 
probability of taking the links in areas with different features are 
overlapping. We want to note that colored links appear over the 
whole map, and not only in the areas covered by trained routes, 
which where a 60% of the map. 

The generation of the MDP model and the reward and policy 
functions is performed before the simulation as a pre-processing 
task. Thus, even if this pipeline can take a long time depending 
of the complexity of the map, it does not represent a big impact 
in the simulation speed. The process flow once included in the 
architecture we explained in the previous section is depicted in 
Figure 3. 

We developed a type of agent, called IRL agent, that works 
with an input behavior script and the IRL's resulting policy and 
decides which link to take on the probabilities contained in it. 
The agent follows a BDI architecture, having a list of desires 
defined in the input behavior script as goals (that should be in 
line with the trained behavior), and a memory where its beliefs 
are stored and consisting in the optimal policy obtained from the  

Figure 4: The algorithm followed by the IRL agents. 
 
IRL process (stored as a lookup table), and the goals and features 
previously visited. The goals can be generic, like "visiting any 
restaurant", or concrete, like "visiting the restaurant located in the 
node labeled as nd00327". Each goal in the list also contains the 
conditions for its satisfaction, which can be reaching the goal, 
staying in the goal a defined time, reaching a number of goals of 
that type (in case of the generic goal), or a combination of them. 
Also, the script contains an evacuation point, where the agent 
will go after completing its goals. The decision making algorithm 
is shown in Figure 4. An agent starts in the state called 
"wandering", where he obtains from the policy table a list 
containing the probabilities of taking each one of the available 
links on its current node. Then the agent chooses which path it 
will take based on that probability list. Whenever the agent visits 
a goal node, it checks and updates its satisfaction conditions. If 
that goal is satisfied, the agent enters into another state, called 
"pathfinder", which makes it go to its next goal using the most 
optimal path. However, it leaves this state as soon as it has left 
the area containing the previous goal, and returns to the 
"wandering" state. The agents decide they left the area of a goal 
if they surpassed a distance threshold from that goal. Also, goals 
already visited do not count as new goals when returning to them 
(in case the agent has to visit a concrete number of them). Once 
all the goals have been completed, the agent enters again in 
"pathfinder" mode and goes straightly to its evacuation point, 
leaving the map. 

5. Preliminary Validation 
We performed a preliminary set of tests to validate if the 

intended behavior is observed in the agents. We selected a map 
from a portion of Tokyo were we located a total of 36 features, 
classified in three groups: shops, restaurants or entertainment. 
We generated by hand 3000 routes representing pedestrians 
making errands (we observed in previous tests that  using bigger 
data sets did not generated better performance). Then, we 
performed three different sets of simulations using 3000, 6000 
and 10000 IRL agents. The agents started from 20 different 
random points and have the goal of visiting 4 featured spots. 
Also, in order to compare the agents behavior, we performed a 
parallel simulation using other type of agent called "pathfinder 
agent", capable of calculate optimal routes and going directly to 
its goals (so it is always in the pathfinder state). We designed 
routes for those agents placing waypoints on certain featured  
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Table 1: Agent coverage of the featured nodes in the map. 

Figure 5: Comparison between the behavior of the agents. The 
colors used mark different areas: yellow for shops, blue for 
restaurants, and green for entertainment. 
 
areas, making them to walk to those points in order and then 
evacuate at the final point. 

Figure 5 shows a caption of the simulation with the three types 
of featured areas marked with different colors. As the pathfinder 
agents are programmed to only follow the best path, they avoid 
other similar featured areas that are not part of it. They also 
concentrate in other areas that do not contain features, but are 
just the optimal path to the goal (for example, the big avenue that 
runs vertically across the map, which is a navigational hub). On 
the other hand, IRL agents tend to disperse themselves when they 
are searching for featured areas, and concentrate in all the 
featured areas in the map, especially if they overlap. Even 
untrained areas are populated. Also, by observing the reward 
values of the links on the map, we can detect which places are 
more optimal for certain business.  

We also extracted some population density numbers from our 
tests, which can be seen in Table 1. The IRL agents visited all the 
36 featured nodes while the pathfinder agents left 9 nodes 
untouched. Not only that, each IRL agent visited more than three 
times the average number of nodes per agent than the Pathfinder 
agents. Naturally, the pathfinder agents only went to the featured 
nodes that were by chance in their path to the goal, but this 
means that in the real world, not all features are in the most 
optimal paths and agents that does not take in account behavioral 
patterns will ignore places that may be important. 

6. Conclusions 
In this paper we presented an agent-based pedestrian simulator 

that uses inverse reinforcement learning in order to imitate 
behavior patterns learned from expert's trajectories. Our goal is 
to provide better understanding of crowd simulation and applying 
it to city and business smart planning. We performed a set of 
preliminary  experiments obtaining promising results, especially 
when replicating the intended behavior. Our IRL agents visit 
spots in the map that are ignored by agents that only calculate the 
most optimal route to the goal, generating more realistic behavior. 
We are planning to validate the behavior of our agents by 
comparing them with live data from real pedestrians in the next 
steps of our research. We think IRL techniques opened an 
interesting path that was not enough explored although they are 

well known from long ago, maybe because a lack of simulation 
technology.  
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ABSTRACT 
In banner advertising, Click Through Rate (CTR) is one of the 
most important indicators to evaluate one advertisement’s 
quality. Advertisers create massive number of banner candidates 
in empirical ways, then proceed to actual tests by delivering 
advertisement to measure each banner’s effectiveness. This 
process is expensive and therefore our CTR prediction helps 
reducing online advertising costs. In this work, we propose a 
method to classify ‘effective’ and ‘ineffective’ advertising 
banners based on image processing using state-of-the-art CNN. 
We first focus only on images then conduct experiments 
including metadata (product, advertiser, etc) to increase the CTR 
prediction accuracy and demonstrate which metadata is the most 
influential. Subsequently, each approach is compared to human 
performance. In the second part of our work, we detect which 
parts of the image contribute predominantly to increase the CTR 
by generating heat maps for each classes. This work leads to a 
deeper understanding of a banner advertising success and helps 
making decisions on how to improve it. 

1 INTRODUCTION 
In the field of banner advertising, Click Through Rate (CTR) is 
one of the core indicators to describe one advertisement’s 
efficiency [10]. Scoring each banner’s real quality is very 
expensive and time consuming as advertisers rely on concrete 
trials over a tremendous number of banners to infer. Moreover, 
in some cases, promising candidates are not used, because 
advertisers filter out many of them without use to decrease 
advertising costs, and this process strongly depends on intuition 
of staffs. Accurate CTR prediction helps reducing online 
advertising costs and improving its performance. 

In this work, we propose a CTR prediction method based on 
image processing using a state-of-the-art CNN [5, 6], and 
demonstrate that a machine learning technology overcomes 
human performance. CTR prediction using visual features such 
as CNN is emerging and further study is needed. In addition, 
current research in Deep Learning gave impressive results for 
Image Classification and more precisely for feature extraction [5, 
6, 11]. As in banner advertisement, visual feature is highly 
correlated to attractiveness [4], recent studies addressed CTR 
prediction based on CNN as feature extractor [3, 7]. Throughout 
this study, a CTR classification model is proposed. 

The organization of the paper is as follows. In section 2, 
related works are summarized. The methods and experiments  
 

 
adopted for this work are described in section 3. Data cleaning 
process is explained in subsection 3.1. In subsections 3.2 and 3.3, 
the architectures and the experimental results are outlined. 
Moreover, training details are developed in subsection 3.4. In 
section 4, experimental results are interpreted in regard to our 
knowledge. Eventually in section 5, our conclusions are 
established and we discuss our future work. 

2 RELATED WORK 
This work is related to Image Recognition using Deep Learning 
as well as CTR prediction. In the past few years CNN have 
demonstrated high capabilities to process images [5, 6, 11]. In 
2012, the first CNN was used to win ILSVRC, a well-known 
Image Classification challenge based on ImageNet dataset. Since 
then, Deep Learning techniques evolved and their performances 
drastically improved to eventually overcome human-level 
performance [14]. Considering such technological advances, 
several studies soon started to explore CNN techniques for 
Online Advertising, and specifically Banner Advertising [1-3, 7]. 

In this regard, Fire et al. [1] experienced an ImageNet pre-
trained CNN to automatically determine banner categories. 
Fortunately, banners included in our dataset had been manually 
categorized already. Nevertheless, ImageNet classification can 
still be of use to enhance the image description and give more 
impact to the visual information [12]. Thus, our work explores 
CTR classification using an architecture similar to Chen et al.’s 
study [2] and proposes an alternative by introducing ImageNet 
1,000-class log-probabilities as CNN input. Moreover we use 
variable number of metadata and interpret their impacts, 
constructing a metadata-expandable architecture. Eventually we 
compare those results to human performance which, to the best 
of our knowledge, has never been conducted in others studies. 

3 METHODS 

3.1 Data Sets and Cleaning 
For this study, we used images collected over two years by So-
net Media Network Corporation (SMN), an advertisement 
delivering company, for a total of 115,250 advertisement banners. 
The dataset in itself is widely heterogeneous on many aspects as 
it was gathered from 2,585 different advertising companies, 105 
product categories (rent, sale in lots, newly-built, etc), 20 product 
category groups (real estate, etc) and 13 different sizes of banners. 
These product categories and product category groups are 
manually defined by human. As a consequence, data-
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preprocessing was essential and mainly impacted the quality of 
our results.  

The first step was to prevent leakage issue. In banner 
advertising, it is common to create several near identical images 
to fit different displayed sizes and identify the impact of minor 
modifications. This process implies that a large number of 
banners are near-duplicate. This number is difficult to estimate 
and in many cases induces leakage. Indeed near-duplicates are 
repeatedly present in the training set and test set and usually have 
close CTR values to each other. In practice we sorted our sets in 
a way that every near-duplicate banners are in the same set. This 
prevents the model to be tested on a banner where near-duplicate 
was in the train set. 

The second step was disposing of duplicate banners. 
Conversely, same banners can also have very different CTR 
depending on the commercial strategy or the device on which it 
is displayed. This results in admitting in our dataset several 
possible CTR values for the same banner. Though those 
information might give decisive clues to advertisers, this makes 
CTR prediction even more complex. Hence, duplicate banners 
were removed from our dataset reducing their number to 85,255. 
The CTR value selected among duplicate was the one 
corresponding to the highest number of impressions, as its value 
is more representative of the overall banner effectiveness. 

The third step was to select images whose aspect ratios are 
similar. When using a deep learning algorithm, considering 
images of variable input size can be delicate. The common 
practice is to re-scale the input image, which can induce huge 
distortions when the banner aspect ratio differs from 1:1. In that 
sense, only banners being close to square were considered, with 
ratio between 6:5 and 1:1. A majority of the banners used for 
online advertisement are long-shaped, shrinking the dataset size 
to 35,108 banners. Every experiment described in this study has 
been conducted on this dataset 

3.2  Network Design 
Our first approach was to fine-tune a ResNet-101 architecture [6]  
to classify the banners. Here the final fully connected layer has 
simply been truncated and replaced with another fully connected 
layer with two output nodes in the output layer. Each node 
returns a value corresponding to ‘effective’ and ‘ineffective’ 
classes respectively. This output can be interpreted as the overall 
effectiveness of the banner (see Fig. 1).  

Figure 1: Simple architecture using a fine-tuned ResNet-101 
to extract image features. 

As the CTR distribution significantly changes for each device 
(smartphone or PC), the device in which the banner will be 
displayed is later included in the model. Progressively the same 
process is repeated, using an increased number of metadata 
such as the category of the advertisement and the image size. 
Metadata are processed using a Multilayer Perceptron (MLP). 
In the last fully connected layer (FC) the ResNet-101 and MLP 
outputs are concatenated to compute the effectiveness (see Fig. 
2).  

Figure 2: Architecture using fine-tuned ResNet-101 and 
metadata.  

The last architecture uses the device, the size and the category 
as metadata plus the log-probability for each ImageNet label, 
obtained by the mean of another ResNet-101 trained on 
ImageNet dataset (see Fig. 3). 

Figure 3: Architecture using fine-tuned ResNet-101, 
metadata and ImageNet-trained ResNet-101 1,000 log-
probabilities. 

For comparison and to understand the impact of metadata for 
our task, we also considered an architecture composed solely of 
metadata and ImageNet 1,000-class log-probabilities (see Fig. 4). 

Figure 4: Architecture using image metadata and ImageNet 
1,000 log-probabilities only. 

4 EXPERIMENTS AND TRAINING 
DETAILS 

4.1 Experiments 
As aforementioned, the main objective of this work is to help 
advertisers and banner advertising experts having a hint 
concerning a banner’s quality. We used a state-of-the-art ResNet 
architecture pre-trained on ImageNet dataset. Therefore, we 
focused on a simpler task consisting in predicting a banner as 
‘effective’ or ‘ineffective’. We define a banner as ‘effective’ 
when admitting a CTR above a specific threshold and 
‘ineffective’ when under a second specific threshold. Practically, 
we set those threshold as to divide our dataset between the 30% 
most effective and 30% most ineffective banners. To prove 
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superiority of machine learning over human, we asked seven 
members of SMN to try classifying manually few banners. In that 
sense, we train several architectures and measure the impact 
of .adding data others than image features to the model. Our 
intuition here is that an image itself cannot contain enough 
information to make the prediction accurate, additional metadata 
are needed. In this regard, we gradually include metadata in the 
model and evaluate the performances thereafter. Our latest 
experiment includes ImageNet labels as log-probabilities. 
Further we use grad-CAM technique [8] to generate heat-maps 
corresponding to each ‘effective’ and ‘ineffective’ classes. Thus, 
we visualize which part of the network is mostly decisive in the 
last convolutional layer of our network. This technique is applied 
to the entire test set. However, due to copyright issues only one 
sample can be displayed in this paper. 

4.2 Training Details 
For each architectures we used a dataset composed of 35,108 
banners as described in subsection 3.1. Therefore we divided our 
dataset in two splits of which represents 80% and 20% of the 
dataset for the train set and the test set respectively. 

Furthermore, to transform our problem into a classification 
problem two CTR threshold values are determined on the train 
set such that two different classes are obtained: the 30% highest 
and lowest CTR values, referred as top30 and bottom30 classes. 
As a consequence, the dataset size is reduced to 60% of its 
original size corresponding to 21,064 banners. 

For the training itself, we implemented the model using 
PyTorch framework and used one TITAN Xp as GPU. Moreover, 
we used SGD with momentum of 0.9 as optimizer and Cross 
Entropy as loss. We used a learning rate of 1e-4, with weight 
decay of 1e-3 and a batch size of 32 to try reducing overfitting 
[9]. Regarding the implementation, we incorporate metadata in 
the form of a one-hot vector as input of the MLP. 

5 RESULTS AND DISCUSSION 

5.1 Results 
In the following section we present the results obtained after 
training different architectures described in the above section. 
The results show the accuracy obtained after the training of 
several models on our dataset, considering top30 and bottom30 
classes. Each architecture’s tag described in Table 1 corresponds 
to the data used during training. During this study, we trained 4 
different architectures described in subsection 3.2, gradually 
increasing the amount of metadata. As a result, 61.9% accuracy 
is obtained using metadata and log-probabilities compared to 
64.1% when using image features only. 

Further, when using devices as metadata and image features 
at the same time an even higher accuracy of 66.5% is achieved. 
Next, we increase the number of metadata, including the device, 
size and category group of the image. In this scenario, the 
metadata input size is 35 and the accuracy reaches its peak of 
69.3%. The last experiment includes the maximum number of 
information: size, device, category group, ImageNet log-
probabilities as MLP input, as well as the image features. In this 
case, the accuracy falls to 64.6% (see Fig. 5). In addition we 
conducted several experiments using marginal thresholds values 
(see Table 1). 

Figure 5: Accuracy obtained with different architectures.  

Table 1: Accuracy obtained for different threshold values. 

Once the previous results obtained, we generate two heat 
maps using grad-CAM technique [8] for each banners of the test 
set. Each heat map highlights the part of the image that 
contributes to either being ‘effective’ of ‘ineffective’. On Fig. 6, 
the part of the banner where it is written “Machine Learning” in 
Japanese is highlighted as contributing to make the CTR higher. 
Same process demonstrate that the part where “Full-scratch” in 
Japanese is highlighted as contributing to make the CTR lower. 

Figure 6: grad-CAM application. 

Finally, manual classification were directed by seven 
members of SMN among 100 randomly chosen pictures from the 
test set. Three of those members have been Artificial Intelligence 
Laboratory members for 3 years, two have been working in SMN 
for around 1.5 year and the last two members are working in 
“Advertising Banner Team” for less than a year. Manual 
classification resulted in 52.7% accuracy. 

5.2 Discussion 
In this subsection we discuss the results obtained in the preceding 
one. First, we noted that the accuracy using only metadata is 
lower than when using only image features. This suggests that 

Threshold (%) Accuracy (%) 
50 58.691 
40 58.604 
30 69.258 
20 69.211 
10 66.272 
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the banner itself contains more decisive information than 
advertisement metadata and ImageNet labels. 

Moreover, Fig. 6 demonstrates the significance of metadata 
for CTR classification as the accuracy steadily increases with the 
quantity of metadata. Even though some redundant information 
can be found in the image features and the metadata, the accuracy 
obtained using both combined demonstrates that each feature is 
separately decisive and must be included. 

However, the last model including the most important amount 
of data as input shows an accuracy of 64.6 % slightly higher than 
64.1% obtained with image features only. Our explanation is that 
the information contained within the 1,000 log-probabilities is 
somehow redundant with the feature-extracted information. 
Adding those information increased overfitting. Better 
regularization could help solving this problem, unfortunately this 
was not conducted in this study due to time constraints. 

Therefore, using grad-CAM technique [8] to understand 
deeper the model decision-making [13] appears promising. Here 
the result is coherent with actual job market. As machine learning 
is currently popular, job-seekers might be appealed by those 
words. Nonetheless, implementing machine learning from 
scratch is not common as most user prefer utilizing framework 
and other ready-to-use tools. 

Furthermore, Table 2 shows that the accuracy is higher for 
smaller threshold values. This is expected as a lower threshold 
implies important visual differences between banners. The 
exception is the accuracy observed for top10 and bottom10. In 
this scenario, only 20% of the total dataset is used and smaller 
dataset have been proven to impact unfavorably deep learning 
models. 

Overall, every result obtained is significantly higher than 
human performance. This situation expresses the actual difficulty 
of the task and even though our model still has a considerable 
margin of progression, it seems to surpass human capabilities. 

6 CONCLUSIONS AND FUTURE WORK 
Through this study, we addressed a key point of banner 
advertisement that CTR prediction is. In this field, the common 
way to estimate any banner efficiency without actually delivering 
them is empirical. As it is, this process in time-consuming and 
expensive for advertisers. Thus, offering decisive clues to 
dissociate different banners is primordial. While many factors 
influence an image’s CTR, our experiments expose the adversity 
of CTR prediction. As results subsection 5.1 highlights, 
advertisement-related professionals cannot produce a good 
estimation off-hand. Concerning our best classifier, an accuracy 
approaching 70% can be achieved and outperforms considerably 
human performance. The impact of metadata have been 
demonstrated, improving by 7% point the prediction accuracy. 
Additionally, metadata by itself can be used to achieve 61,9% 
accuracy compared to 62,8% when using image features only. 
This points out that even though the image itself contains more  
decisive information than metadata, both have separated impact 
and need to be taken into account simultaneously. 

Furthermore we believe that our results can fairly be 
improved using other visual recognition technologies such as 
Optical Character Recognition (OCR). All the banners used were 
provided by Japanese advertisement companies. This implies 
that content information can be extracted as well as visual 

information using OCR. Eventually, we have the intention to 
forthwith conduct real-world experiments to validate our model. 
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Convolutional Recurrent Neural Network  
Turn Signal Recognition by Convolutional Recurrent Neural Network 

   *1   *1    *1 

 Ryota Hagi Keisuke Yoneda Naoki Suganuma 

 *1  
 Kanazawa University 

Autonomous vehicle is effective in reducing traffic accidents. A behavior prediction for surrounding vehicle is one of the 
important functions for autonomous vehicle. This behavior prediction is generally based on moving and posture information 
which are recognized using range sensors such as laser and radar sensors. This study focused on the behavior prediction 
about lane changes and intersection driving for surrounding vehicles. When the surrounding vehicles change lane and turn 
left-or- right, they turn on their turn signal. To adopt turn signal information lead to predict such behavior in advance.  This 
paper describes the method to recognize blinking turn signal using Convolutional Neural Network (CNN) and Recurrent 
neural networks(RNN). Two types of network models are investigated and evaluated the performance for daytime dataset 
during public load driving. As a result, one of networks operate with 6.25[FPS] and obtain almost 90[%] of recognition 
accuracy. 
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Fig.1 Model of Lightning recognition 
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Fig.2 Judgement of same vehicle 
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Bidirectional recognition between motion context on long-term observation and human motion

∗1
Tadashi Ogura

∗1∗2
Tetsunari Inamura

∗1
SOKENDAI(The Graduate University for Advanced Studies)

∗2
National Institute of Informatics

This paper describes a motion recognition method to reduce recognition error, which has two-layered structure;
motion recognition is affected by context estimation in the first layer, and context estimation is affected by motion
recognition in the second layer. We introduce an algorithm to integrate the motion recognition by conventional
HMM and motion label production by the topic model in the first layer. We also introduce particle filter to estimate
and update the context based on the result of motion recognition in the second layer. A set of particles present a
probabilistic distribution of motion topics, and motion recognition and particle update procedures are performed
on each particle. In an evaluation experiment, we used a sequential motion which is a sequential connection of
33 motion primitives as a long-term observation target. The results showed that the proposed method reduced
recognition errors and tracked motion context by topic probability compared with conventional methods.
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1 Algorithm 1

1
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k qk

j ∈ {1, 2, · · · , J} (1)

J

Q

Q = {1, 2, · · · ,K} (2)

K

j

P (j)

P (j) =
n(R)

K
(3)

R ∈ {k; qk = j} (4)

n(X) X R Q

qk j

mi HMM λi

j mi P (mi|j)

1

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1O1-03



�

Human motion signal: �
�

Capturing

Time: � � �

�

Human motion signal: �
�

Capturing

Time: � � �

Pre-learnt 
HMMs : �

�

�

�
� A database of appearance 

probabilities :
���

�
���

Topic � � �

wash
wipe
wring
sweep

�

0.133
0.094
0.082
0.063
�

Topic �

wash
wipe
wring
sweep

�

0.143
0.112
0.087
0.074
�

Topic � � �

wash
wipe
wring
sweep

�

0.129
0.089
0.072
0.064
�

�
�

�
�

�
�
�

�
�
�

�
�
�

�

�

Human motion signal: �
�

Capturing

Time: �

�

�

� � 	 
 �

A set of particles: �

Topic: �

���
�
�

Topic distribution: ���	

Particle � belongs to: �

appearance 
probability :���

�
���

Likelihood 
calculation: 
���

�
��

�
�

Temporal recognition on �: 
�	

�
�����

�
� ��

Eq. (4-7)

�
�
�

�
�

�
�

�
�

	
�




A set of recognition results

�
�
�

�
�



Voting

Discretization 

Update particle 

�
�: 


�
�
������	

�
�

Eq. (9,10)

Update 

�

1:

Algorithm 1 Recognition and topic update with particles

1: for τ = 1 to End of data do
2: for k = 1 to K do
3: j = qk
4: C = 2 |max logL(oτ |λi)| � Eq. (6)

5: Calculate α using Eq. (7) � Eq. (7)

6: Calculate S(oτ , i, k) using Eq. (5) � Eq. (5)

7: P (m;oτ , k) = S(oτ , i, k)/
∑

i S(oτ , i, k) � Eq. (9)

8: m̂k ∼ P (m;oτ , k) � Eq. (8)

9: P (m̂k) =
∑J

j=1 P (m̂k|j) � Eq. (12)

10: P (j|m̂k) = P (m̂k|j)P (j)/P (m̂k) � Eq. (11)

11: q̂k ∼ P (j|m̂k) � Eq. (10)
12: end for
13: Update Q using {q̂1, q̂2, · · · , q̂K}
14: iresult = argmax

i
n((m̂k = mi); {m̂1, m̂2, · · · , m̂K})

15: end for

[Ogura 16] τ

oτ L(oτ |λi)

HMM L(oτ |λi)

P (mi|j) S(oτ , i, k)

logS(oτ , i, k) = α (logL(oτ |λi)− C) + logP (mi|j) (5)

C (9)

logL(oτ |λi)

C

C = 2 |max logL(oτ |λi)| (6)

(5) α HMM

α =
max (logP (mi|j)− C)

max logL(oτ |λi)
(7)

HMM

k m̂k

m̂k ∼ P (m;oτ , k) (8)

mi P (m;oτ , k)

P (m;oτ , k) =
S(oτ , i, k)∑
i S(oτ , i, k)

(9)

m̂k k K

q̂k ∼ P (j|m̂k) (10)

m̂k j

P (j|m̂k)

P (j|m̂k) =
P (m̂k|j)P (j)

P (m̂k)
(11)

P (m̂k) P (m̂k|j) j

P (m̂k) =
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j=1

P (m̂k|j) (12)
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m2: dustpan
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1 J 4
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.
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.

.

.
.
.
.

iresult
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72.7[%] 5

(3)

3

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1O1-03



1
2
3
4
5
6
7
8
9

10
11
12
13
14
15
16
17
18
19
20
21
22
23
24
25
26
27
28
29
30
31
32
33

1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24 25 26 27 28 29 30 31 32 33

m
ot

io
n 

ID

Index of segmented term

3:

1
2
3
4
5
6
7
8
9

10
11
12
13
14
15
16
17
18
19
20
21
22
23
24
25
26
27
28
29
30
31
32
33

1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24 25 26 27 28 29 30 31 32 33

m
ot

io
n 

ID

Index of segmented term

4:

0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1

0 1 2 3 4 5 6 7 8 9 101112131415161718192021222324252627282930313233

Pr
ob

ab
ili

ty

Index of segmented term

� � � �

Topic 1 Topic 2 Topic 3 Topic 4

5:

4 m6 m33

5 13

4

m13 m5

2(c) 2(d)

1 HMM L(oτ |λi)

L(oτ |λ5) L(oτ |λ13) (5)

HMM

α

4.

4 33

(5) α

JST CREST JPMJCR15E3

[Sminchisescu 06] Sminchisescu, C., Kanaujia, A., and

Metaxas, D.: Conditional models for contextual hu-

man motion recognition, Computer Vision and Image

Understanding, Vol. 104, Iss. 2, pp. 210–220, (2006).

[Zhang 08] Zhang, Z., Hu, Y., Chan, S., and Chia, L.-T.:

Motion Context: A New Representation for Human

Action Recognition, In Proceedings of the European

Conference on Computer Vision (ECCV), pp. 817-829,

(2008).

[Blei 03] Blei, D. M., Ng, A. Y., Jordan, M. I.: Latent

Dirichlet Allocation, Journal of Machine Learning Re-

search 3, pp. 993–1022, (2003).

[Wang 09] Wang, Y., and Mori, G.: Human action recog-

nition by semilatent topic models, IEEE Transactions

on Pattern Analysis and Machine Intelligence (PAMI),

Vol. 31 No. 10, pp. 1762–1774, (2009).

[Tavenard 13] Tavenard, R., Emonet, R., Odobez, J.-M.:

Time-sensitive topic models for action recognition in

videos, In Proceedings of Conference on Image Pro-

cessing (ICIP), pp. 2988–2992, (2013).

[Ogura 16] Ogura, T., Sakato, T., and Inamura, T.: Hu-

man motion recognition based on topic model, In Pro-

ceedings of IEEE/RSJ International Conference on In-

telligent Robots and Systems (IROS), pp. 3533–3534,

(2016).

4

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1O1-03



紙付箋抽出における位置取得と解像度を両立する
付箋抽出機構の試作

On Simultaneous Recognition of Multiple Paper Sticky Notes with Position Detection and
High-resolution

伊藤 栄俊 ∗1
Eishun Ito

大囿 忠親 ∗1
Tadatika Ozono

新谷 虎松 ∗1
Toramatsu Shintani

∗1名古屋工業大学大学院工学研究科情報工学専攻
Department of Computer Science, Graduate School of Engineering, Nagoya Institute of Technology

We are implementing a system that digitizes paper sticky notes. In order to recognize the positional relationship
of sticky notes, it is necessary to take a picture from a position where the sticky note can be viewed from the
top. However, the distance between the camera and the sticky notes affects the precision of the extraction of
the content of the sticky note.When photographing nearby to accurately read the contents of the sticky notes,
information around the sticky notes is lost, making grasping the positional relationship between the sticky notes
difficult.There is a trade-off relationship between the extraction precision of the sticky notes and acquisition of the
positional relationship between the sticky notes. Therefore, in this paper, we estimate the positional relationship
between sticky notes by using a visual inertial odometry. By recognizing the position information at the time of
photographing in the virtual space and integrating the extracted information after the photographing in the virtual
space by the visual inertial odometry, the relationship between the extraction accuracy and the acquisition of the
position information in a trade-off relationship problem.

1. はじめに
会議において，作業中に紙の付箋を利用し，その後，再利

用のために紙の付箋の情報を電子化することが望まれている．
紙の付箋は，発想時おける利便性に優れている反面，再利用性
が劣るという欠点がある．本研究では，実世界型電子付箋シス
テム Mahoca を開発している．Mahoca は，紙の付箋（物理
付箋）を電子化し，付箋の再利用を支援するシステムである．
電子化された付箋情報をもとに関連情報の推薦などを実現して
いる [Ito 18]．付箋の電子化に関する従来手法では，付箋の絶
対位置の取得および重なった付箋の認識に課題が残っていた．
本稿では，自己位置認識技術を利用することで，これらの問題
点を解決した，新たな付箋の電子化手法を提案する．

2. 付箋の電子化における課題
本研究の目標は，物理付箋と電子付箋の境界をできるだけ小

さくし，電子付箋も物理付箋と同じように扱えることである．
これまで，物理付箋を電子化する際，物理付箋をカメラで撮影
し，付箋の情報を抽出する機構を開発した．
ここで付箋の利用される具体的な例として，アイディア出し

などを行うブレインストーミングを想定する．ブレインストー
ミングなどの状況において紙の付箋が利用される場合，紙の付
箋間の位置関係に意味が付与されていることがある．例えば，
並列した概念であれば横に並べ，繋がる出来事であれば縦に並
べるなどがある．
付箋の抽出精度と付箋間の位置関係の取得は，トレードオ

フの関係にある．こうした，互いの紙の付箋の位置関係を把握
するためには，付箋が置かれている面を俯瞰できる位置から撮
影する必要がある．しかし，カメラの位置と付箋の位置の距離
に比例して，付箋の内容の抽出の精度が落ちる．逆に，付箋の

連絡先: 伊藤栄俊，名古屋工業大学大学院工学研究科情報工
学専攻，愛知県名古屋市昭和区御器所町，052(735)5584，
ashun@toralab.org

図 1: 付箋を撮影している時の画面

内容を正確に読み取るために近くで撮影した場合，付箋周辺の
情報が失われ，付箋間の位置関係が取得できない．
そこで，本研究では，自己位置認識機能を用いて付箋間の位

置関係の推定を行う．自己位置認識により，撮影時の位置情報
を仮想空間上で把握し，撮影後の抽出情報を仮想空間上で統合
することで、トレードオフの関係にある，抽出の精度と位置情
報の取得の関係性の問題の解決を行う．

3. 仮想撮影領域を用いた付箋の抽出
付箋間の位置関係を把握するために，自己位置認識を利用

した．自己位置認識では，現在の三次元空間上におけるデバイ
スの位置とカメラを向けている方向を認識することができる．
本手法では，Appleの ARKit[ARKit]を利用し，自己位置認
識を行った．ARKitによる自己位置認識では，現実空間の平
面を認識し，画像上の任意の座標を現実空間を想定した三次元
仮想空間に射影することができる．これにより，付箋を電子化
するために撮影を行った位置だけでなく，撮影した領域が現実
世界のどこの平面に相当するのかを求めることができる．本手

1
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Algorithm 1 仮想撮影領域の統合
1: plane = createP lane(scene)

2: cards = extractCards(plane)

3: if cards.size > 0 then

4: attachCardsToP lane(plane, cards)

5: planes = popP lanes()

6: if planes.size > 0 then

7: planes.append(plane)

8: mergeP lanes(planes)

9: pushP lanes(planes)

10: else

11: pushP lane(plane)

12: end if

13: end if

法では，この仮想三次元空間への射影を利用した．撮影した仮
想空間上の撮影領域を仮想撮影領域と定義し，電子化された付
箋を仮想撮影領域ごとに紐付けることで，相対的な位置関係を
決める．仮想撮影領域は以下の式で定義する．仮想撮影領域 S

は，撮影時の画像データ image，矩形領域を定める頂点座標
N，抽出された付箋 Cである．

S = {image,N,C}
N = {p1, p2, p3, p4} :平面を定義する矩形の頂点座標
C = {c0, c1, ...ck} :抽出された付箋

Algorithm 1に仮想撮影領域の統合アルゴリズムを示す．撮
影された仮想撮影領域同士を統合することで，一つの平面とし
てまとめることができる．仮想撮影領域の統合アルゴリズムで
は，撮影された画像データをもとに仮想撮影領域 planeと，電
子付箋群 cards を生成する．撮影した領域内に付箋が存在し
た時，仮想撮影領域の統合を行う．統合する仮想撮影領域は，
作業領域に退避させておき，作業領域に仮想撮影領域が存在し
ないときは統合処理を行わず，作業領域に退避のみ行う．作業
領域に仮想撮影領域が存在する時は，各仮想撮影領域を含む
minimum bounding boxを求め，新たな仮想撮影領域として
生成する．

4. システム構成図
付箋抽出時のシステムの実行例を図 1 に示す．図 1 の下部

中央のボタンは，抽出を行う際のトリガーボタンとなってい
る．右側の赤枠でに示されている部分は，撮影時の方法を切り
替えるインタフェースとなっている．撮影モードは，3種類あ
り，一度の撮影のみで抽出を行う単発モード，複数回の撮影で
仮想撮影領域を統合するセミオートモード，ビデオ撮影と同じ
ように撮影可能なフルオートモードがある．図 1 の左側の画
像がプレビュー画面のサムネイル画像である．サムネイル画像
を選択すると，プレビュー画面が開き，電子付箋に対する削除
や更新が可能となる．
図 2 にシステム構成図を示す．本システムは，センサーデ

バイス，付箋抽出機構，プレビュー画面，サーバから構成され
る．センサーデバイスでは，抽出したい付箋を含む画像デー
タの取得や，位置情報に関する取得を行う．特に，本研究では
ARKitを使用することを想定しているので，iOSデバイスと
なる．付箋抽出機構はセンサーデバイスで取得した情報を元に
紙付箋の電子化を行う．主に紙付箋抽出機構と仮想空間管理機
構からなる．紙付箋抽出機構では，取得した画像データから，

図 2: システム構成図

付箋領域の推定を行う．紙付箋抽出機構ではまず，撮影時の画
像情報に加え，現実空間における撮影領域の大きさと画像中で
の付箋の大きさ情報を元に，画像中の付箋らしい矩形領域を判
定する．これは，紙付箋検出機構で行う．検出された結果を元
に，　電子化のための情報を整理する．電子付箋は 3次元空間
上の位置情報を元に定義される．よって，撮影時の二次元画像
平面情報が仮想空間の三次元空間のどの平面に相当するのかを
計算し，付箋の座標点を変換する必要がある．紙付箋変換器で
は，紙付箋検出器での結果を元に 3次元空間への変換を行う．
変換後の付箋に相当する矩形情報を元に電子付箋を生成する
のが仮想空間管理機構である．仮想空間管理機構では，電子付
箋の生成と電子付箋群に相当する仮想撮影領域の管理を行う．
仮想空間管理機構は 4 つのモジュールからなる．付箋抽出時
の撮影情報を元に仮想撮影領域を生成する仮想撮影領域管理
モジュール，仮想撮影領域を統合し，電子付箋群の位置関係を
定める仮想撮影領域合成モジュール，紙付箋抽出機構から得ら
れる付箋の矩形領域情報を元に電子付箋を作成する電子付箋
管理モジュール，電子付箋とプレビュー画面やサーバ間のイン
タフェースとして働く電子付箋操作モジュールの 4つである．
また，プレビュー画面は抽出結果を確認する画面である．セン
サーデバイスに iOSデバイスを想定するため，プレビュー画
面はセンサーデバイスと同じ端末にフィードバックされること
を想定している．プレビュー画面では，誤認識した結果に対し
て修正を行うことができ，電子付箋の削除や色の変更を行う．
作成された電子付箋は最終的にサーバにアップロードされ保存
される．

5. おわりに
本研究では，自己位置認識機能を用いて撮影時の位置情報

を取得することで，紙の付箋を電子化する際に失われてしまう
付箋同士の位置関係を把握することができた．本研究の貢献と
して，付箋の内容を正確に取得するために付箋の近くで付箋を
撮影しつつも，付箋間の位置関係を把握することができるた
め，精度と位置関係の取得のトレードオフの関係の問題を解決
した．

参考文献
[Ito 18] 伊藤栄俊，大囿忠親，新谷虎松: 実世界型電子付箋の

ためのARKitを用いた自己位置認識による紙付箋認識に
ついて．インタラクション 2017，pp.244–248，(2017)．

[ARKit] https://developer.apple.com/jp/arkit/
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ATM  
ATM Anomaly Behavior Detection with Machine Learning: A Study 

*1    *1   *1    *1 

                  Phan Trong Huy          Reiko Kishi       Kazuma Yamamoto     Makoto Masuda 

  
Corporate Research and Development Center, Oki Electric Industry Co., Ltd. 

In recent years, a steady increase in ATM (Automatic Teller Machine)-related crimes has been reported overseas. One of 
which is ATM skimming; the act of installing skimming devices (a.k.a. skimmers) to ATM to illegally copy information 
from the magnetic stripes of cash cards, credit cards, etc. As skimmers grow smaller and more sophisticated, detecting such 
devices with conventional sensors is facing great difficulties. With the purpose of strengthening ATM security, we are 
developing image sensing technologies that detect anomaly behaviors including ATM skimming acts using video feeds 
capturing the ATM operational area. Machine learning is employed to represent normal behaviors; the degrees of separation 
from such representation can be used as an indicator for abnormality level. In this article, we discuss the application of 
well-known methods (Subspace Representation of [Nanri 2004] and Gaussian Mixture Model of [Yu 2006]) to modelling 
ATM normal behaviors in order to detect ATM anomaly behaviors. Additionally, we also brief several considerations to 
realize high anomaly detection accuracy in real practice. 

Keywords: ATM, Anomaly Detection, Machine Learning 
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Future Artificial Intelligence Technology: Real World Problems in Implementation 

    
                                                                                    Yoichi   Motomura 

                                            
                          Artificial Intelligence Research Center, The National Institute of Advanced Industrial Science and Technology  

Currently, the practical application of artificial intelligence is dramatically advanced by machine learning using big data. 
Industrial structure reform and the smart society called Society 5.0 are also expected to be realized. In this paper, real world 
problems in implementation are discussed. In order to understand internal representation of learning result, Future artificial 
intelligence project is proceeded. The spiral of two difference tasks, optimization to evaluation function and searching the 
new evaluation function are introduced as a new challenging issue. 
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Utilization of Artificial Intelligence and its Human Resource Development in Kansai Area  

*1

Joe Suzuki 

*1

Osaka University #1 

This talk will be discussed about utilization and human resource development of artificial intelligence in Kansai area. 
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How to Improve Manufactual Industrial Business with Design Thinking

Nami Harada Yoichi Motomura

ADVANCED INDUSTRIAL SCIENCE AND TECHNOLOGY

Japanese manufactual industry have made KAIZEN (improvement) for a long time and is assumed to be good
quality and development. Artificial intelligence technology will help them their continuous improvement of their
products’ quality and service. To change our way to business or service to meet our customers’ problems or
necessity, it is important to create new ideas and evaluate them with process and skill of design thinking. Artificial
intelligence technology is useful to estimate both quality of our business or service and idea. To apply artificial
intelligence technology to manufactual industry for the first time, there can be some cost and risk to bother their
consumers.We suggest how to investigate artificial intelligence application to current manufactual industry and
their cost and risk. Then we will show a little example in our presentation.
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Optimization of Food supply chain by AI technology 

 *1 *2 
 Tatsuhiro Matsuoka Yoichi Motomura 

 *1  *2   
 Sigmaxyz inc The National Institute of Advanced Industrial Science and Technology, 
   Artificial Intelligence Research Center 

   

Report on efforts to optimize the supply chain in fresh food as one of the use cases for solving social problems where the 
application of artificial intelligence technology is expected from AITC Artificial intelligence technology consortium .  
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Development of service platform and eco system for sustainable data collection of AI 

 *1 *1 
 Takaoka, Kota Motomura, Yoichi 

*1   
National Institute of Advanced Industrial Science and Technology, Artificial Intelligence Research Center 

Artificial intelligence (AI) has been making extraordinary progress. To keep developing the AI, reciprocal feedback-
communication between AI and people in many use cases are important to collect sustainably data. Hence, this study aims to 
effectively build an AI platform from data collection to data analysis as well as the eco-systems in the field. The platform 
includes multiple applications for data collection, a cloud database to store data, probabilistic latent semantic analysis and 
Bayesian network as the AI by which people understand why predictions and recommendations are provided as a white-box. 
The platform can be easily customized and comfortably deployed for each use case depending on user needs. In the 
development trial phase, the platform has been deployed in several fields, such as vending machines in local communities.  
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and the ‘Good Society’: the US, EU, and UK Approach.” 
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User model about kansei using probabilistic methods and implementation trials of user model

∗1
Eiichi Sakurai

∗1
Youichi Motomura

∗1
National Institute of Advanced Industrial Science and Technology (AIST)

In this paper, we describe a methodology of user computational modeling and our activity to use this model in
the real-world situations. One promising approach to user modeling is the concept of a persona, which is a fictional
image of user that contains not only his/her demographic information, but also deep information regarding his/her
daily lifestyle, concerns, and other related factors. A persona is explained in a narrative story style, so it is not
easy for computers to automatically construct a meaningful persona. In this paper, we show the data driven
persona model which is made by combining probabilistic clustering method with Bayesian network. We also show
implementation trials to use this user model.
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Preliminary Study Toward Development of Childcare Support System Using AI 
- Aiming at Estimating Children's Interests - 

*1        *2     *2 *3 
Tetsuji Yamada         Ryoma Hida         Masahiro Miyata Takashi Omori 

*1 *2  
Tamagawa University Brain Science Institute#1 Tamagawa University Graduate School of Engineering #2 

*3  
Tamagawa University Faculty of Engineering #3 

In this study, we tried to estimate child's interest as a preliminary investigation towards introduction of AI 
technology to childcare. The research method focused attention on the child's interest that the childcare 
professional would estimate in nursery practice In addition, we conducted annotations by teachers on child's 
interests by sensing daily childcare scenes As a result, the interest of 18 children was described. Then, it was 
suggested that the physical activity state of the child is involved in the estimation of the child's interest. From 
these results, usefulness of measuring physical activity was recognized for estimating children's interests. We 
also showed that automatic estimation of child's interest using AI technology could be realized through 
measurement of physical activity state.   
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Visitors' Migration Behavior Analysis at Large-scale Events 

*1      *1       *1      *1 *       *1*  

Nao Kondo             Nami Harada           Kazuya Yamashita   Tomotaka Omae      Yoichi Motomura 

*1                        *   
National Institute of Advanced Industrial Science and Technology                               Tokyo Institute of Technology 

 

There are many big-scale events all around to encourage learning sciences, recruiting or advertising. Though these events’ 
hosts want these events to be more meaningful and interesting to both visitors and exhibitors, it is difficult to correct data to 
improve the management of these events for their short period or rent space. We show how to correct visitors' data easily and 
use these data and artificial intelligence technology to improve these events.   
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A Sampling Method based on Generalized Relative Square Error
to Emphasize Low Probability Events

∗1
Tomomi Nakamura

∗1
Hiroshi Hasegawa

∗2
Takashi Washio

∗1
Graduate School of Science and Engineering, Ibaraki University

∗2
The Institute of Scientific and Industrial Research, University of Osaka

A method of data sampling from a huge data set is discussed. We introduce a generalized relative square error
to emphasize low probability events and figure out the best sampling weight to reduce the error. Our arguments
are based on the large deviation theory. Large reduction in the generalized relative square error was numerically
confirmed for the best sampling weight. We also propose to use Wang-Landau algorithm in data sampling. This
algorithm is not only efficient to estimate a distribution of the original data, but also useful in data sampling to
suppress the statistical errors.

1.

[Ellis 06]

Wang–Landau [Wang–Landau 01]

2.

x [xmin, xmax)

f(x) f(x)

NL X = {xn|n = 1, , NL}

: *1 e-mail: 16nm110t@vc.ibaraki.ac.jp,

hiroshi.hasegawa.sci@vc.ibaraki.ac.jp
2 e-mail: washio@ar.sanken.osaka-u.ac.jp
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p, q p = {pi|i = 1, , imax}, q = {qi|i = 1,

, imax} p

q [Ellis 06]
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∑
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∗1
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∑
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Wang–Landau [Wang–Landau 01]

Wang–Landau

p(1)

Wang–Landau

E1(p
(1)) 1/5

4.

Wang–Landau

Wang–Landau

[Berg–Neuhaus 92]

Wang–Landau

[Ellis 06] Ellis, R. S.: Entropy, Large Deviations and

Statistical Mechanics, Springer Publication (2006).

[Wang–Landau 01] Wang, F. and Landau, D. P.:

Phys. Rev. Lett. 86 2050–2053 (2001).

[Berg–Neuhaus 92] Berg, B. and Neuhaus, T.:

Phys. Rev. Lett. 68 9–12 (1992).
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Bayesian Network

Adaptive questionnaire system based on Bayesian network

∗1
Shu Tamura

∗2
Eiichi Sakurai

∗3
Youichi Motomura

∗1∗2∗3
National Institute of Advanced Industrial Science and Technology (AIST)

In this study, we aim to find effective and personalized questions from a questionnaire that enable answerers
clustering. We propose a question selection method based on a Bayesian network model that is constructed from
probabilistic clustering results. We show that the gap between the accuracies of estimating cluster index of our
method and the upper bound of them is very small.

1.

[ 10]

Probabilistic Latent Semantic Analysis[Hofmann 99](

PLSA )

PLSA

[ 17]

(

)

:

2-4-7 0465-35-7815

shu.tamura@aist.go.jp

2.

2.1 PLSA
PLSA(Probabilistic Latent Semantic Analysis)

[Hofmann 99]

w k

d k
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∑

k

P (w|k)P (d|k)P (k).
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2.2 Bayesian Network

X1, X2, X3, X4 4

P (X1, X2, X3, X4) =
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2.3
PLSA
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4.3
2

matching rate:
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∑
d

matching(d)
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Self-Attentive-LSTM  
Applying Ordinal logit model to Self-Attentive-LSTM 

 *1  *1  *1 
Hiroyuki Mitsugi                                       Michiharu Kitano                             Hiroaki Watabe 

*1  
Daiwa Institute of Research Ltd   

In this research, we propose a method incorporating structure of ordered logit model into output layer of Self-Attentive-
LSTM. This helps to predict ordinal variables. Model with using this method learns relationships among classes since the 
order of classes are assumed in advance. We show this model is useful when the objective variable is ordinal by applying to 
"The economic watcher", data surveyed by the Japanese Cabinet Office. When predicting the Economic assessment index, 
this proposed method improved F-measures of both sides of the ordinal indices compared to Self-Attentive-LSTM. 
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OL-ALSTM Precision Recall F-measure 
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3: Self-Attentive-LSTM  

Self-
Attentive-
LSTM 

Precision Recall F-measure 
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表現類似度を用いた因果ネットワークの構築
Creation of Causal Relation Network using Semantic Similarity

西村弘平 ∗1
Kohei Nishimura

坂地泰紀 ∗2
Hiroki Sakaji

和泉潔 ∗2
Kiyoshi Izumi

∗1東京大学工学部システム創成学科システムデザイン&マネジメントコース
Department of Systems Innovation, Faculty of Engineering, The University of Tokyo

∗2東京大学大学院工学系研究科
Graduate School of Engineering, The University of Tokyo

Visualizing chains of Economic events and Financial matters including background events from text data is useful
for investors and manager to understand Economic events and Financial matters properly. However, extracting
chains of Economic events and Financial matters manually takes a lot of time. Therefore, we treat chains of
Economic events and Financial matters as chains of causal relations (we call them Causal Network) and propose the
procedure creating causal network using vectors similarity which represent semantic similarities between expressions
of Economic events and Financial matters.

1. はじめに
近年, 人工知能分野の手法や技術の金融市場の様々な場面へ

の応用が期待されており, 膨大な金融情報を分析して投資・経
営判断を支援する技術が注目されている. 特に, 投資家・経営
者は経営・金融事象の情報を把握し, 各事象を正しく理解して
投資や経営の判断をする必要がある. 経済・金融事象の理解の
支援の１つに事象の結果だけではなく, 経済・金融事象に至っ
た背景・原因まで可視化することがあげられる. すなわち, 複
数のテキストデータから抽出した因果関係を用いて因果関係の
連鎖 (以下, 因果ネットワーク)を構築し, 事象を背景知識とと
もに可視化する技術は有用である. 本論文では上記の背景を踏
まえ, テキストデータから抽出した因果関係ノード間の原因表
現と結果表現の表現類似度を測ることによってテキストデータ
から因果ネットワークを構築する手法を提案する.

2. 先行研究
本章では, 提案手法に関連する因果関係抽出・因果ネットワー

ク構築の先行研究について述べる.

2.1 因果関係抽出
Khoo et al.[Khoo 2000], 乾ら [乾 2004] は接続関係や格フ

レームを用いて因果関係を抽出する手法を提案している. これ
らの手法は単文もしくは複文・重文からしか因果関係を抽出で
きないという問題点がある. 坂地ら [坂地 2015]は文書中にあ
る因果関係を, 手がかり表現を用いて抽出する手法を提案して
いる. 坂地らの手法は因果関係が存在する構文パターンを列挙
し, 手がかり表現を用いることによって単文, 複文・重文関係
なく因果関係にある表現を抽出することができる. 本提案手法
では坂地らの手法を利用して, 因果関係を抽出する. また, 本
論文での因果関係の定義を坂地らと同様に, 「原因若しくは,

理由と結果を示し, 手がかり表現を伴って 1文中, もしくは隣
り合う 2文中に表層的に出現するもの」とする.

連絡先: 西村弘平, 東京大学工学部システム創成学科システ
ムデザイン&マネジメントコース, 〒 113 ー 8656 東
京都文京区本郷 7 ー 3 ー 1 工学部 8 号館 530 室,
b2017knishimura@socsim.org

2.2 因果ネットワーク構築
Ishii et al.[Ishii 2012]は SVOの構造とWordNetを用いて

ニュース記事から因果ネットワークを構築する手法を提案して
いる. Ishii et al.は SVO構造を利用することで注目する単語
を決め, WordNetを用いた単語のマッチングによって概念的な
単語の類似度を計算している. 津川ら [津川 2015], [津川 2016]

はWebAPIを用いて要因結果検索を用いて, 事象間の共起度
を測定し因果ネットワークを構築している. 津川らのWebAPI

を用いる手法は検索エンジンのアルゴリズムによって影響を受
けるため, 手法の再現性が低いと考えて, 比較手法には Ishii et

al.の手法を用いた.

3. 提案手法
本章では, テキストデータから因果ネットワークを構築する

手法について述べる. 3.1節から 3.4節までで因果ネットワー
ク構築の概要を述べ, 3.5節で因果ネットワーク構築に用いる
因果ノード間類似度計算手法について述べる. 手法の概要は図
1の通りである.

図 1: 因果ネットワーク構築手法の概略
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3.1 因果ネットワークの終端ノードの決定
決算短信のテキストから坂地ら [坂地 2015]の手法を用いて

因果関係表現を抽出する. 抽出した因果関係ノードの中から市
場の情勢や企業の業績を記した因果関係ノードを手動で選択
し, 因果ネットワークの終端ノードとする.

3.2 探索対象の因果関係ノードの探索
3.1節で定めた終端ノードを終端とする因果ネットワークの

追加候補の因果関係ノードを日本経済新聞のテキストから抽出
する.

因果関係抽出は 3.1節と同じく坂地ら [坂地 2015]の手法を
用いる. 3.1節で定めた終端ノードよりも過去のもので、終端
ノードから探索期間 S 以内の因果関係を因果ネットワークの
追加候補とする. さらに坂地らの手法で抽出した因果関係ノー
ドのうち, 原因・結果表現の名詞・形容詞・動詞の単語数の合
計がともに閾値β以上である因果関係ノードのみを因果ネッ
トワークの追加候補とした.

3.3 因果ネットワークへのエッジ・ノードの追加
3.2節で抽出した因果ネットワークへの追加候補の全ての因

果関係ノードと終端ノードの組み合わせについて因果関係ノー
ド間の類似度を計算する.因果関係ノード間の類似度が閾値 α

以上であるときにノードを追加して因果ネットワークを拡張
する.

3.4 因果ネットワークの更新
3.2節で抽出した因果関係ノードを因果ネットワークへの追

加候補ノード, 3.3節で因果ネットワークに追加したノードを終
端ノードとして 3.2節, 3.3節の処理を n− 1回繰り返す. ここ
で, nはあらかじめ定めた因果ネットワークの更新回数である.

3.5 因果関係ノード間の表現類似度計算手法
本節では,提案手法で用いている因果関係ノード間の計算方法

について述べる. 計算手法の概要は図 2の通りである. 因果関係
ノード間の類似度は 2種類の類似度を足し合わせることによって
計算する. 1つは IDF値を用いて作成したベクトル間のコサイ
ン類似度で, もう１つは Bojanowski et al.[Bojanowski 2016]

の FastText から求めた単語分散表現を用いた類似度である.

IDF値を用いたベクトル表現を用いることによって, 因果関係
が含まれている領域やドメインなどのトピック情報の類似度を
計算し, FastText から得た分散表現からなるベクトル表現を
用いることで比較する因果関係の原因・結果表現間の表層的な
類似度を計算する. ベクトル間類似度はコサイン類似度を 0か
ら 1の値取るように正規化したものとした.

cosine similarity = cos(θ) =
A ·B

‖A‖‖B‖ (1)

vector similarity =
(cosine similarity + 1)

2
(2)

IDF値を用いた類似度は, 因果ネットワークへの追加対象の
ノードの結果表現と終端ノードの原因表現から IDF値上位 3

つの単語を抽出し, IDF値を用いてベクトルを作成しベクトル
間の類似度を計算する. IDF値は 1998年から 2016年までの
全ての原因・結果表現から抽出した. FastTextを用いた類似
度は, 因果ネットワークへの追加対象ノードの結果表現と終端
ノードの原因表現内にある名詞・動詞・形容詞の分散表現を足
し合わせてベクトルを作成し, ベクトル間類似度を計算する.

FastTextの類似度は cbowと skip-gramの 2つのアルゴリズ
ムに対して計算した. IDF, FastTextの合計 3つのベクトル類
似度の平均を取ることによってノード間の類似度とした.

図 2: 因果関係ノード間類似度の計算方法

4. 実験
実験には 1982年から 2016年までの 54206件の決算短信テ

キストと 1998 年から 2016 年までの 6921 日分の日本経済新
聞の記事テキストを用いた.

FastTextのモデルの学習には決算短信テキストと日本経済
新聞テキストを用いた. また, IDFの計算は日本経済新聞から
抽出した因果関係ノードに対して行なった.

決算短信テキストから抽出した因果関係の中から 5 つの終
端ノードを手動で選び, 日本経済新聞テキストから因果ネット
ワークへの追加候補ノードを抽出して因果ネットワークを構
築する実験を行なった. 比較手法に Ishii et al.[Ishii 2012] の
WordNet を用いたノード間類似度を計算する手法を用いた.

終端ノードは図 5, 実験のパラメータは図 3 の通りである. 比
較手法はノード間類似度の値が 0, 0.33, 0.66, 1のいずれかな
ので 0.65のみ実験を行なった.

� �
S, 因果ネットワークへの追加候補ノード探索期間: 52

週間

n, 因果ネットワークの更新回数: 4

α, 因果ネットワークにマージするときのノード間類似度
の閾値: 0.65, 0.70, 0.75

β, 因果ネットワークへの追加候補ノードの原因・結果表
現の単語数についての閾値: 5

� �
図 3: 因果ネットワーク構築に用いたパラメータ
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図 4: 構築した因果ネットワークの例

� �
ID1: [原因]為替相場の変動や原油安 [結果]先行きの不
透明感が次第に強まる, 中央魚類株式会社, 2016-11-2

ID2: [原因] 海外経済の減速懸念や個人消費の低迷, 資
源価格安の長期化, [結果] 景気の先行きに不透明感が出
てまいりました, 矢作建築工業株式会社, 2016-5-9

ID3: [原因]3中国や韓国を中心に全世界で鉄鋼生産能力
増強が進行し, 過剰な生産設備による供給過剰問題が顕
在化する, [結果] 世界的な鉄鋼需給バランスが大きく崩
れた,合同製鐵株式会社, 2016-4-28

ID4: [原因]米国のゼロ金利政策解除による金融市場の
変動, 中国経済の減速, 原油価格の下落などの影響, [結
果]先行きが不透明な状況で推移しました, クエスト株式
会社, 2016-4-1

ID5: [原因]EU情勢不安や中国経済減速の影響, [結果]

売り上げが減少しています, 石塚硝子株式会社, 2016-4-

25� �
図 5: 終端ノードに用いた因果関係ノード

5. 実験結果と考察
手法の評価指標には Precision(精度)とノード数を用いた. 1

日の新聞テキストから約 300 件の因果関係ノードが抽出され
るため、数が多く正解データを作成できず再現率の代わりに
ノード数を評価指標に加えた.

Precision の計算方法は, 構築した因果ネットワークに対し
てランダムに 100 個のノードを抽出し, ノード間関係が「経
済・金融事象を背景知識まで理解するために適切なつながりで
あれば正しい, そうでなければ誤り」という定義に従って, 因
果関係の連鎖として適切か手動で判断し評価を行なった. 各

ノード間関係の評価は著者 1人のみが行なった.

Precision(精度), ノード数をそれぞれ表 1, 表 2 に記す. 手
法名は比較手法, 提案手法をそれぞれ比較, 提案と記している.

精度, ノード数がともに高い手法がよりノード間の類似度を
より正確に計算できていると言える. 提案手法では, 比較手法
に比べて精度では全てのノードについて, ノード数にもおいて
も 3 つの終端ノードに対して比較手法よりも多くノード数を
抽出できており, 提案手法が比較手法よりも精度高くノード間
の類似度を計算できていると言える.

表 1: 各実験における精度の差

手法 (α) ID1 ID2 ID3 ID4 ID5

比較 (0.65) 0.00 0.02 0.03 0.00 0.00

提案 (0.65) 0.12 0.08 0.10 0.11 0.05

提案 (0.70) 0.39 0.44 0.39 0.46 0.30

提案 (0.75) 1.00 0.48 0.83 0.56 0.60

表 2: 各実験におけるノード数の差

手法 (α) ID1 ID2 ID3 ID4 ID5

比較 (0.65) 82392 24779 1970587 56027 11073

提案 (0.65) 80323 97814 90978 100273 46429

提案 (0.70) 44 424 41 288 115

提案 (0.75) 2 26 6 70 10

終端ノードを ID5としたときの具体的な因果ネットワーク
の構築事例から抜粋したものを図 4に示す.
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構築した因果関係では, 「米国のゼロ金利政策解除による金
融市場の変動, 中国経済の減速, 原油価格の下落」という経済
事象の原因となったアメリカの金利政策の流れ, 上海市場の動
向を因果ネットワークとして取得できていることがわかる.

6. まとめ
本研究では, ベクトル表現の類似度を用いて決算短信と日本

経済新聞のテキストから因果ネットワークの構築手法を提案し
た. また, 5つの終端ノードについて因果ネットワーク構築の
実験を行い, 提案手法がWordNetを用いた既存手法よりも精
度高く因果関係間の類似度を計算できることを実験で確認し
た. 提案手法はWordNetといった事前知識を必要としないた
め, 新たな単語を含むテキストからでも因果ネットワークを構
築することができ有用である.

提案手法には問題点に以下の 2つの問題点がある. まず 1つ
めに因果表現のみだと経済・金融事象の情報量が少ないという
問題点がある. 因果表現のみでは経済・金融事象を理解するた
めの情報量が不足している事例を表 3に記す.

表 3: 抽出した因果表現の情報量が不足している例

原因表現 結果表現 不足情報
同国経済は１５年
にマイナス成長に
陥ったもよう

通貨安が進んだ影
響が大きい。

国名, 地域
名

見通しが低い方か
ら８人の平均は０・
３６％減

２期連続のマイナ
ス成長を予想する
人が増えた。

企業名, 地
域名

表 3 に記した不足情報を補うことがより経済・金融事象を
表す因果ネットワークの構築に役立つと考えられる. 新聞記事
の見出しや因果表現の周辺テキストから因果表現が含まれる分
野・領域の情報をメタ情報として抽出することが今後の課題の
１つであると考えられる.

もう１つの問題点として, 因果関係・類似関係以外の関係に
ある因果ノードの関係を区別できていないという問題点があ
る. 提案手法では因果関係と類似関係を用いて因果ネットワー
クを構築した. しかし, 経済・金融事象を背景知識まで理解す
るための適切なつながりである因果ネットワークにおいては
ノード間の関係に包含・例示・時系列推移などの類似以外の事
象間関係もある. 類似関係ではないノード間の関係の事例を表
4に記す. 包含・例示・時系列推移などの関係を全て区別して
因果ネットワークを構築する手法を開発することは経済・金融
事象の理解に向けて背景にある事象まで理解できるように可視
化するという目的を果たすために有用であると考えられる.

例示や包含の関係については, 上位下位概念の辞書を用いる
ことによって例示・包含関係を求めることができるが辞書は単
語数に限りがあるため, 辞書のエントリにない単語を含む場合
にはノード間の関係を特定できないという問題点がある.

時系列推移の関係については, Chengら [Cheng 2017]の研
究を参考に教師あり学習を用いることで因果関係ノード間が時
間推移の関係あるかを判定する手法が考えられる.

表 4: 因果関係ノード間の関係の例

ノード間の
関係

ノード Aの結果表
現

ノード Bの原因表
現

例示 ドイツの株価指数
ＤＡＸは年初から
１割以上の大幅な
下落となっている。

年初からの資源価
格の急落や資本・金
融市場の混乱の影
響

包含 中国経済の減速を
背景にアジア全域
で鋼材価格が下落。

米国のゼロ金利政
策解除による金融
市場の変動、中国
経済の減速、原油
価格の下落などの
影響

時系列推移 英国の欧州連合
（ＥＵ）離脱問題
で金融不安が高
まっている。

英国の欧州連合
（ＥＵ）離脱決定
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Analysis of the relation between leaders and revitalization of community activities

Kosuke Hamajima Atsuko Mutoh Koichi Moriyama Nobuhiro Inuzuka

Dept. of Computer Science and Engineering, Graduate School of Engineering, Nagoya Institute of Technology

Revitalization of community activities plays an important role in solving regional and national problems. In com-
munities such as neighborhood associations, community activities sometimes carry out to enrich lives of members
and improve their environment. Participation in community activities is supported by members having rights and
responsibilities. However, there are few people who actually participate. That’s because nonparticipants can obtain
the same benefit with participants. Therefore, nomination of leaders who always participates in the activities and
encourages the norm consciousness of the surrounding people is important to revitalize activities.

In this research, we analyze the relationship between leaders who revitalize activities using an agent-based model.
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2: 4 (1)
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[General Session] 3. Data Mining
座長:原 聡（大阪大学）
Tue. Jun 5, 2018 3:20 PM - 5:00 PM  Room P (4F Emerald Lobby)
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軌跡の直接操作に基づく時系列データの視覚的分析支援
インタフェースの設計と評価

Design and Evaluation of Visual Analytics Interface for Time Series Data
based on Direct Manipulation of Trajectory

高見玲
Rei Takami

高間康史
Yasufumi Takama

首都大学東京大学院システムデザイン研究科
Graduate School of System Design, Tokyo Metropolitan University

In recent years, time series data have been collected in many fields, and visual analytics interface is expected
to be useful for utilizing such data. However, several issues arising when applying it to time series data should
be considered. For example, when time series data is visualized using animation, collision would occur between
movement of time series data itself and movement caused by interaction with users. In order to solve those issues,
this paper proposes a visual analytics interface for time series data based on trajectory manipulation, which can
handle temporal and spatial changes uniformly. The results of user experiment show the effectiveness of the
proposed interface.

1. はじめに
近年,様々な分野において大規模かつ高次元的特徴を持つデー

タが蓄積されている. 中でも,時系列データは,センサログデー
タや SNS ストリームなど, 様々な分野で普及している. これ
らのデータから有用な知識を発見するため,視覚的分析インタ
フェースが研究されている [Keim 08]. 本稿では,可視化された
オブジェクト自体を操作し,操作結果に基づき背後に存在する
モデルやパラメータを操作し,ユーザにフィードバックする直
接操作に基づくアプローチに着目する. 時系列データに対して
直接操作的アプローチを適用する場合の問題点として, (1)デー
タ自身の変化とユーザ操作による変化の時間軸上での衝突や,

(2)時間軸と空間軸の間におけるインタラクションの衝突, (3)

異なる可視化手法間のトレードオフの存在が想定される. これ
らの問題点を解決するために,本稿では. データの時間的変化
を空間上に表現し, 時間および空間軸を統一して扱うことで,

(1)を回避できる軌跡表現に着目する. そして,アニメーション
で時系列を表現する散布図上にて軌跡を直接操作することで,

データの時空間的変化の特徴把握を促進し,知識形成を支援す
る視覚的分析インタフェースを提案する. 提案インタフェース
ではアニメーションの再生/静止モードに基づく適用操作の分
岐を採用する. これにより, (2)に対応し,両モードの利点を生
かすことで (3)にも対応する. さらに,軌跡表現に対する選択操
作といった基本的なインタラクションに加えて,複数オブジェ
クト/軌跡のグルーピング機能も採用することで,視覚的分析プ
ロセス全体の支援を行う. プロトタイプインタフェースを実装
し,ユーザ実験を行った結果より,上述の問題点の解消や,提案
インタフェースの視覚的分析における有効性を示す.

2. 関連研究
2.1 視覚的分析
一般的に, ドメイン専門家 (分析者) は必ずしもデータマイ

ニングの専門家ではない. そのため,可視化の背後に存在する
モデルやパラメータの理解が困難であることが指摘されてい
る [Sacha 17]. この問題に対処するため, ドメイン知識による

連絡先:高間康史，首都大学東京大学院システムデザイン研究科，
〒 191-0065東京都日野市旭が丘 6-6，ytakama@tmu.ac.jp

データの解釈と,可視化を介した洞察の獲得支援を目的とする
視覚的分析が研究されてきた [Keim 08].

視覚的分析において,可視化オブジェクトの直接操作とフィー
ドバックにより, データに対する理解を促進し, 知識形成を支
援する手法が研究されている [Endert 13]. 代表的なアプロー
チとして, 直接操作に基づき, 可視化の背後に存在する次元削
減などのモデルやパラメータを推定・修正することで知識形
成を促進する semantic interaction のコンセプトが提案されて
いる [Endert 12]. このコンセプトでは,システムが可視化オブ
ジェクトへの操作内容を解釈し,結果に基づき背後に存在する
データマイニングアルゴリズムのモデルやパラメータを調整
する. 調整結果は可視化表現に反映され,分析者に即時フィー
ドバックされる. これによって, 分析者が可視化の背後に存在
するモデルやパラメータに関する知識を有しない場合でも,そ
れらを調整可能となる. また,ドメイン知識を調整結果に適用
することで,探索と知識形成の間の直感的な移行が可能となる.

そのため, コンピュータの計算処理能力と, 可視化されたデー
タに対する人間の認知能力や知識の双方を活用した探索が行え
る [Sacha 17].

2.2 時系列データの可視化手法
時系列データを視覚的分析する場合,データの時間的特徴や,

分析対象のデータ特性,データの表現手法などの様々な考慮す
べき特性が存在し,多くの可視化手法が研究されている [Aigner

07]. 代表的な手法として, 動きで時間的変化を表現するアニ
メーションのような動的可視化や,複数のグラフの併置で表現
する small multiples,データの変化を空間上に重畳するトレー
ス (軌跡)のような静的可視化が存在する [Robertson 08].

本稿で着目する軌跡表現は,空間的座標の変化を同一ビュー
上に表示する可視化手法である. 視覚的分析における軌跡表
現の利用例として, Kondo と Collins は軌跡の操作に基づく時
間的ナビゲーション手法 DimpVisを提案している [Kondo 14].

DimpVisではデータの変化軌跡をなぞる操作に基づき,時系列
データの散布図表現内の時間的遷移を行える. Bachらは,時系
列データの視覚的概要の提示手段として軌跡に着目し,データ
の各時点での自己類似性に基づく軌跡の描画手法を提案してい
る [Bach 16]. Rindらは,医療における患者の経過観測や治療の
選択のためのインタフェースにおいて,散布図上のオブジェク
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図 1: 提案インタフェース: (a)散布図ビュー (b)詳細ビュー

トの時間的変化を軌跡で表現している [Rind 11]. これらの既存
手法では,時間的ナビゲーションや時系列データの特性を表現
するために軌跡が活用されている. しかし,視覚的分析の包括
的なプロセスへの統合に関しては議論されていない.

3. 時系列データの視覚的分析における問題点
時系列データに対して直接操作に基づく視覚的分析を適用

する場合に,以下のような問題点が想定される.

3.1 時間軸上におけるインタラクションの衝突
時系列データの可視化手法の一つであるアニメーションは,

時間的変化を実時間上の変化として表現する. そのため,直接
操作に基づく視覚的分析にアニメーションを用いた場合,再生
操作に伴いオブジェクト配置の変化が生じる. また, オブジェ
クトに対してユーザがドラッグ操作などの直接操作を適用した
場合にも,オブジェクト配置の変化が起こる. このとき, 2つの
配置の変化はどちらも時間的なものとなる. 本稿では,この状
況を時間軸上の衝突とみなし,時系列データの視覚的分析にお
ける主要な問題点の一つとして捉える.

3.2 時間軸と空間軸の間でのインタラクションの衝突
時系列データの分析に際して必要な操作として,アニメーショ

ンの制御といった時間軸への操作が挙げられる. 加えて,視覚的
分析における, 可視化が配置されたインタフェースの画面 (空
間座標) を空間軸と定義すると, 直接操作によるオブジェクト
の配置変更などの操作は空間軸に対するインタラクションと
みなせる. 結果として,同一操作の適用先として 2つの軸が同
時に存在しうる. そのため,ユーザの直接操作の解釈において,

対象となる軸に関して衝突が生じると考える. 例えば,時系列
データに対して詳細を確認するために拡大 (ズームアップ)操
作を行った場合, 空間的に拡大表示したいのか, 再生速度を遅
くしたいのか,二通りの解釈がありうる. このように,採用され
た解釈がユーザの意図したものと異なる場合には分析の妨げと
なるため,時系列データの視覚的分析における考慮すべき問題
点の一つと考える.

3.3 可視化手法間のトレードオフ
アニメーションなどの動的な可視化手法は,時系列データが

有する意味のある変化の発見や, 聴衆に理解させるプレゼン
テーションのような場面では有効である. 一方で, 変化の見落
としの発生や,スライダなどによるアニメーションの制御に伴
う操作回数の増加などの要因により,詳細なデータ分析には適
していない [Robertson 08]. 一方で, トレースや small multiple

などの静的な可視化手法は効率と正確性の面で詳細な探索に適

図 2: 属性値の時系列的変化特性と軌跡の形状の関係

しているが,スケーラビリティや視覚的混乱について問題があ
る [Robertson 08]. このように,時系列データに対して一意に有
効な可視化手法は存在しない. そのため,分析目的や対象に応
じて複数の手法を組み合わせる必要がある.

4. 提案インタフェース
3 節で述べた問題点に基づき, 本稿では, 軌跡表現と 2 次元

散布図を組み合わせた時系列データの視覚的分析支援インタ
フェースを提案する. インタフェースは, Ruby on Rails 5 を用
いて Web アプリケーションとして実装した. 可視化部とフロ
ントエンド処理の実装には D3.jsおよび jQueryを用いた.

図 1に提案インタフェースのスクリーンショットを示す. 提
案インタフェースは散布図ビュー (図 1(a)) と詳細ビュー (図
1(b))から構成される. 散布図ビューでは,選択されたオブジェ
クトに対応するデータから 2属性を選択し, X, Y軸に対応付け
る. そして,各時点での属性値を散布図上に可視化し,アニメー
ションによる位置の変更でデータ分布の時間的変化を表現す
る. ユーザは関心を持った散布図上のオブジェクトを選択し,軌
跡の表示や直接操作を行える. 詳細ビューでは,散布図上で選
択されたオブジェクトの各属性値の時間的変化を示す線グラフ
や,メタデータなどの詳細情報を表示する.

ユーザは散布図ビューで得た視覚的傾向に対して,詳細ビュー
を用いて詳細な探索や仮説検証を行う. 両ビュー間の移行の繰
り返しにより,視覚的分析が行われることを想定する. 一方の
ビューへの操作は他方へも適用され,インタフェースの一貫性
を保持する. 提案インタフェースの特徴的な機能として,軌跡
による可視化や, 探索モード, オブジェクトのグルーピングが
ある. 以降に,それぞれの機能の説明を示す.

4.1 軌跡による可視化
散布図上でオブジェクトにマウスオーバーすると,属性値の

時間的変化が軌跡として可視化される. 軌跡は各時点でのオブ
ジェクトの空間座標を表すノードと,各ノードを結ぶ曲線であ
るパスから構成される. 2.2節で述べたように,軌跡表現はデー
タの視覚的概要として用いられる. 例として,属性値が線形増
加した場合には,図 2(a)のような直線状の軌跡が描かれる. 周
期的に変化した場合には,図 2(b)のように,丸まった形状の軌
跡が描かれる. 属性値が特定の期間内でバーストする場合には,

図 2(c)のように,広域に渡り急峻な変化をする軌跡が描かれる.

軌跡は属性値の変化を空間上に重畳して表現するため,対象の
時系列的特性を空間上のみで判断できる. そのため,ユーザ操
作に応じて軌跡を表示・操作することで,視覚的混乱を抑制し
つつ, 3.1 節で述べた時間軸上でのインタラクションの衝突を
回避できると考える. また,軌跡表現では,オブジェクトの時間
的側面 (軌跡)と空間的な側面 (他のオブジェクトとの関係)の
両方が同時に散布図上で空間的に表現される. そのため, 3.2節
で述べた時間軸と空間軸間のインタラクションの衝突を回避で
きると考える.
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図 3: 提案インタフェースにおけるオブジェクトのグルーピング

4.2 探索モード
3.3節で述べた可視化手法間のトレードオフへ対処するため,

探索モードとしてアニメーションの再生と静止をインタフェー
スに導入する. 探索モードに基づき,ユーザ入力の解釈を分離
することで,動的な可視化と静的な可視化手法の両者の利点を
活かし, トレードオフの解消を図る. 再生モードではオブジェ
クト全体の傾向を把握するための利用を想定し,オブジェクト
をインタラクティブなアニメーションで可視化する. 分析者は,

データ全体の傾向に基づき,興味を持ったオブジェクトの変化
を追跡できる. 静止モードでは,静的な散布図上で,軌跡を直接
操作したり,再生モードで得た視覚的傾向を詳細ビューで検証
したりしながら詳細な分析を行う. 分析者は再生モードで得た
視覚的概要に基づき,静止モードにて詳細な探索や仮説の検証
を行い,両モード間の遷移により視覚的分析を行うことを想定
する.

4.3 オブジェクトのグルーピング
提案インタフェースでは,オブジェクトをグルーピングする

ためのスケッチベース入力を採用する. 散布図ビュー上でオブ
ジェクト群を囲うような線を描画すると,図 3(a)(b)のようにそ
れに含まれる全てのオブジェクトを含む凸包が散布図上に描画
される. 凸包は選択されたオブジェクト群の空間的な広がりを
表現可能なため,類似性の判断に対して有効と考える.

4.2 節で述べた探索モードに基づき, 異なる形状の凸包が描
画される. 再生モードでは,特定の時点における全選択オブジェ
クトを含む凸包が描画される (図 3(a)). これによって, 複数オ
ブジェクトの大局的な時間的変化の概要の把握を行える. 静止
モードでは全選択オブジェクトの軌跡を含む凸包が描画される
(図 3(b)). また,複数の軌跡をマウスクリックにより選択した場
合には,探索モードによらず図 3(b)と同様の凸包が描画される
(図 3(c)). スケッチベース入力による選択では,範囲に基づく対
象の暗黙的な指定により,被選択オブジェクト群の時間的な変
化傾向の把握が促進されると考える. 一方で,クリックによる
選択では,対象の明示的な指定による複数オブジェクト時間的
変化の比較のための利用を想定する.

5. 評価実験
提案インタフェースの有効性を検証するため, 20歳から 24

歳までの 32名の工学系大学生および大学院生 (男性 30名,女
性 2名)を対象としたユーザ実験を行った. 分析対象のデータ
には,日本プロ野球の投手データを使用した. また,実験で行う
タスクへの習熟による影響を考慮するため,セリーグとパリー
グの 2つの異なるデータセットを採用した.

5.1 実験内容
実験開始時に,協力者はチュートリアルに従ってインタフェー

スの各機能を試行した. 次に,特定のオブジェクトを探索し,詳
細ビューへ表示する可視化生成タスクを行い, その後, 特定の
オブジェクト群に対する視覚的傾向を発見し,説明を記述する
説明タスクの 2つのタスクセットを順に行った. 実験協力者は,

提案インタフェースと, 2 つの比較インタフェース (アニメー
ション, もしくは軌跡表現を提案インタフェースから除去) の
うちどちらか一つを用いて,両タスクを実行した. 実験終了後,

主観的フィードバック取得のため,提案インタフェースの各機
能を 5 段階リッカート尺度で評価するアンケートに回答して
もらった. 一部の設問については,その理由を文章で記述して
もらった. タスク毎のデータセット, インタフェースの組み合
わせ,提案・比較インタフェースにおけるタスクの実行順序は,

順序効果などを考慮して決定している. また,定量的な考察の
ためにインタフェースの各機能の使用回数を記録し,定性的な
考察のために実験中の画面を録画した.

5.2 実験結果
5.2.1 可視化生成タスク
可視化生成タスクにおける実行時間について, t 検定による

有意性の検証を行ったところ,提案・比較インタフェースの間
に有意な差は見られなかった. 一方で, 主観的評価では提案イ
ンタフェースの習熟コストに対して問題点が指摘されていた.

また, 多くのタスクについて, 実行時間の標準偏差は提案イン
タフェースで最も大きかった. この結果も, 提案インタフェー
スへの習熟コストが影響したものと考える.

5.2.2 説明タスク
説明タスクでは,提案インタフェースにおける各機能の操作

回数が可視化生成タスクと比較して少ない傾向にあることが確
認された. 特に, オブジェクトの選択操作や詳細ビューでの属
性値の確認などの視覚的分析の基本的なタスクにおいて, t 検
定の結果,有意差が観測された. 記述された説明内容について,

提案・比較インタフェース間のキーワードの含有数についてカ
イ二乗検定を用いた有意性の検証を行った. その結果,全体的
なデータ傾向を問う問題については局所的な傾向や根拠を表す
キーワードについて有意差が認められた. また, 特定オブジェ
クト群の傾向を問うタスクでは,実際の値を表すキーワードに
ついて有意差が確認された. すなわち,提案インタフェースに
おいて,探索対象の傾向を実際の値を参照し具体的かつ詳細に
記述できたことが確認できる. そのため,提案インタフェース
を用いることで,複数オブジェクトの傾向を把握するタスクに
て,効率的な探索が可能であるといえる.

5.2.3 軌跡表現と探索モードの有効性
表 1に,提案インタフェースの各機能に対するアンケート結

果を示す. 表内の数値は,インタフェースの各機能 (行)に対す
る, 5段階リッカート尺度の各段階 (列)ごとの協力者数を表し
ている. 表 1より,軌跡表現に対して高い評価が得られている
ことが確認できる. 理由として,軌跡表現は直感的に理解しや
すく,視覚的混乱が少ないことが挙げられていた. また,提案イ
ンタフェース全体について, 多くの実験協力者は, 異なる種類
の可視化手法の組み合わせによりトレードオフが解消され,探
索目的ごとにモードを変えながら効率的な探索を行えたと回答
した. これは, 5.2.2節における操作回数の軽減からも確認でき
る. このように,軌跡表現による時間的変化の可視化により,散
布図上の興味のあるオブジェクトに対して視覚的混乱を防止し
つつ, 時間的変化の把握が可能であるため, 時間軸上における
インタラクションの衝突の問題に対し有効と考える.

3
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(a) (b)

図 4: グルーピング操作における探索モード毎の実験協力者の
分析行動例: (a)再生モード (b)静止モード

5.2.4 可視化手法毎の利点を生かした探索
ユーザの主観的評価と操作ログの集計結果より,グルーピン

グ操作がタスクごとに異なる用途で用いられる傾向が確認され
た. 図 4に,実験協力者の分析行動の例を示す. 例えば,データ
全体の傾向を問うタスクでは,協力者は再生モードでオブジェ
クト全体をグルーピングし,アニメーションによる凸包形状の
変化に基づき,全体的な傾向を判断していた (図 4(a)). 一方で,

特定オブジェクト群の傾向を問うタスクでは,静止モードで該
当するオブジェクトの軌跡を複数選択することで,データ間の
類似性や関係を判断していた (図 4(b)).

比較対象に対する提案インタフェースの有効性について,ア
ニメーションは表示が簡潔である一方,データの時間的変化を
把握しづらいと回答した協力者が複数存在した. 一方で,トレー
スはデータ全体の時間的変化の把握が容易である一方,データ
の重なりによって,選択操作や値の把握が困難な場合があると
いう意見が確認された. 両者に対する問題点は相補的なものと
なっている. そのため,軌跡表現や,探索モードによる操作の解
釈の分離により,可視化手法間のトレードオフの問題が解消さ
れると考える. すなわち,提案インタフェースにより,動的・静
的可視化手法の利点を活かした分析作業が行えるといえる.

6. おわりに
本稿では, 多次元時系列データの分析支援を目的として, 軌

跡の直接操作に基づく視覚的分析インタフェースを提案した.

プロトタイプインタフェースを実装し,評価実験を行った. 結果
より, 軌跡表現の直感性や, 異なる可視化手法の利点の組み合
わせによる視覚的分析全体の支援に関して,有効性が示された.

一方で,アンケートでは重なりなどについて視覚的混乱が報
告された. また, 探索モードに関するインタラクションについ
てわかりにくいと回答した協力者もみられた. これらの問題点
は,今後の提案インタフェースのユーザビリティの向上により
対応できると考える. また,探索モードに基づく操作解釈のマッ
ピングについて,実験結果を元に再検討する必要があると考え
る. インタフェースの機能の改善に加えて,ドメイン専門家によ
る視覚的分析を支援するため, semantic interaction 的アプロー
チの導入も有効と考える. また,知識形成プロセス全体におけ
る有効性検証のため,ケーススタディによる長期間かつ定性的
な評価を行うことも有用と考える.
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Anomaly Detection on Sound Data Using Dynamic Mode Decomposition 

     
 Kota Dohi Naoya Takeishi Takehisa Yairi  Koichi Hori 

  
Department of Aeronautics and Astronautics, The University of Tokyo 

As the evolution of sensors and computers enables collecting abundant data, methods to analyze high-dimentional data are 
becoming important. Dyanmic mode decompostion (DMD) is a data-driven method to extract dynamic structure from data 
and is attracting attention recently. In this study, we made use of DMD to analyze sound data of rotary machines with normal 
and abnormal states. We applied DMD to spectral distributions of the data and analyzed the dynamic structure of spectral 
distributions. We found that on spectral distributions of data from abnormal states, time-decaying structure is more likely to 
be dominant than those from normal states. 
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Analysis of Television Viewing Pattern Transitions with Clustering Large-Scale Log Data 

 *1 *1 *1 
 Yoshiaki Mizuoka Kouta Nakata Ryohei Orihara 

 *1  
 Analytics AI Laboratory, Corporate Research and Development Center, Research & Development Division, Toshiba Corporation 

This paper presents an analysis of television viewing patterns using large-scale television log data. Television log data, 
collected from televisions upon users' permission, contains information of when, how, and which channels are watched in 
seconds. In this paper, we extract user groups based on long-term transitions of viewing patterns from television log data with 
a clustering technique, and we analyze the user groups from viewpoints of a fixed habit and change in a life style. As a result, 
new long-term transitions of viewing patterns have been found. They are expected to lead to the discovery of audience groups 
which are valuable to marketing or targeted advertising. 
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Verification of Factors Forming Quality Brand Image in Customers’ Perception 

 *1 *2 
 Takumi KATO  Kazuhiko TSUDA 

 *1  *2  
 Honda Motor Co.,Ltd. University of Tsukuba 

Companies develop various activities to manage brands as assets in order to acquire target brand images. However, in fact, 
since companies cannot grasp the necessary elements for the image, there are companies that make inconsistent products and 
promotions into the world. Therefore, in this research, we verified factors to form "quality" brand image, which is said to be 
ambiguous and complicated, in customers’ perception. Quality is said to include not only objective value (Functional value) 
such as performance and durability but also subjective value (Emotional value) such as beauty and perceived quality. In recent 
years, companies such as Apple and Samsung, which have excellent emotional value, are emerging, so the value is considered 
as a major source of competition in the manufacturing industry. We believe that this research will enable companies to effective 
decision-making without obscuring the elements necessary to acquire the target brand image. 
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ソーシャルボットの検出：言語非依存性の特徴量と
ボット集団の定量化

Detection of Social Bots: Quantification of Language Independent Features and Bot Clusters

杉森真樹 ∗1

Masaki Sugimori

笹原和俊 ∗1 ∗2

Kazutoshi Sasahara

時田恵一郎 ∗1

Kei Tokita

∗1 名古屋大学大学院情報学研究科
Graduate School of Informatics, Nagoya University

∗2 JSTさきがけ
JST, PRESTO

With the advent of social media, social bots—computer programs that automatically post news—have become
popular, and some of these have been purposefully used to disseminate fake news. This is an increasingly serious
problem in the digital era. Although a lot of bot detection methods have been proposed, such methods often
cannot overcome their language dependencies and fail to find bot clusters. This research aims at constructing a
language-independent method for detecting social bots and their clusters on Twitter using machine learning. The
results provide new information available for the development of such methods.

1. 導入
近年, Twitterや Facebookといったソーシャルメディアが普

及し,単なるコミュニケーションのツールにとどまらず,様々な
目的に利用されるようになり,社会において重要な役割を果た
すようになっている. このような背景のもと, コンピューター
プログラムによって自動化された「ソーシャルボット」と呼ば
れるアカウントによって引き起こされる様々な悪影響が大きな
問題となっている [Ferrara 16].

ソーシャルボットが引き起こす問題には次のようなものが
ある.

• スパムの拡散：従来のスパムと同様に,一般ユーザーに対
して有害なWebページへのリンクをクリックさせ,特定
のWebページにアクセスさせたり,マルウェアに感染さ
せることを目的とする.

• 人気の操作：ソーシャルボットの投稿によってソーシャ
ルメディアのトレンド (話題となっているキーワード)が
影響を受ける可能性がある. また,特定のアクティビティ
を集中的に行うことで, 特定のユーザーや商品などが人
気,影響力があるように見せかけることができる. これは,

マーケティングなどに悪影響を及ぼすことが考えられる.

• 意見の操作：ソーシャルボットによるフェイクニュース
などの拡散により,特定の対象に関する人々の印象を操作
しようとする可能性がある. 具体的な例としては選挙が
挙げられ, 2016年のアメリカ合衆国大統領選挙では,フェ
イクニュースなどが大量に発信されており,選挙に影響を
及ぼしていた可能性がある [Bessi 16].

• 市場の操作：ソーシャルボットによるフェイクニュース
の拡散により,株式市場などの動向が操作される可能性が
ある. 2013年には,テロに関するフェイクニュースによっ
て,一時的にダウ工業株 30種平均が約 140ドル急落した.

また,ほとんど資産価値のない企業の株価を高騰させよう
とするソーシャルボットの動きが確認されている [Ferrara

16].

連絡先:杉森真樹,名古屋大学大学院情報学研究科,

〒 464-8601名古屋市千種区不老町, sugimori@nagoya-u.jp

このような様々な悪影響をもたらすソーシャルボットを検出
して, ユーザーに注意を喚起し, ソーシャルメディアから排除
するために, ボットの特性や検出手法, 情報の拡散過程などに
ついて様々な研究を行っていく必要がある.

2. 関連研究
ソーシャルメディアの普及と発展に伴い,ボットがもたらす

悪影響は大きな問題を引き起こしており,様々な先行研究が行
われている.

(1) 単体のアカウントを対象とした観察的手法

Varolらは, Twitterの英語アカウントを対象として, 1150

個の特徴量と機械学習を用いて, AUC値が 0.94という高
精度な分類モデルを構築した. 彼らは,この分類モデルを
応用して,アカウントがボットであるかどうかのスコアを
[0～1] の範囲で算出する “Botometer” というシステムを
開発し,公開している [Varol 17,Davis 16]. Chuらは,半自
動化されているアカウントを「サイボーグ」と定義し,機
械学習を用いて, 人間, ボット, サイボーグの 3 クラスの
分類に取り組んでいる [Chu 10,Chu 12].

(2) ボットの集団を対象とした観察的手法

Abokhodairらは, シリア内戦に関する情報を拡散して
いるボットの集団を対象として,ボットの集団の構造や成
長過程,ソーシャルメディア上の議論に与えた影響などを
調査した [Abokhodair 16]. Chavoshiらは,アカウント同士
の過度に同期的な活動に注目して,学習用のデータを必要
としないボット検出手法を提案するとともに, “DeBot”と
いうボット検出システムを開発,公開している [Chavoshi

16a,Chavoshi 16b,Chavoshi 17a,Chavoshi 17b].

(3) 単体のアカウントを対象とした実験的手法

Freitasらは,それぞれ異なる特徴と戦略を持つ 120個の
ボットアカウントを作成し, これらが Twitter上のコミュ
ニティに侵入する過程や結果について調査を行なった. そ
の結果,単純なメカニズムを採用しているボットであって
もコミュニティに侵入することができ,必ずしも複雑なメ
カニズムを必要としないことを示した [Freitas 15].
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(4) ボットの集団を対象とした実験的手法
Boshmafらは,ボットの集団による活動を想定して, 102

個のボットアカウントと 1個のマスターアカウントからな
るボットの集団のプロトタイプを構築し,これを Facebook

上で稼働させて,ボットの集団がもたらす影響とソーシャ
ルメディアの脆弱性を調査した [Boshmaf 11,Boshmaf 13].

ソーシャルボットの性質の調査や検出方法については様々な
先行研究が行われている. しかし, ソーシャルメディアには世
界中に多くのユーザーが存在し,多様な言語が利用されている
にもかかわらず,ボット検出に関する研究において,言語の違い
に注目した研究はほとんど行われていない. また, 単体のボッ
トよりも大きな影響を及ぼす可能性があるボット集団を検出す
る手法の研究はほとんど行われていない.

そこで本研究では, Varol らによる Botometer に関する研究
[Varol 17]を主に参考にして, Twitterを対象として英語と日本
語それぞれの言語において,ボット検出に関連する重要な特徴
量について比較, 分析を行う. そして, 言語に依存しないユニ
バーサルなボット検出手法について検討を行う. さらに,特徴
量の組の分布に注目して,ボット集団を対象とする機械学習を
用いた検出手法について検討を行う.

3. データ
本研究では, Twitterアカウントが持つ様々な特徴量と機械学

習を用いて,分類モデルを構築する. 分類モデルを訓練するた
めに, 学習用のデータとして, 各アカウントのメタデータと連
続した一定量のツイートから算出した特徴ベクトルと人間か
ボットかを事前に判別した正解ラベルが必要となる. 先述した
Botometerによる分類が正しいと仮定し, 正解ラベルの作成に
は Botometerを利用した. 日本語アカウントの分類には, 言語
的な特徴を無視したスコアを利用した.

データを収集するにあたり,英語または日本語で投稿を行なっ
た Twitter アカウントの最新 200 件の投稿を収集し, 特徴ベク
トルと正解ラベルを算出した. 最新の投稿 200件を対象とする
のは, API 制限のためであり, 先行研究においても最新の 200

件以降の投稿は対象とされていない. 2017/12/7～2018/1/4の期
間,英語についてはボット 12193件と人間 73616件,日本語に
ついてはボット 8951件と人間 63866件のアカウントのデータ
を収集した.

英語については,ボット 12193件と無作為抽出した人間 12193

件の合計 24386件を用いて,言語ごとの分類モデルを構築する.

日本語については,ボット 8951件と無作為抽出した人間 8951

件の合計 17902件を用いて,言語ごとの分類モデルを構築する.

4. 結果
4.1 分類モデル
本研究では,先行研究 [Varol 17, Chu 10, Chu 12]で利用され

ている特徴量と独自の特徴量の中から,次のリストに示した 4

つの特徴クラス, 326個の特徴量を利用する.

分類モデルの構築には “scikit-learn” [Pedregosa 11] を利用
し, 機械学習のアルゴリズムはランダムフォレストを採用す
る [Breiman 01]. これは, 先行研究においてランダムフォレス
トを利用した場合の精度が最も高いことに加え [Varol 17, Lee

11],特徴量の重要度を導出することができるためである.

英語と日本語それぞれについて,アカウントが人間であるか
ボットであるかを判別する分類モデルを特徴クラスごとに構築
する. 精度の指標には AUCを採用する.

1 コンテンツクラス

1-1 品詞の出現頻度12

1-2 品詞の割合12

1-3 単語の総数1

1-4 単語の種類の数1

1-5 単語のエントロピー1

2 メタデータクラス

2-1 スクリーンネーム（登録名）の長さ

2-2 スクリーンネームに含まれる数字の個数

2-3 タイムオフセット

2-4 アカウントの日齢

2-5 自己紹介文の長さ

2-6 自己紹介文中に URL を含むか

2-7 フォロー数

2-8 フォロワー数

2-9 お気に入りの数

2-10 プロファイルがデフォルトのままか

2-11 プロファイルイメージがデフォルトのままか

2-12 投稿数（総数, 1 時間あたりの数）

2-13 通常のツイート数（最新 200 件）（総数, 1 時間あたりの数）

2-14 リツイート数（最新 200 件）（総数, 1 時間あたりの数）

2-15 メンション数（最新 200 件）（総数, 1 時間あたりの数）

2-16 リプライ数（最新 200 件）（総数, 1 時間あたりの数）

2-17 リツイートされた数（最新 200 件）（総数, 1 時間あたりの数）

2-18 リツイートされた数（最新 200 件）1

2-19 お気に入りされた数（最新 200 件）1

2-20 メンションした数（最新 200 件）1

2-21 URL 数（最新 200 件）1

2-22 ハッシュタグ数（最新 200 件）1

2-23 メディア数（画像数+動画数）（最新 200 件）1

2-24 画像数（最新 200 件）1

2-25 動画数（最新 200 件）1

2-26 投稿元に関する指標（最新 200 件）13

2-27 フォロー比

2-28 フォロワー比

2-29 リストされている数

3 タイミングクラス

3-1 通常のツイートの投稿時間間隔（分）1

3-2 リツイートの投稿時間間隔（分）1

3-3 リプライの投稿時間間隔（分）1

3-4 メンションの投稿時間間隔（分）1

3-5 投稿の時間間隔（分）1

4 ネットワーククラス（ハッシュタグ共起ネットワーク）

4-1 ノード数

4-2 エッジ数

4-3 ネットワークの密度

4-4 ネットワークの強度1

4-5 クラスタリング係数1

注釈
1 [最小値,最大値,中央値,平均,標準偏差,歪度,尖度,エントロピー] を算出し,特徴量とする.

2 品詞は,英語 [名詞,動詞,形容詞,副詞,助動詞,限定詞,間投詞, Wh-,代名詞],日本語 [名詞,

動詞,形容詞,副詞,助動詞,助詞,接続詞,感動詞,接頭詞] を考慮する.

3投稿元に関する指標については,各投稿において,自動化が行われていないと思われる投稿元
の値を 1,自動化が行われていると思われる投稿元の値を-1,それ以外の値を 0 とする.
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図 1-a：分類モデルの精度（英語） 図 1-b：分類モデルの精度（日本語）

図 1-aと bを見ると,英語と日本語の双方のアカウントにお
いて, メタデータクラスが最も高い精度を示しており, コンテ
ンツクラスとタイミングクラスがこれに続いていることが分か
る. 一方で,ネットワーククラスはある程度の精度を示してい
るが,他のクラスと比較すると精度が低いことが分かる.

また,コンテンツクラスの特徴量よりもメタデータクラスと
タイミングクラスの特徴量が高い精度を示していることから,

言語に依存しないユニバーサルな分類モデルにおいて,コンテ
ンツクラスの特徴量を考慮せずとも高い精度を示すことは可能
であると考えられる.

4.2 重要な特徴量
主に 2つの手法を用いて,英語と日本語それぞれの分類モデ

ルにおいて重要な特徴量の選択を行う.

(1) 分類モデルにおける特徴量の重要度の測定
ランダムフォレストを用いた分類モデルにおける特徴量
の重要度を,決定木ごとにその特徴量によって減少する基
準値（ジニ不純度）の平均として算出する.

(2) 人間とボットの特徴量の分布が異なるかどうかの判定
コルモゴロフ・スミルノフ検定（KS検定）によって,人
間とボットで特徴量の分布が異なることを確認する.

重要な特徴量を特定するための手順としては,分類モデルに
おいて重要度が高い特徴量を 50個選択し,その中で人間とボッ
トで分布が異なっていることが確認できたものを重要な特徴量
とする.

また,双方の言語の分類モデルで共通している重要な特徴量
の中でも, 2つの言語を統合した場合でも, KS検定によって人
間とボットで分布が異なっていることが確認できた特徴量を言
語に依存しない重要な特徴量とする.

4.3 言語非依存の分類モデル
言語に依存しないユニバーサルな分類モデルの構築について

検討を行うために,英語と日本語について言語に依存しない分
類モデルの構築を行う. また,この分類モデルが学習用のデー
タ以外に有用であるか検証を行う.

英語と日本語について言語に依存しない分類モデルの構築
にあたり, 言語に依存しない重要な特徴量の中で, 後に行う分
類モデルの検証において,精度を大きく低下させていた特徴量
や,共通したデータやアクティビティに基づく特徴量の中で重
要度が低い一部の特徴量は利用しないものとする. 最終的には,

次のリストに示した 20個の特徴量を用いて分類モデルを構築
する.

この分類モデルの構築には,学習用のデータから英語と日本
語それぞれについて無作為抽出した,ボット 8000件,人間 8000

件の計 32000件を用いる. 精度については,クロスバリデーショ
ン（10分割）を利用して,平均 AUCを測定する.

結果として,この分類モデルの平均 AUCの値は約 0.95とな
り,先行研究や全 326個の特徴量を考慮した言語ごとの分類モ
デルとほぼ同等の精度を有することが確認できた.

• コンテンツクラス

– 単語のエントロピーの標準偏差

• メタデータクラス

– リプライの総数
– リツイートの総数
– 被リツイートの総数
– 被リツイート数の最大値,平均,標準偏差
– 被お気に入り数の平均
– メンション数の標準偏差
– URL 数の平均
– ハッシュタグ数の平均

• タイミングクラス

– リツイートの時間間隔の最大値,中央値,平均,エントロピー
– リプライの時間間隔の最大値,中央値,平均,エントロピー
– 全投稿の時間間隔のエントロピー

分類モデルが学習用のデータ以外のデータに対しても,同様
の精度で分類を行えることを確認するために,検証用のデータ
として英語と日本語それぞれについて手動で正解ラベルを作成
した,ボット 250件,人間 250件ずつ,計 1000件のデータを用
意する. （手動による分類は正しいと仮定する. ）
検証の結果, 1000 件のうち約 95%のアカウントを正しく分

類できることが確認でき,英語と日本語について言語に依存し
ない分類モデルを構築できたと結論づけることができる.

このように,英語と日本語について言語に依存しない分類モ
デルを構築することができたことから,他の言語についても同
様の研究を行うことで言語に依存しないユニバーサルな分類モ
デルの構築は可能であると考えられる.

4.4 ボット集団
ソーシャルボットの検出に関する先行研究の多くは,単体の

ボットを対象とするものであった. しかし, ソーシャルボット
の集団は相互作用することで,単体のボットよりも大規模な問
題を引き起こす可能性がある. そのため,ボット集団の検出に
ついても検討を行う必要がある.

ボット集団は,マスター（製作者または操作者）によって,共
通の目的のために製作または操作されることから,同一のコン
ピュータープログラムに基づいて活動していると考えられる.

そのため,複数の特徴量が近い値をとることが予測される. 本
研究では,この複数の特徴量が近い値をとることに注目して,特
徴量の組の分布を確認するとともに,クラスタリングを行うこ
とで特徴量の組について分析を行い,ボットの集団が検出でき
るか検証を行う. なお,クラスタリングのアルゴリズムには,密
度（距離）に注目したアルゴリズムである DBSCAN [Ester 96]

を採用する.

図 2は,学習用データに含まれる全てのボットアカウントを対
象とした,投稿に含まれるURL数の平均と投稿間隔のエントロ
ピーの 2つの特徴量の組の散布図とクラスタリング（DBSCAN）
の結果を示したものであり,特徴量の組の分布が集中している
複数の領域が存在していることが確認できる.

これらの分布が集中している領域の中でも,本来は分布が集
中しにくい領域がボット集団の存在を示唆していると考え,実
際に確認を行った. その結果,日本の芸能,ゴシップニュースを
拡散しているボットの集団が確認された（図 2：青色）.

このように, 特徴量の組の分布に注目してクラスタリング
（DBSCAN）を行い, 不自然に分布が集中している領域を特定
することで,ソーシャルボットの集団を検出することができた.

このことから, 複数の特徴量に注目することで, ボット集団の
検出が可能であると考えられる.
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図 2：URL 数の平均と投稿間隔のエントロピー（散布図）

赤：1000 個以上のアカウントからなるクラスタ
緑：1000 個未満, 50 個以上のアカウントからなるクラスタ
青：緑のクラスタの中でボットの集団の存在が確認できたもの

今後は,ボットの集団の検出に利用可能な特徴量やクラスタ
リングを行う上で最適なパラメーターなどについてさらなる調
査を行うことで,複数の特徴量とクラスタリングを用いたソー
シャルボットの集団を対象とする検出手法の構築に取り組む.

5. 結論
ソーシャルメディアには世界中に多くのユーザーが存在し,

多様な言語が利用されているにもかかわらず,ソーシャルボッ
トの検出手法において,言語の違いに注目した研究が行われて
いなかった. また,ソーシャルボットの集団は相互作用し,単体
のボットよりも大規模な問題を引き起こす可能性があるにもか
かわらず,ソーシャルボット集団の検出手法に関する研究がほ
とんど行われていなかった.

そこで本研究では,言語に依存しないユニバーサルな分類モ
デルの構築について検討を行うとともに,ソーシャルボットの
集団を対象とする新たな検出手法について検討を行った. 結果
として, 英語と日本語を対象とした分類モデルにおいて, 言語
に依存しない重要な特徴量を特定し,これらの特徴量を利用し
て英語と日本語の双方の言語に対して精度の高い分類モデルを
構築することで,言語に依存しないユニバーサルな分類モデル
を構築できる可能性を示した. また, 単体のソーシャルボット
の検出手法で利用されている特徴量の組の分布に注目し,クラ
スタリングを行うことでソーシャルボットの集団を検出できる
ことを確認した.

今後は,言語に依存しないユニバーサルな分類モデルの構築
に取り組むとともに,ソーシャルボットの集団を対象とする検
出手法について,より詳細な調査と検討を行う.
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Twitter Actuates the Cryptocurrency Market

Koichiro Tamura Shohei Ohsawa Yutaka Matsuo

Department of Technology Management for Innovation, The University of Tokyo

Social media is not only a sensor but also an actuator. A social sensor can detect various social phenomena
or trends by using the data obtained from social media. Though the information from social sensors has vastly
enhanced our potential to observe and predict real-world phenomena, the causality from the social media itself to
the real world has not been studied to date. Meanwhile, recent trends in SNS-driven consumer behavior, such as
taking beautiful photos for Instagram, so-called ”Instagenic,” have further highlighted the importance of studying
the causality from social media to the real world. This paper demonstrates a new concept of social actuator. We
introduce internal states, which represent the states of the social media users influenced by others, and show how to
address the confounding structure in the inference of causality from social media to the real world. Using the results
of our experiments on Twitter data and cryptocurrency-market data, we show that our proposed method can detect
the influences between the users on social media, and describe the causation from Twitter to the cryptocurrency
market. Finally, we discuss the effectiveness of the proposed method for different datasets and suggest that we all
have the potential to impact the real world through social media either intentionally or unintentionally.

1.

[Sakaki 10]

[Sakaki 10]

[Oda 18]

social sensor

[Sakaki 10, Tumasjan 10, Asur 10, Bollen 11,

Kristoufek 13] social media

social media

social media

[Kristoufek 13] google

trend bitcoin market

Bitcoin google

Google trend Bitcoin

market trend

google trend Bitcoin

Twitter

9401 twitter

users 2017-01-01 2017-12-31 tweet

follow/followee cryptocurrency market

:

koichirot11@weblab.t.u-tokyo.ac.jp

1: A new concept of social actuator

cryptocurrency

market value

twitter

internal states cryptocurrency market

• twitter

interaction

• Twitter post

social motivation cryptocur-

rency market social me-

dia
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2.

2.1 Social Sensor
2000 Twitter Facebook

[Hijikata 16]

[Hijikata 16]

[Sakaki 10]

[Sakaki 10, Tumasjan 10, Asur 10,

Bollen 11, Kristoufek 13, Zhang 11].

2.2 Information Diffusion on Social Network

Twitter Facebook

[Hijikata 16]

(information diffusion)

[Hijikata 16]

information cascades[Zafarani 14]

iinformation cascades ”An information cascade

describes the process of diffusion when individuals merely

observe their immediate neighbors” [Zafarani 14]

information cascades [Li 17, Cheng 14,

Budak 11]

3.

Twitter

1. figure 1 social media

2

external states social sensor

Xex

internal states

Xin

2. Y

2 Granger causality

• Y Xex

2: Social Internal States Module

• Y Xex Xin

social media external states

Y Z

social media internal states

external states

Granger causality

internal states Y

3.1 Social Internal States Module

internal states Social Internal States

Module(Figure 2)

N

follow/followee

follow/followee Wn ∈ RN×N

Wn wij = 1 useri
userj follow t

one-hot

vector xt Bitcoin

userj Bitcoin

xt[j] = 1

h̃t

h̃t = tanh

(
(Wn +Win) · xt + bin√

N

)
,

Win ∈ RN×N bin ∈ RN

Wn

ht = r ∗ ht−1 + h̃t,

r ∈ R1 0.1 Social

Internal States Module

xin = ReLU
(
Wout · ht + bout

)
,

Wout ∈ RN bout ∈ R1 .
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3.2 Comparing Regression Models

2

Granger

Social sensor model

Y

Xex

ŷ = Wss · concat(xy,xex) + bss,

xy Y , xex Xex

Wss and bss .

Social actuator model

Y

Xex

Xin

ŷ = Wsa · concat(xy,xex, xin) + bsa, (1)

xin social internal states module Xin

, Wsa and bsa

social actuator model social sensor model

FIgure 1

external states

Xex Y

Z Xin

external states Xex

follow/followee

internal

states Y

4.

,

[Kristoufek 13]

CoinGecko ∗1 Bitcoin, Ethereum,

Ripple 3 Twitter

REST API∗2 follow

2017 1 1

∗1 https://www.coingecko.com/en
∗2 https://dev.twitter.com/twitterkit/android/access-rest-api

2017 12 31

1,3,5

1,3,5

1,3,5,30

1 1 10

31 300 11 1

11 30 30

Twitter Okasanman, one of the famous twitter

accounts of investors in Japan follow

2016 9 12 3 5

follower 100

9401users

follow/followee

4 mean squard error(MSE)

BASE: predict 0 all

0

MSE

ŷ = 0.

VAR: only cryptocurrency market values

(VAE) [Toda 94]

ŷ = Wvar · xy + bvar,

xy Wvar, bvar
.

Social Sensor: with external states of Twitter

external

states

Bitcoin: Bitcoin, BTC

Ethereum: Ethereum, ETH

Ripple: Ripple, XPR

ŷ = Wss · concat(xy,xex) + bss,

xex

Wss, bss

Information Cascades: with DeepCas pipeline

DeepCas [Li 17] cascades graph

End-to-end

cascades

inter-

nal states

social internal states module DeepCas

pipline

1

Social Actuator
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1: Performance measured by MSE

Bitcoin Etheruem Ripple

volume 1 volume 3 volume 5 volume 30 volume 1 volume 3 volume 5 volume 30 volume 1 volume 3 volume 5 volume 30

BASE 0.2335 0.4507 0.5316 0.4126 0.1865 0.5913 0.5530 1.1061 0.9345 2.0870 1.9373 0.6639

VAR 0.2150 0.3122 0.3225 0.3184 0.1639 0.3687 0.3890 1.1070 0.6279 0.7111 1.1307 1.2217

Social Sensor 0.2287 0.3551 0.3141 0.2576 0.1636 0.3679 0.3755 1.1195 0.6142 0.5660 0.9268 1.3226

Information Cascades 0.2569 1.0195 1.1131 1.4950 0.4321 0.4458 0.4088 2.8378 0.6220 1.6445 1.1410 2.4280

Social Actuator 0.2236 0.3087 0.3076 0.2117 0.1489 0.3640 0.3226 0.9291 0.5570 0.5298 0.9156 1.2951

5.

VAR Socail sensor

information diffusion DeepCas

Social sensor

Twitter

Twitter

Twitter

Twitter

Twitter

Twitter follow/followee

user

Twitter

Twitter

Twitter

[Asur 10] Asur, S. and Huberman, B. A.: Predicting the

future with social media, in Proceedings of the 2010

IEEE/WIC/ACM International Conference on Web In-

telligence and Intelligent Agent Technology-Volume 01,

pp. 492–499IEEE Computer Society (2010)

[Bollen 11] Bollen, J., Mao, H., and Zeng, X.: Twitter

mood predicts the stock market, Journal of computa-

tional science, Vol. 2, No. 1, pp. 1–8 (2011)

[Budak 11] Budak, C., Agrawal, D., and El Abbadi, A.:

Structural trend analysis for online social networks, Pro-

ceedings of the VLDB Endowment, Vol. 4, No. 10, pp.

646–656 (2011)

[Cheng 14] Cheng, J., Adamic, L., Dow, P. A., Klein-

berg, J. M., and Leskovec, J.: Can cascades be pre-

dicted?, in Proceedings of the 23rd international confer-

ence on World wide web, pp. 925–936ACM (2014)

[Hijikata 16] Hijikata, : AI

, , Vol. 32, No. 3 (2016)

[Kristoufek 13] Kristoufek, L.: BitCoin meets Google

Trends and Wikipedia: Quantifying the relationship be-

tween phenomena of the Internet era, Scientific reports,

Vol. 3, p. 3415 (2013)

[Li 17] Li, C., Ma, J., Guo, X., and Mei, Q.: DeepCas:

An end-to-end predictor of information cascades, in Pro-

ceedings of the 26th International Conference on World

Wide Web, pp. 577–586International World Wide Web

Conferences Steering Committee (2017)

[Oda 18] Oda, S.: The Mysterious Twitter

User Drawing a Swarm of Japan Traders,

https://www.bloomberg.com/news/articles/2018-01-

14/the-mysterious-twitter-user-attracting-a-swarm-of-

japan-traders (2018)

[Sakaki 10] Sakaki, T., Okazaki, M., and Matsuo, Y.:

Earthquake shakes Twitter users: real-time event detec-

tion by social sensors, in Proceedings of the 19th interna-

tional conference on World wide web, pp. 851–860ACM

(2010)

[Toda 94] Toda, H. Y. and Phillips, P. C.: Vector autore-

gression and causality: a theoretical overview and sim-

ulation study, Econometric reviews, Vol. 13, No. 2, pp.

259–285 (1994)

[Tumasjan 10] Tumasjan, A., Sprenger, T. O., Sand-

ner, P. G., and Welpe, I. M.: Predicting elections with

twitter: What 140 characters reveal about political sen-

timent., Icwsm, Vol. 10, No. 1, pp. 178–185 (2010)

[Zafarani 14] Zafarani, R., Abbasi, M. A., and Liu, H.: So-

cial media mining: an introduction, Cambridge Univer-

sity Press (2014)

[Zhang 11] Zhang, X., Fuehres, H., and Gloor, P. A.: Pre-

dicting stock market indicators through twitter I hope

it is not as bad as I fear , Procedia-Social and Behavioral

Sciences, Vol. 26, pp. 55–62 (2011)
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Finding Representatives via Nearest Neighbor Based Binarization and Frequent Pattern Mining

∗1
Yuka Yoneda

∗2
Mahito Sugiyama

∗1
Takashi Washio

∗1
The Institute of Scientific and Industrial Research

∗2
National Institute of Informatics

We propose to find representative data points from continuous data via a two-step procedure: We first binarize
data points based on the nearest neighbor search, followed by performing frequent pattern mining on the binarized
data. Since frequent patterns correspond to combinations of data points shared by many other data points as their
neighbors, they are expected to well summarize the entire dataset. We empirically show that representative data
points detected by our method have competitive quality with random sampling in the classification scenario.

1.

[3]

(1)

(2)

k

2.

2.1 2.2

3.

4.

5.

2.

k

1

: , , 06-6879-8540,
8-1, yoneda@ar.sanken.osaka-u.ac.jp
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1:

k

Algorithm 1

2.1 2.2

n xi =

(x1
i , x

2
i , . . . , x

n
i ) ∈ R

n (i = 1, . . . , N)

2.1
k

xi ∈ R
n N

di = (d1i , d
2
i , . . . , d

N
i ) ∈ {0, 1}N (i = 1, . . . , N)

dji

dji =

{
1 xj xi l (l ≤ k) ,

0 .

k

n N

xi xj

xj
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k dji xj k

dji

N d1,d2, . . . ,dN

2.2

[1]

A A

i ∈ A item A

F ⊆ A itemset

transacition T

transaction data

D = {T1, T2, . . . , Tm} F

D F

support F

D F

support F S(F )

S(F ) = |{T ∈ D | F ⊆ T}|/|D|
F

minimum support s

F

frequent itemset

maximal

frequent itemset

a ∈ A

F ∪ {a} s F

LCM (Linear time Closed itemset Miner) [5]

di

Ti di

1 Ti

Ti

Ti = {j ∈ {1, 2, . . . , N} | dji = 1} (1)

T = {T1, T2, . . . , TN}

S = {S1, S2, . . . , SL}

⋃S = S1 ∪ S2 ∪ · · · ∪ SL ⊆ {1, 2, . . . , N}⋃S 1

N
⋃S

3.

1 n = 2

N = 7 k = 2

k 2

Algorithm 1

1: Input k, s

2: for all i = 1 to N do

3: for all j = 1 to N do

4: Calculate the distance between xi and xj

5: end for

6: for all j = 1 to N do

7: if the distance between xi and xj is lth smallest

with l ≤ k then

8: dji = 1

9: else

10: dji = 0

11: end if

12: end for

13: end for

14: for all i = 1 to N do

15: Generate Ti by Equation (1)

16: end for

17: T ← {T1, T2, . . . , TN}
18: Apply T to frequent pattern mining

with the minimun support s

19: S ← maximum frequent itemsets

20: Outout
⋃S

1:

1 2

x1 1.1 2.1

x2 1.9 1.8

x3 2.2 1.2

x4 3.9 5.1

x5 5.2 2.5

x6 5.3 5.4

x7 2.4 4.3

3

4

x2 x4 2

4.

4.1 4.2

4.3 4.4

4.1
Intel Core i7-4790 CPU 3.60 GHz

8.00 GB OS Windows 8 En-

terprise 64 bit

Python version 3.5.2 LCM

C virsion5.3
∗1

∗1 http://research.nii.ac.jp/~uno/codes-j.htm
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2: 1

1 2 3 4 5 6 7

d1 1 1 1 0 0 0 0

d2 1 1 1 0 0 0 0

d3 1 1 1 0 0 0 0

d4 0 0 0 1 0 1 1

d5 0 0 0 1 1 1 0

d6 0 0 0 1 1 1 0

d7 0 1 0 1 0 0 1

3: 2

T1 {1,2,3}
T2 {1,2,3}
T3 {1,2,3}
T4 {4,6,7}
T5 {4,5,6}
T6 {4,5,6}
T7 {2,4,7}

4.2

10

N n 1

9

0.55 0.05

1 k = 10 k

10

(1) (2)

(3)

10

CART [2]

Python scikit-learn [4]

2 (i)

(ii)

(ii)

3

4.3
(i) 1000 2

4

15 17

144.9 52.5

��

��

��

��

��

��

��

�

�

�

�

�

�

�

� � � � � � �

�
�
�
�
�
�
�
��

���������

2:

4: 1000 2

15 144.9 0.93 0.97

16 88.8 0.93 0.96

17 52.5 0.92 0.94

0.97 0.94 0.03

0.93 0.92 0.01

(ii) 2

1000 4000

5 1000

4000 52.5 115.3 2

(ii) 3000

2 10

6

119.5 377.5

4.4
(i) 4

(ii) 5

1000

0.02 4000 0.01
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5: N

1000 2 52.5 0.98 0.92 0.94

2000 2 91.6 0.95 0.93 0.94

3000 2 119.5 0.99 0.96 0.96

4000 2 115.3 0.99 0.98 0.99

6: n

3000 2 119.5 0.99 0.96 0.96

3000 5 359.5 0.99 0.98 0.99

3000 10 377.5 1.00 0.99 0.99

(ii) 6

5.

k

[1] C. C. Aggarwal and J. Han, editors. Frequent Pattern Min-

ing. Springer, 2014.

[2] L. Breiman, J. Friedman, C. J. Stone, and R. A. Olshen.
Classification and regression trees. CRC press, 1984.

[3] J. Leskovec, A. Rajaraman, and J. D. Ullman. Mining of
Massive Datasets. Cambridge University Press, 2014.

[4] F. Pedregosa, G. Varoquaux, A. Gramfort, V. Michel,
B. Thirion, O. Grisel, M. Blondel, P. Prettenhofer, R. Weiss,
V. Dubourg, J. Vanderplas, A. Passos, D. Cournapeau,
M. Brucher, M. Perrot, and E. Duchesnay. Scikit-learn: Ma-
chine learning in Python. Journal of Machine Learning Re-
search, 12:2825–2830, 2011.

[5] T. Uno, T. Asai, Y. Uchida, and H. Arimura. An effi-
cient algorithm for enumerating closed patterns in transac-
tion databases. In Discovery Science, pages 16–31, 2004.
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Inference of Local Feature Correlations by Hints

Hongjie ZHAI Makoto HARAGUCHI Hideyuki IMAI

Graduate School of Information Science and Technology, Hokkaido University

We propose in this report a method for searching local correlations among features, where the locality means
that the correlations are verified only for some parts of non-negative data matrix. As the number of such local
correlations is large, we try to control the diversity by presenting a hint set, a small set of feature pairs demonstrating
local correlations. Then a subspace with composite features as its axes is constructed so that the paired features
become close on the subspace. The process of searching such a subspace is realized by applying NMF for shared
subspace with a graph regularization term.

1.

(cor-

relation, association)

[Taniguchi 2006]

[Greiner 1985]

f
(1)
i ∼ f

(2)
i

f
(1)
1 ∼ f

(2)
1 , ..., f

(1)
m ∼ f

(2)
m

f
(1)
m+1 ∼ f

(2)
m+1

f
(1)
j ∼ f

(2)
j

∼ (SIM)

[Zhai 2017]

[Zhai 2017]

(feature)

< f (1), f (2) >

(SIM)

:

011-706-7106 mh@ist.hokudai.ac.jp

X .
H = {< f1, f2 >,

< f3, f4 >}
X

{f1, f2, f3, f4}

G = (g1 g2)

H = (f1 f2 f3 f4)
G

1:

[Gupta 2010] [Cai 2011]

1

2.

X =
(
f1 · · · fN

)
M ×N f i

fi M

H H ⊆ {f1, ..., fN}2

1
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H = P1(H) ∪ P2(H) H

H

Pi R Y X

H

H

X =
(
f1 · · · fN

)
=
(
H Y

)
,

H ≈ GW

G =
(
g1 · · · gKH

)
W =

(
w1 · · · w|H|

)

< fi, fj >∈ H G wi wj

λ [Cai 2011]

‖H−GW‖2
λ/2

∑
<fi,fj>∈H

‖wi −wj‖2 =
∑

fi,fj∈H

sij

KH∑
k=1

(wki − wkj)
2

= 2 Trace
(
WLW t

)
sij fi fj

L fi, fj
sij

Y G

G

Y
(
G G(Y )

)

Y ≈
(
G G(Y )

)(W (G)

W (Y )

)

Y H G

W (G) j w
(G)
j f|H|+j

‖H −GW‖2 + λTrace
(
WLW t

)

+

∣∣∣∣
∣∣∣∣Y −

(
G G(Y )

)(W (G)

W (Y )

)∣∣∣∣
∣∣∣∣
2

f|H|+i f|H|+j

w
(G)
i ,w

(G)
j

3.

Reuters

G

<bike,accident> <motorcycle -- crash>

<automobile,danger> <aircraft,dysfunction>

<aircraft,scratch>

H

λ

death

4.

(1)

(2)

[Taniguchi 2006] T. Taniguchi, M. Haraguchi: Discovery of

Hidden Correlations in a Local Transaction Database

Based on Differences of Correlations, Engineering Ap-

plication of Artificial Intelligence, 19(4), pp. 419 – 428,

Elsevier (2006).

[Greiner 1985] R. Greiner. Learning by understanding

analogies . Ph.D.Thesis, Stanford University (1985).

[Gupta 2010] S.K. Gupta, D.Phung, B.Adams, T. Tran

and S. Venkatesh: Nonnegative Shared Subspace

Learning and Its Application to Social Media Re-

trieval, KDD’10, 1169 – 1178 (2010).

[Cai 2011] D. Cai, X.He, J.Han, T.S.Huang: Graph regu-

larized nonnegative matrix factorization for data rep-

resentation, IEEE Trans. Pattern Anal. Mach. Intell. ,

33(8), 1548-1560 (2011).

[Zhai 2017] H. Zhai, M. Haraguchi: A Linear Algebraic

Inference for Feature Association, 12th KICSS, IEEE

CPS, 102 – 107 (2017).
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Studies on Normal Boiling Point of Chemical Substances  

and Eigen Values of Their Molecular Matrices  

*1          *1          *1 

    Kiryu Yamashita                Tetsuo Katsuragi              Yoshimasa Takahashi 

 *1         
Department of Computer Science and Engineering, Graduate School of Engineering, Toyohashi University of Technology 

Abstract: Boiling point is one of the most basic physical properties of chemical compounds. If it is possible to know the 
boiling point, it can be used to identify an unknown compound. The boiling point can be also used to predict other physical 
properties of the compound. Thus, estimation of boiling point is one of the important research areas in computational chemistry, 
and is still being studied actively. It is empirically known that there is a close relationship between chemical structure and 
physical properties, so that physical properties can be thought of as a function of chemical structure. On other hand, various 
graph invariants derived from molecular graphs can also be considered as a function of chemical structure. In this study, we 
tried to construct a prediction model by multiple linear regression analysis using eigenvalues obtained from matrix 
representations of molecular graphs. For 51 chemical compounds of saturated hydrocarbons, a regression model obtained with 
the first four largest eigenvalues and the number of carbon atoms gave us good estimates of their boiling points.
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CAD  
Extraction of the operational skills by analysis of CAD operation log 

*1 *1 *1 
 Keisuke Niimi  Akio Sotoike Tatsuya Arisato 

*1  
 Toyota Motor Corporation 

The acquisition of the CAD operational skills is necessary to effective car development. In this study, we tried extraction 
of the operational skills by analysis of CAD operation log. As a result, we succeeded in extracting the tacit knowledge from 
CAD operation log. 

1.  

3D 3D
CAD

 
CAD

 

[ 16]

 
CAD

CAD  

2.  

2.1 CAD 3D  

(1) 3D  
3D 2

1  
 
 
 
 
 
 
 

1 3D  

(2) CAD  
3D

2  
 
 
 
 

2.2  
CAD

 
  
  

 

2.3  
CAD

 

(1) CAD
CAD 3

 
 
 
 
 
 
 
 
 
 
 
 

3 CAD  

(2)  

4 4
 

 
 
 
 
 
 
 
 
 
 
 

4  
2 ( ) 

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1P3-05



 

- 2 - 

3.  
4

  

3.1  
3D

3D
 

(1)  

5  
 
 
 
 
 
 
 
 

5  

(2)  
50 1 1   

1  

4,708
70,059,428

13

3.2  
(1) (3) 2 . 

2  
   

 70,059,428 ( ) 6,111,243( ) 
 1,215( ) 1,063( ) 

(1)  

  

(2)  
3D

2  

(3)  
1 1

6  
 
 
 
 
 
 
 

6  

3.3  
/

3  
3  

  

(1)  
 

 
(2)  

 
 

 

(1)  
/ 3~5

713 4,002,189
7  

 
 
 
 
 
 
 
 
 
 

7   

3.3.1.1.  

4  
4  

   
 
 

 
80%  

80% 
(713 568 ) 

 
 

Hold-Out  
 

10%  

7% 
(573 ) 78% 
(140 ) 71% 

3.3.1.2.  

  
1 8  
2 40  

1
 2 40

 
 
 
 
 
 
 
 
 
 
 

8 R  

 

 

Wheel 

Move 

1  
 

1  
 

 
 

Grroup1 
Mouse 

Operation 

 

 

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1P3-05



 

- 3 - 

(2)  

 
 

15,000 5  
5  

  
 2,137( ) 
 2,271( ) 

 11,060( ) 

3.3.2.1.  
Lift Lift

A B.C
Lift (1)  

 
 
 
 
 
 

Lift 6
15,000 450  

3.3.2.2.  
6  

/
 

6  
 A B C 
 

 
9  

 

 
 

 
 

 
 

10  
  

 
 
 
 
 
 
 
 
 

9  
 
 
 
 
 
 
 
 
 

10  

3.4  
CAD

24
11  

7  
 
 
 
 
 
 
 
 
 
 
 
 

11  
7  

  

 
 

 
 

5sec/  
 

 
 

 
 

15min/  

4.  

CAD  

 
 3

 

 
 

 
 

 
[ 16] : 

30
2016  

Lift  
   

( ) 
( B,C ) 

( A ) 
( A BC ) 

 
  1  

 
 

 

 
 

 

 

(1) 

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1P3-05



[1Z1]

[1Z1-01]

[1Z1-02]

[1Z1-03]

[1Z1-04]

[1Z1-05]

©The Japanese Society for Artificial Intelligence 

 JSAI2018 

Oral presentation | General Session | [General Session] 2. Machine Learning

[General Session] 2. Machine Learning
座長:大塚 琢馬（NTT）
Tue. Jun 5, 2018 1:20 PM - 3:00 PM  Room Z (3F Matsu Take)
 

 
Concept-drift-aware Stochastic Gradient Descent 
〇Kohei Miyaguchi1, Hiroshi Kajino2 （1. Graduate School of Information Science and

Technology, The University of Tokyo, 2. IBM Research - Tokyo） 

 1:20 PM -  1:40 PM   

Statistical Evaluation for Mode Selection in Sparsity-promoting Dynamic
Mode Decomposition 
〇Masashi Hiraoka1, Yoshinobu Kawahara1,2, Takashi Washio1 （1. The Institute of Science and

Industrial Research, Osaka University, 2. Center for Advanced Intelligence Project, RIKEN） 

 1:40 PM -  2:00 PM   

Expert-based reward function training: the novel method to train
sequence generators 
〇Joji Toyama1, Yusuke Iwasawa1, Yutaka Matsuo1 （1. The University of Tokyo） 

 2:00 PM -  2:20 PM   

Dynamic mode decomposition using supervised principal component
analysis 
〇Takehito Bito1, Yoshinobu Kawahara1,2, Takashi Washio1 （1. Osaka university, 2. RIKEN） 

 2:20 PM -  2:40 PM   

Bayesian Estimation and Model Averaging of CNN by Hypernet 
〇Kenya Ukai1, Takashi Matsubara1, Kuniaki Uehara1 （1. Graduate School of System Infomatics,

Kobe University） 

 2:40 PM -  3:00 PM   



Concept-drift-aware Stochastic Gradient Descent

∗1
Kohei Miyaguchi

∗2
Hiroshi Kajino

∗1
The University of Tokyo

∗2IBM
IBM Research - Tokyo

We present a stochastic gradient descent for the time-series forecasting problem in the presence of concept drift.
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Algorithm 1 Cogra algorithm

Input: Losses {�t}∞t=1, initial parameter θ0, SMT A0.

Output: Parameters {θt}∞t=1.

for each loss function �t (t = 1, 2, . . .) do

Incur loss �t(θt−1)

Receive forgetting rate: at−1 ← ask(At−1)

Update estimates:

gt ← ∇�t + at−1(gt−1 −∇�t),

vt ← ∇�2t + at−1(vt−1 −∇�2t ),

ht ← ∇2�t + at−1(ht−1 −∇2�t)

Update SMT: At ← push(At−1,∇�t)

Compute learning rate: ηt ← g2t
htvt

Update parameter: θt ← θt−1 − ηt∇�t(θt−1)

end for
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(a) μ (d = 1, T = 0). (b) T (d = 1, μ = 5). (c) d (T = 0, μ = 5).

2: .

1: . 1 SGD 2 3 7

AdaGrad (initial LR) ADAM (initial LR) Almeida (initial LR, hyper-LR)

0.001 0.01 0.1 1.0 0.001 0.01 0.1 1.0 (10e-9, 10e-3) (10e-9, 10e-2) (10e-9, 10e-1)

A(1) 257 3.62 1.0 5.35 9.56 1.95 6.07 138 3.36 3.02 2.01
A(2) 144 2.56 1.0 4.18 5.60 1.76 7.15 125 2.50 2.27 1.63
A(3) 236 4.07 1.0 5.23 9.81 2.06 5.35 68.9 3.29 2.99 2.06
EEG 16.9 0.68 1.0 77.6 2.76 1.02 9.66 945 0.485 0.483 0.482
GAS 8.79 3.10 1.0 48.1 6.15 1.87 3.98 287 1.06e+85 9.82e+65 1.73e+20

RMSProp (initial LR) vSGD Cogra

0.0001 0.001 0.01 0.1 1.0

A(1) 80.2 7.76 3.31 200 2.00e+4 0.79 0.621
A(2) 46.4 4.60 2.32 110 1.10e+4 0.85 0.701
A(3) 74.4 7.84 2.55 120 1.20e+4 0.76 0.595
EEG 20.8 2.13 31.6 3.13e+3 3.13e+5 0.30 0.182
GAS 9.16 5.39 7.92 695 6.94e+4 0.84 0.267

6.

vSGD

vSGD

SMT

vSGD SMT

SGD Cogra
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Statistical Evaluation for Mode Selection in Sparsity-promoting Dynamic Mode Decomposition

∗1
Masashi Hiraoka1

1,2

Yoshinobu Kawahara1,2

1

Takashi Washio1

1

1The Institute of Scientific and Industrial Research, Osaka University

2

2Center for Advanced Intelligence Project, RIKEN

Sparsity-promoting dynamic mode decomposition (SP-DMD) is a data-driven method for estimating a modal
representation of a nonlinear dynamical system, where the modes are selected via l1-regularization depending on the
tradeoff between the quality of the representation and the number of the modes. However, the way to statistically
evaluate modes selected by SP-DMD is not established. If statistical evaluation is not performed, we may not
specify issues caused by different reasons such as noise and overfitting. In this paper, we propose a method to
statistically evaluate modes selected by SP-DMD. We develop the method based on the combination of bootstrap
and SP-DMD.

1.

(Dynamic Mode Decomposition,DMD)

( )

DMD

(Bayesian Dynamic Mode Decomposition)[1]

(Sparsity-

promoting Dynamic Mode Decomposition,SP-DMD)[2]

SP-DMD DMD L1

DMD

SP-DMD

SP-DMD

SP-DMD

SP-DMD
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2 DMD

SP-DMD 3 3.1
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2.

DMD

( )

DMD SP-DMD

[2] DMD Ψ =

{ψ0 ψ1 · · · ψN}

Ψ0 = {ψ0 ψ1 · · · ψN−1} ∈ C
M×N (1)

Ψ1 = {ψ1 ψ2 · · · ψN} ∈ C
M×N (2)

Ψ1 = AΨ0 A ∈ C
M×M Ψ0

Ψ0 = UΣV ∗ (3)

Σ ∈ C
r×r U ∈

C
M×r, V ∈ C
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A ≈ UFdmdU
∗ (4)

Fdmd ∈ C
r×r

A Fdmd

min
A

‖Ψ1 −AΨ0‖2F (5)

Ψ0 = UΣV ∗ A = UFdmdU
∗

Fdmd = U∗Ψ1V Σ−1 (6)
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U ψt ≈ Uxt

xt+1 = Fdmdxt (7)

Fdmd

Fdmd =
[

y1 · · · yr
]

︸ ︷︷ ︸
Y

⎡
⎢⎢⎣

μ1

. . .

μr

⎤
⎥⎥⎦

︸ ︷︷ ︸
Dμ

⎡
⎢⎢⎣

z∗1
...

z∗r

⎤
⎥⎥⎦

︸ ︷︷ ︸
Z∗

(8)

{y1, . . . , yr} Fdmd {μ1, . . . , μr}
{z1, . . . , zr} F ∗

dmd {μ1, . . . , μr}
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x0

xt = Y Dt
μZ
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i=1

yiμ
t
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∗
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i=1

yiμ
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iαi (9)

αi = z∗i x0 α

U

ψt ≈ Uxt =

r∑
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φiμ
t
iαi (10)

φi = Uyi
α

Ψ0 = ΦDαVand (11)
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[

φ1 φ2 · · · φr

]
,

Dα :=

⎡
⎢⎢⎢⎢⎣

α1

α2

. . .

αr

⎤
⎥⎥⎥⎥⎦ ,

Vand :=

⎡
⎢⎢⎢⎢⎣

1 μ1 · · · μN−1
1

1 μ2 · · · μN−1
2

...
...

. . .
...

1 μr · · · μN−1
r

⎤
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α

min
α

‖Ψ0 − ΦDαVand‖2F (12)

Ψ0 = UΣV ∗ φi = Uyi

min
α

J(α) := ‖ΣV ∗ − Y DαVand‖2F (13)

J(α)

[2]

J(α) = α∗Pα− q∗α− α∗q + s (14)

P := (Y ∗Y ) ◦ (VandV ∗
and),

q := diag (Vand (ΣV ∗)∗ Y ),

s := trace(Σ∗Σ)

◦ M∗

( )M ( ) M

( )M ( )

M diag(M) M

M diag(M)

M

αdmd (14) α

αdmd = P−1q (15)

DMD r

SP-DMD DMD

L1

(13) L1

(16) α

min
α

J(α) + γ

r∑
i=1

|αi| (16)

3.

SP-DMD

αi SP-DMD

3.1

D = {d1, d2, · · · , dN} (17)

{1, 2, · · · , n}
N {i1, i2, · · · , iN}

{di1 , di2 , · · · , diN }

D∗ = {di1 , di2 , · · · , diN } (18)

B B{
D∗1, D∗2, · · · , D∗B} B

[3] F
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1: SP-DMD

Y1, · · · , Yn F

θ = θ(F )

θ F

1 θ = θ(F )

F

F F ′ = (1 − ε)F + εG

θ(F ′) θ(F ) θ(F ′) = θ(F ) + o(ε)

o(ε) ε 0

0

θ = θ(F ) θ̂ = θ̂(Y1, · · · , Yn)

Fn

Fn =
1

n

n∑
j=1

δ(Yj ≤ y) (19)

θ̂ θ̂ = θ(Fn)

θ̂ θ

θ̂ θ

T (θ̂, F ) = t(θ̂, θ(F ))

H(F ) = EF [T (θ̂(Y1, · · · , Yn), F )] (20)

EF F

T (·, ·)

(20)

H(F )

Fn F

3.2
3.1

SP-DMD

α

α

2: s = 100

α (20)

{ψ0 ψ1 · · · ψN}

3.3

Ψ = {ψ0, ψ1, , ψN} (21)

SP-DMD x

t′ 0 ≤ t′ ≤ N − x

x, t′

Ψx = {ψt′ ψt′+1 · · · ψt′+x} (22)

SP-DMD

α

min
α

‖Ψx − ΦDαV
′
and‖2F + γ

r∑
i=1

|αi| (23)

V ′
and Vand

x (23)

‖Ψx − ΦDαV
′
and‖2F (24)

U∗ DMD

J ′(α) := ‖U∗Ψx − Y DαV
′
and‖2F (25)
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J ′(α)

J ′(α) = α∗P ′α− q′∗α− α∗q′ + s′ (26)

P := (Y ∗Y ) ◦ (VandV ∗
and),

q := diag (Vand (U∗Ψx)
∗ Y ),

s := trace(U∗Ψx(U∗Ψx)∗)

α′ (25)

α

α′ = P ′−1q′ (27)

(22) (26) B (t′

) α′
i

0

α′
i 0

B

α′
1 = 0

φ1

4.

[4] [(−5) ×
10−5, 5 × 10−5]

.

α′
i 0

B α′
i 0 B[α′

i=0]

P[α′
i=0] = B[α′

i=0]/B P[α′
i=0]

P[α′
i=0] i

1 SP-DMD

DMD r

P[α′
i=0]

L1

P[α′
i=0] = 0

P[α′
i=0] = 1 L1

(P[α′
i=0] = 0

)

2 x = 100

1 2 L1

SP-DMD

5.

SP-DMD

SP-DMD
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系列生成器の訓練のための
エキスパート系列に基づく報酬関数の学習方法の提案

Expert-based reward function training: the novel method to train sequence generators

冨山　翔司 ∗1
Joji Toyama

岩澤　有祐 ∗1
Yusuke Iwasawa

松尾　豊 ∗1
Yutaka Matsuo

∗1東京大学松尾研究室
Matsuo lab, The University of Tokyo

The training methods of sequence generator with a combination of GAN and policy gradient has shown good
performance. In this paper, we propose expert-based reward function training: the novel method to train sequence
generator. Different from previous studies of sequence generation, expert-based reward function training does not
utilize GAN’s framework. Still, our model outperforms SeqGAN and a strong baseline, RankGAN.

1. Introduction

Generating sequential data is one of the main areas of

research in machine learning. Recently, sequence genera-

tor training with a combination of generative adversarial

nets (GANs) (Goodfellow et al., 2014) and policy gradient

(Sutton et al., 2000) has shown good performances, such as

Yu et al. (2017); Lin et al. (2017); Guo et al. (2018). Those

studies employ a discriminator which is trained to discrim-

inate between a true sequence and a generated sequence,

and a generator is trained with policy gradient by treating

the discriminator as the reward function.

In this study, we propose expert-based reward function

training. In expert-based reward function training, we train

the reward function without the generator’s samples. In-

stead, we prepare a proposal distribution which produces a

negative sequence given an expert (or true) sequence. The

reward function is trained to discriminate between an ex-

pert sequence and a sequence from a proposal distribution.

Unlike previous studies (Lin et al., 2017; Guo et al., 2018;

Yu et al., 2017), expert-based reward function is not a kind

of GAN frameworks. Although GAN framework has an ad-

vantage that a reward function is simultaneously trained

with a generator’s performance, the training of the gener-

ator frequently fails because of an instability of the GAN

framework. Expert-based reward function training priori-

tizes executing stable training of the generator over taking

an advantage of GAN framework.

We conducted experiments based on synthetic data to

investigate the effectiveness of expert-based reward func-

tion training. As an evaluation method, we employ oracle

negative log likelihood (NLL) in synthetic data. We show

that our model outperform SeqGAN. We also show that our

model outperforms a strong baseline, RankGAN.

図 1: Proposed training method. A reward function is

trained to discriminate between a sequence from real data

and a sequence from a proposal distribution. Then, a gen-

erator is trained with policy gradient.

2. Expert-based reward function train-
ing

SeqGAN employs a GAN framework. Although GAN has

shown great success, it has also been reported that its train-

ing is difficult (Arjovsky & Bottou, 2017). In expert-based

reward function training, reward functions are trained by

discriminating between expert data and negative data pro-

duced from the proposal distribution. Expert-based reward

function training does not use the generator’s samples at

all; therefore, it is not a kind of GAN frameworks. Figure

1 shows the overall proposed training method.

First, we need to prepare the proposal distribution. In

this study, we determine the proposal distribution as

q(x|x∗) =
1

Z
exp(

r′(x, x∗)
τ

) (1)

where r′(x, x∗) is a prior reward function. Specifically, we

chose negative hamming distance from real data as r′(x, x∗).
In this setting, sampling from q(x|x∗) can be easily done

連絡先: 冨山翔司，東京大学松尾研究室，toyama@weblab.t.u-
tokyo.ac.jp
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図 2: Fraction of different number of hamming distance

applied to a sequence of length 20 and 5,000 vocabulary for

different τ . As τ increases, a proposal distribution produces

samples that are farther from experts.

as Norouzi et al. (2016) has shown. τ serves as a hyper-

parameter that controls a smoothness of a proposal distri-

bution around the experts. Figure 2 shows the fraction of

different numbers of negative hamming distance applied to

a sequence of length 20 and 5,000 vocabulary for different

values of τ .

Then, we train a reward function r(x) by discriminat-

ing between a positive sequence from real data distribu-

tion x∗ ∼ q∗ and a sequence from proposal distribution

x′ ∼ q(x′|x∗). r(x) maximizes the following objective

LD = E[log r(x∗)]x∗∼q∗ + E[log(1− r(x′))]x′∼q(x′|x∗). (2)

After a training converges, we train a sequence genera-

tor with policy gradient to maximize the obtained reward

function r(x).

In expert-based reward function training, a reward func-

tion is trained to discriminate between a sequence from

q∗(x) and q(x). It suggests that the density ratio of q∗(x)
and q(x) is estimated, and used as a reward. If q(x) is too

close to q∗(x), the density ratio is estimated on the samples

which are very close to the experts. If q(x) is far different

from q∗(x), however, the density ratio around experts are

not well estimated. Therefore, it is important to make q(x)

produce the samples that are at a proper distance from

the experts so that pθ can get the good reward signals.

The choice of eq.(1) with a negative hamming distance as

r′(x, x∗) is suitable in this sense, because we can control a

smoothness around an expert by changing τ as shown in

figure 2.

3. Related work

Sequence generative models trained with a combination

of a GAN framework and a policy gradient have shown

good performance. SeqGAN firstly proposed this training

framework(Yu et al., 2017). Some variants of SeqGAN are

proposed recently. Lin et al. (2017) proposed RankGAN,

in which an original binary classifier discriminator is re-

placed with a ranking model by taking a softmax over the

expected cosine distances from the generated sequences to

図 3: Plots of reward and NLL during the generator’s train-

ing. We can see that the generator is properly optimized

w.r.t. the reward function, and as the returned reward in-

creases, oracle NLL decreases.

the real data. Guo et al. (2018) proposed LeakGAN. In

LeakGAN utilizes the techniques of hierarchical reinforce-

ment leaning. A discriminator extracts information of un-

completed sentence, and given its information, a manager

provides sub-goal to a worker. Different from those meth-

ods, expert-based reward function training is not a kind of

GAN frameworks.

Norouzi et al. (2016) proposed reward augmented maxi-

mum likelihood (RAML). Norouzi et al. (2016) use a sam-

ple from eq.(1) as a target sequence of MLE training.

Expert-based reward function training is inspired by this

study. We use eq.(1) as the proposal distribution from

which a negative sequence is sampled, and a reward func-

tion is learned by discriminating those negative samples and

the true samples.

4. Experiments

We examine the effect of expert-based reward function

training in synthetic data. For synthetic data experiments,

we conduct the oracle test, which was also conducted in

Yu et al. (2017); Lin et al. (2017); Guo et al. (2018). In or-

acle test, we prepare the RNN with fixed parameters, called

oracle RNN. We use the sequences of length 20 and 5,000

vocabulary from oracle RNN as training data, and we eval-

uate the performance of a generator by measuring the NLL

of generated sequence with oracle RNN. A reward function

is composed by CNN of Kim (2014), which is same as Seq-

GAN’s discriminator. Other than the training method, our

model is same as SeqGAN.

Table 1 presents the result of the oracle test. Note that

the top is the model trained with only maximum likelihood

estimation (MLE). Our model outperforms SeqGAN, indi-

cating that expert-based reward function training is effec-

tive. This experimental result shows that the instability

of adversarial training causes serious damage to the train-

ing of the generator. Our model also outperforms a strong

baseline, RankGAN.

In expert-based reward training, the reward function is

fixed during the training of the generator, so we can visu-

alize a return of the reward function to see if the policy

2
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表 1: The result of oracle test. PG denotes if the model is trained with policy gradient or not. The top is the model trained

with MLE. The score in parentheses is originally reported score in Yu et al. (2017). τ = 1.0 gave the best score in our model.
Model Name PG Adversarial or Expert-based Oracle NLL

MLE N - 9.03

RAML N - 9.00

SeqGAN Y Adversarial 8.61 (8.73)

RankGAN Y Adversarial 8.25

LeakGAN Y Adversarial 7.04

Our model Y Expert-based 7.55

gradient successfully works. As we can see in figure 3, the

generator is properly optimized w.r.t. the reward function,

and NLL decreases as a returned reward increases, indi-

cating that the learned reward function is proper and easy

to optimize for the generator. It is also noteworthy that

τ = 1.0 in eq.(1) gave the best score in our model, in which

the proposal distribution provides negative samples that are

at proper distance from experts, as shown in figure 2.
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教師あり主成分分析を用いた動的モード分解
Dynamic mode decomposition using supervised principal component analysis
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Dynamic mode decomposition(DMD) is a data-driven method for representing high-dimensional, nonlinear dy-
namical systems. DMD extracts key low-rank spatiotemporal features of the high-dimensional systems. However,
since DMD is an unsupervised method and, thus, cannot incorporate label information into it even when such
information is available. In this paper, we propose a framework to incorporate supervised information into DMD
analyses. Experimental results show the effectiveness of performing classification tasks using modes obtained by
the proposed method.

1. はじめに
何らかの基準に基づいてデータを複数のモードに分解する

ことは，複雑なシステムを解析するために用いられる標準的な
手法の一つである．動的モード分解 (Dynamic Mode Decom-

position,DMD)は，多次元時系列データを周波数と増減率の
情報をもった複数のモードに分解する．このアルゴリズムは
時間および空間上の次元削減手法としても知られ，高次元動
的システムの重要な低ランクの時間と空間上の特徴を抽出す
る．それにより，データの空間上の構造およびそれに関連する
時間軸上の物理的な解釈を可能にする．DMDに対応する確率
モデルを開発しベイズ的に拡張した手法 [1]やモードをスパー
スにし，ダイナミクスに関わるモードを選択する手法 [2]など
DMDは，幅広く応用され注目を集めている．
一方で，DMDは教師なし学習である．したがって，ラベル

情報があるようなデータの場合でも，その情報を有効にできな
いため，ラベル情報に関連した特に興味のあるモードを導くこ
とができない可能性がある．一般の DMD アルゴリズムでは
特異値分解により分散最大方向へデータを射影し，ダイナミク
スを表す行列の固有値分解を行いモード分解をしていた．この
特異値分解による射影では，目的変数については何も考慮して
いない．しかし，教師情報がある場合，目的変数との依存関係
を考慮した方向へデータを射影しモード分解をすることが好ま
しい．分類問題を想定すると，分類に最も影響を及ぼすモード
を用いて分類問題を解くことで精度の向上が期待できる．この
ような目的のモードは分散最大方向の射影によって導かれると
は限らない．
そこで本研究では，説明変数と目的変数の依存性を最大と

する空間へデータを射影する教師あり PCA[3] を取り入れる
ことで，目的変数と最も関連したモードを導くことができるよ
うに改良した．そして教師情報を考慮した DMD によって導
かれたモードによるデータの類似性を可視化することにより，
提案手法の有効性を示す．

連絡先: 大阪大学産業科学研究所 知能推論研究分野
〒 567-0047 大阪府茨木市美穂ヶ丘 8-1

E-mail: bito@ar.sanken.osaka-u.ac.jp

本稿は以下のように構成されている．2.節では，DMDとそ
のアルゴリズムについて示す．3.節では，教師情報を取り入れ
た DMDの提案手法を述べ，3.1節において説明変数と目的変
数の依存性を最大とする射影を求める教師あり主成分分析（教
師あり PCA）を示す．3.2節では，教師あり PCAによって求
めた射影を用いた DMDアルゴリズムを示す．4.節で提案手
法の有用性を時系列データの類似性の可視化によって示し，5.

節で本稿の内容をまとめ，結論を述べる．

2. 動的モード分解
DMDでは動的システムから得られる多次元時系列データを

時間軸上では周波数と増減率を持つ波に，空間上ではその波に
対する各属性の寄与率を持つ複数のモードに分解する．時系列
データ

X =

⎡
⎢⎣

| | |
x1 x2 · · · xm

| | |

⎤
⎥⎦ (1)

から，次のような 2つのデータ行列を生成する．

X1 =

⎡
⎢⎣

| | |
x1 x2 · · · xm−1

| | |

⎤
⎥⎦ (2)

X2 =

⎡
⎢⎣

| | |
x2 x3 · · · xm

| | |

⎤
⎥⎦ (3)

ここでxk ∈ R
pは時刻 kにおける動的システムから得られる

観測量であり，pは観測点（属性）の数を表す．X2はX1に対
して 1ステップ後の状態を表しており，DMDではX2 ≈ AX1

つまり，

A = X2X
†
1 (4)

1
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として線形作用素の有限データによる近似 Aの固有値分解を
求める．ただし † はMoore-Penroseの疑似逆行列を表す．A

の固有値が時間軸上の周波数および増減率を示し，固有ベクト
ルが特定の固有値に対する空間上の寄与率を示している．その
固有ベクトルは DMD モードと呼ばれており，各波に対する
各属性の寄与率を示しているため空間上の構造を表している．
DMDアルゴリズムを Algorithm1に示す [4]．

Algorithm 1 DMDアルゴリズム
1: 特異値分解

X1 ≈ UΣV ∗ (5)

ただし，∗は複素共役転置を表し，U ∈ C
p×r，Σ ∈ C

r×r，
V ∈ C

m−1×r．r は X1 に対する特異値分解によって次元
削減された次元である．U と V の列は直交であるため，
U∗U = I, V ∗V = I となる．

2: Ãを求める．

Ã = U∗AU = U∗X2V Σ−1 (6)

3: Ã の固有値分解

ÃW = WΛ (7)

ここで，W の列は Ãの固有ベクトルであり，Λは対角成
分に対応する固有値を持つ対角行列である．

4: DMDモードの計算
A の固有値は Λ に対応し，DMD モードは以下で与えら
れる [4]．

Φ = X2V Σ−1WΛ−1 (8)

3. 提案手法
DMDの第二ステップ (6)式では，特異値分解によりノイズ

の影響を抑える空間にデータを射影していた．しかし，クラス
分類問題のように教師情報のある問題では，分類に適したモー
ドを導くことで分類精度の向上が期待できる．したがって，本
稿ではDMDの第二ステップにおいて，特異値分解によって求
まるU による射影の代わりに，教師情報を取り入れ説明変数と
目的変数の依存性が最大となる空間に射影する教師あり PCA

によってモードを導くことを提案する．また，DMDモードは
モード分解したときの各波に対するそれぞれの属性の寄与率
を表しており，空間上のコヒーレントを示している．つまり，
DMDモードにより分類を行うことで，動的システムのダイナ
ミクスを反映した分類を考えることができる．3.1節で教師あ
り PCAの概要を説明し，3.2節で教師あり PCAを用いて教
師情報を考慮した DMDアルゴリズムを示す．

3.1 教師あり PCA
教師あり PCA[3] では，説明変数を目的変数との依存性が最

大となる空間へ射影する Us を求める．説明変数 X と目的変
数 Y の依存度をを測るために Hilbert-Schmidt independence

criterion(HSIC)[5]を導入した．HSICでは X ,Y のぞれぞれ
の再生核ヒルベルト空間 F ,G に関連した相互共分散オペレー
タのHilbert-Schmidtノルムを計算し依存度を測っている．観
測データ Z := {(x1,y1), ..., (xN ,yN )} ⊆ X × Y について，

HSICの推定値は

HSIC(Z,F ,G) = (N − 1)2tr(HKHL) (9)

で与えられる．ただし，H,K,L ∈ R
N×N ,Kij = k(xi,xj),

Lij = l(yi,yj), Hij = I − N−1ee� であり，k, l はそれぞれ
F ,G のカーネル関数である (eはすべての要素が 1である N

次元ベクトル)．
観測データ行列 X = [x1 · · · xN ]，Y = [y1 · · · yN ]とす

る．教師あり PCAは射影されたデータ U�X と結果 Y の依
存性が高い部分空間を求めるため HSIC，tr(KHLH)の最大
化をする．ここで，K は U�X のカーネル (e.g. X�UU�X)

であり，L は Y のカーネル (e.g.Y �Y ) である．クラス分類
問題を考える場合は Y のカーネルとして，デルタカーネル
l(yi, yj) = δ(yi, yj)を用いる．以上より，目的関数は

tr(HKHL) = tr(HX�UU�XHL)

= tr(U�XHLHX�U) (10)

と変形できる．ここで各データは属性が相関していない空間に
射影されるため，U は直交射影とする．したがって，最適化問
題は以下となる．

arg max
U

tr(U�XHLHX�U)

subgect to U�U = I (11)

対称行列Q = XHLHX�としたときの固有値 λ1 ≤ · · · ≤ λp，
対応する固有ベクトルを v1, ...,vp とすると，制約を満たす目
的関数の最大値は λp + λp−1 + · · ·+ λp−d+1 であり，最適解
は U = [vp vp−1 · · ·vp−d+1]である [6]．ただし，dは出力空
間の次元である．
教師あり PCAのアルゴリズムを Algorithm 2に示す．

Algorithm 2 教師あり PCA アルゴリズム
Input: X,Y, L, d

Output: U

1: H ← I − n−1ee�

2: Q← XHLHX�

3: U ← Qの上位 d個の固有値に対応する固有ベクトル

3.2 DMDへの適用
本稿では，ラベル付き多次元時系列データへの DMD の適

用を考えるため，N 個の時系列 {X(i), y(i)}Ni=1 について，各
時系列 X(i) は (1)で示すような p次元時系列を表す行列であ
り，y(i) はその時系列のクラスとする．提案手法では 2つのス
テップにより教師情報を反映した DMD モードを求める．第
一ステップは 3.1節で示した教師あり PCAによりデータを教
師情報を反映した空間に射影する Us を求める．ここで時系列
データに対し教師あり PCA を実行するために，時系列は定
常性を仮定する．つまり，時刻によってダイナミクスは変化せ
ず，どの時刻においても各属性とラベルの依存関係は変化しな
いと仮定する．そして，全時刻に共通な Us を求める．第二ス
テップでは，各時系列を共通な Us により射影し，2.節で示し
た DMDにより DMDモードを求める．
まず第一ステップでは，教師あり PCAのために以下のよう

なデータ行列 Xs を生成する．

Xs :=
[
X

(1)
1 X

(2)
1 · · · X(N)

1

]
(12)

2
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X
(i)
1 はX(i)に関して (2)のような時刻 1からm-1の時系列を
表す行列である．これを用いて最適化問題 (11)は以下となる．

arg max
Us

tr(U�s XsHLsHX�
s Us)

subject to U�s Us = I (13)

ただし，Xs は時系列データとして拡張してあるため，Ls は
以下のように定義する．

Ls =

⎡
⎢⎢⎣

l11 . . . l1N
...

. . .
...

lN1 . . . lNN

⎤
⎥⎥⎦ . (14)

lij は yi = yj のとき 1(m−1×m−1)(すべての要素が１のm−1

行m− 1列の行列)，yi �= yj のとき 0(m−1×m−1) とする．以
上の最適化問題から最適化問題 (11)と同様に固有値分解によ
り Us を求める．
第二ステップでは各観測データに対して DMDを実行する．

Algorithm1 に則り教師ありに拡張した手続きを示していく．
ここで，提案手法では教師情報を考慮するため，共通な Us を
用いてデータを射影し DMD の計算を行っている．各時系列
の特異値分解で得られる U (i) と教師情報を考慮した空間へ射
影する Us が異なることに注意されたい．

1. 特異値分解：X
(i)
1 ≈ U (i)Σ(i)V (i)∗

2. 教師情報を取り入れた空間へ射影：
Ã

(i)
s = U�s A(i)Us = U�s X

(i)
2 V (i)Σ(i)U (i)∗Us

3. Ã(i) の固有値分解：Ã(i)W (i) = W (i)Λ(i)

4. DMDモード Φ(i)：
Φ(i) = A(i)UsW

(i)Λ(i)−1

= X
(i)
2 V (i)Σ(i)U (i)∗UsW

(i)Λ(i)−1

また，各観測データにおいて教師あり PCA の射影による
xk+1 と xk の関係についても議論する．時刻 k における観測
データ xk を教師情報を考慮した Us により射影し Ãs をかけ
ると，

ÃsU
�
s xk = Ãsx̃k

= U�s AUsx̃k

= U�s X2V Σ−1U�Us(U
�
s xk)

= U�s X2V Σ−1U�xk

= U�s xk+1 (15)

となり，Ãs が Us によって次元削減された空間におけるダイ
ナミクスを表していることが確かめられる．
以上をまとめて提案手法のアルゴリズムを Algorithm3 に

示す．

4. 実験
教師情報を取り入れ，DMD モードによるクラス分類が効

果的であることを示すために多次元尺度構成法 (MDS) によ
りデータの類似性の可視化を行った．使用したデータは CMU

Graphics Lab Capture Database[7] の Subject 64(golf) で
ある．DMD モードの順序に影響を受けず類似性を測るため

Algorithm 3 提案手法
Input: {X(i), y(i)}Ni=1, Ls, d, r

Output: {Φ(i)}Ni=1

1: H ← I − n−1ee�

2: Xs ←
[
X

(1)
1 X

(2)
1 · · · X(N)

1

]

3: Qs ← XsHLsHX�
s

4: Us ← Qs の上位 d個の固有値に対応する固有ベクトル
5: for i = 1 to N do

6: U (i),Σ(i), V (i) ← X
(i)
1 の特異値分解 (X

(i)
1 ≈

U (i)Σ(i)V (i)∗)
7: Ã

(i)
s ← U�s X

(i)
2 V (i)Σ(i)U (i)∗Us

8: W (i) ← Ã
(i)
s の固有値分解 (Ã

(i)
s W (i) = W (i)Λ(i))

9: Φ(i) ← X
(i)
2 V (i)Σ(i)U (i)∗UsW

(i)Λ(i)−1

10: end for

に，DMD モードの線型結合によって定義される空間の距離
を kernel principal angle[8] を用いて定義した．DMD モー
ド Φ(i),Φ(j) の QR分解を Φ(i) = QiRi,Φ

(j) = QjRj とする
と，Φ(i) と Φ(j) の principal angleの cosは Q�i Qj の特異値
δ1, ...δk によって与えられる．したがって，部分空間 Qi を点
と見なすことができるグラスマン多様体上のグラスマンベクト
ルをΨ(Qi)として，Qi, Qj 間の距離Dij を以下のように定義
した．

Dij = ||Ψ(Qi)−Ψ(Qj)||2

= ||Ψ(Qi)||2 + ||Ψ(Qj)||2 − 2Ψ(Qi)
�Ψ(Qj)

= 2(1−
k∏

i=1

σi) (16)

上式の距離行列 D を入力としてMDSを実行した際の DMD

のみの出力を図 1，教師情報を取り入れた提案手法の出力を図
2に示す．

DMD では’swing’ データはまとまっているが，’placing

tee’，’placing ball’，’placing up ball’のモーションは分離で
きているとは言えない．しかし，提案手法による可視化では，
DMD で分離できなかった 3 つのモーションが分けられてい
る．また，DMDに見られた’putt’の外れ値も修正されており，
教師情報を取り入れ DMD による分類が効果的であることが
示せた．

�� ���� ���� ���� ���� � ��� ��� ��� ��� �

��

����

�

���

�

���

�����

����

�	
������

�	
������
		

������������
		

図 1: DMDによる類似性の可視化
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図 2: 提案手法による類似性の可視化

5. むすび
本稿では，DMDが教師なし学習であることから分類に適し

たDMDモードが抽出できない可能性があることに言及し，教
師情報を取り入れるために教師あり PCAによってデータを射
影し DMD を実行する手法の提案をした．また，実験を通し
て教師情報を用いることで DMD では分離できなかったデー
タをクラスごとに分離することができ，提案手法の有用性が示
せた．
今後の課題は分類問題を解くことにより定量的な評価をす

ることやデータから直接類似性を測り分類する手法などその他
の手法との比較が必要である．また，教師あり PCA[3]および
DMD[9] はカーネル化された方法や，それに伴う非線形ダイ
ナミクスの比較手法 [10]も提案されているため，提案手法も
カーネル化することによりさらに高精度な結果が期待できる．
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Bayesian Estimation and Model Averaging of CNN by Hypernet

∗1
Kenya Ukai

∗1
Takashi Matsubara

∗1
Kuniaki Uehara

∗1
Graduate School of System Infomatics Kobe University

Neural networks have rich ability to learn complex representations. However, due to the limited number of
training samples, overfitting is likely to occur. Hence, it is essential to regularize the learning process of neural
networks. In this paper, we propose a regularization method which estimates CNN’s parameters as probabilistic
distributions by using hypernet. Then, to make it applicable to a large model such as WideResNet, we used
likelihood as loss function. Experimental results demonstrate the regularization of our method.

1.

[Murphy 12]

L2

Dropout [Srivastava 14]
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MAP Dropout

[Gal 16]

[Ha 16]

[Ha 16]
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WideResNet [Zagoruyko 16]
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2.1
[Ha 16]

1
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θ Ha

WideResNet [Zagoruyko 16]

1: Structure of neural network using hypernet.

2.2
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KL

[Blundell 15] Blundell

Krueger

[Krueger 17] Deutsch

[Deutsch 18]

1

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1Z1-05



3.

3.1

2 Krueger

Krueger

KL

2: Concept of proposed method.

3.2

X Y W

loss(x, y,w) w

G(z; θ) :

Z ×Θ → W w θ

z

p(y|x, θ) z

w

w

p(y|x, θ)

Ha [Ha 16]

3

zi
αi

θi
wi wi

3: A diagram of proposed model with one hidden layer.

3.3

CNN

(cout, cin, kernel size, kernel size)

n × n

(cout × n, cin × n, kernel size, kernel size)

n

3.4 Batch Normalization

WideResNet Batch

Normalization [Ioffe 15] Batch Normalization

Batch Normalization 1

Batch

Normalization
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1
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L2 MAP
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1 Method
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Widening rate
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MLE

MAP

200 800

WideResNet
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[Zagoruyko 16] 200

200 800

Method Widening rate 200 epoch 800 epoch

MLE 6.49 6.05
MAP 4.53 4.23

Hypernet(ours) × 1 4.60 4.25

× 16 4.68 4.15

1: Test error rates on CIFAR-10 for WideResNet28-4

with different regularization methods.

×1 200

4.60% MLE 6.49%

MAP 4.53%

800

×1 200

16 ×16 MAP

5.2

[Zhi-Hua Zhou 17]

WideResNet

WideResNet

1 Hypernet MAP

2

1times 4

Method 4 times 3 times 2 times 1 time

Hypernet 383 36 47 59
MAP 196 123 173 314

2: Double faults (×104) on CIFAR-10 for WideResNet28-

4 generated by hypernet and learned by MAP estimation.

4time MAP 196 Hypernet

383 1time MAP
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4: Histgrams of WideResNet28-4’s weights generated by

hypernet, learned by MLE and MAP estimation.
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CMA-ES

Robustness verification of CMA-ES optimization for neural networks

∗1
Shimizu Hiroki

∗2
Komiyama Junpei

∗2
Toyoda Masashi

∗1
Graduate School of Information Science and Technology, the University of Tokyo

∗2
Institute of Industrial Science, the University of Tokyo

This paper aims to verify robustness of covariance matrix adaptation evolution strategy (CMA-ES) optimization
for neural networks (NN). We added label noise to the training dataset. Unlike stochastic gradient descent (SGD),
which is the state-of-the-art optimizer of NN, a CMA-ES based optimization was robust against label noise.

1.

(NN)

[1][2]

NN MNIST

CIFAR-10

NN

NN (SGD)

SGD

[3] 2

NN Covariance matrix adaptation evolution

strategy (CMA-ES)[4] SGD

CMA-ES

NN NN

NN

[5]

NN

CMA-ES

SGD

2.

NN

Patrini

: {shimizu, jkomiyama, toyoda}@tkl.iis.u-tokyo.ac.jp

[6] Ghoshr [7] Patrini

Patrini

Ghoshr

Goldberger [8] NN

CMA-ES

CMA-ES

CMA-ES

3. CMA-ES

3.1
CMA-ES Hansen

SGD 1 NN

CMA-ES N

NN

NN SGD

CMA-ES

CMA-ES

N

3.2 CMA-ES
CMA-ES NN
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C m

NN CMA-ES
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N(m,C) N {xi}Ni=1

N NN SGD

x

x 1 N

(1) (5) m C

t

r

Morse

[9]

mt+1 = mt + ηm

N∑
i=1

w̃i(xi −mt) (1)

Ct+1 = Ct + ηc

N∑
i=1

w̃i(
(xi −mt)(xi −mt)T

σt
− Ct)(2)

pt+1
σ = ptσ + Ct− 1

2
mt+1 −mt

σt
(3)

σt+1 = σt exp

( ‖pσ‖
E‖N(0, I)‖ − 1

)
(4)

w̃i =
1

N
I(rank(xi)≥r) (5)

4.
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CMA-ES 0.9
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1
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0.89

0.9

0.91

0.92

0.93
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1: CMA-ES SGD (MNIST)
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F

6.

NN CMA-ES
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(2) NN (3)
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SUNA

Learning to Bipedal Walking on Simulation with SUNA

Yuta Inoue Danilo Vasconcellos Vargas

Kyushu University

SUNA is currently one of the most adaptive neuroevolution methods which is able to tackle different problems
efficiently. However, many questions remain unanswered. In this research, we applied SUNA to the bipedal-walking
problem and evaluate it general learning properties. The results show that even without any modificiations SUNA
is able to learn in this environment. Moreover, contrary to many other methods, it is continuously improving its
average rewards showing a near open-ended learning.

1.

Spectrum-diverse Unified Neuroevolution Architecture

(SUNA)[Vargas 17]

SUNA

SUNA

SUNA Unified Neural Model (UNM)

UNM

UNM

NEAT[Stanley 02]

NEAT

1

UNM

UNM

Danilo & Murata[Vargas 17]

Novelty Map

Contact:

1 9 19 901

yi1306c12@gmail.com

1 OpenAI Gym[Brockman 16]
BipedalWalker-v2

2.

OpenAI Gym 2

BipedalWalker-v2 1 ∗1

1

24

6

4

+300

1 1

-100

1 300

5

SUNA Danilo & Murata

∗1 https://gym.openai.com/envs/BipedalWalker-v2
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分散表現を用いたトピック抽出における確率的変分推論法適用への
取り組み

A Study on Stochastic Variational Inference for Topic Modeling with Word Embeddings

尾崎花奈 ∗1
Kana Ozaki

小林 一郎 ∗2
Ichiro Kobayashi

∗1お茶の水女子大学理学部情報科学科
Ochanomizu University

∗2お茶の水女子大学基幹研究院自然科学系
Ochanomizu University

Probabilistic topic models based on latent Dirichlet Allocation is widely used to extract latent topics from
document collections. In recent years, a number of extended topic models have been proposed, especially Gaussain
LDA(G-LDA) has attracted a lot of attention．G-LDA integrates topic modeling with word embeddings by replacing
discrete topic distribution over word types with multivariate Gaussian distribution on the word embedding space.
This can reflect semantic information into topics. In this paper, we use a G-LDA for our base topic model and
apply Stochastic Variational Inference (SVI), an efficient inference algorithm, to estimate topics. This encourages
the model to analyze massive document collections, including those arriving in a stream.

1. はじめに
トピックモデルは，文書の中に潜在的に存在するトピック

を自動で抽出するためのモデルである．代表的な手法である
LDA(Latent Dirichlet Allocation)[1]は，各文書に潜在トピッ
クがあると仮定し，統計的に共起しやすい単語の集合が生成
される要因を，潜在トピックという観測できない確率変数で
定式化する．Das ら [2] によって提案された Gaussian LDA

は，LDAの改良モデルであり、LDAに単語の分散表現 (Word

embedding)を組み合わせている．従来の LDAではトピック
ごとの単語分布をカテゴリ分布としていたのに対し，Gaussian

LDAでは embedding空間上の多次元ガウス分布としている．
単語の意味的関係性を事前知識として持つため，Gaussian LDA

の方がトピックごとの自己相互情報量 (PMI)の値が高くなっ
たと報告している．
Gaussian LDA における事後分布推定方法では，周辺化ギ

ブスサンプリングを用いているが，本稿では SVI (Stochastic

Variational Inference)[3][4] を用いることによって，計算時間
の大幅な短縮を行い，大規模なコーパスに対しての効率的な処
理を目指す．

2. Gaussain LDA

まず，LDAにおけるトピックを生成する分布を多次元ガウ
ス分布にするモデルが Huら [5]によって提案された．このモ
デルに，単語の分散表現を組み合わせたものがGaussian LDA

[2] である．Embedding のツールとしては，word2vec [6] を
用いている．連続空間に Embeddingされた単語ベクトルに対
し，トピック k を同空間上での多次元ガウス分布としている．
単語の分散表現を用いることによって，トピック内の意味的

結束性が向上し，実験結果として従来の LDAと比較して PMI

が上昇することが確認されている．また，トピックの分布に連
続分布を用いることによって，従来の LDAでは対応できてい
なかった未知語に対しても，もう一度モデルでの推定を行うこ
となしに潜在トピックを割り当てることが可能になっている．
Gaussian LDAの生成モデルは以下のようになる．

連絡先: 尾崎花奈，お茶の水女子大学大学　情報科学科，〒 112-8610

東京都文京区大塚 2-1-1, g1420513@is.ocha.ac.jp

(a) LDA (b) Gaussian LDA

図 1: LDAと Gaussian LDA のグラフィカルモデル

1. for k = 1 to K

(a) Draw topic covariance Σk ∼ W−1(Ψ, μ)

(b) Draw topic mean μk ∼ N (μ, 1
β
Σk)

2. for each document d in corpus D

(a) Draw topic distribution θd ∼ Dir(α)

(b) for each word index n from 1 to Nd

(a) Draw a topic zn ∼ Categorical(θd)

(b) Draw vd,n ∼ N (μzn ,Σzn)

ここで θd は従来の LDAと同じく文書 dのトピック分布を表
すが，μk，Σk はそれぞれトピック k における多次元ガウス分
布の平均と分散を表している．また，vd,n は単語ベクトルを
表す．
LDAのグラフィカルモデルを図 1(a)に，Gaussian LDAの

グラフィカルモデルを図 1(b)に示す．

3. SVIを用いたトピック推定
Gaussian LDA において，事後分布の推定には周辺化ギブ

スサンンプリングを用いていた．しかし，ギブスサンプリング
は実装が簡潔である利点はあるが，計算時間が非常にかかる．
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そこで本稿では,確率的変分近似法 (SVI : Stochastic Vari-

ational Inference) [4] を用いることによって，計算時間の大
幅な減少を実現し，大規模なデータに対して効率的にトピック
解析することを目指す．
変分ベイズにおいては，真の事後分布に対してより簡単な

近似分布 q(z,θ,μ,Σ)を考え，対数周辺尤度 p(v|α, ζ)の変分
下限を最大にする q(z,θ,μ,Σ)を求める．

log p(v|α, ζ) ≥ L(v,φ, γ, ζ)

� Eq[log p(v, z, θ, μ,Σ|α, ζ)]

− Eq[log q(z, θ,μ,Σ)]．

(1)

平均場近似に基づいて，近似分布 q に対して次のように各
確率変数に独立性の仮定をおく．

q(z,θ,μ,Σ) = q(z)q(θ)q(μ,Σ)． (2)

単語ごとのトピック割り当て z のパラメータを φ,文書ごと
のトピック分布 θのパラメータを γ，トピックごとの単語分布
の平均と分散 μ,Σ のパラメータを ζ = (m, β,Ψ, ν) とする
と，近似分布 q はそれぞれ以下のように表される．

q(zdi = k) = φdwdik; q(θd) = Dir(θd|γd)，
q(μk,Σk) = NIW (μ,Σ|m, β,Ψ, ν)． (3)

また，パラメータ φ,γ は以下のように定義される．

φdwk ∝ exp{Eq[log θdk] + Eq[logN(vdw|μk,Σk)]}，
γdk = α+

∑

w

ndwφdwk. (4)

従来の変分近似法における LDA の学習では，文書データ
全体に対して繰り返し学習が必要であったが，SVI は文書を
逐次的に学習する．q(zd), q(θd) は各文書ごとに学習される
近似事後分布であるので逐次学習を行う必要はなく，逐次学
習の対象となるのは q(μk,Σk) である．よって，パラメータ
ζ = (m, β,Ψ, ν)の更新において,確率的自然勾配法を用いた
最適化を行う．
nd 個の単語を含む d 番目の文書において，ζ は固定して

φd と γd の最適化を行う．次に，ζ の中間パラメータ ζ∗ =

(m∗, β∗,Ψ∗, ν∗)を以下の式で求める．

βk
∗ = β +D

∑

w

ndwφdwk; ν∗
k = ν +D

∑

w

ndwφdwk，

m∗
k =

βm+D
∑

w ndwφdwkv̄k

β∗
k

，

Ψ∗
k = ψ +Ck +

βD
∑

w ndwφdwk

β∗
k

(v̄k −m)(v̄k −m)T．

(5)

ここで，

v̄k =

∑
w ndwφdwkvdw∑

w ndwφdwk
，

Ck = D
∑

w

ndwφdwk(vdw − v̄k)(vdw − v̄k)
T． (6)

D はコーパスの数を表しており，ζ の計算を文書 d の複製
D 個に対して適用することを意味している．この操作によっ

て，パラメータ φ，γ，ζ を更新する各イテレーションにおいて
コーパス全体を必要とすることがなくなり，大規模なデータに
対して逐次的な計算が可能になる．次のイテレーションに用い
る ζ は，ρd � (τ0 + d)−κ, κ ∈ (0.5, 1] で与えられるステップ
サイズによって，前回のイテレーションの ζ と更新された ζ∗

に対して重みをかけることによって以下の式で求められる．

ζ = (1− ρd)ζ + ρdζ
∗． (7)

アルゴリズムは以下のようになる．

Algorithm 1 SVI for Gaussian LDA

Define ρd � (τ0 + d)−κ

Initialize m, β,Ψ, ν randomly.

for d = 0 to ∞ do

Estep:

initialize γdk = 1 (The constant 1 is arbitrary.)

repeat

Set φdwk ∝ exp{Eq[log θdk] +

Eq[logN(vdw|μk,Σk)]}
Set γdk = α+

∑
w ndwφdwk

until 1
K

∑
k |change in γdk| < 0.00001

Mstep:

Compute ζ∗
k with Eq.(5)

Set ζ = (1− ρd)ζ + ρtζ
∗

end for

4. まとめと今後の課題
本研究では，単語の分散表現を取り入れたトピックモデルに

おいて，大規模テキストに対応できる効率の良い計算方法を導
入する提案を行なった．今後は，実験を通じて提案手法の正当
性を検証していく．
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Kernel median embedding as a functional parameter of the data distribution

∗1

Matthew J. Holland

∗1

Osaka University, Institute for Datability Science

In both supervised and unsupervised learning tasks, embedding the underlying data into a function
space using a “kernel mean” has been well-studied, and is known to be an efficient means of character-
izing even complex distributions. Here we consider a broad generalization of this notion to countless
“functional parameters” of the underlying distribution, and as a concrete example explore what may
naturally be called the “kernel median” of the data. In this short paper, we formulate the new pa-
rameter class, provide a procedure for obtaining an important special case, with basic convergence
guarantees and expressions useful for practical implementation.

1.

kernel mean

z1, . . . , zn ∈ Z
z ∼ μ μ

( )

k : Z × Z → R

μ

(H, 〈·, ·〉H) “kernel mean”
[Muandet et al., 2016]

k H

Eμ k(z, ·) ..=
∫

Z
k(z, ·) dμ(z) ∈ H (1)

μ (kernel mean)

[Muandet et al., 2014]
Eμ k(z, ·)

: Matthew J. Holland

2-8
matthew-h@ids.osaka-u.ac.jp

μ

π ..= arg min
f∈H

1
n

n∑
i=1

d(Φzi , f) (2)

[Tsybakov, 2009]
Φz(·) ..= k(z, ·) ‖f‖H ..=

√
〈f, f〉H

Eμ k(z, ·) ∈ arg min
f∈H

Eμ ‖Φz − f‖2
H (3)

H
(empirical risk minimization; ERM)

[Minsker, 2016, Lugosi and Mendelson, 2016]

1. π ≈ Eμ k(z, ·)

2.

2.

x E x E(x−u)2

u

E |x − u| u

x (3)

medk(μ) ..= arg min
f∈H

Eμ ‖Φz − f‖H, (4)
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(kernel median)
μ

d : H × H → R+

π(μ; d) ..= arg min
f∈H

Eμ d(Φz, f) (5)

d(Φz, f)
μ

Sn
..= {z1, . . . , zn} ⊂ Z

medk(μ)

medk Sn
..= arg min

f∈H

1
n

n∑
i=1

‖Φzi − f‖H (6)

(empirical kernel
median) Algorithm 1

C(h) ..=
n∑

i=1

‖h − hi‖

C(·)
i = 1, . . . , n

f 
= Φzi

n∑
i=1

Φzi − f

‖Φzi − f‖H
= 0

f ←
(

n∑
i=1

‖Φzi − f‖−1
H

)−1 n∑
i=1

‖Φzi − f‖−1
H Φzi

(7)

Al-
gorithm 1 Weiszfeld

∗1 (7) f /∈
{Φzi }n

i=1
{Φzi }n

i=1
A(t) Weiszfeld

B(t)
{Φzi }n

i=1
u(t) B(t) C(·)

Ĉ(·)
Ĉ(u(t+1)) < Ĉ(u(t))
( )

∗1
[Weiszfeld, 1937]

Algorithm 1
function Weiszfeld(u; S = {v1, v2, . . .})

return

⎛⎝ ∑
i∈[|S|]

‖vi − u‖−1

⎞⎠−1 ∑
i∈[|S|]

‖vi −

u‖−1vi

end function

inputs: ε > 0, Φ = {Φz1 , . . . , Φzn }, T̃ (u) ..=
Weiszfeld(u; Φ)

initialize: u(0) = 1
n

n∑
i=1

Φzi , ε(0) > ε, t = 0

while ε(t) > ε do
I(t) ← {i : Φzi 
= u(t)}

g(t) ←
∑

i∈I(t)

Φzi − u(t)

‖Φzi − u(t)‖

A(t) ←
(

1 − |Ic
(t)|

‖g(t)‖

)
+

T̃ (u(t))

B(t) ← min
(

1,
|Ic

(t)|
‖g(t)‖

)
u(t)

u(t+1) ← A(t) + B(t)

ε(t+1) ← ‖u(t+1) − u(t)‖
t ← t + 1

end while

return u(t)

3.

{Φzi }n
i=1

Algorithm 1 u(t)

C(u(t+1)) < C(u(t))

u(t)

u(0) {Φzi }n
i=1

u(t)
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u(t) =
n∑

i=1

w
(t)
i Φzi

0 ≤ w
(t)
i ≤ 1, i ∈ [n],

n∑
i=1

w
(t)
i = 1

n {zi}n
i=1

u(t)

T̃ (·)
T̃ (u(t)) =

∑n

i=1 w̃
(t)
i Φzi

{w̃
(t)
i }n

i=1

w̃
(t)
i =

(
n∑

j=1

‖Φzj − u(t)‖−1

)−1

‖Φzi − u(t)‖−1

‖Φzi − u(t)‖2 = ‖Φzi ‖2 − 2〈Φzi , u(t)〉 + ‖u(t)‖2

..= Ai − 2B
(t)
i + C(t)

(Ai
..= ‖Φzi ‖2 B

(t)
i

..= 〈Φzi , u(t)〉
C(t) ..= ‖u(t)‖2)

Ai = k(zi, zi)

B
(t)
i =

n∑
j=1

w
(t)
j k(zi, zj)

C(t) =
n∑

i=1

(
w

(t)
i

)2
k(zi, zi) + 2

∑
i<j

w
(t)
i w

(t)
j k(zi, zj)

Ai

B
(t)
i C(t)

|Ic
(t)| i ∈ [n] ‖Φzi − u(t)‖

Ai B
(t)
i C(t)

‖g(t)‖

‖g(t)‖2 =
n∑

i=1

(
a

(t)
i

)2 (
Ai − 2B

(t)
i + C(t)

)
+ 2

∑
i<j

a
(t)
i a

(t)
j

(
k(zi, zj) − B

(t)
i − B

(t)
j + C(t)

)
.

a
(t)
i

..= ‖Φzi − u(t)‖−1

4.

[Muandet et al., 2016, Tolstikhin et al., 2016]

Weiszfeld
[Kuhn, 1973]

(= )
[Vardi and Zhang, 2000] {Φzi }n

i=1
C(·)

geometric median

[Minsker et al., 2014, Minsker, 2015]
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On Incomplete Noisy Sorting

∗1
Junpei Komiyama

∗1
The Institute of Industrial Science, the University of Tokyo.

This paper discusses the way to sort items by the noisy feedback of pairwise comparisons. An algorithm that
partially sorts items are provided, and its empirical performance is shown.

1.

[Arr63]

•

[CJRY12]

• AI

K K(K − 1)/2 = O(K2)

K

O(K logK)

(i, j) i � j i

j μi,j > 1/2 i

j

(i, j) 0.5

(noisy sorting) 1980-90

[FRPU94]

λ ∈ (0, 0.5) μi,j > 0.5+λ λ

: , , 153-8505
4-6-1, junpei@komiyama.info

[YBKJ12, KHKN15]

online rank elicitation) PAC

Probability-Approximately-Correct rank elicitation

[BSH14, SBPH15]

O(K logK)

(i, j) 0.5

[CT06] (i, j) O(1/(μi,j −0.5)2)
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∗1r(1), r(2), . . . , r(K)

{μi,j} 1

2.1

(1, 2, . . . ,K)

(r(1), r(2), . . . , r(K))

1

K(K − 1)/2

∑
i<j

2(1(r(j)− r(i))− 0.5).

1(X) X > 0 1 0

1 0

δ ∈ (0, 1), τ ∈ [0, 1] r(1), r(2), . . . , r(K)

τ ∈ (0, 1) 1− δ

δ-τ δ-τ

τ

1

3.

δ-τ

Iterative Quick Sort (IQS)

3.1

(i, j)

H0 : μi,j = 1/2

Hi : μi,j > 1/2

Hj : μi,j < 1/2

3.2

3.2

∗2

0.5

∗1 [K]
∗2

Algorithm 1 Iterative Quick Sort (IQS) algorithm.

1: τ0, δ, [K].

2: r(1), r(2), . . . , r(K).

3: for p = 1, 2, . . . do

4: Np ← 4p.

5: Q ← (r(1), r(2), . . . , r(K)).

6: while Q is not empty do

7: Q (r1, . . . , rl) .

8: p ← r(i+j)/2.

9: k ∈ (r1, . . . , rl) : k �= p

p Nk,p :=

min(Np, τk,p(δ/(K(K − 1)/2)) .

10: f1, . . . , flf ← {ri : i �= p, μ̂i,p ≥ 1/2}, b1, . . . , blb ←
{ri : i �= p, μ̂i,p < 1/2}.

11: (r1, . . . , rl) ←
(f1, . . . , flf , rp, b1, . . . , blb).

12: lfin ← |{k ∈ {f1, . . . , flf } : Nk,p = τk,p}|.
13: rfin ← |{k ∈ {b1, . . . , blb} : Nk,p = τk,p}|.
14: τ̂LB ← τ̂LB + (lfin+1)(rfin+1)−1

(K(K−1)/2)
.

15: τ̂LB ≥ τ0
(r(1), r(2), . . . , r(K))

16: If lf ≥ 2 then push (f1, . . . , flf ) at the end of Q.
17: If lb ≥ 2 then push (b1, . . . , blb) at the end of Q.

18: end while

19: end for

i, j X1, X2, . . . , Xn

k

i Xk = 1 j

Xk = 0 μ̂i,j = (1/n)
∑n

k=1 Xk

μ̂i,j 0.5 i

μ̂i,j = μ̂i,j(n)

τ δ

P[τ < +∞|μn = 1/2] ≤ δ (1)

70 Lai, Robbins, Siegmund

[Sie85]

Xk

μ̂i,j

Bernoulli

1990

A/B

[JKPW17, Mai17]

τu = τu(δ) = min
n≥10

{
ndKL(μ̂i,j(n), 1/2) ≥ log

(
n(log n)2K2

4δ

)}
.

Theorem 1. τu (1) .

3.3 IQS
IQS (Iterative

Quick Sort Algorithm 1) IQS
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5 1
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GANにおける多様な画像生成のための損失関数の提案
A Proposal of a loss function of GAN to generate various images

児玉涼次 ∗1
Kodama Ryoji

中村剛士 ∗1
Tsuyoshi Nakamura

加納政芳 ∗2
Masayoshi Kanoh

山田晃嗣 ∗3
Koji Yamada

∗1名古屋工業大学
Nagoya Institute of Technology

∗2中京大学
Chukyo University

∗3情報科学芸術大学院大学
Institute of Advanced Media Arts and Sciences

We propose a new loss function based on variance of generated images that we introduce to GAN(Generative
Adversarial Networks). Recent image-generation methods adopt a neural-network based generative model. Auto-
generators of illustrations can contribute to assist creative activities and entertainment. This paper focuses on
supression of collapse and its benefit to GAN training. Using our new technique, we attempted to generate various
images of illustrations.

1. はじめに
画像生成とは，コンピュータグラフィクス (CG) によって

様々な画像の自動生成を行う技術である．特に，絵画やイラス
トなどの創作画像を生成する研究分野は，Non-Photorealistic

Rendering(NPR)と呼ばれ，CG研究において注目される分野
である．画像生成という創作活動は，計算で表すことが容易で
ないが，Neural Network(NN)を用いたGANの技術によって，
その実現可能性が示されている [Goodfellow 14] ．GANの発
展形であるDeep Convolutional GAN(DCGAN)[Radford 15]

を用いた手法も存在する．
GANの学習において collapseという現象 [Salimans 16]が

確認されていて，パラメータに依らず類似した画像ばかりを
生成する現象である．また文献 [Arora 17]では，GANの生成
データが学習データに比べて多様性に欠けると報告されてい
る．これらの関連研究から示される課題は，GANの学習過程
において生成データの多様性が低下し得るということである．
そこで本研究は GAN にイラストを学習させ，生成画像に

おける多様性を向上させることを目的として，分散を考慮した
損失関数の導入を提案する．この提案により，コミックに描か
れた絵柄を学習させた際にも，それに類似しつつ同一でない多
様な絵柄の獲得が期待できる．

2. 損失関数に対する分散の導入
GANにおける生成画像の多様性を向上させる為に，生成画

像の分散に着目した手法を提案する．GANによって生成され
る画像群が正規分布し，分散が生成データの多様性に関係し
ていると仮定する．分散を大きくするため，生成画像の分散を
GANの損失関数に加えることを考える．
式 (1)では生成画像のリスト X を定義する．

X
def
= [x1, x2, ..., xn, ..., xN ] (1)

生成画像の総数をN とし，そのうちの一つを xnとする．xn

はカラー画像であるためサイズ C ×H ×W の 3階テンソル
と捉え，C はカラーチャネル数，H と W は縦横の長さとす
る．N,C,H,W は 1以上の整数とし，xn の一画素を xnc,h,w

と表す．

連絡先: 児玉涼次，名古屋工業大学，kodama@ai.nitech.ac.jp

式 (2)では分散計算のために xn のノルムを計算する．

‖xn‖ =
√

Σc,h,w(xnc,h,w )
2 (2)

式 (3),(4) は生成画像における平均 μX と分散 ΣX を示す．
分散は平均とノルムの差 σn を定義し，その 2乗和の平均とし
て計算している．σn は後の正規化のために定義した．

μX =
1

N

N∑
n=1

‖xn‖, σn
def
= |μX − ‖xn‖| (3)

ΣX =
1

N

N∑
n=1

σ2
n (4)

式 (5),(6)では分散の正規化を行う．まず σn を正規化した
σnormal
n を計算する．σmax，σmin は σn のうちそれぞれ最大，
最小のものである．次に正規化した分散 Σnormal

X を計算する．

σnormal
n =

σn − σmin

σmax − σmin
(5)

Σnormal
X =

1

N

N∑
n=1

(σnormal
n )2 (6)

実際の学習においては，α(1− Σnormal
X )を判別器の損失関

数に加えた式 (式 (7)) とする．m はミニバッチサイズ，d は
データのミニバッチ，zはノイズのミニバッチである．D,Gは
それぞれ判別器，生成器を表す．

Ldisc =− 1

m

m∑
i=0

[
logD

(
d(i)

)
+ log

(
1−D

(
G
(
z(i)

)))]
　

+ α(1− Σnormal
X ) (7)

3. 実験
我々は提案手法を導入したDCGANにイラストを学習させ，

分散の変化を観察した．実験では生成モデルとして DCGAN

を利用し，NVIDIA GeForce GTX 980Tiを積んだ計算機で
学習を行った．
学習データとして検索エンジン ∗1 から集めたイラストデー

タを使用する．3人のイラスト作家を定めてイラストを収集し，
学習を簡単にするための前処理として右目領域を切り抜いた．

∗1 https://safebooru.org/

1

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1Z3-01



それを 3× 96× 96のサイズに変形し，三つのデータセットを
構築した (表 1)．学習の際には 9割を訓練データとし，1割を
テストデータとして使用する．データの順序はそれぞれの学習
ごとにランダムである．

表 1: イラストデータセット
データ名 枚数 [枚] 前処理後 [枚] 学習時間 [h]

kantoku 1492 1427 34

muririn 360 297 8

tsunako 1146 811 20

パラメータ α に関して分散の値などを観察する．α = 0.0

，0.1，1.0，10.0 の 4 パターンを設定し，訓練データを用いて
DCGAN を 10000epoch 学習させた．α のパターン違いによ
る学習時間の変化はほとんど見られなかった．

4. 結果
提案手法による学習結果を観察し，パラメータ αに関して

比較を行う．図 1は学習過程での分散の推移を表しており，三
つのグラフはデータセットそれぞれの結果を示す．グラフでは
横軸が epoch，縦軸が分散の値で，すなわち学習進度に対する
分散の変化を表している．実線は全 10000点のうち 1000点毎
の平均の 10点を結んだもので，破線は全体平均である．色の
違いはパラメータ αの違いを表す．図 2には生成画像からラ
ンダムに抽出したサンプルを示す．

kantokuデータではパラメータを変化しても，結果はほぼ同
じである．1000点平均では α = 1.0の場合に分散の上昇が早
く発生しているが，全体平均を見るとほぼ同じ分散値を取って
いることがわかる．このデータの傾向として学習終盤に分散が
上昇するという特徴が見られる．

muririnデータではパラメータによる変化が見られる結果と
なった．1000点平均では α = 1.0の場合に最大値を取り，全
体平均でも最大となっている．このデータでは学習が進むほど
分散が小さくなっていることがわかる．

tsunakoデータでもパラメータによる変化が見られる．1000
点平均では最大値の点は取らないものの，α = 1.0の場合に分
散の値が落ち込みにくくなっていることがわかる．結果として
全体平均では最大値となっている．このデータでも学習が進む
につれて分散が小さくなるが，α = 1.0では終盤において僅か
に上昇していると確認できる．
今回のデータセットについては，分散を導入した損失関数

によって，collapseを回避し多様な画像を生成することができ
た．また，α = 1.0の場合が各データセットに共通して分散上
昇に有効だと思われる．

5. まとめ
我々はGANに対して分散を考慮した損失関数を提案し，イ

ラストデータ学習において多様性を向上させる可能性がある
ことを確認した．GANにおける collapseという課題を解決す
るために，生成画像の分散を組み込んだ学習を行った．分散の
値の確認によって，提案手法の中でも最適なパラメータが存在
する可能性がある．最適なパラメータがわかれば，それによっ
て分散を上昇させ，多様性を持った生成画像を得られるのでは
ないかと期待される．
課題として，分散計算の適切さと実験回数の不十分さが考

えられる．今回の手法では生成画像のノルムとして単純な和を
使用したが，これは分散を適切に計測できているのか，という
懸念がある．また今回の実験回数は，提案手法の影響を分析す
るには不十分であると考えられる．
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図 1: 分散の推移

kantokuデータ muririnデータ tsunakoデータ

図 2: 生成画像例 (6000epoch，α = 1.0)
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“ ”
Approximation of Value Function with Feature Representation Learning to Deal with Extendable

Action Space: Taking “Gyakuten Othellonia” as an Example

∗1
Yu Kono

∗1
Ikki Tanaka

∗1
Jun Ernesto Okumura

∗1
DeNA Co., Ltd.

In a general decision-making task, the options of action are expanded indefinitely due to the change of environment
or the discovery of new action by agent. In a situation that the number of options increase, it is necessary for an
agent to acquire an abstracted expression of actions autonomously. Here we propose a learning framework that
solve this issue. In the proposed method, value function is approximated with embedded behavioral representations,
which generalize the expression of actions, using state-tradition trajectories. We confirmed the efficiency of the
framework using the mobile game “Gyakuten Othellonia”. This game is a mixture of board game and trading
card game and characters are added to the environment frequently, which is a good testbed to realize expandable
action space. Finally, we show that, with the proposed framework, an agent can learn character’s representation
and utilize it to learn optimal strategies in the game.
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, f(s, a; θ) .

y

, y f θ ,

(Supervised Learning, SL), (Reinforcement

Learning, RL) .

f(s, a; θ) NN .

3.1
“ ” ,

( s) ,

a ,

.

,

( , ),

Aall (|Aall| = ×
) Pall(a ∈ Aall|s)
.

,

(put) (not put) Pput(y ∈
{put, not put}|a, s)

. s, a

2

, ypred = fput(s, a; θ)

yuser cross–entropy .

2 , ,

.

3.2
“ ”

. f(s, a; θ)

rt
Q(s, a) . fQ(s, a; θ)

Double Q–Learning [VanHasselt 15] TD

, t (st, at)

(2) Prioritized

Experience Replay (PER)[Schaul 15] .

aback ← arg max
ai∈At+1

fQ(st+1, ai; θ) (1)

LQ ←
(
rt+1 + γfQ(st+1, aback; θ

−)− fQ(st, at; θ)
)2

(2)

At, rt = {0, 1} t

,

( rt = 1, rt = 0).

θ− fQ

θ , θ−

Target–net . DQN

[Mnih 15] , fQ(st, at; θ)

.

3.3
f(s, a; θ)

.

on/off

. “ ”

( ,

) ,

one-hot . “

” , 6× 6 one-hot ,

( ,

[Othellonia 16][Othellonia wiki] )

2 ,

. ,

, ,

,

.

3.4
st

At ,

(arg max
ai∈At

f(st, ai; θ)) .

,

f(s, a; θ) softmx , ε-greedy

.

4.

, f(s, a; θ)

, a

.

[Le 16]

, ,

.

4.1
st st+1 ,

Xt = (st, at)

xtar
t x−

t

. xtar
t .

Xt xtar
t

X−
t .

(xtar
t = at) ,

xu (at ← xu)

X−
t = (st, x

u) .

X−
t st+1

frep , xtar
t

.

X−
t xtar

t

ctart , st+1 .

X ,

X−
t ,

st+1 ,

ctart , xtar
t

.

at arep

t = ctart

.

Xt

 d’t+1

dt+1

部分遷移要因 x    の 
表現ベクトル c    の  
変数データベース

xt      ct

Xt = (st, at)xt ∈ Xt

xt     ← x 

1:

2
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Xt st+1

.

,

,

.

4.2
st+1 . “

”

, one-hot

st+1 .

st+1 , , at

. ,

dt+1 .

,

, cross–entropy

, .

( )

,

.

1 .

4.3
.

1. ,

2. 1

3.

4. 3

5.

,

1

. 2, 4 ,

. 5

, . , “

” ,

2 .

, 4 .

5.
2 ,

,

.

5.1
1, 2 “

”

. 2017 1 916

(+ 1 )

, 76 200

. 1 ,

2 .

1 .

1:

1.0× 10−3 1.0× 10−5(SL, RL)

minibatch size 210 210(SL), 25(RL)

Dropout 0.0 0.0(SL), 0.0(RL)

L2 1.0× 10−8 1.0× 10−8(SL), 0.0(RL)

Unit 55663

Unit (212, 211, 210)

Unit 63 1

ELU ( )

Optimizer Adam

: 916 + 1 → : 30

5.1.1

st
( ), , , , ,

at ,

.

one-hot , ,

, ,

30

.

.

, ,

, .

5.1.2

“ ” ( )

, AI

,

AI . 2

,

,

. ,

1,000

,

greedy .

5.2 1:
1 2,

.

,

. ,

, 2017 1

4 .

,

.

,

5.2.1

2017 1 76

200 .

, ( ), (

), ( ) 3

.

k–means

3
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2:

Step (%) (min) (%) (min)

1× 10 23.72 1 11.60 1

1× 102 42.59 26 59.85 27

1× 103 77.16 47 77.60 73

1× 104 82.97 92 82.27 264

1× 105 85.23 406 85.28 1, 947

2× 105 85.56 746 85.64 3, 808

3× 105 85.06 1, 103 85.96 6, 623

4× 105 85.24 1, 444 86.32 8, 426

5× 105 85.78 1, 839 86.20 10, 242

,

.

5,649 .

, 2017 1

(916 + 1 )

74,570 ,

13 .

5.2.2

2 step minibatch ,

GPU . step

, 50 step 5.6

. 916 ,

,

.

,

,

, .

5.3 2:

. ,

.

5.3.1

1 .

1,000 , 1,000

,

.

, , . 1

, 916 + 1

30

5,649 .

, 16 + 1 18

one-hot , (16

) 3964 . PER

minibatch 1 2 32

. γ = 1.0

Replay Buffer 1

2,000,000 , Target-net 4,000

.

5.3.2

2 battle . battle

, ,

.

,

2:

.

6.
,

,

.

.

, ,

,

, .

,

. ,

.

[Othellonia 16] :

. https://www.othellonia.com/

[Othellonia wiki] :

wiki. https:// .gamematome.jp/
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[Silver, 2017] Silver, D., Hassabis, D., et al.: Mastering
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Disentangle

Disentangled Representation Learning From Sequential Data

Kim Heecheol∗1 ∗2
Masanori Yamada

∗3
Kosuke Miyoshi

∗4
Hiroshi Yamakawa

∗1∗3∗4
Dwango Artificial Intelligence Laboratory

∗2NTT
NTT Secure Platform Laboratories

∗4
The Whole Brain Architecture Initiative

We present a time convolutional variational ladder autoencoder (TCVLAE), which learns disentangled and
interpretable representations from sequential data without supervision. For the simple 2d data set, the proposed
model experimentally shows that it is possible to separate the meaning of time series data.

1. Introduction

reward p (a|s) .

state action

. state

.

state ,

(Convolutional Neural netowrk )

state

[Mnih 15]. action

.

action

. action

action

. 1 action

N , 1 action k,

t , action
(
Nk

)t
. action

.

Action ,

action action

[Sharma 17, Durugkar 16, Vezhnevets 16] .

action action

action .

, action

action

1: .

,

action

,

.

Varia-

tional autoencoder(VAE)[Kingma 14] Generative adver-

sarial network[Goodfellow 14] . x,

z p (x) =
∫
p (x|z) p (z) dz
. VAE GAN

, x z .

: masanori.yamada.cm@hco.ntt.co.jp

1: : action . :

Disentangle( action). :

Disentangle( action).

β − VAE[Higgins 14, Higgins 17] InfoGan[Chen 16]

x 1 z (Disentangle

) . Disentangle

z ,

. action

,

β−VAE action Disentangle

. action step

Disentangle 1: ( Disentangle).

, 2

Disentangle . 3

Disentangle

. 4 , 5

.

2. Hierarhical representation learning

Disentangle

β−VAE . β−VAE

VAE , β−VAE

.

1
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2.1 Variational Autoencoder(VAE)
x x

VAE[Kingma 14] .

log p (x) = Eqφ(z|x) [log pθ (x|z)]−DKL (qφ (z|x) ||p (z))
+DKL (qφ (z|x) ||p (z|x)) (1)

≥ Eqφ(z|x) [log pθ (x|z)]−DKL (qφ (z|x) ||p (z))
(2)

. DKL

. VAE φ, θ

log p (x) .

p (z|x)
, DKL (qφ (z|x) ||p (z|x))
p (z|x) qφ (z|x) . VAE

x → z encode qφ (z|x) z → x decode

pθ (x|z) . x

z .

2.2 β−VAE
VAE Disentangle

β−VAE . β−VAE p (z) = N (0, I)

VAE β ≥ 0 .

L ≡ Eqφ(z|x) [log qθ (x|z)]− βDKL (qφ (z|x) ||p (z)) (3)

β . β

qφ (z|xn) 0 1 Gauss

z 0 .

z 0

z qφ (z|xn) = N (0, I) .

x z

Disentangle .

[Burgess 17] β−VAE

. β − VAE loss β �= 1

log p (x)

, Information bottleneck

[Achille 17]. , x y

z

min I (x, z) , s.t.H (y|x) = H(y|z) (4)

β−VAE . Eq. 4

x z

. Eq. 4 2 x → y

x → y

z x

. Eq. 4

H (y|z) � Ex,y∼p(x,y)

[
Ez∼q(z|x) [− log p (y|z)]] (5)

I (x, z) = Ex∼p(x) [DKL (q (z|x) ||p (z))] (6)

L = Eq(z|x) [log p (y|z)]− βDKL (q (z|x) ||p (z))

y x β−VAE .

β .

β−VAE (y

cross-entropy) ,

β ,β

Disentangle (

), β

disengangle

[Burgess 17]. β

.

L ≡ Eqφ(z|x) [log qθ (x|z)]− β (DKL (qφ (z|x) ||p (z))− C)

(7)

I (x, z) = C C

β

.

2.3 Variational Ladder Autoncoder

. ladder

Variational Autoencoder

[Zhao 17]. 2

stacked hierarchy

layer VAE .

Architectural hierarchy ladder

z

. ladder

layer

.

3. Proposal model

Disentangle

. Disentangle , z

x1, x2, · · · , xT

p (x1, x2, · · · , xT ) =

∫
p (x1, x2, · · · , xT |z) p (z) dz (8)

z .

p (z|x1, · · · , xT ) encode z

Disentangle

.

3.1 TCLVAE (Timeseries Convolutional
VLAE)

Neural network Long Short-

term Memory (LSTM)[Hochreiter 97] Gated Recurrent

Unit (GRU)[Chung 14] , VLAE CNN

1 Convolution

. TCVLAE Time Convolution

VLAE β −VAE loss

, 2 . Ladder network

VLAE

. Time Convolution filter size 3, stride 2, padding 1

channel . β = 100

2
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2: TCVLAE . 3 z

ladder1, ladder2, ladder3

. ladder z 1 .

C

, 50 epoch

(kl loss)

. kl loss ladder , C ladder

.

3.2 Seq2seq model
Convolution . 1

Convolution window size

.

Convolution quasi-recurrent

neural networks (QRNN) . LSTM

GRU LSTM

[Bradbury 17]. TCVLAE

,

.

seq2seq model [Sutskever 14]

.

QRNN seq2seq model . seq2seq

z encode encoder p (z|x1, · · · , xT )

z decoder p (xt|z, xt−1)

. Decoder z xt−1 .

Seq2Seq TCVLAE decoder

decoder ,

(decoder 0

). (z → x) 1

decoder decoder (decoder

0 ). action ,

4. Experiment

4.1 setup
TCVLAE TCVLAE+seq2seq(QRNN)

. 2

. 2 (0, 0) 2

(−0.1, 1) (0.1, 1)

, 2

3 . target

,

.

3: 2

4.2 TCVLAE
TCVLAE z x1, x2, · · · , xT

4 .

, z

. ladder 3 , ladder

z [8,4,2] .

ladder ladder1, ladder2, ladder3

. ladder3 1 z

, ladder2 1 z

, z (z

x ). ladder

ladder TCVLAE 4 . ladder

ladder

,

. ladder

. ladder encode

decode Time Convolution 4 z

4 (z

).

4.3 TCVLAE + seq2seq
TCVLAE+seq2seq z

x1, x2, · · · , xT 5 .

TCVLAE+seq2seq

.

. seq2seq ladder1

ladder .

5. Conclusion and Future work

Disentangle

TCVLAE TCVLAE+seq2seq .

TCVLAE

Disentangle

.

(s, a) TCVLAE Disentangle

action z , p (zT |st,··· ,T )
, p (aT |st,··· ,T )

action

.

3
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4: TCVLAE ,

encode z , z

decode xt . z

, z encode .

z . ladder TCVLAE ,

ladder TCVLAE . :ladder 3 z1
[−2, 2] . : ladder

2 z2 [−2, 2] .

: z1 [−2, 2] .

:z4 [−2, 2] .

[Achille 17] Achille, A. and Soatto, S.: Information

Dropout: learning optimal representations through noise,

in ICLR (2017)

[Bradbury 17] Bradbury, J., Merity, S., Xiong, C., and

Socher, R.: QUASI-RECURRENT NEURAL NET-

WORKS, in ICLR (2017)

[Burgess 17] Burgess, C. P., Higgins, I., Pal, A.,

Matthey, L., Watters, N., Desjardins, G., and Lerch-

ner, A.: Understanding disentangling in -VAE, in NIPS

(2017)

[Chen 16] Chen, X., Chen, X., Duan, Y., Houthooft, R.,

Schulman, J., Sutskever, I., and Abbeel, P.: InfoGAN:

Interpretable Representation Learning by Information

Maximizing Generative Adversarial Nets, in NIPS (2016)

[Chung 14] Chung, J., Gulcehre, C., Cho, K., and Ben-

gio, Y.: Empirical evaluation of gated recurrent neural

networks on sequence modeling, in NIPS (2014)

[Durugkar 16] Durugkar, I. P., Dernbach, S., Rosen-

baum, C., and Mahadevan, S.: Deep Reinforce-

ment Learning with Macro-Actions, [arXiv:1606.04615

[cs.LG]] https: // arxiv. org/ abs/ 1606. 04615 (2016)

5: TCVLAE+seq2seq z decode

xt . : ladder1 z1
. : ladder1 z2

[Goodfellow 14] Goodfellow, I., Pouget-Abadie, J.,

Mirza, M., Xu, B., Warde-Farley, D., Ozair, S.,

Courville, A., and Bengio, Y.: Generative Adversarial

Nets, in NIPS (2014)

[Higgins 14] Higgins, I., Matthey, L., Xavier Glorot, A. P.,

Uria, B., Blundell, C., Mohamed, S., and Lerch-

ner, A.: Early Visual Concept Learning with Unsu-

pervised Deep Learning, [arXiv:1606.05579 [stat.ML]]

https: // arxiv. org/ abs/ 1606. 05579 (2014)

[Higgins 17] Higgins, I., Matthey, L., Pal, A., Burgess, C.,

Glorot, X., Botvinick, M., Mohamed, S., and Lerch-

ner, A.: beta-VAE: Learning Basic Visual Concepts with

a Constrained Variational Framework, in ICLR (2017)

[Hochreiter 97] Hochreiter, S. and Schmidhuber, J.: Long

Short-Term Memory, Neural Comput. (1997)

[Kingma 14] Kingma, D. P. and Welling, M.: Auto-

Encoding Variational Bayes, in ICLR (2014), https:

//arxiv.org/abs/1312.6114

[Mnih 15] Mnih, V., Kavukcuoglu, K., et al.: Human-level

control through deep reinforcement learning, No. 7540,

pp. 529–533 (2015)

[Sharma 17] Sharma, S., Lakshminarayanan, A. S., and

Ravindran, B.: Learning to Repeat: Fine Grained Action

Repetition for Deep Reinforcement Learning, in ICLR

(2017)

[Sutskever 14] Sutskever, I., Vinyals, O., and Le, Q. V.:

Sequence to Sequence Learning with Neural Networks,

in NIPS (2014)

[Vezhnevets 16] Vezhnevets, A., Mnih, V., Osindero, S.,

Graves, A., Vinyals, O., Agapiou, J., and kavukcuoglu, k.:

Strategic Attentive Writer for Learning Macro-Actions,

in NIPS (2016)

[Zhao 17] Zhao, S., Song, J., and Ermon, S.: Learning Hier-

archical Features from Deep Generative Models, in ICML

(2017)

4

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1Z3-03



Autonomous optimal exploration through satisficing

∗1
Yu Kono

∗2
Tatsuji Takahashi

∗1
DeNA Co., Ltd.

∗2
Tokyo Denki University

As deep layered neural networks enables reinforcement learning in huge action-state spaces, the exploration–
exploitation tradeoff becomes more serious. Several heuristics have been proposed to deal with the tradeoff,
utilizing noises. The probabilistic methods have difficulty in parameter tuning, and they amplify the problem
of huge dispersion in performance of deep reinforcement learning algorithms. We propose a deterministic action
selection algorithm based on a cognitive satisficing value function (RS) inspired by how humans explore under
uncertainty. We define a method to enable optimal (minimal) exploration, utilizing the relationship between the
aspiration level and the potential exploration distribution. The resulting algorithm exhibits an optimal performance
in multi-armed bandit problems, and it opens the possibility for a new class of reinforcement learning algorithms.

1.

R

.

R

RS

[ 16] RS R

, R

, regret

[ 18]. R R

R

R

R

100m 10

R

[Oyo 17]

,

RS

1.

2.

,

. Chernoff–Hoeffding bound [Lai 85]

RS .

: , , 150–

8510, 2–11–1 ,
yu.kohno.02@gmail.com

2.

ai ∈ A ,

,

. K

, 1

. r ai

pi r = 1, 1− pi r = 0

2.1
RS

n(ai) V (ai) ,

α , K , aselect

. α n(ai)

. N .

α ← 1

1 + n(aselect)
(1)

V (aselect) ← (1− α)V (aselect) + αr (2)

n(aselect) ← n(aselect) + 1 (3)

N =

K∑
k=1

n(ak) (4)

2.2
. n(ai)

ε , RS

. n(ai)

.

n(ai) ← ε (5)

V (ai) ← 0.5 (6)

3. RS

RS (7) . R

,

, .

1
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RS(ai) =
n(ai)

N

(
V (ai)−R

)
(7)

aselect ← arg max
ak

(
RS(ak)

)
(8)

RS (RS–greedy)

RS

.

4.

, K

V (ai) V (ai) < R

“ ” .

V (ai) (

greedy ) aG R (R ≥ V (aG))

, RS ( )

ρ(ai) = n(ai)/N RS

. ai

aj ρ(aj) = n(aj)/N

, ,

RS . RS

,

N , RS

. ,

RS ,

( −Z) . “ RS

” , −Z RS .

N RS

n(ai)/N

,

RS (RS–greedy)

, n(ai) (10)

.

RS(ai) = −Z (9)

ρ(ai) =
n(ai)

N
=

Z

R− V (ai)
(10)

RS (−Z) , ρ(ai)

1

K∑
k=1

ρ(ai) =

K∑
k=1

n(ai)

N
(11)

=

K∑
k=1

Z

R− V (ai)
(12)

= 1 (13)

Z =
1∑K

k=1
1

R−V (ak)

(14)

RS −Z (14) ,

n(ai)/N R V (ai) .

RS ,

ρ(ai) R .

4.1 regret
RS–greedy

, greedy aG RS

aj RS “ RS ”

.

RS(aG) = RS(aj) (15)

n(aG)
(
V (aG)−R

)
= n(aj)

(
V (aj)−R

)
(16)

n(aj) = n(aG)

(
R− V (aG)

)
(
R− V (aj)

) (17)

R = V (aG)
1− V (aj)

V (aG)

n(aj)

n(aG)

1− n(aj)

n(aG)

(18)

V (aj)/V (aG) greedy

, 1 .

V (aj)

V (aG)
≤ 1 (19)

(17) , RS ,

greedy aG aj

. n∗(aj)/n
∗(aG)

, R

greedy

aj μ = n(aj)/n(aG)

, μ∗ Chernoff-

Hoeffding bound [Lai 85] .

n∗(ai) , aj

μ∗
j n∗(aj)/n

∗(aG)

ρ∗k .

μ∗
j =

n∗(aj)

n∗(aG)
=

n∗(aj)

N

N

n∗(aG)
=

ρ∗j
ρ∗G

(20)

μ , n(ai)

. n∗(ai) ,

ρ∗i .

ρ∗i greedy

V ∗(aG) V ∗(ai) = pi
( aG V ∗(aG) ≤ V ∗(ai)

) , Chernoff–Hoeffding bound

(21) (22)

Pr
(
V (aj)≥pi+ε

)
≤ exp

(
−n(aj)DKL(pi+ε||pi)

)
(21)

ρ∗i =
n∗(ai)

N

= Pr
(
V ∗(ai) ≥ V ∗(aG)

)
= exp

(
− n(ai)DKL(V (ai)||V (aG)

)
(22)

ai greedy aG ,

V ∗(ai) = V ∗(aG) Pr
(
V ∗(aG) ≥ V ∗(aG)

)
1 .

ρ∗G =
n∗(aG)

N

= Pr
(
V ∗(aG) ≥ V ∗(aG)

)
= exp

(
− n(aG)DKL(V (aG)||V (aG)

)
= 1 (23)

ρ∗k ,∑
ρ∗k = 1 .

Chernoff–Hoeffding bound

μCH
j � μ∗

j

2

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1Z3-04



μCH
j =

n∗(aj)

N

N

n∗(aG)

= exp
(
− n(aj)DKL(V (aj)||V (aG)

)
(24)

RCH = max

(
V (aG)

1− V (aj)

V (aG)
μCH
j

1− μCH
j

)
(25)

μCH
j

R RCH , RS

RS–CH

5. RS–CH

RS–CH aj greedy

Chernoff–Hoeffding Theorem

μCH
j , 2

.

RS 3

5.1 3
N ai

(26) greedy

ai aj (27) .

ρ∗(ai) = exp
(
− n(ai)DKL(V (ai)||V (aG)

)
(26)

ρ∗(ai)

ρ∗(aj)
=

exp
(
− n(ai)DKL(V (ai)||V (aG)

)
exp

(
− n(aj)DKL(V (aj)||V (aG)

) (27)

RS greedy

ρRS (RS ) (28) , greedy

ai aj (29)

.

ρRS(ai) =
Z

R− V (ai)
(28)

ρRS
i

ρRS
j

=
R− V (aj)

R− V (ai)
(29)

RS (

(29)) N →∞ (27) R

, RS R 3

. RS

R RS

, (27) .

( R ≥ V (aG) )
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. 20 , ak
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, 1 .

1 1 step 1,000,000 step .

UCB1–tuned [Wang 05]

Thompson Sampling [Agrawal 12] .
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RS–OPT . ROPT
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3

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

1Z3-04



ROPT =
q1 + q2

2
(30)

step T , step t
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t

regret ( ) .
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T∑
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(
q1 − pselect

t

)
(31)
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.
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.
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.
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.
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RS RS

,
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.
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.
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Comparison of extraction of diffuse lung disease areas using CNN, FCN and U-Net 

*1 *1 *1 *1 

Kanako Murakami          Noriaki Hashimoto                Shoji Kido               Yasushi Hirano 

*1 *2*3 *2 

Shingo Mabu                    Kenji Kondo                Jun Ozawa 

*1  
Graduate school of Sciences and Technology for Innovation, Yamaguchi University 

*2  *3  
Advanced Industrial Science and Technology Panasonic Corporation  

 
In recent years, a lot of analytical methods of medical images using deep learning are suggested. Especially, convolutional neural network 

(CNN) is a model generally used in image recognition. When we classify diffuse lung disease (DLD) patterns using CNN, it is necessary 
to set region-of-interests (ROIs) on CT images. However, detection is important on diagnosis of DLD as same as classification. So, we 
propose a method to detect DLD opacities and extract DLD areas without setting ROIs. In this study, we evaluated detection methods of 
DLD areas using CNN, FCN and U-Net.  

 

1.  

CT(Computed Tomography)

CT
CT

(Computer-aided 
Diagnosis:CAD) CAD

Deep Learning
[1][2] Deep Learning CNN 

(Convolutional Neural Network) CNN

[3] CNN

CT

FCN(Fully Convolutional Network)[4] U-Net [5]
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CNN
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2 CNN FCN U-Net
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32pixel U-Net 96 96pixel
CNN 32 32pixel ROI

 
 

2 CNN, FCN, U-Net  

 

4.  
Dice FCN 0.358

0.235 U-Net 0.640 0.252  CNN
0.906 0.070 FCN U-Net

CNN
FCN U-Net

FCN U-Net

FCN 0.700 0.069
U-Net 0.706 0.070 FCN 0.604
0.003 U-Net 0.530 0.010

 
FCN U-Net

 
 

5.  
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FCN U-Net

 
 

6.  
JPS JP26108009 JP17H02110

  

(CON) 150  

(GGO) 114  

(HCM) 129  

(EMP) 163  

(NOD) 34  

(NOR) 55  

Dice   = 
2  | A B | 

(1) 
| A | + | B | 

 
Dice  

CNN FCN U-Net 

CON 0.999 0.001 0.609 0.034 0.836 0.063 

GGO 0.777 0.154 0.700 0.069 0.470 0.337 

HCM 0.941 0.032 0.228 0.267 0.177 0.250 

EMP 0.868 0.010 0.250 0.060 0.812 0.131 

NOD 0.914 0.011 0.008 0.011 0.639 0.242 

NOR 0.939 0.031 0.351 0.133 0.904 0.003 

 0.906 0.070 0.358 0.235 0.640 0.252 
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