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Thu. Jun 7, 2018

Room P

Poster presentation | General Session | Interactive

インタラクティブ(1)[3Pin1]
9:00 AM - 10:40 AM  Room P (4F Emerald Lobby)

Optimization method for Educational

Application of Structural Engineering

〇Takuya Suzuki1, Keiichi Iguchi2, Takuya Kinoshita1,

Akihiro Ishikawa2 （1. Takenaka Corporation, 2.

HEROZ）

 9:00 AM - 10:40 AM

[3Pin1-01]

Benchmark Functions for Cooperative

Coevolution and Analysis of Influence by

Dynamic Problem Decomposition

〇Yuki Nakashima1, Jun-ichi Matsuoka1, Asuka

Hisatomi1, Satoshi Ono1 （1. Kagoshima University）

 9:00 AM - 10:40 AM

[3Pin1-02]

Incorporating Knowledge Graph Embeddings

into Latent Variable Models

〇Naoya Takeishi1,2, Kosuke Akimoto1 （1. The

University of Tokyo, 2. RIKEN）

 9:00 AM - 10:40 AM

[3Pin1-03]

Covariate shift bias correction induced by

action

〇Ryota Higa1 （1. NEC Corporation）

 9:00 AM - 10:40 AM

[3Pin1-04]

Batch Reinforcement Learning for Linearly

Solvable MDP

〇Tomoki Nishi1, Keisuke Otaki1, Takayoshi

Yoshimura1 （1. Toyota Central R&D Labs., Inc.）

 9:00 AM - 10:40 AM

[3Pin1-05]

Cappuccino: Bootstrapping from Structural

Data

〇Ryo Hanafusa1, Masafumi Oyamada2 （1. Kwansei

Gakuin University, 2. NEC Corporation）

 9:00 AM - 10:40 AM

[3Pin1-06]

Non-negative matrix factorization with

information expansion using item class

information

〇Katsuhiko Murakami1 （1. The University of

Tokyo）

 9:00 AM - 10:40 AM

[3Pin1-07]

Proposal of direct policy search using

reduction of policy parameters by principal

component analysis

[3Pin1-08]

〇Yuuki Murata1, Megumi Miyashita1, Shiro Yano1,

Toshiyuki Kondo1 （1. Tokyo University of

Agriculture and Technology）

 9:00 AM - 10:40 AM

Curriculum Learning for Similar Learning Cases

〇Yuta Ota1, Yuta Taki1 （1. KOZO KEIKAKU

ENGINEERING Inc.）

 9:00 AM - 10:40 AM

[3Pin1-09]

Graph Feature Extraction Using Graph

Fragment Decision Trees

〇Haruki Sakagami1, Ichigaku Takigawa1, Hiroki

Arimura1 （1. Hokkaido University）

 9:00 AM - 10:40 AM

[3Pin1-10]

Objective Correction for Policy Improvement

under Entropy Regularization

〇Ryo Iwaki1, Minoru Asada1 （1. Osaka University）

 9:00 AM - 10:40 AM

[3Pin1-11]

Experimental evaluation of Time-Series

Gradient Boosting Tree with Time-Series

Benchmark datasets

〇Mitsuyoshi Imamura1,2, Kei Nakagawa1,2, Kenichi

Yoshida1 （1. University of Tsukuba, 2. Nomura

Asset Management Ltd.）

 9:00 AM - 10:40 AM

[3Pin1-12]

Batch Random Walk for GPU-Based Classical

Planning(Extended Abstract)

〇Ryo Kuroiwa1, Alex Fukunaga1 （1. the University

of Tokyo）

 9:00 AM - 10:40 AM

[3Pin1-13]

Learning to resample for time-series generative

model

〇Takaaki Kaneko1, Shohei Ohsawa1, Yutaka

Matsuo1 （1. Department of Technology

Management for Innovation, The University of

Tokyo）

 9:00 AM - 10:40 AM

[3Pin1-14]

End-of-Query Detection in Text Chat System

〇Shun Tanaka1 （1. CyberAgent, Inc.）

 9:00 AM - 10:40 AM

[3Pin1-15]

Debating AI: Counterargument Generation

Based on Textual Supportiveness Recognition

〇Misa Sato1, Kohsuke Yanai1, Toshihiko Yanase1,

Yuta Koreeda1, Kenzo Kurotsuchi1 （1. Hitachi,

Ltd.）

 9:00 AM - 10:40 AM

[3Pin1-16]

Associative Dialog System for Recipe[3Pin1-17]
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Recommendation Using Food Knowledge

〇Katsuyoshi Yamagami1,2, Mitsuru Endo2, Hirokazu

Kiyomaru3, Sadao Kurohashi3 （1. Advanced

Industrial Science and Technology (AIST), 2.

Panasonic Corporation, 3. Kyoto University）

 9:00 AM - 10:40 AM

Analysis of work motivation by persuasion in

dialogue

〇Takuya Mizukami1 （1. Waseda University）

 9:00 AM - 10:40 AM

[3Pin1-18]

Acquiring Utterance Candidates for Chat-

oriented Dialogue Systems from Wikipedia

Based on a State Space Model

〇Tomoki Matsumoto1, Masato Sakai1, Mikio

Nakano2 （1. Nextremer Co., Ltd., 2. Honda

Research Institute Japan Co., Ltd.）

 9:00 AM - 10:40 AM

[3Pin1-19]

Knowledge Graph Expansion for Constructing

Dialogue Systems Responding to Queries

about Unknown Attributes

〇Yuma Fujioka1, Kazunori Komatani1 （1. The

Institute of Scientific and Industrial Research, Osaka

University）

 9:00 AM - 10:40 AM

[3Pin1-20]

Utterance understanding and emotion

generation in a dialogue system for children

〇Kento Yamamoto1, Syunya Omura2, Ryo Nemoto2,

Shiori Wada1, Toru Sugimoto2 （1. Graduate School

of Engineering and Science,Shibaura Institute of

Technology, 2. College of Engineering,Shibaura

Institute of Technology）

 9:00 AM - 10:40 AM

[3Pin1-21]

Augmentation of Dialogue Database by

Generating Interrogative Sentences Using

Templates

〇Yota Osanai1, Tomoya Ogata1, Mamoru Komachi1,

Eri Sato-Simokawara1, Kazuyoshi Wada1, Toru

Yamaguchi1, Tomoya Takatani2 （1. Tokyo

Metropolitan University, 2. TOYOTA MOTOR

CORPORATION）

 9:00 AM - 10:40 AM

[3Pin1-22]

Utterance Intention Classification and

Database Construction for Conversational

News Delivery System

〇Katsuya Yokoyama1, Hiroaki Takatsu1, Hiroshi

Honda2, Shinya Fujie1,3, Yoshihiko Hayashi1,

[3Pin1-23]

Tetsunori Kobayashi1 （1. Waseda University, 2.

Honda R&D Co., Ltd, 3. Chiba Institute of

Technology）

 9:00 AM - 10:40 AM

A proposal of automatic negotiation simulator

Jupiter for negotiation agent using machine

learning.

〇Tomoya Fukui1, Takayuki Ito1 （1. Nagoya Institute

of Technology）

 9:00 AM - 10:40 AM

[3Pin1-24]

An analysis of multilingual communication for

solving global environmental issues

〇Yuqi Liao1, Bo Wang1, Yuya Ieiri1, Yuu Nakajima2,

Reiko Hishiyama1 （1. Waseda University, 2. Toho

University）

 9:00 AM - 10:40 AM

[3Pin1-25]

Premise generation based on argumentation

schemes for dialogue systems

〇Koh Mitsuda1, Ryuichiro Higashinaka1, Taichi

Katayama1, Junji Tomita1 （1. NTT）

 9:00 AM - 10:40 AM

[3Pin1-26]

Metaphor creation using corpus and thesaurus

〇Ryoga Sato1, Toru Sugimoto1 （1. Shibaura

Institute of Technology）

 9:00 AM - 10:40 AM

[3Pin1-27]

Uncombined Elements in an Integrated

Narrative Generation System and Expanding

Conceptual Dictionaries by Attribute

Information

〇Jumpei Ono1, Takuya Ito2, Takashi Ogata2 （1.

Graduate School of Iwate Prefectural University, 2.

Iwate Prefectural University）

 9:00 AM - 10:40 AM

[3Pin1-28]

Research on Sharing of Robotics Skills

〇Guilherme de Campos Affonso1, Kei Okada1,

Masayuki Inaba1 （1. Univ. of Tokyo）

 9:00 AM - 10:40 AM

[3Pin1-29]

Hybrid Policy Gradient for Deep

Reinforcement Learning

〇praveen singh Thakur1, Masaru Sogabe1,

Katsuyoshi Sakamoto2, Koichi Yamaguchi2, Dinesh

Bahadur Malla2, Shinji Yokogawa2, Tomah Sogabe1,2

（1. GRID Inc., 2. The University of Electro-

communications）

 9:00 AM - 10:40 AM

[3Pin1-30]

A mobile robot based on real-time[3Pin1-31]
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reinforcement learning using human

evaluation

〇Ken Yamane1, Hiromasa Uetsuki, Hideyasu

Yokomatsu2 （1. Teikyo University, 2. Taito

Corporation）

 9:00 AM - 10:40 AM

Study on evolutionary calculation by real world

feedback from physical experiment

determining the shape of an underwater robot.

〇Ryota Nakamura1, Satoru Inoue1 （1. Saitama

Institute of Technology）

 9:00 AM - 10:40 AM

[3Pin1-32]

Person Re-identification by Online Transfer

Learning for Mobile Robot using Region-based

CNN and Triplet Loss

〇Yuki Murata1, Masayasu Atsumi1 （1. Soka

University Graduate School of Engineering）

 9:00 AM - 10:40 AM

[3Pin1-33]

An AI game player trained by a genetic

algorithm that avoids bombardments in a

shooting game

〇Shizuma Namekawa1, Taro Tezuka1 （1. University

of Tsukuba）

 9:00 AM - 10:40 AM

[3Pin1-34]

Action acquisition by Memory Reinforcement

Learning useing a prior knowledge

〇Yuna Inamori1, Tsubasa Hirakawa1, Takayoshi

Yamashita1, Hironobu Fujiyoshi1, Ryota Kashihawa2,

Masaki Inaba2, Naoki Nitanda2 （1. Chubu

University, 2. DENSO CORPORATION）

 9:00 AM - 10:40 AM

[3Pin1-35]

Neural Headline Generation with Self-Training

Shintaro Takemae2, Kazuma Murao1, 〇Taichi

Yatsuka1, Hayato Kobayashi1,3, Masaki Noguchi1,

Hitoshi Nishikawa2, Takenobu Tokunaga2 （1. Yahoo

Japan Corporation, 2. Tokyo Institute of Technology,

3. RIKEN AIP）

 9:00 AM - 10:40 AM

[3Pin1-36]

Security Reinforcement for ATM by Using

Image Sensing

〇Reiko Kishi1, Trong Huy Phan1, Kazuma

Yamamoto1, Makoto Masuda1 （1. Corporate

Research and Development Center, Oki Electric

Industry Co., Ltd. ）

 9:00 AM - 10:40 AM

[3Pin1-37]

Study on Image Recognition in Tank/Hold of[3Pin1-38]

Ship

〇Masaru Hirakata1, Ma Chong1, Tomoyuki

Taniguchi1 （1. National Institute of Maritime, Port

and Aviation Technology）

 9:00 AM - 10:40 AM

Prediction of Bascketball Free Throw Scoring

by OpenPose

〇Masato Nakai1, Yoshihiko Tunoda1, Caidong Sun1,

Hideki Murakoshi1, Hisashi Hayashi1, Tuyoshi Aziro1

（1. Advanced Institute Industrial Technology）

 9:00 AM - 10:40 AM

[3Pin1-39]

BGM Recommendation System Considering

the Atmosphere

〇Kikue Sato1, Shiori Sakai1, Eichi Takaya2, Kazuki

Yamauchi3, Hayato Oya3, Satoshi Kurihara2 （1. The

University of Electro-Communications, 2. Keio

University, 3. RecoChoku Co.,Ltd.）

 9:00 AM - 10:40 AM

[3Pin1-40]

Music Generation from Motion Data

Junta Suzuki1, 〇Syogo Watanabe2, Kazuaki

Rokusawa1 （1. Department of Computer Science,

Chiba Institute of Technology, 2. Graduate School of

Information and Computer Science, Chiba Institute

of Technology）

 9:00 AM - 10:40 AM

[3Pin1-41]

Acquisition of uniform impression of music

using graph kernel filter

〇Hisashi IKARI1 （1. Sockets Co., Ltd.）

 9:00 AM - 10:40 AM

[3Pin1-42]

Feature Extraction and Anomaly Detection by

Non-negative Matrix Factorization of Vibration

Data of Machine

〇Masatoshi Sekine1, Kazuki Kobayashi1, Satoshi

Ikada1 （1. Corporate Research and Development

Center, Oki Electric Industry Co., Ltd.）

 9:00 AM - 10:40 AM

[3Pin1-43]

Anomaly Detection in Control Valves by 1d

CNN-LSTM

〇Takahiro Motegi1, Yuya Nakazawa1, Tetsuya

Tabaru1 （1. Azbil Corporation）

 9:00 AM - 10:40 AM

[3Pin1-44]

Constructing Diagnosis Corpus Using

Collaborative Learning Environment for

Improving Dementia Care

〇Naoki Kamiya1, Hideki Ueno2,3,4, Takumi

Yoshizawa1, Shogo Ishikawa1, Kenta Imada1, Hayato

[3Pin1-45]
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Nishiyama1, Shinya Kiriyama1,4, Akira Tamai3, Yoichi

Takebayashi1,4 （1. Shizuoka University, 2. Chiba

University Hospital, 3. Tsuruga Onsen Hospital, 4.

The Society of Citizen Informatics for Human

Cognitive Disorder）

 9:00 AM - 10:40 AM

Construction and Practice of Collaborative

Learning Environment for Personality-focused

Care in Dementia Care

〇Atsushi Omata1, Shogo Ishikawa1, Hatsue

Munakata1, Ayumi Nakanome2, Mio Ito3, Yutaka

Sakane4, Miwako Honda5, Hisao Hara2, Shinya

Kiriyama1,6, Yoichi Takebayashi1,4,6 （1. Shizuoka

University, 2. Koriyama Medical Care Hospital, 3.

Tokyo Metropolitan Institute of Gerontology, 4.

ExaWizards Inc., 5. Tokyo Medical Center, 6. The

Society of Citizen Informatics for Human Cognitive

Disorder）

 9:00 AM - 10:40 AM

[3Pin1-46]

Co-production of care knowledge for people

with dementia based on an emotion thinking

models

〇Shogo Ishikawa1, Yuki Sasaki1, Shinya Kiriyama1,

Miwako Honda2, Yves Gineste3, Yoichi Takebayashi1

（1. Shizuoka University, 2. Tokyo Medical Center, 3.

Institute Gineste Marescotti）

 9:00 AM - 10:40 AM

[3Pin1-47]

Patient's sitting position estimation using

skeleton information and bed position

detection

〇MADOKA INOUE1,2, RYO TAGUCHI2, TAIZO

UMEZAKI2,3 （1. AIPHONE CO., LTD., 2. Nagoya

Institute of Technology, 3. The University of Tokyo）

 9:00 AM - 10:40 AM

[3Pin1-48]

Accurate drowsiness estimation via eye-related

movements: a neural-network-based

investigation

Mingfei Sun2, 〇Masanori Tsujikawa1, Yoshifumi

Onishi1, Xiaojuan Ma2, Atsushi Nishino3, Satoshi

Hashimoto3 （1. NEC Corporation, 2. Hong Kong

University of Science and Technology, 3. DAIKIN

Industries, LTD）

 9:00 AM - 10:40 AM

[3Pin1-49]

Estimating nursing care necessity degree using

by assessment information

〇Shu Kobayashi1, Sachiko Hirata-Mogi1, Fukuda

[3Pin1-50]

Shoji1 （1. SMS CO., LTD.）

 9:00 AM - 10:40 AM

Attempt to visualize clinical data for grasping

status of patients

〇Masamichi Ishii1, Kengo Miyo1 （1. National

Center for Global Health and Medicine）

 9:00 AM - 10:40 AM

[3Pin1-51]

Development of “ Sleep Diary” application

and continuation prediction of behavior for

improvement sleeping habits

〇Jou Akitomi1, Ikuo Kajiyama1, Miho Ishii1, Isa

Okajima2, Mineko Yamaguchi1 （1. NEC Solution

Innovators, Ltd., 2. Tokyo Kasei University）

 9:00 AM - 10:40 AM

[3Pin1-52]

Simulation of Target Word Prediction for

Neural Machine Translation

〇Yuto Takebayashi1, Chenhui Chu3, Yuki Arase1,

Masaaki Nagata2 （1. Graduate school of

Information Science and Technology of Osaka

University, 2. NTT Corporation, 3. Osaka University）

 9:00 AM - 10:40 AM

[3Pin1-53]

Research of abnormal node eradication

conditions of self-repair network

〇Yoshiyuki Tamura1, Yoshiteru Ishida1 （1.

Toyohashi University of Technology）

 9:00 AM - 10:40 AM

[3Pin1-54]
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Fri. Jun 8, 2018

Room P

Poster presentation | General Session | Interactive

インタラクティブ(2)[4Pin1]
9:00 AM - 10:40 AM  Room P (4F Emerald Lobby)

Generalization of CNN based deep learning

method by featuring graph

〇Kei Takahashi1, Takumi Numajiri2, Masaru

Sogabe2, Katsuyoshi Sakamoto1, Kouichi

Yamaguchi1, Shinji Yokogawa1, Tohma Sogabe1,2

（1. The University of Electro-Communications, 2.

Grid Inc.）

 9:00 AM - 10:40 AM

[4Pin1-01]

Change detection across domains using GAN-

based image translation

〇kanji tanaka1, yamaguchi kousuke1, sugimoto

takuma1 （1. university of fukui）

 9:00 AM - 10:40 AM

[4Pin1-02]

Prototype and evaluation of active listening

system using Recurrent Neural Network

〇Kazuhiro Tamura1 （1. CEC Customer Service

Ltd.）

 9:00 AM - 10:40 AM

[4Pin1-03]

Segmentation in Stacks of Electron Microscopy

Images Using Deep Learning

〇Eichi Takaya1, Yusuke Takeichi2, Mamiko Ozaki2,

Satoshi Kurihara1 （1. Graduate School of Science

and Technology, Keio University, 2. Graduate School

of Science, Kobe University）

 9:00 AM - 10:40 AM

[4Pin1-04]

Counting People via High Resolution Images

using Deep Learning

〇Yusuke Yamada1, Makoto Kawano1, Takuro

Yonezawa1, Jin Nakazawa1 （1. Keio University）

 9:00 AM - 10:40 AM

[4Pin1-05]

Effect of Viewing Directions on Deep

Reinforcement Learning in 3D Virtual

Environment Minecraft

〇Taiju Matsui1, Satoshi Oyama1, Masahito Kurihara1

（1. Graduate School of Information Science and

Technology, Hokkaido University）

 9:00 AM - 10:40 AM

[4Pin1-06]

A Decoding Method for Distorted Two-

dimensional Barcodes Using Auxility Line

Detection by Convolution Neural Network

[4Pin1-07]

〇Kazuki Kuratsuwa1, Makoto Kamizono1, Hiroshi

Kawasaki2, Satoshi Ono1 （1. Kagoshima University,

2. Kyushu University）

 9:00 AM - 10:40 AM

Domain Adaptation for Transferring Neural

Question Answering from Simulation to Real

〇Taiki Miyanishi1, Motoaki Kawanabe1,2 （1.

Advanced Telecommunication Research Institute

International, 2. RIEKN AIP）

 9:00 AM - 10:40 AM

[4Pin1-08]

Improving Neural Machine Translation by

Incorporating Hierarchical Subword Features

〇Makoto Morishita1, Jun Suzuki1, Masaaki Nagata1

（1. NTT Communication Science Laboratories）

 9:00 AM - 10:40 AM

[4Pin1-09]

Conditional Cycle GAN based Transformation

of Food Image Category

〇Daichi Horita1, Shu Naritomi1, Ryosuke Tanno1,

Wataru Shimoda1, Keiji Yanai1 （1. The University of

Electro-Communications, Tokyo）

 9:00 AM - 10:40 AM

[4Pin1-10]

Divide and Generate: Neural Generation of

Complex Sentences

〇Tomoya Ogata1, Mamoru Komachi1, Tomoya

Takatani2 （1. Tokyo Metropolitan University, 2.

TOYOTA MOTOR CORPORATION）

 9:00 AM - 10:40 AM

[4Pin1-11]

Smart Grid Optimization by Deep

Reinforcement Learning over Discrete and

Continuous Action Space

〇Tomah Sogabe1, Dinesh Bahadu Malla1, shota

Takayama1, Katsuyoshi Sakamoto1, Kouichi

Yamaguchi1, Thakur Praveen Singh2, Masaru

Sogabe2 （1. The University of Electro-

communications, 2. Grid Inc.）

 9:00 AM - 10:40 AM

[4Pin1-12]

Development of quantum autoencoder

〇Yuta Kikawada1, Katsuyoshi Sakamoto1, Kouichi

Yamaguchi1, Shinji Yokogawa1, Tohma Sogabe1 （1.

The University of Electro-communications）

 9:00 AM - 10:40 AM

[4Pin1-13]

Deep CTR Prediction in Facebook Ads

〇Yuki Iwazaki1 （1. CyberAgent, Inc.）

 9:00 AM - 10:40 AM

[4Pin1-14]

Determination of Column Concepts in Tables

using Multi-label Classification and Knowledge

[4Pin1-15]
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Base Embeddings

〇Kunihiro Takeoka1, Masafumi Oyamada2, Shinji

Nakadai2, Takeshi Okadome1 （1. Kwansei Gakuin

University, 2. NEC Corporation）

 9:00 AM - 10:40 AM

Creators and Artificial Intelligence: Enabling

Collaboration with Creative Processes and

Meta-data for Four-scene Comic Story Dataset

〇Miki Ueno1 （1. Toyohashi University of

Technology）

 9:00 AM - 10:40 AM

[4Pin1-16]

Movement Modeling for History Documents

with Hidden Markov Models

〇Yota Mizutani1, Yoshimasa Tsuruoka1 （1.

Graduate School of Engineering, The University of

Tokyo）

 9:00 AM - 10:40 AM

[4Pin1-17]

An entity linking method using multiple

Doc2Vec

〇Makoto Tsutsumi1, Koji Murakami2, Takashi

Umeda2 （1. Rakuten, Inc., 2. Rakuten Institute of

Technology）

 9:00 AM - 10:40 AM

[4Pin1-18]

Emotional Style Transfer using CycleGAN

〇Kazuhiro Ota1 （1. CyberAgent, Inc.）

 9:00 AM - 10:40 AM

[4Pin1-19]

Persona Estimation using SNS based on Naive

Bayes Method

〇Hiroki Yamaoka1, Mutsuo Sano1 （1. Osaka

Institute of Technology）

 9:00 AM - 10:40 AM

[4Pin1-20]

A Note on Similar Researcher Retrieval

Considering Temporal Changes of Research

Content and Affiliations

〇Hiroyuki Nishizawa1, Marie Katsurai1, Ikki

Ohmukai2, Hideaki Takeda2 （1. Doshisha

University, 2. National Institute of Informatics）

 9:00 AM - 10:40 AM

[4Pin1-21]

Development of Calculus Solver software

which provides solving hints and answer steps

〇Otsuka Motohiro1, Taira Hirotoshi1, Shinkai

Hisaaki1 （1. Faculty of Information Science

&Technology, Osaka Institute of Technology）

 9:00 AM - 10:40 AM

[4Pin1-22]

Multi-source neural grammatical error

correction

[4Pin1-23]

〇Cao Guolin1, Hiroya Takamura2,3, Manabu

Okumura2,4 （1. School of Engineering, Tokyo

Institute of Technology, 2. Institute of Innovative

Research, Tokyo Institute of Technology, 3. AIST, 4.

RIKEN AIP）

 9:00 AM - 10:40 AM

Automatic Generation of Bilingual Corpus by

Earth Mover's Distance and Senetence Vectors

Using Word Embedding

〇Ryo Tanoue1, Hiroshi Echizen'ya1, Kenji Araki2 （1.

Hokkai-Gakuen University, 2. Hokkaido University）

 9:00 AM - 10:40 AM

[4Pin1-24]

Neural Machine Translation with Kanji

Decomposition

〇Vishu Gupta1, Akihiro Nakamura1, Haruki Fukuda1,

Takashi Tsunakawa1, Yoshinobu Kano1, Masafumi

Nishida1, Masafumi Nishimura1 （1. Shizuoka

University）

 9:00 AM - 10:40 AM

[4Pin1-25]

Support for Searching for Articles to be

Verified for Fact Checking

〇Kaori Uchiyama1, Kaito Suzuki1, Tsubasa Tagami1,

Kazuaki Hanawa1, Kentaro Inui1,2, Atsushi Komiya3,

Atsuo Fujimura3, Akinori Machino, Hitofumi Yanai4,

Ryo Yamashita4 （1. Tohoku University, 2. RIKEN

Center for Advanced Intelligence Project, 3.

SmartNews, Inc., 4. Watchdog for Accuracy inNews-

reporting, Japan）

 9:00 AM - 10:40 AM

[4Pin1-26]

Mining Significant Diamond Episodes from

Event Sequences

〇Yota Tani1, Isamu Furuya1, Kouichi Hirata2, Hiroki

Arimura1 （1. Graduate School of Information

Science and Technology, Hokkaido University, 2.

Department of Artificial Intelligence, Kyushu Institute

of Technology）

 9:00 AM - 10:40 AM

[4Pin1-27]

Public Release of a Web-based System for

Visualizing Prefectural Assembly Minutes in

Japan

〇Hokuto Ototake1, Keiichi Takamaru2, Yuzu

Uchida3, Yasutomo Kimura4 （1. Fukuoka University,

2. Utsunomiya Kyowa University, 3. Hokkai-gakuen

University, 4. Otaru University of Commerce / AIP）

 9:00 AM - 10:40 AM

[4Pin1-28]

Utterance Intention Understanding for News[4Pin1-29]



©The Japanese Society for Artificial Intelligence 

 Fri. Jun 8, 2018 Poster presentation  JSAI2018

Articles Transfer by Conversation

〇Hiroaki Takatsu1, Katsuya Yokoyama1, Hiroshi

Honda2, Shinya Fujie1,3, Yoshihiko Hayashi1,

Tetsunori Kobayashi1 （1. Waseda University, 2.

Honda R&D Co.,Ltd., 3. Chiba Institute of

Technology）

 9:00 AM - 10:40 AM

The Estimation of Argument Structure using

Deep Learning

〇Ryo Kinoshita1, Masaki Uto1, Maomi Ueno1 （1.

The University of Electro-Communications）

 9:00 AM - 10:40 AM

[4Pin1-30]

Analogy comprehension between

psychological experiments and word

embedding models

〇Shin Asakawa1 （1. Tokyo Women's Cristian

university）

 9:00 AM - 10:40 AM

[4Pin1-31]

Associating semantic structure in metaphor

comprehension

〇Miho Fuyama1, Hayato Saigo2 （1. Tamagawa

university, 2. Nagahama Institute of Bio-Science and

Technology）

 9:00 AM - 10:40 AM

[4Pin1-32]

Towards Interpretation as Natural Logic

Abduction

〇Naoya Inoue1, Pontus Stenetorp2, Sebastian

Riedel2, Kentaro Inui1,3 （1. Tohoku University, 2.

University College London, 3. RIKEN Center for

Advanced Intelligence Project）

 9:00 AM - 10:40 AM

[4Pin1-33]

Innovative approach for prediction of local

weather using machine learning

〇Takao Yoshikane1, Kei Yoshimura1 （1. The

University of Tokyo）

 9:00 AM - 10:40 AM

[4Pin1-34]

Construction of ground motion prediction

equation using random forest

〇Hisahiko Kubo1, Takashi Kunugi1, Shingo Suzuki1,

Wataru Suzuki1, Shin Aoi1 （1. National Research

Institute for Earth Science and Disaster Resilience ）

 9:00 AM - 10:40 AM

[4Pin1-35]

Development of the motion direction

classifiers for bimanual movement using

electroencephalogram

〇Masaki Kato1, Sotaro Shimada1 （1. Meiji

[4Pin1-36]

University）

 9:00 AM - 10:40 AM

A computational system estimating perception

evoked by arbitrary visual inputs on the basis

of modeling the perceptual representation in

the brain

〇Satoshi Nishida1,2, Shinji Nishimoto1,2 （1.

National Institute of Information and

Communications Technology, 2. Osaka University）

 9:00 AM - 10:40 AM

[4Pin1-37]

Metal-Oxide-Semiconductor Gas Sensor Array

Toward Artificial Olfaction

〇Yuta Saito1, Takamune Yokoyama1, Takahisa

Tanaka2, Ken Uchida2 （1. Faculty of Science and

Technology, Keio University, 2. Department of

Electronics and Electrical Engineering, Keio

University）

 9:00 AM - 10:40 AM

[4Pin1-38]

Estimation model of bustle of shopping streets

by integration of IoT sensor data

〇Aoi Yoshino1, Yuya Ieiri1, Reiko Hishiyama1 （1.

Waseda University）

 9:00 AM - 10:40 AM

[4Pin1-39]

Examination of effectiveness of phased

evacuation strategies in large-scale exhibition

hall facility

〇Noriaki Nishikawa1, Yuichi Hirokawa1, Takeshi

Yamada2, Junji Innami2, Toshiyuki Asano1 （1. Japan

Agency for Marine-Earth Science and Technology, 2.

Vector Research Institute, Inc.）

 9:00 AM - 10:40 AM

[4Pin1-40]

Why does the station get crowded irregularly

in the near future?

〇Tatsuo Yamashita1, Kota Tsubouchi1, Mikiya

Maruyama1, Yuuki Yamaura1, Koichiro Okada1 （1.

Yahoo Japan Corporation）

 9:00 AM - 10:40 AM

[4Pin1-41]

Proposal of Lifestyle Analysis from Household

Electricity Consumption Data

〇Yu Shirai1, Shunichi Hattori2, Yasuhumi Takama1

（1. Graduate School of System Design, Tokyo

Metropolitan University, 2. Central Research

Institute of Electric Power Industry）

 9:00 AM - 10:40 AM

[4Pin1-42]

A pilot study: Application of machine learning

to 24 hour period data – three case studies

[4Pin1-43]
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〇Isao Goto1 （1. Sumitomo Electric Industries,

LTD）

 9:00 AM - 10:40 AM

Introduction of idea generation support system

"Hirameki engine"

〇Masaki Ueyama1, Keita Kobayashi2, Taikai Ogawa2,

Yusuke Okutani3, Ryosuke Sakuma3 （1. Honda R&D

Co.,Ltd. , 2. NOMURA Co.,Ltd., 3. KAYAC Inc.）

 9:00 AM - 10:40 AM

[4Pin1-44]

Toward Personal Memory Recall Support

〇Harumi Murakami1, Ryutaro Murakami1, Yuta

Ueminami1 （1. Osaka City University）

 9:00 AM - 10:40 AM

[4Pin1-45]

Toward Utilization of Use Log of Employee

Cafeteria

〇Tatsuo Yamashita1, Naomi Sasaya1, Nobuhiro

Kaji1, Miho Ishige1, Mizuki Numata1, Takahiro

Shima1, Nobuyuki Shimizu1 （1. Yahoo Japan

Corporation）

 9:00 AM - 10:40 AM

[4Pin1-46]

Bit-pattern kernel filtering for duplication

removing in cell annotation.

〇Toru Nagasaka1 （1. AI &Eye Co., Ltd.）

 9:00 AM - 10:40 AM

[4Pin1-47]

Construction of dataset for summarization

based on the Twitter URL Paraphrase Corpus

〇Koichi Nagatsuka1 （1. Soka University）

 9:00 AM - 10:40 AM

[4Pin1-48]

Proposal of GUI usability evaluation method of

smartphone application

〇Takayuki Tanaka1, Satoru Inoue1 （1. Saitama

Institude of Technology）

 9:00 AM - 10:40 AM

[4Pin1-49]

Generating Spatial Semantic Descriptions of

Parking Instructions for Self-driving Cars

〇Akari Inago1, Hiroshi Tsukahara2, Ichiro

Kobayashi1 （1. Ochanomizu University, 2. Denso IT

Laboratory）

 9:00 AM - 10:40 AM

[4Pin1-50]

A Preliminary Study on Coevolutionary

Simultaneous Design of Digital Watermark for

Two-dimensional Codes and Coded Aperture

〇Shingo Takeshita1, Hiroki Hamasaki1, Takeru

Maehara1, Kentaro Nakai1, Toshiki Sonoda2,

Michihiro Mikamo1, Hiroshi Kawasaki2, Hajime

Nagahara3, Satoshi Ono1 （1. Department of

[4Pin1-51]

Information Science and Biomedical Engineering,

Graduate School of Science and Engineering,

Kagoshima University, 2. Department of Advanced

Information Technology, Graduate School of

Information Science and Electrical Engineering,

Kyushu University, 3. Institute for Datability Science,

Osaka University）

 9:00 AM - 10:40 AM

Dataset Construction Method for Word

Reading Disambiguation

〇Koki Nishiyama1, Kazuhide Yamamoto1, Hideharu

Nakajima2 （1. Nagaoka University of Technology, 2.

NTT Media Intelligence Laboratories）

 9:00 AM - 10:40 AM

[4Pin1-52]

An Activity Description Method by Multiple

Events of Multiple Objects

〇Takayuki Semitsu1, Takashi Nammoto1, Toshisada

Mariyama1 （1. Mitsubishi Electric Corporation）

 9:00 AM - 10:40 AM

[4Pin1-53]

Towards Annotating Problem Solutions and

Evaluation Expressions in Information Science

Papers

〇Hono Shirai1, Naoya Inoue1, Kentaro Inui1,2 （1.

Tohoku University, 2. RIKEN Center for Advanced

Intelligence Project (AIP)）

 9:00 AM - 10:40 AM

[4Pin1-54]
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Poster presentation | General Session | Interactive

インタラクティブ(1)
Thu. Jun 7, 2018 9:00 AM - 10:40 AM  Room P (4F Emerald Lobby)
 

 
Optimization method for Educational Application of Structural
Engineering 
〇Takuya Suzuki1, Keiichi Iguchi2, Takuya Kinoshita1, Akihiro Ishikawa2 （1. Takenaka

Corporation, 2. HEROZ） 

 9:00 AM - 10:40 AM   

Benchmark Functions for Cooperative Coevolution and Analysis of
Influence by Dynamic Problem Decomposition 
〇Yuki Nakashima1, Jun-ichi Matsuoka1, Asuka Hisatomi1, Satoshi Ono1 （1. Kagoshima

University） 

 9:00 AM - 10:40 AM   

Incorporating Knowledge Graph Embeddings into Latent Variable
Models 
〇Naoya Takeishi1,2, Kosuke Akimoto1 （1. The University of Tokyo, 2. RIKEN） 

 9:00 AM - 10:40 AM   

Covariate shift bias correction induced by action 
〇Ryota Higa1 （1. NEC Corporation） 

 9:00 AM - 10:40 AM   

Batch Reinforcement Learning for Linearly Solvable MDP 
〇Tomoki Nishi1, Keisuke Otaki1, Takayoshi Yoshimura1 （1. Toyota Central R&D Labs., Inc.） 

 9:00 AM - 10:40 AM   

Cappuccino: Bootstrapping from Structural Data 
〇Ryo Hanafusa1, Masafumi Oyamada2 （1. Kwansei Gakuin University, 2. NEC Corporation） 

 9:00 AM - 10:40 AM   

Non-negative matrix factorization with information expansion using item
class information 
〇Katsuhiko Murakami1 （1. The University of Tokyo） 

 9:00 AM - 10:40 AM   

Proposal of direct policy search using reduction of policy parameters by
principal component analysis 
〇Yuuki Murata1, Megumi Miyashita1, Shiro Yano1, Toshiyuki Kondo1 （1. Tokyo University of

Agriculture and Technology） 

 9:00 AM - 10:40 AM   

Curriculum Learning for Similar Learning Cases 
〇Yuta Ota1, Yuta Taki1 （1. KOZO KEIKAKU ENGINEERING Inc.） 

 9:00 AM - 10:40 AM   

Graph Feature Extraction Using Graph Fragment Decision Trees 
〇Haruki Sakagami1, Ichigaku Takigawa1, Hiroki Arimura1 （1. Hokkaido University） 

 9:00 AM - 10:40 AM   

Objective Correction for Policy Improvement under Entropy
Regularization 
〇Ryo Iwaki1, Minoru Asada1 （1. Osaka University） 
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 9:00 AM - 10:40 AM   

Experimental evaluation of Time-Series Gradient Boosting Tree with
Time-Series Benchmark datasets 
〇Mitsuyoshi Imamura1,2, Kei Nakagawa1,2, Kenichi Yoshida1 （1. University of Tsukuba, 2.

Nomura Asset Management Ltd.） 

 9:00 AM - 10:40 AM   

Batch Random Walk for GPU-Based Classical Planning(Extended
Abstract) 
〇Ryo Kuroiwa1, Alex Fukunaga1 （1. the University of Tokyo） 

 9:00 AM - 10:40 AM   

Learning to resample for time-series generative model 
〇Takaaki Kaneko1, Shohei Ohsawa1, Yutaka Matsuo1 （1. Department of Technology

Management for Innovation, The University of Tokyo） 

 9:00 AM - 10:40 AM   

End-of-Query Detection in Text Chat System 
〇Shun Tanaka1 （1. CyberAgent, Inc.） 

 9:00 AM - 10:40 AM   

Debating AI: Counterargument Generation Based on Textual
Supportiveness Recognition 
〇Misa Sato1, Kohsuke Yanai1, Toshihiko Yanase1, Yuta Koreeda1, Kenzo Kurotsuchi1 （1.

Hitachi, Ltd.） 

 9:00 AM - 10:40 AM   

Associative Dialog System for Recipe Recommendation Using Food
Knowledge 
〇Katsuyoshi Yamagami1,2, Mitsuru Endo2, Hirokazu Kiyomaru3, Sadao Kurohashi3 （1.

Advanced Industrial Science and Technology (AIST), 2. Panasonic Corporation, 3. Kyoto

University） 

 9:00 AM - 10:40 AM   

Analysis of work motivation by persuasion in dialogue 
〇Takuya Mizukami1 （1. Waseda University） 

 9:00 AM - 10:40 AM   

Acquiring Utterance Candidates for Chat-oriented Dialogue Systems
from Wikipedia Based on a State Space Model 
〇Tomoki Matsumoto1, Masato Sakai1, Mikio Nakano2 （1. Nextremer Co., Ltd., 2. Honda

Research Institute Japan Co., Ltd.） 

 9:00 AM - 10:40 AM   

Knowledge Graph Expansion for Constructing Dialogue Systems
Responding to Queries about Unknown Attributes 
〇Yuma Fujioka1, Kazunori Komatani1 （1. The Institute of Scientific and Industrial Research,

Osaka University） 

 9:00 AM - 10:40 AM   

Utterance understanding and emotion generation in a dialogue system
for children 
〇Kento Yamamoto1, Syunya Omura2, Ryo Nemoto2, Shiori Wada1, Toru Sugimoto2 （1.

Graduate School of Engineering and Science,Shibaura Institute of Technology, 2. College of
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Engineering,Shibaura Institute of Technology） 

 9:00 AM - 10:40 AM   

Augmentation of Dialogue Database by Generating Interrogative
Sentences Using Templates 
〇Yota Osanai1, Tomoya Ogata1, Mamoru Komachi1, Eri Sato-Simokawara1, Kazuyoshi Wada1,

Toru Yamaguchi1, Tomoya Takatani2 （1. Tokyo Metropolitan University, 2. TOYOTA MOTOR

CORPORATION） 

 9:00 AM - 10:40 AM   

Utterance Intention Classification and Database Construction for
Conversational News Delivery System 
〇Katsuya Yokoyama1, Hiroaki Takatsu1, Hiroshi Honda2, Shinya Fujie1,3, Yoshihiko Hayashi1,

Tetsunori Kobayashi1 （1. Waseda University, 2. Honda R&D Co., Ltd, 3. Chiba Institute of

Technology） 

 9:00 AM - 10:40 AM   

A proposal of automatic negotiation simulator Jupiter for negotiation
agent using machine learning. 
〇Tomoya Fukui1, Takayuki Ito1 （1. Nagoya Institute of Technology） 

 9:00 AM - 10:40 AM   

An analysis of multilingual communication for solving global
environmental issues 
〇Yuqi Liao1, Bo Wang1, Yuya Ieiri1, Yuu Nakajima2, Reiko Hishiyama1 （1. Waseda University,

2. Toho University） 

 9:00 AM - 10:40 AM   

Premise generation based on argumentation schemes for dialogue
systems 
〇Koh Mitsuda1, Ryuichiro Higashinaka1, Taichi Katayama1, Junji Tomita1 （1. NTT） 

 9:00 AM - 10:40 AM   

Metaphor creation using corpus and thesaurus 
〇Ryoga Sato1, Toru Sugimoto1 （1. Shibaura Institute of Technology） 

 9:00 AM - 10:40 AM   

Uncombined Elements in an Integrated Narrative Generation System and
Expanding Conceptual Dictionaries by Attribute Information 
〇Jumpei Ono1, Takuya Ito2, Takashi Ogata2 （1. Graduate School of Iwate Prefectural

University, 2. Iwate Prefectural University） 

 9:00 AM - 10:40 AM   

Research on Sharing of Robotics Skills 
〇Guilherme de Campos Affonso1, Kei Okada1, Masayuki Inaba1 （1. Univ. of Tokyo） 

 9:00 AM - 10:40 AM   

Hybrid Policy Gradient for Deep Reinforcement Learning 
〇praveen singh Thakur1, Masaru Sogabe1, Katsuyoshi Sakamoto2, Koichi Yamaguchi2, Dinesh

Bahadur Malla2, Shinji Yokogawa2, Tomah Sogabe1,2 （1. GRID Inc., 2. The University of

Electro-communications） 

 9:00 AM - 10:40 AM   

A mobile robot based on real-time reinforcement learning using human
evaluation 
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〇Ken Yamane1, Hiromasa Uetsuki, Hideyasu Yokomatsu2 （1. Teikyo University, 2. Taito

Corporation） 

 9:00 AM - 10:40 AM   

Study on evolutionary calculation by real world feedback from physical
experiment determining the shape of an underwater robot. 
〇Ryota Nakamura1, Satoru Inoue1 （1. Saitama Institute of Technology） 

 9:00 AM - 10:40 AM   

Person Re-identification by Online Transfer Learning for Mobile Robot
using Region-based CNN and Triplet Loss 
〇Yuki Murata1, Masayasu Atsumi1 （1. Soka University Graduate School of Engineering） 

 9:00 AM - 10:40 AM   

An AI game player trained by a genetic algorithm that avoids
bombardments in a shooting game 
〇Shizuma Namekawa1, Taro Tezuka1 （1. University of Tsukuba） 

 9:00 AM - 10:40 AM   

Action acquisition by Memory Reinforcement Learning useing a prior
knowledge 
〇Yuna Inamori1, Tsubasa Hirakawa1, Takayoshi Yamashita1, Hironobu Fujiyoshi1, Ryota

Kashihawa2, Masaki Inaba2, Naoki Nitanda2 （1. Chubu University, 2. DENSO

CORPORATION） 

 9:00 AM - 10:40 AM   

Neural Headline Generation with Self-Training 
Shintaro Takemae2, Kazuma Murao1, 〇Taichi Yatsuka1, Hayato Kobayashi1,3, Masaki Noguchi1

, Hitoshi Nishikawa2, Takenobu Tokunaga2 （1. Yahoo Japan Corporation, 2. Tokyo Institute of

Technology, 3. RIKEN AIP） 

 9:00 AM - 10:40 AM   

Security Reinforcement for ATM by Using Image Sensing 
〇Reiko Kishi1, Trong Huy Phan1, Kazuma Yamamoto1, Makoto Masuda1 （1. Corporate

Research and Development Center, Oki Electric Industry Co., Ltd. ） 

 9:00 AM - 10:40 AM   

Study on Image Recognition in Tank/Hold of Ship 
〇Masaru Hirakata1, Ma Chong1, Tomoyuki Taniguchi1 （1. National Institute of Maritime, Port

and Aviation Technology） 

 9:00 AM - 10:40 AM   

Prediction of Bascketball Free Throw Scoring by OpenPose 
〇Masato Nakai1, Yoshihiko Tunoda1, Caidong Sun1, Hideki Murakoshi1, Hisashi Hayashi1,

Tuyoshi Aziro1 （1. Advanced Institute Industrial Technology） 

 9:00 AM - 10:40 AM   

BGM Recommendation System Considering the Atmosphere 
〇Kikue Sato1, Shiori Sakai1, Eichi Takaya2, Kazuki Yamauchi3, Hayato Oya3, Satoshi Kurihara2

（1. The University of Electro-Communications, 2. Keio University, 3. RecoChoku Co.,Ltd.） 

 9:00 AM - 10:40 AM   

Music Generation from Motion Data 
Junta Suzuki1, 〇Syogo Watanabe2, Kazuaki Rokusawa1 （1. Department of Computer Science,

Chiba Institute of Technology, 2. Graduate School of Information and Computer Science,



[3Pin1-42]

[3Pin1-43]

[3Pin1-44]

[3Pin1-45]

[3Pin1-46]

[3Pin1-47]

[3Pin1-48]

[3Pin1-49]

©The Japanese Society for Artificial Intelligence 

 JSAI2018 

Chiba Institute of Technology） 

 9:00 AM - 10:40 AM   

Acquisition of uniform impression of music using graph kernel filter 
〇Hisashi IKARI1 （1. Sockets Co., Ltd.） 

 9:00 AM - 10:40 AM   

Feature Extraction and Anomaly Detection by Non-negative Matrix
Factorization of Vibration Data of Machine 
〇Masatoshi Sekine1, Kazuki Kobayashi1, Satoshi Ikada1 （1. Corporate Research and

Development Center, Oki Electric Industry Co., Ltd.） 

 9:00 AM - 10:40 AM   

Anomaly Detection in Control Valves by 1d CNN-LSTM 
〇Takahiro Motegi1, Yuya Nakazawa1, Tetsuya Tabaru1 （1. Azbil Corporation） 

 9:00 AM - 10:40 AM   

Constructing Diagnosis Corpus Using Collaborative Learning
Environment for Improving Dementia Care 
〇Naoki Kamiya1, Hideki Ueno2,3,4, Takumi Yoshizawa1, Shogo Ishikawa1, Kenta Imada1, Hayato

Nishiyama1, Shinya Kiriyama1,4, Akira Tamai3, Yoichi Takebayashi1,4 （1. Shizuoka University, 2.

Chiba University Hospital, 3. Tsuruga Onsen Hospital, 4. The Society of Citizen Informatics for

Human Cognitive Disorder） 

 9:00 AM - 10:40 AM   

Construction and Practice of Collaborative Learning Environment for
Personality-focused Care in Dementia Care 
〇Atsushi Omata1, Shogo Ishikawa1, Hatsue Munakata1, Ayumi Nakanome2, Mio Ito3, Yutaka

Sakane4, Miwako Honda5, Hisao Hara2, Shinya Kiriyama1,6, Yoichi Takebayashi1,4,6 （1.

Shizuoka University, 2. Koriyama Medical Care Hospital, 3. Tokyo Metropolitan Institute of

Gerontology, 4. ExaWizards Inc., 5. Tokyo Medical Center, 6. The Society of Citizen Informatics

for Human Cognitive Disorder） 

 9:00 AM - 10:40 AM   

Co-production of care knowledge for people with dementia based on an
emotion thinking models 
〇Shogo Ishikawa1, Yuki Sasaki1, Shinya Kiriyama1, Miwako Honda2, Yves Gineste3, Yoichi

Takebayashi1 （1. Shizuoka University, 2. Tokyo Medical Center, 3. Institute Gineste

Marescotti） 

 9:00 AM - 10:40 AM   

Patient's sitting position estimation using skeleton information and bed
position detection 
〇MADOKA INOUE1,2, RYO TAGUCHI2, TAIZO UMEZAKI2,3 （1. AIPHONE CO., LTD., 2. Nagoya

Institute of Technology, 3. The University of Tokyo） 

 9:00 AM - 10:40 AM   

Accurate drowsiness estimation via eye-related movements: a neural-
network-based investigation 
Mingfei Sun2, 〇Masanori Tsujikawa1, Yoshifumi Onishi1, Xiaojuan Ma2, Atsushi Nishino3,

Satoshi Hashimoto3 （1. NEC Corporation, 2. Hong Kong University of Science and

Technology, 3. DAIKIN Industries, LTD） 

 9:00 AM - 10:40 AM   
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Estimating nursing care necessity degree using by assessment
information 
〇Shu Kobayashi1, Sachiko Hirata-Mogi1, Fukuda Shoji1 （1. SMS CO., LTD.） 

 9:00 AM - 10:40 AM   

Attempt to visualize clinical data for grasping status of patients 
〇Masamichi Ishii1, Kengo Miyo1 （1. National Center for Global Health and Medicine） 

 9:00 AM - 10:40 AM   

Development of “ Sleep Diary” application and continuation
prediction of behavior for improvement sleeping habits 
〇Jou Akitomi1, Ikuo Kajiyama1, Miho Ishii1, Isa Okajima2, Mineko Yamaguchi1 （1. NEC

Solution Innovators, Ltd., 2. Tokyo Kasei University） 

 9:00 AM - 10:40 AM   

Simulation of Target Word Prediction for Neural Machine Translation 
〇Yuto Takebayashi1, Chenhui Chu3, Yuki Arase1, Masaaki Nagata2 （1. Graduate school of

Information Science and Technology of Osaka University, 2. NTT Corporation, 3. Osaka

University） 

 9:00 AM - 10:40 AM   

Research of abnormal node eradication conditions of self-repair network 
〇Yoshiyuki Tamura1, Yoshiteru Ishida1 （1. Toyohashi University of Technology） 

 9:00 AM - 10:40 AM   
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Optimization method for Educational Application of Structural Engineering

*1 *2 *1 *2

 Takuya Suzuki  Keiichi Iguchi Takuya Kinoshita Akihiro Ishikawa 

*1 *2 HEROZ
 Takenaka Corporation HEROZ  

The purpose of this paper is to confirm an applicability of some optimization methods to an application for architectural 
structural education. First, the outline of the developed application is explained. This application takes advantage of the 
features of smart devices as to anyone from adults to children can enjoy it. Secondary, the detail of three optimization method
is explained. And then, by each method, optimization analyses are conducted for 50 stages. Finally, the optimization results 
are compared, and the applicability of these optimization methods is examined.  

1.

[  2017]

2.

StartOPT[  2017]
1

2 10

 

1

(B1) (B2) (B3)

(B4) (B5)
2

L1 L2 L3

L4 L5 L6

L7 L8 L9 L10

3
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2 5
3 10

50

3.

3

1
(Iterated Local Search (ILS) 3

1

(Iterated Local Search (ILS))

10

[Bensoe 2002]

p=4

2

2
STAGE 

ILSBoundary Load

B1

L1 165 178 178
L2 160 170 170
L3 156 165 160 
L4 148 170 165 
L5 148 170 164 
L6 140 165 160 
L7 142 159 158 
L8 145 158 160
L9 143 159 160

L10 140 158 150 

B2

L1 129 132 132
L2 146 152 150 
L3 119 143 138 
L4 134 142 137 
L5 128 141 135 
L6 132 141 138 
L7 120 139 134 
L8 123 134 137
L9 117 128 136

L10 133 132 134

B3

L1 165 158 165
L2 132 127 128 
L3 148 145 146 
L4 186 181 189
L5 83 81 83
L6 111 107 108 
L7 125 120 119 
L8 113 107 106 
L9 125 124 114 

L10 98 102 91 

B4

L1 143 171 179
L2 154 163 167
L3 161 162 167
L4 182 180 185
L5 146 161 166
L6 153 155 165
L7 148 158 159
L8 149 156 161
L9 152 154 161

L10 157 154 156 

B5

L1 153 162 179
L2 172 164 178
L3 146 164 179
L4 150 170 188
L5 150 171 188
L6 156 163 179
L7 148 156 162
L8 156 158 168
L9 141 156 168

L10 152 152 158
7123 7518 7658

Best Score 9 16 30
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3
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5.

[ 2017]

pp. 47-48, 2017.7 
[Bensoe 2002] Bensoe, M.P., Sigmund, O.: Topology 

Optimization; Theory, Methods, and Applications, Springer, 
2002.
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Benchmark Functions for Cooperative Coevolution and Analysis of Influence by Dynamic
Problem Decomposition

∗1
Yuki Nakashima

∗1
Jun-ichi Matsuoka

∗1
Asuka Hisatomi

∗1
Satoshi Ono

∗1
Department of Information Science and Biomedical Engineering, Graduate School of Science and Engineering, Kagoshima University

This paper proposes benchmark functions for cooperative coevolution (CC), which dynamically divides a target
problem into smaller subproblems and solves in parallel. The proposed benchmark functions allow adjusting
dependency strength between variables by changing the number of linkages and linkage types. Experimental
results showed the influence of dynamic decomposition change frequency to CC’s optimization performance.

1.

[Potter 94]

2. DECC-G

Wang DECC-G

SaNSDE Self-adaptive DE with

Neighborhood Search

[Yang 08] SaNSDE F CR

Tg

DE 3

1

:

890-0065 1-21-40

sc114035@ibe.kagoshima-u.ac.jp

1: Linkage form

Problems Linkage form

Absolute L(x) = |x|
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Incorporating Knowledge Graph Embeddings into Latent Variable Models

∗1
Naoya Takeishi

∗1
Kosuke Akimoto

∗1
Department of Aeronautics and Astronautics, The University of Tokyo

In this talk, we introduce an idea for incorporating information encoded in a knowledge graph to a latent
variable model (LVM). We propose an extension of an LVM by two-view modeling, where the parameters and the
latent variables of the LVM are shared between the original LVM and a probabilistic model for knowledge graph
embedding. We specifically introduce how to incorporate a knowledge graph into probabilistic principal component
analysis and show preliminary experimental results.

1.

latent variable model, LVM

LVM

LVM

LVM

LVM

[Fung 03, Varol 12, Andrzejewski 11, Mei 14, Foulds 15]

LVM

(h, r, t) (h, r, t)

h = Kagoshima, r = is-located-in, t = Japan,
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knowledge graph embedding, KGE
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answering

KGE TransE [Bordes 13]
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ConvE [Dettmers 17]
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: {takeishi,akimoto}@ailab.t.u-tokyo.ac.jp
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作用によって生じる共変量シフトバイアスの補正
Covariate shift bias correction induced by action

比嘉　亮太
Ryota Higa

NECデータサイエンス研究所
NEC Data Science Research Laboratories

In this study, we consider the covariates shift caused by the action on the data problem. Also, consider the
method of bias correction using the density ratio estimation.In the numerical experiments, the action actually
cause unsteady/extrapolation problem of distribution. It shows that have a significant bias to the expected value
evaluation.Further illustrates that the method using the density ratio even in the case of changing the data size
and dimensions are effective.

1. はじめに
人工知能/機械学習における研究やビジネスにおいて、デー

タの蓄積と活用手法の確立がますます重要になっている。解く
べき課題の明確化と十分なデータをそろえることが、機械学習
を用いた予測モデルを構築するためのスタートラインである。
しかしながら、これまでにとったことの無い行動を含むリーン
スタートアップやキャンペーン最適化、新素材探索などは、本
質的にデータ取得が部分的になる。その様な場合は、機械学習
の手法が適用困難であり、適用できたとしても適切な結果を導
けない。
データ取得が部分的である場合に生じる問題として、共変量シ

フトによって生じるバイアスの問題が指摘されている。これは、
予測と評価時の入力分布が異なる、つまり非定常な分布によって
生じる期待値評価のズレである。密度比推定を用いたアプローチ
は、非定常な分布によって引き起こされる回帰や分類において有
効であることが知られている [Shimodaira 00, Sugiyama 07]。
また、我々が知りたい量としては、データのミクロな分布そ

のものではない。これまでと異なったアプローチを行った場合
の費用対効果や売り上げなどの期待値であるマクロな量であ
る。期待値は、上昇、一定、減少など現状との相対的な比較に
よって評価できる。
本研究において、データに対する作用によって生じる共変量

シフトの問題と密度比推定を用いたバイアス補正の方法につい
て考察する。数値実験において、最適化の作用が実際に分布の
非定常/外挿問題を引き起こし、期待値評価に大きなバイアス
を与えることを示す。さらに、データサイズや次元を変えた場
合においても密度比を用いた方法が有効であることを示す。

2. 問題設定
具体例として、以下の目的関数の期待値評価を考える。

l(a, x, y) := xy − ca (1)

ここで、aは操作変数、xは入力、yは出力であり、cは定数と
する。例えば、aはキャンペーン、xは収入、yは解約であり、
l(a, x, y)はキャンペーンの費用対効果の指標と成る。または、

連絡先: 比嘉　亮太、NECデータサイエンス研究所、神奈川県
川崎市中原区下沼部 1753、email:r-higa@ct.jp.nec.com

aは電圧、 xは電流、y は抵抗とする。操作変数 aに対して、
あるアルゴリズムを適用した後の、lの期待値を

EF [l(a, x, y)] :=
∑
a,y

∫
dxpF (a, x, y)l(a, x, y) (2)

と定める。本問題は、上記の期待値を評価することが目的であ
る。しかし、a に対するアルゴリズム適用前のイニシャルデー
タセット DI = {an, xn, yn}は得られているが、操作後のデー
タセットは部分的 DF = {an, xn}であるとする。
2.1 仮定
出力 y の条件付き分布において、以下の仮定を置く。

pI(y|x, a) = pF (y|x, a) (3)

ここで、添え字の I は a の操作前、F は a の操作後とする。
つまり、出力結果においては、保存則が成立りつしているとす
る。1つの方法としては、過去のデータから p(y|x, a)を推定
して、それをデータを生成するシミュレータとみなして a 操
作後の期待値を求める方法がある。しかしながら、推定したモ
デルに対して操作変数を変えて期待値評価を行うと、データの
無い部分の外挿問題に対応してしまい、過大、過小評価の結果
となる。以下では、密度比を用いたアプローチを示す。

3. 密度比を用いた定式化
操作変数 aによって、p(a, x, y)に対して定常な分布は仮定

できない。以下のような状況を考える。

pI(a, x, y) �= pF (a, x, y) (4)

ここで、両者の比を γ とすると、y の条件付分布の仮定より

γ(a, x) :=
pF (y|a, x)pF (a, x)
pI(y|a, x)pI(a, x) (5)

=
pF (a, x)

pI(a, x)
(6)

となり、y の情報が不要になることがわかる。

1

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

3Pin1-04



密度比 γ(a, x)を用いると、(2)は

EF [l(a, x, y)] =
∑
a,y

∫
dxpF (a, x, y)l(a, x, y)

=
∑
a,y

∫
dx

pF (a, x, y)

pI(a, x, y)
pI(a, x, y)l(a, x, y)

=
∑
a,y

∫
dxγ(a, x)pI(a, x, y)l(a, x, y) (7)

= EI [γ(a, x)l(a, x, y)] (8)

となる。ただし、γ(x, a) < ∞とする。つまり、本来知りたい
操作後の期待値は、操作前の期待値と γによって評価できるこ
とを示している。これは、yに対して手元に得られているデー
タの活用方法やシミュレータなどのドメイン知識などの助けを
借りることによって、マクロな期待値の評価は可能であること
を意味している。
仮定を検証する方法としては、r(x, a) = 1となる場合にお

いて、操作前後の期待値の差であるバイアス

B = EF [l(a, x, y)]− EI [γ(a, x)l(a, x, y)] (9)

がゼロに成ることを確かめればよい。これは、y を生成する
モデルに対する改良にも使える。例えば、仮説の再検討にお
いて、時間 tを与えた pI(y|x, a) = pF (y|x, a) exp (−αt)とし
て、パラメータ αを決定する問題とする。ミュレータと現実
の環境の変化への適用といった、シミュレータ開発者にとって
も、データ主導による改良できる可能性を示している。

4. 数値実験
密度比を用いた方法と、仮説を用いて y のモデルを推定す

る方法の比較を行い、分布のズレによるバイアス補正の効果を
実験的に確かめる。

4.1 設定
検証の実験として、以下の様な設定を行う。

a ∼ Bernoulli(a|μa) (10)

x|a ∼ N (x|μa, σ
2
a) (11)

y|a, x ∼ Bernoulli(y|μa, x) (12)

(13)

操作変数 aに対しては、x全体の上位K[%]にたいして a = 1、
それ以外を a = 0 とする操作アルゴリズム (以下、Top of K

と呼ぶ)を用いる。図 1は、操作前後においての p(a, x)分布
の変化である。Top of Kの適用後の y は得られないとする。

4.2 結果
設定した人工モデルに対して、データサイズを変更しなが

ら、モンテカルロにより 1000回の試行によって目的関数の期
待値を評価した。共変量シフトを用いたアプローチとの比較手
法としては、p(y|x, a) の保存則を用いて、捜査前のデータよ
り、ロジスティック回帰、SVM(RBF), Deep(４層)により推
定した。
結果は、2 で与えられている。黒が操作前、赤が操作後の

期待値である。青が共変量シフトを用いた期待値評価であり、
データサイズ 100で Top of K適用後の期待値評価が出来てい
る。一方、ロジスティック (緑)、SVM(茶), Deep(橙)は過大、
過小に期待値を見積もる傾向にあることが確かめられた。

図 1: Top of Kによる分布の変化。a = 0の xの分布は左側
へシフトし、a = 1の xの分布は右側へシフトしている。

図 2: サンプル数を 100, 500, 1000と変化させた場合での共変
量シフトとロジスティック、SVM, Deepとの比較。赤が正し
い結果であり、共変量シフトが最もバイアスが補正できている
結果である。

4.3 考察
直接 y を推定することは、分布の非定常性に加えデータの

偏りなどで生じる外挿問題にダイレクトに挑戦する難しい問題
である。一方、密度比を用いた期待値評価は、観測されたデー
タの内挿問題であり、分布の詳細な情報をあきらめる代わりに
予測の難易度は下がる。マクロな量である期待値の評価を行う
場合は、分布の普遍的な部分やドメイン知識で補える部分でき
りわけるアプローチは、既存のデータを活用する上で有効な手
法であることが経験的に確かめられた。

5. おわりに
本研究では、密度比を用いたデータの活用が、将来の期待値

評価に有効であることを示した。今後は、本研究の一般的な定
式化を含め、逐次的な操作を含む期待値評価や、目的関数の推
定を含む問題へ拡張する予定である。

参考文献
[Shimodaira 00] H. Shimodaira,“ Improving predictive in-

ference under covariate shift by weighting the log-

likelihood function,”J. Stat. Plan. Inference, vol. 90,

no. 2, pp. 227244, 2000.

[Sugiyama 07] M. Sugiyama, M. Krauledat, and K.-R.

Mller, “ Covariate shift adaptation by importance

weighted cross validation,”J. Mach. Learn. Res., vol.

8, pp. 9851005, 2007.
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線形可解マルコフ決定過程のためのバッチ強化学習
Batch Reinforcement Learning for Linearly Solvable MDP

西智樹 ∗1
Tomoki Nishi

大滝啓介 ∗1
Keisuke Otaki

吉村貴克 ∗1
Takayoshi Yoshimura

∗1豊田中央研究所
Toyota Central R&D Labs., Inc.

Linearly solvable Markov decision process (L-MDP) is an essential subclass of MDP to find a better policy effi-
ciently. We first develop a novel batch reinforcement learning algorithm for L-MDP. The algorithm simultaneously
learns a state value function and a predictor of state values at next step by using pre-collected data. We evaluate our
method on traffic signal control domain in a single intersection with the traffic simulator SUMO. Our experiment
demonstrates that our method finds the policy on the domain efficiently.

1. ����

線形可解マルコフ決定過程 (L-MDP)は Todorovによって
提案されたマルコフ決定過程 (MDP)の一種である [Todorov

06]．L-MDPはベルマン方程式を，規定の行動を実施時のある
状態と次状態に関する線形差分方程式に変形することで，ダイ
ナミクスが既知の場合には最適政策を効率的に求められる．ま
た文献 [Todorov 06]ではさらに，ダイナミクスが未知の場合の
強化学習として Z-learningが提案され，Q-learning [Watkins

92]よりも効率的に政策を学習できることが報告されている．
一方で，Fitted Q-iteration [Riedmiller 05] に代表される

バッチ強化学習は，予め収集したデータに基づき，オフライン
でより良い行動を学習することができる強力な枠組みの一つで
ある．自動運転・交通制御など学習中に事故や渋滞を引き起こ
す可能性がある問題では，有用な学習手法である [Riedmiller

07]．筆者は，先に述べた L-MDPに対し，連続状態行動空間
におけるエージェントのダイナミクスが既知の場合のバッチ強
化学習 passive Actor-Criticを提案し，自動運転の混雑時の高
速道合流において有用であることを示した [Nishi 17]．しかし
ながら，離散行動空間における L-MDP のためのバッチ強化
学習はこれまで提案されておらず，交通信号機など行動が離散
的に表現される場合には利用することができなかった．
そこで本稿では，離散行動空間における L-MDP のための

バッチ強化学習 Fitted Z-learningを提案する．本手法は，線
形化されたベルマン方程式に基づく状態価値の学習と，ある状
態である行動を選択した際の遷移先の状態価値の学習とを同時
に行うことで政策を学習する．また提案手法の有効性を検証す
るために，シミュレーションを用いた 1 交差点での信号機制
御で評価を行う．

2. ��

2.1 ��	
����Q-learning
MDPは 〈S,A, T, R, γ〉の 5つの要素の組で表現できる．S

は状態空間，Aは行動空間，T : S ×A×S → [0, 1]は状態遷
移モデル，R : S × A × S → Rはコストモデル，γ はコスト
の 1ステップ毎の割引率を表す．また政策 π : S → Aは状態
s ∈ S の時に行動 a ∈ Aを出力する関数である．マルコフ決

連絡先: 西智樹，豊田中央研究所，愛知県長久手市横道 41-1，
nishi@mosk.tytlabs.co.jp

定過程における基本的な問題設定は，状態 s が与えられた時
に，目的関数 J を最小化する政策 π∗ : S → Aを発見するこ
とである．その時の目的関数は，

J := Eπ

[ ∞∑
k=0

γkrk

]
,

で表される無限ホライゾンにおけるコストの累積和の期待値が
よく用いられる．ここで，Eπ[·]は政策 π の下での期待値，rk
は時刻 k での即時コストを表す．政策 π の下での状態価値関
数 V π，及び行動価値関数 Qπ を下記のように定義すると，

V π(s) := Eπ

[ ∞∑
k=0

γkrt+k|st = s

]
s ∈ S,

Qπ(s, a) := Eπ

[ ∞∑
k=0

γkrt+k|st = s, at = a

]
s ∈ S, a ∈ A,

時刻 tにおける最適な政策 π∗(st)及び，その下での行動価値
関数 Q∗(st, at)，状態価値関数 V ∗(st)はベルマン方程式

Q∗(st, at) = r(st, at) + Est+1∼p(st+1|st,π∗(st)) [γV
∗(st+1)] ,

(1)

V ∗(st) = min
at∈A

Q∗(st, at),

π∗(st) = arg min
at∈A

Q∗(st, at), (2)

を満たす．
モデルフリー強化学習の最もよく知られた方法である Q-

learning は，ベルマン方程式に基づき計算される TD 誤差 E
を減少させるように，行動価値関数 Qの推定値を更新する手
法である．

Et = Q(st, at)−
(
r(st, at) + γmax

a∈A
Q(st+1, a)

)
.

2.2 ������	
���� Z-learning
L-MDPは 〈S,U , T, R, γ〉の 5つの要素の組で表現される．

但し U は L-MDPにおける行動空間であり，他の要素は通常
のMDPと同様である．L-MDPは通常のMDPに下記の 2つ
の仮定を追加したMDPである．
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1. p(st+1|st,ust ) := p(st+1|st, π0) exp(ust ),

2. r(st,ust ) := q(st) + λKL(p(st+1|st, π0)||p(st+1|st,ust )),

但し，ust ∈ R
|S|は状態 stにおける行動ベクトル，p(st+1|st, π0)

及び p(st+1|st,ust)はそれぞれ予め設計者が決めた政策 π0 に
基づいて行動した時の状態遷移の確率分布，行動 ust をとった
時の状態遷移の確率分布，q(st)は状態にのみ依存した状態コ
スト，KL(·||·)はKL-divergence．また λは，状態コスト q(st)

に対する KL-divergenceで表される行動コストの，相対的な
大きさを調整するためのパラメータである．１つめの仮定は，
L-MDPにおける行動 ust は，MDPの行動とは異なり，状態
s からある状態 s′ への状態遷移確率をどれくらい変化させる
かであり，その大きさが exp(ust)で表されるとする仮定であ
る．また２つめの仮定は，L-MDPの即時コスト関数 r(st,ust)

は，状態コスト q(st) と，p(st+1|st, π0) と p(st+1|st,ust) の
KL-divergenceで表される行動コスト，の２つに分解できると
する仮定である．
上記の仮定から，最適な政策 π∗

L は，

Z∗(st) = exp(−q(st)/λ)Est+1∼p(st+1|st,π0) [(Z
∗(st+1))

γ
] ,

(3)

Z∗(st) := exp(−V ∗(st)/λ),

で表される線形化ベルマン方程式を満たすことが導かれる
(詳細は [Todorov 06] を参照のこと)．その時最適な政策
π∗
L(st, st+1)及びその政策の下での状態遷移は，

π∗
L(st, st+1) = (V ∗(st)− q(st)− γV ∗(st+1)) /λ, (4)

p(st+1|st, π∗
L) =

p(st+1|st, π0)Z
∗(st+1)

exp(q(st)/λ)Z∗(st)
, (5)

となる．
政策 π0 に従う際の状態遷移確率 p(st+1|st, π0)と状態コス

ト q(st) が既知である場合には，離散状態行動空間における
L-MDPの状態コスト V と最適政策 π∗

L は，式 (3)の Z∗ につ
いての固有値問題を解くことで求められる．また連続状態行動
空間の場合においても，Z 関数 Z(st) を基底関数の線形和に
より近似することで，効率的に学習できる [Todorov 09]．
また，状態遷移確率 p(st+1|st,ust)と即時コスト関数 q(st)

が未知である場合は，予め決められた政策 π0 に従って行動し
た時のデータに基づいて，Z 関数を学習する Z-learningが適
用できる．Z-learningは，線形化ベルマン方程式に基づき計算
される TD誤差 EL を減少させるように，Z 関数の推定値を更
新する．

EL,t = Z(st)− exp(−q(st)/λ)(Z(st+1))
γ .

3. ���� Fitted Z-learning

L-MDPのためのバッチ強化学習として，Fitted Z-learning

を提案する．Z-learningは，既定の政策 π0 に従って行動した
際の状態遷移のデータに基づき，Z関数を学習することができ
る．また，状態コストを既知とすると，L-MDPにおける政策
πL は，式 (4)により学習した Z関数を用いて求められる．さ
らに p(st+1|st, π0)を既知とすると，政策の下での状態遷移は，
式 (5)により算出できる．しかしながら，L-MDPにおける行
動は状態遷移に与える影響の強さであり，エージェントが具体
的に取り得るどの行動（MDPの意味での行動）を取れば，式

(5)から算出される望ましい状態遷移を実現することができる
かは自明ではない．
行動価値関数Q∗(st, at)が学習出来れば，MDPにおける政

策 π∗ は式 (2) により求められる．ここで，即時コスト r(st)

が状態コスト q(st)で近似できると仮定する．これは，λを小
さく設定することで常に実現できる．

r(st, at) = q(st) + λKL(p(st+1|st, π0)||p(st+1|st,ust)) ≈ q(st).

(6)

この時式 (6)の仮定により行動価値関数は，

Q∗(st, at) = r(st, at) + Est+1∼p(st+1|st,π∗) [γV
∗(st+1)] ,

≈ q(s) + Est+1∼p(st+1|st,π∗) [γV
∗(st+1)] ,

と近似できる．また近似した行動価値関数に基づく政策 π̂は，

π̂(st) = arg min
at∈A

(
q(st) + Est+1∼p(st+1|st,π̂) [γV (st+1)]

)
,

= arg min
at∈A

Est+1∼p(st+1|st,π̂) [V (st+1)] ,

= arg max
at∈A

Est+1∼p(st+1|st,π̂) [Z(st+1)] ,

と書き直すことができる．この政策は，状態 st において，次
状態 st+1 での Z 関数の期待値が最大となる行動を選択する
ことを意味している．つまり，即時コスト r(st)が状態コスト
q(st)で近似できる場合には，状態 st においてある行動 at を
とった時の次状態 st+1 での Z 値を予測することで，行動を決
定することができる．
提案する Fitted Z-learningは，2つの関数，

• 現状態 st の Z 値を推定する関数 Ẑ(st;θ)，

• 行動 at を選択した時の次状態 st+1 での Z 値を予測する
関数 Ẑ(st; at,φ)，

の学習を通して政策 π を学習する．ただし，θ 及び φは共に
関数近似のためのパラメータである．Z-learningと同様に，θ

は，L-MDP におけるベルマン方程式から算出される TD 誤
差を小さくするよう学習する．φ は，時刻 t で行動 at を選
択した時の次状態 st+1 の Ẑ(st+1;θ)の値と Ẑ(st; at,φ)との
最小 2 乗誤差を小さくするように学習する．本稿ではさらに
multi-step Q-learning [Peng 96]を参考に，連続したTステッ
プの状態遷移を考慮してパラメータの更新を行う multi-step

Fitted Z-learningを用いた．
詳細なアルゴリズムを Algorithm 1に示す．

4. ����

本節では 1交差点における信号機制御タスクにより Fitted

Z-learningの有効性を検証する．

4.1 ����� !"#�$%&'

Fitted Z-learning の Ẑ(s;θ) 及び Ẑ(s; a,φ) をニューラル
ネットワークでモデリングし，学習した．ニューラルネット
ワークの構成を図 1に示す．Ẑ(s;θ)と Ẑ(s; a,φ)は，状態 s

の Z 値と，状態 sで行動 aを選択した時の次状態の Z 値の推
定値であり，この 2つの Z値は相互に関連するため，ニュー
ラルネットワークの多くのパラメータは共有出来ると予想され
る．そこで Dueling Network Architectures [Wang 15] を参
考に，図 1のように下位層のネットワークを共有したフォーク
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Algorithm 1 multi-step Fitted Z-learning

1: procedure 予め収集したデータセット D から政策を学習
2: パラメータ θ 及び φ を初期化
3: for エピソード i = 1 to N do
4: D から T ステップ連続したデータをランダムに抽出:

{(i, s1, a1, s2, q1), ..., (i, sT , aT , sT+1, qT )} ∼ D
5: パラメータの勾配を初期化: dθ ← 0
6: R ← Ẑ(sT+1;θ)
7: for ステップ t = T to 1 do
8: R ← exp(−qt/λ)Rγ

9: TD 誤差 EL,t を計算: EL,t ←
(
R− Ẑ(st;θ)

)

10: パラメータの勾配 dθ を更新: dθ ← dθ + ∂E2
L,t/∂θ

11: 誤差 δt を計算:

12: δt ←
(
Ẑ(st+1;θ)− Ẑ(st; at,φ)

)

13: パラメータの勾配 dφ を更新: dφ ← dφ+ ∂δ2t /∂φ

14: end for
15: パラメータ θ,φ を dθ/T, dφ/T に基づき更新
16: end for

17: end procedure

型のネットワークを用いた．つまり，下位層のパラメータは，
θ 及び φ で同じ値を用い，θ 及び φ の更新時に更新される．
また，全ての中間層は，全ノードが結合された全結合層 (Fully

Connected Layer, FCL)を用い，最終層以外の活性化関数は
全て ReLU(·) := max(0, ·)を用いた．出力層の活性化関数は，
Z(s) > 0, ∀s ∈ S であるため，Ẑ(s;θ) 及び Ẑ(s; a,φ) 共に，
Softplus(·) := log(1 + exp(·))を用いた．

図 1: Fitted Z-learningのためのネットワークの構成

4.2 ��(�

従来手法 Q-learningと提案手法 Fitted Z-learningに対し，
学習の安定性，速度，性能の３つの観点での比較評価を行った．
評価タスクとしては，上下左右に伸びた 4道路各方向 1車線
ずつ，計 8車線が結合している道路（図 2）において，交差点
の信号機を制御し，全道路の交通量を最大化するタスクを用い
た．以下で，評価タスクの詳細を述べる．
各道路は直進のみができ，右左折できない道路とした．また

状態は各車線を走行する全車両の平均速度（8状態変数）及び
各車線で信号待ちしている車両の台数（8 状態変数）の計 16

次元のベクトルで表現し，行動は（縦方向，横方向）の道路の
信号機の色がそれぞれ（青，赤）または（赤，青）の 2つとし
た．各車両の出発地及び目的地はランダムに各車線の端点を選
択した．信号を制御した際の交通流をシミュレートするため
に交通流シミュレータ SUMO [Krajzewicz 02]を用いた．ま
た Fitted Z-learningは，SUMOにより生成された固定サイク
ル長の信号機で制御した 5,000,000秒（約 1400時間）のデー
タを用いて 40,000回ニューラルネットワークのパラメータを
更新した．本実験では，実際の街中で一般に用いられている固
定サイクル長の信号機，Q-learning により学習された信号機

図 2: 1交差点の信号機制御タスク．上下左右に伸びた 4道路
各方向 1車線ずつの計 8車線が結合した交差点の信号機を制
御するタスク．三角で示された車両が交差点通過するために待
つ時間を最小化するような制御方法を学習する．

と比較実験を行った．Q-learningは Fitted Z-learningで用い
たニューラルネットワークと層数が同じになるよう中間層が 4

層のニューラルネットワークを用いた．

4.3 ��)*

4 道路が各方向 1 車線ずつ計 8 車線が結合された交差点の
信号機制御をQ-learning, Fitted Z-learningで各 20回学習し
た．まず 40,000ステップ以内に学習初期の政策の平均待ち時
間に対して，8割以下の待ち時間を達成できた場合を学習の成
功とし，各手法の成功率を図 3に示す．この結果から Fitted Z-

learningは Q-learningに比べ安定して学習ができることが分
かった．これは，Q-learningは状態と行動を入力とする状態行
動価値関数を学習する必要があるのに対し，Fitted Z-learning

は状態のみを入力とする Z関数の学習を通して政策を学習す
るため，学習が容易になり，学習が安定したのではないかと推
察される．

図 3: 学習の成功率

また，学習が成功した時のみの学習曲線の平均，及び最後の
繰り返し回数時点での性能の平均値と標準偏差を，それぞれ
図 4に示す．図 4(左図)から Fitted Z-learningは予め収集し
たデータのみから Q-learningと同等の，固定サイクルに比べ
２秒以上短い待ち時間を達成する政策を学習できた．また図
4(右図)から，街中で一般に見られる固定サイクルの信号機で
制御された交差点のデータを用いることで，Fitted Z-learning

は Q-learningに比べ効率的にパラメータを学習できることが
分かった．これも上記の学習が安定した理由と同様，Fitted

Z-learning の方が学習が容易であったためではないかと推察
される．

3
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図 4: １交差点信号機制御の実験結果．(左図)学習後の各手法で信号制御した場合の平均待ち時間．Fitted Z-learningは予め収集
したデータのみから Q-learningと同等の，固定サイクルに比べ２秒以上短い待ち時間を達成する政策を学習できた．(右図)Fitted

Z-learningおよび Q-learningの学習曲線．Fitted Z-learningは Q-learningに比べ少ない繰り返し回数で同等の政策を学習するこ
とができた．但し Q-learningは繰り返し回数 4,0000の時点では収束していなかったため，60,000まで学習を継続した．

5. )+

本稿では，離散行動空間における線形可解マルコフ決定過
程のためのバッチ強化学習として Fitted Z-learningを提案し
た．Fitted Z-learningは線形可解マルコフ決定過程から導か
れる線形化ベルマン方程式に基づきマルコフ決定過程での状態
価値関数に相当する Z関数と共に，ある行動を選択した時の次
状態での Z関数の値を予測する関数を同時に学習する．提案
手法を評価するために１交差点の信号機制御で実験を行った．
その結果，提案手法はデータのみから固定サイクルに比べ，２
秒以上待ち時間が短い政策を Q-learningより効率的に学習で
きることが確認できた．
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and Wagner, P.: SUMO (Simulation of Urban MObility)

An open-source traffic simulation Car-Driver Model, Proc

of the 4th Middle East Symposium on Simulation and

Modelling, pp. 183–187 (2002)

[Nishi 17] Nishi, T., Doshi, P., James, M., and Danil, P.:

Actor Critic for Linearly-Solvable Continuous MDP with

Partially Known Dynamics, arXiv preprint:1706.01077

(2017)

[Peng 96] Peng, J. and Williams, R. J.: Incremental multi-

step Q-learning (1996)

[Riedmiller 05] Riedmiller, M.: Neural fitted Q iteration -

First experiences with a data efficient neural Reinforce-

ment Learning method, in Lecture Notes in Computer

Science (including subseries Lecture Notes in Artificial

Intelligence and Lecture Notes in Bioinformatics) (2005)

[Riedmiller 07] Riedmiller, M., Montemerlo, M., and

Dahlkamp, H.: Learning to Drive a Real Car in 20 Min-

utes, in 2007 Frontiers in the Convergence of Bioscience

and Information Technologies, pp. 645–650, IEEE (2007)

[Todorov 06] Todorov, E.: Linearly-solvable Markov deci-

sion problems, Advances in neural information processing

systems, pp. 1369–1376 (2006)

[Todorov 09] Todorov, E.: Eigenfunction approximation

methods for linearly-solvable optimal control problems,

in 2009 IEEE Symposium on Adaptive Dynamic Pro-

gramming and Reinforcement Learning, ADPRL 2009 -

Proceedings, pp. 161–168 (2009)

[Wang 15] Wang, Z., Schaul, T., Hessel, M., Hasselt, van

H., Lanctot, M., and Freitas, de N.: Dueling Network

Architectures for Deep Reinforcement Learning, No. 9

(2015)

[Watkins 92] Watkins, C. J. C. H. and Dayan, P.: Q-

learning, Machine learning, Vol. 8, No. 3-4, pp. 279–292

(1992)

4

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

3Pin1-05



Cappuccino

Cappuccino: Bootstrapping from Structural Data

∗1
Ryo Hanafusa

∗2
Masafumi Oyamada

∗1
Graduate School of Science and Technology, Kwansei Gakuin University

∗2
Data Science Research Laboratories, NEC Corporation

We present Cappuccino, a bootstrapping method for structural data, which extracts target pairs of words by
treating structures in data as patterns that connect pairs of words. The task we tackle in this paper is relation
extraction from structural data such as presentation slides and HTML files. In order to exploiting the structures for
bootstrapping, we convert structural data to graphs, and apply frequent subgraph mining to the graphs to calculate
reliabilities of word pairs and patterns. Experimental results of a relation extraction task show that Cappuccino
outperforms a previous method.

1.

HTML

Cappuccino

(

)

( )

Cappuccino

Cappuccino ( )

HTML

Cappuccino

•

:

rhanafusa@kwansei.ac.jp

: (NEC) m-oyamada@cq.jp.nec.com

1: HTML

•

2.

(apple, fruit)

( )

1

[Hearst 92, Riloff 99, McIntosh 11]

Pantel Espresso [Pantel 06]

HTML ( 1)

Cappuccino

Wu

Fonduer [Wu 17]

Fonduer
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(

)

Cappuccino

Cappuccino Espresso

Cappuccino

• Espresso

Cappuccino

Espresso

• Founduer

Cappuccino

Founduer

3.

Cappuccino Espresso

3.1

( (apple, fruit))

3

1. ( {(apple, fruit), (basketball,
sport)})

2. 1

”is a”

3. 2

( (dog,

animal)) 2

[Curran 07]

2: HTML

Espresso

[Komachi 10]

3.2 Espresso
Espresso

p rπ(p)

i rι(i)

rπ(p) =
1

|I|
∑

i∈I

pmi(i, p)

max pmi
rι(i), (1)

rι(i) =
1

|P |
∑

p∈P

pmi(i, p)

max pmi
rπ(p). (2)

pmi(i, p) = log2
|i, p|

|i, ∗||∗, p| (3)

∗1 P I

max pmi

pmi |i, p|
i p (∗)

1

4. Cappuccino

Cappuccino Espresso

Cappuccino 3.2

Espresso

4.1
Cappuccino Espresso

[Yan 02]

HTML

∗1 pmi(i, p) =

log2
P (i,p)

P (i)P (p)
Pantel

P (i) P (p)

2
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3:

2 HTML

HTML

HTML (<ul>, <li>)

(<li>, <ul>)

Espresso

1

1

DataMining-gSpan [Zhou 17]

4 1

4.2

4.1

3

5.

Cappuccino Espresso (recall)

(precision) F (F-score) 3

HTML

100 HTML

WordNet

18

1:

10 3 30

I1 I2 I3 I4 I5 I6 I7 I8 I9 I10

s1, s2, s3 30 0 0 0 30 0 0 0 0 0

s4, s5, s6 30 30 0 0 0 30 0 0 0 0

s7, s8, s9 30 30 30 0 0 0 30 0 0 0

c1, c2, c3 0 30 30 30 0 0 0 30 0 0

c4, c5, c6 0 0 30 30 0 0 0 0 30 0

c7, c8, c9 0 0 0 30 0 0 0 0 0 30

18 9 (

) 9 ( ”is a”)

100

10

1 10

Ig, g = 1, . . . , 10,

sj , j = 1, . . . , 9, ck, j = 1, . . . , 9,

Espresso

HTML Espresso

HTML

3

1. ESP1

( <p>Kwansei Gakuin University is an uni-

versity.</p>)

2. ESP2

( fruit <li> apple)

3. ESP1 + ESP2 1 2

S

K

L

S = 2, K = 50, 75, 100, 125, 150, L = 100

4 Cappuccino F

Cappuccino

6.

HTML

Cappuccino

Cappuccino

3

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

3Pin1-06



4:

Espresso Cappuccino F

[Curran 07] Curran, J. R., Murphy, T., and Scholz, B.:

Minimising semantic drift with mutual exclusion boot-

strapping, in Proceedings of the 10th Conference of

the Pacific Association for Computational Linguistics,

Vol. 6, pp. 172–180 (2007)

[Hearst 92] Hearst, M. A.: Automatic acquisition of hy-

ponyms from large text corpora, in Proceedings of the

14th conference on Computational linguistics-Volume 2,

pp. 539–545 (1992)

[Komachi 10] Komachi, M., Kudo, T., Shimbo, M., and

Matsumoto, Y.: Semantic drift in espresso-style boot-

strapping: Graph-theoretic analysis and evaluation in

word sense disambiguation, Transactions of the Japanese

Society for Artificial Intelligence, Vol. 25, pp. 233–242

(2010)

[McIntosh 11] McIntosh, T., Yencken, L., Curran, J. R.,

and Baldwin, T.: Relation guided bootstrapping of se-

mantic lexicons, in Proceedings of the 49th Annual Meet-

ing of the Association for Computational Linguistics:

Human Language Technologies: short papers-Volume 2,

pp. 266–270 (2011)

[Pantel 06] Pantel, P. and Pennacchiotti, M.: Espresso:

Leveraging generic patterns for automatically harvest-

ing semantic relations, in Proceedings of the 21st Inter-

national Conference on Computational Linguistics and

the 44th annual meeting of the Association for Compu-

tational Linguistics, pp. 113–120 (2006)

[Riloff 99] Riloff, E., Jones, R., et al.: Learning dictionaries

for information extraction by multi-level bootstrapping,

in Proceedings of the Sixteenth National Conference on

Artificial Intelligence, pp. 474–479 (1999)

[Wu 17] Wu, S., Hsiao, L., Cheng, X., Hancock, B.,

Rekatsinas, T., Levis, P., and Ré, C.: Fonduer: Knowl-
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NMF 
Non-negative matrix factorization with information expansion using item class information 

 
Katsuhiko Murakami 

 
The Institute of Medical Science, The University of Tokyo 

Non-negative matrix factorization (NMF) is widely used for various problems, such as item recommendation of shopping, 
image recognition and bioinformatics. However, when the data are sparse, and the row and columns of the items have no 
association with others, these items tend to be independent resulting poor linking. Here we investigated a method to compensate 
such too sparse data, by adding information of hierarchical relationships among the items to the matrix analyzed. We show 
how the additional information helps to make desired new clusters. In addition, too much expansion of class information makes 
many items into the same clusters, the situation in which is not desired. Some ideas to avoid it are discussed.  

 

1.  
(Non-negative matrix factorization; NMF)

[Lee 99]
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NMF

NMF
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Proposal of direct policy search using reduction of policy parameters by principal component
analysis

Yuuki Murata Megumi Miyashita Shiro Yano Toshiyuki Kondo

Tokyo University of Agriculture and Technology

In the sampling based direct policy search in reinforcement learning, higher dimensional decision variables causes
the deterioration of optimal value and the slowing down of the learning speed. We clarified that the variance of the
sampling probability distribution affects both for the optimal value and the learning speed. Especially, there exists
the tradeoff between the optimal value and the learning speed. In this paper, we propose two trick to improve
the learning speed without deteriorating the optimal value. First trick is to employ the small variance sampling
distribution for improving the optimal value; It causes slower convergence as a side effect. As the second trick, we
employed the dimensionality reduction of the decision variable for improving the learning speed.
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1.

2. 1

,

G-MDS

,

.

2.

2.1 MDS
,

J (1) .

J =

M∑
j=1

p (θj) J (θj) (1)

, p = [p(θ1), p(θ2), ..., p(θM )] θ θ =

θj , J(θj) θj ,

.

p ∈ P :=

{
x|x ∈ R

M ,

M∑
i

xi = 1, xi ≥ 0

}
(2)

, p , p

,

,

p∗ = arg min
p∈P

J (3)

.

, p ,

. [8] (4) .

βt = arg min
β∈B

{〈gt, β〉+ ψ (β) + ηtBφ (β||βt−1)} (4)
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, B , β , gt ∈ δ(βt−1),

ηt . (4)

βt βt = pt ,

pt = arg min
p∈B

{〈gt, p(θ)〉+ ηtBφ (p(θ)||pt−1)} (5)

, gt = ∇pJ = J(θ) ,

. MDS(Mirror

Desent Search) .

2.2 G-MDS
2.1 MDS , G-MDS(Gaussian-

MDS)[1] . , (4)

. , (4) KL

. , (4) Bφ φ , φ (xt,j) =∑N
j=1 xt,j log (xt,j)

(
x ∈ R

N , βt,j > 0
)

,

6 .

pt (θi) =
exp (−ηtgt,i) pt−1 (θi)∑N

j=1 exp (−ηtgt,j) pt−1 (θj)
(6)

, pt(θ)

, pt(θ) ,

pt (θ) = N (
θ | μt−1,Σεt−1,i

)
(7)

. , G-MDS , p(θ)

, (6) .

μt =

N∑
i=1

θipt(θi) =
Ept−1 [θi exp(−ηtgt,i)]

Ept−1 [exp(−ηtgt,i)]
(8)

(8) , μt μ̂t

, .

μ̂t =
1
N

∑N
i=1 θi exp(−ηtgt,i)

1
N

∑N
i=1 [exp(−ηtgt,i)]

(9)

, θi εt,i ∼ N (0,Σεt−1,i)

,

θ = μt−1 + εt−1,i (10)

. , Σεt−1,i

. (9),(10) ,
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∑N
i=1(μ̂t−1 + εt−1,i) exp(−ηtgt,i)∑N

i=1 [exp(−ηtgt,i)]
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∑N
i=1 εt−1,i exp(−ηtgt,i)∑N

i=1 [exp(−ηtgt,i)]

(11)

,

.

2.3 χ2

X1, ..., Xn ,

X = X2
1 + · · ·+X2

n n χ2

[2]. G-MDS , p(θ)

. , p(θ)

, μt−1 = μt = θ∗ . ,

θ , (10)

(θ∗ − θ)2 = {μt − (μt−1 + εt−1,i)}2 = ‖εt−1,i‖2 (12)

. , θ

, εt−1,i
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Curriculum Learning for Similar Learning Cases

∗1
Yuta Ota

∗1
Yuta Taki

∗1
KOZO KEIKAKU ENGINEERING Inc.

In apprications of machine learning, we often need to generate some models for multiple similar cases. In our
study, we propose an efficient learning method exploiting the idea of the curriculum learning. Our idea is that
we evaluate the effectiveness of a curriculum learning for one problem, then we use the learned curriculum as
feedback for learning other cases. We apply our proposal method to two small problems, addition and subtraction
of integers, using Sequence-to-Sequence model. Our experimental results show that the method works efficiently
for some problem settings.
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Algorithm 1

1: for t = 1, . . . , T do

2: PG

3: PF

4: P ← (1− α(t))PG + α(t)PF

5: P Dk

6: Dk
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8: r̂(t)

9: end for
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グラフ断片決定木を用いたグラフ特徴抽出手法
Graph Feature Extraction Using Graph Fragment Decision Trees

坂上 陽規
Haruki Sakagami

瀧川 一学
Ichigaku Takigawa

有村 博紀
Hiroki Arimura

北海道大学 大学院情報科学研究科
Graduate School of Information Science and Technology, Hokkaido University

Graph-fragment decision trees are decision trees for graph classification, whose paths are graph operation codes.
The GFDT algorithm is a top-down graph fragment decision tree learner without costly graph enumeration. In
this paper, we study GFDT in the view of graph feature extraction. We compared GFDT based methods with
pattern enumeration based methods in experiments on real-world datasets.

1. はじめに
1.1 背景と研究目的
機械学習を用いたグラフ分類問題について，近年多くの研

究がなされている．グラフ分類ではグラフデータの特徴表現と
してグラフパターンを用いるのが一般的であり，多くの場合で
は，学習の前処理として何らかの基準を満たすようなパターン
の列挙を行う．例えば，部分グラフ列挙に基づく gSpanアル
ゴリズム（gS と表記する） [4] と決定木構築を合わせた手法
（gS-DTと表記する）が考えられる．これらの前処理は基本的
に重く，多様な構造学習応用のボトルネックになっている．本
稿ではグラフ分類問題に対する新しいアプローチとして，グラ
フ断片決定木を用いた手法を考察する．
グラフ断片決定木: グラフ断片決定木 (GF 決定木) [5] は，

グラフパターンの表現にグラフの符号化表現であるグラフコー
ド [4] を利用する．決定木の各ノードはテストとしてグラフ
コードの拡張演算子を持ち，決定木のパスによって一意なグラ
フパターンに対応したグラフコードが表現される．学習アルゴ
リズム GFDTでは通常の決定木のトップダウン構築法に基づ
いて決定木の構築を行う．gSpan [4]のように部分グラフの探
索空間の網羅的な探索を行わないため，GFDT は，冒頭で述
べた gS-DTアルゴリズムに比べて，高速かつメモリ使用量が
小さいという利点をもつ．一方で，GFDT単体の分類精度は，
多少 gS-DTアルゴリズムに及ばないという問題がある．

1.2 研究結果
そこで，本稿では，GFDT アルゴリズムをグラフ特徴集合

発見として用いて，集約学習手法と組み合わせて，より高精
度のグラフ学習アルゴリズムを構成することを目指す．集約学
習 [3]（ensemble leanring）は，与えられた弱学習器と呼ばれ
るアルゴリズムを用いて多数の分類規則を生成し，それらに
よる多数の予測を統合して，より高精度な予測を行う枠組み
である．集約学習の例として，ランダムフォレスト (random

forest, 以降では RFと表記する)やブースティングがあり，広
く利用されている [1]．
具体的には，GF決定木学習手法 GFDTを元にして，二つ

のグラフ分類手法を提案する．一つ目に，一般の RFに関する
考察から，ランダム化したGF決定木学習手法 rGFDTを開発
し，これを弱学習器として RFと組み合わせた手法 rGFDT-RF

を提案する．二つ目に，グラフ特徴抽出手法として，GFDTが

連絡先: 坂上陽規，sakagami@ist.hokudai.ac.jp

学習した木のパス全体に対応する部分グラフ集合を取り出す手
法 gfPathを開発し，これを弱学習器として RFと組み合わせ
た手法 gfPath-RFを提案する．
実データに対する実験では，これらの提案したグラフ分類

の集約学習手法と，従来の gSpanを特徴抽出器として抽出し
た部分グラフパターンを弱学習器として RFと組み合わせた手
法 gS-RFおよびその変種と比較した．
実験結果からは，次のことがわかった．精度に関しては，提案

の特徴抽出手法と RFを組み合わせた gfPath-RFは少ない特徴
数で，頻出部分グラフ特徴を用いた gS[sup]-RFと gS[size]-RF

に近い分類精度が得られた（実験 1の表 4）．さらに，使用す
る特徴数の条件を揃えて比較した場合では，gfPath-RFの分類
精度が大きく上回った（実験 2の表 6）．
計算時間に関しては，GFDTベースの提案手法の GFDTと，

rGFDT-RF，gfPath-RFのいずれも，一部の例外を除き，gSpan
ベースの RFよりも高速であった（実験 2の表 5）．
まとめると，GFDT を用いたグラフ特徴抽出手法と集約学

習の組合せは，軽量で比較的高性能なグラフ分類手法として，
有用性があると考えられる．

2. 準備
本節では，以降で必要な概念と定義を導入する．可変長の要

素のリストを L = [a1, . . . , an] と表す．リスト L と，添え字
i ≤ n，要素 bに対して，要素 L[i] = aiおよび接頭辞 L[1..i] =

a1, . . . , ai，連結 L · b = [a1, . . . , an, b]を定義する．キーと値
の組 a : v と書く．ハッシュ表 H = {a1 : v1, . . . , an : vn}に
対して，キー ai に対する値をH[ai] = vi で表す．以降で説明
のない用語については，教科書 [3]を参照されたい．

2.1 グラフデータベース
L =をラベルの可算集合とする．L上の頂点ラベル付きグラ

フは，組G = (V (G), E(G), LG)である．ここに，V (G)は頂点
の集合であり，E(G) ⊆ V 2 は無向辺の集合，LG : V (G) → L
は各頂点にラベルを割り当てるラベル関数である．頂点付きグ
ラフG′がGの部分グラフに同型であるとき，G′ � Gと書く．

GRAPH と LABEL = {0, . . . ,K − 1} で，それぞれ，L
上のラベル付きグラフ全体と分類ラベル全体を表す．サイズ
mのグラフデータベースは，頂点ラベル付きグラフのリスト
G = [Gi | i = 1, . . . ,m ]と分類ラベルのリスト Y = [ yi | i =
1, . . . ,m ]の組 (G,Y) である．G のサンプルは，任意の添え字
集合 S ⊆ {1, . . . ,m}である．

1
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(a) Prefixes of graph code 
C1

(b) Graphs represented by the prefixes
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図 1: 例 1 のグラフコード P4) の接頭辞 Pi = P [1..i] と対応
するグラフパターン Gi = G(Pi)を示す (1 ≤ i ≤ 4)．

2.2 グラフコード
長さK のグラフコード（graph code）とは，リスト code =

[op1, . . . , opK ]である．ここに，各要素 opi ∈ I はグラフ演算
子（graph operator）であり，与えられたグラフパターンを変
更する操作を表し，以下のいずれかの形をとる．

• OP1 op = (n0, n1, l1): 連結頂点追加演算子は，グラフパ
ターンにラベル l1 を持つノード n1 を加え，既存のノー
ド n0 とノード n1 の間を辺で結ぶ操作を表す．

• OP2 op = (n0, n1): 辺追加演算子は，グラフパターン上
の既存のノードの対 n0と n1の間を辺で結ぶ操作を表す．

コード codeが表現するグラフパターンH(code)は，空のグ
ラフ (∅, ∅, ∅)に対し，code中の各演算子を先頭から順に適用
して得られる頂点ラベル付きグラフである．

例 1 図 1にグラフコード P = [(⊥, 1, A), (1, 2, B), (1, 3, C),

(3, 2)]と，その接頭辞に対するグラフパターンの例を示す．

2.3 ランダムフォレスト
ランダムフォレスト（random forest, RF） [1]は，複数の

弱学習器の決定木で得られた予測を統合して ∗1，全体の予測
を行う集約学習手法である．RFでは，弱学習器の集合は互い
が多様性をもつことが望ましい．そこで，決定木の場合は次の
二つの手法が広く用いられる [1, 3]．
特徴のランダム選択: 超パラメータを β ∈ [0, 1]とする．弱

学習器としての決定木構築において，テストとして用いる可能
な特徴全体の集合 OP から，β の割合の部分集合 OP ′ をラン
ダムに選択し，テストに用いる特徴を OP ′ の中から選ぶ．
サブサンプリング: 弱学習器として決定木を学習する際に，

元の入力訓練データ集合から，定められたサイズの部分集合を
ランダムにサンプリングし，これらのデータから学習を行う．

3. 提案手法
定義 1 (GF決定木) グラフ断片決定木（graph fragment de-

cision tree，GF決定木）は，次の条件を満たす完全二分木 T

の形をした決定規則である．(i) 根 rootは，親を持たない唯一
の頂点である．(ii) 内部頂点 v は 1子 v.1と 0子 v.0をもち，
頂点ラベルとして，グラフ演算子 op(v) ∈ I をもつ．(iii) 葉 v

は，子をもたず，分類ラベル y(v) ∈ LABELをラベルにもつ．

図 2に，GF決定木と，入力グラフに対する分類の例を示す．

∗1 本稿では，全予測の多数決を用いる．

C

BF

A

図 2: グラフ断片二分決定木の例

Algorithm 1 学習アルゴリズム GFDT

1: Algorithm GFDT(G,minsup, α, ε)
2: Input: サイズmのグラフデータベース G, 最小支持度 minsup ≥

0，飽和しきい値 α ∈ [0, 1]，利得しきい値 ε ≥ 0 の組 Θ =
(minsup, α, ε)

3: Output: 決定木の根ノード root
4: S ← {1, . . . ,m}
5: OT ← { i : [ ] | 1 ≤ i ≤ m }
6: return RecGFDT(S,OT, [ ],G,Θ)

GF 決定木のすべての頂点 v に対して，次のように再帰的
に，vのグラフコード code(v) ∈ I∗ を対応づける: (i)根 root

には，空列 code(root) = []を対応づける．(ii)もし深さ k− 1

の内部ノード v にコード code(v) = [op1, . . . , opk−1] が対応
付けられたならば，深さ k の子である 1 子には code(v.1) =

code(v) · op(v)を，0子には code(v)を対応づける．

定義 2 (予測) GF 決定木 T の予測アルゴリズムは，与えら
れた入力グラフG ∈ GRAPHに対して，T の根からスタート
し，各内部ノード v において照合条件”H(code(v)) � G?”を
テストする．もしテストが成功すれば 1 子へ進み，失敗すれ
ば 0子へ進む．この操作を繰り返し，到達した葉ラベル w の
持つ分類ラベル ŷ = y(w)を予測値とする．以後，Leaves(T )

で，T の葉全体の集合を表す．

出現リスト: グラフパターンH のグラフデータベース G に
おけるマッチングの情報を効率的に保持するために，出現リス
トと出現テーブルを導入する．
グラフにおけるグラフパターンHの出現リスト（occurrence

list）は，リスト occlist = [occ1, . . . , occ�]である．各 1 ≤ i ≤ �

に対して，occi は，出現と呼ばれるH の各頂点をGの各頂点
に対応づける照合写像 occi : V (H) → V (G)である．
グラフデータベース G におけるH の出現リスト表は，ハッ

シュ表 OT = { k : occlistk | k = 1, . . .m }である．
3.1 基本アルゴリズムGFDT

GFDT: GF決定木の学習は，貪欲法でのトップダウン構築
により行う．Algorithm 1にトップレベルの手続き GFDTを，
Algorithm 2に主要な再帰手続き RecGFDT を示す．
再起手続き RecGFDTは，各ノードで (a)葉生成演算，(b)

内部ノードの下に二つの子を生成するノード分割演算，(c)ア
ンバランスなサンプル分割を伴う枝伸長演算（飽和演算とも呼
ぶ）のいずれかを行う．

(a) 葉生成演算: 停止条件として，(a.i) S の不純度スコア
が 0であるか，(a.ii) Sの最良分割での利得が ε未満であるか，
(a.iii) S の最小支持度がしきい値minsup 未満であるか，のい
ずれかの条件が満たされたときに，葉を生成する．葉 v の予測
ラベルには S(v)の出力ラベル分布で最頻のラベルを用いる．

(b) ノード分割演算: ノードの分割では，親から受け継い
だグラフコード code に対し，グラフ演算子 op を用いて拡
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Algorithm 2 再帰手続き RecGFDT

1: Algorithm RecGFDT(S,OT, code,G,Θ)
2: Output: 決定木のノード v
3: if 停止条件が成立 then {(a) 葉生成演算 }
4: return 新しい葉 v
5: end if
6: OP(S, code) ← S に適用可能なグラフ演算全ての集合
7: 飽和演算 (c) により OP(S, code) から飽和演算子 op を探す
8: if 飽和演算子が見つからなかったとき then
9: OP(S, code) から分割スコア (b) が最大の演算子 op を探す

10: end if
11: S1, S0 ← S の code1 := code · op による分割
12: OT1 ← OT を code1 で更新
13: v.1 ← RecGFDT(S1, OT1, code1,G,Θ)
14: v.0 ← RecGFDT(S0, OT, code,G,Θ)
15: return 新しい分岐頂点 v

張されたグラフコード code1 = code · op を用いて，サンプ
ル S を S1 = { i ∈ S | H(code1) � GSB[i] } と S0 =

{ i ∈ S | H(code1) 	� GSB[i] } に分割する．グラフ演算
子 opの探索は，利得スコア gainScore(S, S1, S0) := g(S) −
(|S1|/|S|) ∗ g(S1) + (|S0|/|S|) ∗ g(S0) が最大になるように選
ぶ．ここに，g(S)は gini不順度 [1]である．候補となる演算
子 opは，H(code · op)が一つ以上の入力グラフにマッチする
ような適用可能な全ての演算子の集合 OP(S, code)から選ぶ．

(c) 飽和演算（枝伸長演算）: 飽和演算（saturated search）
では，与えられた正実数 α ∈ [0, 1]に対して，|S1| ≥ α|S|を
満たす分割を行う演算子 op ∈ OP を直ちに選択する．条件を
満たすものが複数あれば，ランダムにその中の一つを選択す
る．飽和演算には長いグラフコードを生成し，パターンの探索
範囲を広げる効果が期待される．

3.2 ランダム化アルゴリズム rGFDT
本節では， 4.節の実験で RFと組み合わせて用いる弱学習

器 rGFDT を説明する．これは， 3.1 節の GFDT アルゴリズ
ムを， 2.3節の二つの方法でランダム化したものである．
特徴のランダム選択として，Algorithm 2 の 9 行目におい

て，適用可能なグラフ演算子集合 OP の代わりに，部分集合
OP ′ ⊆ OP を用いる．ただし，OP ′ は定数 β ∈ (0, 1] に対
して |OP ′| = �β ∗ |OP |となるように，ランダムに使用する
特徴を選択したものを用いる．サブサンプリングに関しては，
2.3節のサブサンプリング法をそのまま用いる．

3.3 GFDTを用いたグラフ特徴抽出
本節では， 3.1節の GFDTアルゴリズムを，グラフデータ

からの特徴抽出に使う手法 gfPath（graph fragment path）を
説明する．GF 決定木の定義から，アルゴリズム GFDT が学
習した GF決定木の任意の葉は，根から葉までのパス（path）
に対応するグラフコードを通して，一つの部分グラフパターン
を表す．そこで，提案手法 gfPathでは，入力の分類ラベル付
きグラフデータベース (G,Y)から，GFDTを用いて，部分グ
ラフ特徴からなる集合H(G,Y) を次のように抽出する．Θを，
GFDTの学習の超パラメータの組とする．

手続き gfPath(G,Y,Θ):

1. 入力の分類ラベル付きグラフデータベース (G,Y)に対し，
(G,Y)から GF決定木 T を GFDTで学習する

2. GF決定木 T の全ての葉 w ∈ Leaves(T ) が表す部分グ
ラフ H(code(w))を特徴として抽出する．以上を繰り返
して得られた部分グラフの集合を H(G,Y)として返す．

表 1: 実験に用いたデータセット．
データセット MUTAG NCI1 ENZYMES

データ数 188 4110 600

クラス数 2 2 6

平均頂点数 17.93 29.87 32.63

平均辺数 19.79 32.30 62.14

頂点ラベルの種類数 7 36 3

最頻クラスの割合 (%) 66.49 50.05 16.67

GFDT アルゴリズムは，gSpan と異なり同型性判定を行っ
ていないので，特徴集合 H(G,Y)には互いに同形なグラフパ
ターンが含まれる可能性があり，冗長である．

4. 実験
提案のGF決定木を用いる手法と，既存手法 (頻出グラフ特

徴を用いる手法)の比較を，実データ上の実験によって行う．

4.1 データ
表 1 に示した MUTAG, NCI1, ENZYMES の 3 つのベン

チマークデータを，サイト [2]からダウンロードして用いた．

4.2 実験方法
実験では，次に示したグラフ特徴抽出器（グラフの弱学習

器）と集約学習手法を組み合わせて，グラフ分類学習器を構成
したものを用いた．以下では，記法 A-B で，グラフに対する
弱学習器 Aと集約学習手法 B を組み合わせて得られるグラフ
分類学習器を表す．
グラフ特徴抽出器は，次の通りである．

• GFDT: 3.1節のグラフ断片決定木 (GF決定木)学習手法
の Pythonによる実装．

• rGFDT: 3.2節の GFDTのランダム化学習手法の Python

による実装．

• gfPath: 3.3節のGF決定木を用いたグラフ特徴抽出アル
ゴリズムの Pythonによる実装．

• gS: 頻出グラフ発見手法 gSpan [4]の C++による高速な
実装 gBolt ∗2. ただし，並列処理は使用していない．

集約学習手法は次の通りである．

• RF: pythonの機械学習ライブラリ scikit-learnによるラ
ンダムフォレストの実装．

特徴抽出器 gSpan のパラメータである，グラフパターンの
最小支持度 s と最大サイズ z を，それぞれのデータセットご
とに表 2 に示した値に設定した．∗3 ここに，gS[sup] と書か
れた群は，z は制限せず，sを変化させたものを表し，一方で
gS[size]と書かれた群は，sは制限せず，z を変化させたもの
を表す．

gfPath と rGFDT-RF のパラメータは，飽和しきい閾値を
α = 1，終了条件しきい値を ε = 0, 特徴のランダム選択割合
を β = 0.5に設定した．集約学習手法について，RFの弱学習
器の数は 50とし，木の深さなどの制限は用いなかった．
分類精度は，異なる 5CVを 5回繰り返した平均値を計測した．

計算機環境として，PC (CPU Intel Corei7 3.3GHz，Memory

64GB, OS Ubuntu 16.04)と Python 3.5.2を用いた．

∗2 https://github.com/Jokeren/DataMining-gSpan
∗3 パラメータ sおよび zは，手作業で，gSpanの計算時間が 200(sec)
以下で生成される特徴が 150 万個を超えないように選択した．
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表 2: 実験で使用した gSpanの設定パラメータ．sと z は，そ
れぞれ最小支持度と最大サイズを表す．

手法 MUTAG NCI1 ENZYMES

gS[sup] s=5, z=∞ s=205, z=∞ s=360, z=∞
gS[size] s=1, z=17 s=1, z=10 s=1, z=7

表 3: グラフ特徴抽出器による生成した特徴数の比較．
手法 MUTAG NCI1 ENZYMES

gfPath 38.3 1010.0 237.3

gS[sup] 782816.8 94995.6 276.6

gS[size] 1094054.4 727001.8 106802.8

表 4: 各手法と分類精度の比較．
手法 MUTAG NCI1 ENZYMES

GFDT 81.10 75.02 39.13

rGFDT-RF 81.30 83.22 53.93

gfPath-RF 84.73 83.08 45.70

gS[sup]-RF 89.28 83.09 37.60

gS[size]-RF 87.04 83.94 51.83

baseline 66.49 50.05 16.67

4.3 実験 0： 各手法の分類性能の評価
gSpanと gfPathは，生成する特徴数に大きな差がある．予

備実験として，二つのアルゴリズムを各データセットに対して
実行し，生成した特徴数を計測した．
表 3 に得られた結果を示す．全データセットにおいて，

gS[sup] と gS[size] は，非常に多くの特徴を生成している一
方で，gfPathは少数の特徴を生成していることがわかった．こ
れは，gfPathの利点でもあり，欠点でもある．

4.4 実験 1：各手法の分類性能の評価
グラフ特徴抽出アルゴリズム GFDT, rGFDT, gfPath, gSpan

と集約学習手法 RF の組み合わせ手法による分類精度を，各
データセットに対して計測した．ただし，GFDTは RFと組み
合わせず，単一の学習器を用いる．表 4 に計測した分類精度
を，表 5に計測した実行時間を示す．
表 4から，ENZYMESに対しては rGFDT-RFが最も精度が

高く，MUTAGに対してはグラフ特徴抽出手法に gSpanを用
いた gS[sup]-RFと gS[size]-RFの精度が高かった．gfPath-RF

は gS[sup]-RFおよび gS[size]-RFと比較して全体的にやや精度
を下回った．NCI1では各集約学習手法内で大きな精度の差は
なかった．表 5からは，実行時間に関して属性抽出手法 GFDT

と rGFDT，gfPathが高速であることが観察される．

4.5 実験 2：パターン特徴集合の評価
次に，gSpanで列挙されたグラフ特徴の数を，gfPathと同

数に特徴数を削減して実験を行った．具体的には，gSpan で
列挙されたグラフ特徴集合から，gfPathの特徴数との誤差が
最小となるような整数K を選択し，3通りの特徴削減手法 (i)

訓練データに対する利得スコアが高い順に K 個選択する方
法 (score)，(ii)支持度が高いものから順にK 個選択する方法
(support)，(iii)ランダムにK 個選択する方法 (random) を用
いた．gSpanの制約パラメータ μ ∈ {sup, size}と特徴選択法
ν ∈ {score, support, random} の組み合わせを記法 gS[μ-ν] で
表す．
特徴抽出に gfPathを用いた手法である gfPath-RFと，gSpan

の特徴数を削減した手法である gS[μ-ν]-RFの各データセット
に対する精度を比較した．表 6に実験結果を示す．

表 5: 各手法の実行時間 (秒) の比較．括弧内の値は，グラフ
特徴発見部分のみの実行時間を示す．

手法 MUTAG NCI1 ENZYMES

GFDT 0.2 9.0 3.4

rGFDT-RF 10.1 557.6 215.9

gfPath-RF 0.3(0.2) 14.4(13.8) 26.3(26.3)

gS[sup]-RF 129.6(128.1) 222.1(197.4) 142.4(142.2)

gS[size]-RF 118.1(116.7) 123.5(32.8) 112.8(111.1)

表 6: 使用する特徴数を合わせた条件での各手法と分類精度の
比較．

手法 MUTAG NCI1 ENZYMES

gfPath-RF 84.73 83.08 45.70

gS[sup-score]-RF 78.11 73.06 37.17

gS[sup-support]-RF 66.38 80.73 36.93

gS[sup-random]-RF 64.99 79.03 32.83

gS[size-score]-RF 78.11 76.38 41.27

gS[size-support]-RF 66.28 81.21 37.33

gS[size-random]-RF 66.59 72.60 33.17

baseline 66.49 50.05 16.67

実験の結果，gfPath-RFの分類精度が，全てのデータセット
について最も高かった．この結果から，少数のグラフ属性しか
用いない場合に，gfPathは高い識別能力をもつ特徴集合を発
見していると考えられる．これは，解釈しやすい分類器の学習
に有用と思われる．

5. おわりに
本稿では，グラフ断片決定木学習手法 GFDT の拡張とし

て，集約学習器 rGFDT-RFと，グラフ特徴抽出アルゴリズム
gfPath，集約学習器 gfPath-RF を提案し，実データに対する
実験で評価した．実験結果から，GFDTベースの手法の，頻出
部分グラフ列挙による手法に対する一定の有用性が観察され
た．GFDT のグラフ特徴発見手法としての改良は今後の課題
である．
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エントロピー正則化付方策改善のための目的関数の補正
Objective Correction for Policy Improvement under Entropy Regularization

岩城 諒 ∗1
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∗1大阪大学大学院工学研究科 知能・機能創成工学専攻
Department of Adaptive Machine Systems, Graduate School of Engineering, Osaka University

Reinforcement learning aims to find a policy which maximizes long term future reward by interacting with
unknown environment through trial and error. In this study, we propose an objective correction method for entropy
regularized Markov decision process. After deriving a policy gradient under the regularization by the entropy and
relative entropy, we propose an on-policy objective correction method for off-policy policy improvement under
entropy regularization.

1. はじめに
強化学習は，未知の環境と試行錯誤的に相互作用しながら，

意思決定則である方策を最適化することを目的とする．多く
の場合，学習の目的関数は，設計者が報酬関数として定義し
た報酬の割引累積和である．環境と相互作用し学習サンプル
を生成する挙動方策が，最適化したい推定方策と異なるとき，
方策オフと呼ぶ．方策オフで学習可能であれば，過去の学習
データの再利用が可能であり，サンプル効率よく学習できる
[Lin 92, Mnih 15, Sugimoto 16]．
近年，エントロピーもしくは双対エントロピーによって目的関

数を正則化する学習則が数多く研究されている．エントロピー
正則化は，方策勾配法の興りとともに提案され [Williams 92]，
深層強化学習においても有用性が示された [Mnih 16]．さらに近
年，価値ベースの手法と方策ベースの手法が統一的に扱えること
が示されてきた [O’Donoghue 16, Haarnoja 17, Nachum 17a,

Schulman 17]．また，双対エントロピーによる正則化について
も，様々な学習則が提案されてきた [Todorov 06, Todorov 10,

Peters 10, Azar 12, Fox 16, Nachum 17b, Kozuno 17]．
一方で，（双対）エントロピーによる正則化を導入すると，目

的関数と最適方策が元となるマルコフ決定過程と異なってし
まうという問題がある．本研究では，エントロピーの正則化を
利用した方策オフ型の学習則の一つである Path Consistency

Learning (PCL) とその派生である trust-PCL[Nachum 17b]

に着目し，これらの学習則を利用して元となるマルコフ決定過
程の最適方策を求める手法を提案する．

2. 背景
2.1 マルコフ決定過程
マルコフ決定過程 (Markov Decision Process, MDP)におけ

る最適方策を獲得する問題を扱う．MDPは (S,A,P,R, ρ0, γ)

の組によって特定される．S,Aはそれぞれ可能な状態と行動
の集合である．離散時刻 t ∈ N≥0において，エージェントは環
境の状態 st ∈ S を観測し，行動 at ∈ Aを選択する．環境の状
態は，マルコフ性を有する状態遷移確率 P : S × A× S → R

に従って次状態 st+1 に遷移する．エージェントは，有界な報
酬関数 R : S × A → R に従って環境から報酬を得る．ρ0 は
初期状態の分布，γ ∈ [0, 1]は割引率である．エージェントの

連絡先: 岩城諒，ryo.iwaki@ams.eng.osaka-u.ac.jp

意思決定は，方策 πに従う．方策が決定論的であるとき，πは
状態から行動への写像 π : S → Aであり，方策が確率的であ
るとき，π はある状態である行動をとる確率 π : S × A → R

である．方策 πと初期状態の分布 ρ0 に対し，将来の割引き状
態分布 ρπ(s) =

∑∞
t=0 γ

tPr (st = s|ρ0, π)が存在する．状態価
値関数 V π(s) � Eπ,P

[∑∞
t=0 γ

trt
∣∣s0 = s

]
は，方策 π のもと

である状態 s に期待される割引収益である．同様に，行動価
値関数Qπ(s, a) � Eπ,P

[∑∞
t=0 γ

trt
∣∣s0 = s, a0 = a

]
は，ある

状態 sにおいて行動 aをとり，その後方策 π に従った場合に
期待される割引収益である．さらに，アドバンテージ関数を
Aπ(s, a) � Qπ(s, a)− V π(s)によって定義する．強化学習は，
目的関数

η(π) =
∑
s∈S

ρ0V
π(s) =

∑
s∈S

ρπ(s)
∑
a∈A

π(a|s)R(s, a) (1)

を最大化する決定論的な最適方策

π∗ ∈ argmax
π

η(π), (2)

を獲得することである．方策の最適化としては様々な手法が
提案されているが，パラメータ θ によって表現された方策 πθ

を考えるとき，方策勾配 ∇θη(π) は以下のように与えられる
[Sutton 99]:

∇θη(π) =
∑
s∈S

ρπ(s)
∑
a∈A

∇θπθ(a|s)Qπ(s, a)

=
∑
s∈S

ρπ(s)
∑
a∈A

∇θπθ(a|s)Aπ(s, a). (3)

2.2 エントロピー正則化付マルコフ決定過程
本研究ではさらに，エントロピー正則化付マルコフ決定過程

(Entropy-Regularized Markov Decision Process, ERMDP)

を扱う．§2.1で導入したMDPに加え，τ ≥ 0, λ ≥ 0として，
エントロピー正則化付状態価値関数を定義する:

V π
τ,λ(s) � Eπ,P

[ ∞∑
t=0

γt

(
R(st, at)− τ lnπ(at|st)

− λ ln
π(at|st)
π̄(at|st)

)∣∣∣∣s0 = s

]
. (4)
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ただし，π̄は参照方策である．エントロピー正則化付状態価値
関数は以下のベルマン方程式を満たす:

V π
τ,λ(s) =

∑
a∈A

π(a|s)
(
R(s, a) + γ(PV π

τ,λ)(s, a)

− τ lnπ(a|s)− λ ln
π(a|s)
π̄(a|s)

)
. (5)

ただし，

(PV ∗
τ,λ)(s, a) =

∑
s′∈S

P(s′|s, a)V ∗
τ,λ(s

′)

とした．ERMDPでの目的関数は，以下で与えられる:

ητ,λ(π) =
∑
s∈S

ρ0(s)V
π
τ,λ(s) = η(π) + τHγ(π)− λDγ(π, π̄).

(6)

ただし，

Hγ(π) = −
∑
s∈S

ρπ(s)
∑
a∈A

π(·|s) lnπ(·|s),

Dγ(π, π̄) =
∑
s∈S

ρπ(s)DKL(π(·|s), π̄(·|s))

である．
ERMDPにおいて，最適価値 V ∗

τ,λ(s)と最適方策 π∗
τ,λ に対

し，以下の命題が成立する．

命題 1. [Nachum 17a, Nachum 17b, Kozuno 17] 目的関数
(6)の元で，最適価値 V ∗

τ,λ(s)と最適方策 π∗
τ,λ は，全ての状態

行動の組に対し以下の方程式を満たす:

V ∗
τ,λ(s) = R(s, a) + γ

∑
s′∈S

P(s′|s, a)V ∗
τ,λ(s

′)

− (τ+λ) lnπ∗
τ,λ(a|s) + λ ln π̄(a|s)

= Es′∼P
[R(s, a) + γV ∗

τ,λ(s
′)

− (τ+λ) lnπ∗
τ,λ(a|s) + λ ln π̄(a|s)]. (7)

すなわち，最適方策は以下で与えられる:

π∗
τ,λ(a|s)

=
π̄(a|s) λ

τ+λ exp
((R(s, a) + γ(PV ∗

τ,λ)(s, a)
)
/(τ+λ)

)
exp

(
V ∗
τ,λ(s)/(τ+λ)

) .

(8)

さらに，全ての状態行動の組に対し，価値関数 V と方策 π が
方程式 (7)を満たすとき，その価値関数と方策はそれぞれ最適
価値と最適方策である: π = π∗

τ,λ, V = V ∗
τ,λ．

さらに，命題 1は次のように複数ステップ予測 (multi-steps

prediction) に拡張できる．

系 2. [Nachum 17b] n ∈ N≥1 とする．目的関数 (6)の元で，
最適価値 V ∗

τ,λ(s)と最適方策 π∗
τ,λ は，任意の状態 st から開始

される全ての状態行動系列に対し以下の方程式を満たす:

V ∗
τ,λ(st) = Est+i∼P

[
γnV ∗

τ,λ(st+n) +

n−1∑
i=0

γi(R(st+i, at+i)

−(τ+λ) lnπ∗
τ,λ(at+i|st+i) + λ ln π̄(at+i|st+i)

)]
.

(9)

式 (7)，(9) ともに，期待値は状態遷移確率に従う後
続状態のサンプリングのみに対して定義されていて，
方策に依存しない．よって，Path Consistency Learning

(PCL)[Nachum 17a]とTrust-PCL[Nachum 17b]は，Q学習
[Watkins 89, Watkins 92]と同様に，式 (9)の両辺の残差を誤
差信号としてそれを最小化するよう学習する．すなわち，それ
ぞれパラメータ θ と φ で表現された方策 πθ(a|s) と価値関数
Vφ(s)に対し，以下のようにパラメータを更新する:

δt:t+n(θ, φ) = −Vφ(st) + γnVφ(st+n) +

n−1∑
i=0

γi(R(st+i, at+i)

−(τ+λ) lnπθ(at+i|st+i) + λ ln π̄(at+i|st+i)
)
,

Δθ ∝ −1

2
∇θδ

2
t:t+n(θ, φ)

= δt:t+n(θ, φ)

n−1∑
i=0

γi∇θ lnπθ(at+i|st+i), (10)

Δφ ∝ −1

2
∇φδ

2
t:t+n(θ, φ)

= δt:t+n(θ, φ) (∇φVφ(st)− γn∇φVφ(st+n)) .

ただし，τ �= 0 ∧ λ = 0のときが PCL，τ �= 0 ∧ λ �= 0のとき
が Trust-PCLである．

3. エントロピー正則化付方策勾配
エントロピー正則化付行動価値関数を，以下のように定義

する:

Qπ
τ,λ(s, a) � Eπ,P

[ ∞∑
t=0

γt

(
R(st, at)− τ lnπ(at|st)

− λ ln
π(at|st)
π̄(at|st)

)∣∣∣∣s0 = s, a0 = a

]
. (11)

エントロピー正則化付行動価値は以下のベルマン方程式

Qπ
τ,λ(s, a) = R(s, a) + γ

∑
s′∈S

P(s′|s, a)
∑
a′∈A

π(a′|s′)Qπ
τ,λ(s

′, a′)

− τ lnπ(a|s)− λ ln
π(a|s)
π̄(a|s) (12)

を満たし，エントロピー正則化付状態価値との間に以下の関係
が成立する:

V π
τ,λ(s) =

∑
a∈A

π(a|s)Qπ
τ,λ(s, a), (13)

Qπ
τ,λ(s, a) = R(s, a) + γ(PV π

τ,λ)(s, a)−τ lnπ(a|s)−λ ln
π(a|s)
π̄(a|s) .

(14)

さらに，エントロピー正則化付アドバンテージを以下のように
定義する:

Aπ
τ,λ(s, a) = Qπ

τ,λ(s, a)− V π
τ,λ(s).
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MDPにおけるアドバンテージ Aπ と同様に，方策 πについて
の Aπ

τ (s, a)の期待値は 0である:

∑
a∈A

π(a|s)Aπ
τ,λ(s, a) =

∑
a∈A

π(a|s) (Qπ
τ,λ(s, a)− V π

τ,λ(s)
)

=
∑
a∈A

π(a|s)Qπ
τ,λ(s, a)− V π

τ,λ(s)

= 0.

最後の等号は (13)によって成立する．さらに，式 (5)に基づ
き，エントロピー正則化付 Temporal Difference (TD) 誤差
δπτ を，以下のように定義する:

δπτ,λ(s, a, s
′) = R(s, a)− τ lnπ(a|s)− λ ln

π(a|s)
π̄(a|s)

+ γV π
τ,λ(s

′)− V π
τ,λ(s).

TD誤差 δπτ の期待値は，アドバンテージAπ
τ (s, a)に一致する:

δ̄πτ,λ(s, a) � Es′∼P(·|s,a)
[
δπτ,λ|s, a

]
= R(s, a)− τ lnπ(a|s)− λ ln

π(a|s)
π̄(a|s)

+ γEs′∼P(·|s,a)
[
V π
τ,λ(s

′)
]− V π

τ,λ(st)

= Qπ
τ,λ(s, a)− V π

τ,λ(s)

= Aπ
τ,λ(s, a).

以下の命題は，ERMDPにおける目的関数 (6)を最大化す
るための最急勾配方向を与える．

命題 3. ERMDPにおける目的関数 (6)についての方策勾配
は以下で与えられる:

∇θητ,λ(π) =
∑
s∈S

ρπ(s)
∑
a∈A

∇θπθ(a|s)
(
Qπ

τ,λ(s, a)− b(s)
)
.

命題 3は，MDPにおける方策勾配定理 [Sutton 99]と同様
の手順で，式 (12)-(14)を利用して証明できる．さらに，従来
の方策勾配法と同様に，b(s) = V π

τ,λ(s) とおくことで以下を
得る:

∇θητ,λ(π) =
∑
s∈S

ρπ(s)
∑
a∈A

∇θπθ(a|s)
(
Qπ

τ,λ(s, a)− V π
τ,λ(s)

)

=
∑
s∈S

ρπ(s)
∑
a∈A

∇θπθ(a|s)Aπ
τ,λ(s, a)

=
∑
s∈S

ρπ(s)
∑
a∈A

∇θπθ(a|s)δ̄πτ,λ(s, a). (15)

4. 目的関数の補正
エントロピーによって正則化する場合，PCLなどの方策オ

フ学習が可能である一方で，目的関数 (6)は元のMDPの目的
関数 (1)と異なる．さらに得られる最適方策 (8)はソフトマッ
クス関数であるため，元のMDPの決定論的な最適方策 (2)と
は異なり，ERMDPでの最適方策の”良さ”は，参照方策 π̄ の
選び方に依存する．本節では，ERMDPで定式化される学習
則を MDP での目的関数最大化に利用する方法について議論
する．

命題 4. MDPにおける方策勾配 (3)は，ERMDPにおけるエ
ントロピー正則化付方策勾配を利用して以下のように表現で
きる:

∇θη(π)

=
∑
s∈S

ρπ(s)
∑
a∈A

∇θπθ(a|s)δ̄πτ,λ(s, a)

+
∑
s∈S

ρπ(s)
∑
a∈A

∇θπθ(a|s)
(
(τ+λ) lnπθ(a|s)−λ ln π̄(a|s))

= Eπ,ρπ
[∇θ lnπθ(a|s)δ̄πτ,λ(s, a)

]
+ Eπ,ρπ

[∇θ lnπθ(a|s)
(
(τ+λ) lnπθ(a|s)−λ ln π̄(a|s))] .

(16)

命題 4は，式 (6)の両辺を θについて偏微分し，命題 4を利
用することで容易に示される．式 (16)の初項はエントロピー
正則化における方策勾配 (15)であり，第二項は ERMDPにお
ける方策勾配を MDP における方策勾配へと補正する．さら
に，初項の ∇θ lnπθ(a|s)δ̄πτ,λ(s, a)は PCLによる方策の更新
方向 (10)において，状態価値関数を現在の方策に関するエン
トロピー正則化付状態価値 V π

τ,λ に置き換え，さらに n = 1と
した場合と等価である．
β を挙動方策とする．δ̄πτ,λ を δt:t+1(θ, φ)で置き換え，PCL

と同様に，式 (16)の初項の期待値を β によって生成されたサ
ンプルから計算することで，以下の方策オフと方策オンのサン
プリングが混合した方策勾配を得る:

∇θηβ(π)

= Eβ,ρβ [∇θ lnπθ(a|s)δt:t+1(θ, φ)]

+ Eπ,ρπ
[∇θ lnπθ(a|s)

(
(τ+λ) lnπθ(a|s)−λ ln π̄(a|s))] .

(17)

このとき，式 (17)右辺初項は，ERMDPでの最適方策へ向か
う勾配を計算している．式 (17)に基づき，方策オフのサンプ
ルからエントロピー正則化付目的関数を最適化し，方策オンの
サンプルから目的関数を補正することで，サンプル効率よく元
のMDPにおける最適方策を学習できる．

5. おわりに
本研究では，エントロピー正則化付方策勾配定理を導出し，

さらにMDPでの目的関数を ERMDPでの更新則を利用して
最大化することを提案した．今後の課題として，複数ステップ
予測（n > 1）への拡張，提案法の実験的な評価，収束性に関
する議論などが挙げられる．
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Experimental evaluation of Time-Series Gradient Boosting Tree with Time-Series Benchmark
datasets
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In this paper, We evaluated the time-series gradient boosting decision tree method using benchmark data. Our
time-series gradient boosting tree has weak learners with time-series and cross-sectional attribute in its internal
node, and split examples based on dissimilarity between a pair of time-series or impurity between a pair of cross-
sectional attributes. It has been empirically observed that the method induces accurate and comprehensive decision
trees in time-series classification, which has gaining increasing attention due to its importance in various real-world
applications.

1.

[ 18]

[ 18]

[Yamada 03]

(DTW)

[Nakagawa 17]

(k-NN k∗-NN[Anava 16])

(lazy learning)

85

UCR [Chen 15] DTW

1-Nearest Neibor(NN) [Yamada 03]

:

103-8260 12 1

2.

[Yamada 03]

2.1

[Yamada 03] [ 03]

D n {xi, i = 1, ..., n}
xi m {aj , j = 1, ..., n}

{yi, i = 1, ..., n} aj

x(aj)

xi aj

xi(aj)

DTW (x(aj), exi(a)) < θi
L(x, aj , θi) = {(y, x)|DTW (x(aj), xi(aj)) < θi}

R(x, aj , θi) = {(y, x)|DTW (x(aj), xi(aj)) ≥
θi} DTW (x, y)

(DTW) DTW
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Algorithm1

x(aj) DTW

θ

Algorithm 1 DTW distance

1: procedure DTW(x, y)

� Initialize matrix D

2: Var D[N,M ]

3: D[1, 1] = 0

4: for i = 2 to N do

5: for j = 2 to M do

6: D[i, j] = ∞
7: end for

8: end for

� Calculate DTW distance

9: for i = 2 to N do

10: for j = 2 to M do

11: D[i, j] = d(x[i− 1], y[j − 1])

+min(D[i, j − 1], D[i −
1, j], D[i− 1, j − 1])

12: end for

13: end for

14: return D[N,M ]

15: end procedure

2.2
[Friedman 01]

gradient

boosting tree ( )

x y fm(x),m = 0, ...,M

F (x)

F (x) = f0(x) + f1(x) + ...+ fM (x) (1)

L(y, F (x)) fm(x)

F0(x) = f0(x)

m m

L(y, F (x))

Fm(x) = Fm−1(x) + fm(x) (2)

3. -

[Yamada 03]

Algorithm 2 Gradient Boosting Tree

1: procedure Gradient Boosting Tree(y, x)

� Initialize F0 with a constant

2: F0(x) =
∑N

i=1
arg min

c

(yi, c)

3: for m = 1 to M do

4: rim = −[L(yi,F (xi))
F (xi)

]F (x)=Fm−1(xi−1)

� Fit a decision tree to predict targets rim
5: f(x) = FitTree(rim,x)

6: ρm = arg min
ρ

∑N

i=1
L(yi, Fm−1(x) + ρf(x))

7: Fm(x) = Fm−1(x) + γρmf(x)

8: end for

9: return F (x) =
∑M

m=1
Fm(x)

10: end procedure

(StandardExSplit with Cross-Sectional Data) Algo-

rithm3 H(•)
Gini

Algorithm 3 StandardExSplit with Cross-Sectional Data

1: procedure Split({y1, ..., yn}, {x1, ..., xn})
2: for each samples xi do

3: for each attribute aj do

4: if attribute aj is time-series then

5: for each samples xk do

6: L(x, aj , θi)

7: = {(y, x)|DTW (xi(aj), xk(aj)) < θk}
8: R(x, aj , θi)

9: = {(y, x)|DTW (xi(aj), xk(aj)) ≥ θk}
10: G(L,R, θi)

11: = |L|
|L+R|H(L) + |R|

|L+R|H(R)

12: end for

13: else

14: L(x, aj , θi) = {(y, x)|x(aj) < θi}
15: R(x, aj , θi) = {(y, x)|x(aj) ≥ θi}
16: end if

17: G(L,R, θi) =
|L|

|L+R|H(L) + |R|
|L+R|H(R)

18: end for

19: end for

20: θ∗ = arg min
θ

G(L,R, θi)

21: return best split θ∗

22: end procedure

4.

85 UCR

[Chen 15]

UCR 0 1

Image Outline(IO) Motion Classification(MC)
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Sensor Readings(SR) Synthetic(Syn) 4

1 DTW

1-NN(1-NN DTW)

(TST)

(TSGBT) Error Rate

31 1-NN DTW

(Lazy Learning)

k-NN

[ 18] 400

21

Error Rate 1 14

5.

[ 18]

85

UCR [Chen 15]

DTW

1-NN(1-NN DTW)

(TST)

(TSGBT) Error Rate

31

1-NN DTW

(Lazy Learning)

k-NN

400

21

Error Rate 14

[Anava 16] Anava, O. and Levy, K.: k*-nearest neighbors:

From global to local, in Advances in Neural Information

Processing Systems, pp. 4916–4924 (2016)

[Chen 15] Chen, Y., Keogh, E., Hu, B., Begum, N., Bag-

nall, A., Mueen, A., and Batista, G.: The UCR Time

Series Classification Archive (2015), www.cs.ucr.edu/

~eamonn/time_series_data/

[Friedman 01] Friedman, J. H.: Greedy function approxi-

mation: a gradient boosting machine, Annals of statis-

tics, pp. 1189–1232 (2001)

[Nakagawa 17] Nakagawa, K., Imamura, M., and

Yoshida, K.: Stock Price Prediction using k*-Nearest

Neighbors and Indexing Dynamic Time Warping, in

Artificial Intelligence of and for Business (AI-Biz 2017)

(2017)

[Yamada 03] Yamada, Y., Suzuki, E., Yokoi, H., and Tak-

abayashi, K.: Decision-tree induction from time-series

data based on a standard-example split test, in Proceed-

ings of the 20th International Conference on Machine

Learning (ICML-03), pp. 840–847 (2003)

1: Error Rate of UCR Time-series Datasets
Name Category 1-NN DTW TST TSGBT

50Words IO 0.31 0.68 0.40

Adiac IO 0.40 0.80 0.51

ArrowHead IO 0.30 0.34 0.39

Beef SR 0.37 0.63 0.57

BeetleFly IO 0.30 0.30 0.30

BirdChicken IO 0.25 0.25 0.30

Car SR 0.27 0.43 0.40

CBF Syn 0.00 0.11 0.01

ChlorineConcentration SR 0.35 0.45 0.41

CinCECGtorso SR 0.35 0.54 0.44

Coffee SR 0.00 0.11 0.11

Computers SR 0.30 0.38 0.32

CricketX MC 0.25 0.62 0.36

CricketY MC 0.26 0.61 0.39

CricketZ MC 0.25 0.66 0.36

DiatomSizeReduction IO 0.03 0.17 0.14

DistalPhalanxOutlineAgeGroup IO 0.21 0.24 0.21

DistalPhalanxOutlineCorrect IO 0.23 0.25 0.23

DistalPhalanxTW IO 0.29 0.36 0.23

Earthquakes SR 0.26 0.29 0.23

ECG SR 0.23 0.21 0.21

ECG5000 SR 0.08 0.08 0.07

ECGFiveDays SR 0.23 0.32 0.32

ElectricDevices SR 0.40 0.36 0.25

Face (all) IO 0.19 0.66 0.28

Face (four) IO 0.17 0.11 0.35

FacesUCR IO 0.10 0.54 0.18

Fish IO 0.18 0.43 0.28

FordA SR 0.44 0.36 0.26

FordB SR 0.41 0.36 0.24

Gun-Point MC 0.09 0.27 0.21

Ham SR 0.53 0.49 0.33

HandOutlines IO 0.20 0.19 0.17

Haptics MC 0.62 0.63 0.60

Herring IO 0.47 0.41 0.39

InlineSkate MC 0.62 0.74 0.70

InsectWingbeatSound SR 0.65 0.69 0.58

ItalyPowerDemand SR 0.05 0.09 0.09

LargeKitchenAppliances SR 0.21 0.27 0.19

Lightning-2 SR 0.13 0.26 0.25

Lightning-7 SR 0.27 0.51 0.42

MALLAT Syn 0.07 0.36 0.16

Meat SR 0.07 0.10 0.12

MedicalImages IO 0.26 0.45 0.28

MiddlePhalanxOutlineAgeGroup IO 0.25 0.26 0.25

MiddlePhalanxOutlineCorrect IO 0.35 0.37 0.31

MiddlePhalanxTW IO 0.42 0.40 0.40

MoteStrain SR 0.17 0.18 0.19

Non-Invasive Fetal ECG Thorax1 SR 0.21 0.71 0.24

Non-Invasive Fetal ECG Thorax2 SR 0.14 0.88 0.18

OliveOil SR 0.17 0.17 0.20

OSU Leaf IO 0.41 0.52 0.43

PhalangesOutlinesCorrect IO 0.27 0.31 0.20

Phoneme (readme) SR 0.77 0.80 0.77

Plane IO 0.00 0.21 0.00

ProximalPhalanxOutlineAgeGroup IO 0.20 0.16 0.18

ProximalPhalanxOutlineCorrect IO 0.22 0.20 0.17

ProximalPhalanxTW IO 0.26 0.28 0.23

RefrigerationDevices SR 0.54 0.53 0.50

ScreenType SR 0.60 0.57 0.62

ShapeletSim Syn 0.35 0.45 0.46

ShapesAll IO 0.23 0.90 0.29

SmallKitchenAppliances SR 0.36 0.27 0.22

SonyAIBORobot Surface SR 0.28 0.29 0.13

SonyAIBORobot SurfaceII SR 0.17 0.21 0.21

StarLightCurves SR 0.09 0.07 0.05

Strawberry SR 0.06 0.13 0.09

Swedish Leaf IO 0.21 0.48 0.18

Symbols IO 0.05 0.24 0.10

Synthetic Control Syn 0.01 0.05 0.03

ToeSegmentation1 MC 0.23 0.28 0.26

ToeSegmentation2 MC 0.16 0.27 0.27

Trace SR 0.00 0.09 0.06

Two Patterns Syn 0.00 0.03 0.00

TwoLeadECG SR 0.10 0.20 0.20

uWaveGestureLibraryX MC 0.27 0.31 0.23

uWaveGestureLibraryY MC 0.37 0.39 0.31

uWaveGestureLibraryZ MC 0.34 0.35 0.29

UWaveGestureLibraryAll MC 0.11 0.39 0.10

Wafer SR 0.02 0.03 0.02

Wine SR 0.43 0.48 0.35

WordSynonyms IO 0.35 0.63 0.47

Worms IO 0.54 0.48 0.51

WormsTwoClass IO 0.34 0.34 0.34

Yoga IO 0.16 0.24 0.19
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2: Average Error Rate of UCR Time-series Datasets by

Category

Category 1-NN DTW TST TSGBT

Image Outline 0.23 0.49 0.24

Motion Classification 0.27 0.36 0.20

Sensor Readings 0.24 0.37 0.19

Synthetic 0.00 0.03 0.00

[ 03] , , ,

,

(ICS), Vol. 2003, No. 30

(2002-ICS-132), pp. 141–146 (2003)

[ 18] , ,

,

2018 ( 32

) (2018)
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Batch Random Walk for GPU-Based Classical Planning

(Extended Abstract)

Ryo Kuroiwa Alex Fukunaga

Graduate School of Arts and Sciences, The University of Tokyo

Graphical processing units (GPUs) have become ubiquitous because they offer the ability to perform cost and
energy efficient massively parallel computation. We investigate forward search classical planning on GPUs based
on Monte-Carlo Random Walk(MRW). We first propose Batch MRW (BMRW), a generalization of MRW which
performs random walks starting with many seed states, in contrast to traditional MRW which used a single seed
state. We evaluate a sequential implementation of BMRW on a single CPU core and show that a sequential,
satisficing planner based BMRW performs comparably with Arvand, the previous MRW-based planner. Then, we
propose BMRWG, which uses a GPU to perform random walks. We show that BMRWG achieves significant speedup
compared to BMRW and achieves competitive performance on a number of IPC benchmark domains. This is an
extended abstract of an ICAPS2018 paper [Kuroiwa 18].

1. Introduction
The use of Graphics Processing Units (GPUs) for general-

purpose computing has become ubiquitous in many areas includ-

ing AI, but their use in domain-independent planning has been

quite limited. This seems largely due to the fact that there is a

significant mismatch between the architecture of GPUs and for-

ward heuristic search based algorithms commonly used for plan-

ning. For satisficing, classical planning, the most widely studied

forward search strategy in recent years have been approaches such

as Greedy Best First Search (GBFS), as well as many improve-

ments which seek to avoid/escape local minima and plateaus.

In standard GBFS, Enhanced Hill-Climbing, and weighted

A* approaches, each node expansion involves accessing global

open/closed sets, which poses a challenge for efficient paralleliza-

tion. Methods for efficiently distributing work in parallel best-first

search (BFS) based planners on multi-core machines as well as

clusters have been studied [Burns 10, Kishimoto 13], but these

previous approaches for parallel BFS can not be straightforwardly

applied to GPUs. One major issue is that GPUs provide thousands

of cores/threads, but the amount of GPU RAM available per thread

is quite limited. For example, a state-of-the-art Nvidia GTX1080

has 8GB global RAM, which must be shared by 2560 physical

CUDA cores. This will be exhausted within a few seconds by a

parallel BFS algorithm if the open/closed lists are stored on the

GPU, as in GA*, a delayed duplicate detection based A* for the

GPU [Zhou 15]. There is also a tiny amount of fast RAM per core

(∼375 bytes/core on a GTX1080), and although previous work has

investigated performing domain-specific IDA* search using only

this local memory [Horie 17], this is too small to hold even a single

state for most domain-independent planning domains. Sulewski et

al. ([Sulewski 11]) used a GPU to parallelize the successor gen-

eration step for breadth-first search in cost-optimal planning, with

duplicate detection and open/closed list management performed on

the CPU. A forward heuristic search method for satisficing plan-

ning which effectively uses the GPU has remained an open prob-

lem.

One approach to heuristic-driven forward search which encour-

ages explorative search behavior and is suited for GPU paralleliza-

tion is Monte Carlo Random Walk Planning (MRW) [Nakhost 09].

At each step, MRW starts at some state s (initially the initial state),

performs a set of random walks from s, and then sets s to the best

endpoint (according to a heuristic function) found by the random

walks. State-of-the-art MRW-based planners have been shown to

be competitive with GBFS-based approaches on some domains

[Nakhost 13]. MRW appears to be suited for GPU parallelization

because each random walk can be executed independently by a

GPU thread.

In this paper, we first propose BMRW, a simple generalization

of MRW-based search which combines an open list based search

strategy with MRW. In BMRW, the search is driven by an open

list, as in GBFS. In each iteration, a batch of nodes is selected

from the open list, and random walks are performed starting with

these nodes. Promising states found by the random walks are then

inserted into the open list, and this cycle repeats until a goal is

found or time runs out. We experimentally show that BMRW is a

promising search strategy, and show that a planner using BMRW

search on a single CPU core is competitive with Arvand13, the

previous, state-of-the-art MRW based sequential planner.

Next, we propose BMRWG, an efficient, parallel implementa-

tion of BMRW for GPUs. BMRWG maintains the open list in CPU

memory, but uses the GPU for the random walks. We show that

BMRWG achieves significant speedup compared to BMRW, and

that BMRWG achieves competitive performance on a number of

standard IPC benchmark domains.

2. Monte-Carlo Random Walk Planning
Monte-Carlo Random Walk Planning (MRW) was first pro-

posed in the Arvand planner [Nakhost 09]. The state-of-the-art Ar-

vand13 MRW-based planner, which performs significantly better

than the original Arvand planner, works as follows: Given a state s,

a basic random walk repeatedly generates successors of s, chooses

one of the successors s′ of s and transitions to s′ (s → s′). From

the current node s (initially set to the start state), the Arvand13

MRW algorithm perform a set of random walks. Each state on the

walk is evaluated according to a heuristic evaluation function h

(the FF heuristic [Hoffmann 01] was used), and the walk returns
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either when (a) it encounters a state with a better h-value than

the random walk start state, in which case that state becomes the

start point for the next random walk, or (b) with some probabil-

ity (i.e., local restart). A global restart is triggered when h does

not improve after some number of random walks. Arvand13 used

an enhanced random walk which, instead of uniformly randomly

choosing a successor, biased successor choice according to helpful
actions identified by the FF heuristic. In addition, local and global

start thresholds are set adaptively.

3. Batch Monte-Carlo Walk (BMRW)
We now propose BMRW, a generalization of MRW. BMRW,

shown in Alg. 1, maintains a priority queue openList, initially

containing the successors of the initial state s0. In each iteration

of the main loop (lines 21–36), BMRW first checks if openList is

empty, and if so, initializes it with the successors of the start state

s0, i.e., it performs a global restart. Then, a batch of batchSize

nodes is selected from openList. A random walk (Alg. 1, Walk

function) of up to l steps is peformed from each start point in

batch, and the results are stored in walkres.

The main differences between BMRW and MRW are: (1) MRW

performs random walks from the same start state, while BMRW

performs a set of random walks based on a batch of start states se-

lected from openList. (2) MRW only keeps and updates a single

“current state” (which is used as the start point for random walks),

while BMRW maintains an openList, similar to GBFS-based ap-

proaches. Thus, BMRW can be viewed as a hybrid between MRW

and GBFS. (3) In MRW, every random walk is followed by a pos-

sible update of the current state (jump to the state returned by the

walk), whereas BMRW performs an entire batch of walks at a time.

In addition to the above basic scheme, BMRW uses an elite in-
sertion policy (lines 32-36), where for the best n results (accord-

ing to h-value) of the random walk return, the successors of those

nodes are inserted into openList instead of the nodes themselves.

This is intended to strongly encourage further exploration of these

“elite” nodes by pushing its many successors into openList (be-

cause these successors also have good h-values, they are likely to

be expanded soon).

Furthermore, a closedList is used in order to prevent dupli-

cate states from being pushed into the open list (lines 30-31). This

ensures that each random walk starts from a different start state,

promoting exploration of the search space.

MRW can be viewed as a special case of BMRW with batch size

b = 1 and a special openList limited to size 1.

3.1 BMRWG: BMRW on a GPU
In principle, BMRW can be efficiently implemented on a GPU,

due to the independence of each random walk. In Alg. 1 lines 25-

26, the for loop is executed in parallel on the GPU. After each

node in the batch selected in line 24 is copied to the GPU, each

node in the batch is assigned to a GPU thread, and each random

walk is performed by a single GPU thread, after which the result of

the walk is copied back to the CPU. Everything else is performed

on the CPU.

The main bottleneck in implementing BMRW on a GPU is

the relatively small amount of GPU RAM available per thread.

Although GPUs have a substantial amount of global memory

available on the GPU, (the GTX1080 we used has 8GB), this

Algorithm 1 Batch MRW

1: function WALK(s, goals, l)
2: sbest ← s
3: for i ← 1 to l do
4: if s ∈ goals then return s
5: if DeadEnd(s) then s ← sbest
6: else s ← RANDOMSELECT(successors(s))
7: if h(s) < h(sbest) then sbest = s

8: return sbest
9:

10: function FILLBATCH(openList, batchSize, batch)
11: offset ← 0
12: for i ← 1 to batchSize do
13: if openList is Empty then
14: if offset = 0 then State offset = i
15: batch[i] ← batch[i − offset]
16: else
17: batch[i] ← POP(openList)

18:
19: function BATCHMRW(s0, goals, l, batchSize, n)
20: openList, closedList, batch, walkres ← φ
21: loop
22: if openList is Empty then
23: openList ← successors(s0)

24: FILLBATCH(openList, batchSize, batch)
25: for i ← 1 to batchSize do
26: walkres[i] ← WALK(batch[i], goals, l)

27: i ← 1
28: for all s ∈ walkres do
29: if s ∈ goals then return s
30: if s ∈ closedList then continue
31: INSERT(closedList, s)
32: if i ≤ n then
33: PUSH(openList, successors(s), h(s))
34: i ← i + 1
35: else
36: PUSH(openList, s, h(s))

global RAM must be shared among all threads. The GTX1080 has

2560 CUDA cores (20 Streaming Multiprocessors, 128 cores/SM),

roughly 3125KB/thread. Although a random walk does not require

much memory for state information, as there is no open/closed list

during the walk, it is necessary to maintain data structures for fast,

incremental computation of heuristic values during the walk. For

example, to compute the FF heuristic using the generalized Dijk-

stra method [Liu 02, Keyder 08], the cost and unsatisfied precon-

ditions of each ground action is required. On the GTX1080, if we

use 2560 threads, each thread can handle approximately 390,000

ground actions – this is sufficient for most IPC benchmark do-

mains. However, this implies that we currently can not run BMRW

with tens of thousands of threads to take even better advantage of

the ability of GPUs to overlap communication and memory access.

Note that larger domains can be handled by reducing the number

of threads, at the cost of leaving some cores idle.

We used the Landmark Count (LMC) heuristic [Hoffmann 04]

for BMRWG. The landmark graph is built on the CPU once at

the beginning of search, transferred to the GPU global RAM, and

shared by all GPU threads. Computing the LMC value only re-

quires incrementally updating the number of unreached landmarks

for the state. This requires O(#facts) memory. As shown below,

BMRW with the LMC heuristic significantly outperforms BMRW

with the FF heuristic.

4. Experimental Results
In our experimental evaluation (please see the full paper

[Kuroiwa 18]), we evaluated a sequential implementation of

BMRW on a single CPU core and showed that a sequential, sat-

isficing planner based BMRW performs comparably with Arvand,

the previous MRW-based planner. Then, we showed that BMRWG

achieves significant speedup compared to BMRW and achieves
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competitive performance on a number of IPC benchmark domains.

5. Conclusion
In order to exploit GPUs in domain-independent planning, we

first proposed BMRW, a generalization of MRW which combines

GBFS and random walk by performing a GBFS-like, openList-

driven search, which at each iteration performs batches of ran-

dom walks in order to explore the search space. We showed that
BMRW is competitive with previous random walk strategies, in-
cluding Arvand13. We then showed that BMRWG, a heteroge-
neous CPU/GPU implementation of BMRW, achieves significant
speedup compared to BMRW and a straightforward paralleliza-
toin of MRW13.

We have shown that random walk using the relatively

lightweight Landmark Count heuristic can be efficiently imple-

mented entirely on the GPU. In fact, MRW13, the baseline par-

allelization of Arvand13, runs almost entirely on the GPU, except

for the top level loop, and in BMRWG, only the global openList

and closedList management are performed by the CPU. Our pri-

mary objective was to demonstrate the feasibility of GPU-based

forward heuristic search, so we focused on efficient implementa-

tion on the GPU side, and the current implementation only uses a

single CPU core. Effective, simultaneous usage of multiple CPU

cores along with the GPU in a more heterogeneous algorithm is an

avenue for future work. For example, openList and closedList

management can be parallelized, as in [Sulewski 11].

While we focused on a relatively simple search strategy which

is basically GBFS with (batched) random walk lookahead, ran-

dom walk has been embedded as an exploration mechanism in

other forward heuristic search variants such as RW-LS (ArvandLS)

[Xie 12] and GBFS-LE [Xie 14]. It should be possible to combine

these more complex algorithms with the basic idea of applying

batches of random walks on the GPU with a diverse set of start

points and a lightweight heuristic.
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時系列生成モデルのためのリサンプリング学習
Learning to resample for time-series generative model
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Sequential Monte Carlo (SMC) is a typical sampling method that can be sampled in order from a sequential
probabilistic model. However, due to degeneration of the sample, SMC may produce samples with low likelihood
with a small number of particles. In our study, we focus on the fact that the same resampling targets of SMC for
each sample cause degenerating samples. We want to relax this constraint, but analytically deriving asymmetric
sequential resampling targets is difficult. Therefore, we expand resampling strategy of SMC asymmetrically by
learning the sequential resampling target from the target of the whole series approximated to the lower bound. By
this, by learning to resample, it is expected that accurate estimation of latent variable can be realized with the
same particle number as SMC.

1. はじめに
深層学習において，観測変数 x の背後の依存関係を表現す

るために，潜在変数 z で同時分布 p(x, z) をモデル化すると，
推論分布 p(z|x)の扱い方がモデルの学習のために重要になる．
例えば変分オートエンコーダ（VAE）[Kingma 13] では，モ
デルの学習基準である周辺尤度を表現するために，この分布を
必要とする．そのためエンコーダで定義される別の分布に置き
換えて基準を近似し，KL divergence最小化を用いてその分布
を推論分布に近づける．
特にマルコフ性を持つ時系列の潜在変数における推論分布

p(z1:T |x1:T ) は，その扱い方が時間の長さ T にスケールする
かが問われる基本的な例であり，汎用なアルゴリズムを目指す
上で重要である．潜在変数の状態が離散的で計算機で扱えない
ほど多くなければ，隠れマルコフモデルのような解析的な扱い
が可能な場合もある．しかし動画や音声情報を潜在変数に含め
る場合，密な表現として出現する状態の数は特徴の数に対して
指数的に多くなりうる．この場合，解析的に扱うことも直接全
体をエンコーダで置き換えることも，時間の長さにスケールし
ない．このような推論分布の深層学習による近似は研究途上の
課題である．
時系列の推論分布に関する問題として，各時刻の潜在変数を

推定する逐次推定の問題（2章）があり，従来のアプローチとし
て代表的なものに Sampling Importance Resampling（SIR）
の逐次適用を行う，逐次モンテカルロ（SMC）[Gordon 93]が
ある．SIRとは，粒子と呼ばれる確率変数の値の候補を複数持
ち，途中までの尤度を使って粒子を選び直す手法である．SMC

は将来的に得られるサンプルの尤度が予測できない問題を SIR

で解決する手法であり，粒子フィルタとも呼ばれる．SMCに
よって時系列の推論分布の近似的なサンプルが得られるので，
期待値をモンテカルロ近似することができる．3章で述べるよ
うに，SMCの提案分布にニューラルネットを用いて推論分布
を近似する研究も出てきている．
しかし SMCでは途中までの分布での尤度が低い粒子は捨て

られやすく，後から尤度が大きくなる粒子を本来より低い確率
でサンプリングしてしまう．これは縮退問題として知られてい

連絡先: kaneko@weblab.t.u-tokyo.ac.jp

図 1: SMC と提案手法のリサンプリング方式の比較．観測変数は省
略している．黒矢印はリサンプリングの流れを，アルファベットは潜
在変数の値を表す．（左）SMCでのリサンプリング．独立同分布を用い
てサンプルしている．（右）提案手法でのリサンプリング．リサンプリ
ング結果を順に依存させて次のリサンプリングを行うことができる．

る．特に明らかな問題だと思われるのは，同程度の尤度の粒子
を選び直すことで一部無くしてしまう傾向である．これは図 1

（左）で示されるように，2 粒子 2 状態の単純な例（5.2 章参
照）で顕著である．これは潜在変数が連続値でも起こりうる．
本研究では縮退問題のうち，この同程度の粒子をなくす問

題に注目する．原因の一つは，リサンプリング目標がどの粒子
でも同じであること，つまりリサンプリング目標の対称性であ
る．多様なサンプルを保持できるように，本研究では図 1（右）
のように，複数の粒子のリサンプリング目標を非対称にする．
最適な非対称リサンプリング目標は，未来の変数について

の期待値の式になるため，一般には解析的に計算できない．学
習によって逐次目標を獲得する方針は，計算時間などの有用性
が乏しいため注目されてこなかった．しかし潜在変数系列の推
論分布に対する新たなアプローチとして重要なアルゴリズムで
あると考えたため，本研究では逐次目標を学習によって獲得す
る新しい逐次リサンプリング手法を検討する．
提案手法では，非対称なリサンプリング目標を実現するた

め，リサンプリング重みに学習パラメータを追加して拡張す
る．これは従来の SIRのリサンプリング重みに，過去のサンプ
ルを引数に取る新たな重みを掛け合わせることで実現できる．
さらに拡張した重みが縮退を軽減させる適切な値になるよ
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うに，最終目標 p(z1:T |x1:T ) との KL 誤差の上界を学習基準
として，勾配法を用いて重みを学習する．本研究では，この学
習とそれによって獲得された非対称なリサンプリング目標によ
るリサンプリングのアルゴリズム（4 章）を提案手法とする．
学習基準は上界であるため，必ず良い方向に学習が進むとは限
らないのは問題であるが，5.1章で示すように，過去の情報の
解釈が未来の尤度に大きく寄与するのに，長期に渡って複数の
解釈が尤もらしい状況を簡略化した問題においては，SMCよ
りも提案手法が正確なサンプリングを目指す学習基準になるこ
とを保証できる．
時系列確率モデルでの縮退の軽減を検証するため，本研究

では前述の問題設定で実験（5章）を行い，学習基準と正答率
が連動し，SMCより提案手法が正確なリサンプリングが行え
ることを示した．

2. 問題設定
時系列マルコフモデルの同時分布を以下の式で定義する．

p(z1:T , x1:T ) =

T∏
t=1

p(zt, xt|zt−1),

p(z1, x1|z0) = p(z1, x1)

このモデルからサンプルされた系列 (x1:T , z1:T ) の x1:T から
z1:T を推定し，その誤差の期待値を最小化する問題を考える．

Ep(z1:T ,x1:T )

[
L(z1:T , ẑ1:T )

]

ただし L は適当な損失関数，ẑ1:T は x1:T を用いた推定値と
する．

3. 関連研究
2章の問題には，SMCを基本とした様々なアルゴリズムが

提案されてきたが，近年，時系列生成モデルの学習の文脈か
ら，深層学習と SMCを組み合わせる新しい手法が提案されて
いる．SMCとこの新しい手法の二つについて説明する．

3.1 SMC
SMCは時刻 t = 1から t = T まで以下の式で表されるサン

プリングを繰り返すアルゴリズムである．

propose zjt ∼ r(zt|za
j
t−1

1:t−1),

append zj1:t = {za
j
t−1

1:t−1, z
j
t },

reweight wj
t =

p(zjt , xt|za
j
t−1

t−1 )

r(zjt |z
a
j
t−1

1:t−1)

,

resample ai
t ∼ Categorical(w·

t/
∑
l

wl
t)

z
a
j
t−1

1:t−1 は t− 1での j 番目の粒子であり，提案分布 rによって
tでの潜在変数の値 zjt が加わり zj1:t となる．これを SIRのリ
サンプリング重み wj

t にしたがってリサンプリングを行い tで
の i番目の粒子 z

ai
t

1:t を得る．
SMC では，粒子間でリサンプリング重みを比較し ai

t をリ
サンプリングすることで，尤度 p(z1:t, x1:t)を正規化して推論
分布 p(z1:t|x1:t)を計算することなく，近似的なサンプリング
を可能としている．しかし全体での目標分布は p(z1:T |x1:T )で
あるため，このリサンプリングが最適であるとは限らない．

3.2 Variational SMC
Variational SMC（VSMC）[Naesseth 17] は

VRNN[Chung 15] のような時系列生成モデルを拡張し
て，SMCと組み合わせたエンコーダとそれに対応した学習基
準からなる．SMCにおける提案分布をニューラルネットで定
義できるので，長期的な依存関係を学習することができ，エ
ンコーダで推論分布をさらにうまく近似できるようになった．
本研究の式導出はこれらの研究を参考にしているが，学習

させるパラメータは異なる．これらの研究ではエンコーダのパ
ラメータを学習することが目標であり，リサンプリング重みに
パラメータは置いていない．

4. 非対称逐次リサンプリング
SMCを非対称なリサンプリングに拡張した提案手法につい

て説明する．まず重みの定義とリサンプリングアルゴリズムを
定義したのち，パラメータを学習するための同時分布と学習目
標の定義，学習のための勾配法の利用について説明する．

4.1 非対称逐次リサンプリングの定義
時刻 tでの，SMCでのリサンプリングを以下の拡張したリ

サンプリング重みの式で置き換える．

reweight wi,j
t =

p(zjt , xt|za
j
t−1

t−1 )

r(zjt |z
a
j
t−1

1:t−1)

· wΔ
t,i(z

j
t ; z

a
j
t−1

1:t−1, z
a<i
t

t ),

resample ai
t ∼ wi,·

t /
∑
l

wi,l
t

拡張重み wΔ
t,i は多段のニューラルネットを用いてモデル化す

る．z
a<i
t

t は i 番目より前のリサンプリングされた粒子の組
{zak

t
t |0 ≤ k < i}を表す．リサンプリングの計算順序は図 2 の

グラフで示すようになる．

図 2: 提案手法の各時間ステップの計算グラフ．円形のノードが確率
変数を，正方形のノードが決定論的な変数を表す．SMC と同様に提
案分布（propose）からのサンプリングの後，拡張したリサンプリン
グ重み wi,∗ と選ばれる粒子 za

i を粒子のスロット i ごとに繰り返し
計算してリサンプリングを行う（resample）．

4.2 同時分布
棄却される粒子も含めた全ての同時分布 φは以下の式で表

される．

φ(z, b, a) =

[∏
i

r(zi1)

]∏
t=2

∏
i

[
w

i,ai
t−1

t−1∑
l w

ai
t−1

t−1

r(zit|za
i
t−1

t−1 )

][
w1,bT

T∑
l w

1,l
T

]
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ここで z = {zit|t = 1 . . . T, i = 1 . . . N}, a = {ai
t|t =

1 . . . T, i = 1 . . . N}, b = bT とした．これを周辺化することで
提案手法のサンプリング分布が表される．

q(z1:T ) = q(zb1:T1:T ) =
∑
b1:T

∑
a
¬b1:T
1:T

∑
z
¬b1:T
1:T

φ(z, b, a)

ただし bt = a
bt+1
t , z¬b1:T

1:T = {z¬bt+1
t |1 ≤ t ≤ T}, z¬bt+1

t =

{zit|i �= bt+1}, a¬b1:T
1:T = {a¬bt+1

t |1 ≤ t ≤ T}, a¬bt+1
t =

{ai
t|i �= bt+1}とする．

4.3 学習基準の導出
目標分布とサンプリング分布で定義される次の KL diver-

genceを最小化することを考える．

Ep(x1:T )

[
DKL(q‖|p)

]
= Ep(x1:T )q(z1:T |x1:T )

[
log

q(z1:T |x1:T )

p(z1:T |x1:T )

]

サンプリング分布に含まれる周辺化計算が解析的に行えない
ため，以下でイェンセンの不等式を用いた学習基準の近似を
行う．

KL divergence の最小化は VAE のエビデンス下界
[Kingma 13]の最大化と一致する．

− Ep(x1:T )

[
DKL(q‖|p)

]

= Ep(x1:T )q(z1:T |x1:T )

[
log

p(z1:T , x1:T )

q(z1:T |x1:T )

]
− Ep(x1:T )

[
log p(x1:T )

]

この式のサンプリング分布の対数尤度を計算し，真の対数
尤度と残りに分解する．

φ(z, b, a) =
T∏

t=1

[
w

bt+1,bt
t∑
l w

bt+1,l
t

] ∏
i �=b1

r(zi1)

·
T∏

t=2

∏
i�=bt

[
w

i,ai
t−1

t−1∑
l w

i,l
t−1

] T∏
t=1

[
r(zbtt |zbt−1

t−1 )

]

=

T∏
t=1

[
w

bt+1,bt
t∑
l w

bt+1,l
t

r(zbtt |zbt−1
t−1 )

]
· φ(x¬b, a¬b|xb, b)

ただし，以下のように置いた．

φ¬b = φ(z¬b, a¬b|zb, b) =
∏
i �=b1

r(zi1)

T∏
t=2

∏
i�=bt

[
w

i,ai
t−1

t−1∑
l w

i,l
t−1

]

SIR のリサンプリング重みから目標分布の尤度を取り出し
て，次のように式変形する．

φ(z, b, a)

=
∏
t

[
p̃(zbtt , z

bt−1
1:t−1)

]
·
∏
t

[
wΔ

t,bt+1
(zbtt ;xt, z

bt−1
t−1 , z

a
<bt+1
t

t )∑
l w

bt+1,l
t

]

· φ(x¬b, a¬b|xb, b)

= p(zb, x) ·W · φ(z¬b, a¬b|zb, b)

ただし，以下のように置いた．

W =
∏
t

[
wΔ

t,bt+1
(zbtt ;xt, z

bt−1
t−1 , z

a
<bt+1
t

t )∑
l w

bt+1,l
t

]

すると q(z1:T ) = p(z)
∑

b1:T
Eφ¬b

[
W

]
となるので，真の対

数尤度がキャンセルする．

Eq

[
log p− log q

]

=
∑
z

q(z)(log p− log p− log
∑
b

Eφ¬b

[
W

]
)

= −
∑
z

p(z)
∑
b

Eφ¬b

[
W

]
log

∑
b

Eφ¬b

[
W

]

次に期待値と対数尤度に使われているサンプリング分布の b

についての周辺化を人工的な一様分布 p(b1:T ) =
1

NT で置き換
え，式に含まれる凸関数 f(x) = −x log(x)に対してイェンセ
ンの不等式を適用する．

Eq

[
log p− log q

]

= −
∑
z

p(z)
∑
b

1

NT
Eφ¬b

[
NTW

]
log

∑
b

1

NT
Eφ¬b

[
NTW

]

≥ Ep(z)

[
Ep(b)

[
Eφ¬b

[
NTW log(NTW )−1

]]]

=
∑
z

∑
b

∑
a¬b,z¬b

p(z)Wφ¬b ·
[
log(NTW )−1

]

すると得られる下界はサンプリングの同時分布の期待値と，
計算可能なその中身によって成り立っているため，モンテカル
ロ近似で算出可能な学習目標となる．

L(λ) =Eφ

[
log(

1

N
W−1)

]

この学習目標は重みが対称なとき VSMCの学習基準と一致す
る．ただし VSMCではこの学習基準は提案分布の学習に用い
られるのに対し，本手法では SMCを拡張する重みの学習に用
いられている．またこの学習目標は下界であるため，この最大
化は KL divergenceを最小化することを保証しないが，長期
的な依存関係が重視される場合においては，下界を高めるこ
とが KL divergenceを下げることに繋がることが言える．（5.3

章で後述）

4.4 勾配法
分布にパラメータを含むため，勾配を計算すると方策勾配

の項が導出される．VSMCでは，この項は高分散であるとし
て実装上は無視されていた．しかし今回の導出ではリサンプリ
ング目標を学習する上で，離散な確率変数 ai

t が重要になるた
め，項を無視しなかった．

5. 実験
提案手法を調べるため，実世界の一部の問題を簡略化した

トイプロブレムを構成する．
この構成とそれが簡略化していると考えたものについてま

ず説明し，次に SMCを使用すると起きる問題について説明す
る．このとき提案手法の学習基準はより良いパラメータを測る
ことができることを確認し，実際の実験設定について説明す
る．得られた結果から，提案手法がトイプロブレムで SMCよ
り正確に潜在変数を推定できることを主張する．
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5.1 保留期間の長いトイプロブレム
潜在変数も観測変数も 2状態しかない時刻 1 ≤ t ≤ T の隠

れマルコフモデルを考える．t = 1で潜在変数は一様な確率で
2 状態を取り，時刻 T まで観測変数は潜在変数と独立して決
まり，潜在変数は確率 ετ で別状態に変化して遷移し，時刻 T

で確率 1− εで潜在変数の状態に対応する観測変数が得られる
生成モデルを考える．このモデルでの時刻 T までを保留期間
とし，時刻 1で保留された 2状態を T まで縮退せずに保持で
きるかを見ることができる．
保留されるべき 2 状態は，動画や音声情報などを潜在変数

に符号化した場合の扱いきれない状態数のうち，ある時刻で同
程度の尤度を持つものの簡略表現とした．また，確率 ετ と ε

が小さいほど潜在変数は確定的に遷移して T で観測されるこ
とは，同程度の尤度を持つ候補の情報が T ステップ後の状態
推定に重要な意味を持つ状況の表現とした．最後に時刻 T ま
で潜在変数と観測変数が独立していることは，保留期間中に候
補が同程度の尤度を持つ状況が変化しない状況の表現とした．

5.2 SMCによる縮退問題
SMCを用いてこの 2状態を保持した粒子をリサンプリング

すると，各リサンプリングごとに 1/2 の確率で片方を取りこ
ぼす．これはサンプルごとに対称なリサンプリング目標を使う
限り避けられない．取りこぼした片方が時刻 T に観測された
場合，ετ と εが小さいほど，尤度の低いサンプルとなる．

5.3 下界での評価
このトイプロブレムでは，εを限りなく 0に近づければ，誤っ

たサンプルに対する対数尤度は −∞に発散する．すると提案
手法の学習基準は，非対称なリサンプリングが最後が誤ったサ
ンプルを生成する確率を低くする限り，下界を限りなく上昇さ
せる．そしてそのような非対称なリサンプリングを実現するパ
ラメータは拡張重み wΔ に十分な自由度があれば，存在する
ことがわかる．よって，学習過程でそのようなパラメータにた
どり着ける限り，下界評価によって学習の進捗を評価できる．

5.4 実験設定
このトイプロブレムを使って提案手法が長期的なサンプリ

ング目標に備えて SMC より縮退を減少させられることを確
認した．状態数が多く，取りこぼした粒子の情報を回復でき
ない状況を表すため，トイプロブレムの遷移分布 p(zt|zt−1)

を提案分布として固定した．トイプロブレムのパラメータは
T = 4, ετ = ε = 0.0005 とした．保留期間中は観測変数から
潜在変数を推定できないため，時刻 T での真の潜在変数と推
定した潜在変数を比較し，正答率を評価基準とした．比較対象
として毎回リサンプリングを行う SMCと，時刻 T 以外はリ
サンプリングを行わない SMCを比較対象とした．
モデルのパラメータは，拡張重みのネットワークは 2層で 1

層目の活性化関数は ELU，2層目は線形のままにした．2層目
のユニット数は 2とした．勾配法にはAdamを使用した．バッ
チサイズは 32，学習率は 0.001とした．粒子数=2とした．

5.5 実験結果
学習ステップの間の正答率の変化をグラフにすると図 3 の

ようになった．初期のパラメータでは拡張重み wΔ ≈ 1なので
SMCと同じ正答率だが，学習を進めるにつれてリサンプリン
グしない場合の正答率に近づいた．このトイプロブレムにおい
て提案手法が非対称なリサンプリング目標を学習によって獲得
し，SMCよりも正確に潜在変数を推定できることを示した．
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図 3: 学習に伴う最終時間でのサンプル状態の正答率の変化．橙線は
SMC，緑線は最終時間のみリサンプリングした場合，青線が提案手
法，のそれぞれの正答率．縮退を抑えるよう学習できている．

6. まとめ
本研究では，SMCにおいて粒子を縮退させる原因としてリ

サンプリングの目標の対称性に注目し．下界によってこのリサ
ンプリング目標を近似して学習することで，SMCのリサンプ
リング戦略を非対称に拡張し，トイプロブレムでの縮退の軽減
を検証した．これにより SMCと同じ粒子数で，正確な潜在変
数の推定を実現できる場合が存在することが示された．
一方，今後の課題として，縮退の軽減によるサンプル効率が

計算効率に繋がるかの解明が挙げられる．非対称なサンプリン
グの内，リサンプリング結果に依存する部分は並列化できない
ため，計算効率が上がるとは限らないからである．今回は明示
的に非対称性を学習するためにリサンプリング結果を引数とし
たが，これは非対称性からの必要条件かは不明である．これに
ついては今後検証していきたい．
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End-of-Query Detection in Text Chat System

Shun Tanaka

CyberAgent, Inc.

I propose a prediction model for end-of-query detection. It is a common practice that a chatbot system responds
an answer when they get a single utterance from the user. A problem arises when a human breaks their query into
multiple utterances and a chatbot system can not respond appropriately, leading to lower user experience. In this
paper, I propose a prediction method based on LSTM for end-of-query detection.
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Debating AI: Counterargument Generation Based on Textual Supportiveness Recognition 

           
 Misa Sato  Kohsuke Yanai Toshihiko Yanase Yuta Koreeda Kenzo Kurotsuchi 

   
 Research & Development Group, Hitachi, Ltd. 

We will demonstrate a counterargument generation system in debating, which aims to utilize newswire articles for 
decision-making support. Users can specify a claim such as “We should legalize casinos because they promote economy.” 
and then the system outputs counterargument scripts against the claim.  
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Associative Dialog System for Recipe Recommendation Using Food Knowledge

∗1∗2
Katsuyoshi Yamagami

∗2
Mitsuru Endoh

∗3
Hirokazu Kiyomaru

∗3
Sadao Kurohashi

∗1
Advanced Industrial Science and Technology

∗2
Panasonic Corporation

∗3
Kyoto University

One of the problems when using the dialog system is that users do not know what utterances the system can
understand to convey their preferences. To mitigate the problem, we developed an associative dialog system for
recipe recommendation which utilizes food knowledge base. In addition to providing expressions candidates that
system can accept, it also repetitively generates and respond with linguistic expressions related to foods associated
with user input.
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Analysis of work motivation by persuasion in dialogue

∗1
Takuya Mizukami

∗1
Graduate School of Creative Science and Engineering Waseda University

In this research, I conducted ”a persuasive game” where a worker convinces the character about the importance
of the work and analyzed the increase in motivation levels of the worker. When the worker fails to persuade, the
worker confirms the importance of the work, so the motivation for work will be improved. In this experiment, I
prepared two types of systems : one with a character that accept any persuation(conventional system) and one
that may or may not accept a persuation , incorporating the success or failure of a persuation based on its cntent
(proposed system), compare and evaluate each went. As a result, it was shown that the system that incorporates
the success or failure of persuasion tends to significantly improve the motivation before work, compared with the
conventional system.
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Wikipedia

Acquiring Utterance Candidates for Chat-oriented Dialogue Systems
from Wikipedia Based on a State Space Model

∗1
Tomoki MATSUMOTO

∗1
Masato SAKAI

∗2
Mikio NAKANO

∗1 Nextremer
Nextremer Co., Ltd.

∗2
Honda Research Institute Japan Co., Ltd.

This paper presents a method for acquiring utterance candidates for chat-oriented dialogue systems in specific
domains from Wikipedia articles. A previously proposed method extracts sentences from Wikipedia articles related
to the domain, converts them to utterances suitable for chat, and excludes sentences inappropriate as system
utterances using a classifier. The classifier uses position information of the sentence in the article, but it is based
on a simple logistic regression. On the contrary, our proposed method uses a state space model in a Bayesian
approach. Experimental results show the proposed method outperforms the previous method.
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Knowledge Graph Expansion for Constructing Dialogue Systems Responding to Queries about
Unknown Attributes

Yuma Fujioka Kazunori Komatani

The Institute of Scientific and Industrial Research, Osaka University

Dialogue systems cannot respond to queries including unknown words. Constructing a perfect knowledge base
is practically impossible; that is, filling all the attributes in relational databases is quite labor-intensive. We are
trying to construct a system that responds reasonably by exploiting existing system knowledge even when a user’s
query contains unknown attributes. More specifically, we use knowledge graphs as the system’s backend and infer
unknown attributes of entities by generalizing them with collaborative filtering and tensor factorization. As a first
step for it, we extracted a knowledge graph from Wikidata, a commonly-used LOD (linked open data), in the food
and dish domain, but it was sparse for generalization. We expand the knowledge graph with external datasets,
specifically recipe data contributed to a Web site, and evaluate it by a task to find similar words.
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Utterance understanding and emotion generation in a dialogue system for children 

*1 *2 *2 *1 *2 
Kento Yamamoto Syunya Omura Ryo Nemoto Shiori Wada Toru Sugimoto 

 

Graduate School of Engineering and Science, Shibaura Institute of Technology 

*2  
College of Engineering, Shibaura Institute of Technology 

We propose a dialogue system for children with emotions. In this paper, we focus on utterance understanding and emotion 
generation in this dialogue system. In utterance understanding, we extract utterance intention and focus. Machine learning 
based on utterances collected from college students gives an accuracy of about 70% for utterance intention analysis and 
about 90% for focus extraction for children's utterances. In emotion generation, we deal with two types of emotion: short 
emotion and mood. The type of response is affected by mood, and short emotion is expressed as a facial expression. 
Regarding expressions of emotion, college students judged about 60% of emotions generated in dialogue as valid, but we 
could not confirm their usefulness in dialogue with children. 
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テンプレートを用いた疑問文生成による対話応答文DBの拡充
Augmentation of Dialogue Database by Generating Interrogative Sentences Using Templates
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尾形朋哉 ∗1
Tomoya Ogata

小町守 ∗1
Mamoru Komachi

下川原（佐藤）英理 ∗1
Eri Sato-Shimokawara

和田一義 ∗1
Kazuyoshi Wada
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Toru Yamaguchi

高谷智哉 ∗2
Tomoya Takatani

∗1首都大学東京
Tokyo Metropolitan Univercity

∗2トヨタ自動車株式会社
TOYOTA MOTOR CORPORATION

In recent years, there are many dialogue systems selecting an appropriate response from a dialogue database.
However, when the number of sentences in the database is small, it may not contain an appropriate sentence in
an open domain setting. Therefore, it is desirable to prepare a large number of candidate sentences and to fully
expand the dialogue database beforehand. In this research, we generate templates from handwritten responses
from actual dialogue logs to augment interrogative sentences for a dialogue database.

1. はじめに
近年，コンピュータが自然言語を用いて人と会話を行うた

めの対話システムの研究が行われている．対話システムには，
大別して，経路案内や Web 検索などの特定の目的のために
発話，応答を行う task-orientedなもの [Williams 07]と，特
定の目的がない，主に雑談を行う non-task-oriented なもの
[Wallace 09]の 2種類がある．
non-task-oriented な対話システムにおいて，事前に応答

の候補となる文を生成，または収集し，データベースに大
量に蓄えておくことで，ユーザ発話に適切な応答を文選
択によって出力するという手法が古くから研究されている
[Higashinaka 06][柴田 09]．この手法は，応答文を出力する際，
フィルタリングやスコアリングを用いることによって，非文を
出力しづらいという強みがある．しかし，データベース内に
ユーザ発話に対する応答文としてふさわしい文が存在しない
場合，適切でない文を選択し，応答文として出力してしまうと
いう問題が存在する．そのため，応答文のデータベースは様々
なユーザのあらゆる発話に対応できるよう，応答文となり得る
様々な応答文を大量に保持していることが望ましい．
また，比較的小規模な日本語対話データや，Twitterなどの

スラングやノイズの多いデータセットを用いて生成された応答
文は，それらを除外するためのフィルタリングに非常にコスト
がかかるという問題点がある．
そこで，本研究では，実際の対話ログから応答となる疑問

文を手書きで作成し，テンプレート生成の観点から分類する．
その後，日本語形態素解析器 JUMAN++の辞書情報を外部リ
ソースとして用いて，分類ごとにルールベースの手法を用いて
作成したテンプレートを適用することで，文選択の選択肢とな
りうる候補文を簡易かつ大量に生成する手法を提案する．
本研究の貢献は，以下の通りである．

1. ユーザ発話に対して応答疑問文を人手で作成し，それら
を応答可能性の観点から分類した

2. ユーザの 1発話から，対話を続けるための日本語の対話
応答候補文のテンプレートを作成した

連絡先:長内洋太，首都大学東京，osanai-youta@ed.tmu.ac.jp

2. 関連研究
テンプレートから日本語応答文を生成する研究として，加

藤らの研究 [加藤 15]や山内らの研究 [山内 14]がある．
加藤ら [加藤 15]は，話題となる単語とともにユーザ発話内

の感情を表現する語を抜き出し，話題語のカテゴリと感情の一
致を考慮してテンプレートに挿入した．話題を一致させること
は対話のロボット応答における違和感を低減することが示され
たが，固有表現抽出の精度が悪いことや，感情語の活用や品詞
を考慮していないことなどに問題があり，生成文の流暢性が低
いという問題がある．本研究では，彼らのいう‘話題語’に着
目し，どのような品詞が話題語に該当し，どのようなカテゴリ
であれば応答の生成にテンプレートを用いることができるかの
分類を行い，自然な応答文が生成されるテンプレートを作成し
た．また，ユーザ発話への応答疑問文を事前に人手で作成し，
単語を話題語として抽出すべきかどうかで分類した．
また，山内ら [山内 14]は，日本語文について，ある特定の

分野に関する用語の情報が記述された用語データベースを用意
し，ユーザとの会話の話題をその特定分野に誘導することで，
テンプレートを用いた応答文生成を行なう．ただし，特定の分
野の単語に対してのみ情報を所持しているため，他の分野の
単語に対しては適切な応答文生成ができないという問題があ
る．そこで，本研究では，日本語形態素解析器 JUMAN++の
辞書情報を用いて，ある分野の単語のみでなく，分野を限定せ
ずに，日本語の応答疑問文を生成した．

3. テンプレートの生成
テンプレートによって応答疑問文を作成できるユーザ発話群

の発見のため，対話データ中のユーザ発話の分類を行う．その
後，応答疑問文を作成できるものに対して応答文を人手で作成
し，作成した応答疑問文に対して，テンプレートを作成できる
応答疑問文群発見のための類型化を行う．
応答疑問文の作成において，文脈を考慮する場合，応答疑問

文の候補は多岐に渡る．したがって本研究では，文脈を考慮せ
ず，ユーザの 1 発話のみを見るという制約のもとで応答疑問
文を作成した．また，ユーザ発話のどの内容を受けた応答疑問
文であるかを明確化するために，ユーザの使用した単語（見出

1
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表 1: 各分類におけるユーザ発話の件数と例
分類 件数 ユーザの発話の例 作成した応答文

単語抽出が必要 733 本を読んだりラジオを聴いたりしてます。 最近はどんな本を読まれましたか？
　特別な習い事はしてないです。 何か習い事をしてみたいと思ったことはありますか？

単語抽出が不要 72 おはよう，今起きました。 おはようございます。今日は何をされるご予定ですか？
　ただいま帰りました。 お帰りなさい、お疲れ様でした。

User-negative 125 ダメです、全く泳げません。 -

全く興味ありません、できません。 -

User-question 54 あなたのお名前は？ -

　はい、毎日してます。一緒にしませんか？ -

単語抽出不可 150 そうですね。 -

うーん…。 -

書き起こし文なし 66 - -

し語）を一語以上使用することも制約として加えた．
以上の制約下で作成した応答疑問文を用いて，応答疑問文

同士で類似した箇所を探し，テンプレートを作成する．

3.1 データセット
実際に用いる対話ログに関しては，先行研究 [下川原 16]で

収集，編集したデータを扱う．このデータは，主にロボットが
高齢者のユーザに対して質問を行い，ユーザがそれに返答を
する雑談形式の対話ログである．ユーザの発話ログには，ユー
ザ発話を聞き取って書き起こされたものを扱う．本研究では，
2014年 6月に収集した 6ユーザの発話から各 200文，計 1,200

文を抜き出し，それに対して分類を行い，疑問文を作成可能な
ユーザ発話に対して応答文を人手で作成した．

3.2 データセットの分類と応答疑問文作成
対話ログにおけるユーザ発話文の分析を行う．応答疑問文を

作成するかどうかで場合分けし，それぞれに対しさらに分類を
行う．応答疑問文の作成が可能である場合は，ユーザ発話から
単語を抽出して応答疑問文を作成したか否かによって 2 つの
分類に分かれる．疑問文の作成が不可，もしくは応答を作成す
べきでないとき，これらは，‘ 単語の抽出が可能であるか不可
であるかに関わらず，ユーザ発話が否定的な応答をしている’，
‘単語の抽出の可否に関わらず，ユーザ発話が疑問文である’，
‘抽出するべき単語がユーザ発話に含まれない’，‘ユーザ発話
データが存在しない ’の 4つの分類に分かれる．
単語抽出が必要　ユーザ発話内に，ユーザとシステム間で今行
われている会話の話題が読み取れる単語，主に自動詞が存在
し，それを抜き出して用いることで応答疑問文が作成できる場
合が該当する．
単語抽出が不要　主に‘おはよう’や‘ただいま’，‘ありがと
う’などの挨拶や「言語行為の定型表現・運用上固着した語彙
[加藤 06]」，それにより応答が疑問文である必要がない場合な
どが，抽出の必要がない場合に該当する．
User-negative　ユーザが‘嫌い’，‘全くない’等の語を含む
否定的な発話をした場合が該当する．この場合，ユーザは 1つ
前でロボットが提示した話題に対して，会話の続行を望んでい
ないと推測できる．したがって，単語抽出によって疑問文の作
成が可能な場合であっても，他の話題についての発話を行なっ
た方が適切であると判断したため，疑問文を作成していない．
User-question　ユーザの発話が疑問文である場合が該当す
る．この発話に対する応答の作成には，ユーザやロボットの
パーソナリティ情報や外部のリソース等から情報を取得する必
要があり，ユーザ発話に含まれる単語をテンプレートに挿入し
て疑問文を作成することは適切ではない．

表 2: 各名詞の細分類内訳と例
細分類 該当する名詞の例 件数
普通名詞 服,メール,テニス 353

地名 日本,東京,パリ 79

サ変名詞 会話,経験,予定 79

時相名詞 梅雨,この後,最近 57

数詞 100,何,一 10

副詞的名詞 前,ところ 3

組織名 ユニクロ 1

単語抽出不可　感嘆詞のみであったり，聞き取りがうまくいか
ずに名詞等が途中で途切れている場合などの，主にユーザ発話
に自動詞が存在していない場合が該当する．
書き起こし文なし　ユーザが実際に発話していない場合に加
え，ノイズやユーザの声量の問題で，ユーザ発話が正しい文と
して書き起こされていない場合が含まれる．
以上の分類に基づき，‘単語抽出が必要’と‘単語抽出不要’

の応答疑問文を作成可能なユーザ発話に対して，疑問文を人
手で作成した．各分類におけるユーザ発話の件数と，作成した
応答を表 1に示す．ユーザ発話における単語抽出を行う場合，
ユーザ発話に含まれる単語を用いつつ応答を作成した．

3.3 抽出した単語の分類
テンプレートに挿入される頻度の高い品詞の特定のため，

ユーザ発話の分類‘単語抽出が必要’に対して作成した各応答
文 733 件について，応答作成で抽出された単語の品詞ごとに
分類を行う．ユーザ発話に含まれる 1単語を抽出して作成した
応答文について，日本語形態素解析器 JUMAN++（version

1.01）を用いて，抽出した単語の品詞分類を行った．
抽出した品詞を分類したところ，名詞 470 件（例：犬，ご

飯，今日），動詞 153件（例：起きる，食べる，行く），形容
詞・形容動詞 110件（例：静か，長い，若い）となり，抽出さ
れる単語の品詞は名詞が最も多かった．そのため，本研究では
名詞に対するテンプレートを考えることにした．
名詞を用いて作成した応答文に対して，JUMAN++で解析

した結果における，名詞の細分類，JUMAN++辞書における
‘カテゴリ’，‘ドメイン’の両分類を用いることで，各名詞の属
性付けを行う．ここで言及した JUMAN++のカテゴリとは，
語の上位下位関係に基づくものであり，‘人’，‘動物’，‘植物’
等 22種存在する．ドメインは単語をオントロジー横断的に意
味情報で区分したものであり，‘文化・芸術’，‘スポーツ’，‘健
康・医学 ’などの 12種が存在する [黒橋 16]．

2

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

3Pin1-22



表 3: カテゴリ・ドメインの組の内訳と例 - 上位 10件
カテゴリ名 ドメイン名 該当する名詞の例 件数
時間 - 昨日,この後 60

抽象物 - 天気,流行 59

抽象物 家庭・暮らし メール,買い物 28

人工物-その他 家庭・暮らし ゴミ,クーラー 23

人工物-食べ物 料理・食事 食べ物,缶詰 23

人 家庭・暮らし 主人,女の子 21

抽象物 文化・芸術 文化,演奏 18

抽象物 スポーツ テニス,スポーツ 15

人工物-その他 - 話題,ボールペン 13

動物 - 虫,ペット 13

作成した応答文のうち，名詞を抜き出して作成した応答文
の名詞について品詞細分類を付与した内訳を表 2 に，カテゴ
リとドメインの組の出現頻度上位 10件と該当する名詞の例を
表 3に示す．この中で，JUMAN++の解析結果において，名
詞の解析候補が複数存在する名詞は，複数の分類のテンプレー
トに挿入することが考えられるため，それぞれの解析候補を別
の名詞として考えて出現頻度を計算した．また，解析結果が一
つであっても，複数のカテゴリやドメインを持つ単語に対して
は，意味の詳細な絞り込みのため，その単語の持つ複数のカテ
ゴリ，または複数のドメインの組み合わせを独立した分類とし
て考える．また，カテゴリとドメインのどちらか，もしくはそ
の両方を持たない語も存在した．

3.4 テンプレートの作成
ユーザ発話から，名詞を一つ抽出して挿入することで応答

文となるテンプレートを作成する．
今回は，抽出した各名詞と述語の共起などは考えず，述語を

各テンプレートに固定する形で作成した．このうち，作成でき
たテンプレートの該当する分類を表 5に示す．表 5において，
<word>で示されるのが実際にユーザの発話から抜き出した単
語である．
また，表 2の‘サ変名詞’に該当する名詞は，それをする主

体が必要であるという点で述語と扱いが類似しており，今回は
挿入する名詞から除外している．

3.5 考察
内訳の上位に位置する，カテゴリが‘時間’や‘抽象物’で

ある場合，ドメインが‘家庭・暮らし’である場合などの非常
に広範に渡る分類では，カテゴリとドメインに加えて，名詞の
細分類を用いても抽出した名詞の情報を絞りきれず，その分類
に該当する名詞が適用できるテンプレートの考案が難しい場合
がある．そのため，さらに細かい名詞の区分が必要である．
カテゴリ‘人’の分類では，‘妻’，‘嫁’などの名詞がよく見

られた．これらの単語は，ユーザが発話者である場合と，シス
テム発話の場合において名称が変わる名詞である．今回の手法
ではこれらの単語への対応は難しいが，人称名詞の辞書を用い
て活用することで，テンプレート作成が可能になると考える．
また，カテゴリ‘抽象物’に該当する名詞に見られるように，

適切な述語が，抽出した名詞ごとに様々である分類において，
述語をテンプレートに固定する今回の手法は適していない．こ
のような場合，抽出した各名詞と共起しやすい述語を同時に挿
入するテンプレートを作成することで，適切な出力文が得られ
る可能性がある．
表 3において，‘家庭・暮らし’のドメインが頻出であるこ

とは，データセットが高齢者とロボットの日常的な対話ログで

あることに起因すると考えられる．

4. テンプレートを用いた応答文生成実験
3.4節で考案したテンプレートに対して，ユーザ発話文から

抽出した単語を挿入して応答文を生成し，自然な応答文が出力
されるかどうかを検証する．今回は，表 4に示す 3つの分類
のテンプレートに対して，対話ログデータ内の全単語を挿入し
て応答文を生成し，カテゴリのみ・ドメインのみ・両方を用い
た場合の 3つの場合において検証を行った．全体として，3つ
の分類に属する名詞 118語から，応答候補文 557文が生成さ
れた．テンプレートに単語を挿入した出力例を表 5に示す．
表 5 に示した例のうち，カテゴリとドメインの両方を用い

て単語を挿入した場合，出力は非文ではなく，簡潔かつ応答文
の範疇を逸脱していないといえる．また，カテゴリのみもしく
はドメインのみを用いた場合の自然な文の出力割合が，該当す
るカテゴリ，ドメインによって大きく異なることがわかる．例
として示した分類のうち，‘ 抽象物 ’というカテゴリのみを用
いた場合は，この区分が非常に広範であるため，作成したテン
プレートに適する単語を抽出できていないことが問題である．
ドメイン‘料理・食事’については，ドメイン側が広範な区分
であることと，‘ 冷蔵’ や ‘煮（る）’のような事態性名詞が普
通名詞として挿入されることが問題となっていた．
しかし，広範な分類の名詞を挿入した場合など，依然として

文として意味が通じないものが生成された．今回の設定では，
全体の 8.98％の出力が適切でない応答文であり，挿入した単
語によって，その単語を挿入した応答文全てが不自然である場
合と，ある特定のテンプレートに挿入した場合のみ不自然な文
が出力された場合が存在した．適切でない出力の事例として
は，以下の 3つが見られた．
挿入する単語の粒度の問題　表 5 の‘ スポーツの他に何かス
ポーツはされるのですか？’等の出力に見られる，該当の分類
に属する単語同士の意味的な粒度が揃っていない場合である．
この原因として挙げられるのは，カテゴリまたはドメインの意
味的なばらつきが原因で，そのテンプレートに挿入するのにふ
さわしくない単語が挿入されてしまうことである．この問題に
対しては，異なる辞書を用いることによって，単語の分類をさ
らに細かく行うことが必要がある．この問題については，テン
プレート自体に含まれる単語や，それに類する単語に，フィル
タをかけてテンプレートに挿入しない等の対策が必要である．
形態素解析の誤りによる問題　 JUMAN++の解析結果が実際
の単語の意味と異なる解析を行なった場合である．例として
は，表 5の細分類‘ 地名 ’における，‘ 将棋 ’のような単語で
ある．この問題は，テンプレート作成の段階での対処が難しい
ため，異なる出力を行なった場合に，順次人手で JUMAN++

辞書を修正，拡張する等の対応が望まれる．
外部知識や環境情報の問題　ロボットの応答が発話者にとって
当然の事柄であり，会話の進行を妨げてしまう場合も存在す
る．例としては，日本人に‘日本にはよく行かれるのですか？’
等の応答を出力する場合である．ただし，この場合を適切でな
いと判断するのは難しい．なぜなら，この分類の不自然な出力
文は，ユーザやロボットの立ち位置や周囲の環境などの状況に
よって，自然な文になりうるからである．この場合，応答候補
文の生成としては問題ないが，実際に候補文の中から応答文を
選択する際に，ユーザの出身がどこであるかなどのユーザの登
録情報や，ユーザとロボットが今どこで会話しているかなどの
対話環境といった，追加情報の取得が必要になる．

3

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

3Pin1-22



表 4: 各分類における出力の統計
分類 カテゴリ・ドメイン カテゴリのみ ドメインのみ

細分類 カテゴリ ドメイン 単語数 出力文数 正文割合 単語数 出力文数 正文割合 単語数 出力文数 正文割合
地名 - - 79 395 89.9 - - - - - -

普通名詞 抽象物 スポーツ 15 90 98.9 296 1,939 9.3 16 96 92.7

人工物-食べ物 料理・食事 24 72 87.5 38 114 61.4 61 183 38.8

表 5: 作成したテンプレートと対話ログから抽出した単語を用いた出力例.

（文頭に‘ * ’のあるものは適切でない出力例，‘ ? ’のあるものは疑問の残る，または議論の必要性のある出力例）
分類 作成テンプレート 出力

細分類 カテゴリ ドメイン （ゴシックが挿入単語）
<word>には行ったことはありますか？ *将棋に行ったことはありますか？
<word>にはよく行かれるのですか？ ?日本にはよく行かれるのですか？

地名 - - <word>と聞くと何を思い浮かべますか？ 横須賀と聞くと何を思い浮かべますか？
ご自宅から<word>へはどう行かれるのですか？ ご自宅から新宿へはどう行かれるのですか？

<word>へ行ってみたいと思いますか？ パリへ行ってみたいと思いますか？
<word>でよく行くお店はありますか？ 新宿でよく行くお店はありますか？

<word>はよくされるのですか？ テニスはよくされるのですか？
<word>の他に何かスポーツはされるのですか？ *スポーツの他に何かスポーツはされるのですか？

普通名詞 抽象物 スポーツ <word>の観戦に行かれたことはありますか？ サッカーの観戦に行かれたことはありますか？
<word>はいつ始められたのですか？ ジョギングはいつ始められたのですか？

<word>を始めたきっかけは何だったのですか？ 体操を始めたきっかけは何だったのですか？
<word>をしていて楽しい時はどんな時ですか？ 野球をしていて楽しい時はどんな時ですか？

刺身はよく食べるのですか？
<word>はよく食べるのですか？ ご飯はよく食べるのですか？

人工物-食べ物 料理・食事 <word>はお好きですか？ ?食べ物はお好きですか？
ご自分で<word>を作られたことはありますか？ ヨーグルトはお好きですか？

ご自身で漬物を作られたことはありますか？
ご自身で 弁当を作られたことはありますか？

5. おわりに
本研究では，ユーザの発話に対して人手で応答文を作成し，

作成した応答文の単語を，日本語形態素解析器 JUMAN++の
辞書におけるカテゴリやドメイン等の情報を活用することでテ
ンプレートを作成した．ユーザの発話から文脈となる単語を抽
出し，JUMAN++の辞書上で該当する各分類のテンプレート
に挿入することで，その単語を使いつつ対話を続行するための
文が得られることがわかった．
提案手法は，生成したテンプレートと単語の条件が合致すれ

ば一定数の文が得られる一方，テンプレートを考案することが
難しい単語や品詞においては，他の手法を用いた応答文の生成
が必要になる．また，カテゴリとドメインの分類ごとにテンプ
レート数に偏りがあるため，一部のカテゴリやドメインにおい
ては十分な応答文が得られない問題や，カテゴリまたはドメイ
ンが非常に広範であるために，単語情報を絞り込めない場合，
適切なテンプレートの作成が難しいという問題が存在する．
また，今回の手法では名詞のみに焦点を絞ったため，ユーザ

発話が名詞を含まない場合を考慮できていない点が課題として
残る．ユーザ発話が名詞を含まない場合には，今までの対話ロ
グから会話の文脈を考慮しつつ，ユーザ発話に含まれる述語を
抽出し，テンプレートに挿入することが考えられる．
今後は，提案手法に加えて，ユーザ発話から得られる情報の

みならず，ロボットとユーザの位置関係や名前等のパーソナリ
ティを利用したテンプレートによる応答生成と，意味的な観点
からの客観的な評価を行う予定である．加えて，一つの名詞を
抽出してテンプレートに挿入する手法において，挿入する名詞
と関連性の高い述語を同時に挿入できるテンプレートを作成
することで，さらに豊富な応答文を得る可能性についても探っ
ていきたい．
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In a human-human conversation, a listener frequently conveys various intentions explicitly/implicitly to the
speaker with reflexive short responses. The speaker recognizes the intentions of these feedbacks and changes the
utterance plans to make the communication more smooth and efficient. These functions are expected to be useful
for human-system conversation also, but when human face the system they do not always give the same feedback
as they did with human. We investigated the feedback phenomena of human users against our system which is
designed to transfer a massive amount of information like news articles by spoken dialogue. First, user’s intentions
of feedbacks that can affect the behavior of the system were classified from the viewpoint of roles in the progress
of conversation: presence/absence of a user’s interest, comprehension state, release/keep turn, and so on. Then,
using our news delivery conversation system, we gathered user’s short responses, and labeled the intention through
listening test by the subjects. We also attempted automatic identification of those intentions. As a result, in the
current system, it is found that there are many feedbacks to convey doubt and automatic identification of them is
possible stably, but there are not so many other feedbacks.
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Jupiter
A proposal of automatic negotiation simulator Jupiter

for negotiation agents using machine learning.

∗1
Tomoya Fukui

∗1
Takayuki Ito

∗1
Nagoya Institute of Technology, Department of Computer Science

The purpose of this paper is to propose Jupiter, a new environment for automated negotiations in which we can
easily create agents that is able to use machine learning. Genius is cited as a prior study of the environment where
automated negotiation can be simulated. It provides an environment for automated negotiations that aim to solve
multi-issue negotiation problems. In the field of automated negotiation, it is expected that agreement results are
optimized by machine learning. However, it is difficult to use Genius to simulate automated negotiations with
agents using machine learning, because the past negotiations information provided by Genius is insufficient. As
above, in this paper we propose Jupiter as a new automated negotiation environment in which we can easily create
agents that is able to use machine learning. In addition, we compare Jupiter with Genius and show the superiority
of Jupiter.

1.

Jupiter

Genius Genius

Genius

Jupiter
Jupiter Genius

Jupiter

2.

2.1 ANAC

Jupiter
ANAC[Baarslag 2016]

Stacked Alternating Offers Protocol(SAOP)[Reyhan 2017]

SAOP
1

2
Offer Accept EndNegotiation 3

Jupiter

2

:
fukui.tomoya@itolab.nitech.ac.jp

1.
EndNegotiation

2.
EndNegotiation

Offer Accept EndNegotiation 3

3 1

1. Offer
1

Offer Offer
Offer

2. Accept
Offer
Offer

Accept

3. EndNegotiation

ANAC

(bid) s n Ii

1
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i
(bid) (1)

s = {(s1, s2, . . . , sn)|si ∈ Ii, i = 1, 2, . . . , n} (1)

(1)
3

1.
U(sk;w) (2) (3)

(4)

U(s;w) =

n∑

i=1

wi · eval(si) (2)

n∑

i=1

wi = 1 (3)

eval(si) =
value(si)

arg max
si∈Ii

value(si)
(4)

wi i 0 ≤ wi ≤ 1(1 ≤
i ≤ n) value(si) Ii si

wi(1 ≤ i ≤ n) value(si)(si ∈ Ii)
(4)

0 ≤ eval(si) ≤ 1 (5)

(2) (3) (5)

0 ≤ U(s;w) ≤ 1(∀s)

2.
EndNegotiation

r e
(6)

U(e) = r (6)

3.

Ud d
t(0 ≤ t ≤ 1)

Ud(s, t; d) = U(s) · dt (7)

Ud(e, t; d) = U(e) · dt (8)

2.2 Genius

Genius[Lin 2014]
Java API

Genius 3

1.

2.

3.

1: Genius

Genius

Genius

Genius 1

Genius
Genius

[ 2015]

Williams [Williams 2011]

2017 Lewis
[Lewis 2017]

Genius Java
2010

Python

3. Jupiter

3.1 Jupiter
Jupiter

Jupiter 2.1

Genius Jupiter
Jupiter

3.2 Jupiter

Jupiter

1.

2. Jupiter

3.

json
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2: Jupiter

3: abstractAgent

Jupiter 2 Con-
cederAgent Linear

Linear
Conceder

3.3 Python
Jupiter 3

abstractAgent

Genius
receive start negotiation receive end negotiation

receive start negotiation
receive end negotiation

Jupiter

1: Genius Jupiter Linear

Genius 57 120
Jupiter 36 83

4. Jupiter Genius

4.1
Jupiter Genius

Genius Jupiter
Genius

Jupiter

4.2
Linear Jupiter Genius
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(Accept) (Offer) (EndNegotiation)
1

Acceptance Strategy
Acceptance Strategy

2
[C.Sierra 1999]

t(0 ≤ t ≤ 1)

T (t) = 1.0− tα (9)

(9) T (t)
(9) α = 1

Linear
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1 Python Java

4.3
Linear Conceder

Boulware 3 Conceder
(9) α = 0.5

Boulware (9)
α = 10

180
ANAC2016

triangularFight KDomain NewDomain
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triangularFight 2 9
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NewDomain 7 35840
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4
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Jupiter

Genius Java Jupiter Python
Jupiter scikit-learn

tensorflow

Genius GUI Jupiter
Jupyter Notebook
Jupyter Notebook

4.5

3
Genius Jupiter

4.6

Python
Java

Genius 2010

4.4
ANAC

3: Genius Jupiter
Genius Jupiter
Java Python3

CUI

5.
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SAOP Python

Genius Genius
GUI
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Premise generation based on argumentation schemes for dialogue systems

Koh Mitsuda Ryuichiro Higashinaka Taichi Katayama Junji Tomita

NTT
NTT Media Intelligence Laboratories, Nippon Telegraph and Telephone Corporation

Towards creating an argumentative dialogue system, this paper proposes a method to create premises from a given
utterance representing a conclusion. The proposed method utilizes Walton’s argumentation schemes for generating
premises from various inputs. The generated premises were evaluated by human subjects, and the results showed
the validity of our method.

1.

argumentation mining

[Lippi 16]

argumentation mining

[Rakshit 17,Higashinaka 17,Sakai 18]

argumentation mining

Web

Web

argumentation mining

Walton

[Walton 13]

: NTT

1-1 239-0847

mitsuda.ko@lab.ntt.co.jp
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[Imamura 14]
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1:

→
AA [ ] → [ ]
AD [ ] → [ ]
CO [ ] → [ ]
EX [ ] → [ ]

PR / [ ] → [ ]
AC [ ] → [ ]

FD [ ] → [ ]
CE [ ] → [ ]
EC [ ] → [ ]

EH [ ] → [ ] [ ]
SIG [ ] → [ ] [ ]

EO [ ] → [ ]

PK [ 100 ] → [ ]
PH [ ] → [ ]

BI → [ ]

EA / →
GA →
PA →
PO →
LK →
ER [ ] → [ ]

PER [ ] → [ ]
AP [ ] → [ ]
SUN [ ] → [ ]

AO →
SS [ ] → [ ]
IN →
AR →
CC →
VAL [ ] → [ ]

CM →
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“ ”
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5: 0

3:

20% CC 6 3.38

40% PER 12 3.12

60% VAL 18 2.83

80% PR 24 2.56

CO 30 2.40

3

5

5

“BI ”

“EA ”

“PR ”

“CO ”

“EA ”

3

4

40% 12

4

4.

4:

AA

AD

CO

EX

CE

EC

EH

SIG

LK

BI

[Higashinaka 14] Higashinaka, R., Imamura, K., Meguro, T.,
Miyazaki, C., Kobayashi, N., Sugiyama, H., Hirano, T.,
Makino, T., and Matsuo, Y.: Towards an open domain con-
versational system fully based on natural language processing,
in Proc. COLING, pp. 928–939 (2014)

[Higashinaka 17] Higashinaka, R., Sakai, K., Sugiyama, H.,
Narimatsu, H., Arimoto, T., Fukutomi, T., KiyoakiMatsui, ,
Ijima, Y., Ito, H., Araki, S., Yoshikawa, Y., Ishiguro, H., and
Matsuo, Y.: Argumentative dialogue system based on argu-
mentation structures, in Proc. SemDial (2017)

[Imamura 14] Imamura, K., Higashinaka, R., and Izumi, T.:
Predicate-argument structure analysis with zero-anaphora res-
olution for dialogue systems, in Proc. COLING (2014)

[Isahara 08] Isahara, H., Bond, F., Uchimoto, K., Utiyama, M.,
and Kanzaki, K.: Development of Japanese WordNet, in Proc.

LREC (2008)

[Lippi 16] Lippi, M. and Torroni, P.: Argumentation mining:
State of the art and emerging trends, ACM Transactions on
Internet Technology, Vol. 16, No. 10 (2016)

[Mikolov 13] Mikolov, T., Chen, K., Corrado, G., and Dean, J.:
Efficient Estimation of Word Representations in Vector Space,

in Proc. CoRR (2013)

[Rakshit 17] Rakshit, G., Bowden, K. K., Reed, L., Misra, A.,
and Walker, M.: Debbie, the Debate Bot of the Future, in
Proc. IWSDS (2017)

[Sakai 18] Sakai, K., Inago, A., Higashinaka, R., Yoshikawa, Y.,
Ishiguro, H., and Tomita, J.: Creating Large-Scale Argumen-
tation Structures for Dialogue Systems, in Proc. LREC (ap-

peared) (2018)

[Speer 12] Speer, R. and Catherine, H.: Representing General
Relational Knowledge in ConceptNet5, in Proc. LREC (2012)

[Walton 13] Walton, D.: Methods of argumentation, Cambridge
University Press (2013)

4

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

3Pin1-26



 

- 1 - 

 

Metaphor creation using corpus and thesaurus 

 *1 *2 
 Ryoga Sato Toru Sugimoto 

  
*1  

Graduate School of Engineering and Science, Shibaura Institute of Technology 
 

*2  
College of Engineering, Shibaura Institute of Technology 

 

We propose a method to create metaphors using corpus and thesaurus. Our system can create metaphors based on input 
tenors and grounds. We use word2vec to obtain word vectors for tenors and grounds, which are used to select vehicles 
considering cosine similarity. In order to output various vehicles that are congenial to the ground, we create a grounds-by-
categories matrix using thesaurus. We evaluate appropriateness and usefulness of vehicles that are created by our system. As 
the result, it is shown that our system can output metaphors that are useful for user, though many of the metaphors created by 
the system are inappropriate. We compared vehicles created using Aozora Bunko corpus and NWJC. As the result, it is shown 
that our system can output vehicles that are congenial to user's literary style by using appropriate corpus. 
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Uncombined Elements in an Integrated Narrative Generation System 

 and Expanding Conceptual Dictionaries by Attribute Information 

 *1 *2 *2 
 Jumpei Ono Takuya Ito Takashi Ogata 

 *1  *2  
 Graduate School of Iwate Prefectural University  Iwate Prefectural University  

Although we have been studying diverse elements of narrative generation, many of the elements have not been combined 
with our basic narrative generation system called Integrated Narrative Generation System (INGS). In this paper, we list these 
elements and especially focus on the part of the attribute information of noun concepts in the noun conceptual dictionary in 
the INGS. We introduce the attribute information into the noun conceptual dictionary to aim at various effects including 
detailed conceptual explanation generation and rich narrative character formation. 
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Research on Sharing of Robotics Skills

Guilherme C. Affonso∗1 Kei Okada Inaba Masayuki

The University of Tokyo, JSK Laboratory

Growing number of robots and increase in its capabilities impose new demands on meta robotic systems, capable
of performing hardware abstraction and sharing skills between different robots. In this work such systems are
studied, in order to make evident what can actually be done now and what are the problems that must be dealt
with in the future.

1. Introduction

Holding the advent of deep learning and the third arti-

ficial intelligence boom as background [Matsuo 15], one of

the keys of current robotics research is to be Adaptable and

Universal. This gives place to the rise of robots as a new

and tangible market, with total sales of household and per-

sonal service robots forecast to grow 23.5% per year from

2015 to 2020 [Grace Market Data 15]. Such demands feed

robotics research back, in a cycle that leads to growth in

both overall number and capabilities of robots.

Under such situation, the administration of specific pro-

grams build for specific platforms becomes more and more

complex, urging for the unification of software into meta

robotic systems capable of abstracting hardware and shar-

ing skills between different robots. Although the creation

of a system that can both solve different problems and be

compatible with several robots is a common goal for robot

software architects, as described in [Ferland 15], robotics

research nowadays proves to be highly dependent on hard-

ware platform and software implementation, focusing on

environment adaptability rather than universality of execu-

tion.

In this work the sharing of skills between robots is ex-

plored, in order to delimit what can currently be done to-

wards its solving and make clear what kind of problems still

need to be overcome.

2. Definition and Classification of Skills

In order to reason about the sharing of robotic skills,

it is necessary to first properly define them in clear and

concrete terms. In this work we use the definitions proposed

by Affonso et al. [Affonso 18b], modified from Jacobsson et

al. [Jacobsson 16] and described as follows.

• Skill: The potential for a robot to reproduce a certain

task.

• Task: A set of actions with meaningful outcome.

• Action: A set of motions which cause an effect on the

outside environment.

Contact: Guilherme C. Affonso, The University of Tokyo,

113-8656 Tokyo, Bunkyo-ku, Hongo, 7-3-1, tel. 03-
5841-7416, affonso@jsk.imi.i.u-tokyo.ac.jp

• Motion: Movements that alter the robot’s physical

state.

Furthermore, classification of skills into joint, action

point and objective level, also given at Affonso et

al.’s [Affonso 18b] work, are used. These are described as

follows.

1. Joint level

At joint level, each motion is described by a vector

gathering angle values for all of robot’s degrees of free-

dom. Skills are the enumeration of such motions.

2. Action point level

At action point level, skills are described by the tra-

jectory of the end effector, with emphasis on its points

of application. Possible relations with target objects

and effects on the outside environments are also con-

sidered, being equivalent to the overall procedure for

achieving the task in question.

3. Objective level

At objective level, skills are solely described by the

final state to be achieved, without further instruction

on motions and subprocedures to be taken.

The above definitions are treated as equivalent state-

ments for appearance level, action level and purposive task

level imitation of human behavior, defined by Kuniyoshi et

al. [Kuniyoshi 07], for being the sharing of skills between

two robots comparable to the imitation between them.

3. Sharing Robotic Skills

3.1 Requirements on Skill Sharing

To share a skill between two robots means, in simple

statements, that both of these robots will be able to achieve

a task that previously only one of them could accomplish.

In further analysis, for being tasks characterized by its

meaningful outcome, or, in other words, objective, we can

understand skill sharing as both the sharing of objectives

and the ability to achieve them.

Regarding the sharing of objectives, it is easy to conclude

that it can be accomplished through the description of skills

in objective level. The opposite is also valid, being possible

to say that the generation of objective level statements is a

1
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Figure 1: Sharing of robotic skills, as the transition between

objective level and task level descriptions.

necessary step for the sharing of objectives and, therefore,

skills.

Regarding the ability to achieve a certain objective i.e.

final state, it is vital to observe that, as any machine, robots

are only capable of executing sufficiently concrete and small

orders. This means that all commands send to the real

robot must be ultimately translated into joint level orders

before execution. Therefore, the ability to achieve a cer-

tain objective is held as being equivalent to the potential to

generate joint level orders based on a given final state.

Above reasoning leads to the conclusion that in order

to attain general and certain sharing of robotic skills, it is

necessary to (i) share objective level descriptions, and (ii)

generate joint level commands accordingly.

An interesting point to notice is that, although being im-

possible to share skills between different robots directly on

joint level, for those being extremely hardware dependent,

it is possible to obtain functional results when sharing di-

rectly on action point level. This happens in cases where

both robots have sufficiently similar hardware properties,

such as number of limbs and overall reachability, enough to

grant that the original procedure remains valid on the new

robot. However, these are limited cases, having general and

certain sharing of skills relying on, as previously stated, the

combination of objective and joint level descriptions.

3.2 Difficulties on Skill Sharing

The main difficulty imposed by the sharing of robotic

skills is the necessity for the machine to deal with objective

level descriptions, either in its extraction or in its conver-

sion into joint level commands. Differently from humans,

who act consciously of the cause and effect of each motion,

knowing what they should and should not do in order to

achieve certain objectives; robots – and machines, in gen-

eral – are only able to process concrete and simple orders,

which are executed without any concern on its original pur-

poses or potential side effects. This is due to the incapa-

bility for machines to comprehend the cause-consequence

nexus, widely known as the Frame Problem. The Frame

Problem can also be understood as the difficulty for artifi-

cial intelligence to classify phenomena between related and

unrelated [Matsuo 15], in more basic levels. Because it is

impossible to know the relations of a certain event with

other ones, it is impossible to know which phenomena is di-

rectly influenced by which event, being therefore impossible

to understand the consequences of actions taken by others

or themselves.

4. Past Work

In the past years great effort have been made to build

up objective level interfaces, in which programming would

be resumed to the definition of the desired final state, using

syntax resembling natural language or logical programming

like statements. Some examples of such task level pro-

gramming languages can be verified on [Lozano-Perez 77]

[Lieberman 77] [Okano 88], holding the merit of (i) intrin-

sically attaining the sharing of objectives, and (ii) easing

the act of programming itself, for providing methods closer

to the objective-oriented human behavior. However, even

making use of such interfaces, the necessity of assigning ap-

propriate joint level commands still prevails, making the

sharing of skills between different hardware unable to be

achieved.

When attempting to deal with the Frame Problem,

KnowRob [Tenorth 09] can be pointed out as being of no-

table interest. Knowrob is a knowledge database imple-

mented on Prolog and the Web Ontology Language OWL,

in which the analysis of its enormous database allows robots

to learn from experience and reason about the environment

and effects of its actions. However, although it is possible

to correctly assign subprocedures to higher level commands

using this method, it is still limited to specific cases.

Extraction of joint level commands from higher de-

scriptions also finds precedents on the inverse kinematics

field [Buss 04] [Nakamura 86], which enables conversion of

coordinate based action point level commands into joint

level orders. Even though inverse kinematics calculation

relies on the number of links and its length, being highly

hardware dependent, common interfaces capable of building

appropriate solvers based on each robot’s hardware descrip-

tions are observed [Matsui 90]. Use of such interfaces allows

writing programs fully in action point level, being able to

share overall procedures between robots. Although not able

to attain complete sharing of skills, sharing of procedures

can also be effective on platforms with similar hardware.

However, since inverse kinematics result depends on initial

position, such codes tend to rely on environment conditions,

generating unstable outcomes.

5. Joint - Action level Transition

In this work the extraction of action point level proce-

dures from joint level commands is tested. When combined

with common interfaces capable of translating coordinate

based commands back into joint level orders, as the ones in-

troduced above, this method makes possible to share proce-

dures of any robotic skill. This is done through source code

2
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and run-time data analysis, by (i) determining and translat-

ing motion patterns, and (ii) identifying each action and the

relations between them. Details of such method are given

on [Affonso 18b], which also proposes the use of a visual

and natural language-like programming based interface for

facilitating the manipulation of extracted procedures, mak-

ing therefore possible to share skills in a semi-automatic

way.

At the first step, motions patterns are identified by (i)

segmenting and labeling original code into minimal, uncon-

ditional divisions, and (ii) searching for common sets of

labels between executions. Each motion is then translated

into action point level descriptions by comparing end effec-

tor position relative to the robot base, target object center

and previous position. Coordinate systems capable of de-

scribing the end effector position in unchanged statements

are taken to be the application point of the motion, process

illustrated on Fig. 2.

Figure 2: Example of coordinates analysis on motion trans-

lation. Here, object centered coordinate system allows un-

changeable representation of end effector position, signaliz-

ing the application point.

At the second step, the heading label for each mo-

tion pattern is analyzed, identifying its trigger conditions

and other related motion patterns included on its context.

Nested structures containing several motion patterns re-

lated to the same conditional clause are interpreted as ac-

tions, and bound accordingly. Detailed procedure is given

on [Affonso 18a].

6. Experimentation

Experimentation is conducted on the simple domestic

task of cleaning up a table after a meal, removing dishes

and cutlery left on it. This task is schematically shown at

Fig. 3, and is executed a total of seven times for collecting

run-time data. Conditions of each trial are given at Table 1.

Without counting the action describing initial pose, five

motions patterns and three actions were extracted from

given task. Overall procedure, including the relation be-

tween such actions and motion patterns, is shown at Fig. 4.

Here, actions A, B and C are verified to correspond to

original actions of piling-up dishes, collecting cutlery and

picking-up (refer to Fig. 3).

Figure 3: Task of cleaning up table, executed by piling up

dishes, collecting cutlery and picking everything up.

Table 1: Conditions of conducted experiments.

trial number 1 2 3 4 5 6 7

number of plates 1 1 1 1 2 2 2

number of cutlery 0 1 1 2 0 0 1

pile plate executions 0 0 0 0 1 1 1

collect cutlery exec. 0 1 1 2 0 0 1

pick up executions 1 1 1 1 1 1 1

Figure 4: Flow diagram describing task’s overall proce-

dure, showing relations between extracted motion patterns

(blocks) and actions. Conditions are abbreviated.
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7. Conclusion

In this work the sharing of robotic skills was dealt with,

analyzing its current situation and problems that must be

dealt with.

From past work, we can conclude that now it is possible

to:

1. Share objectives between robots, by e.g. using task

level programming languages.

2. Translate coordinate based action point level descrip-

tions into joint level orders, by e.g. using inverse kine-

matics solvers.

In order to attain the complete sharing of skills among

different robots, however, it is also necessary to be capa-

ble of executing shared objectives, by assigning joint level

orders appropriately. This involves dealing with reasoning

on higher level objectives, being required to overcome the

Frame Problem – difficulty for machines to understand the

cause-consequence nexus – at some extent.

We also note that, although not being able to accomplish

sharing in general and certain ways, the extraction of ac-

tion point level procedures can be helpful, for being able to

both give functional results on similar hardware and attain

certain degree of hardware abstraction. When willing to

share a certain skill between robots, even if incomplete this

methods can save a lot of time and human work.
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Hybrid Policy Gradient for Deep Reinforcement Learning 
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In Reinforcement Learning, to solve complex continuous action tasks, it requires a policy with stable learning and faster 
convergence, since policy may converge to sub-optimal solutions at the early stage of policy learning. Deterministic Policy 
Gradient(DDPG) algorithm which is a limiting case of stochastic policy gradient in actor-critic approach used for solving 
continuous tasks. In this paper, we propose an alternative way of updating the actor (policy) in DDPG algorithm to increase 
convergence and stable learning process. In the basic actor-critic architecture with TD (temporal difference) learning of critic, 
the actor parameters are updated in the gradient ascent direction of TD-error of critic. Similar to basic actor-critic approach, in 
our proposed hybrid method, Hybrid-DDPG (shortly H-DDPG), at one time step actor is updated similar to DDPG (gradient 
of critic output with respect to policy parameters) and another time step, policy parameters are moved in the direction of TD-
error of critic. The algorithm is tested on OpenAI gym’s RoboschoolInvertedPendulumSwingup-v1 environment. Once among 
5 trial runs, reward obtained at the early stage of training in H-DDPG is higher than DDPG. In Hybrid update, the policy 
gradients are weighted by TD-error. This results in 1) higher reward than DDPG 2) pushes the policy parameters to move in a 
direction such that the actions with higher reward likely to occur more than the other. This implies if the policy explores at 
early stages good rewards, the policy may converge quickly otherwise vice versa. However, among the remaining trial runs, 
H-DDPG performed same as DDPG. 

Reinforcement Learning (RL) has shown successful result in the 
past few years in the discrete action space such as Atari games 
using DQN (Mnih et al. 2015), Go game using actor critic with 
Monte Carlo Tree search (Silver et al. 2017).  For continuous 
control problems, there are mainly two types of algorithms: vanilla 
policy gradient and actor-critic architecture. Deep Deterministic 
Policy Gradient (DDPG) (Lillicrap et al. 2016), Asynchronous 
Advantage Actor Critic (A3C) (Mnih et al. 2016) has actor-critic 
architectures, Trust Region Policy Optimization (TRPO) 
(Schluman et al. 2015), Proximal Policy Optimization (PPO) 
(Shluman et al. 2017) can use vanilla policy gradient and actor-
critic architecture. Except DDPG, the above mentioned RL 
algorithms use stochastic policy gradients and policy is 
parameterized as Gaussian distribution, from which action is 
sampled. Whereas in DDPG, policy maps state space to action 
value. In the policy evaluation, for exploration, policy output is 
summed with Ornstein-Uhlenbeck noise. DPG is a limiting case 
of stochastic policy gradient in the limit of variance approaches to 
zero (Silver et al. 2014). Due to the deterministic behavior in 
DDPG, in the early stages of policy iteration, if the policy has seen 
good immediate reward, the policy converges to sub-optimal 
region and policy has hard time to reach global optimum. Here, 
we propose a method to find the global optimal policy and faster 
convergence by using actor update similar to stochastic policy 
gradient. In this Hybrid-DDPG at one time step of policy update, 
same as DDPG, the policy parameters are moved in the direction 
of action-value gradient at another time step, instead of calculating 
the action-value gradient, TD error calculated for critic is applied 
at the action gradient of the actor network. It is believed that since 
the critic network does not reach optimum solution at the early 

stages of learning, the policy parameters may not converge to sub-
optimal solution.  

In the Reinforcement Learning, the control problem is 
formulated as Markov Decision Process (MDP). A MDP consists 
of state space ( ), an agent to take an action from action space (a), 
transition dynamics , Reward process ( ) and 
initial state distribution  (Sutton et al. 1998). The goal of an 
agent is to find an optimum policy (π*) such that it maximizes the 
total expected cumulative discounted reward.  

Total discounted reward γ .                          
Here, γ is the discount factor  [0~1].  

In RL, actor-critic architecture is one of the policy gradient 
algorithm, used to tackle continuous action problems. The actor is 
the agent (policy) which takes the action, and the critic criticizes 
the action how good or bad the sampled action from actor The 
policy is parameterized with neural network and critic is the value-
function. There are two types of actor-critic methods: stochastic 
and deterministic.  

In the stochastic actor-critic off-policy setting, the performance 
objective is typically modified to be the value function of target 
policy, averaged over the state distribution of the behavior policy 
(Degris et al. 2012)  

β )]             --- (1) 

Instead of the  in Equ. (1), the temporal difference 
(TD) error,  is used for actor update. 

In off-policy deterministic policy gradient, the actor update 
becomes 

         --- (2) 
Contact: Tomah Sogabe i-PERC, The University of Electro-
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By applying the chain rule, the policy improvement is 
decomposed into the gradient of action-value with respect to 
actions, and the gradient of policy with respect to policy 
parameters.  

      --- (3)  

In the calculation of gradient of with respect to actions in Eq. 
(3), the error is considered as 1.0 at the output neuron which is 
propagated until the action gradient. Here, in this paper, we 
propose, similar to stochastic actor-critic, the TD-error (δ) is 
applied at the Eq. (3) instead of the action-value  gradient. The 
TD-error is  

                                          --- (4) 
For critic update, this TD-error (TD(0) error) is used for 

backpropagation. We call this method as Hybrid Deep 
Deterministic Policy Gradient (H-DDPG) method. At one time 
step, use the Eq. (3) and the next time step use the Eq. (5).  

δ          --- (5)  

Randomly initialize actor  and critic  neural 
networks with weights  and . 
Initialize target network  and   with weights     and 

   . (Initially copy the same weights) 
Initialize Replay Buffer R. 
For episode 1 to m do: 
 Initialize Ornstein-Uhelnbeck(OU) noise for  for exploration 
 Environment reset to get initial observation  
 For = 1 to Terminal state do 
  Select action by adding noise 

Apply action to environment and observe next state  
and reward  and terminal situation 

  Store following tuple in ( , , , , terminal) in R 
  If Replay Buffer size > mini batch size 
   Sample  (mini batch) from R 
      Calculate  =                                     
   Update critic with mean squared loss:  

∑  

   Update Actor (Hybrid): 
    At time step:   

      

    At time step:  
                

   Update target networks: 
      
     μ  
end for 

end for 

For fair comparison of the DDPG and H-DDPG, the neural 
network architectures and hyper parameters are kept same as 

(Lillicrap et al. 2016). In the OU-noise the parameters are  
and . The replay buffer size is 200000. The discount 
factor gamma (γ), Actor learning rate, critic learning rate are 0.999, 
0.0001 and 0.001 respectively. The τ is set as 0.001.  

RoboschoolInvertedPendulumSwingup-v1 (OpenAI Gym 
environments) is tested using both algorithms. Each run is 
continued for 500 episodes. The reward threshold is 800. For 
brevity, the Figure 1 is plotted for 300 episodes. The total reward 
achieved in each episode is plotted. The game is run for 5 times. 
To test the learned policy without noise for stability, we tested the 
learned policy every after 10 episodes (after 0,10,20,…,500th 
episode) The average reward of 10 test episodes is plotted in 
Figure 2. 

 Once among 5 trial runs, In H-DDPG4 curve in Figure 1, 
reward obtained at the early stage of training is higher than 
DDPG2 trial run. In Hybrid update, the policy gradients are 
weighted by TD-error. This results in 1) higher reward than DDPG 
2) pushes the policy parameters to move in a direction such that 
the actions with higher reward likely to occur more than the other. 
This implies if the policy explores at early stages good rewards, 

the policy may converge quickly otherwise vice versa. However, 
among the remaining trial runs, there is no much difference 
between both of the algorithms. In the Figure 2, for the case H-
DDPG4 and DDPG2 curves have the same stability of test runs. 
Briefly, at least the Hybrid performance same as DDPG. 

               

 
Figure 1. During training rewards obtained in both algorithms 

Figure 2. During testing after every 10 episodes of training 
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Although it is promising in one trail run of H-DDPG over 
DDPG, there is a lot rooms to improve the HDDPG for more 
complex continuous tasks including the introduction of the 
experienced replay and reward clipping, which are undergoing and 
the results will be presented at the conference. 
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A mobile robot based on real-time reinforcement learning using human evaluation
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In develping intelligent robot systems, it is necessary for designers to make robots by fine-tuning parameters and
modifying programs in detail. However, this conventional method is a big burden not only for designers but also
general users. In this paper, we present a new design method based on reinforcement learning in real time through
human-robot interaction. We also develop an autonomous mobile robot system and show its possibilities.
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Study on evolutionary calculation by real world feedback  

from physical experiment determining the shape of an underwater robot.
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Several kinds of model to solve the problem existing in the real world have been proposed. On the 
other hand, it is difficult to infer the elements and measure the physical quantities which are necessary 
for simulation. We propose a system that searches solutions for specific problem by the real world 
feedback. As an example, we attempted to improve the function of underwater robot by optimize its 
caudal fin shape based on genetic algorithm. 
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Person Re-identification by Online Transfer Learning for Mobile Robot  

using Region-based CNN and Triplet Loss 

 *1 *1 
 Yuki Murata  Masayasu Atsumi 
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Information Systems Science, Graduate School of Engineering, Soka University 

We propose a person re-identification method for mobile robots that periodically provides services to specific groups. This 
method consists of a feature extractor that learns to extract person features based on the Triplet Loss from person regions 
detected by a region-based CNN and a person re-identifier that learns to identify persons through transfer learning of person 
features while moving around a room. The person re-identification incorporates adaptive transfer learning to periodically re-
learn the same persons with different appearance, such as clothes etc. Performance of the proposed method is evaluated by an 
experiment using a public large-scale data set and an experiment using the self-made dataset periodically collected for the same 
group by the mobile robot. 
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AI 
An AI game player trained by a genetic algorithm that avoids bombardments in a shooting game 

 *1 *2 
 Shizuma Namekawa Taro Tezuka 

*1  
College of Knowledge and Library Sciences, University of Tsukuba

*2

Faculty of Library, Information and Media Science, University of Tsukuba 

Making programs play games has contributed significantly to the advancement of AI research. It is partly because popular 
games often resemble real-world problems. Tackling them has enabled AI to cope with real-world scenarios as well. Now that 
AI has surpassed humans in strategy board games such as chess and go, one next target would be to train it to play video games. 
This paper focuses on a shooting game and optimizes a program to avoid bombardments deployed by the opposing player. 
Using a genetic algorithm, the AI player was optimized to move around without hitting enemy attacks. The results of 
experiments showed that it can successfully learn to do so, although with much computation time. 
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事前知識を活用したMemory Reinforcement Learningによる行動獲得
Action acquisition by Memory Reinforcement Learning useing a prior knowledge
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Obtaining a human-level control through reinforcement learning (RL) requires massive training. Furthermore,
a deep learning-based RL method such as deep Q network (DQN) is difficult to obtain a stable control. In this
paper, we propose a novel deep reinforcement learning method to learn stable controls efficiently. Our approach
leverages the technique of experience replay and a replay buffer architecture. We manually create a desirable
transition sequence and store the transition in the replay buffer at the beginning of training. This hand-crafted
transition sequence enables us to avoid random action selections and optimum local policy. Experimental results
on a lane-changing task of autonomous driving show that the proposed method can efficiently acquire a stable
control.

1. はじめに
Alpha Go[1]が囲碁の世界チャンピオンに勝利して以降，様々

な分野で強化学習の活用が期待されている．強化学習は，一
般的な教師あり学習と異なり，環境とエージェントのやりとり
で得られる報酬を手掛かりに学習する手法であり，未知の環境
でも学習が行えるというメリットがある．強化学習は車両やロ
ボットの自律制御 [2]や物体把持 [3]など様々なタスクに応用
されている．近年では，Deep Q-Network(DQN)[4]をはじめ
とする深層強化学習により，複雑なゲームや制御問題を解決す
ることが可能となっている．
深層強化学習による行動獲得は高い性能を示す一方で，複雑

な問題に対する学習が難しいという問題が存在する．例えば，
DQNのようなニューラルネットワークを用いる手法では，状
態を連続値としてネットワークに入力しネットワークの演算を
経て行動を出力する．この時，多層のネットワークを用いるこ
とで，複雑な問題に対する制御を獲得することが可能となる．
しかし，このような多層のネットワークを学習する場合，学習
するパラメータ数の増加や勾配消失等により学習が困難とな
る．また，パラメータはランダムに初期化され学習を開始する
が，これはランダムな行動選択から学習を行うことに等しい．
特に，時系列行動を強化学習によって獲得する場合，現在の状
態に対する制御が過去の制御に依存するため，離散的な行動
に比べて困難となる．DQNにおける学習を安定化させる手法
として，過去の行動遷移を蓄積し，蓄積したデータを繰り返
しランダムサンプリングして利用する experience replayがあ
る．しかし，ランダムな初期値からの学習では，学習に寄与し

連絡先:

稲盛 有那 : yuna@mprg.cs.chubu.ac.jp

平川 翼 : hirakawa@mprg.cs.chubu.ac.jp

山下 隆義 : yamashita@cs.chubu.ac.jp

藤吉 弘亘 : hf@cs.chubu.ac.jp

柏原 良太 : RYOTA KASHIHARA@denso.co.jp

稲葉 正樹 : MASAKI INABA@denso.co.jp
二反田 直己 : NAOKI NITANDA@denso.co.jp

ない行動選択を蓄積するため，最適な行動を選択するまでに多
くの時間を要する．さらに，大規模な状態空間や複雑なタスク
に対する学習では局所解に陥りやすく，望ましい行動を獲得す
ることが難しい．
画像認識における Convolutional Neural Network(CNN)

では，上記の問題を回避し高い認識性能を実現するために，
ImageNet[5]などの大規模な一般物体認識のためのデータセッ
トを用いて学習したモデル (事前学習モデル)のパラメータを
初期値とし，個々のタスクに対して学習を行う転移学習が広く
用いられている．この事前学習モデルの活用は，タスクが異
なった場合でも画像中の特徴が類似していると仮定した上で用
いられている．しかし，深層強化学習では問題に応じてその状
態空間および入力が異なるため，事前学習モデルの導入が困難
である．
そこで本稿では，事前学習モデルではなく，安定した行動に対

する事前知識を学習に導入することで，上記の問題を抑制し，効
率的に安定した制御を獲得するためのMemory Reinforcement

Learningを提案する．提案手法では，事前に獲得した行動遷
移を experience replayの replay bufferにあらかじめ保存し，
学習を行う．学習時に，replay buffer 内の主導で作成した行
動遷移が活用されることで，学習の初期から安定した行動を生
成し，効率的に安定した制御を獲得することが可能である．
自動運転車両の車線変更を行うシミュレータを用いた実験に

て，提案手法を用いることで安定した動作を効率的に獲得でき
ることを示す．また，replay buffer 内の一部を常に事前知識
にして学習した場合および，事前知識のみで学習を行った後に
通常の学習を行う場合の性能比較および，事前知識と報酬の組
み合わせによる精度の変化について確認する．

2. 関連研究
強化学習において，効率的に安定した制御を獲得する手法は

いくつか提案されている．Pengら [6]は二足歩行の動作獲得
を目的とし，階層的な強化学習手法を提案している．この手法
では，目的地まで到達するための長期的な制御と歩行動作を制
御する短期的な制御を行う 2 種類の制御システムを用いるこ

1
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(a) 事前知識 A

(b) 事前知識 B

図 1: 提案手法での事前知識の与え方

とで，複雑な地形や環境に対応した歩行動作を獲得している．
一方，提案手法では事前に獲得した安定した行動遷移を学習開
始時から活用することで，安定した動作を獲得する．
高次元な状態空間における行動を獲得するために，Memory

Network[7]を用いて過去の行動を効率的に活用する手法が提
案されている [8]．Parisottoら [9]は長期にわたる過去の記憶
を保存し学習に用いるために，Neural Map と呼ばれる手法
を提案している．この手法は，3D環境における強化学習エー
ジェント専用に設計された構造化メモリである．適応可能な書
き込み操作を使用しているため，メモリサイズと計算コストは
時間の経過と共に増加しない．また，書き込み操作に特定の帰
納バイアスを課しており，ナビゲーションが正常な動作の中核
要素である 3D環境に適している．一方，提案手法では単純な
過去の行動ではなく，事前に獲得した安定した行動を replay

bufferに記憶し学習を行う．
また，事前に獲得した行動を活用する方法として，模倣学習

[10]を導入した手法が存在する [11]．まず模倣学習で他社の行
動を真似ることで大まかに望ましい行動を獲得し，その後副報
酬を伴う強化学習を行う．模倣学習で得た方策を強化学習によ
る試行錯誤で修正することで，最終的に望ましい行動を獲得す
る．しかし，模倣学習による行動獲得そのものが難しい問題で
あり，安定した動作が獲得できなければその後の学習が困難に
なるという問題が考えられる．一方，提案手法では安定した行
動遷移を事前知識として用いるため，不安定な動作の獲得を回
避することが可能である．

3. 提案手法
本節では，提案手法について述べる．前述の通り，深層強化学

習において安定的な制御を効率よく獲得するために，experience
replayを活用する．これは，試行により獲得した状態，行動，
報酬のデータを Replay bufferと呼ぶメモリに蓄積する．そし
て，学習する際に蓄積したデータを繰り返しランダムサンプ
リングして利用する．通常の強化学習では，学習開始時には
Replay bufferの中身は空であるため，一定のエピソードを経
て Replay bufferにデータを蓄積させてから学習が始まる．ま
た，初期の Replay buffer内のデータは殆どランダムな行動を
した時のデータである．そのため，膨大な状態と行動の組み合
わせから最適な行動を学習するのに時間がかかる．そこで提案

図 2: 環境画像例

図 3: 入力画像例

手法では，事前知識として望ましい行動遷移を手動で作成し，
replay buffer へ格納し，それをもとに学習を開始する．あら
かじめ replay bufferに事前知識を蓄積しておくことで，学習
の初期から事前知識を用いて学習されるためランダムな行動選
択を抑制できる．これにより，効率よく学習を行うことができ
る．本稿では，作成した事前知識の与え方を 2種類提案する．
図 1に，事前知識の与え方のイメージを示す．図 1の replay

buffer，shuffledの中の赤色は事前知識，青色は学習中に得た
行動遷移を表す．

3.1 事前知識A
図 1(a)に示すように，replay buffer内の 1割に事前知識を

常に蓄積しておく．残りの 9割では従来の replay bufferと同
様に，学習が進むにつれデータが入れ替わっていく．これによ
り，repray buffer内には常に望ましい行動遷移が蓄積されて
いるため，一定の割合で事前知識を用いた学習を行い，ランダ
ムな行動選択を抑制することが可能となる．

3.2 事前知識B
はじめに replay bufferに事前知識として作成した行動遷移

データを蓄積しておく．この状態で深層強化学習を行う．この
処理を事前学習とする．その後に本学習として，学習したモデ
ルを初期値にして従来の深層強化学習を行う．これにより，事
前知識をもとに獲得した行動から，さらに最適な行動を獲得す
ることが期待できる．

4. 評価実験
事前知識の有効性を評価するためのタスクとして，車線変

更タスクを用いる．車線変更タスクでは，現在の走行レーンか
ら隣の走行レーンへ移動する．その際，他車が複数台おり，衝
突を回避しながら移動しなければならない．また，明確なゴー
ル地点が存在せず，長期の行動を獲得することが必要なタスク
である．そのため，事前知識なくランダムな行動から最適な行
動を獲得することが困難なタスクとなっている．

4.1 実験概要
図 2に，車線変更タスクのシミュレータ環境を示す．青色は

目標レーン，緑色は非目標レーン，黒色は不可侵領域であり，
ピンク色は自車エージェント，黄緑色と水色は他車とする．他
車の総数は，学習時は全エピソードで 5台固定，テスト時はエ

2
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(a) 平均収益 (b) 平均生存ステップ

図 4: 各エピソードにおける平均収益および平均生存ステップ数の推移

ピソード毎に 0～5台のランダムで行う．他車は，固定速度で
直進する黄緑色のものと，自車エージェントのモデルをコピー
して作られる水色のものの 2種類存在する．他車が一定速度，
または実車と同じエージェントであると，タスクとして簡単に
なるが，実環境ではドライバの運転スキルにより行動が異な
る．そのような環境を想定し，他車に自車エージェントの過去
のモデルをランダムに選択して用いる．環境を表した画像か
ら，自車周辺を 84× 84ピクセルに切り出したグレースケール
画像 4フレームを入力とする．図 3に，入力画像の例を示す．
エージェントが可能な行動は，速度 3種，曲率 3種を掛け合わ
せた 9つである．速度は，±0m/s（速度維持），+0.1m/s(加
速)，−.0.1m/s(減速) の 3 種である．曲率は，0(車体角度維
持)，+0.01rad/m(左回転)，−0.01rad/m(右回転)の 3種であ
る．これらは，実環境での動作を想定し，実際の車両で制御可
能な範囲である．
本実験では，強化学習法として Double DQN[12]を用いる．

従来の Double DQNで学習したものをデフォルトとし，事前
知識 A，事前知識 Bと比較を行う．表 1に学習条件，表 2に
学習に用いる CNNの構造を示す．

4.2 実験結果
図 4 に，学習時の平均収益，平均生存ステップ数の推移を

示す．事前知識 Aは，平均収益が 5万エピソードをピークに
途中から低下している．また，平均生存ステップ数も同様に 5

万エピソード付近から低下している．10万エピソード時点で
は事前知識 Aが最もスコアが低い結果となった．一方，事前
知識 Bは，平均収益が低下することなく学習できている．ま
た，平均生存ステップ数も同様に低下することなく，増加して
いることが分かる．
また，表 3にテストスコアを示す．テスト回数は 100回で

あり，成功時に 1 点として計測している．初期レーンは，ス
タート時の自車エージェントの位置を表す．初期レーンがラン
ダムの場合，初期レーンが必ず非目標レーンである場合の 2通
りでテストを行った．生存スコアは 300 ステップ到達時まで
に自車が他車や壁に衝突しなかった回数，目標到達スコアは
300ステップ到達時に自車が車線変更し，目標レーンに達した
回数である．人の項目のスコアは，6名に 100回ずつテストプ
レイを行ってもらったスコアの平均である．事前知識を用いな
いデフォルトは学習後期において，収益，ステップ数ともに最
も高くなっている．しかしながら，表 3に示すようにテストス
コアでは事前知識 Bよりも低くなっている．これは，最適で
はない局所解に陥ったためと考えられる．一方で，デフォルト

表 1: 実験での学習条件
報酬 他車または壁に衝突 : -5

衝突していない場合は下記を合算
車線中央付近 : +1

停止 : -1
目標車線 : +1
非目標車線 : -2

エピソード終了条件 衝突または 300 ステップ経過
学習エピソード数 最大 100000 エピソード

割引率 0.95

探索法 Linaer decay epsilon greedy

Replay buffer サイズ 1e+ 5

表 2: CNNの構造
処理 詳細

入力層 サイズ 4× 84× 84

畳み込み層 1 活性化関数 ReLU
フィルタ 3× 3× 16

maxpooling 2× 2

畳み込み層 2 活性化関数 ReLU
フィルタ 3× 3× 16

maxpooling 2× 2

畳み込み層 3 活性化関数 ReLU
フィルタ 3× 3× 16

maxpooling 2× 2

全結合層 活性化関数 ReLU
ユニット数 256

出力層 ユニット数 9

と比較して，事前知識 Aは生存スコアが同等であるが，目標
到達スコアが低い．これは，事前知識として与えた経験に頼り
すぎ，新たな経験の獲得が十分にされていないことが考えられ
る．事前知識 Bはデフォルトおよび事前知識 Aと比べて，高
いスコアとなっている．事前知識 Bでは学習初期は事前知識
のみで，学習が進むにつれ replay buffer内は新しい経験に入
れ替わる．しかし，初期で既に人に与えられた行動遷移を得て
おり，ランダムに参照を行なった場合でも全てに事前知識が導
入されているため，さらによい行動を獲得し，テストスコアが
上昇したと予想される．したがって，事前知識からタスクで実
行するのに有効な基本行動を獲得し，それをもとにさらにタス
クに適した行動を獲得できていると考える．
また，人のスコアと比較しても，事前知識Bは生存スコアは

約 32%，目標到達スコアは約 31%高い結果となっている．こ
のことから，事前知識 Bの手法は車線変更に伴う車体制御が
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表 3: テストスコアの比較
初期レーン 生存スコア 目標到達スコア

デフォルト ランダム 53 50

非目標 33 29

事前知識 A ランダム 49 37
非目標 37 10

事前知識 B ランダム 67 66
非目標 51 48

人 ランダム 50.7 50.3

安定しており，効果的であると言える．

4.3 考察
本実験でテストスコアが最も高かった事前知識 Bについて，

テストシーンにおける動作例を図 5に示す．図 5(a)では，他
車が 3 台いるシーンにおいて，スタート時に自車の前方を走
行する他車が車線変更を試みている．その際，自車は他車との
衝突を避けるために加速せずに追従している．そして，他車が
車線変更後，他車間の間隔が十分に空いたところにスムーズに
入る行動を取ることが出来ている．また，図 5(b)では，他車
が 3 台おり，隣の車線に 2 台走行している．このようなシー
ンにおいて，自車は加速して目標車線にいる他車を追い抜き，
充分な車間距離になってから車線変更を試みている．このよう
に他車との速度と車間距離を考慮することが出来ている．これ
らの結果より，提案手法では，人が実環境で車線変更を行う際
に取りうる動作を深層強化学習により獲得することができた．

5. おわりに
本稿では，深層強化学習において効率的に安定した制御を獲

得するためのMemory Reinforcement Learningを提案した．
提案手法では，experience replay の replay buffer を活用し，
事前に獲得した行動遷移を replay bufferに保存し学習を開始
する．これにより，学習初期のランダムな行動選択を抑制し，
不安定な行動の獲得を回避することが可能である．自動運転車
両の車線変更タスクを用いた実験にて，事前に獲得した行動遷
移を用いずに学習した場合と比較し，安定した制御を効率的に
獲得できることを確認した．
今後の課題として，事前知識を効果的に活用する方法の検

討や事前知識を踏まえた報酬の設計などが挙げられる．
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In this paper we propose a novel method which incorporates self-training into a sequence-to-sequence model
in order to improve the accuracy of the headline generation task. Our model is based on neural network-based
sequence-to-sequence learning with an attention mechanism and trained with approximately 100,000 labeled ex-
amples and 2,000,000 unlabeled examples. Through experiments, we show our proposal significantly improves the
accuracy and works effectively.

1. はじめに
自動見出し生成は, 自動要約研究における重要な課題のひと

つである [Nenkova and McKeown 2011]. 見出し生成課題は
一般的に, 新聞記事などの文章に対して, その文章の内容をよ
り少ない文字数で表す文を生成する課題である. 自動要約に
よって作成された見出しを提供することで, 読み手は少ない文
字数の見出しから記事の内容を把握し, 読むべきかどうかをよ
り迅速に判断できるようになるため, この課題は実用上非常に
有用である. 見出し生成における一般的な設定では記事に付属
しているタイトル（記事タイトル）が生成されるが, 本論文で
は, あるニューストピックを指し示すための, 記事タイトルよ
りもさらに短い文字数の見出し（トピックス見出し）を生成す
る方法を提案する. Yahoo!ニューストピックスのような総合
ニュースサイトにおいては, 記事タイトルの全文字を描画領域
に表示できないことが頻繁に起こるため, 記事タイトルよりも
短く, そのトピックにおける重要な情報を含む見出しを生成す
ることができれば, 読み手の負担を減らし効率よく記事を提供
できるようになる.

一方で, 近年, 自動要約システムは機械学習を用いた手法に
大きく依存している. 機械学習の枠組みにおいては, 訓練デー
タ, すなわち入力とそれに対応する出力の組を準備することが
必要である. しかしながら, 出力に相当するトピックス見出し
は記事タイトルや内容から編集者の手によって作成されてお
り, その作業コストが高いことからこのようなデータセットを
十分に用意することは困難である. 学習のためのデータが不
足しがちという問題点を克服するため, 本論文では自己学習に
よって学習データを拡張する手法を提案する. 提案手法では,

まず最初のモデルを人間の手によって作成された学習データ
セットから作成し, 続いて, 記事タイトルのみを持つデータに
対して, このモデルを用いて疑似トピックス見出しを付与する.

その後, 疑似トピックス見出しが付与されたデータと, 人間が
トピックス見出しを作成したデータの両方のデータセットを学
習データとしてモデルの再学習を行う. 比較実験により, 提案

連絡先: ∗1{takemae.s.aa@m, hitoshi@c, take@c}.titech.ac.jp
∗2{kmurao, tyatsuka, hakobaya, manoguch}@yahoo-

corp.jp

手法がベースライン手法よりも統計学的に有意に高い精度を達
成することを確認した.

2. 関連研究
自動要約についての手法は, 抽出的要約と生成的要約の大き

く 2つに分類される. 抽出的要約では, システムは入力文章の
一部分を抜き出し, それを組み合わせることで出力文を構成す
る. 生成的要約では, 入力文書に含まれない全く新しい表現を
含む出力文を生成する. 後述するように, 編集者がトピックス
見出しを作成するときにはしばしば入力文にない表現を用いる
ことがあるため, 本研究課題では生成的要約のアルゴリズムを
適用することが望ましいと考えられる.

見 出 し 生 成 に つ い て は 多 く の 研 究 が な さ れ て
お り [Banko et al. 2000, Knight and Marcu 2002,

Alfonseca et al. 2013], 近年ニューラルネットワークを
用いる手法が活発に研究されている [Rush et al. 2015,

Filippova et al. 2015, Takase et al. 2016,

Ayana et al. 2016, Xu et al. 2016, Chopra et al. 2016,

Zhou et al. 2017, Tan et al. 2017, Tilk and Alumäe 2017].

ニューラルネットワークを用いたアルゴリズムでは主に, 文章
の単語分散表現の系列を入力とし, encoder-decoder型のネッ
トワークにアテンション機構を取り入れた構成によって出力
文を生成する.

自己学習は, 自然言語処理において広く用いられてお
り, 構文解析 [McClosky et al. 2006] や語義曖昧性解消
[Mihalcea 2004] などに利用されている. sequence-to-

sequence の研究においても, Dai と Le によって半教師あり
学習の手法が提案されている [Dai and Le 2015]. 彼らは, 前
段の教師なし学習によって後段の教師あり学習におけるより良
い初期パラメータを計算する事前学習手法を提案した. 彼らの
手法と異なり, 本論文の提案手法では, 正解付きのデータセッ
トを用いて前段のモデル学習を行うが, その後, 正解を持たな
いデータセットに対してこのモデルから疑似正解を付与し, こ
れらの正解付き・疑似正解付きの両方のデータセットを利用し
て学習することで最終的なモデルを獲得する. 前段の教師あり
学習によって作成されるモデルと, 後段の自己学習を経たモデ
ルを比較した結果, 後者のモデルが前者のモデルより高い精度
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記事タイトル トピックス見出し
＜天皇陛下＞退位後に「赤坂御用地」
に転居　宮内庁検討

陛下 退位後は赤坂に転居案

表 1: 記事タイトルと対応するトピックス見出しの例 ∗4

を達成することを確認した.

3. 提案手法
本論文の提案手法は以下のような手順による.

1. 教師あり学習 (ベースライン): ベースラインのモデルは,

人間の作成したトピックス見出しと記事タイトルの組か
ら学習される.

2. 疑似見出しの生成: 次に, 記事タイトルのみからなるデー
タセットに対して, 手順 1 で作成したモデルを用いて疑
似トピックス見出しを作成する.

3. 提案モデルの学習: 最後に, 手順 1 のオリジナルデータ
と, 手順 2 で疑似トピックス見出しが付与されたデータ
の両方を用いて, 提案モデルの学習を行う.

言い換えると, 提案手法においては, ベースラインのモデル
から新しいデータセットを作成することで自己学習を行って
いる.

4. 実験
4.1 実装と設定
ベースラインのモデルを作成するため, OpenNMTツールキ

ット [Klein et al. 2017]を利用した. encoder-decoderモデル
のネットワークとして, Luongらによって提案された, stacking

recurrent neural networkに global attentionを加えた構成を
用いている [Luong et al. 2015].

encoderの入力には 3000次元の one-hotベクトルを埋め込
んだ分散表現を用い, 250次元の内部ベクトルを持った 3層の
隠れ層による双方向 LSTMを採用した. decoderにおいても,

出力した語の再入力に同様の分散表現を用いたが, 3層の隠れ
層の内部ベクトルの次元数は 500とした. 学習時の最適化手法
としてAdam [Kingma and Ba 2014]を採用し, そのハイパー
パラメータはそれぞれ, β1 = 0.9, β2 = 0.98, ε = 10－ 9,

α = 10−3 とした. 前段の学習と後段の学習はそれぞれ 30エ
ポックずつ行い, そのミニバッチサイズは 64, dropout率は 0.3

とした.

本研究では対象とする見出しが非常に短いことから, 分散表
現として単語単位ではなく文字単位の入力を用いた. すなわ
ち, システムは記事タイトルを 1文字ずつ読み込み, その出力
として見出しを 1文字ずつ生成する.

また, 出力時には探索幅 5によるビームサーチを用いて見出
しを生成した.

4.2 比較手法
以下の 3手法を比較した.

• ベースライン手法: 前述の通り, アテンション機構付きの
一般的な encoder-decoder型モデルをベースラインとし
て採用した.

• 事前学習手法: 他の半教師あり学習との比較のため, Dai

と Leが提案した sequence autoencoderに基づく事前学

習手法 [Dai and Le 2015]を比較対象とした. この手法で
は,正解見出しなしデータを用いた sequence autoencoder

モデル (記事タイトルから記事タイトルへの sequence-to-

sequenceモデル)の学習を行った後, そのパラメータで初
期化したモデルの学習を行う. このとき初期化するパラ
メータの対象を全てのネットワークパラメータとする場
合と, アテンション機構を除く encoder-decoder 部分の
みのパラメータを初期化する場合について実験を行った.

なお, Daiと Leはこの事前学習手法を感情分析課題で評
価している. そのため, 事前学習手法が想定していた, 事
例を正負に分類する単純な分類問題と比較して, 本研究課
題のほうが複雑であることを考慮に入れる必要がある.

• 提案法: 正解見出しを持つデータと, 疑似正解見出しを付
与したデータの双方を学習データとして学習を行った.

4.3 データ
実験用のデータセットとして, 日本語ニュース記事タイトル

と, それに対応するトピックス見出しの組を用いた. 表 1にそ
の例を示す. トピックス見出しにおいては全体の長さをコンパ
クトにまとめるため, 記事のタイトルに含まれているいくつか
の語を省いたり, 言い換えなどが行われている.

クローリングによって, 記事タイトルのみからなるデータ
セットを準備した. このうち, トピックス見出しと紐付けられ
た約 10万組を教師ありデータとし, 紐付けをしなかったもの
を自己学習用のデータとした. 教師ありデータは, 約 60%を学
習データ, 約 20%を開発データ, 約 20%をテストデータとして
分割した. 自己学習を経たモデルの精度にデータセットのサイ
ズが与える影響を確認するため, 自己学習用データからそれぞ
れ 20万件, 40万件, 80万件, 100万件, 150万件, 200万件を
サンプリングしたデータセットを作成した.

トピックス見出しは全て 13.5文字以内で記述されている. 日
本語のひらがな, カタカナ, 漢字はそれぞれ 1文字として数え
られ, 英語のアルファベット, 数字および空白文字については
0.5文字換算として数えられる. すなわち, 編集者は 13文字の
日本語の文字と空白文字 1 つによってトピックス見出しを作
成することができ, またアルファベットや数字を用いる場合は
それらの 2文字を日本語の 1文字分と換算することができる.

4.4 評価尺度
評価尺度として, 文字ベースの ROUGE-1 指標を用いた

[Lin 2004]. これは比較対象のシステムが単語ではなく文字
を単位として出力するためである. データセット中の記事タイ
トルとトピックス見出しは非常に短く, トピックス見出しはし
ばしば言い換えが用いられている. 単語ベースの ROUGEは
言い換え表現を過剰に低く評価するが, 文字ベースで評価する
と, 元の単語を構成する文字を抽出したような略語については
その語を正解に含まれるものとして評価できる. このように,

文字ベースの評価を行うことで, 単語ベースの評価よりもより
正確な生成文字列の評価が可能であると考えられる.

また評価において初期値による影響を軽減するため, それぞ
れの手法に対し, 異なる初期値による 10回の学習とトピック

∗4 https://news.yahoo.co.jp
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ROUGE-1

ベースライン 0.568

事前学習（アテンション機構除く） 0.520

事前学習（全て） 0.503

提案手法（60万件） 0.574

表 2: ROUGE-1の平均

図 1: 正解なしデータのサイズに対する提案手法の ROUGE-1

ス見出しの生成を行い, その評価値の平均をその手法のスコア
として採用した.

5. 結果と考察
表 2 に実験結果を示す. 提案手法のスコアは, 60 万件の自

己学習用データセットを用いた場合のモデルを採用した. 提案
手法によるモデルは, 自己学習を行わないベースラインモデル,

および事前学習を行ったモデルより高い精度を達成した. t検
定により, 提案法と比較手法の間の ROUGE-1 スコアは統計
学的に有意であることが示された (p < 0.05).

事前学習手法はベースラインよりも低い精度となった. 全て
のパラメータを事前学習する手法と比較して, アテンション機
構のパラメータを事前学習による初期化の対象から除く手法が
良い精度を達成した. このことは, アテンション機構が, 入力
された記事タイトルに含まれる情報のうち, どのような情報を
トピックス見出しに残すべきかといった, 教師なし学習からは
本質的に学習できないパラメータを学習しており, そのため正
解のないデータからは望ましい初期値を得られなかったことを
示唆している.

図 1に, 自己学習用のデータセットのサイズに対する提案法
の精度の変化を示した. データセットのサイズが 60 万件, お
よび 80 万件のときスコアは 0.574 と最も高い値を記録した.

データセットのサイズが小さいとき, もしくは大きすぎるとき
に精度が低下する現象は, 正解なしデータが多くなりすぎるこ
とで, 本来学習すべき対象である正解ありデータよりも大きな
影響を持ってしまうことで生じると考えられ, 自己学習ではし
ばしば確認される. そのため, 自己学習用に疑似正解を付与す
る際に望ましい出力例のみを採用することができれば, 自己学
習による精度向上はより大きくなると考えられる.

表 3に,提案法と比較手法による出力文字列の長さ (文字ベー
ス, 半角英数字も 1文字として数える)を掲載した. 要約率は
約 50%で, 機械によって生成された見出しの長さはどれも, 編
集者が作成したものと比較して若干短い傾向にあった.

図 4に, 評価データに対するモデルの出力例をいくつか掲載
した. 1番目の例では, 記事タイトル中の「割引切符」という
名詞を, モデルによる出力で「割符」と略語化している. 提案

文字数
本文 595.6

記事タイトル 26.4

トピックス見出し 14.0

ベースライン 13.6

事前学習（アテンション機構除く） 13.3

事前学習（全て） 12.8

提案手法（60万件） 13.5

表 3: 平均文字数

手法においては単語単位ではなく文字単位で処理が行われるた
め, 複合語が再構成されて出力されることがある. この出力例
に対し ROUGE値は高い値を示すが, 「割引切符」と「割符」
は異なるものを指し示すため, この出力例から正しい意味を読
み取ることは難しい.

2番目の例では, ベースラインモデルは「ロボット」という
語を反復して出力し, この見出しで正しい記事内容を説明する
ことは困難である. 一方で, 提案手法の出力では「ソフトバン
ク」という文字列を「ソフト B」のようにうまく略語化して
いるように見えるが, 正解トピックス見出し中に「ソフトバン
ク」に相当する語がなかったため ROUGE値はベースライン
モデルを下回った.

3 番目の例においては, 正解の見出しは記事タイトルの削
除操作で生成することができ, 学習モデルはこれを模倣して
いる. Filippova らの先行研究によって, ニューラルネット
ワークによる文圧縮モデルは, データセット中に存在する正
解文字列が全て元文字列の削除操作のみから生成することが
できる場合に比較的良い結果を見せることが報告されている
[Filippova et al. 2015].

4番目の例のように正解見出しが記事タイトルと全く異なっ
ていると, モデルが生成した見出しがある程度意味をとれるも
のであっても, 正解見出しと共通する文字を持たないことから
ROUGE-1が低い値をとる場合がある.

最後の例では, 提案手法による出力はベースラインモデルの
ものよりも望ましい出力を得た. ベースラインモデルは記事の
重要な要素とみられる「試験」という語を生成見出しから欠落
させたが, 提案法ではこれを残したままトピックス見出しを生
成できた.

全般的に, 人間の編集者によって作成されたトピックス見出
しは洗練された言い換え表現を含んでおり, これらはしばしば
文字単位で置き換えられている. 正解のトピックス見出しが入
力文の削除操作のみから生成することができる場合には, ベー
スラインモデルと提案モデルの双方から比較的良い出力結果を
得ることができた.

6. まとめ
本論文では, アテンション機構付き sequence-to-sequence

のモデル学習に, 自己学習を追加する学習手法を提案した. 実
験により, 自己学習を追加して行うことで学習モデルの精度が
有意に向上したことが示された.

5節で議論したように, 自己学習のために生成された疑似正
解見出しの中から品質の高い組のみを選ぶことができれば, よ
り自己学習の効果が高まると考えている. また, 人間の編集者
はトピックス見出しを作成する際に記事タイトルだけでなく記
事の内容などを考慮に入れていることから, モデルにおいても
記事リード文などの情報を考慮することで生成見出しの品質を
高めていくことを検討している.
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記事タイトル トピックス見出し ベースライン 提案手法
JR 東日本の割引切符に若者からた
め息，高齢者優遇の背景は？

JR のシニア優遇に若
者ため息

JR 東の割引切符高齢
者の背景 (0.462)

JR 東割符に若者から
ため息 (0.615)

ソフトバンクがロボット事業に参入，
日本のロボット産業どうなる？

日本のロボット産業未
来は?

日本ロボットロボット
に参入 (0.462)

ソフト Bロボット事業
に参入 (0.385)

＜ボクシング＞亀田ジムが新会長で
の再出発を検討

亀田ジム新会長で再出
発検討

亀田ジム新会長で再出
発検討 (1.000)

亀田ジム新会長で再出
発検討 (1.000)

カーボヴェルデ代表が世界ランクで
日本を追い抜いた理由

FIFAランク 無名国が
なぜ躍進

カーボヴェルデ代表日
本追い抜く (0.000)

カーボヴェルデ代表日
本追い抜く (0.000)

ドワンゴの入社試験有料化，その是
非をどう考えるべきか

入社試験「有料化」の
是非は

ドワンゴ有料化その是
非どう (0.462)

ドワンゴの入社試験有
料化へ (0.615)

表 4: 出力例 と ROUGE-1 ∗5
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Low-resource neural headline generation. CoRR,

abs/1707.09769.

[Xu et al. 2016] Xu, L., Wang, Z., Ayana, Liu, Z., and

Sun, M. (2016). Topic sensitive neural headline genera-

tion. CoRR, abs/1608.05777.

[Zhou et al. 2017] Zhou, Q., Yang, N., Wei, F., and Zhou,

M. (2017). Selective encoding for abstractive sentence

summarization. In Proceedings of the 55th Annual Meet-

ing of the Association for Computational Linguistics

(Volume 1: Long Papers), pages 1095–1104. Association

for Computational Linguistics.

∗5 JR東日本は東日本旅客鉄道株式会社の商標または登録商標です.

ソフトバンクの名称は, 日本国およびその他の国におけるソフトバ
ンクグループ株式会社の登録商標または商標です. ドワンゴは株式
会社ドワンゴの商標または登録商標です. その他、本論文中に記載
されている会社名および商品・サービス名は、各社の商標または登
録商標です.

4

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

3Pin1-36



 

- 1 - 

画像認識を用いた ATM セキュリティ強化 
Security Reinforcement for ATM by Using Image Sensing 
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ATM (Automated Teller Machine)-related crimes have been reported as serious problems overseas. One of such crimes is 
skimming: the act of installing skimming device on ATM to illegally copy information of cash cards or passwords. Detecting 
such illegal acts promptly is important since we can immediately prevent ATM-related crimes by automatically raising 
alarms and also reduce supervisor s monitoring burden. We have realized an anomaly behavior detection technique which 
finds not only suspicious devices but also detects actions of installing them. In this article, we discuss our proposed method 
which combines video feature extraction, ATM status acquisition and recognition. Compared to processing only image 
information, the proposed method proves to be more effective in recognizing anomaly behaviors from normal behaviors. 

 

1. はじめに 
海外では ATM（Automated Teller Machine）利用者のカード

情報や暗証番号情報を盗み取るスキミング等の犯罪が深刻な

問題となっている。このような犯罪を実行時に検知することは、

その場での警報や通報による犯罪抑止や監視員の負担軽減に

つながるため重要である。しかし近年は犯罪装置の小型化が進

み、ATM 外観からは犯罪装置の識別が困難となっている。そこ

で我々は犯罪装置だけでなくそれを取り付けている行為も検知

する技術を実現した。 
本稿では、動画像処理による異常行動検知手法に“ATM 状

態把握”を組み合わせた ATM 異常行動検知手法を提案する。

さらに模擬データを用いて提案手法の有効性を示す。 

2. 動画像処理による異常行動検知手法 
本章では、一般的な動画像処理による異常行動検知手法を

紹介し、ATM へ応用する際の課題を述べる。 

2.1 一般的な動画像処理による異常行動検知 
動画像処理による異常行動検知手法は一般的に、“動画像

特徴抽出”と“識別処理”が用いられる。 
[ 南里  2005] は、動画像特徴に立体高次局所自己相関

（ CHLAC ） を 、 識 別 処 理 に は 部 分 空 間 法 を 用 いて いる。

CHLAC は画素値を 2 値化した連続する 3 フレーム間の局所領

域を 251 個のパターンに当てはめる手法である。異常行動が正

常行動の中に混ざっても検知可能（加法性）で、かつ、検知性

能は画像内の位置に依らない（位置不変性）という利点を持っ

ている。部分空間法では、特徴空間上に正常行動の部分空間

を構成し、入力フレームの特徴量とその部分空間との距離を異

常度として扱っている。これにより、複数人歩行者の中での転倒

動作を異常として検知し、手法の有効性を示している。 
[弓場  2012]は、動画像特徴として Space-Time Patch（ST-

Patch）、識別には Continuous Rank-Increase Measure（CRIM）

を用いている。ST-Patch は、動画像の小領域内の濃度勾配値

の統計量から求められる。勾配値は上下左右の画素に加え連

続するフレーム間からも求めるため、特徴量は「見え」と「動き」

の情報を併せ持っている。CRIM は、ST-Patch から計算できる

非定常度の値で、この値が閾値を超えたときに異常とみなして

いる。ST-Patch と Real AdaBoost と呼ばれる機械学習手法によ

って人物領域検出を行い、Real AdaBoost の信頼度を用いて人

物領域内の人の部分に重み付けを行った CRIM で異常検知を

行っている。それによって、エスカレーターでの転倒を対象とし

た動的な背景下での異常行動検知手法を提案している。 
その他にも異常行動検知に用いられる手法には、動画像特

徴として、[林 2006]では Optical Flow、[Kobayashi 2012]では

STACOG、[弓場 2012]では MHI などがあり、識別処理としては、

Linear Discriminant Analysis（LDA）、Support Vector Machine
（SVM）、Gaussian Mixture Models（GMM）などがある。 

2.2 ATM 異常行動検知での課題 
我々は動画像処理による異常行動検知を ATM に対する犯

罪の検知に応用する。監視カメラは ATM の上部に設置し、手

元の細かい動作がわかるように、操作部を中心に撮影する（図

1）。 
 
 
 
 
 
 
 
 
 
 
 
 
 

図 1： 撮影イメージ 連絡先： 岸礼子，沖電気工業株式会社 経営基盤本部 研究開発

センター，埼玉県蕨市中央 1-16-8, kishi422@oki.com 
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「引き出し」「預け入れ」などの ATM に対する通常操作が正

常行動となる。正常行動は動作速度に個人差があり、さらに端

末上に手を置く・持ち物を持つなど操作以外の動作が含まれる。

また、異常行動はカードを挿入口へ差し込むふりをして犯罪装

置を設置するなど、正常行動に似せた犯罪行動が起こり得る。

このように正常行動と異常行動に多様性があるため動画像処理

のみでの識別は十分な精度を期待できない。 

3. 提案手法 
我々は “ATM 状態把握”を導入し、動画像特徴量抽出と

ATM 状態把握および識別処理による異常行動検知手法を提

案する。本手法は異常検知辞書を作成する学習フェーズと、異

常検知辞書を用いて異常行動を検知する検知フェーズに分か

れる。本章では、“ATM 状態把握”の概要、学習フェーズと検

知フェーズについてそれぞれ説明する。 

3.1 ATM 状態把握 
“ATM 状態把握”とは、「無人状態」「暗証番号入力状態」な

どといった ATM の取引状態（以下、ATM 状態）を把握すること

である。ATM 状態把握により、起こり得る正常行動を限定でき

ることが大きな利点である。図 2 のように、無人状態から利用者

が取引を行って立去るまでには ATM 状態は多様に変化する。

例えば「暗証番号入力状態」では暗証番号キーに対する動作

が発生するが、それ以外の ATM 状態時に暗証番号キー周辺

に動作があれば警戒する必要がある。「近接状態」は取引開始

前または終了後のことである。そのため ATM 操作のような複雑

な動きは起こらないはずであり、複雑な動作がある場合には警

戒する必要がある。このように、ATM 状態把握によって起こり得

る動作を絞ることで、異常行動検知の識別性能の向上が可能

になる。 
ATM 状態は、ATM 自体から通知される内部状態の情報を

用いて把握する。 
 
 
 
 
 
 
 
 
 
 
 

図 2：ATM 状態が変化していく例 
 

3.2 学習フェーズ 
学習フェーズでは、正常行動のみを用いて機械学習を行い

ATM 状態毎の異常検知辞書を生成する。 
図 3 に提案手法の流れを示す。まず、カメラから映像を取得

し、フレームごとに正規化画像を生成し、特徴量を抽出する。

ATM 状態把握では、入力フレームに対応する ATM 状態を取

得しておく。その後、ATM 状態ごとに蓄積しておいた特徴量に

対して、機械学習を用いて ATM 状態毎の異常検知辞書を生

成する。 
 
 
 

 
 

 
 
 
 
 
 
 
 
 
 

図 3：提案手法の流れ 
 

3.3 検知フェーズ 
検知フェーズでは、入力フレーム毎に正常／異常を判定する。 
映像取得から ATM 状態把握までは、学習フェーズと共通の

処理となる。入力フレームと同じ ATM 状態時の特徴量から生

成した異常検知辞書を選択して識別処理を行い、正常／異常

を判定する。識別結果活用では、結果が異常だった場合にの

みアラーム発報、ATM 画面へのメッセージ表示、監視センター

や ATM 管理者への通知・通報などを行う。 

4. 評価 
提案手法の有効性を確認するための実験を行った。本章で

は、従来手法（動画像特徴抽出と識別処理）と提案手法（動画

像特徴抽出と ATM 状態把握および識別処理）でそれぞれ異

常行動検知を行い、結果を比較する。 

4.1 処理概要 
 従来手法と提案手法の間で“ATM 状態把握”に関わる処理

以外は共通である。映像をフレームレート 10fps で取得し、画像

正規化で 640×480 pixel にリサイズする。動画像特徴には細か

い動きに対応できる ST-Patch を使用し、識別処理には一般的

に用いられる部分空間法を用いた。入力フレームの特徴量と正

常行動の部分空間との距離を異常度として算出し、異常度が閾

値を超えた場合に「異常」と判定する。 

4.2 評価データ 
社内で模擬環境を構築し、実際に ATM に対する動作の映

像を取得した。被験者として社員 149 名を集めて撮影し、正常

行動データと異常行動データを生成した。正常行動データは、

ATM の通常の取引を撮影したものとなる。通常の取引の中に

は、左手の操作、手を置く動作、紙幣を数える動作など特徴の

ある動きを意図的に含んでいる。異常行動データは、一般に知

られている犯罪事例を元にしてシナリオを作り、犯罪行動を真

似た動きを演じることで生成した。学習データと検知データには

それぞれ以下を用いた。 
 

 学習データ： 
正常行動     約 800 動作（約 60 万フレーム） 

 検知データ： 
未学習の正常行動 約 240 動作 
異常行動            32 動作 
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ここでの異常行動は、カード挿入口に犯罪装置を取り付ける

行為である。犯罪装置は厚紙などで模式的に製作したもので、

カード挿入口を覆う様に取り付けられる。 

4.3 評価方法と結果 
本稿では、動作単位で評価を行う。各動作の中で一度でも異

常と判定されたフレームがあればその動作を「異常」とし、そうで

ない場合は「正常」とする。評価指標には、Equal Error Rate
（EER）を用いる。EER は、正常行動の誤検知率と異常行動の

未検知率が等しくなるときのエラー率である。 
従来手法は EER が 8.3% となった。正常行動に含まれている

カードの入れ直しをする動作が高い異常値となったことが原因

として挙げられる。一方、“ATM 状態把握”を導入した提案手法

では EER が 0.0% となり、正常行動と異常行動を全て正しく識

別できた。従来手法は、多様な正常行動を一つの部分空間に

するのに対し、本手法は ATM 状態毎に起こり得る正常行動を

学習するため、従来手法で見られた誤検知・未検知が改善され

たと考えられる。 
 

表 1：評価結果 
 従来手法 提案手法 

EER 8.3 % 0.0 % 

 

5. おわりに 
我々は、犯罪装置取付けなどの犯罪行動の検知が可能な異

常行動検知技術を実現した。動画像特徴量抽出と ATM 状態

把握および識別処理を組み合わせた手法を提案し、動画像処

理のみでは識別できなかった正常行動と異常行動に対して結

果が改善されることを確認した。本技術は ATM 操作に不慣れ

な人の戸惑い検知への応用も期待できる。 
本評価データは疑似環境データでの評価のため、実環境デ

ータでの検証が必要である。 
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Study on Image Recognition in Tank / Hold of Ship

Masaru Hirakata Ma Chong Tomoyuki Taniguchi

National Institute of Maritime, Port and Aviation Technology

This document describes whether image recognition using Deep Learning can be practical for images taken by unmanned 
aerial vehicle (drone). There is a movement to try to utilize a drone for inspection inside tank / hold of the ship. Accessibility 
to the inspection site becomes easy, while on the other hand, a technique to support condition evaluation on the screen is also 
required to judge through the video taken with the drone. In this research, we examined to verify the recognition rate of 
structural members in tank / hold in a bright environment. In addition to recognizing in a bright environment, we also 
examined to verify the recognition rate in a virtual dark environment.  
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OpenPose

Prediction of Basketball Free Throw Scoring by OpenPose
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We aim for application developments in several fields such as healthcare and robot control. When considering to
achieve high quality performance in such applications, it is often necessary to have large amount of accurate and
various human posture data. OpenPose of CMU can realize simultaneous posture recognition of multiple people
in real time by simple Web camera. We developed two application systems utilizing OpenPose. The first one is
a basketball free throw prediction model with human posture data recognized by OpenPose. The second one is a
healthcare application which aims to detect brain stroke tendency. In this article, we focus on what we achieved
through our first application development. We accomplished to build a high quality motion prediction model with
OpenPose data. We consider it opens a way for other research and application developments which are related to
human posture and motion.
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場の雰囲気を考慮したBGM推薦システム構築の試み
BGM Recommendation System Considering the Atmosphere
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Japanese sometimes leave the decision of things to the atmosphere, it is very important to design the atmosphere
of the place in various situations. BGM has an emotion inducing effect and an image inducing effect, which makes
it possible to change the atmosphere of the space． In this paper, we proposed a BGM recommendation system
reflecting the atmosphere in the shop by combining images and environmental sounds and constructing a data set
using shop labels. As a result of recommendation by our system, higher ratings than baseline were obtained for
three index.

1. はじめに
場の雰囲気は，人と人との間に流れる「空気」や視覚情報，

聴覚情報などが複雑に絡み合うことにより形成される．これを
人為的にデザインすることを考えたとき，特に視覚情報と聴
覚情報をコントロールすることが重要である．家具や調度品，
壁紙など，BGMには感情誘導効果やイメージ誘導効果がある
とされており [1]，場の雰囲気を小さい労力で変容させること
ができる．現にレストランなどでは，それらの効果を利用す
るべく，楽曲配信サービスを導入しているところが多い．しか
し，時間帯による店内の見え方や客層の変化により，店舗側は
その都度雰囲気に合った BGMを提供することが求められる．
時々刻々と変化する店内の状況に合わせて BGM 配信サービ
スが対応したり，人手による選曲を行うことは困難であること
から，本研究では，店舗の雰囲気に適した BGM を推薦する
システムの構築を行う．本稿では，あらかじめ撮影された店舗
内動画と，異なる環境音を組み合わせて印象評価を行い，類似
度に基づいた楽曲推薦を試みる．

2. 関連研究
画像や楽曲といったコンテンツに対しユーザがタグ付けを

行うことは，ソーシャルタギングと呼ばれ，これを利用した
推薦や検索システムに関する研究は数多く存在する．梶ら [2]

は，歌詞とアノテーションを利用し，視聴時のユーザの状況に
合わせたプレイリストを作成するために楽曲とユーザを特徴
量空間へマップする手法を採用している．特徴量には歌詞，楽
曲情景，視聴状況を用いており，それらの特徴量空間にユーザ
をマップすることで，楽曲間，ユーザと楽曲間，ユーザ間の類
似度計算を可能にしている．楽曲情景のラベルは登場人物（一
人，私），いつ（朝，過去，春），状況（恋愛中，反社会），心
理状況（悲しい，怒り）の 4 項目を用いている．歌詞と楽曲
情景については，それまで視聴した好きな曲の特徴量平均をそ
れぞれの特徴量空間にそのユーザの嗜好としてマップすること

連絡先: 佐藤季久恵，電気通信大学大学院情報理工学
研究科情報学専攻，東京都調布市調布ヶ丘 1-5-1，
ksato@ni.is.uec.ac.jp

図 1: システムの概要図

で．推薦を行っている．Kaminskasら [3]の研究ではユーザが
関心のある場所（place of interest, POI）に即した楽曲推薦の
システムを構築している．楽曲と POIに双方同様の感情語を
用いたタグをつけ，それらをベクトルとして扱い，類似度から
適した楽曲を推薦している．タグには 9項目の感情タグと 13

項目の物理的タグ（色や気温など）を用いている．

3. 本研究のアプローチ
本研究では，店舗での利用を想定し，場の雰囲気に合った

BGMの推薦システムを提案する．

3.1 システムの概要
本研究における場の雰囲気を反映した BGM 推薦の流れを

図 1に示す．
まず，店舗内動画像を提案システムに入力し，Convolutional

Neural Network（CNN）によってラベルを予測する．そして，
推薦の候補となる楽曲群から特徴量としてメル周波数ケプスト
ラム係数（MFCC）を求め，それを入力とした Support Vector

Machine（SVM）を用いてラベルを予測する．それぞれの楽
曲と店舗内動画において予測されたラベルの類似度を算出し，
類似度が高いものを店舗に適した楽曲として推薦する．

1
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3.2 環境音の利用
先行研究の多くは，場所の画像に対してラベル付けがなさ

れている．画像データの取得やラベル付けは容易である一方，
推薦システムにおいては視覚情報しか考慮されない点で不十分
である．そこで本研究では，動画を印象評価に用い，その中で
も環境音に着目する．
環境音は，我々が普段生活する中で無意識に耳にし，そこが

どのような場所であるのかを判断するための材料にもなりう
る．また，環境音が存在することにより，場所の見え方も変化
する傾向があるとされている [4]．本研究では BGMを独立し
た音として扱うのではなく，環境音を含めて場をデザインする
ことを考慮し，環境音を含めた印象評価を行う．

3.3 店舗ラベルの導入
感情語や印象語を用いて画像や楽曲にラベル付けを行い，そ

れに基づいた楽曲推薦を行うことは，先行研究でも試みられて
いる．ラベルを用いることで，画像や楽曲がユーザーへ与える
心理的影響を考慮することができ，個人の嗜好や状況に即した
楽曲などを推薦することが可能である．しかし，個人の経験や
感情に依存する感情語や印象語ラベルを使用することは不特定
多数への適応を目的とした BGM推薦には不向きである．
そこで本研究では，画像を見て想起される「情景」として，

スターバックスや東急ハンズといった具体的な店舗名を用い
てラベル付けを行う．チェーン店は全体を通してコンセプトを
持っており，店舗内装などを統一しているところが多い．その
ため，店を利用した人の間では同一のイメージを共有すること
が可能である．また，これまでは複数の感情語や印象語を用い
ることで店舗内を表現していたが，具体的な店名を用いること
で一つのラベルで表現することが可能になる．

4. データセット
4.1 ラベルの選定
先述した店舗ラベルの候補を選定するにあたり，聞き取り調

査を行った．
回答者は学生 4人，社会人 2名で，店舗イメージが確立し

ている店舗名を列記してもらった．集計後，店の種類に偏りが
出ないよう，USENのコンシェルジュサービス [5]を参考に記
載されている項目で補った．ラベル内容は表 1に示す．これら
のラベルを，後述する店舗内動画データセットの作成と楽曲評
価に用いた．

4.2 店舗内動画データセットの作成
店舗内の雰囲気を評価するための店舗内動画を収集した．撮

影は目線の高さで店舗内を 180度撮影とし．時間は 10秒から
15 秒ほどで行った．画像サイズは 1920 × 1080，フレーム数
は 30fpsとした．撮影イメージを図 2に示す．ライトやアプリ
などで明度や彩度の調整はしないものとした．
収集された店舗内動画から環境音を切り離し，異なる環境

音を付け加えることで仮想店舗内動画を作成した．環境音は
カフェ店内，子供が多いイベント会場内，ショッピングモール
内，オフィス内，街中の 5種類を使用した．
4.2.1 店舗内動画評価
作成した 740本の仮想店舗内動画に対し，3名の作業者に印

象評価を行ってもらった．具体的には，作成した仮想店舗内動
画を視聴してもらい，動画がどのような状況に当てはまるか，
表 1のラベルから選択してもらった．

表 1: ラベル一覧
情景

スターバックス ダイソー
ルノアール 東急ハンズ
コメダ珈琲 無印良品
バー ニトリ
居酒屋 大塚家具

割烹・料亭 紀伊國屋書店
ラーメン屋 TSUTAYA

沖縄料理店 高島屋
イタリア料理店 PARCO

西友 イオンモール
成城石井 シェラトンホテル
カルディ オフィス

アパレル（高級店） 企業ロビー（大企業）
アパレル（フォーマル） 企業ロビー（中小企業）
アパレル（カジュアル） 国際空港
ドラッグストア 地方空港

francfranc

日差し
あり なし

時間帯
朝（-10時台） 昼（11時台-14時台）

夕方（15時台-17時台） 夜（18時台-）
都市度合い

都会 郊外
田舎

4.3 楽曲評価
仮想店舗内動画と同様に，多数の楽曲に対して，それらが

どのような状況下で BGMとして流れているかを基準に，3名
の作業者に評価を行ってもらった．楽曲は「 J-POP」，「アニ
メ」，「キッズ・ファミリー」，「歌謡曲・演歌」，「邦楽ヒップホッ
プ・R＆ B・レゲエ」，「邦楽ロック」，「洋楽ヒップホップ・R

＆ B・レゲエ」，「洋楽ポップス」，「洋楽ロック」，「洋楽総合」
の計 10個のジャンルから 100曲ずつを用意し，ラベルは表 1

から選択してもらった．

5. 予測器の構築と推薦方法
前節で作成したデータセットを用い，店舗内動画および楽曲

に対する予測ラベルを出力するための予測器をそれぞれ構築
した．
店舗内動画から予測ラベルを出力する予測器には，CNNを

用いた．ネットワーク構造は AlexNet[6]と同様とし，ラベル
付けのなされた仮想店舗内動画 740本を学習データに用いた．
なお，各動画は 1本あたり 10枚の連続画像とみなしているた
め，データセットは計 7400枚のラベル付き画像となる．また，
全 5 種類の環境音と画像との紐付けは，環境音タグにあたる
値を CNNアーキテクチャにおける全結合層のユニットに追加
することによって行っている（図 3）．
楽曲から予測ラベルを出力する予測器には，SVMを用いた．

その際の入力には，各楽曲から算出したMFCCを用いている．

識別器から得られる結果は，各ラベルにおける値である．動
画と楽曲のラベルの類似度を計算し，値が大きい 3 曲を推薦
する．本研究ではユークリッド距離，コサイン類似度，ピアソ

2

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

3Pin1-40



図 2: 店舗内動画イメージ図

図 3: 店舗識別用 CNNのアーキテクチャ

ン相関係数を用いて求める．

6. 評価実験
提案システムの評価は，曲付きの動画を視聴した評価者に対

するアンケートによって行った．評価者は本学学生から募集し，
1本の動画に対し 8名または 9名が 5段階で評価を行った．
提案システムを用いて計 10本の動画に対する楽曲をそれぞ

れ 3曲推薦し，評価した結果を図 4に示す．A，B，Cはそれ
ぞれコサイン類似度，ピアソン相関係数，ユークリッド距離に
もとづいて推薦を行った結果であり，D はランダムに推薦を
行った結果である．
類似度指標ごとの平均値は 2.99，3.12，2.89の値で，標準

偏差は 0.59，0.46，0.32であった．また，図 4からも分かる
ように A と B においては一部突出して評価が高いものが存在
しており，Dと比べると平均的にはいずれのグループも評価値
が高いことが分かる．
しかし，評価者から感想を聞いたところ，「場所が歌詞と合っ

ていない」「歌詞が気になってしまう」などの意見が得られた．

7. 考察
どの類似度計算においても，定量的にはランダム推薦に勝

るものの，定性的には最適な BGM 推薦ができたと結論付け
ることはできなかった．原因の一つとしてデータの少なさとラ
ベルの多さが学習に影響を与えたと考えられる．また十分なラ
ベル付けがされていないという問題もあった．本研究ではデー
タセット作成時に動画や楽曲に対してラベル付けをしてもらっ
たが，複数のラベルがつけられたものと，そうでないものの差
が激しかった．楽曲に対するタグ付けは 1 曲に対し最低 2人
で行っていたことでラベル付与の偏りが生まれ，推薦に影響が
出たのではないかと考えている．

図 4: 楽曲推薦結果

加えて評価実験において同じ楽曲であるにもかかわらず，グ
ループが異なるだけで点数が異なるものが多く存在した．前の
曲との関係性が原因と考えられるが，確証を得るためにも人為
的に様々な曲と組み合わせ，評価を行う必要がある．

8. おわりに
本稿では，画像と環境音を組み合わせ，店舗ラベルを用いた

データセットを構築することにより，店舗内での雰囲気を反映
した BGM推薦システムを提案した．3種類の類似度指標を用
いて動画に対し楽曲を推薦した結果，いずれの類似度指標にお
いても，ランダムで推薦された曲よりも平均的に高い評価が得
られた．一方で，定性的にはあまり高い評価は得られなかった．
今後の課題としては，データセットの拡充や，楽曲間の相性

を考慮したシステムの改良などが挙げられる．
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運動データからの楽曲作成
Music Generation from Motion Data
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This paper describes an experimental sonification system which generates music from motion data measured
by an acceleration sensor. The system generates rhythms, chords, tunes and harmony reflecting the observed
movement, aiming for comfortable music.

1. はじめに
本稿は, 加速度センサーにより測定した運動データから楽曲

を作成する可聴化実験システムについて述べる. 運動状況を反
映し, 聴いて楽しめる楽曲を作成することが本システムの目標
である.

運動情報の可聴化の研究には運動学習支援を目的としたもの
が多い. 動作情報を聴覚情報へ変換して伝達することにより,

スポーツなどの動作学習やリハビリなどの動作支援に役立てる
ことが考えられている. [高野 2016], [松原 2012], [宝里 2011]

はその例であると言えよう. 本研究は, それらとは異なり, 楽
しめる楽曲の作成が第一の目的である.

2. 自然な楽曲
自然な楽曲を作成するために着目したコードと規則を以下

に示す.

表 1: ダイアトニックコード (ハ長調)

コード C Dm Em F G Am Bm�5

機能 T S T S D T D

2.1 ダイアトニックコード (Diatonic Chord)
ダイアトニックコードのみを用いる. ハ長調のダイアトニッ

クコードを表 1 に示す. 表中の T, D, S はコードの機能を示
すもので, 以下の特徴がある.

T (Tonic; トニック) 安定感のあるコードである. 楽曲のは
じめと終わりによく使われる.

D (Dominant; ドミナント) 不安定な響きを持つコードであ
る. トニックへ動いて落ち着こうとする.

S (Subdominant; サブドミナント) やや不安定な響きを持
つコードである.

連絡先: 六沢 一昭, 千葉工業大学 情報科学部 情報工学科,

275-0016 千葉県習志野市津田沼 2-17-1,
rokusawa.kazuaki@it-chiba.ac.jp

2.2 コード進行
安定したコード進行には以下の 3つのパターンがある.

• T → S → T

• T → S → D → T

• T → D → T

T, S からは T, S, D のどれへも進行するが, D からは T への
み進行する.

C → Dm, Em, F, G, Am, Bm�5

Dm → G

Em → C, F, Am

F → C, Dm, G

G → C, Am

Am → Dm, F, G

Bm�5 → C, Am

図 1: コード進行 (ハ長調)

ハ長調における自然で安定したコード進行を図 1 に示す. こ
のコード進行に基づいて楽曲のコード進行を決定する.

3. 運動データから楽曲へ
3.1 楽曲作成の流れ
運動データ
運動データは, 加速度センサーにより測定したデータである.

上下/左右/前後の 3方向それぞれの加速度測定値からなる.

区間と小節
運動データを適当な数ごとに区切る. 例えば 50 個ごとに

区切る. 区切りによって生まれた (運動データの) ひとつの区
間を (楽曲の) ひとつの小節に対応させて楽曲を作成する.

楽曲作成
まず, 運動データを解析し各区間 (小節) のコードを決定す

る. そして, コードをもとに, 運動データも考慮して,メロディ
を生成する. 同様に運動データからリズムとハーモニーも生成
する. 各小節のメロディを構成する音は, コードの構成音のみ
からとする. この「まずコードを決め, コードの構成音からメ
ロディを決定する」方式は [杉原 2011][渡邉 2017] で用いたも
のである.
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表 2: レベル値の例
測定値の絶対値 レベル値

0.0000 以上 0.1428 未満 0

0.1428 以上 0.2856 未満 1

0.2856 以上 0.4284 未満 2

0.4284 以上 0.5712 未満 3

0.5712 以上 0.7140 未満 4

0.7140 以上 0.8568 未満 5

0.8568 以上 6

3.2 レベル値と運動
各区間に対し, その区間内の測定値の絶対値の最大値のレベ

ルを求め, それをその区間のレベルとする. 測定値の絶対値と
レベルの対応例を表 2 ∗1 に示す. 測定値の絶対値が大きくな
るほどレベルの値も大きくなる.

レベル値は運動の変化の大きさを表わす. 大きいレベル値
は, 加速度の大きいことを示し,運動が激しいことを意味する.

一方, 小さいレベル値は穏やかな運動を示し,レベル値ゼロは,

運動に変化が (ほぼ) ないことを意味する.

3.3 リズム/コード/メロディ/ハーモニーの決定
3.3.1 基本的な考え
運動が激しいほど楽曲のリズムも激しくするのが適当であ

ろう. 上下/左右/前後方向のうち, 運動の激しさを直接反映す
るのは上下方向の測定値であると考え, 上下方向の測定値から
リズムを決定することにした.

リズム以外の楽曲の要素であるコード及びメロディ, ハーモ
ニーは, 主に上下方向以外 (左右及び前後方向) の測定値から
決定する. これらは, リズムと異なり, 前の小節とのつながり
が重要である. 例えばある小節のコードを決める時は, 前の小
節のコードも考慮する必要がある. 対応する区間の測定値の
みからコードを決定したのでは, 2.2 で述べた自然で安定した
コード進行を実現することができない.

前述したように, レベル値は運動の変化の大きさを表わす.

このことから, 基本的に, レベル値が大きいほど楽曲の変化を
大きくし, 小さいほど変化は小さくする. そしてレベル値ゼロ
の場合は楽曲は変化させない.

3.3.2 リズムの決定
各区間の上下方向のレベル値から, 対応する小節のリズムを

表 3 に基づき決定する. レベル値が大きいほど (運動が激しい
ほど), 激しいリズムが (音の数の多い小節が) 生成される.

3.3.3 コードの決定
ある小節のコードと, その小節に対応する区間の左右方向の

レベル値から, 次の小節のコードを表 4 に基づき決定する.

例えば, ある小節のコードが F で, その小節に対応する区間
の左右方向のレベル値が 4 の場合, 次の小節のコードは Dm

となる. C と 3 ならば次のコードは F となる.

表 4 は図 1 のコード進行を実現しており, 自然で安定した
コード進行が実現される.

3.3.4 メロディの決定
ある小節のコードとリズム (音符の数) と, 対応する区間の

前後方向の測定値から, その小節のメロディ (を構成する音) を
決定する.

∗1 3.3.3 のコードの決定における,左右方向の測定値とレベル値の対
応を示す.

表 3: 上下方向のレベル値と対応するリズム
レベル値 音符数 リズム

0 1

1 2

2 3

3 4

4 5

5 6

6 7

7 8

8 9

9 10

10 11

11 12

12 13

13 14

14 15

15 16

表 4: 次の小節のコード (ハ長調)

レベル値 C Dm Em F G Am Bm�5

0 C Dm Em F G Am Bm�5

1 Dm G C C C Dm C

2 Em G C C C Dm C

3 F G Am Dm C F C

4 G G Am Dm Am F Am

5 Am G F G Am G Am

6 Bm�5 G F G Am G Am

まず, リズムが示す音符数で前後方向の測定値を等分する.

等分によって生まれた各部分は,リズムによって決まった各音
に対応する. 例えば, ある小節のリズムが表 3 のレベル値 6 の
ものならば, 音符数は 7 なので, 対応する区間の測定値を 7等
分する. 等分によって生まれた 7 つの各部分は 7つの各音に
対応する.

次に, 各部分の測定値の絶対値の最大値のレベル値を求め,

そのレベル値と対応する小節のコードから表 5 と図 2 に基づ
き, メロディの構成音を決定する. 例えば, コードが Am であ
る小節に対応する区間の,ある部分のレベル値が 5 の場合, そ
の部分に対応する音は E5 となり, コードが G でレベル値が
1 ならば音は B3 となる.

3.3.5 ハーモニー (伴奏パターン) の決定
各区間の前後方向のレベル値から, 対応する小節の伴奏パ

ターンを表 6 に基づき決定する. レベル値が大きいほど複雑
な伴奏パターンが生成される.

4. 楽曲作成例
図 3は, JR京葉線新習志野駅から千葉工業大学新習志野キャ

ンパスまで歩いた時に測定された運動データである. 図の横軸
は歩行開始後の経過時間 (単位: 秒) を示す. 測定は毎秒 10回
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表 5: メロディ構成音
レベル値 C Dm Em F G Am Bm�5

0 C4 D4 E4 F3 G3 A3 B3

1 E4 F4 G4 A3 B3 C4 D4

2 G4 A4 B4 C4 D4 E4 F4

3 C5 D5 E5 F4 G4 A4 B4

4 E5 F5 G5 A4 B4 C5 D5

5 G5 A5 B5 C5 D5 E5 F5

6 C6 D6 E6 F5 G5 A5 B5

7 E6 F6 G6 A5 B5 C6 D6

8 G6 A6 B6 C6 D6 E6 F6

図 2: 構成音

であり, 運動データ 10 個で 1 秒経過となる. 運動時間 (測定
時間) はおよそ 480秒であり, 一方向あたりの運動データはお
よそ 4800個である. このデータからハ長調の楽曲を作成した.

運動データを 200個ごとに区切って区間を生成した. 24個
の区間が生まれ, 24個の小節からなる楽曲が作成された. 運動
データ 200個は 20秒に対応するので,運動 20秒ごとに ひと
つの小節が作られたわけである.

各小節の左右方向のレベル値とコード, 及び, 上下方向のレ
ベル値と音符数を表 7 に示す. また, 7小節目の前後方向の測
定値とレベル値, 構成音を表 8 に示す. そして, 作成された楽
曲を図 4 に示す.

最初の小節のコードは, ハ長調の楽曲のため, C である. 2

番目の小節は, 最初の小節のコード C と左右方向のレベル値
0 から C, 3番目は, C と 2 から Em である (表 7)

表 7より 7小節目のコードは G で音符数は 10 である. 区
間を 10等分して生まれた各部分の, 前後方向の測定値の絶対
値の最大値と, その値から定まるレベル値, そして, コードと
レベル値及び表 5 から決まる構成音が表 8 に示されている.

図 3 の運動の内容であるが, 歩行だけでなく, 走行や停止と
いった動きも含んでいる.

走行部分は, 歩行開始後およそ 60秒からの 30 ∼ 40秒間で
ある. 運動データの対応する部分は 3方向とも測定値 (の絶対
値) が大きい. 作成された楽曲では, 走行部分は 4, 5番目の小
節が対応する. 二つの小節とも音符数が多く (11個と 15個),

メロディの構成音が高い. リズムとメロディに走行が表われて
いると言えよう.

停止は 2回ある. 初回の停止は, 停止時間が短く, 運動デー
タにも楽曲にも明確には表われていない. 2回目の停止は, 歩
行開始後およそ 240 秒後からのおよそ 40 秒間である. 運動
データの対応する部分は 3方向とも測定値はゼロに近い. 作成
された楽曲の対応する二つの小節 (13, 14番目の小節) は, 二
分音符二つの小節と, 全音符の小節である. 停止が明確に表わ
れていると言えよう.

5. まとめ
加速度センサーにより測定した運動データから楽曲を作成

する実験システムについて述べた. 目標の, 運動状況を反映し

表 6: 前後方向のレベル値と対応する伴奏パターン
レベル値 伴奏パターン

0

1

2

3

4

5

6

7

8

9

聴いて楽しめる楽曲を作成することはほぼ実現できたと思わ
れる.
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(a) 上下方向

(b) 左右方向

(c) 前後方向

横軸の単位: 秒, 測定値 10個/秒

図 3: 運動データ

表 7: 各小節のレベル値とコード, 音符数
小節 左右 コード 上下 音符数

1 0 C 4 5
2 2 C 5 6
3 5 Em 6 7

4 2 F 10 11
5 3 C 14 15
6 5 F 9 10
7 2 G 9 10
8 0 C 7 8
9 2 C 4 5

10 0 Em 5 6
11 3 Em 4 5
12 2 Am 10 11

13 0 Dm 1 2

14 1 Dm 0 1
15 1 G 10 11

16 0 C 11 12

17 2 C 9 10
18 2 Em 10 11
19 3 C 9 10
20 3 F 8 9

21 2 Dm 8 9
22 1 G 7 8
23 0 C 3 4

24 0 C 1 2

表 8: 7小節目の前後方向の測定値とレベル値, 構成音
区間 測定値 レベル値 構成音

1 0.391 3 G4
2 0.224 2 D4
3 0.235 2 D4

4 0.333 3 G4
5 0.505 4 B4
6 0.301 2 D4

7 0.254 2 D4
8 0.367 3 G4
9 0.224 2 D4

10 0.284 2 D4

運動データ 200個/区間, 運動 20秒/小節

図 4: 作成された楽曲
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Acquisition of uniform impression of music using graph kernel filter

∗1
Hisashi IKARI

∗1
Sockets Co., Ltd.

The impression of a song varies from person to person. The sensitivity that depends on this individual is greatly
different among individuals and it is difficult to quantify. In addition, because sensitivity changes with time, fixed
point observation is also necessary, and it takes much time. In this case, focusing on the Graph laplacian which
has the property of Fourier transform among the Deep learning attracting attention in recent years, we will clarify
the time shortening by computer experiment and the frequency feature which affects the sensitivity of music.

1.
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2.1
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∫
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e−jwt = w2 e−jwt (2)
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λ μλ
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U = [μλ0 , ..., μλN−1 ] (5)

Λ = diag(μ0, ..., μN−1) (6)

2.3
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H 20

H U
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Pλi =
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μλμ
T
λ (7)

PλiPλj = δ(λi − λj)Pλi (8)

fout = Hfin (9)

=
( ∑
λi∈σ(L)

H(λi)Pλi

)
fin (10)

= Udiag(H(λH))UT fin (11)
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Feature Extraction and Anomaly Detection by
Non-negative Matrix Factorization of Vibration Data of Machine
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1d CNN-LSTM  
Anomaly Detection in Control Valves by 1d CNN-LSTM 

 *1  *1  *1 
Takahiro Motegi Yuya Nakazawa Tetsuya Tabaru 

*1  
Azbil Corporation 

This paper proposes an anomaly detection system for time series data by using 1d CNN-LSTM networks, which is a 
combination of one dimensional convolutional neural network (1d CNN) and long short time memory (LSTM). The CNN 
processes a time series data from a sensor and its output is passed to LSTM. After training of the networks, the CNN grows 
into an appropriate filter to emphasize features of the time series in frequency domain, and the LSTM becomes a good feature 
extractor. The extractor works fine even under noisy conditions. It generates a feature vector and the vector is utilized to 
diagnose anomalies. We applied the proposed system to vibration sensor data obtained from a control valve. The system 
detected anomalies due to cavitation, which is one of the most serious phenomenon of control valves, with 99.5% accuracy. 
The result shows availability of our proposed method. 
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Constructing Diagnosis Corpus Using Collaborative Learning Environment  
for Improving Dementia Care 

  *1    *2, 3, 4     *1     *1 
 Naoki Kamiya Hideki Ueno Takumi Yoshizawa Shogo Ishikawa 
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 Kenta Imada   Hayato Nishiyama  Shinya Kiriyama Akira Tamai   Yoichi Takebayashi 

  *1   *2    *3  
 Shizuoka University Chiba University Hospital  Tsuruga Onsen Hospital    
  *4  
  The Society of Citizen Informatics for Human Cognitive Disorder 

This paper describes construction of diagnosis corpus using collaborative learning environment for improving dementia 
care. Analyzing causes of reversible dementia are essential to improve dementia care, and which are interpreted diversely. 
We developed the diagnosis corpus using the collaborative learning environment to construct diagnostic knowledge by 
accumulating interpretations. Our corpus enable us to analyze learning effect and improve knowledge of dementia diagnosis.  
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Construction and Practice of Collaborative Learning Environment for Personality-focused Care
in Dementia Care
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We describe the construction and practice of collaborative learning environment to develop the dementia care
skills focusing on elderlies personality. In our learning environment, the policy of care for people with dementia
is considered based on their personality and desire. And our learning environment helps to learn collaboratively
dementia care throughout the organization by using video. We have conducted a collaborative learning for dementia
care in the care fields. The results suggest that the collaborative learning environment is useful for learners.
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感情思考モデルに基づくマルチモーダル認知症ケア知の共創
Co-production of care knowledge for people with dementia based on an emotion thinking models
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本田 美和子 ∗2

Miwako Honda

Yves Gineste∗3
Yves Gineste

竹林 洋一 ∗1

Yoichi Takebayashi
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This paper describes a methodology of co-production of care knowledge for people with dementia based on
emotion thinking models. Our goal is to construct the AI platform to explain complicated thinking processes in
caring. Emotion thinking models are designed to represent knowledge of care experts. The models have multiple
representations: “goal”, “trans-frame” and “resourcefulness” on the basis of Minsky’s theory. The result suggests
that the representation of thinking process in dementia care leads to encouraging construction of care knowledge.

1. はじめに

筆者らはケアと認知症の人の関係を明らかにする Evidence

Based Care (EBC) の実現に向けて認知症の人の情動理解基
盤技術の開発を進めている [竹林 15]．ケア従事者のケアスキ
ル，及び認知症の人の情動的行動に着目し，表層的な行動の特
徴表現や認知症ケアの評価を行ってきた [石川 15]．認知症ケ
アは，認知症当事者の身体的，心的状態の評価，変動性への対
応，そして認知症当事者の生活の質を高めるためのケアの目的
等を考慮した複雑な思考プロセスの結果である．一方でこのよ
うな思考プロセスを説明可能なものとして表現する手段が少な
いという課題がある．
そこで本稿では，行動評価の仕組みを発展させ，認知症ケア

における思考プロセスを客観化するための感情思考モデルを構
築し，多様な熟達者の意見を集約することで認知症ケア知の構
築につながることを示す．

2. マルチモーダル認知症ケアの表現

2.1 認知症ケアにおける感情思考モデルの設計
介護現場では，「優しい」ケア，「尊厳のある」ケアというスー

ツケースワード（多義的な意味を一つの単語に詰め込むこと）
[Minsky 09]で指導されることが多い．筆者らは，「優しさ」や
「尊厳」を技術と哲学として具体的に習得可能なものにしたマ
ルチモーダルコミュニケーション技法のユマニチュード R⃝ に
着目して，「見る」「話す」「触れる」等の優しさに関するスキ
ルの評価を進めてきた [石川 15]．
一方で，熟達したケア従事者は，本人の尊厳を考慮すること

を具体的に，１）認知症の人の状態をセンシングし，２）ケア
の目標達成のためのプランをその場その場で組み換えながら，
臨機応変にスキルを活用している．このような認知症ケアにお
ける思考プロセスを [本田 17, 石川 15]に基づき，以下の三つ
の観点から表現することとした．

• 感情的状態：環境要因に対して脆弱な認知症の人が感情的
思考を利用しやすい特性から感情的状態としてポジティ

連絡先: 石川翔吾，静岡大学，静岡県浜松市中区城北 3-5-1，
053-478-1488，ishikawa-s@inf.shizuoka.ac.jp

�������

�����

���	
��

������

�������

������

��������

�������

�������

������

�	�
�
��

����
��

���

��
���	
���

図 1: 口腔ケア場面におけるケアの思考プロセスの表現

ブ，ネガティブ，ニュートラルな状態を規定する．

• 行動意図：対象の心的・身体的状態を踏まえたゴール設定．

• 知識利用：時系列のケアプロセスのなかでどのように知
識を利用したのかを表現する．

本稿では，これらの観点を統合するものを感情思考モデル
と呼ぶ．ケア従事者の視点から認知症の人の心の状態を表現す
ることとし，これらのさまざまな思考をマルチモーダルに同時
に処理している系として扱う．また，心の状態についての表現
系は表 1の構造を持つ．

2.2 Semantic Primitiveの設計と心的状態の表現
[石川 15]で設計した行動レイヤの記述と思考レイヤの記述

を接続するための構造として Semantic Primitives を設計し
た．Semantic Primitivesは行為を表現するAction，状態を表
現する State，変化を表現する Transition の３種類から構成
される．一例を表 2に示す．本 Primitiveは思考レイヤを記述
するための基本タームとなる．
図 1 では感情思考モデルに基づき口腔ケア場面における思

考プロセスを表現している．この場面では，認知症の人がポジ
ティブな状態の時，口腔内を清潔にするというゴールを達成す
るために，ケアの協力が得られた場面を示している．これら
の思考プロセスを表現するために，行動レベルの記述，ルー

1
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表 1: 心の状態の表現の一例

Category 構造 意味

感情的状態 Positive :actor :object :action ACTORが何に対して positiveな ACTIONを表現したか
行動意図 Desires :actor :prop ACTORは PROPが実現することを望む

Intends :actor :prop ACTORは ACTIONを取る計画を持っている
知識利用 Trans-frame :actor :before :after :goal :gap :prop ACTORは前後の変化でどの FRAMEを利用したのか

表 2: 口腔ケアにおける Semantic Primitivesの例

Category Type フレーム構造

Action Look Looks at Oral :actor :object

Speech Requests :actor :object

Touch Grasps :actor :object

Action is-walking :actor

State Physical Mouse-is-Opening :person

Eyes-are-Closing :person

Environment Bed-is-Reclining

Transition Mental-trans ToPositive :person

ToNegative :person

Physical-trans LocationChange :person

Abstract-trans Attitude :person

ルベースの Semantic primitiveの生成，思考プロセスの記述，
記述結果の検索・可視化を支援するツールを設計し，認知症ケ
ア知の共創を実現する．

3. 感情思考モデルに基づく認知症ケア知の
共創

設計した感情思考モデルに基づき認知症ケア知の共創につ
いて検証した．特別養護老人ホームを利用する２名の認知症の
人（アルツハイマー型認知症）に対してケアを実施した．ビギ
ナーレベルのスタッフ，ユマニチュードインストラクターの映
像事例２事例を評価対象とした．ユマニチュードインストラク
ター６名が個別に映像事例を視聴し，提示されたベースデータ
に対して追加・修正点として意見が集約された．
図 2はビギナーレベルのスタッフの口腔ケア映像に対して，

ゴールの観点から意見を集約した結果である．口腔ケアをす
る際に口を開けることを促す行為に対し，合図をして，押さえ
て，催促し，指示するという意図があったことがサブゴールと
して追加された．また，「口腔ケアをしやすくしたい」という
ゴールが表現されていたが，同じ人に対するケアの類似事例を
参照しながら映像を視聴することで，全てのインストラクター
がこのゴールの表現は適切ではないという結果が得られた．
図 3 はインストラクターによる移乗ケア映像に対して，ど

のように考えていたのかを集約した結果である．感情の状態が
ネガティブからポジティブに遷移した中で，高齢者の身体的状
態をセンシングしながらケアの中で elderly frameの slotを修
正している．また，インストラクターは立つ力を確認するため
に，事故を予防して膝を支え，一連の流れで自然に歩く行為に
移れるように促し，万一の場合にすぐに座れるようにケアして
いるという意見がゴールに集約された．
このように，変化，状態，意図という観点から構築した感情
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図 2: ケア熟達者の意見集約による初学者の行動意図の表現
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図 3: ケア熟達者の意見集約による熟達者のケアプロセスの
表現

思考モデルによって，熟達者の意見が集約され，認知症ケア知
の共創につながることが示された．

4. おわりに

本稿では，感情思考モデルを機軸とした共創システムによっ
て，ドメインエキスパートの意見が集約され，認知症ケア知の
再構造化が促進されることを示した．今後も思考の表現を深化
させるために Interior grounding[Minsky 09]を進め，一見単
純にみえる現象が複雑であることを示すための情動理解基盤技
術の開発を進める．
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Patient's sitting position estimation using skeleton information and bed position detection 
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 Madoka Inoue Ryo Taguchi Taizo Umezaki 
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The work of a nurse in charge of nursing of a hospitalized patient is a task that leads to a serious accident with a single 
mistake or overlook, so nurses are exposed to high stress. In particular, the three items of medication, tube connection, and 
fall are factors that lead to serious accidents and are considered to be a major load factor of nursing work. In order to reduce 
the burden of nursing work, we estimated the sitting posture, which is the initial posture of the patient's lifting motion, using 
the camera image. In this study, as an initial study of the study, we estimated the patient's sitting position by combining the 
detection result of the skeleton position of the patient, the detection result of the bed position and the integrated processing of 
them. As a result of the evaluation, the end sitting position was identified with an accuracy of 98.6 [%].  
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Accurate drowsiness estimation via eye-related movements:

a neural-network-based investigation
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Atsushi Nishino∗3 Satoshi Hashimoto∗3

∗1 Department of Computer Science & Engineering, Hong Kong University of Science and Technology
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Many studies reported eye-related movements, e.g., eye blink and eyelid drooping, are highly indicative symptoms
of drowsiness. However, few has investigated the computational efficacy for drowsiness estimation accounted by
these movements. This paper thus analyzes two typical movements: eyelid movementsXel(t) and eyeball movements
Xeb(t), and investigates different neural-network modelings: CNN-Net and CNN-LSTM-Net. Experimental results
show that using joint movements can achieve better performances than eyelid movements for short time drowsiness
estimation while using eyeball movements alone perform worse even than the baseline (PERCLOS method). In
addition, the CNN-Net is more effective for accurate drowsiness level estimation than the CNN-LSTM-Net.

1. INTRODUCTION

Drowsiness has been studied for years in fatigue risk

management and vigilance monitoring. Psychological

studies have demonstrated that the drowsiness can sig-

nificantly impair productivity and deteriorate the qual-

ity of work outcomes. For example, drowsy driv-

ing, usually caused by sleep loss, night or long-time

working [Dinges and Grace, 1998], is reported as one of

the main causes of serious accidents [Akbar et al., 2017,

Reddy et al., 2017]. On the another hand, if drowsiness

can be effectively estimated, the aforementioned side ef-

fects might be significantly mitigated or avoided. Stud-

ies showed that accurate driver drowsiness estimation can

help prevent potential accidents caused by driving fa-

tigue [Dinges and Grace, 1998]. Also, research on Mas-

sive Open Online Courses (MOOC) demonstrated that

the learning outcomes can be greatly improved by taking

measures based on students’ estimated level of drowsiness

[Kim et al., 2017].

Eye-related movements, e.g., eyelid movements and

eyeball movements, are reported to be important and

useful for accurate drowsiness estimation by previ-

ous studies [Zhu et al., 2014, Wierwille et al., 1994,

Dinges and Grace, 1998]. However, few has tried to further

differentiate the role played by different types of eye

movements. Basically, there are two types of eye-related

movements: eyelid movement Xel(t) and eyeball movement

Xeb(t). Technical investigation of these two types of

eye movements is non-trivial since it requires accurate

extractions of eyelid movements and eyeball movements.

Furthermore, although many neural-network-based tem-

poral modelings, e.g., CNN and LSTM, are proposed

for modeling these eye-related movements, an insightful

comparison is still in need.

Contact: Mingfei Sun, CSE Department at HKUST, Hong
Kong, (+852) 5224 9330, mingfei.sun@ust.hk

Figure 1: The proposed investigation pipeline

In this paper, we conduct a systematic analysis of two

types of eye-related movements for drowsiness estimation.

The contributions of this paper are as follows. First, we an-

alyze the computational efficacy of eyelid movements and

eyeball movements for drowsiness estimation. Second, we

propose and compare two neural networks for modeling

temporal correlations of eye-related movements. Third, we

conduct multiple experiments and present insightful inter-

pretations as well as discussions for experimental results.

Empirical evaluation shows that the proposed neural net-

work models are effective, and the combined eye-related

movements are more effective than eyelid movements for

short time drowsiness estimation, while eyeball movements

alone fail to deliver good results. In addition, as drowsiness

period extends, CNN-Net performs increasingly better than

CNN-LSTM-Net for drowsiness level prediction.

2. METHOD

The overview of our proposed method is shown in Fig. 1.

2.1 Facial Video Acquisition
The facial video data were collected from 29 subjects with

their informed consent in a local laboratory and then la-

beled with 3 professional annotators. First, 29 subjects were

asked to finish a specific math task while seated in front of a

display with a web camera placed on top. The facial videos

(640 ∗ 480, 30fps) were captured by a web camera when

subjects were performing the task, which finally adds up

to 205, 600s (∼ 57h). Then, 3 professional annotators rated

every 10 seconds (without overlapping) of facial videos with

1
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Figure 2: Filtering & down-sampling of eyelid (top) and

eyeball (bottom) movements

5 drowsiness levels according [Zilberg et al., 2007]. The av-

eraged label values is used as the ground truth.

2.2 Motion Extraction & Pre-processing
Eye-related motion extraction: The eyelid move-

ments Xel(t) and eyeball movements Xeb(t) are extracted

by an accurate facial analysis tool developed by NEC

corporation. Specifically, Xel(t) =
[
xL
el(t), x

R
el(t)

]
where

xL
el(t) and xR

el(t) ∈ [0, 1] represent left and right eyelid

closenesses with 0 denoting fully open and 1 fully closed.

Meanwhile,Xeb(t) =
[
xH
eb(t), x

V
eb(t)

]
where xH

eb(t) and xV
eb(t)

∈ [−30, 30] denote vertical and horizontal degrees of eyeball

movements.

Pre-processing: The Hamming filter (window size 11)

is applied separately to Xel(t) and Xeb(t) to remove high

frequency noises, as shown in Fig. 2 where X ′
el(t) =

[
x′L

el(t), x
′R
el(t)

]
, X ′

eb(t) =
[
x′L

eb(t), x
′R
eb(t)

]
and x′(t) =

H
(
x(t)

)
. The filtered X ′

el(t) and X ′
eb(t) are then down-

sampled to 15 points per second, i.e., X ′
eld(t) = X ′

el(t)

and X ′
ebd(td) = X ′

eb(t), in order to remove redundan-

cies. In addition, according to the Rectified Linear Unit

(ReLU) used in neural networks, the input data are further

shifted and scaled to be non-negative based on the degree

ranges, i.e., x̃eb(t) =
[
x′

ebd(t) + 30
]
/60, while x′L

eld(t) are

kept x′R
eld(t) the same, x̃el(t) = x′

eld(t).

2.3 Efficacy Comparison & Neural Network
Modeling

To compare the efficacy of different eye-related move-

ments for drowsiness estimation, we apply a same neural

network model, i.e., CNN-LSTM-Net as shown in Fig 3(a),

to three different combinations of eyelid and eyeball move-

ments:
[
X̃el(t)

]
,
[
X̃eb(t)

]
and

[
X̃el(t), X̃eb(t)

]
. Then three

combinations of eye-related movements are input as fea-

tures, i.e.,
[
X̃el(t)

]
,
[
X̃eb(t)

]
and

[
X̃el(t), X̃eb(t)

]
. For joint

movement feature
[
X̃el(t), X̃eb(t)

]
, the X̃el(t) and X̃eb(t)

are processed separately by CNN part before being con-

catenated into LSTM part.

Another neural network structure, i.e., CNN-Net as

shown in Fig 3(b), can also be applied to estimate drowsi-

ness from eye-related movements [Zhu et al., 2014]. Differ-

ent from CNN-LSTM-Net, CNN-Net structure only exploits

convolution layers without LSTM layers. In the proposed

CNN-Net, we use a similar CNN structure as that in CNN-

LSTM-Net. Instead of the LSTM layer, we adopt a global

pooling layer to compare every sequence segment to obtain

the max value, which are then fully connected to output

Figure 3: (a) CNN-LSTM-Net; (b) CNN-Net

Figure 4: Modeling eyelid movements and eyeball move-

ments by CNN-LSTM-Net along different time periods

the drowsiness labels.

3. EXPERIMENT RESULTS

The experiments are conducted on the facial video

dataset with two common regression performance met-

rics: Pearson Correlation coefficient and Mean Absolute

Error (MAE). Specifically, the evaluation dataset is ran-

domly divided into five groups based on participants to

remove the subject-dependences, and the cross validation

adopts leave-one-group-out strategy with the PERCLOS

method [Dinges and Grace, 1998] as the baseline. The

training is conducted on the Nvidia 1080 (8GB memory)

graphic card (batch size 128, epoch 100), and an early stop

checker was also set to reduce the training time accordingly.

The Adam optimizer (lr = 0.001) was used with learning

rate decaying to 0.0001 and 0.00001 after 20 and 50 epochs

respectively.

3.1 Efficacy comparison
The importance is compared between

[
X̃el(t)

]
,
[
X̃eb(t)

]

and
[
X̃el(t), X̃eb(t)

]
. From Fig. 4, it is notable that us-

ing
[
X̃eb(t)

]
to estimate drowsiness fails to deliver good

results, worse even than the baseline (PERCLOS) perfor-

mances: the Pearson Correlation values < 0.4 indicates the

estimated drowsiness levels and the ground truth labels are

weakly correlated; the Mean Absolute Error(MAE) values

are all around 0.6, which are almost two times of the MAEs

achieved by PERCLOS method. In the meanwhile,
[
X̃el(t)

]

and
[
X̃el(t), X̃eb(t)

]
both perform almost equally better

than the PERCLOS. As a summary, the eyeball movements

alone are not an effective feature for drowsiness estimation

while eyelid movements or eyelid movements combined with

eyeball movements are strongly related to drowsiness sta-

tus.

The underlying reasons that eyeball movements alone fail
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Figure 5: CNN-LSTM-Net vs. CNN-Net for drowsiness

estimation using (a) eyelid movements; (b)joint movements

to capture the drowsiness levels may possibly be due to the

following phenomenon: when a person feels sleepy, his/her

eye gazes will not move too much, usually fixed on a point,

which, from the eyeball movement’s perspective, is exactly

the same as the person is fixating his/her eye gazes when

he/she is awake. In the following experiments, the eyeball

movements will not be considered again.

3.2 Neural network modeling
The eyelid movement data and the joint movement data

are input separately into the CNN-LSTM-Net and CNN-

Net. From the results, as shown in Fig 5, the CNN-Net can

deliver better performances than CNN-LSTM-Net. For eye-

lid movements, CNN-Net produces better results as drowsi-

ness video time increases, while for the joint movements,

CNN-Net consistently beats CNN-LSTM-Net for multiple

video lengths. Thus, for drowsiness estimation, CNN-Net

modeling is more preferable.

We proposed one possible interpretation of why CNN-

Net beats CNN-LSTM-Net. For CNN-Net structure, it is

naturally good at spotting short-time correlations due to

its fixed-sized (usually small) filters. For CNN-LSTM-Net,

however, it mainly captures the long-term temporal correla-

tions among eye-related movements since the LSTM struc-

ture is designed to automatically “remembering” informa-

tion flows along many time steps. In drowsiness estimation,

most of the drowsiness levels are actually showed by instant

body signals, e.g., a quick eye drooping, which possibly in-

dicates that the short-term eye-related movements may be

more important than the long-term eye movements. Conse-

quently, the CNN-Net modeling (short-term) performs bet-

ter than CNN-LSTM-Net modeling (long-term).

Furthermore, we compare the eyelid and joint move-

ments along different time periods by CNN-Net modeling,

as shown in Fig 6. The results show that the joint move-

ments
[
X̃el, X̃eb

]
deliver slightly better results for short

time drowsiness estimation while eyelid movements alone

increasingly achieves comparable or even better results as

time increases.

4. CONCLUSION

To conclude, two very typical eye-related movements,

eyelid movements X̃el and eyeball movements X̃eb, are ana-

lyzed for drowsiness estimation. Also, two very typical neu-

ral network structure, i.e., CNN-Net and CNN-LSTM-Net,

are investigated for eye-related movement modelings. The

empirical evaluation shows that the eyelid movements alone[
X̃el

]
as well as the joint movements

[
X̃el, X̃eb

]
are effec-

Figure 6: CNN-Net modeling of eyelid and joint movements

tive for accurate drowsiness estimation while eyeball move-

ments alone cannot deliver good performance. Moreover,

the experimental results demonstrate that the CNN-Net

is more effective than the CNN-LSTM-Net for eye-related

movement modeling due to the possible short-term tempo-

ral correlations. In addition, we also find that the joint

movements can be more useful for short time drowsiness

estimation while eyelid movements alone can also produce

comparable performance for long time drowsiness estima-

tion.
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Estimating nursing care necessity degree using by assessment information 

 *1   *1  *1 
 Shu Kobayashi Sachiko Hirata-Mogi Shoji Fukuda 

*1  
SMS Co. ,Ltd  

Expense on elderly care is increasing more rapidly than other expense on social security benefits To Operate long-term 
care insurance system  improving operating efficiency is the critical issue Especially, we focused on assessment of nursing 
care necessity degree that is the first step of long-term care insurance system Assessment productivity will improve by 
assessing nursing care necessity degree periodically objectively and automatically as possible. In this paper we created 
nursing care necessity degree classify model using by assessment data for planning care-plan and analyzed mis-classify 
trends.We found assessment data for planning care-plan are also useful information on assessing nursing care necessity 
degree, and there is possibility of improving assessment productivity  
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Attempt to visualize clinical data for grasping status of patients 

                           *2 
Masamichi Ishii                                 Kengo Miyo 

*1 NCGM  
National Center for Global Health and Medicine 

 

This paper describes an attempt to visualize clinical data collected from multi-institutional EHR System. 
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Development of “Sleep Diary” application and continuation prediction of behavior for improvement 

sleeping habits  

*1 *1 *1 *2 *1 
Jou Akitomi Ikuo Kajiyama  Miho Ishii   Isa Okajima Mineko Yamaguchi 

 *1 NEC  *2  
 NEC Solution Innovators, Ltd. Tokyo Kasei University 

We consider that computer assistance at effective timing will be an important element in the user's behavioral change using 
an application.  So, we tried to predict "effective timing" by using input data for first three days.  As the first step, we tried a 
prediction of whether the user's behavior continued for several weeks. 
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ニューラル機械翻訳における単語予測の重要性について

竹林　佑斗 ∗1 Chenhui Chu∗1 荒瀬 由紀 ∗1 永田　昌明 ∗2

∗1大阪大学 ∗2日本電信電話株式会社

1. 序論
本稿では、人手または統計的手法により自動作成された対

訳辞書を利用するニューラル機械翻訳 (NMT)のデコーディン
グ法を提案する。提案手法は、入力文から出力文に出現すべき
単語集合を予測する方法と、予測された単語集合が生成され
ることに報酬を与えるようなデコーディング時のスコアの計
算法から構成される。本稿では、科学技術論文の日英翻訳タス
ク (ASPEC-JE)を対象として、予測単語集合の再現率と適合
率を様々に変化させるシュミレーションにより提案手法の有効
性を検証した。例えば、予測単語集合としてオラクル単語集合
(正解訳の単語集合) を与えた場合、提案したスコア計算法を
用いることにより BLEUスコアが 7.74ポイント向上すること
を確認した。

2. 単語集合予測に基づく単語レベル報酬モ
デル

ここで、本稿の提案法を述べる。提案法は、大きく二つの構
成要素からなる。

1. 入力系列から出力系列に出現する各単語の集合（目的単
語集合）を予測するモデル

2. 目的単語集合を用いてデコーダが選択する単語を制御す
る機構

図 1 にデコーディングステップ j における提案法の振る舞い
を示す。まず入力系列から目的単語集合を予測する。予測され
た単語の生成確率に報酬を与えることで、その単語を生成され
やすくする。各ステップにおいて、以下の式を用いて単語の生
成確率を増加させる。この式は [Li 17]の，出力系列の長さを
制御するモデルを参考にした。

yj = arg max
y

(logP (yj |y<j ,x) + λdy), dy ∈ Df2e, (1)

ここで Df2e はは対訳辞書とし、λ は報酬の重みである。dy
は、 y ∈ Df2e ならば 1、そうでなければ 0であるような関数
である。

3. 単語集合予測のシミュレーション
本稿では、提案手法の 2 番目の構成要素の有用性を検証す

るため実験を行なった。まず参照文に対する単語予測の適合率
(precision)と再現率 (recall)が共に 100%であるオラクル単語
集合を作成し、提案手法の効果の上限値を調査した。さらに、
オラクル単語集合への単語の追加および削除の処理を加える

連絡先: 竹林　佑斗、大阪大学、大阪府吹田市山田丘 1-5、
takebayashi.yuto@ist.osaka-u.ac.jp

ことで、適合率と再現率をそれぞれ変化させて、予測結果のシ
ミュレーションを行いその時の翻訳性能を測った。その結果、
どのような適合率と再現率を持つ目的単語集合を予測できれ
ば、提案手法を用いることでベースラインを大きく上回る結果
が得られるかが明らかとなった。

3.1 対訳データと翻訳ツール
ASPEC-JEを用いて提案手法の有効性をシミュレーション

する。このデータでは 300 万文のうち上位 200 万文を訓練
データとし、 開発データとして 1,790文、テストデータとし
て 1,812 文を用いた。提案モデルのベースラインとして「深
層学習による自然言語処理」∗1 の付録として公開されている
mlpnlp-nmt∗2 (注意機構付き LSTMエンコーダデコーダモデ
ル) を用いた。このモデルはWAT-2017のASPEC-JE/EJタ
スクにおいて人手評価でもっとも優れた性能を納めたものであ
る [Nakazawa 17]。提案手法はこのモデルのデコーダ部を上述
の式の通り書き換えることで実装した。ハイパーパラメータの
設定は [Morishita 17]に従った。

3.2 オラクル単語集合からの精度調整
オラクル単語集合は参照文の単語を目的単語集合とするこ

とで得た。シミュレーション用の擬似予測単語集合を作成する
際はオラクル単語集合に下記の処理を加えることで得た。再現
率を減少させる際は、オラクル単語集合から複数の単語を無作
為に削除し True positiveを減少、および False negativeを増
加させることで調整した。適合率を減少させる際は、オラクル
単語集合に複数の単語を追加し False positiveを増加させるこ
とで調整した。近似予測をできる限り現実的にするため、追加
する単語は GIZA++∗3 でワードアライメントを取った結果、
入力系列の単語から出力系列単語への単語翻訳確率の高い単語
から追加した。

3.3 実験結果
オラクルの単語集合を用いた時のBLEUスコアは、35.64で

あった。これはベースラインシステムの BLEUスコアの 27.90

から+7.74ポイントの向上であり、ベースラインの翻訳性能を
有意に上回っている (p < 0.01)。図 2 に擬似予測単語集合を
用いたシミュレーションの結果を示す。各点は擬似単語集合の
適合率と再現率をそれぞれ 10% − 90%まで 10%刻みで変化
させた時の、BLEUスコアを表している。borderは、その線
以上の結果はベースラインを有意に上回っているという境界線
を示している。したがって、border以上の適合率と再現率をも
つ単語集合を入力系列から予測できれば、我々の提案手法を用
いることでベースラインを優位に上回る性能が得られる。結果
より、適合率よりも再現率のほうが翻訳性能の向上に大きく貢
献しており、例えば適合率が 10%であっても再現率が 50%あ
れば翻訳性能が大きく向上するが再現率が 10%であると適合

∗1 http://www.kspub.co.jp/book/detail/1529243.html
∗2 https://github.com/mlpnlp/mlpnlp-nmt
∗3 http://code.google.com/p/giza-pp
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図 1: デコーディングステップ j における単語レベル報酬モデル。各デコーディングステップにおいて、予測された目的単語集合
内の単語生成確率に報酬を与えることで、生成されやすくする。
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図 2: 擬似予測単語集合を用いて適合率と再現率を変化させた
時の BLEU スコア。boder は翻訳結果がベースラインと差が
あるものの境界を示しており、border より上の結果はベース
ラインを優位に大幅に上回っている (p < 0.01)ものである。

率が 70%より多くなければ borderを超えないという結果が得
られた。

4. 結論
本稿では、出力系列を制御する手法として、単語レベル報酬

モデルを提案した。このモデルは辞書などの外部知識を NMT

モデルに適用するものであり、NMTモデルを再訓練する必要
がないのが特徴である。実験では擬似予測を行い適合率と再現
率を変化させて目的単語集合をシミュレーションし、それを用
いた時の BLEUスコアを求めて、ベースラインと統計的有意
差があるかどうかを検定した。その結果、予測モデルで作成す
る目的単語集合に求められる適合率と再現率が明確になった。
今後の課題としては、実際に目的単語集合を予測して本稿のシ
ミュレーション結果を満たす結果が得られるかを検証する。
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Research of abnormal node eradication conditions of self-repair network 

 *1 *2 
 Yoshiyuki Tamura Yoshiteru Ishida 

 *1  *2  
 Toyohashi University of Technology Toyohashi University of Technology 

 
In the self-repair networks, a ring network has been studied. However, the network structure in the real world is more complex and 

diverse. This research discussed the boundary between the spread phase and the eradication phase of abnormal nodes by Mean Field 
Approximation (MFA) in the regular graph of degree three. We also conduct agent simulations for the regular graphs with degrees 
exceeding three. As a result, we have derived parameter region that guarantees abnormal nodes extinction. 
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Improving Neural Machine Translation by Incorporating Hierarchical
Subword Features 
〇Makoto Morishita1, Jun Suzuki1, Masaaki Nagata1 （1. NTT Communication Science

Laboratories） 

 9:00 AM - 10:40 AM   
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Conditional Cycle GAN based Transformation of Food Image Category 
〇Daichi Horita1, Shu Naritomi1, Ryosuke Tanno1, Wataru Shimoda1, Keiji Yanai1 （1. The

University of Electro-Communications, Tokyo） 

 9:00 AM - 10:40 AM   

Divide and Generate: Neural Generation of Complex Sentences 
〇Tomoya Ogata1, Mamoru Komachi1, Tomoya Takatani2 （1. Tokyo Metropolitan University,

2. TOYOTA MOTOR CORPORATION） 

 9:00 AM - 10:40 AM   

Smart Grid Optimization by Deep Reinforcement Learning over Discrete
and Continuous Action Space 
〇Tomah Sogabe1, Dinesh Bahadu Malla1, shota Takayama1, Katsuyoshi Sakamoto1, Kouichi

Yamaguchi1, Thakur Praveen Singh2, Masaru Sogabe2 （1. The University of Electro-

communications, 2. Grid Inc.） 

 9:00 AM - 10:40 AM   

Development of quantum autoencoder 
〇Yuta Kikawada1, Katsuyoshi Sakamoto1, Kouichi Yamaguchi1, Shinji Yokogawa1, Tohma

Sogabe1 （1. The University of Electro-communications） 

 9:00 AM - 10:40 AM   

Deep CTR Prediction in Facebook Ads 
〇Yuki Iwazaki1 （1. CyberAgent, Inc.） 

 9:00 AM - 10:40 AM   

Determination of Column Concepts in Tables using Multi-label
Classification and Knowledge Base Embeddings 
〇Kunihiro Takeoka1, Masafumi Oyamada2, Shinji Nakadai2, Takeshi Okadome1 （1. Kwansei

Gakuin University, 2. NEC Corporation） 

 9:00 AM - 10:40 AM   

Creators and Artificial Intelligence: Enabling Collaboration with Creative
Processes and Meta-data for Four-scene Comic Story Dataset 
〇Miki Ueno1 （1. Toyohashi University of Technology） 

 9:00 AM - 10:40 AM   

Movement Modeling for History Documents with Hidden Markov Models 
〇Yota Mizutani1, Yoshimasa Tsuruoka1 （1. Graduate School of Engineering, The University of

Tokyo） 

 9:00 AM - 10:40 AM   

An entity linking method using multiple Doc2Vec 
〇Makoto Tsutsumi1, Koji Murakami2, Takashi Umeda2 （1. Rakuten, Inc., 2. Rakuten Institute

of Technology） 

 9:00 AM - 10:40 AM   

Emotional Style Transfer using CycleGAN 
〇Kazuhiro Ota1 （1. CyberAgent, Inc.） 

 9:00 AM - 10:40 AM   

Persona Estimation using SNS based on Naive Bayes Method 
〇Hiroki Yamaoka1, Mutsuo Sano1 （1. Osaka Institute of Technology） 

 9:00 AM - 10:40 AM   
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A Note on Similar Researcher Retrieval Considering Temporal Changes
of Research Content and Affiliations 
〇Hiroyuki Nishizawa1, Marie Katsurai1, Ikki Ohmukai2, Hideaki Takeda2 （1. Doshisha

University, 2. National Institute of Informatics） 

 9:00 AM - 10:40 AM   

Development of Calculus Solver software which provides solving hints
and answer steps 
〇Otsuka Motohiro1, Taira Hirotoshi1, Shinkai Hisaaki1 （1. Faculty of Information Science

&Technology, Osaka Institute of Technology） 

 9:00 AM - 10:40 AM   

Multi-source neural grammatical error correction 
〇Cao Guolin1, Hiroya Takamura2,3, Manabu Okumura2,4 （1. School of Engineering, Tokyo

Institute of Technology, 2. Institute of Innovative Research, Tokyo Institute of Technology, 3.

AIST, 4. RIKEN AIP） 

 9:00 AM - 10:40 AM   

Automatic Generation of Bilingual Corpus by Earth Mover's Distance and
Senetence Vectors Using Word Embedding 
〇Ryo Tanoue1, Hiroshi Echizen'ya1, Kenji Araki2 （1. Hokkai-Gakuen University, 2. Hokkaido

University） 

 9:00 AM - 10:40 AM   

Neural Machine Translation with Kanji Decomposition 
〇Vishu Gupta1, Akihiro Nakamura1, Haruki Fukuda1, Takashi Tsunakawa1, Yoshinobu Kano1,

Masafumi Nishida1, Masafumi Nishimura1 （1. Shizuoka University） 

 9:00 AM - 10:40 AM   

Support for Searching for Articles to be Verified for Fact Checking 
〇Kaori Uchiyama1, Kaito Suzuki1, Tsubasa Tagami1, Kazuaki Hanawa1, Kentaro Inui1,2, Atsushi

Komiya3, Atsuo Fujimura3, Akinori Machino, Hitofumi Yanai4, Ryo Yamashita4 （1. Tohoku

University, 2. RIKEN Center for Advanced Intelligence Project, 3. SmartNews, Inc., 4. Watchdog

for Accuracy inNews-reporting, Japan） 

 9:00 AM - 10:40 AM   

Mining Significant Diamond Episodes from Event Sequences 
〇Yota Tani1, Isamu Furuya1, Kouichi Hirata2, Hiroki Arimura1 （1. Graduate School of

Information Science and Technology, Hokkaido University, 2. Department of Artificial

Intelligence, Kyushu Institute of Technology） 

 9:00 AM - 10:40 AM   

Public Release of a Web-based System for Visualizing Prefectural
Assembly Minutes in Japan 
〇Hokuto Ototake1, Keiichi Takamaru2, Yuzu Uchida3, Yasutomo Kimura4 （1. Fukuoka

University, 2. Utsunomiya Kyowa University, 3. Hokkai-gakuen University, 4. Otaru University of

Commerce / AIP） 

 9:00 AM - 10:40 AM   

Utterance Intention Understanding for News Articles Transfer by
Conversation 
〇Hiroaki Takatsu1, Katsuya Yokoyama1, Hiroshi Honda2, Shinya Fujie1,3, Yoshihiko Hayashi1,

Tetsunori Kobayashi1 （1. Waseda University, 2. Honda R&D Co.,Ltd., 3. Chiba Institute of
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Technology） 

 9:00 AM - 10:40 AM   

The Estimation of Argument Structure using Deep Learning 
〇Ryo Kinoshita1, Masaki Uto1, Maomi Ueno1 （1. The University of Electro-Communications） 

 9:00 AM - 10:40 AM   

Analogy comprehension between psychological experiments and word
embedding models 
〇Shin Asakawa1 （1. Tokyo Women's Cristian university） 

 9:00 AM - 10:40 AM   

Associating semantic structure in metaphor comprehension 
〇Miho Fuyama1, Hayato Saigo2 （1. Tamagawa university, 2. Nagahama Institute of Bio-

Science and Technology） 

 9:00 AM - 10:40 AM   

Towards Interpretation as Natural Logic Abduction 
〇Naoya Inoue1, Pontus Stenetorp2, Sebastian Riedel2, Kentaro Inui1,3 （1. Tohoku University,

2. University College London, 3. RIKEN Center for Advanced Intelligence Project） 

 9:00 AM - 10:40 AM   

Innovative approach for prediction of local weather using machine
learning 
〇Takao Yoshikane1, Kei Yoshimura1 （1. The University of Tokyo） 

 9:00 AM - 10:40 AM   

Construction of ground motion prediction equation using random forest 
〇Hisahiko Kubo1, Takashi Kunugi1, Shingo Suzuki1, Wataru Suzuki1, Shin Aoi1 （1. National

Research Institute for Earth Science and Disaster Resilience ） 

 9:00 AM - 10:40 AM   

Development of the motion direction classifiers for bimanual movement
using electroencephalogram 
〇Masaki Kato1, Sotaro Shimada1 （1. Meiji University） 

 9:00 AM - 10:40 AM   

A computational system estimating perception evoked by arbitrary visual
inputs on the basis of modeling the perceptual representation in the
brain 
〇Satoshi Nishida1,2, Shinji Nishimoto1,2 （1. National Institute of Information and

Communications Technology, 2. Osaka University） 

 9:00 AM - 10:40 AM   

Metal-Oxide-Semiconductor Gas Sensor Array Toward Artificial Olfaction 
〇Yuta Saito1, Takamune Yokoyama1, Takahisa Tanaka2, Ken Uchida2 （1. Faculty of Science

and Technology, Keio University, 2. Department of Electronics and Electrical Engineering, Keio

University） 

 9:00 AM - 10:40 AM   

Estimation model of bustle of shopping streets by integration of IoT
sensor data 
〇Aoi Yoshino1, Yuya Ieiri1, Reiko Hishiyama1 （1. Waseda University） 

 9:00 AM - 10:40 AM   
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Examination of effectiveness of phased evacuation strategies in large-
scale exhibition hall facility 
〇Noriaki Nishikawa1, Yuichi Hirokawa1, Takeshi Yamada2, Junji Innami2, Toshiyuki Asano1 （1.

Japan Agency for Marine-Earth Science and Technology, 2. Vector Research Institute, Inc.） 

 9:00 AM - 10:40 AM   

Why does the station get crowded irregularly in the near future? 
〇Tatsuo Yamashita1, Kota Tsubouchi1, Mikiya Maruyama1, Yuuki Yamaura1, Koichiro Okada1

（1. Yahoo Japan Corporation） 

 9:00 AM - 10:40 AM   

Proposal of Lifestyle Analysis from Household Electricity Consumption
Data 
〇Yu Shirai1, Shunichi Hattori2, Yasuhumi Takama1 （1. Graduate School of System Design,

Tokyo Metropolitan University, 2. Central Research Institute of Electric Power Industry） 

 9:00 AM - 10:40 AM   

A pilot study: Application of machine learning to 24 hour period data –
three case studies 
〇Isao Goto1 （1. Sumitomo Electric Industries, LTD） 

 9:00 AM - 10:40 AM   

Introduction of idea generation support system "Hirameki engine" 
〇Masaki Ueyama1, Keita Kobayashi2, Taikai Ogawa2, Yusuke Okutani3, Ryosuke Sakuma3 （1.

Honda R&D Co.,Ltd. , 2. NOMURA Co.,Ltd., 3. KAYAC Inc.） 

 9:00 AM - 10:40 AM   

Toward Personal Memory Recall Support 
〇Harumi Murakami1, Ryutaro Murakami1, Yuta Ueminami1 （1. Osaka City University） 

 9:00 AM - 10:40 AM   

Toward Utilization of Use Log of Employee Cafeteria 
〇Tatsuo Yamashita1, Naomi Sasaya1, Nobuhiro Kaji1, Miho Ishige1, Mizuki Numata1, Takahiro

Shima1, Nobuyuki Shimizu1 （1. Yahoo Japan Corporation） 

 9:00 AM - 10:40 AM   

Bit-pattern kernel filtering for duplication removing in cell annotation. 
〇Toru Nagasaka1 （1. AI &Eye Co., Ltd.） 

 9:00 AM - 10:40 AM   

Construction of dataset for summarization based on the Twitter URL
Paraphrase Corpus 
〇Koichi Nagatsuka1 （1. Soka University） 

 9:00 AM - 10:40 AM   

Proposal of GUI usability evaluation method of smartphone application 
〇Takayuki Tanaka1, Satoru Inoue1 （1. Saitama Institude of Technology） 

 9:00 AM - 10:40 AM   

Generating Spatial Semantic Descriptions of Parking Instructions for
Self-driving Cars 
〇Akari Inago1, Hiroshi Tsukahara2, Ichiro Kobayashi1 （1. Ochanomizu University, 2. Denso IT

Laboratory） 

 9:00 AM - 10:40 AM   
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A Preliminary Study on Coevolutionary Simultaneous Design of Digital
Watermark for Two-dimensional Codes and Coded Aperture 
〇Shingo Takeshita1, Hiroki Hamasaki1, Takeru Maehara1, Kentaro Nakai1, Toshiki Sonoda2,

Michihiro Mikamo1, Hiroshi Kawasaki2, Hajime Nagahara3, Satoshi Ono1 （1. Department of

Information Science and Biomedical Engineering, Graduate School of Science and

Engineering, Kagoshima University, 2. Department of Advanced Information Technology,

Graduate School of Information Science and Electrical Engineering, Kyushu University, 3.

Institute for Datability Science, Osaka University） 

 9:00 AM - 10:40 AM   

Dataset Construction Method for Word Reading Disambiguation 
〇Koki Nishiyama1, Kazuhide Yamamoto1, Hideharu Nakajima2 （1. Nagaoka University of

Technology, 2. NTT Media Intelligence Laboratories） 

 9:00 AM - 10:40 AM   

An Activity Description Method by Multiple Events of Multiple Objects 
〇Takayuki Semitsu1, Takashi Nammoto1, Toshisada Mariyama1 （1. Mitsubishi Electric

Corporation） 

 9:00 AM - 10:40 AM   

Towards Annotating Problem Solutions and Evaluation Expressions in
Information Science Papers 
〇Hono Shirai1, Naoya Inoue1, Kentaro Inui1,2 （1. Tohoku University, 2. RIKEN Center for

Advanced Intelligence Project (AIP)） 

 9:00 AM - 10:40 AM   
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CNN  
Development of general purpose CNN deep layer learning method using feature graph 

 1,  2,  2, 1, 1, 3, *1,2,3 

1   

3  i-  

we propose a method of applying Convolutional Neural Networks (CNN) to non - image data. CNN has been successful in 
many fields such as image processing and speech recognition. On the other hand, it was difficult to adapt CNN to non-image 
data such as a csv file. The sequence of the data of the low dimensional grid structure such as the image has a meaning, and 
the CNN recognizes the order as the feature of the image and processes it. Therefore, CNN could not perform feature 
recognition on non-image data whose structure can be changed. We focused on a method to make CNN applicable by giving 
meaning to the sequence of non - image data, and demonstrated by adding improvements. 
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Random Forest 0.232 
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Spectral Networks 0.277 

C-GraphCNN 0.264 

Kernel GraphCNN 0.235 

DBSCAN GraphCNN 0.280 
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Change detection across domains using GAN-based image translation

Tanaka Kanji∗1 Yamaguchi Yousuke∗1 Sugimoto Takuma∗1

∗1 University of Fukui

The problem of visual change detection becomes a challenging one when query and reference images involve
different domains (e.g., time of the day, weather, and season) due to variations in object appearance and a limited
amount of training examples. In this study, we address the above issue by training a GAN-based image translator
that maps a reference image to a virtual image that cannot be discriminated from query domain images, and
experimentally verify efficacy of the approach.

1. Introduction
This paper addresses the problem of change detection from a

novel perspective of domain adaptation. Change detection aims

to identify interesting changes between a given query image and a

reference image of the same scene taken at different times. This is

a fundamental problem in computer vision and robotics with many

important applications including visual navigation, novelty detec-

tion, surface inspection, and city model maintenance. This prob-

lem becomes a challenging one when query and reference images

involve different domains (e.g., time of the day, weather, season).

This is due to variations in object appearance in different domains,

which makes it harder to discriminate changes of interest from nui-

sances. One of most basic schemes to handle this difficulty is to

train a domain-specific change predictor for each possible domain

pair. However, this requires a vehicle to collect and learn from

a number of training images from both domains, which severely

limits its applicability to new domains where large amounts of an-

notated training data are typically unavailable.

In this study, we address the above issue by leveraging a gener-

ative adversarial network (GAN) (Fig. 1). Our approach is moti-

vated by the recent success of the image-to-image translation tech-

nique in the field of computer vision and graphics. The image-

to-image translation technique aims to learn the mapping between

an input image in one domain to a virtual image that cannot be

discriminated from target domain images. The key concept we

employ is to use a limited amount of training data to train a GAN-

based image translator for reference-to-query domain translation.

This enables us to treat the cross-domain change detection task

as an in-domain image comparison and allows us to leverage the

large body of literature on in-domain generic change detectors. In

addition, we also consider the use of visual place recognition as

a method for mining more appropriate reference images over the

space of virtual images. Experiments validate efficacy of the pro-

posed approach.

2. Related Work
Change detection has been widely studied in various task sce-

narios. These scenarios are categorized into 2D-to-2D match-

ing [1], 3D-to-3D matching [2], 2D-to-3D matching [3]. [1] con-

siders a 2D-to-2D matching on overhead imagery using an im-

: Tanaka Kanji, University of Fukui, 3-9-1 bunkyo fukui

fukui japan, +81-776-27-8033, tnkknj@u-fukui.ac.jp

1: Change detection using image-to-image translation by gener-

ative adversarial network (GAN). Left: a reference image. Middle:

virtual reference image. Right: query image.

age registration and scale invariant feature transform (SIFT). [2]

addressed a 3D-to-3D matching on point cloud data for novelty

detection by patrol robots. [3] considered a 2D-to-3D matching

between monocular image and cadastral 3D city models. Our ap-

proach belongs to 2D-2D matching, and our setting is far more

complicated than the case of overhead imagery [1] as our vehicu-

lar applications require the capability to deal with more general 6

degrees-of-freedom freely-moving camera motion in a 3D space.

Up until now, the most fundamental scheme reported for ad-

dressing this challenge is to directly compare each view image

against the corresponding reference image. In [4], a scene align-

ment method for image differencing is proposed based on ground

surface reconstruction, texture projection, image rendering, and

registration refinement. In [5], a deep deconvolutional network

for pixelwise change detection was trained and used for compar-

ing query and reference image patches. However, a major concern

of these direct methods is that they may fail to capture appearance

variations caused by a domain shift.

Our approach is inspired by the domain adaptation and transfer

learning approaches, ranging from parameter adaptation, feature

transformation, and metric learning, to deep learning techniques,

which have been applied to a wide variety of visual recognition

tasks. In recent years, the application of GANs to domain adapta-

tion tasks has attracted much attention. In our application domain,

1
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2: Experimental environments and viewpoints. (Red/blue cir-

cles: the viewpoints of the 100 pairs of summer/winter images in

the test set.)

image-to-image translation has been one of mostly studied issues

over the last two years [6]. Image-to-image translation aims to map

a raw image in a source domain to a virtual image in such a way

that the virtual image cannot be discriminated from raw images in

the target domain. Typical training algorithms for the translation

GAN take a set of paired source-target images as input. We ad-

dress this basic setting and use a typical architecture in [6] for the

current experimental system.

3. Problem
Although our approach is sufficiently general and applicable to

various types of environments (indoor and outdoor for instance)

and sensor modalities, in our experiments, we focus on the NCLT

dataset [7]. The NCLT dataset is a large scale, long-term autonomy

dataset for robotics research collected at the University of Michi-

gan’s North Campus by a Segway vehicle robotic platform. The

Segway was outfitted with: a Ladybug3 omnidirectional camera, a

Velodyne HDL-32E 3D lidar, two Hokuyo planar lidars, an IMU,

a single axis fiber optic gyro (FOG), a consumer grade global posi-

tioning system (GPS), and a real-time kinematic (RTK) GPS. The

data we used in the research includes image and navigation data

from the NCLT dataset. The image data is from the front facing

camera (camera#5) of the Ladybug3 omnidirectional camera. Fig.

2 shows a bird’s eye view of the experimental environment and the

vehicle’s camera viewpoints.

During the vehicle’s trips through the outdoor environments

(Fig. 2), it encounters various types of changes, which origi-

nate from the movement of individuals, parking of cars, build-

ing construction, and opening or closing of doors. There

are also nuisances that originate from illumination alterations,

viewpoint-dependent changes of objects’ appearances and occlu-

sions, weather variations, falling leaves and snow. A critical and

significant challenge in a substantial majority of change detection

tasks is to discriminate changes of interest from nuisances. This

renders our change detection task significantly more demanding.

Precision-recall is a standard performance index for image

based change detection algorithms [8]. As a performance index,

we use mean average precision (mAP), derived from the field of

visual object detection [9]. A change detection algorithm outputs

a prediction of the likelihood of change (LOC) for each cell on

a w × h image grid of LOC values, as we will describe in 4.3.

For the evaluation, the LOC value of each cell in the image grid

is thresholded into a state of change or no-change, and then the

binary change mask is compared against a ground-truth change

mask. Different threshold values provide different tradeoff points

between precision and recall. The mAP can be viewed as a sum-

mary of these different tradeoff points and approximates the value

of receiver operating characteristic (ROC). Following the litera-

ture [9], we approximate the average precision (AP) based on the

average of “interpolated” precision values for 11 different recall

values, 0, 10, ..., 100 [%]. The mAP is obtained as the mean of

the AP values over all the query images. Considering the fact that

achieving 100% recall is not necessarily required in typical change

detection applications, we also evaluate mAP@X%recall for dif-

ferent percentage points X =10, 20, 50, and 100.

4. Approach
Our domain-adaptive change detection (DA-CD) framework

consists of three distinct steps: image adaptation, image descrip-

tion and image comparison. Image adaptation aims to map a

given reference (or background) image to a virtual image, using

the GAN-based image-to-image translation, in such a way that the

virtual reference image cannot be discriminated from raw images

in the target domain. Image description aims to extract a set of im-

age feature descriptors from either image for image comparison.

Image comparison aims to predict a change mask by comparing

local features between the query and reference images. The three

steps above are detailed in the following subsections.

4.1 Image Adaptation
In order to train a GAN that translates an image from the source

domain to the corresponding virtual images in the target domain,

we require a small number of paired source-target images as train-

ing data. We pair images based on their viewpoint locations. The

task of pairing requires global viewpoint information in the source

and target domains. Fortunately, in vehicular applications, it is of-

ten straightforward to obtain the small set of training images and

the aforementioned global viewpoint information. First, a small

number of training sets can be acquired by the vehicle’s short range

navigation in the target domain. Second, if the GPS measurement

of the viewpoints are available, a target image with nearest neigh-

bor viewpoint is selected as the corresponding image. Even in

a GPS-denied environment, pseudo GPS information can be ob-

tained with sufficiently high quality by using a modern visual place

recognition (VPR) technique. For example, in [10], we also have

developed a robust approach to cross-season VPR.

The GAN-based translation problem is often formulated as a

per-pixel regression problem. However, this formulation treats the

output space as “unstructured” in the sense that each output pixel

is considered conditionally independent from all others given the

input image. This issue is addressed by conditional GAN with a

structured loss function, which penalizes a joint configuration of

the output. In particular, the approach proposed in [6] aims for a

general-purpose solution to image-to-image translation problems.

The proposed approach consists of a generator based on U-Net

which allows low-level information to take a shortcut across the

network, and a discriminator based on PatchGAN that combines a

typical L1 loss (that enforces correctness at low-frequencies) with

an additional patch level loss (that models high-frequencies). We

also refer to the results in [6], where the approach was found to

be effective for a domain adaptation task of “day-to-night” image
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translation, which is partly similar to the application of a cross-

season image translation task that we present. In both the training

and translation tasks, we resize each input image to 256×256.

4.2 Image Description
We follow the literature and use the standard local image feature

descriptor, SIFT, as the basis for image comparison and change

detection. In this study, we are particulary interested in how effec-

tive intensity-non-invariant feature descriptors like SIFT descrip-

tors are when combined with our strategy of image adaptation. In-

tuitively, when the image adaptation is successful, the image com-

parison between the query image and the adapted background im-

age can be viewed as an in-domain image comparison task rather

than a cross-domain image comparison. Therefore, intensity-non-

invariant feature descriptors are expected to be effective for such a

pseudo in-domain image comparison. Each SIFT feature descrip-

tor is L1 normalized.

We basically use a Harris-Laplace detector as a feature keypoint

detector. This detector typically provides a set of well-localized

keypoints. However, in low texture image regions, it fails to de-

tect localized keypoints and the spatial density of keypoints tend

to be very low. To compensate, we also employ an alternative

dense sampling -based detector. The dense sampling -based de-

tector outputs a large number of spatially uniform keypoints even

in a low texture region. However, as a downside, such keypoints

from dense sampling tend to be not well-localized and have a low

invariance. This potentially yields a bias due to an increase in dis-

similarity between local features at these dense keypoints, which

then increases the false positive change detection. To deal with

this issue, we decided to penalize the LOC values of these features

by multiplying a pre-defined coefficient exp−d2
a (da � 1).

By default, the features from the virtual image are merged with

those from the raw reference image, and then the merged set is

used for the image comparison. In the experiments, we also con-

sider an alternative setting where the virtual image set alone is

used (without the merge) for image comparison. The above two

strategies are respectively termed “w/ merge” and “w/o merge”.

4.3 Image Comparison
The image comparison step adopts the nearest neighbor (NN)

search of local features. In offline mode, every feature in the ref-

erence image is indexed by an NN data structure. Once online, the

NN search is performed for each query feature over the reference

(raw/virtual) features. The search result provides a dissimilarity

score of a query feature’s NN reference features with respect to

the query feature, which can be interpreted to the LOC score of

the query feature. We measure the dissimilarity by calculating the

Euclidean distance | fi − fg| between query feature fi and its NN

feature fg. The search region on the image plane is defined as a

radius 10-pixel circular region centered at the query keypoint of

interest, for 256×256 query and reference images.

We also adopt a feature matching -based feature penalization.

This strategy has been found to be effective in our previous re-

search in [11]. The basic function of the feature matching ap-

proach is to conduct a similarity search for a given query feature

over a collection of spatially relevant reference features. If a strong

match is found, we can expect the actual possibility of the feature

being changed to be very low. Therefore, we penalize the LOC

values of these features by multiplying by pre-defined coefficient

 14
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3: mAP@X[%]recall performance for different strategies.

exp−d2
b (da � db � 1). To detect strong matches, we use the SIFT

ratio test [12] with a threshold value of 0.4. In preliminary ex-

periments, we also tested different threshold values ranging from

0.4 to 0.8 and found that the difference among these threshold val-

ues yield a low significance in change detection performance. The

feature matching is expected to effectively suppress false positive

change detection even when ambiguous anomaly features exist.

In typical change detection applications, we are interested in

pixel-level LOC, rather than feature-level LOC [8]. To obtain such

pixel-level LOC values, we introduce a coarse w×h image grid of

LOC values, where the width w and height h of the grid is set to

�W/10� and �H/10� for a W ×H image. The LOC value of each

grid cell is computed from the LOC values of query features that

belong to that grid cell by using max pooling.

In addition, we also explored the use of the VPR technique as

a method for selecting appropriate background images, which we

call a “background mining” strategy. In general, a virtual image

generated by a GAN-based image-to-image translation is often in-

consistent with the corresponding query image. This is natural

because the query image is unseen and not available at the GAN

training stage. To address this issue, here we use the VPR tech-

nique as a method for searching for a more relevant background

image to a given query image, over the space of all the virtual

images of the target domain. In this paper, the VPR algorithm

adopts a local feature NN search with a Naive Bayes nearest neigh-

bor (NBNN) distance metric, which was found to be effective in

a cross-domain VPR task in our previous research [10]. In ex-

periments, we consider and compare two distinct cases: one for

the normal background image output by the GAN-based image-

to-image translator, and one for the virtual background image se-

lected by background mining.

5. Experiments
We evaluated the change detection strategies using an NCLT

dataset [7]. As described in 3., the NCLT dataset is a large

scale, long-term autonomy dataset for robotics research collected

at the University of Michigan’s North Campus by a Segway ve-

hicle robotic platform. During the vehicle’s trip through outdoor

environments, it encounters various types of interesting changes

and nuisances. A critical and significant challenge in a change de-

tection task is to discriminate changes of interest from nuisances.

We consider two different scenarios of domain-shift: winter-to-

summer and summer-to-winter. Our winter image set is generated

from the datasets “2012/1/22”, “2012/1/15”, and “2013/1/10” in

3
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4: Examples of change detection.

NCLT, while our summer set is generated from “2012/8/4”, by

the following procedure. First, images from different seasons are

paired using the GPS information available in the NCLT dataset.

Then, a random subset of the paired images is used for training

the GAN-based image-to-image translator. Two translators corre-

sponding to winter-to-summer and summer-to-winter translation

tasks are trained using 100 and 100 paired training images, which

are independent from the test sets and randomly sampled from the

both domains. Then, every paired image is manually examined

and annotated with a bounding box of a change object. We ob-

tain 100 annotated image pairs as the test set, which consist of 64

summer-to-winter pairs and 36 winter-to-summer pairs.

We categorized small changes (e.g., 10×10 [pixels]) that typ-

ically originate from distant objects, into no-change because it is

challenging to detect such small changes via a visual change detec-

tion algorithm. As a result, such small objects are likely to cause

pseudo false-positive detection by change detection algorithms.

The average time-overhead for image translation was around 1.0

sec and the time-overhead for change detection was 1.0 sec on a

single PC (Intel Core i7-7700 3.2 GHz, GeForce GTX 1080).

Fig. 3 shows the mAP@X%recall performance for different

change detection strategies. As mentioned in 4.2, we consider

two settings, whether or not features from the virtual reference

images are merged with features from the raw reference image,

which are respectively called “w/ merge” and “w/o merge”. In

addition, we consider alternative settings and whether or not we

use the background mining described in 4.3, which is termed “w/

mining” and “w/o mining”. Figure 3 shows the mAP performance

for different combinations of these three strategies. It can be ob-

served that the combination “merge+mining” yields the highest

mAP@100%recall performance.

Fig. 4 displays examples of change detection results. From left

to right, each panel shows the input query image, prediction (red

boxes) and ground-truth (blue points) change detection overlaid on

the query image, a virtual reference image, and the input reference

image. Red boxes indicate prediction results corresponding image

grid cells with the top 5% LOC values. It can be seen that in

these examples, the virtual reference image preserves the color and

structure information and successfully generates a realistic virtual

image, while the edge information is often blurred or lost. It is

noteworthy that even with such erroneous edge information, the

change detection was successful as reported in Fig. 3.
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Prototype and evaluation of active listening system using Recurrent Neural Network 
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In this paper, we tried to make a prototype active listening system using RNN (recurrent neural network) to be widely used 

by the elderly and the stressed young people and described on the elements necessary for the system. It was found that this 
system requires discussion on how to collect more effective learning data. 
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Segmentation in Stacks of Electron Microscopy Images Using Deep Learning
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In the research field of connectomics, serial section electron microscopy images are reconstructed in three di-
mensions for the purpose of observing neural structure. Automatic segmentation of neuronal cells is important to
reconstruct the images, and in recent years a method using deep learning has got a lot of attention. However, in the
application of deep learning, there are many optional methods to improve segmentation accuracy. In this paper,
we focus on the tuning method of hyperparameters. Deep Contextual Network (DCN), which is expected to be
processed with particularly high precision among existing methods, has some feature maps with different spatial
frequencies. We have an eye to this structure and propose hyperparameter tuning method based on visualization of
feature maps. Experiments using two kinds of datasets showed that DCN accuracy can be improved by changing
the kernel size of the deconvolution layer by the proposed method.
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Counting People via High Resolution Images using Deep Learning
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We propose the method which is counting people in high resolution and wide areas images via deep neural
network. There are many areas where there are no people in the wide area image. We improve the imbalance of
this dataset using sampling algorithm. Our experiments demonstrate the out method effectiveness.We think that
this method contribute to tourist spot. Because we can measure crowdedness in tourist spot and analyze the ability
to attract customers.
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3D Minecraft
Effect of Viewing Directions on Deep Reinforcement Learning

in 3D Virtual Environment Minecraft

Taiju Matsui Satoshi Oyama Masahito Kurihara
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In recent years, deep reinforcement learning has attracted interests from AI researchers. Deep reinforcement
learning is a method combining a deep neural network (DNN) and reinforcement learning (RL). By approximating
a function in RL with a DNN, it enables an agent to learn in complex environment represented by low-level features,
such as pixels given by a 3D video game. However, learning from low-level features is sometimes problematic. For
example, a small difference in input pixels results in completely different behaviors of an agent. In this study, as
an example of such problems, we focus on viewing directions of an agent in 3D virtual environment Minecraft and
analyze the effect of them on the efficiency of deep reinforcement learning.
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A Decoding Method for Distorted Two-dimensional Barcodes
Using Auxility Line Detection by Convolution Neural Network
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Two-dimensional (2D) codes are widely used for various fields such as production, logistics, and marketing thanks
to their larger capacity than one-dimensional barcodes. However, they are subject to distortion when printed on
non-rigid materials, such as papers and clothes. Although general 2D code decorders correct uniform distortion
such as perspective distortion, it is difficult to correct non-uniform and irregular distortion of the 2D code itself.
This paper proposes a 2D code involving monochrome auxiliary lines that is robust against non-uniform, local
distortion and its decode method that uses Convolution Neural Network for detection of auxiliary lines.
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階層的な部分単語を入力としたニューラル機械翻訳
Improving Neural Machine Translation by Incorporating Hierarchical Subword Features

森下 睦
Makoto Morishita

鈴木 潤
Jun Suzuki

永田 昌明
Masaaki Nagata

NTT コミュニケーション科学基礎研究所
NTT Communication Science Laboratories, NTT Corporation

This paper focuses on the subword-based neural machine translation (NMT). We hypothesize that the appropriate
subword-units for three modules in the NMT model, namely, (1) encoder embedding layer, (2) decoder embedding
layer, and (3) decoder output layer, can differ each other. We empirically investigate our assumption, and find that
incorporating several different subword-units for input and output embedding layers can consistently improve the
BLEU score on the IWSLT 2012, 2013 and 2014 evaluation datasets.

1. はじめに
ニューラル機械翻訳とは，符号化器/復号化器モデル

(Encoder-decoder model)または系列変換モデル (Sequence-

to-sequence model)[Sutskever 14]と呼ばれる方法を用いた機
械翻訳手法の総称として用いられている．ニューラル機械翻訳
の研究は，世界中の著名な研究機関が多く参入し，人工知能/

自然言語処理分野の国際会議や論文誌で数多くの研究成果が報
告されている非常に活発な研究トピックである．
多くの研究報告の中から，いくつかの方法論はデファクト

スタンダードの技術となり，後続の研究やツールで広く利用さ
れている．最も広く取り入れられた技術の典型例としては，注
意機構 (attention mechanism) があげられる [Bahdanau 15,

Luong 15]．近年では，部分単語 (subword)単位を用いる方法
[Sennrich 16, Schuster 12]がニューラル機械翻訳の研究では
広く用いられるようになりつつある．本稿では，部分単語単位
を用いる方法の中でも特に byte-pair encoding (BPE)を用い
る方法 [Sennrich 16]に着目する．以降，特に注意書きがない
限り，本稿での部分単語単位とは，BPEに基づいて決定され
た単位を意味することとする．
ニューラル機械翻訳において．部分単語単位を用いる利点は

いくつか考えられるが，部分単語単位を用いる最も大きな理由
は，言語生成時の未知語問題への対応である，従来のニューラ
ル機械翻訳では，単語そのものを生成する方式で行なっていた
ため，基本的に学習データに出現しない単語を生成することは
不可能であった．一方，部分単語単位を用いると，部分単語単
位で構成できる単語は理論的には全て生成可能となり，システ
ムが理論的に生成可能な語彙数を爆発的に増やすことが可能
となる．一般的に，従来の単語単位のニューラル機械翻訳シス
テムでは，生成できる語彙数は多くても数十万ぐらいが妥当な
数で，数百万単位の語彙数でシステムを構築するには，かなり
多くの計算機リソースと計算時間が求められることになる．こ
の時，入出力データを部分単語単位に変換して用いるだけで，
数千から数万の部分単語で，見かけ上数百万以上の単語を表現
可能となり，未知語問題をおおよそ解決したと言える程の効果
が得られる．また，副次的効果として計算リソースや計算時間
の大幅削減にも貢献する非常によい性質を持っている．

連絡先: 森下 睦，NTT コミュニケーション科学
基 礎 研 究 所 ，京 都 府 相 楽 郡 精 華 町 光 台 2-4,
morishita.makoto@lab.ntt.co.jp

本稿では，このように優れた結果を実験的に示している部
分単語単位に関して，更に一歩考察を進めていきたい．まず，
前述のように，部分単語単位を導入した主な理由は生成時の未
知語対応にある．つまり，復号化器の出力層の語彙を部分単語
単位にすることが主な目的と言える．また，復号化器の出力層
の語彙が決まると，当然入力層の語彙も同じものを使うことが
自然であり一般的な方法論なので，こちらも同様に決定され
る．更に，復号化器だけを部分単語単位にすると不整合が生じ
る恐れがあるため一般的には，符号化器の語彙も復号化器の部
分単語単位を構築する設定で構築する場合が多い．あるいは，
通称 joint BPE [Sennrich 16]と呼ばれる入力文と出力文を一
括して部分単語単位を求める方法が用いられることも多い．こ
のように，ニューラル翻訳では，部分単語単位の関わる部位が
符号化器の入力，復号化器の入力と出力と合計 3 種類存在す
るが，基本的に単一の部分単語単位を決定する方法を用いてい
る．本稿では，この点に焦点をあて，符号化の入力単位，復号
化器の入力単位と出力単位の計 3種類の部分単語単位は，それ
ぞれ適した部分単語単位は同じではないのではないかという仮
説を立てる．つまり，これら 3種類の部位は，当然違った役割
でモデル内に組み込まれているのであり，その役割に則って効
果的に機能する部分単語単位は違う可能性は否定できないが，
これまでは特にこの点は指摘されず慣習に基づいて単一の設
定で部分単語単位を決定していた．この仮説を検証するため，
まず複数の部分単語単位が扱えるようにモデルを拡張する．そ
の後，様々な数/長さの部分単語単位を作成し，部分単語単位
を変えた場合の効果の違いを実験にて調査する．

2. 部分単語単位に基づくニューラル機械翻訳
本稿のベースラインモデルは，文献 [Luong 15]で用いられ

ている注意機構（attention mechanism）付きのRNN符号化/

復号化器モデル [Bahdanau 15]とする．本モデルは，ニュー
ラルネットに基づく翻訳や要約（ヘッドライン生成）タスク
における強力なベースライン法という位置付けで，多くの論
文で利用されている [Chopra 16, Kikuchi 16]．既に多くの参
考文献が存在するので，本稿では紙面スペースの都合上，本
稿の議論に直接関係ない部位に関しては詳細説明は割愛する．
X=(xi)

I
i=1 を入力系列（入力文），Y =(yj)

J
j=1 を出力系列

1
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図 1: 提案法の簡単な構成図．

（出力文）とする ∗1．ただし，xi を，i番目の入力単語に対応
する one-hot ベクトル表現，yj を，j 番目の出力単語に対応
する one-hotベクトル表現とする ∗2．

2.1 定式化
符号化器（encoder）：Ω(s)(·)をRNNで構成される符号化器の
全ての処理を表す関数とする．符号化器は，入力X=(xi)

I
i=1

を受け取って隠れ状態ベクトルのリストHs = (hs
i)

I
i=1を返す

処理となる．

ei = Exi (1)

H(s) = Ω(s)((ei)
I
i=1). (2)

復号化器（decoder）＋注意機構 (attention)：本稿では，K

ベストビーム探索（beam-search）を用いて，入力系列X が
与えられたときの出現確率が最大となる出力系列 Ŷ（の近似
解）を獲得する．ビーム探索では，各処理時刻 j でK 個の出
力候補を保持しながら探索を行う．
本稿では，各処理時刻 j において，生成する語彙を選択す

る処理を述べる．まず，時刻 j における埋め込みベクトルの取
得には，以下の式を用いて計算を行う．

fj,k = F ỹj−1,k, (3)

この時，ỹj−1,k は，処理時刻 j− 1で予測された k番目に確率
が高い単語に対応する one-hotベクトルとする．ただし，全て
の kに対して ỹ

(k)
0,k は，必ず特殊単語 BOSに対応する one-hot

ベクトルとする．
次に得られた埋め込みベクトル fj を使って，RNNと注意

機構を用いて最終隠れ層のベクトル zj,k を計算する．

zj,k = RNN Attn(u(j−1,k),fj,k,H
(s)) (4)

ここでは，RNN Attnを入力ベクトル fj,k を受け取って，RNN

と注意機構を用いて最終隠れ層のベクトル zj,kを計算する処理
全てを表す関数とする．ただし，u(j,k)は，処理時刻 jにおける
k番目の候補が，処理時刻 j−1の時の 1からK番目のどの候補
から生成されたかを示す値とする．よって，u(j,k) = {1, . . . ,K}
∗1 簡単のため，列ベクトルのリスト (x1, . . . ,xI)を，(xi)

I
i=1 と記

述する．
∗2 処理の単位は必ずしも単語である必要はないが，説明を簡単にす
るために，ここでは処理の単位が単語であると仮定して議論をすす
める．

である．この値は，j − 1時刻の時にどの RNNを用いて処理
が行われたのかを次の時刻 j に伝達する役割を持っている．次
に，得られた最終隠れ層のベクトル zj から，生成する単語を
選択する基準となるスコアを以下の式を用いて計算する．

oj,k = W (o)zj,k + b(o), (5)

その後，K ベストビーム探索の処理を行い，処理時刻 j に
おける上位 K 個の候補を得る．

{(ỹj,k, u(j,k))}Kk=1 = BeamSearchk

(
(oj,k)

K
k=1

)
, (6)

ここで，K個の候補とともに，前述の u(j,k)の情報も取得する．
学習時は，k = 1 として予測結果 ỹj−1,k の代わりに正解

yj−1,k を利用することに相当する．

2.2 部分単語単位 (BPE)
統計量に基づく部分単語単位を決定する方法として，既にい

くつか提案がなされているが，byte-pair encoding (BPE) を
用いた方法が昨今のニューラル機械翻訳の研究でよく見られ
る．BPEは入力文を最も細かい部品（文字）まで分割し，各
部分単語（文字を含む）を逐次的にマージ（結合）することで
徐々に文字から単語へ部分単語を組み上げていく処理を行う．
その組み上げの処理に置いて，事前に決めたマージ回数に到達
したら処理を終了する．
一般的には，マージ回数（m）の値はハイパーパラメタであ

り，人手により経験的に良いと思われる値が用いられる．近年
のニューラル機械翻訳では，数千から数万の値が使われるこ
とが多く，千以下，十万以上の値はあまり用いられない傾向に
ある．これは，マージ回数が少ない場合は，文字単位の処理に
近く，それぞれの文字がもつ意味的な情報量は限定的になるた
め，あまり効果的ではないと予想され，また，マージ回数が多
い場合は，単語単位の処理と近くなり，折角部分単語を導入し
た意味が薄れてしまうということが考えられる．このような理
由から，一般ドメインの翻訳で必要になる語彙数が数百万語彙
だと仮定した場合，経験的に数千から数万のマージ回数とする
のは妥当な値と考えられる．

3. 提案法：階層的な部分単語の活用
BPEの特性として，マージ回数が 0回の時は，文字単位の

処理と一致し，マージ回数を無限大にすると単語単位と同じに
なる．よって，BPEの観点で部分単語単位を用いる方法論を
整理すると，文字単位の処理から単語単位の処理までをマー
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ジ回数という観点で，離散値で段階的に遷移する方法論と捉
えることができる．つまり，BPEは，その性質上，文字単位
の処理も単語単位の処理も包含する枠組みと捉えることがで
きる．このことから，本稿では，「部分単語単位」という用語
は，直感的に思い浮かぶ単語の一部という意味だけではなく，
単語そのものや文字単位の状態も含む概念として用いる．ま
た，本稿では，mを BPEのマージ回数を表す変数とし，特に，
BPE(m = 0) を文字単位を用いる方法，BPE(m = ∞) を単
語単位を用いる方法を表すこととし，以下の議論では，文字単
位や単語単位の場合を区別せず全て部分単語の文脈で議論を
行う．
図 1 に提案法の簡単な構成図を示す．提案法では，符号化

器，及び，復号化器の入力層を拡張する．より具体的には，複
数の部分単語単位を取り扱えるような拡張を行う．
まず，復号化器の出力に対して，複数の部分単語単位を出力

するように修正することを考える．これはマルチタスク学習の
設定と考えれば技術的には容易に対応可能であるが，符号化復
号化器では，逐次的に単語予測を繰り返すという処理を行う性
質上，複数の予測結果間の整合性を担保するには，制約付きの
復号化処理などが必要となる．これは，学習と評価時の復号化
（デコード）処理が煩雑になるため，本稿では取り扱わないこ
ととする．よって本稿では，復号化器の出力部分は変更不要な
ことを担保した状態で符号化器，及び，復号化器の入力層の修
正を行うという考えを基本方針とする．
この時，復号化器の入力部分の拡張は以下の通りである．

fj,k =
∑
r

Frψr(ỹj−1,k) (7)

ただし，Fr は復号化器の埋め込み行列とする．前述のように，
復号化器の予測は単一であることを仮定するため，ψr(ỹj−1,k)

は，予測結果 ỹj−1,k をキーとした事前に定義したマッピング
関数を表しており，バイナリベクトルを返すこととする．ま
た，ψr(·)によって返されるバイナリベクトルは，ỹj−1,k の部
分単語単位とする．例えば，BPE(m = 16k)の recordとい
う部分単語が予測された場合，BPE(m = 1k)で recordの部
分単語となる recと ordがマッピング関数で引かれるといっ
た処理となる．このように，よりmが小さい部分単語単位は
包含関係にあるため，一意に対象となる部分単語が決まり，容
易に用いることができる．つまり，上記の復号化器の入力部分
の拡張は，復号化器の予測結果が ỹj−1,k 一つであるため，こ
れからマッピング関数で一意に決定できる部分単語を，特徴と
して利用していることに相当する．
同様に，符号化器側の入力部分の修正は以下の通りである．

ei =
∑
q

Eqφq(xi) (8)

ただし，Eq は復符号化器の埋め込み行列とする．φq(xi)は，
ψr(ỹj−1,k)と同様に，xi から一意に導出可能なマッピング関
数を表しており，要素が 0 または 1 をとるバイナリベクトル
を返すこと仮定する．

4. 実験
ここでは，提案法の効果を検証するために，翻訳の実験を

行う．

4.1 実験データ
本稿では，音声翻訳の評価型ワークショップである

IWSLT[Cettolo 12]で利用されているデータを用いて評価実験

を行った．また，複数ある言語対の中で，英語/フランス語，及
び，英語/ドイツ語の両方向の翻訳，合計 4種の実験設定を用い
た．学習データには，IWSLT-2016の学習データ (train)，開発
データには，IWSLT-2012の評価データ (tst2012)，評価デー
タには，IWSLT-2013と IWSLT-2014の評価データ (tst2013,

tst2014)をそれぞれ用いた．データの前処理として，Mosesの
tokenizer∗3と truecaser∗4 の処理を行った．学習データに関し
ては，学習効率を考慮して 50単語以上となる文を削除した ∗5．
表 3に用いたデータの規模を表す指標としてトークン数と文数
を示す．これまでの議論の通り，部分単語単位への分割には，
文献 [Sennrich 16]に対応する実装として公開されているコー
ド ∗6 を利用した．
実験に用いたモデルパラメタや学習の設定を表 4に示す．学

習時の学習率の調整方法として，最初の 30epochは学習率の
初期値 1.0で学習を行い，その後 40epochまで各 epoch毎に
学習率を 0.8倍して減衰させて学習を行った．また評価時には，
ビームサーチ（ビーム幅 20）を用いた．その際文長に対する
正規化方法として，文献 [Cromieres 16]で紹介されているス
コア（負の対数尤度）を単語数で割る方法を適用した．翻訳の
評価としては，BLEUスコア [Papineni 02]を用いた ∗7.

4.2 結果
表 1にドイツ語から英語 (DE-EN)と英語からドイツ語 (EN-

DE)の翻訳実験結果を示す．同様に，表 2にフランス語から
英語 (FR-EN)と英語からフランス語 (EN-FR)の翻訳実験結
果を示す．表中の (a)は近年最も標準的に用いられる部分単語
単位を利用したニューラル機械翻訳の実験結果であり，本稿に
おけるベースラインと考える．(b)から (h)に関しては，(a)

のベースラインから符号化器の設定を変更した実験結果であ
る．同様に，(i) から (k) に関しては，(a) のベースライン
から復号化器の設定を変更した実験結果である．最後に (l),

(m)は，符号化器と復号化器の両方の設定を変更した実験結果
である．「単位」と「素性」の列が表しているものは，用いた部
分単語単位のマージ回数 (m)である．複数記載がある場合は，
複数の部分単語単位を一括して扱っていることを意味する．ま
た∞は単語単位を意味する．カッコ内の値は，ベースライン
(a)と比較した際の BLEUスコアの増減を表している．各評
価データ（列）で最も高い BLEUスコアだったものを太字で
示している．
実験結果から，通常の部分単語を入力とする手法と比較し

て，階層的な部分単語列を適用した提案法の方がより高い精度
が得られていることがわかる．特に，符号化器に対して階層的
な部分単語列を入力とした場合，ベースラインと比較して顕著
に精度が向上している．さらに符号化器，復号化器ともに提案
法を適用した場合でも全体的に精度が向上している．
これらの実験により，入出力層で適切な部分単語列は異なる

可能性や，複数の部分単語列を階層的に入力とすることで既存

∗3 https://github.com/moses-smt/mosesdecoder/blob/

master/scripts/tokenizer/tokenizer.perl
∗4 https://github.com/moses-smt/mosesdecoder/blob/

master/scripts/recaser/truecase.perl
∗5 ここでの 50 単語とは，Moses tokenizer の結果に対する単語数
（トークン数）であり，BPEをかけた後の単語数ではない．BPEを
かけたことによって単語数が 50 単語以上になっても特に削除など
の処理は行わない．

∗6 https://github.com/rsennrich/subword-nmt
∗7 より詳細には，正解参照訳は前述の truecaser をかけた評
価データを用い case-sensitive の設定で評価を行った．実際
の評価スクリプトには，Moses に付属の multi-bleu.perl

（https://github.com/moses-smt/mosesdecoder/blob/

master/scripts/generic/multi-bleu.perl）を用いた．
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表 1: ドイツ語から英語 (DE-EN)と英語からドイツ語 (EN-DE)の翻訳実験結果
Enc Dec

単位 素性 単位 素性
(a) 16k 16k 16k 16k
(b) ∞ ∞ 16k 16k
(c) ∞ ∞, 1k 16k 16k
(d) ∞ ∞, 300 16k 16k
(e) ∞ ∞, 1k, 300 16k 16k
(f) 16k 16k, 1k 16k 16k
(g) 16k 16k, 300 16k 16k
(h) 16k 16k, 1k, 300 16k 16k
(i) 16k 16k 16k 16k, 1k
(j) 16k 16k 16k 16k, 300
(k) 16k 16k 16k 16k, 1k, 300
(l) ∞ ∞, 1k, 300 16k 16k, 1k, 300
(m) 16k 16k, 1k, 300 16k 16k, 1k, 300

DE-EN
tst2012 tst2013 tst2014

31.70 34.38 28.81
29.99 (−1.71) 32.42 (−1.96) 27.39 (−1.42)
32.20 (+0.50) 34.18 (−0.20) 29.72 (+0.91)
32.85 (+1.15) 34.84 (+0.46) 29.77 (+0.96)
32.60 (+0.90) 35.22 (+0.84) 30.08 (+1.27)
31.78 (+0.08) 34.29 (−0.09) 29.17 (+0.36)
33.04 (+1.34) 34.90 (+0.52) 30.12 (+1.31)
33.22 (+1.52) 35.04 (+0.66) 30.81 (+2.00)
31.59 (−0.11) 33.37 (−1.01) 28.87 (+0.06)
32.46 (+0.76) 34.43 (+0.05) 30.12 (+1.31)
31.47 (−0.23) 33.34 (−1.04) 29.10 (+0.29)
32.69 (+0.99) 34.99 (+0.61) 29.47 (+0.66)
32.86 (+1.16) 34.78 (+0.40) 30.38 (+1.57)

EN-DE
tst2012 tst2013 tst2014

26.00 28.67 24.05
25.37 (−0.63) 27.65 (−1.02) 23.76 (−0.29)
26.48 (+0.48) 29.09 (+0.42) 24.61 (+0.56)
26.93 (+0.93) 28.81 (+0.14) 25.18 (+1.13)
26.69 (+0.69) 29.03 (+0.36) 24.84 (+0.79)
26.26 (+0.26) 28.85 (+0.18) 24.59 (+0.54)
26.72 (+0.72) 28.81 (+0.14) 24.29 (+0.24)
27.23 (+1.23) 29.47 (+0.80) 25.35 (+1.30)
26.19 (+0.19) 28.81 (+0.14) 24.20 (+0.15)
26.13 (+0.13) 28.96 (+0.29) 24.21 (+0.16)
26.79 (+0.79) 28.78 (+0.11) 24.38 (+0.33)
27.41 (+1.41) 30.01 (+1.34) 25.31 (+1.26)
26.42 (+0.42) 29.19 (+0.52) 24.48 (+0.43)

表 2: フランス語から英語 (FR-EN)と英語からフランス語 (EN-FR)の翻訳実験結果
Enc Dec

単位 素性 単位 素性
(a) 16k 16k 16k 16k
(b) ∞ ∞ 16k 16k
(c) ∞ ∞, 1k 16k 16k
(d) ∞ ∞, 300 16k 16k
(e) ∞ ∞, 1k, 300 16k 16k
(f) 16k 16k, 1k 16k 16k
(g) 16k 16k, 300 16k 16k
(h) 16k 16k, 1k, 300 16k 16k
(i) 16k 16k 16k 16k, 1k
(j) 16k 16k 16k 16k, 300
(k) 16k 16k 16k 16k, 1k, 300
(l) ∞ ∞, 1k, 300 16k 16k, 1k, 300
(m) 16k 16k, 1k, 300 16k 16k, 1k, 300

FR-EN
tst2012 tst2013 tst2014

42.24 39.56 36.67
40.54 (−1.70) 38.54 (−1.02) 36.22 (−0.45)
42.63 (+0.39) 39.26 (−0.30) 36.93 (+0.26)
42.95 (+0.71) 39.79 (+0.23) 37.70 (+1.03)
43.11 (+0.87) 40.32 (+0.76) 38.01 (+1.34)
43.27 (+1.03) 39.99 (+0.43) 37.28 (+0.61)
44.05 (+1.81) 40.20 (+0.64) 37.36 (+0.69)
44.12 (+1.88) 40.40 (+0.84) 37.42 (+0.75)
42.37 (+0.13) 39.13 (−0.43) 37.23 (+0.56)
42.48 (+0.24) 38.78 (−0.78) 36.56 (−0.11)
42.50 (+0.26) 39.02 (−0.54) 26.62 (−0.05)
42.98 (+0.74) 39.61 (+0.05) 37.43 (+0.76)
43.71 (+1.47) 39.74 (+0.18) 37.53 (+0.86)

EN-FR
tst2012 tst2013 tst2014

43.99 40.00 36.83
43.22 (−0.77) 39.43 (−0.57) 36.66 (−0.17)
44.94 (+0.95) 40.68 (+0.68) 38.34 (+1.51)
45.52 (+1.53) 41.79 (+1.79) 38.23 (+1.40)
43.11 (−0.88) 40.32 (+0.32) 38.01 (+1.18)
44.56 (+0.57) 40.94 (+0.94) 38.18 (+1.35)
44.94 (+0.95) 41.10 (+1.10) 38.50 (+1.67)
44.90 (+0.91) 40.68 (+0.68) 38.09 (+1.26)
44.22 (+0.23) 40.21 (+0.21) 37.36 (+0.53)
43.45 (−0.54) 39.99 (−0.01) 37.13 (+0.30)
43.19 (−0.80) 40.29 (+0.29) 36.86 (+0.03)
45.30 (+1.31) 40.88 (+0.88) 38.54 (+1.71)
45.12 (+1.13) 41.32 (+1.32) 38.26 (+1.43)

表 3: 実験に用いたデータのトークン数と文数．（#token：トー
クン数．#sent：文数）

DE-EN FR-EN
#token #sent #token #sent

train (学習データ) 3.2M 189.3K 3.8M 208.3K
tst2012 (開発データ) 30.9K 1.7K 21.7K 1.1K
tst2013 (評価データ) 21.0K 1.0K 21.9K 1.0K
tst2014 (評価データ) 25.0K 1.3K 25.0K 1.3K

表 4: 実験に用いたモデルと学習時のパラメタの値
ハイパーパラメタ 値
Embedding dimension 512
Hidden dimension 512

Attention dimension 512
Encoder layer 2
Decoder layer 2
Optimizer SGD
Initial learning rate 1.0

Gradient clipping 5.0
Dropout rate 0.3
Mini-batch size 128

手法と比較してさらなる精度向上が見込めることが示せた．

5. おわりに
本稿では，近年デファクトスタンダードとなっている部分単

語単位を用いたニューラル機械翻訳に着目し，符号化器の入力
単位，復号化器の入力単位と出力単位の計 3 種類の部分単語
単位は，それぞれ適した部分単語単位は同じではないのではな
いかという仮説を立て，それを実験的に検証することを主たる
目的とした．この仮説を検証するために，本稿での提案法とな
る符号化器と復号化器の入力単位に複数の部分単語単位を同
時に利用できるようなモデルの簡単な拡張を行った．IWSLT

の実験データを用いた実験から，復号化器の出力単位から導出
できる部分単語単位を利用することで，BLEUスコアによる

翻訳性能が安定的に向上することが確認できた．同様に，符号
化器は，元の単語の単位とマージ回数が少なめ (m = 1k また
はm = 300)の部分単語単位を同時に利用することで，BLEU

スコアによる翻訳性能が安定的に向上することが確認できた．
また，これら二つを組み合わせることでも更に BLEUスコア
による翻訳性能が安定的に向上することが確認できた．
本稿での検証結果は，簡単な改良で安定的に翻訳性能を向

上させることができることから，今後のデファクトスタンダー
ドな方法論になりえることが期待できる．
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大量のTwitter画像を用いた
Conditional Cycle GANによる食事写真カテゴリ変換
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This paper proposes “Food Image Transformation” based on the Conditional Cycle GAN (cCycle GAN) with
a large-scale food image data collected from the Twitter Stream for more than five years. By the experiments,
we showed that two hundred and thirty thousand food images with cCycle GAN enabled very natural food photo
transform among ten kinds of typical Japanese foods: ramen noodle, curry rice, fried rice, gyodon, cold Chinese
noodle, spaghetti with meat source, white rice, eel bown, and yakisoba.

図 1: Conditional CycleGANのネットワーク全体

1. はじめに
近年，生成モデルと深層学習を組合せた深層生成モデルGen-

erative Adversarial Networks(GAN) が従来手法と比べてよ
り本物らしい画像を生成できるとして注目を集めている．訓練
データの分布に近似するよう最適化することで本物らしい画像
の生成に成功している．GANの研究において用いられるデー
タセットは CelebA データセットの顔画像や MNIST の数字
文字画像，LSUNの居住画像など，ある程度パターンが限られ
る画像群が通常用いられる．また，最近では，[1]のように衣
服画像へのデザイン転送タスクといった新しい課題を提案し，
GANや Neural Style Transferのような深層学習技術を応用
する研究がでてきている．一方で，本研究のような食事に限定
した食事画像生成・変換に関する研究は未だ存在しないのが現
状である．
本研究では，深層学習技術を用いて，自動的に食事画像を変

換するという新しい問題に焦点を当てる．食事画像と変換先
のカテゴリ情報を入力すると，リアルタイムに特定のカテゴ
リに変換された食事画像を生成することを目指す．深層学習に
よる画像変換手法の 1 つである CycleGAN の手法を拡張し，
1つの変換ネットワークで複数のカテゴリへと変換可能とする
conditional CycleGAN を用いた食事画像変換手法を提案し，
10 種類 23 万枚の Twitter から収集した食事画像に適用する
ことで，きわめて自然な 10種類食事間での食事カテゴリの相
互変換が可能であることを示す．

2. 関連研究
GANは一様分布や正規分布などからノイズベクトル zをサ

ンプリングするため，生成される画像のコントロールをすること
ができない．そこで，GANの構造に条件付き信号 conditional

vector を付与することで，条件付き確立分布を学習するモデ
ルに拡張したものが cGANである．一方で，cGANには入力
画像を潜在表現に落とし込む機構 (Encoder)が欠けているた
め，画像の変換は行うことができない．pix2pixはAdversarial

Lossと ConvDeconvNetを組合せることで，画像のペア集合
間の変換方法を学習することが可能となり，線画彩色や白黒画
像のカラー化などの変換を学習させることができる．

[2]では学習データ間 X,Y の写像を学習する方法が提案さ
れた．通常の GAN で用いられる損失関数に再構築誤差であ
る Cycle Consistency Lossを追加することで，「集合 X,Y に
共通する構造を保って」変換する写像関数の学習に成功してい
る．よって，本研究においても Cycle Consistency Lossによ
る制約を設けることで，「集合X,Y に共通する構造を保って」，
つまりは，食事画像であるならば，食事の部分のみ別のカテゴ
リの食事に変換し，それ以外は，元の形状を保ったまま変換さ
れることが可能になると考えた．

3. Conditional CycleGANによる画像変
換

本節では，まず関連する画像変換技術である pip2pix [3], cy-

cleGANについて説明し，その後，本研究で用いるConditional

CycleGAN (cCycleGAN) [2] について説明を行う．
3.0.1 pix2pix

pix2pix [3] は conditional GAN の一種であるが，通常の
GANでは，一様分布や正規分布からサンプリングしたノイズ
ベクトル z を Generatorへの入力とするが，pix2pixや後述
する CycleGAN では，画像 x を Generator の入力とする点
が大きく異なる点である．入力に用いていた乱数 z は直接サ
ンプリングする代わりにGeneratorの複数の層に Dropoutで
ノイズを加えるように代替されている．

pix2pix では，式 1 で表される cGAN の損失関数に加え
て，より本物らしい画像を生成するために，式 2 の L1 正則
化項の追加と Discriminatorのベース構造に [4]で提案された
PatchGANを組合せた式 3が最終的な pix2pixの損失関数と
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なる．入力には変換前と変換後の画像のペアを必要とし，(変
換元画像，変換先画像) or (変換元画像，Generatorが生成し
た画像)のいずれのペアであるかを Discriminatorに判断させ
るように学習する．

LcGAN (G,D) = Ex,y[logD(x, y)] + (1)

Ex,z[log(1−D(x,G(x, z)))]

LL1(G) = Ex,y,z[||y −G(x, z)||1] (2)

G∗ = argmin
G

max
D

LGAN (G,D) + λLL1(G)(3)

3.0.2 CycleGAN

pix2pix[3]では，変換前と変換後の画像の 1対 1ペアを必要
とする制限があったが，CycleGAN[2]ではドメイン間の写像
を学習できるように拡張することで，1対 1に対応せずとも学
習が行えるのが特徴である．ここで，ドメイン X とドメイン
Y があるとして，X → Y への写像を G，その逆写像 Y → X

を F と定義する．また，入力が Gによって生成された偽物の
X か元の X のデータかを判別する DY，入力が Y によって
生成された偽物の Y か元の Y のデータかを判別する DX を
それぞれ定義する．この G,F,DX , DY を式 4 と式 5 の 3 つ
の損失の和で表される式 6を用いて学習する．式 4は Vanilla

GAN で用いられる Adversarial Loss そのままであるが，式
5は Cycle Consistency Loss と呼ばれるもので，ドメイン X

に属する x から生成された Ŷ を再度，ドメイン X に属する
x̂に戻しても元のドメイン X に一致するように制約をかける
ものである．この Cycle Consistency Lossを小さくすること
は，G(F (x)) により変換した結果がそれぞれ元のデータを再
構築できるだけの情報を保持することを意味する．よって，学
習に成功した場合は，G(F (x))とした場合，「ドメインX とド
メイン Y に共通する構造を保ったまま，一方のドメインに属
するデータをもう一方のドメインのデータに変換する」写像関
数が得られることになる．

LGAN (G,DY , X, Y ) = Ey∼pdata(y)[logDY (y)] + (4)

Ex∼pdata(x)[log(1−DY (G(x))]

Lcyc(G,F ) = Ex∼pdata(x)[||F (G(x))− x||1](5)
+ Ey∼pdata(y)[||G(F (y))− y||1]

L(G,F,DX , DY ) = LGAN (G,DY , X, Y ) + (6)

LGAN (F,DX , Y,X) +

λLcyc(G,F )

3.0.3 conditional CycleGAN

図 1として conditional CycleGAN(cCycleGAN)の模式図
を示す．CycleGAN [2]を conditional化することで，1つの
Generatorで複数のカテゴリへと変換可能とする conditional

CycleGANに拡張してある．CycleGANの conditional化に
は，[5] と同様に [6] で提案されている分類誤差項 Auxiliary

Classifier Lossを Discriminatorに追加することで実現する．
本物か偽物かの判断をさせるだけでなく，Discriminatorにど
のカテゴリに属する画像かの識別も同時に学習させることで，
複数のカテゴリに変換可能な Generatorの学習を行った．こ
うすることで，Generatorは単にDiscriminatorを欺くように
画像を生成するだけでなく，Discriminatorの識別エラーを最
小限に抑えるように偽物のサンプルを生成できるようになる．

つまり，各カテゴリのサンプルを生成できるように最適化され
ることを意味する．
よって，最終的な損失関数は，Adversarial Loss Ladv に式

7 で表される Cycle Consistency Loss と式 8，式 9 で表され
るAuxiliary Classifier Lossにそれぞれの重みバイアス項 λccl

及び λacl を追加した式 10，式 11 を conditional CycleGAN

の損失関数として用いた．

Lccl = Ex,c,c
′ [||x−G(G(x, c), c

′
)||1] (7)

Lreal
acl = E[− logDacl(c

′ |x)] (8)

Lfake
acl = Ex,c[− logDacl(c|G(x, c))] (9)

LD = Ladv + λaclL
real
acl (10)

LG = Ladv + λaclL
fake
acl + λcclLccl (11)

4. 実験
4.1 学習データ

Cycle Consistency Loss を追加することで，「集合 X,Y に
共通する構造を保って」変換することが可能である．そのた
め，学習データに「共通する構造」がある方が変換が上手く
いくと推測される．よって今回は，「丼」という制約を設けて
UECFOOD-100[7]の 100カテゴリの食事の中から「丼」の構
造をもつ 10個のカテゴリを選出した．その 10カテゴリにつ
いて高品質な食事画像の選別のために，2011年より継続的に
Twitter Streamより収集している食事画像データベース [8, 9]

の中から UECFOOD-100[7] で学習した食事認識エンジンを
用いて，各カテゴリ毎に認識精度が高い順にリランキングし
た結果から表 1 にある枚数分を学習データとした．この中で
「ラーメン」のカテゴリに至ってはその種類の多様性が他のカ
テゴリと比べて高かったため（例えば，「二郎系のラーメン」は
基本的に「丼」からはみ出るほどの具材が乗っているため，他
のラーメンと比べて差が大きい．つまり，「共通する構造」が同
カテゴリであるが，差が大きくなってしまい，学習が難しくな
る恐れがある．），図 2の処理を行った．8 万枚の「ラーメン」
画像に対して，ImageNetで学習済みの VGG16を特徴抽出器
として用い，224x224x3(150,528次元) を fc6層 (4,096次元)

まで特徴量を圧縮して k-meansにより k個のクラスタ (今回
は，k=8に設定した)に分割を行った．想定していた通り，「二
郎系ラーメン」が大部分を占めるクラスタを得られたため，そ
のクラスタを除外した画像を「ラーメン」カテゴリの画像とし
た．全ての学習において，訓練 9 割，テスト 1 割となるよう
に配分した．

4.2 学習モデル構造
conditional CycleGANのネットワークは，基本的にCycle-

GAN [2]と同一である．変換ネットワーク (Generator)は [10]

で提案された ConvDeconvNetの中間層に Residual Blockを
何層も積層する FastStyleNetの構造を用いて 256x256の画像
を学習に用いた．なお，conditional signalは one-hot vectorで
表現し，入力画像サイズにブロードキャストした後に，入力画像
とチャネル方向に結合して，Generatorに入力している．また，
Discriminatorには [4]で提案された PatchGANを採用してあ
る．重みの更新頻度はDiscriminatorを 5回更新した後にGen-

eratorを 1回更新するようにした．学習は NVIDIA Quadro

P6000を利用しバッチサイズ 32，最適化手法には Adam を用
いて 20epoch繰り返した．テスト時は 512x512の画像を生成
するようにした．
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表 1: 学習データ
カテゴリ 学習枚数
冷やし中華 13,499

ミートスパゲティ 7,138

蕎麦 3,530

ラーメン 74,007

焼きそば 24,760

白飯 21,324

カレーライス 34,216

牛丼 18,396

うな重 5,329

炒飯 27,854

合計 230,053

図 2: 多様性があるカテゴリに対するクラスタの構築

4.3 食事画像変換結果
本手法により変換した結果を図 3に示す．最左列を入力画像

として，最上部の 10カテゴリのドメインへ同時に変換した例を
示してある．食事が複数品目ある場合に対しても正確に食事領
域のみ対象のドメインへと変換できていることがわかる．再構
築誤差 Cycle Consistency Lossにより「ドメインX ドメイン
Y に共通する構造を保ったまま，あるドメインに属するデータ
をもう一方のドメインのデータに変換する」写像関数の学習に
成功し，「共通構造=丼，器，食器」の概念をGeneratorが獲得
していることを意味する．また，分類誤差Auxiliary Classifier

Lossを導入することで Generatorは単に Discriminatorを欺
くように画像を生成するだけでなく，Discriminatorの分類エ
ラーを最小限に抑えるように偽物のサンプルを生成できるよう
になり，各ドメインのサンプルを生成できるように最適化され
ることで，歪みやGANに特有のブラーが掛かっていない高い
クオリティで変換できていることがみてとれる．

4.4 学習に用いるデータ数の変化による変換結果のク
オリティへの影響

学習に用いるデータ数が表 1 と比べて小規模な場合，変換
結果のクオリティがどのように変化するかの考察を行った．学
習に用いるデータセットは 3種類あり，まとめると以下のよう
になる．「白飯」「冷やし中華」「牛丼」「カレー」の 4カテゴリ

図 3: 食事画像変換結果

について，1カテゴリあたりの画像枚数，総画像枚数がどのよ
うなクオリティ変化を示すの考察を行った．

1. 1カテゴリ 1千枚．合計 1万枚のデータセット．

2. 1カテゴリ 1万枚．合計 10万枚のデータセット．

3. 表 1の合計約 23万枚のデータセット．

各条件により学習したモデルで変換した画像を総学習枚数が
少ない順に左から並べたものを図 4，図 5 に示す．各カテゴリ
千枚の比較的小規模なデータセットでも変換先ドメインの大域
的特徴を捉えることには成功しているが，局所的にみると細か
いディテールまでは再現できていないようにみえる．つまり，
画像枚数が多ければ多いほど，大域的特徴に加えて局所的な
特徴をもった細部の細かい部分まで正確に変換先のドメインに
変換可能な写像関数の学習ができている結果となった．また，
図 4のカテゴリ「冷やし中華」の変換結果に着目すると，1列
目は 1千枚，2列目は 1万枚，3列目は表 1にある通り，1.3

万枚と 2列目と 3列目で画像枚数は 3千枚ほどしか変わらな
い．しかし，2列目より 3列目の方が細かい部分まで変換でき
ていることがわかる．一方で，「冷やし中華」以外の画像枚数
も考慮すると，2列目は総学習枚数 10万枚に対し，3列目は
23万枚の大規模データセットを用いている．他カテゴリの画
像から得られた特徴も上手く変換結果に反映されていることが
この結果から伺えるが，これは，1 つの Generator で複数の
カテゴリに変換可能にすることで，「食事変換」という共通特
徴をGeneratorが獲得していることを意味する．つまり，1つ
の生成器が複数のカテゴリへの変換を担うことで，画像枚数が
少ない特定のカテゴリが存在した場合でも，どのカテゴリへも
一定の質を保って変換することが可能としていることになる．

5. まとめ と 今後の課題
本研究では，深層学習技術を用いて，自動的に食事画像を生

成・変換するという新しい問題に取り組み，CycleGANの手
法を拡張した conditional CycleGANを用いることで，

1. 変換前と変換後で共通構造を保ったままの変換

2. 複数のカテゴリへの変換を行うことで，変換カテゴリの
共通特徴の獲得による変換クオリティの向上
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を実現し，実験により実際に高品質に食事画像が変換可能であ
ることを示した．
今後の課題としては，現状，学習したモデルの有効性を示す

ために，主観的な定性評価しか行っていないため，他者による
客観評価実験や変換した画像が期待するターゲットドメインへ
と変換できているかについて，食事画像分類問題を解くことで
定量評価としたい．また，本研究で学習したモデルを用いてモ
バイルアプリとして実装する予定である．

謝辞本研究は JSPS科研費 15H05915, 17H01745, 17H05972,

17H06026, 17H06100の助成を受けたものです．
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図 4: 学習に用いるデータ枚数のクオリティへの影響結果 (1)．
左から入力入力画像，「白飯」カテゴリへの 1万枚学習モデル
での変換結果，10万枚モデル結果, 23枚万枚モデル結果，「冷
やし中華」カテゴリへの 1万枚モデル変換結果，10万枚モデ
ル結果, 23枚万枚モデル結果．

図 5: 学習に用いるデータ枚数のクオリティへの影響結果 (2)．
左から入力入力画像，「牛丼」の 1万枚モデル結果，10万枚モ
デル結果, 23枚万枚モデル結果，「カレー」の 1万枚結果，10

万枚モデル結果, 23枚万枚モデル結果．
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Divide and Generate: Neural Generation of Complex Sentences

∗1
Tomoya Ogata

∗1
Mamoru Komachi

∗2
Tomoya Takatani

∗1
Tokyo Metropolitan Univercity

∗2
TOYOTA MOTOR CORPORATION

In recent years, research on chat dialogue systems has been attracted much attention. Typical chat dialogue
system selects and outputs an appropriate response from a dialogue database for the input user utterance. However,
it is not possible to output an appropriate response if the coverage of the database is limited. Therefore it is
necessary to augment the database beforehand. In this research, in order to amplify various kinds of responses in
the database, we propose a task to generate a complex sentence from a simple sentence. We first divide a complex
sentence into a main clause and a subordinate clause to learn a generator model of modifiers, and then use the
model to generate a modifier clause to create a complex sentence from a simple sentence. We present an automatic
evaluation metric to estimate the quality of models.

1.
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Smart Grid Optimization by Deep Reinforcement Learning over 
Discrete and Continuous Action Space 

Tomah Sogabe1,2,3, Dinesh Bahadur Malla2, Shota Takayama2, Katsuyoshi Sakamoto2, Koichi 
Yamaguchi2, Thakur Praveen Singh3, Masaru Sogabe3 

 1Info-Powered Energy System Research Center,  2Department of Engineering Science,  
1,2The University of Electro-Communications, Chofu, Tokyo, 182-8585, Japan 

3Technology Solution Group, Grid Inc., Kita Aoyama, Minato-ku, Tokyo, 107-0061, Japan 
Abstract  —  Energy optimization in smart grid has gradually shifted to agent-based machine learning method represented by the state of 

art deep learning and deep reinforcement learning. Especially deep neural network based reinforcement learning methods are emerging and 
gain popularity to for smart grid application. In this work, we have applied the applied two deep reinforcement learning algorithms designed 
for both discrete and continuous action space. These algorithms were well embedded in a rigorous physical model using Simscape Power 
SystemsTM (Matlab/SimulinkTM Environment) for smart grid optimization. The results showed that the agent successfully captured the 
energy demand and supply feature in the training data and learnt to choose behavior leading to maximize its reward. 
 

1  INTRODUCTION 

Energy grid system containing renewable 
energy resources(RES) such as photovoltaic 
energy, wind power as well as hydropower have 
been considered as alternative power supply 
configuration. It is renovating conventional grid 
systems, aiming at reducing the emission of 
CO2 while mitigating the global warming. A 
decentralized energy system is more robust and 
resilient against the unexpected natural 
disasters, which are frequently occur in countries 
such as Japan. However, due to the intermittent 
nature of RES, a mismatch between electricity 
supply and demand is often encountered and 
causes instability and limit of power output. As 
an effective approach to these challenges, smart 
grid has been proposed and has shown great 
technological innovation towards intelligent, 
robust and functional power grid [1][2].  

Smart grid evolves energy transmission among 
different sub-smart grid utilities, which finally 
contribute to the efficient energy management 
ecosystem of energy storage, energy supply, 
balanced load demand over large scale grid 
configuration.  Construction of efficient smart 
grid system is in principle a control optimization 
mathematical problem. A wide range of methods have 
been proposed to tackle this challenge including linear 
and dynamic programming as well as heuristic methods 
such as PSO, GA, game or fuzzy theory and so on[3]. In 
the recent years, studies on energy optimization in smart 
grid has gradually shifted to agent-based machine 
learning method represented by state of art deep learning 
and deep reinforcement learning. Especially deep neural 
network based reinforcement learning methods are 
emerging and gain popularity to for smart grid 

application[4][5].      
    In this work, we focus on the following issues and 
tasks: 
(1) Different from previous reports, we have developed 
our deep reinforcement learning algorithm embedded in 
a rigorous physical model using Simscape Power 
SystemsTM for smart power grid optimization. All the 
parameters used in smart grid represents the realistic 
electric circuits and detailed fluctuation regarding the 
voltage, frequency and phase can be therefore fully 
revealed, which are not available in previous reports 
where the constructed smart grid system could not output 
sufficient information.  
(2) For RL, model-free off-policy deep Q-learning suing 
MatlabTM is developed. DQN is suited for addressing 
continuous state space and discrete action space. Here we 
have focused on the discrete action control designed for 
switching the grid power supply/sell and battery charge 
/discharge.  
(3)  For continuous state and continuous action space, we 

Fig.1.  Sketch of smart grid optimization using deep 

neural network based reinforcement learning algorithm.   
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have self-developed a Gibbs deep policy gradient 
algorithm, in which we have hybridized the latest deep 
deterministic policy gradient with the deep actor-critic 
stochastic policy gradient.  

2. ALGORITHM AND MODEL 

(i) Deep Q-Learning (DQN): A general model which 
describes the main framework is given as follows.  In this 

sketch, we adopted deep Q-learning algorithm as an 
example to illustrate the learning principle: physical 
model of smart grid simulation environment based on 
Simscape Power SystemsTM was constructed. The state 
space is always continuous and action space is set either 
discrete or continuous for off-policy Q learning and 
deep policy gradient algorithm respectively.  A 
detailed operation flow is given as follows by the 
form of pseudo-simulation code: 

(ii) Gibbs Deep Policy Gradient (GDPG): 
Deterministic policy is in theory efficient at the late 
stage of simulation because the policy distribution is 
less variant and more deterministic. Policy gradient is 
usually formulated as follows, where   is the policy 
object function; is the function approximation 
parameter (in neural network, it is the weight w); s and 
a correspond to the state and action  is the 
state-action function under certain policy  

and  is the : 

 

policy distribution function.  David et al  has shown that 
if the policy is treated as deterministic, the above 
equation can be reformed as: [6] 

   
and if the action a is approximated as policy action 
function: 

 
using the chain rule   can be further 
extended as: 

 
and then policy parameter  is updated as the usual 
gradient decent: 

 
However, implementing the deterministic policy at the 

early simulation stage will inevitably cause high variance 
and slow convergence because the policy is far from 
optimal policy so the policy distribution is fairly stochastic 
and less deterministic with high bias. The hybridized 
algorithm is designed in such a way that both the advantage 
of deterministic and stochastic policy is assimilated thus a 
stable learning profile with fast convergence can be 
achieved.  

(iii) Neural Network Model: In this work, we use multilayer 
neural network including four hidden layers to approximate the 

state-action value function. The activation function is fixed at 
hyperbolic-tangent function and epsilon-greedy algorithm 
is utilized to enhance the exploration in the case of DQN 
for discrete action and re-parameterization. These 
techniques were used when using GDPG for continuous 
action space.  

3. RESULTS 

   Here we present one representative simulated results 
by employing DQN algorithm to optimize four discrete 
action controls: (1) Grid on/Battery off and (2) Grid 
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off/Battery on.  Action pair (1) was designed to deal with 
situation when the PV power exceeds the load demand 
and is able to get the reward by selling the electricity to 
Grid. On the other hand, Action pair (2) was designed for 
agent to learn to charge the battery during daytime for 
the discharge when the PV power is off during night time. 
The load demand can be supplied through either the grid 
or the battery and thus the agent has to learn how to 
control these actions to maximize the reward designed in 
advance. As shown in Fig.2 the action profile varied 
during learning process under the preset reward function. 
At the early stage, the agent showed random actions, as 
shown in Fig.2(a), where a frequent switch on/off was 
observed during training. In the middle of training, the 
agent gradually grasped the inherent feature between 
demand and supply and learnt how to choose stable 
action to maximize its reward. This can be seen in 
Fig.2(b) where constant on or off period were extended 
and the action profile experiences less noise than Fig.2(a). 
The agent made a decision to sell its surplus PV power 
to grid during the day time when its SoC remains high. 
In the latter training stage as shown in Fig.2(c) and (d), 
the agent successfully learnt to discharge its battery 
power during night instead buying electricity from the 
grid. More detailed results regarding the comparison 
between discrete action and continuous action will be 
presented at the conference. Deep insights related how to 
design various reward functions to train the agent for the 
different targets posed by smart grid energy system 

would also be presented.  

4. CONCLUSION 

We present here a deep reinforcement learning method 
applied for smart grid optimization. From the 
preliminary simulation results, the agent was able to 
catch the feature involved in the balance of load demand, 
PV power surplus and battery discharge/charge as well 
as grid integrate. The agent successfully learnt how to 
tune its action profile to maximize the reward function 
during training. More detailed results regarding to the 
comparison between DQN and GDPG and the key role 
played by reward function will be given at the conference.  
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Fig.2.  Agent training results using the DQN algorithm. (a) Early training stage; (b) Middle training stage; (c) and 

(d) latter training stage.    
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Development of quantum autoencoder 

             1, 1, 1, 2, *1,2 

1   

2  i-  

Classical autoencoder is used for compression dimension of the image data and take characteristics, called prior learning. 
Here we propose quantum autoencoder using quantum annealing. Quantum annealing is optimization technique by adding a 
wide magnetic field to spin system expressed in isingmodel. But, to solve the optimization problem using quantum annealing, 
it is necessary to convert the problem into a combination problem of two values(±1) as direction of the spin(up spin:+1, down 
spin:-1 ). In this paper, we explain learning method of the image using quantum autoencoder, then we show the result that took 
characteristics from original image data. Finally, we tried noise reduction from original image data using characteristics. 
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Facebook CTR

Deep CTR Prediction in Facebook Ads

Yuki Iwazaki

CyberAgent, Inc.

Click-through-rate(CTR) prediction of online advertising is important for better user experience and business
effectiveness. However, In spite of abundant delivery log, we prone to focus on not accuracy but speed to predict.
Especially high-dimensional features such as text and image is not used comparing with user behavior. In this
paper, we introduce a CTR prediction model based on deep neural network by combined one-hot feature and huge
matrix feature in end-to-end. As a result, our model improves the performance than the baseline model. We also
show that visualizing pixel-based bias by using social media specific indicators.
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2: The architecture of text regression model

1: Comparison of text regression performance

Models MSE KL Divrg.

(x 1e-5) (x 1e-3)

LSTM 3.99 2.29

CNN 2.28 1.31

CNN-LSTM 2.22 1.43
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2: Statistical Information of Facebook Ads Datasets
Period Impressions Clicks CTR(%) Ads Images Texts

2015/01/01-2017/12/31 8,661,163,035 113,936,635 1.32 348,700 50,720 35,844

3: Comparison of model performance
Features MSE KL Divrg. % Imprv.

(x 1e-5) (x 1e-3)

Basic (Baseline) 1.95 2.23 -
Image 2.96 2.24 -0.44%
Text 3.99 2.29 -2.69%
Basic+Image 2.11 1.00 55.16%
Basic+Text 2.78 1.84 17.49%
Basic+Image+Text 2.15 0.98 56.05%

CTR
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マルチラベル分類と知識ベースの埋め込みを用いた
テーブル中の列の概念決定

Determination of Column Concepts in Tables
using Multi-label Classification and Knowledge Base Embeddings

竹岡 邦紘 ∗1
Kunihiro Takeoka

小山田 昌史 ∗2
Masafumi Oyamada

中台 慎二 ∗2
Shinji Nakadai

岡留 剛 ∗1
Takeshi Okadome

∗1関西学院大学大学院理工学研究科
Graduate School of Science and Technology, Kwansei Gakuin University

∗2NECデータサイエンス研究所
NEC Data Science Research Laboratories

Because relational data represented in tables are not connected with a knowledge base, efficient usage of tables
such as semantic search in the web requires the determination of column concepts, that is, annotating a column
with an entity in the knowledge base. This paper proposes a new method for annotating columns with entities in
the knowledge base using multi-label classification independently. The method also annotates columns in a table
with entities using knowledge base embeddings. It uses multi-label classifiers for named-entity(NE) and literal
columns. Assuming Markov random field, in which entities corresponding to columns are represented by latent
variables, the method maximizes the joint distribution of the latent and observed variables to estimate the optimal
entities. Experiments using 183 annotated tables in UCI Machine Learning Repository with WordNet show the
superiority of the method.

1. はじめに
構造化された関係データの表現であるテーブルは，一般に

体系化された知識ベースとは接続されておらず，テーブルの意
味的な索引付けや検索といったテーブルの活用にはテーブル
の概念決定が必要になる [Venetis 11, Deng 13, Mulwad 13]．
一般に，テーブルの概念決定は，以下の 3 つの対応付けから
なる [Zhang 17]．

• テーブル中の各要素に対する，知識ベースにおける要素
の概念を表現するノードへの対応づけ．

• テーブル中の各列に対して，1 つの列中の各要素が同一
の概念の「実現値」であると仮定し，知識ベースにおけ
るその概念を表現するノードへの対応づけ．

• テーブル中の複数の列に対して，それらの概念的なつな
がりの知識ベースに含まれる関係との対応づけ．

本稿では，知識ベースのノード（1つのエントリ）のことをエ
ンティティと呼び，列に対応する概念の決定，すなわち列に対
応するエンティティ推定を扱う．
本研究では，Zhangの手法 [Zhang 17]に従い，テーブル中

の列を NE列とリテラル列の 2種類に分ける．NE列は列内
の各要素がエンティティと対応づけられる列と定義し，リテラ
ル列は列内の各要素がエンティティと対応づけられない列と
定義する．例えば，NE列は国名や地域名を要素とする列であ
り，リテラル列は国や地域のGDPを要素とする列である．つ
まり，リテラル列は数値とその単位，記号などを要素とする列
である．定義よりリテラル列については各要素とエンティティ
の対応づけを行わない．
本研究では，(1) マルチラベル分類に基づいて，列ごとに列

に対応するエンティティを推定する手法と，(2) リテラル列を
含む複数の列間の相互依存関係を利用した，複数列に対して
同時に列に対応するエンティティを推定する手法を提案する．
各列に対応するエンティティは複数存在することを仮定し，列
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に対応するエンティティ推定をマルチラベル分類によって定式
化する．また，列間の相互依存関係をマルコフ確率場によって
表現し，列に対応するエンティティを表す潜在変数，タイトル
を表す潜在変数，テーブルの要素を表す観測変数の同時確率を
最大化することで，テーブル中の複数の列に対応するエンティ
ティを同時に推定する．
リテラル列に対するエンティティ推定の先行研究として，Neu-

maierらの手法 [Neumaier 16]や Phamらの手法 [Pham 16]

がある．Neumaierらは数値のみで構成される列に対して，背
景知識のグラフを用意することでエンティティ推定する手法を
提案している．一方で，Phamらはリテラル列を含む一般の列
に対して，類似度に基づいた 2クラス分類器を用いてエンティ
ティ推定する手法を提案している．リテラル列は数値のみで構
成されると限定されないことから，本研究では，リテラル列に
対するエンティティ推定の既存手法として Phamらの手法を
比較対象とする．
また，Limaye らは，マルコフ確率場によってテーブル中

の要素間や列間の関係をモデル化する方法を提案している
[Limaye 10]．それは，類似度を用いてポテンシャル関数を表
現する自由度の高いモデルである．しかし，NE列にのみに対
応しており，リテラル列を推定するためには拡張が必要であ
る．本研究では，Limayeらの手法をリテラル列に対して拡張
したモデルをベースラインとし，その上で，列に対応するエン
ティティ推定に対してマルチラベル分類を組み込んだ新たなモ
デルを提案する．提案手法では先行研究同様マルコフ確率場を
用いる．
先行研究に対する本研究の優位性は以下である．(1) NE列

とリテラル列のそれぞれの列に対応するエンティティ推定をマ
ルチラベル分類として定式化することで，各列の特徴ベクト
ルと複数のエンティティとの対応づけを学習データから学習で
き，さらに列に複数のエンティティが対応するような曖昧性を
考慮することができるため，他の列との依存関係によってその
曖昧性を解消するモデルへと接続しやすい．(2) 列間の関係を
全結合関係とし，新たにタイトルという潜在変数を用いたテー
ブルのモデル化をすることで，列間を独立にみることでは得
られない列間依存関係を列のエンティティ推定に利用できる．
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(3) 列間の相互依存関係を含んだモデルの同時確率を最適化す
ることで，テーブル内の複数列に対応するエンティティを同時
に求めることができ，さらに列ごとに推定するときよりも性能
向上する．
本研究では，提案手法を，UCI Machine Learning Reposi-

toryにある 183のCSVデータと，知識ベースとしてWordNet

を用いて検証する．CSVデータを 1つのテーブルとみなして
人手によるアノテーションを行いそれを真値とした．

2. 関連研究
2.1 類似度に基づく列に対応するエンティティ推定手法

Pham らは，テーブルの列に対応するエンティティ推定の
ために，類似度に基づく分類手法を提案している [Pham 16]．
Pham らの手法は，各列ごとに独立にエンティティ推定を行
う．1つの列を要素の集合として表現し，集合間に文字列的な
類似度と数値的な類似度を定義する．例えば，文字列的な類似
度に要素の 3-gramの jaccard係数を用い，数値的な類似度に
はコルモゴロフ-スミノフ検定の P値を用いる．このように定
義された複数の類似度の値で構成されるベクトルを入力とし，
それらが同じエンティティを指すかどうかを出力する 2クラス
分類器を学習する．この手法では，推論時に，新たに入力され
た列と学習データ内の列との類似度ベクトルを求める必要があ
る．従って，学習データが多ければ推定の性能は向上するが，
推論にかかる時間は学習データ数に比例する．

2.2 マルコフ確率場によるテーブルの変数間表現
マルコフ確率場を用いてテーブルの変数間の関係を表現し

たテーブルの概念決定の手法として，Limayeらの手法がある
[Limaye 10]．Limaye らは，テーブルを複数の NE 列からな
るものとして，テーブルの概念決定を行う手法を提案してい
る．要素と列名，列間の関係についてそれぞれ潜在変数を定
義し，マルコフ確率場によってテーブル中の変数間の関係を表
現する．各変数間のポテンシャル関数には，テーブルの要素の
値である文字列とエンティティの類似度と，エンティティ間の
類似度，エンティティの組と関係の間の類似度を用いる．その
上で，ポテンシャル関数の積で表現される同時確率の最大化
によってテーブルの概念決定を行う．また，同時確率を最大と
する潜在変数の値の組を推定することは NP困難であるため，
近似推論の手法も提案している．この手法は，リテラル列を無
視することを前提としており，すべてのテーブルに用いること
はできない．

3. マルチラベル分類に基づく列に対応する
エンティティ推定

列ごとに，NE 列とリテラル列それぞれに対する列のエン
ティティを推定する手法を提案する．本手法では，列に対する
エンティティ推定をマルチラベル分類 [Tsuoumakas 06]とし
て定式化する．NE 列とリテラル列は異なる特徴を持つため，
それぞれの特徴量を設計する．その特徴量を用いて，NE列と
リテラル列それぞれにマルチラベル分類器を学習する．学習し
たマルチラベル分類器を用いて，新たな列に対応するエンティ
ティ推定を行う．ここでは，学習データおよび新たな列が NE

列とリテラル列のどちらかという分類は事前になされていると
仮定する．

3.1 NE列の特徴量
NE列に対する特徴量は，各要素に対応づけられる可能性の

あるエンティティを用いて定義する．定義よりNE列の各要素

はエンティティに割り当てることが可能であり，それらによっ
て特徴付けられる．知識ベースのベクトル空間への埋め込み
を用いると，エンティティはベクトルで表現できる．ここで
は，ユークリッド空間への埋め込みに比べて少ない次元でエン
ティティ間の構造を表現することが可能なポアンカレ埋め込み
[Nickel 17]を用いて，知識ベースを埋め込む．NE列の特徴量
は，以下の手順で定める．(1) NE列の各要素について，要素
中の単語を同義語とするようなエンティティの集合を求め，そ
れの和集合を列を特徴づける集合とする．(2) その集合の各要
素について，知識ベースの埋め込みによって対応づけられたベ
クトルを求める．(3) 求めたベクトル集合について，それの平
均と分散とをその NE列の特徴量とする．

3.2 リテラル列の特徴量
リテラル列に対する特徴量は，Pham らの手法を参考にし

て定義する．リテラル列は，NE列と異なり各要素がエンティ
ティとは対応づけられない．従って，NE列とは異なり，各要
素の文字列の特徴を特徴量とする．また，リテラル列は数値や
記号を含む文字列を要素とすることが多い．これは数値や記号
はエンティティに対応づけることが難しいためであり，そのた
め日付や時刻，値段などが要素となる．リテラル列の 1 つの
列を，文字列で表される要素の集合として解釈する．Phamら
の手法は，2つの列の間，つまり集合間に対して複数の類似度
を用い，その類似度として数値的な類似度と文字列的な類似度
を利用している．本提案手法では，類似度の代わりに，数値的
な特徴量と文字列的な特徴量を用いる．数値的な特徴量は，列
内の要素中の数値で構成される集合に対する最小値と最大値・
中央値・平均・標準偏差・3次モーメント・歪度・尖度とする．
文字列的な特徴量は，今回の実験で用いたデータ中に頻出する
記号である「:」，「,」，「.」，「/」の要素ごとの平均出現回数と
する．

3.3 列に対応するエンティティ推定
本手法では，列の種類ごとにマルチラベル分類器を用いて，

列に対応するエンティティを推定する．マルチラベル分類の最
も簡単な手法として，Binary Relevance [Tsuoumakas 06]を
用いる．Binary Relevanceは，各ラベルごとに 2クラス分類
器を用意し，マルチラベル分類を実剣する方法である．この方
法では，各分類器は入力に対してそのラベルが対応するかど
うかを出力する．ここでは，ラベルをエンティティと読み替え
て，マルチラベル分類器を学習する．また，2クラス分類器に
ランダムフォレストを用いる [Breiman 01]．新たな入力列を
特徴ベクトルに変換し，学習したマルチラベル分類器を用い
て，各エンティティの出力確率を求める．これにより，新たに
入力された列に対して，各エンティティがどの程度対応づけら
れるかを推定する．

4. 複数列に対する同時概念推定
列ごとに推定する手法を拡張して，テーブル中の複数列に対

して同時に列のエンティティを推定する手法を提案する．テー
ブル中の各変数間の関係を表現するためにマルコフ確率場を用
いる．提案手法では，テーブル中のリテラル列に対応するエン
ティティも同時に推定することができる．

4.1 テーブルの中の変数とポテンシャル関数
テーブルの行数を Rとし，列数を C とする．r行 c列目の

要素に対応する観測変数を xrc とし，テーブルのタイトルに
対応する潜在変数を t，テーブルの c番目の列のエンティティ
に対応する潜在変数を yc とする．観測変数は文字列を値とし，
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潜在変数はエンティティを値とする．これらの変数を用いて，
テーブルに対するマルコフ確率場を定義する．例えば，2行 3

列のテーブルに対応するマルコフ確率場は図 1のようになる．
Limayeらの提案したモデルと異なり，観測変数 xrc が直接 yc
に影響するモデルとなっている．

図 1: 2 行 3 列のテーブルに対するグラフィカルモデルの例．
yc を貫く太い線は yc 間の全結合を表す．

各変数間のポテンシャル関数を以下で定義する．(1) 潜在変
数 yc と列 cの観測変数の集合 xc = {xrc}Rr=1 のポテンシャル
関数 φyx(yc,xc) は，学習データ中の xc と似た列のエンティ
ティが yc であれば，大きな値をとる関数である．具体的には，
φyx(yc,xc) = fyc(xc)と定義する．ただし，fyc(xc)は xc を
入力としたときのマルチラベル分類器の出力が yc をラベルと
して出力する確率値を表す．マルチラベル分類器によって φyx

を定義することによって，学習データから対応づけ方が自動的
に抽出される．

(2) 潜在変数 ycと y−cのポテンシャル関数 φyy(yc,y−c)は，
yc と y−c が学習データ中で共起している場合大きな値をとる
関数である．ここで y−c は yから yc を除いたものとする．こ
のポテンシャル関数 φyy は，φyx と同様にマルチラベル分類
器の出力を用いて，φyy(yc,y−c) = gyc(y−c) と定義される．
gyc(y−c)は，y−c を特徴ベクトルに変換したものを入力とし
たマルチラベル分類器の出力が，yc をラベルとして出力する
ときの確率値を表す．知識ベースの埋め込みを用いて，以下の
手順で y−c を特徴ベクトルに変換する．yc′ ∈ y−c に対応し
たベクトルを埋め込み空間から求める．得られたベクトルの集
合をV−c として，V−c の平均と分散を y−c の特徴量とする．
学習データを用いて，このような特徴量を入力とし，c列目に
対応するエンティティ集合を出力とするマルチラベル分類器 g

を学習する．
(3) 潜在変数 t と yc のポテンシャル関数 φty(t, yc) は，yc

に対して意味的に近いタイトル t に対して大きな値をとる関
数である．具体的には，φty は埋め込み空間上での距離関数を
d(t, yc)として，φty(t, yc) = exp{−wd(t, yc)}と定義される．
ただし，w は重みパラメータである．

4.2 推論
これらのポテンシャル関数を用いて，マルコフ確率場上の同

時確率は以下の式で定義される．

p(X,y, t) ∝
C∏

c=1

φyx(yc,xc)φyy(yc,y−c)φty(t, yc) (1)

観測変数の集合X = {xrc}が与えられた下で，式 1を最大化
する yを求める．
潜在変数はエンティティを値として取るため，式 1を最大に

する潜在変数の組を求めることは，組合せ最適化となり困難で
ある．ここでは，初期値を適当に与え，ギブスサンプリングに
よってこの同時分布の最大化を近似する．具体的には，各列ご
とに φyx の値が最大となる yc を求めて初期値とする．それか
ら，全ての yc が固定された下で，φty(t, yc)が閾値以上になる
全ての tを候補として擬似事後分布からサンプリングする．さ
らに，tと y−c が固定された下で，yc に対応するマルチラベ
ル分類器の出力できる候補集合から，サンプリングする．これ
らを 300回程度繰り返し行い，式 1を最大にする yを求める．

5. 評価実験
5.1 実験設定

UCI Machine Learning Repository [Lichman 13]の 183の
CSVデータを利用する．各 CSVデータをテーブルとして，実
験に用いる．これらのテーブルは，781の NE列と 4109のリ
テラル列によって構成される．
知識ベースには，WordNet [Miller 95]を用いる．特に，列

に対応するエンティティは名詞であることが多いことから，本
実験ではエンティティを名詞に限る．WordNetを用いて UCI

のデータセットを複数人によってアノテーションする．このア
ノテーション結果を真値とする．ただし，1つの列に対して複
数のエンティティが真値となることがある．
ポアンカレ埋め込み [Nickel 17]を用いて，WordNetのエン

ティティを上位下位概念の関係を保存するように 5 次元の双
曲空間に埋め込む．ポアンカレ埋め込みを用いることで，ユー
クリッド空間にに比べて低次元であっても，うまく構造を保存
する．

5.2 評価指標
MAP@kと nDCG@k・類似度に基づくスコア（類似度@k）

を用いて評価する．MAP@k と nDCG@k は，ランキングに
関する一般的な評価指標である [Clarke 08]．また，類似度@k

は，真のエンティティ集合と推定結果がどれほど類似している
かを表現する．上位 k 位までの推定結果について，真のエン
ティティとのWup類似度 [Wu 94]を求め，その確信度に応じ
た重み付き平均で定義する．Wup類似度は，0から 1の範囲
の値をとり，2つのエンティティが類似している場合大きな値
をとる．本実験では k = 5として評価する．

5.3 NE列に対する推定
NE列に対して，列に対応するエンティティ推定の実験結果

を表 1に示す．Limayeらの手法であった列間の関係を無視し，
独立な列として列に対応するエンティティ推定を行う手法と，
Pham らの手法の中で文字列的な類似度のみを用いた手法を
比較手法とする．ただし，ここで用いる提案手法は，列独立に
NE列に対応するエンティティ推定を行う手法である．提案手
法は，すべての指標で比較手法を上回る．

5.4 リテラル列に対する推定
リテラル列に対して，列に対応するエンティティ推定の実験

結果を表 2 に示す．比較手法として，Pham らの類似度に基
づくエンティティ推定手法を用いる．ただし，ここで用いる提
案手法は，列独立にリテラル列に対応するエンティティ推定を
行う手法である．提案手法は比較手法を上回る性能を示した．
Pham らの手法と提案手法の違いを考えるために，学習デー
タ中に，メートルとインチのように単位は異なるが列に対応す
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表 1: NE列に対する，列に対応するエンティティ推定の実験
結果．Limayeらの手法に基づく比較手法（比較手法 1）と類
似度に基づく比較手法（比較手法 2），マルチラベル分類によ
る提案手法の比較．

手法 MAP@5 nDCG@5 類似度@5

比較手法 1 0.021 0.077 0.411

比較手法 2 0.196 0.328 0.470

提案手法 0.314 0.365 0.526

るエンティティが同じ場合を考察する．Phamらの手法では，
この場合，類似度が低いにも関わらず同じエンティティを指す
ため，適切な重みを学習することが困難になる．一方で，提案
手法は，この場合それぞれを特徴量に変換して考えるため，学
習に大きな影響を与えることが少ないと考えられる．

表 2: リテラル列に対する，列に対応するエンティティ推定の
実験結果．類似度に基づく比較手法とマルチラベル分類による
提案手法の比較．

手法 MAP@5 nDCG@5 類似度@5

比較手法 0.270 0.330 0.467

提案手法 0.397 0.430 0.590

5.5 テーブル全体に対する推定
複数列のテーブルに対して，列に対応するエンティティ推定

の実験結果を表 3に示す．Limayeらの手法をリテラル列に対
して拡張した手法と，列間の依存関係を無視した提案手法，さ
らに列間の関係を含んだ提案手法の 3 つの比較である．列間
の関係を含んだ提案手法の評価は，提案手法において列独立に
行う場合より優れている．これより，列間の関係をマルチラベ
ル分類器を用いてモデル化し，タイトルを表現する潜在変数を
導入したことによって，推定性能が向上するといえる．また，
Limayeらの手法は，様々な類似度を用いてポテンシャル関数
を定義するため，適切な類似度を設定する必要がある．提案手
法は，類似度の決定の代わりに知識ベースの埋め込みと，マル
チラベル分類器がポテンシャル関数を定義している．学習デー
タがある環境では，それらに応じたポテンシャル関数を定義で
きる提案手法が優れていると考えられる．

表 3: 複数列のテーブルについて，列に対応するエンティティ
推定を行った実験結果．Limayeらの手法を元にリテラル列に
拡張した手法（比較手法)と，列間の依存関係を無視して実行
した提案手法（列独立），列間の依存関係を考慮する提案手法
（列依存）の 3つの手法の比較．
手法 MAP@5 nDCG@5 類似度@5

比較手法 0.225 0.291 0.480

提案手法 (列独立) 0.351 0.413 0.537

提案手法 (列依存) 0.464 0.741 0.635
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beddings for learning hierarchical representations. Ad-

vances in Neural Information Processing Systems 30,

6338–6347.

[Pham 16] Pham, M., S. Alse, C. A. Knoblock, and

P. Szekely (2016). Semantic labeling: a domain-

independent approach. International Semantic Web

Conference, 446–462. Springer.

[Tsuoumakas 06] Tsoumakas, G., and I. Katakis (2006).

Multi-label classification: an overview. International

Journal of Data Warehousing and Mining, 3(3), 1–13.

[Venetis 11] Venetis, P., A. Halevy, J. Madhavan, M. Paşca,
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Creators and Artificial Intelligence:
Enabling Collaboration with Creative Processes and Meta-data for Four-scene Comic Story Dataset

∗1
Miki Ueno

∗1 ,
Toyohashi University of Technology, Information and Media Center

Recently, researches in the field of Artificial Intelligence(AI) have become widely developed so that computational
methods to analyze and build creative contents have attracted a notable following. Especially, computational
methods as deep learning, which is one of the methods of machine learning for content creation has rapidly
developed; i.e. caption generation, automatic colorization, and sketch drawings. On the other hand, creativity
in humans is an intellectual activity meaning that it is really hard to simulate the whole creative process as
computational methods. In this field, the number of data for machine learning is too small because creative
processes often contain precious and sensitive data. In this research, we propose and construct a four-scene
comics story dataset with creative process and meta-data toward collaboration between ”Creators and Artificial
Intelligence”.
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Movement Modeling for History Documents with Hidden Markov Models

∗1
Yota Mizutani

∗2
Yoshimasa Tsuruoka

∗1
Graduate School of Engineering, The University of Tokyo

∗2
Graduate School of Information Science and Technology, The University of Tokyo

It is difficult for computers to understand the “meaning” of natural language sentences. To tackle this problem,
some existing methods use predicate logic. However, they cannot deal with quantitative data such as geographical
distance which is important for understanding historical events. We introduce a new method to construct a
simulatable world model from documents. Simulations with this model will help computers to understand the
contexts, guess unwritten information, and realize some rules. We experiment with some documents about the
Sengoku period in Japanese Wikipedia, and construct a hidden Markov model about people’s movement.
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Doc2Vec  
An entity linking method using multiple Doc2Vec 

 *1 *2 *2 
 Makoto Tsutsumi Koji Murakami Takashi Umeda 

*1 Architecture & Core Technology Platform  
Rakuten, Inc. Architecture & Core Technology Platform Department 

*2  
Rakuten Institute of Technology 

Appropriately linking a polysemous word in a text to its corresponding entity in a knowledge base is an essential part in 
producing structured knowledge. Linking becomes challenging as issues such as name variations, entity ambiguities or absence 
of entity in knowledge base occurs in the process. We present an entity linking method consisting of multiple Doc2Vec model, 
achieving high performance and cost effectiveness. In the experiments, our proposed method achieved 83.5% in mapping 
accuracy, improving 31.0 points higher than the simple string matching. 
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CycleGANを用いた感情スタイル転送
Emotional Style Transfer using CycleGAN

大田 和寛 ∗1
Kazuhiro Ota

∗1株式会社サイバーエージェント
CyberAgent, Inc.

Our emotions or impressions to the images largely depend on the visual features of each image. If people in a
photography are smiling, we might perceive a happy impression. On the other hand, if violent aliens are drawn, we
may feel scary. We consider an emotional style transfer model that transforms an impression of the given image to
the desired one. We utilize adversarial training of pixelwise transformation to learn a model with Behance Artistic
Media dataset and report initial results.

1. はじめに
近年，様々なストックフォトサービスの台頭により容易に高

精細な画像を手に入れることが可能となった．画像に付与され
ているタグで検索するだけでそのタグに該当する画像を収集
できるため，バナー広告のクリエイティブ制作現場などでも素
材候補として頻繁に利用されている．しかしながら，ストック
フォトサービスにおけるタグデータは基本的にユーザが付与す
るものであり，写真の被写体や画像の持つ印象に大きく依存す
るため，しばしば検索のノイズとなり易い [Yang 17]．Wilber

らはこのような画像とメタデータとのミスマッチ問題に対応す
るために Behance Artistic Media（BAM）∗1 というデータ
セットを提案している [Wilber 17]．これは画像の被写体，表
現媒体，感情における全 20種の属性について，クラウドソー
シングによりそれぞれの属性に対するスコア付けを行いメタ
データとして添付したデータセットとなっており，コンピュー
タビジョンによる写真に留まらない画像表現の理解・学習の促
進を期待するものである．
一方で，コンピュータビジョンにおけるDeep Learningの応

用事例の中でも画像表現に着目した興味深い研究が報告されて
いる．Gatysらはコンテンツ画像とスタイル画像を入力としてコ
ンテンツ画像に対しスタイル画像の画風のみを転送するといった
画風スタイル変換手法を提案している [Gatys 16]．Goodfellow

らはノイズから画像を生成する生成器ネットワークとその生成
画像に対し本物・偽物の判断を行う判別器ネットワークとを連
結させて互いに競い合うように学習することで本物に近い画
像を自動生成する Generative Adversarial Network（GAN）
と呼ばれるネットワーク構造を提案している [Goodfellow 14]．
Isolaらが提案した手法である pix2pixは画像ペアごとの変換
規則およびそれぞれのドメイン間で固有の損失関数を取得す
ることで手書きエッジから写実的な物体を生成するような所謂
Image-to-Imageと呼ばれる変換を行っている [Isola 17]．また，
Zhu らはさらにこの pix2pix から学習データのペア制約を取
り除くことにより，教師なし学習の枠組みで Image-to-Image

を行う CycleGANを提案している [Zhu 17]．
本稿では，BAMに含まれる感情属性のスコアをもとにデー

タセットを “happy”，“scary”に分割し，感情ドメインにおけ

連絡先: 大田和寛，株式会社サイバーエージェント，
ota kazuhiro@cyberagent.co.jp

∗1 https://bam-dataset.org/

図 1: 本稿では BAMに含まれる “happy”と “scary”という 2

つの感情ドメインの画像群に対し CycleGANを用いた双方向
の感情スタイル転送手法を提案する，笑顔の女性をまるでホ
ラー映画のキャラクターのように変換し，骸骨や物寂しい風景
画をカラフルに彩色している．

る Image-to-Imageを CycleGANにて行うことで感情表現の
相互転送手法を提案する（図 1）．画像データから感情表現を
抽出することができれば，幸福や恐怖といった画像が有する印
象をもとに素材を加工することが可能となる．これは例えばバ
ナー広告のデザイン元の素材画像に対して感情を付与できるこ
とを意味している．ストックフォトサービスの画像におけるタ
グやフリーワードなどのメタデータの信頼度を強固にできるな
どの応用が考えられ，バナー広告の制作現場に対する支援の一
手となり，これまで手作業で行っていた印象に基づく画像操作
の指標となり得るものである．

2. 提案手法
2.1 BAM

BAMに含まれているメタデータの中で本稿において重要な
ものを以下に簡潔にまとめておく．詳細は原著論文 [Wilber 17]

を参照されたい．
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図 2: BAM における感情ドメインの属性 4 種 “emo-

tion happy”，“emotion scary”，“emotion peaceful”，“emo-

tion gloomy”のスコア分布．

属性
画像の被写体（“content people”，“content car”など），
表現媒体（“media pen-ink”，“media comic”など），感
情（“emotion happy”，“emotion scary”など）によって
分類された全 20種類の属性名である．

ラベル
クラウドソーシングとラベル付アルゴリズムとの組み合
わせであるHuman-in-the-Loop手法 [Yu 15]により，画
像が上記 20 種のいずれかの属性として妥当性を持つか
否かの判断結果が “positive”，“unsure”，“negative”の
3値で与えられている．

スコア
ラベル同様 Human-in-the-Loop 手法によって得られた
値だが，画像 1件に対し全属性分の信頼度が負値の連続
値で格納されている．図 2に感情ドメインの属性におけ
るスコアの分布を示す．

図 3 に BAM における感情ドメインの属性である “emo-

tion happy”と “emotion scary”におけるスコア上位の画像群
を幾つか示す．いずれも双方の感情表現が画像によく現れてお
り，スコアでのソート結果が画像特徴の理解を促進するもので
あることが伺える．

2.2 CycleGAN
ある画像集合X および Y があったとき，CycleGANはX，

Y をそれぞれ互いに変換する G� : X → Y，F � : Y → X を
学習する．その際の損失関数は以下のように設計されており，

L(G,F,DX , DY ) = LGAN(G,DY , X, Y )

+ LGAN(F,DX , X, Y )

+ Lcyc(G,F ), (1)

これを以下の mini-max 式で解くことで得られる変換が G�，
F � である．

G�，F � = argmin
G,F

max
DX ,DY

L(G,F,DX , DY ). (2)

ここでDX，DY はそれぞれ F : Y → X，G : X → Y によっ
て変換された画像に対するGAN判別器 [Goodfellow 14]であ
り，式 (1)の第 1項，第 2項に示す LGAN によって F，Gに

図 3: BAM における “emotion happy”属性と “emo-

tion scary”属性のスコア上位に属する画像の例．“emo-

tion happy”には動物や色鮮やかな草花が多く含まれ，“emo-

tion scary”にはダークな色合いで凶暴性をもったキャラクター
が見受けられる．

よる変換結果に対する敵対的損失を計上する．さらに式 (1)の
第 3項に示す Lcyc は下記のように定式化されており，

Lcyc(G,F ) = Ex∼pdata(x)[‖F (G(x))− x‖1]
+ Ey∼pdata(y)[‖G(F (y))− y‖1], (3)

X，Y 両ドメインの画像に対し F，Gを交互に作用させた際
のオリジナルデータとの差異の期待値を復元損失として計上す
るものである [Zhu 17]．近年の応用事例としては情報隠蔽へ
の応用 [Chu 17]や，人間の顔をうまく交換した提案 [Jin 17]

も報告されており，非ペア制約条件下におけるドメイン間のス
タイル変換に対し印象的な結果をもたらしている．

2.3 概要
BAMデータセットの属性種別のうち “emotion happy”およ

び “emotion scary”のスコアでの上位 1,000件分の画像群をそ
れぞれ “happy”ドメイン，“scary”ドメインとし，CycleGAN

によりこのドメイン間で画風スタイルの変換学習を行う．図
4 に概要図，図 5 および図 6 に両ドメインの学習データにお
ける属性とラベルのペアの分布図を示す．“happy”ドメイン
を X，“scary”ドメインを Y として学習データと考えた時，
G : X → Y，F : Y → X を CycleGANによって最適化する
ことに相当し，それぞれのドメインが相互に教師ドメインの役
割を果たすため，BAMのように明確な教師ラベルデータが付
与されていないデータ群に対し確率的な学習効果を発揮すると
考えることができる．

3. 実験
3.1 概要
画像のサイズは全て 286 × 286 ピクセルにリサイズし，最

初の 100エポックは学習係数 0.0002，次の 100エポックは学
習係数 0まで線形減衰させる形で合計 200エポックの学習を，
PyTorch による実装 ∗2 を利用し CUDA を介した NVIDIA

GTX 1080 Ti上で実施した．

∗2 https://github.com/junyanz/pytorch-CycleGAN-and-
pix2pix
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図 4: CycleGANよる感情ドメイン間での画風変換学習の概要図．BAMから抽出した “happy”ドメインX と “scary”ドメイン Y

の間のギャップを相互変換する関係 G : X → Y と F : Y → X をペア制約のない教師なし手法で学習する．

図 5: “happy”ドメイン学習データに含まれる属性値
とラベルのペアの内訳．“emotion happy:positive”，“con-

tent flower:positive”，“content cat:positive”などが上位を占
めている．

図 6: “scary”ドメイン学習データに含まれる属性値
とラベルのペアの内訳．“emotion scary:positive”，“emo-

tion scary:unsure”，“emotion gloomy:positive”などが上位
を占めている．

3.2 結果考察
“emotion happy”および “emotion scary”のスコアでの上位

1,001～1,200件の画像をそれぞれ学習された変換G�，F �にか
け，得られた画風スタイル変換結果に対し官能的評価を行った．
結果例を図 1 及び図 7 に示す．“happy”→“scary”に関し

てはカラフルで明るい色味を持った画像が赤黒色を保存し
つつエッジをより際立たせるような形での減色がなされ，
“scary”→“happy”に関してはモノクロや線画の画像を人間や
植物の色に近い形で色付けされエッジを平滑化するような効果
が見受けられる結果となった．これは図 5 と図 6 に示した学
習データにおける属性値とラベルのペアの分布がうまく反映
された結果だと考えられ，CycleGANによる明示的なラベル
データの準備を行うことのない感情表現の転送が達成できたと
言える．また，今回の感情表現転送においてあまり視覚的な効
果が見受けられなかった例を図 8に幾つか示す．それぞれのド

図 7: BAM感情スタイル変換実験における結果例．“happy”

→ “scary”においては赤黒色を保存しつつ明度・彩度を下げ
エッジを際だたせるシャープネス処理がかかった効果が学習さ
れた．一方，“scary” → “happy”においては人間の肌色や髪
色を考慮しつつ自動彩色し平滑化処理がかかりエッジがぼかさ
れるような効果が確認できる．

メインが片方のドメインの特徴を有している場合において期待
する効果が得られなかったと考えられる．

4. まとめ
本稿では BAMデータセットがもつ属性における 4種類の

感情属性のうち “happy”および “scary”の 2 ドメイン間に存
在する画風表現の違いを把握し，CycleGANを用いた実験に
よりそれぞれのドメイン間での画風スタイルの転送を行った．
笑顔の人間の顔に痣が現れたり，異形のエイリアンが草花のよ
うに自動彩色されたりといった画風スタイル変換が行われ，感
情ドメイン間における表現の違いがそれぞれの画像群に対し
て視覚的な変化を与えることが確認できた．これはバナー広告
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図 8: BAM感情スタイル変換実験において視覚的な効果が見
受けられなかった結果．“happy”の画像に黒色が多かったり，
“scary”の画像がカラフルであったりと，スタイル転送元の画
像が片方のドメインの特徴を既にある程度有していることが伺
える．

のクリエイティブに利用される素材のような高精細画像に対し
ても有効に活用できることが見込まれるため，素材データのバ
リエーションの拡張に繋がると考えられる．しかしながら，今
回は 2種類の感情のみの CycleGANでの画風スタイル転送結
果しか得られていないため，定量的評価は今後の課題である．
また，画風の転送は行えたものの，“happy”ドメインの女性の
笑顔が笑顔のままであったり，“scary”ドメインの骸骨が骸骨
のままであったりとコンテンツへの考慮の不足といった問題も
ある．今後，損失関数の設計など，改善点を見つけ何らかの対
応を進めていきたい．
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Persona Estimation using SNS based on Naive Bayes Method 
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Abstract : High-capacity data with various types of information updated frequently is called big data and 
SNS is also one of them. In recent years, big data has improved research /product service quality and 
management strategy, etc. This research is aimed at estimating detailed items of persona in marketing, 
and we propose individual posting from big data in this paper. We propose an individual posting method 
from big data and hobby analysis method for users. The proposed methods can make it easy to detect the 
language features and analyze SNS. We apply a Naive Bayes method to create classifiers and estimate 
their hobbies. The result of estimating their hobbies was an average of about 93% correct answer rate. 
We discuss that the proposed methods could create their persona.  
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研究内容の時間変化と所属情報を考慮した
類似研究者検索に関する検討

A Note on Similar Researcher Retrieval Considering Temporal Changes of Research Content and
Affiliations
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As a research theme becomes more complicated, the range of knowledge necessary for research spreads wider.
The collaborative research by multiple researchers is known to be effective for doing complicated research. Exist-
ing methods on research collaborator recommendation calculate the relevance between researchers using research
content similarity and co-authorship relationships. This paper focuses on introducing new features, i.e., tempo-
ral changes of research content and affiliations, into researcher profiling for collaborator recommendation. In the
proposed method, we use the titles and abstracts of academic papers as textual information for modeling research
topics. Specifically, calculating a topic vector of a researcher’s publications in each year, we represent the re-
searcher’s interests using a series of topic vectors. We also obtain each researcher’s affiliation information from
the Database of Grants-in-Aid for Scientific Researcher, named KAKEN. Based on the resulting profiles consisting
of temporal changes of research content and affiliations, we present a novel similarity measure of researchers. In
experiments, we present topic extraction results from a subset of CiNii Articles and show an interface example of
similar researcher retrieval based on the proposed method.

1. はじめに
研究課題が複雑化するにつれて，研究に必要な知識範囲は

広がる．複雑化した研究課題を円滑に進めるには，複数の研究
者が共同で研究に取り組むことが有効といわれている．共同研
究と生産性の関係や共同研究の推進の効果については多数の議
論がある．例として，文献 [Abramo 09]は，共同研究と生産
性の関係を実証するために，異分野共同研究や外部との共同研
究，産学連携とその研究成果の相関を調べた．文献 [Wang 17]

は，共同研究者の推薦が学術研究の発展を促進することを証
明した．以上の共同研究の重要性から，効率的に共同研究者候
補を検索する手法が種々提案されている．我々の過去の研究で
は，研究者の論文集合から多次元トピックベクトルを抽出し，
トピックベクトル間の類似度に基づき研究者間の類似度を算出
した [Araki 17]．この手法では，学術論文の出版日時を考慮し
ておらず，各研究者に単一のトピックベクトルのみを割り当て
る．一方，学術情報に限定しない情報推薦の研究では，ユーザ
のプロファイルを構築する際に，ユーザ嗜好の時間変化を考慮
すべきといわれている [Liang 12]．加えて，研究者間のコミュ
ニケーションを促進するためには，研究内容の類似度の他にも
共通点を発見しうる新たな特徴を追加すべきと考えられる．
そこで本研究では，研究内容の時間変化と所属情報を考慮し

た類似研究者検索手法を提案する．提案手法は，(i)学術論文
集合と所属情報に基づく研究者プロファイリングと (ii)研究者
プロファイルに基づく類似研究者検索から構成される．はじめ
に，年ごとに分割した学術論文集合のタイトル・概要から各研
究者の研究内容特徴ベクトルを算出するとともに，研究者の所
属とその位置情報をウェブから取得する（2章）．構築したプ
ロファイルに基づき，研究者間類似度を定義する（3章）．こ

連絡先:西澤浩之，同志社大学大学院理工学研究科，〒 610-0394

京田辺市多々羅都谷 1-3，nishizawa@mm.doshisha.ac.jp

れにより，研究内容の変遷が類似しており，かつ地理的に近い
研究者が検索可能となる．本文の最後には，CiNii Articles∗1

の論文を用いた研究トピック抽出結果と，提案手法に基づく研
究者検索インタフェースの構築例を示す．

2. 学術論文集合と所属情報に基づく研究者プ
ロファイリング

本章では，学術論文集合と所属情報に基づく研究者プロファ
イリング手法を説明する．以降，学術論文集合から年ごとに研
究内容を抽出する方法と所属の位置情報を算出する方法につい
て説明する．

2.1 学術論文からの研究内容抽出
本節では，学術論文集合から年ごとに研究内容を抽出する

方法を説明する．学術論文の本文から研究内容に直接関連する
文章のみを抽出することは困難であるため，各論文のタイトル
と要約を一つの文書とみなし，研究内容の分析に用いる．手法
の概要を図 1に示す．具体的には，各研究者の論文を出版年ご
とに分割し，以下の研究内容抽出手順を適用する．

1. 論文テキストから名詞のみを抽出し，Bag-of-Words

(BoW)表現に変換する．
2. BoW 表現に対して Latent Dirichlet Allocation

(LDA)[Blei 03]を適用し，トピックベクトルを算出する．
3. 閾値以下のベクトル要素を 0にし，L2正規化を行う．

以降，各手順の詳細を説明する．
2.1.1 テキストからの BoW算出
まず，LDAの学習と推定の精度向上を目的とし，以下のよ

うに学術論文のタイトル・要約テキストを前処理する．

∗1 https://ci.nii.ac.jp/
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図 1: 研究者の研究内容特徴ベクトル群算出の概要図．

• 記号の除去．
• 数字の除去．
• 全角空白の除去．
• 括弧の除去．
• URL文字列の除去．
• 半角カタカナを全角カタカナに変換．
• 全角英字を半角英字に変換．
• 英大文字を英小文字に変換．

次に，日本語形態素解析エンジンMeCab∗2 を用いてテキス
トから名詞のみを抽出する．得られるボキャブラリには，「研
究」「提案」「一般」のように研究者の研究内容を特徴付ける効
果が低いと考えられる単語が混在する．そこで，出現頻度が最
上位または最下位となる語をストップワードとして除去する．
以上により得られた単語リストを用いて，各論文に対し BoW

ベクトルを算出する．
2.1.2 確率的トピックモデルによる次元削減
BoWの次元数はデータセット中に登場するユニークな単語

数に相当する．語の関連性を考慮し，かつ類似度算出時の計
算量を削減するために，LDA を適用して次元数を削減する．
LDAは確率的トピックモデルの一つであり，文書は複数のト
ピックから構成されていると仮定する．文書集合をトピックに
分解し，各文書をトピックの組み合わせで表す．一連の文書に
用いる場合，トピックは集合のテーマとして解釈可能であり，
文書のトピック分布は各文書がどのテーマに関するものかを示
す．これにより，BoWの次元をトピック数 K まで削減する．
具体的には，まずデータセットの全論文を用いて LDAモデ

ルを学習し，トピック分布を算出する．次に，研究者 a の論
文集合を年 y ごとに分割する．分割された論文集合 Sa,y ごと
に，学習したモデルで各論文 d ∈ Sa,y のトピックベクトル θd

を算出する．最後に，次式のように集合 Sa,y のトピックベク
トルの平均を算出する．

va,y =
1

|Sa,y|
∑

d∈Sa,y

θd (1)

得られた va,y を研究者 aの年 y における研究内容特徴ベクト
ルとみなす．
2.1.3 研究者の研究内容の抽出
算出した研究内容特徴ベクトル va,y の要素に着目したとき，

あるトピックに非常に小さな値が割り当てられている可能性が
ある．そのようなトピックは研究者の研究内容を表現する際に
重要ではないと考えられる．そこで，ベクトル va,y の k 番目
のトピックに対する要素 va,y,k に対し，次式の閾値処理を適用

∗2 http://taku910.github.io/mecab/

する．

va,y,k =

{
va,y,k （va,y,k ≥ Threshold）
0 （va,y,k < Threshold）

(2)

これにより，研究者の主要な研究内容を表すトピックのみが残
される．最後に，ベクトル va,y を L2正規化する．

2.2 研究者の所属情報の取得
本節では，各研究者の所属の位置情報を算出する方法を説

明する．はじめに，KAKEN∗3 の研究者詳細画面から各研究
者の所属文字列を抽出する．研究者詳細画面は一意の研究者
番号を含む URLで管理されているため直接アクセス可能であ
り，研究者の氏名，研究者番号，所属，研究分野，キーワード，
研究課題が記載されている．KAKENを用いることで，各大
学・研究所の研究者ページへ個々にアクセスすることなく研
究者のメタデータが得られる．得られた所属情報から Google

Maps API∗4を用いて位置情報（緯度・経度）を得る．Google

Maps API は地図の描画や緯度経度の検索，ルート検索など
の機能があり，その一部を研究者検索インタフェースの構築に
利用する．

3. 研究者プロファイルに基づく類似研究者
検索

本章では，前章で構築した研究者プロファイルに基づく類似
研究者検索手法を提案する．まず，研究者 a, b に対し，研究
内容の時間変化の類似度 ResearchContentSim(a，b)を次式
により算出する．

ResearchContentSim（a，b）=

1

n

yn∑
y=y0

CosSim（va,y，vb,y）× log（y − y0 + 2）
(3)

CosSim（va，vb）=
∑k

t=1 va,t × vb,t√∑k
t=1 v

2
a,t ×

√∑k
t=1 v

2
b,t

(4)

上式において，nは研究内容特徴ベクトル群の分割年の総数を
示す．log関数を適用することで，最新の研究ほど類似度に寄
与する．次に，位置情報による研究者間の類似度LocateSim(a

，b)として，Google Maps APIを用いて取得された緯度経度
から計算された直線距離を正規化し類似度へ変換する．
以上の二つの類似度を組み合わせ，研究者 a，b間の最終的

な類似度を次式で算出する．

Sim（a，b）= φ×ResearchContentSim（a，b）+

（1− φ）× LocateSim（a，b）
(5)

上式において，φは二つの類似度のバランスを調整するための
パラメータである．与えられた研究者 aに対し，式 (5)の類似
度が上位となる研究者 b を提示することで，研究者 a の類似
研究者を容易に把握できる．

4. 実験
4.1 データセット

CiNii Articlesからの論文収集にあたり，2003年から 2010

年の間に電子情報通信学会 ∗5 で一度でも発表したことがあり，
∗3 https://kaken.nii.ac.jp/
∗4 https://developers.google.com/maps/
∗5 http://www.ieice.org/jpn/
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表 1: 実験用のデータセットの詳細．
研究者数 4,680名
学術論文数 38,098本
論文出版年 2003-2010

表 2: LDAによって推定された研究トピックの例．トピック
の解釈を見出しで示す．

トピック 24 トピック 50 トピック 96
テキストマイニング 検索エンジン 画像処理
単語 確率 単語 確率 単語 確率
単語 0.092 検索 0.254 画像 0.428
クラスタリング 0.045 分類 0.118 処理 0.037
辞書 0.041 類似 0.095 復元 0.026
出現 0.039 属性 0.040 エッジ 0.025
頻度 0.037 クエリ 0.030 局所 0.022
語彙 0.025 精度 0.020 画素 0.019

日本語 0.020 エンジン 0.018 テクスチャ 0.019
漢字 0.018 キーワード 0.018 カラー 0.014
対象 0.015 方法 0.014 解像度 0.014
共起 0.014 向上 0.012 特徴 0.014

トピック 112 トピック 133 トピック 150
推薦システム VR・AR・MR 人工知能

単語 確率 単語 確率 単語 確率
ユーザ 0.435 空間 0.395 学習 0.310
推薦 0.040 仮想 0.109 ルール 0.042
表情 0.038 現実 0.058 識別 0.039
興味 0.023 力 0.036 サンプル 0.028
嗜好 0.021 再現 0.034 問題 0.023
提示 0.021 世界 0.022 推論 0.020
サイト 0.017 覚 0.019 獲得 0.019
顔 0.016 環境 0.018 ニューラルネットワーク 0.019
意図 0.012 物理 0.017 入力 0.014

コンテキスト 0.010 複合 0.012 ファジィ 0.014

かつ KAKENの IDをもつ研究者リストを構築した．実験用
のデータセットの詳細を表 1に示す．なお，所属の位置情報を
取得する際，KAKENのメタデータに明らかに誤った記載が
あったため，Google Maps APIで位置情報が取得できる形式
となるよう文字列を手動で修正した．

4.2 研究者の研究内容変化の特徴抽出
研究者の研究内容特徴ベクトルを抽出するために，全ての

論文テキストに MeCab∗6 を適用して単語リストを生成した．
MeCabの辞書には新語・固有名詞を考慮可能なmecab-ipadic-

NEologd∗7 を使用した．その後ストップワードとしてデータ
セットの 20％（7619本）以上に出現する単語および 9本以下に
のみ出現する単語を除去した．LDAのトピック数はK = 150，
ハイパーパラメータは α = 50

K
，β = 0.01 と設定した．LDA

によって推定された研究トピックとその単語分布の例を表 2に
示す．LDAにより，6907次元であった BoWが 150次元まで
削減され，低次元の研究内容特徴ベクトルが得られた．また研
究内容特徴ベクトルから研究内容を抽出するにあたり，弱いト
ピックの判断基準として 0.1を閾値とした．

4.3 類似研究者検索インタフェースの構築
提案手法に基づき，対象とする研究者の類似研究者を検索

できるWebアプリケーションを構築した．本実験では，研究
内容の類似性を重視して φ = 0.65とした．類似研究者検索イ
ンタフェースの画面表示例を図 2に示す．対象研究者の氏名，
研究者 IDを画面上部，所属と過去の論文リストを左部に示す．
また，所属の位置情報は右部に地図表示する．画面右下には，
提案手法において類似度が上位となった研究者を表示する．ク
リックされた研究者が新たに検索クエリとなるため，類似研究
者を次々と検索可能となる．

∗6 http://taku910.github.io/mecab/
∗7 https://github.com/neologd/mecab-ipadic-neologd

図 2: 類似研究者検索インタフェースの画面例．

5. まとめと今後の展望
本研究では，共同研究者推薦の実現に向け，新たに研究内容

の時間変化と所属情報を考慮した研究者のプロファイリングと
それに基づく類似度算出方法を提案した．実験では，提案手法
の応用例として，類似研究者検索インタフェースを構築した．
今後の課題として，研究者の所属の時間変化など，より多く
の特徴をプロファイルに加えることが挙げられる．本稿では研
究者の所属情報からGoogle Maps APIを用いて緯度・経度を
取得したが，同じ大学でもキャンパスごとに位置情報が異なる
問題があった．KAKENから取得した情報ではキャンパス情
報が収録されていないため，研究内容と所属情報に基づく在
籍キャンパスの推定も一つの課題となりうる．今後の展望とし
て，複数分野の研究者に提案手法を適用することによる異分野
共同研究者の推薦や，ユーザがより使いやすい研究者検索イン
タフェースの構築，各地方や学研都市の研究内容可視化インタ
フェースの構築を検討している．
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Development of Calculus Solver software which provides solving hints and answer steps

∗1
Motohiro Otsuka

∗1
Hirotoshi Taira

∗1
Hisaaki Shinkai

Faculty of Information Science & Technology, Osaka Institute of Technology

We develop a python-based software which provides hints and answers for freshmen-level calculus interac-
tively. Our solver covers multi-variable differentiations, Taylor expansions, graph drawings, and single-variable
definite/indefinite integrations. A user can input a problem using GUI interface, and the output comes as a LATEX-
typed pdf. We find that differentiation processes can be coded with four tasks, while integration requires more.
In order to prepare “readable” answers, we have to adjust output expressions. Although this software cannot
handle some problems, the provided answers pass tests as the grade B to D, so that it helps freshmen for their
self-education.

1.

Mathematica Maple Matlab

Sage

[1]

Maple

2

2

[2].

e-learning

STACK

[3].

:

,m18.aiandnip.m.o@gmail.com

70

Quantifier

Elimination ; QE

.

Mathway Microsoft Math 3.0 Photomath

3

70%

2.

2.1
f(x) = x cos(2x)

1. f(x) 2 f(x) = g(x)h(x)
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2.

f ′(x) = g′(x)h(x) + g(x)h′(x)

3. g(x) = x, h(x) = cos(2x)

4. h(x) h1(x) = 2x h(x) =

cos(h1(x))

5.

h′(x) =
∂h(h1(x))

∂(h1(x))
· ∂h1(x)

∂x

6. h′(x) = 2 sin(2x)

f ′(x) = cos(2x)− 2x sin(2x).

4

(A)

(B)

(C)

(D) 1

4 6

2

4

2.2

, ( )

sympy apart

∫
g′(x)h(x) dx = g(x)h(x)−

∫
g(x)h′(x) dx

g′(x)

� �
str = xCos {x} #input

list = str.split( * ) #list=[x,Cos {x}]
if(list[0] == ):

if(list[1] == ):

print

else:

list[0] h(x), list[1] g(x)

else:

list[0] g(x), list[1] h(x)

� �

3.

GUI

Taylor

( 1)

1: GUI

2

2:

2
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3.1

•
∗

•
^ { }
x^{2} → x2

•
( )

{ }
Cos {x} → cos(x)

•
( )

{ }
e

Log {x} → log(x)

Tex Mathematica

x · cos(2x) xCos { 2x }

3.2
3

3:

List [ [Cos, ,{,[2x],},],]
List

[Cos, ,{,[2x],},]
cos 2x

cos

result

result[2,*,Sin, ,{,2x,}]
Taylor

3.3
PC ∗

Taylor

ex = 1 + x+
1

2!
x2 +

1

3!
x3 + · · ·

4! = 24
1
4!

n

[ ]

f(x) .

f(x) = x cos(2x) (1)

[ ] .

f(x) = g(x)h(x) → f
′
(x) = g

′
(x)h(x) + g(x)h

′
(x) (2)

f(x) =
g(x)

h(x)
→ f

′
(x) =

g′(x)h(x) − g(x)h′(x)

h(x)2
(3)

f(x) = g(h(x)) → f
′
(x) =

∂h(x)

∂x

∂g(h(x))

∂(h(x))
(4)

[ ]

f = cos(2 · x) f(x) = cos(g(x)) .

g(x) = 2 · x

g(x) g′(x) = 2

f = cos(2 · x) f′ = −2 · sin(2 · x)

f(x) x

f(x)x = −2x sin (2x) + cos (2x) (5)

3.4
python matplotlib

4.

4.1
I

Web∗1

1:
1 2 3

Taylor
30 30 20 20 100

2017 25 25 17 14 81
2016 20 13 11 14 59
2015 25 19 12 14 70

100 A D

F 5 5

D

C D

∗1 http://www.oit.ac.jp/is/~shinkai/lecture/
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B C Taylor

A B

2017 B 2016

D 2015 A

(x2 + x) sinx n

•

• (1 − x)n 3
√
0.9 3

4.2

[8]

2

2:

Taylor

1

1.
d

dx
xx

2. ∫
ex · sinmxdx

4.3

∫
1

1− x2
dx

∫
1√

(1− x2)(1− k2x2)
dx

Mathematica

5.

[1] free Sage

1865 p101-109

2013

[2] Maple

Vol.31(2010)

[3] e

STACK Moodle

[4]

2017

[5]

FUJITSU(2015)

[6]

(2013)

[7] -

,2017 ,

[8] 2013
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Multi-source neural grammatical error correction

∗1
Cao Guolin

∗2∗3
Hiroya Takamura

∗2∗4
Manabu Okumura

∗1
School of Engineering, Tokyo Institute of Technology

∗2
Institute of Innovative Research, Tokyo Institute of Technology

∗3
AIST

∗4 AIP
RIKEN AIP

This is the first attempt to use a multi-source encoder-decoder model for the grammatical error correction task
(GEC). In addition to the possibly erroneous sentence written in a second language, our model uses the sentence
written in the mother tongue of the learner. With our model, we achieved up to 1.13 GLEU score increases than
the single source baseline model.

1.

[9]

(SMT)

(NMT)

1

“I am leaving in Tokyo.”

“I am living in Tokyo.”

“I am leaving Tokyo.”

( 1 )

“ ”( 2 )

“I am living in Tokyo.”

Allen [4]

NMT SMT GLEU

NMT

GLEU

2.

2.1

:

4259 R2-728, 045-924-5295,
kokurin@lr.pi.titech.ac.jp

1:

I am leaving in Tokyo. I am living in Tokyo.

I am leaving Tokyo.

2:

I am leaving in Tokyo. I am living in Tokyo.

.

X = [x1 ... xn] Y = [y1 ... ym]

xn ym

Yuan[7]

2.2
Zoph

[8]

encoder-decoder encoder

Zoph

2.3

[9]

Duolingo∗1

∗1 https://www.duolingo.com/
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1:

3.

3.1
LSTM

encoder X = [x1 ... xn] ( )

[ex1 ... exn] (1) (2)

(3)

xi hx
i :

−→
hx
i = f(

−−→
hx
i−1 exi ), (1)

←−
hx
i = f(

←−−
hx
i+1 exi ), (2)

hx
i = [

−→
hx
i ;
←−
hx
i ]. (3)

decoder (4) decoder yj
:

hy
j = f(hy

j−1 eyj ). (4)

eyj yj

Luong [1] decoder

h̃j

decoder h̃j

encoder encoder

(5)

(6) :

aj
i =

exp(hy
j
Thx

i )
∑n

i=1 exp(h
y
j
Thx

i )
(5)

cj = [hx
1 ...h

x
n]

T [aj
1...a

j
n]. (6)

decoder

hy
j Wa (7)

decoder h̃j :

h̃j = Wa[h
y
j ; cj ]. (7)

h̃j (8) yj
:

p(yj |y<j X) = softmax(h̃j). (8)

2: abc

aBc decoder

ja en

3.2
Zoph

2

1

3.2.1

2

X = [x1 ... xn]

F = [f1 ... fl] 2 encoder

. encoder hx = [hx
1 ...

hx
n] hf = [hf

1 ... hf
l ]

hx
n decoder decoder

encoder (5)

(6) cxj

cfj
(6)

cxj cfj (9) decoder

:

h̃j = Wsum[(hy
j ); (c

x
j + cfj )]. (9)
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3: abc

aBc decoder

ja en
C©

(9) h̃j (8)

yj

3.2.2

Yang [6]

3

decoder

decoder hy
j

cxj ( (10))

( (11)):

af,j
k =

exp((hy
j + cxj )

Thf
k)

∑n
k=1 exp((h

y
j + cxj )

Thf
k)

(10)

cfj = [hf
1 ...h

f
l ]

T
[af,j

1 ...af,j
l ]. (11)

cxj cfj

(12) h̃j (8)

yj :

h̃j = Whier[h
y
j ; c

x
j ; c

f
j ]. (12)

4.

Github PyTorch seq2seq
∗2

∗2 https://github.com/spro/practical-
pytorch/blob/master/seq2seq-translation/seq2seq-
translation.ipynb

3:

GLEU (%)

59.65 58.21

baseline 60.59 58.76

Multi-source-sum 61.41 59.54

Multi-source-hier 61.92 59.89

34.33 33.42

4:

1

Please correct in writing .

Please correct my writing .

Please correct in writing .

:sum Please correct my writing .

:hier Please correct my writing .

2

I am leaving in Tokyo .

I am living in Tokyo .

I am leaving in Tokyo .

:sum I am living in Tokyo .

:hier I am living in Tokyo .

4.1

Lang-8 Learner Corpora[5]

Google Translation∗3

MeCab∗4

1,070,000 18,452

10,227 encoder decoder

300

4.2
GLEU[2]

GLEU BLEU[3]

(13) p∗ GLEU

A B countA,B(ngram) A

ngram B ngram

countC(ngram) C

ngram GLEU S

(ngram) C

∗3 https://cloud.google.com/translate/?hl=ja
∗4 http://taku910.github.io/mecab/
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p∗ =

∑
ngram∈C∩R countC R(ngram)−∑

ngram∈C∩S max[0 countC S(ngram)− countC R(ngram)]
∑

ngram∈C countC(ngram)
(13)

4: Ja

<sos> <eos>

“my”

<sos>

R

3

GLEU 1.13

34.33 33.42 GLEU

4.3

4 “Please correct in writing”

“I am leaving in Tokyo .”

4 4 1

af,j
k

“my” “ ”

5.

GLEU
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Earth Mover’s Distance  

 
Automatic Generation of Bilingual Corpus  

by Earth Mover’s Distance and Sentence Vectors Using Word Embedding 

*1 *1 *2 

                                Ryo Tanoue                                            Hiroshi Echizen’ya                                    Kenji Araki 

*1  
Graduate School of Engineering, Hokkai-Gakuen University 

*2  
Graduate School of Information Science and Technology, Hokkaido University 

We propose a new method to automatically generate bilingual corpus using word embedding. The bilingual corpus is 
effective as the language resource for natural language processing. However, the generation of bilingual corpus by human 
needs high cost.  In this paper, we propose a new method to automatically generate bilingual corpus using word embedding. 
Our proposed method uses two similarities: One is the similarity based on Earth Mover’s Distance (EMD); another is the 
similarity based on the sentence vector. Through the evaluation experiments, we confirmed that the weighted mean between 
the similarity based on EMD and the similarity based on the sentence vector is effective to extract the correct bilingual 
sentence pair. 
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Neural Machine Translation with Kanji Decomposition

Vishu Gupta Akihiro Nakamura Haruki Fukuda Takashi Tsunakawa Yoshinobu Kano

Masafumi Nishida Masafumi Nishimura

Shizuoka University

This paper proposes a method for neural machine translation (NMT) with kanji decomposition of Japanese text.
NMT models have restrictions of the vocabulary size, which can be solved by applying subword, character-level, or
byte-based models. In Japanese text, the vocabulary size would not be minimized even in a character level because
of kanji varieties. We report an experimental result of NMT model using Japanese text with kanji decomposition
that is expected to satisfy both of decreasing vocabulary size and keeping kanji information.

1.

[Sennrich 16]

[Lee 17]

256

[Costa-jussà 17]
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1

KRADFILE∗2
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Support for Searching for Articles to be Verified for Fact Checking

∗1
Kaori Uchiyama

∗1
Kaito Suzuki

∗1
Tsubasa Tagami

∗1
Kazuaki Hanawa

∗1∗2
Kentaro Inui

∗3
Atsushi Komiya

∗3
Atsuo Fujimura Akinori Machino

∗4
Hitofumi Yanai

∗4
Ryo Yamashita

∗1
Tohoku University

∗2
RIKEN Center for Advanced Intelligence Project

∗3
SmartNews, Inc.

∗4
Watchdog for Accuracy inNews-reporting, Japan

False information have become a social problem and it is necessary to verify huge information such as news
articles on the Internet. In this paper, we constructed a support system to efficiently verify the authenticity of
news articles. This system estimates news articles that describe incorrect information based on posts that refer to
them on SNS. We found that it can be expected to improve efficiency of searching for articles that require human
verification by using the created system.

1.

SNS

SNS

∗1

3

1

SNS (1)

2

(1) a.

> http://xxx

b.

> http://xxx

SNS
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6-6-05 022-795-7091 tagami@ecei.tohoku.ac.jp
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SNS 1
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∗2
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16,000
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2018 1 NPO http://fij.info/

∗3 https://twitter.com/
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記事タイトル:
ふるさと納税で…

記事URL:
http://www.xxx

スコアとツイート内容:
完全な誤報です!
大げさで怪しい…
日本って…

端緒情報
判定 記事タイトル:

訃報 ◯◯◯◯死去
記事URL:
http://www.xxx

スコアとツイート内容:
え！？嘘やん！…
嘘であって…
嘘やん。

検証必要度
ランク付け

記事タイトル:
ふるさと納税で…

記事URL:
http://www.xxx

検証必要度スコア:

スコアとツイート内容:
完全な誤報です!
大げさで怪しい…
日本って…

記事タイトル:
訃報 ◯◯◯◯死去
記事URL:
http://www.xxx

検証必要度スコア:

スコアとツイート内容:
え！？嘘やん！…
嘘であって…
嘘やん。…

上位から
人手で検証

検証必要度 : 高

検証必要度 : 低

検証した結果を
訓練事例に追加

｢誤報」等の単語
でフィルタリング
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え、こんなこと言ってなかったよ！
編集で捏造してる！！
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A議員「選挙のためならどんな手でも使う」
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3:

1:

2.4

3.

3.1

2

3.1.1

2.1 3
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508 7 1.37%
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,

6739

URL 50,000 2914 5.82%
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2:

F

0.66 0.58 0.62
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3.2
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3.1
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5 3:7

linearSVM LSTM
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4:

F
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5:

4.
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イベント系列からの有意性を考慮した
菱形エピソードマイニング

Mining Significant Diamond Episodes from Event Sequences

谷 陽太 ∗1
Yota Tani

古谷 勇 ∗1
Isamu Furuya

平田 耕一 ∗2
Kouichi Hirata

有村 博紀 ∗1
Hiroki Arimura

∗1北海道大学 大学院情報科学研究科
Graduate School of Information Science and Technology, Hokkaido University

∗2九州工業大学大学院 情報工学研究院
Department of Artificial Intelligence, Kyushu Institute of Technology

In this paper, we consider the framework of statistically significant ranking for frequent episodes, proposed by
Tatti (DMKD, 2015), where an episode is a structured pattern in the shape of vertex labeled directed acyclic
graphs. For the class of diamond episodes, we present an algorithm, called MineRankedDmd, that generates
frequent episodes with their ranking in a collection of event sequences. In the experiments on synthetic data set,
we evaluated the performance of the proposed algorithm.

1. はじめに
データマイニングの一種である系列マイニングは、系列デー

タから頻出する部分系列を抽出する手法である [1]。一方、Man-

nilaら [4]によるエピソードマイニングは、イベント列に同時
に出現するイベントの構造であるエピソードのうち、頻出なも
のを抽出する手法である。

Tatti [5]は、エピソードの部分クラスである厳密エピソード
に対して、ランクの定義を与えている。ランクは、イベント列
の集合と厳密エピソードが与えられた場合に、イベント列の集
合におけるエピソードの出現確率と、実際のエピソードの出現
数から、そのエピソードの有意性を測る指標である。一方で、
Tatti [5]は厳密エピソードを列挙する手法は与えていない。

Katoh ら [3] は、厳密エピソードの部分クラスである菱形
エピソードに対して、イベント列からすべての頻出菱形エピ
ソードを効率的に抽出するアルゴリズムPolyFreqDmdを提
案している。本稿では、イベント列の集合からすべての頻出菱
形エピソードを、Katohら [3]の手法にしたがって列挙すると
同時に、解となる頻出菱形エピソードのランクを Tatti [5]の
手法に基づいて計算するアルゴリズムMineRankedDmdを
与える。最後に、人工的に生成したイベント列にアルゴリズ
ムMineRankedDmdを適用することで、アルゴリズムの性
能を評価する。

2. 準備
本節では、Tatti [5] にしたがって、厳密エピソードと呼ば

れるエピソードの部分族におけるランク計算の枠組みを導入す
る。整数 i ≤ j に対して、[i..j] = {i, i+ 1, . . . , j}は iから j

までの整数区間を表す。

2.1 イベント列とエピソード
アルファベット Σ に対して、その要素 e ∈ Σをイベントと

いう。Σ上の長さ k のイベント列は、S = 〈s1, . . . , sk〉 ∈ Σ∗

連絡先: 谷 陽太，北海道大学大学院 情報科学研究科，〒 060-

0814 札幌市北区北 14条西 9丁目，TEL/FAX: 011-706-

7680，Email: tani@ist.hokudai.ac.jp

である。ここに、si ∈ Σはイベントである。アルゴリズムの
入力は、イベント列集合 S = {S1, . . . , S|S|} ⊆ Σ∗ である。∗1

エピソード [4] は、頂点ラベルつき非巡回有向グラフ G =

(VG, EG, labG)である。ここに、VG は頂点集合、EG は辺集
合、labG はラベル関数 labG : VG → Σ である。エピソード
は、出現の半順序関係が定義されたイベントの多重集合とみな
せる。
エピソード Gがイベント列 S = 〈s1, . . . , sn〉 に出現するこ

とを S � Gで表し、次の条件を満たす関数（マッチング関数と
呼ぶ） f : VG → [1..n] が存在することと定める：(i) f は一対
一である: (∀u, v ∈ VG) f(u) = f(v) ⇒ u = v; (ii) f は順序
を保存する: (∀u, v ∈ VG) (u, v) ∈ EG ⇒ f(u) < f(v); (iii)

f は頂点ラベルを保存する: (∀v ∈ VG) labG(v) = sf(v). この
とき、イベント列 S はエピソード Gをカバーするともいう。
イベント列の集合 S 上で、エピソード Gをカバーするイベ

ント列の集合を CS(G) = {S ∈ S | S � G } と書く。このと
き、Gの観測支持度（単に支持度とも呼ぶ）を sup(G | S) =
|CS(G)|と定義する。さらに、エピソードGと最小頻度 α > 0

に対して、sup(G | S) ≥ αとなるとき、Gは頻出であるとい
う。本稿では、Cの添字 S は自明な場合省略する。
2.2 エピソードの部分族
すべての要素間に順序関係が定義されている場合、そのエピ

ソードは直列であるという [4]。イベントの集合 E とイベント
a, b に対して、a �→ E �→ b を菱形エピソード [3] という。こ
れは、E 中のすべてのイベントは aの後、bの前に出現するこ
とを意味する。以降、aと bを先頭と末尾と呼び、E を本体と
呼ぶ。単に a �→ bで、bが aの後に出現することを表す。
一般に与えられたイベント列 S とエピソード Gに対して、

カバー S � Gの判定は NP困難である [5]。この困難性は主
にマッチング関数の一対一性に起因する。そのため、Tatti [5]

は、次の厳密エピソードを導入した。∗2

∗1 Mannila ら [4] は、1 つのイベント系列 S と正整数 k を入力と
し、長さ k の滑り窓モデルでのエピソード発見を議論している。
Mannila らの枠組みは、S 中の長さ k のすべての部分文字列から
なる系列集合を考えることで、本稿の枠組みで扱える。

∗2 Katoh と Hirata [2] は、Tatti [5] と独立に厳密エピソードの族
を提案し、線形エピソードによるそれらの特徴付けを与えている。
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定義 1 (厳密 [5]). エピソードG = (VG, EG, labG)が厳密であ
るとは、任意の異なる頂点 uと v ∈ VG に対して、labG(u) =

labG(v)ならば、uから vへの有向パス、または vから uへの
有向パスが存在することをいう。

Tatti [5] の定義では、エピソードの DAG の推移閉包を考
えて、二頂点が同じラベルをもつならば両者をつなぐ有向辺
があることと定義している。これは本稿の定義と同値である。
上記の直列エピソードと菱形エピソードは、いずれも厳密エピ
ソードである。∗3

2.3 エピソードのカバー確率とランク
本稿では、イベント列のランダム生成モデルとして、イベン

トの生起確率のベクトル q = (qe)e∈Σ ∈ [0, 1]|Σ| で定められる
記憶のない情報源を仮定する。ここに、

∑
e qe = 1である。

エピソード Gとイベント列生成モデル qに対して、Gのカ
バー確率とは、q にしたがって生成された長さ k のランダム
なイベント列 X が Gをカバーする確率

pk = p(G | q, k) = p(X � G | |X| = k,X ∼ q)

である。このとき、Gの期待支持度は μ =
∑

S∈S p|S|となる。
イベント列の集合 S に対して、|Xi| = |Si|(1 ≤ i ≤ |S|)と

なるようなランダムなイベント列の集合 X を考える。非負整
数 n ≥ 0に対して sup(G | X ) = nとなる確率は、

p(sup(G | X ) = n | X ∼ q) =
∑
T ⊆S
|T |=n

∏
S∈T

p|S|
∏

S∈S\T
(1− p|S|)

である。この値は nが十分に大きいとき、平均 μで分散 σ2 =∑
S∈S p|S|(1− p|S|)の正規分布 N(μ, σ)から推定できる。以

降、この値を求める場合、正規分布から推定することとする。
Tatti [5]は、イベント列の集合 S とイベント列生成モデル

q において、エピソード G の有意度ランク (単にランクとも
呼ぶ) を次のように定義している。

定義 2 (有意度ランク [5]). イベント列の集合 S とイベント列
生成モデル qにおいて、エピソード Gのランクとは、

r(G | S ∼ q) = − log p
(
sup(G | X ) ≥ n | X ∼ q

)

= − log
(
1−

n−1∑
k=1

p
(
sup(G | X ) = k | X ∼ q

))

である。ここで、0 ≤ r(G | S ∼ q) ≤ ∞である。
2.4 エピソードからの有限オートマトンの構築

Tatti [5]は、イベント列がエピソードGをカバーするかを、
有限オートマトンを用いて判定する方法を提案している。さら
に、この有限オートマトンをカバー確率と Gのランクの計算
にも用いる。
ここに、エピソードは有向グラフであることに注意されたい。

エピソードG = (V,E)に対して、部分エピソードH = (W,F )

が Gの接頭辞部分グラフであるとは、それが条件 (i) v ∈ W

かつ (w, v) ∈ E ならば w ∈ W、かつ (ii) v, w ∈ W かつ
(v, w) ∈ E ならば (v, w) ∈ F を満たすことをいう。Gの接頭
辞部分グラフ全体の集合を Pre(G) で表す。例として、G =

a �→ {b, c} �→ d のとき、Pre(G) = {(), (a), (a �→ b), (a �→
c), (a �→ {b, c}), (a �→ {b, c} �→ d)}である。
エピソードG = (V,E, lab)に対して、次のようにGの有限

オートマトンA(G) = (Pre(G),Σ, δ,H0, Hf )を構築する [5]。
∗3 菱形エピソード a �→ E �→ b は、定義より本体 E が集合であり、
同じ要素を重複して含まないため、厳密エピソードとなる。

Algorithm 1 CalcProb(A = (Pre,Σ, δ,Ho, Hf ),q =

(qe)e∈Σ, n)

Input: 有限オートマトン A,

イベント列の生起確率のベクトル q,

非負整数 n.

Output: pk(k = 1, . . . , n)の列.

p(H0, 0) := 1;

p(H0, 0)以外の p(H, i) := 0（i := 0 → n）
for all i := 1 → n do

for all H ∈ Pre do

p(H, i) := 1;

for all d ∈ δ such that d(f, e) = H do

p(H, i) := p(H, i)− qe;

end for

p(H, i) := p(H, i)× p(H, i− 1);

for all d ∈ δ such that d(H, e) = f do

p(H, i) := p(H, i) + qe × p(f, i− 1);

end for

end for

end for

output 〈p(Hf , 1), . . . , p(Hf , n)〉;

1. 状態集合は、すべての接頭辞部分グラフのなす集合
Pre(G) である。初期状態は空な頂点集合の誘導するグ
ラフ H0 = (∅, ∅, ∅)とし、受理状態は Hf = Gである。

2. 状態H1, H2 ∈ Pre(G)に対し、H2 から頂点を 1つ取り
除くことでH1が導かれる場合、遷移関係 δ ⊆ Pre(G)×
Σ× Pre(G)は、取り除いた頂点のラベル e ∈ Σをもつ
辺 (H1, e,H2)をもつ。

3. 各状態 H ∈ Pref(G)と任意の e ∈ Σに対して、eが H

から出るいかなる有向辺にもラベルとして出現しない場
合、ラベル eをもつ自己ループ辺 (H, e,H)を追加する。

以上の手順で構築した有限オートマトンA(G) の領域は、G

のサイズの指数関数である。Tatti [5]は、次の補題を示した。

補題 1. 任意のイベント系列 S と、任意のエピソード G、そ
の有限オートマトン A(G)に対して、S がエピソード Gをカ
バーすることと、A(G)が S を受理することは同値である。

補題 2. G が厳密エピソードならば、その有限オートマトン
A(G)は決定性有限オートマトンである。

2.5 カバー確率の計算
Tatti [5]は、2.4節で導入した有限オートマトンを用いて、

与えられた Gと、各文字の生起確率 q, 正整数 k ≥ 0に対し
て、独立生成モデルにおける長さ k のランダム文字列による
Gのカバー確率を効率良く計算する方法を与えている。

A(G) = (Pre(G),Σ, δ,H0, Hf )の構成より、イベント列 S

が A(G) に受理されるならば、かつその場合に限り、S は G

をカバーする。よって、イベント列の集合 S において、A(G)

に受理される S ∈ S の数が Gの観測支持度となる。また、長
さ k のイベント列が A(G) の受理状態に到達できる確率を求
めることで、カバー確率 pk が計算できる。
イベント列の生起確率のベクトル q = (qe)e∈Σ ∈ [0, 1]|Σ| と

有限オートマトンA(G)において、qから生成された長さ kの
ランダムイベント列にしたがい、A(G)を初期状態から遷移し
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Algorithm 2 MineRankedDmd(S,q,Σ, α)
Input: イベント列の集合 S,
イベント列の生起確率のベクトル q,

アルファベット Σ,

最小頻度 0 < α ≤ |S|.
Output: 頻出菱形エピソードとそのランク.

1: Σ0 :=頻出するイベントの集合 (Σ0 ⊆ Σ);

2: for all ( a ∈ Σ0 ) do

3: CaclProb(A(a),q,maxS∈S |S|)でカバー確率を計算;

4: output 〈a, aのランク 〉;
5: for all ( b ∈ Σ0 ) do

6: G0 := (a �→ ∅ �→ b);

7: A0 := G0から構築した有限オートマトン
8: C0 := CS(G0);

9: RecMineRankedDmd(G0, C0, A0,S,q,Σ0, α);

10: end for

11: end for

Algorithm 3 RecMineRankedDmd(G = (a �→ E �→
b), C,A,S,q,Σ, α)
Output: a �→ E �→ b (E ⊆ Σ)という形の頻出菱形エピソー
ドすべての集合.

1: if ( |C| ≥ α ) then

2: CaclProb(A,q,maxS∈C |S|)でカバー確率を計算;

3: output 〈G,Gのランク 〉;
4: for all ( e ∈ Σ (e > max(E)) ) do

5: G′ := a �→ (E ∪ {e}) �→ b;

6: B := Aから初期状態を取り除いた有向グラフ ;

7: B′ := Aから受理状態を取り除いた有向グラフ ;

8: A′ := B と B′ の対応する頂点間に
　 　ラベル eを持つ辺を加えた有限オートマトン ;

9: C′ := CC(G
′); //カバーされるイベント系列集合

10: RecMineRankedDmd(G′, C′, A′,S,q,Σ, α)
11: end for

12: end if

た結果の状態が H ∈ Pre(G) である確率を p(H, k) とする。
このとき、p(H, k)は以下の式で求められる [5]。

p(H, k) =
(
1−

∑
(H,e,F )∈δ

(qe)
)
p(H, k − 1)

+
∑

(F,e,H)∈δ

(qe)p(F, k − 1)

カバー確率 pk は p(Hf , k)となる。この値は、動的計画法を
用いて O(v2k)時間で計算できる。ここに、v = |Pre(G)|で
ある。Algorithm 1に、カバー確率 pk の列 (k = 1, . . . , n)を
計算するアルゴリズム CalcProbを示す。

3. 基本アルゴリズム
本節では、イベント列の集合からすべての頻出菱形エピソード

とそのランクを重複なく出力するアルゴリズムMineRanked-

Dmdを示す。S をイベント列の集合とし、α > 0を最小頻度
とする。

3.1 概要
Algorithm 2にアルゴリズムMineRankedDmdの概要を

示す。MineRankedDmd では、はじめに初期エピソードを
計算した後、再帰関数 RecMineRankedDmd を呼び出す。
Algorithm 3 に、アルゴリズム RecMineRankedDmd の概
要を示す。RecMineRankedDmdは、初期エピソードから開
始して、自身を再帰的に呼び出しながら、深さ優先探索により、
初期解を拡大して得られるすべての菱形エピソードを重複なく
生成する。再帰の各繰り返しで、RecMineRankedDmdは受
け取った本体のサイズがmの菱形エピソード（親エピソード）
を拡張して、サイズm+1の菱形エピソード（子エピソード）
を生成する。その後、観測支持度を求め、対応する有限オート
マトン A(G)を構築する。これを用いてランクを計算する。

3.2 初期エピソードの計算
アルゴリズムMineRankedDmdは、はじめに最もサイズ

の小さい解として、すべてのイベントの組 (a, b) ∈ Σに対して、
最小の菱形エピソード Gab = (a �→ ∅ �→ b)を生成する。さら
に、Gabと、Gabをカバーするイベント列の集合C = C(Gab)、
および Gab から構築した有限オートマトン A(Gab)を引数と
し、再帰関数 RecMineRankedDmdを呼び出す。

3.3 エピソードの更新
このステップでは、Katohら [3]が提案した菱形エピソード

の列挙手法を用いて、再帰的に菱形エピソードを生成する。
基本的なアイディアとして、親エピソード Gに新しいイベ

ントを追加して、サイズが一つ大きな子エピソードを生成する
（エピソードの拡張）。 しかし、このときに単に本体に新しい
イベントを追加するだけでは、同じエピソードを異なる経路で
複数回生成してしまうことになる。

RecMineRankedDmd では、指数サイズの中間メモリを
用いることなく、すべて菱形エピソードを深さ優先探索する。
親である菱形エピソード G = (a �→ E �→ b)が与えられとき、
e > max(E)となる任意のイベント e ∈ Σに対して、本体Eに
eを加えて得られる菱形エピソードG′ = (a �→ (E∪{e}) �→ b)

を子エピソードとして生成する。

3.4 有限オートマトンの更新
上記のエピソードの更新に伴う、決定性有限オートマトン

A(G)の更新は以下の手順で行う。

1. A(G)のコピーを作成し、A′(G)とする。

2. A(G)の受理状態と A′(G)の初期状態を削除する。

3. A(G)中の初期状態以外の任意の頂点をH とし、H に対
応する A′(G)中の頂点を H ′ としたとき、ラベル eをも
つ辺 (H,H ′)を追加する。

生成した 1つの有限オートマトンを更新後のA(G)とする。再
帰が 1つ深くなるごとに、構築する有限オートマトンA(G)の
サイズは倍になる。すなわち、エピソード本体 E のサイズが
mならば、A(G)は 2m + 2の状態をもつ。

3.5 カバー確率とランクの計算
上記で更新した決定性オートマトン A(G)を用いて、補題 1

より、Gをカバーするイベント列の集合C(G)を計算できる。
さらに、2.5節に説明した方法を用いて、Gのカバー確率を計
算し、Gのランクを求める。
以上の手続きを再帰的に繰り返すことで、任意の最小頻度 α

に対して、アルゴリズムMineRankedDmdは、イベント列
の集合 S から頻出菱形エピソードとそのランクを重複なく出
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力する。生成する各オートマトンのサイズは対応する菱形エピ
ソード a �→ E �→ bの本体サイズ |E|に指数的であるため、解
1つあたりの計算時間は |Σ|に対して指数的になる。

4. 実験
本節では、3.節で提案したアルゴリズムMineRankedDmd

の評価実験の結果を示す。

4.1 データ
データとして、次のようにランダム生成したイベント列集

合を用いた。イベント列集合のサイズ |S| を 200 から 2000

まで 200ずつ変化させた 10種類のデータセットを生成した。
アルファベットはサイズ 20の Σ = {a, b, . . . t}であり、イベ
ント列のサイズは |Si| = 20（i = 1, . . . , |S|）である。さら
に、生成したイベント列の約 5% の割合で、菱形エピソード
G1 = a �→ {b, c, d} �→ eを、長さ 5の部分イベント列として
意図的に埋め込んだ。菱形エピソードG1 が埋め込まれた部分
以外のイベントは、Σから一様ランダムに生成した。

4.2 方法
3.節で提案したアルゴリズムMineRankedDmdをC++言

語で実装し、各データセットに適用した。最小頻度は α = 100

とした。アルゴリズムが仮定するイベント列の生成モデルは、
入力データセット上の各イベントの出現割合を用いた。
実行環境として、PC(Intel Core i5 2.9GHz, 8GB memory,

MacOSX 10.11.6)と g++コンパイラ (Apple LLVM ver8.0.0)

を用いた。実験は 5回繰り返して行い、計算時間を timeコマ
ンドで計測した。

4.3 結果
図 1に、イベント列集合のサイズにおけるアルゴリズムMin-

eRankedDmdの実行時間の平均と、出力解の個数を示す。図
1より、MineRankedDmdは、解の個数の増加にしたがって、
計算時間が増加することがわかる。

図 1: MineRankedDmdの実行時間と解の個数

|S| = 1000 のデータセットにおいて、解の数は 1011 だっ
た。表 1に、|S| = 1000のデータセットにおける有意度ラン
ク上位 5 つのエピソードと、そのランク及び観測支持度を示
す。表 1より、意図的に埋め込んだエピソード G1 が高いラン
クを示したことがわかる。表 2に、|S| = 1000のデータセッ
トにおける観測支持度上位 5 つのエピソードと、そのランク
及び観測支持度を示す。表 2より、サイズの小さいエピソード
が高い観測支持度を示したことがわかる。

表 1: 有意度ランク上位 5つの解のランクと観測支持度

G r(G | S ∼ M) 順位 sup(G | S) 順位
a �→ {b, c, d} �→ e ∞ 1 228 409

a �→ {b, d} �→ e 513.640 2 245 314

a �→ {b, c} �→ e 490.149 3 246 305

a �→ {c, d} �→ e 443.951 4 241 338

a �→ {c, d, e} �→ b 190.435 5 104 926

表 2: 観測支持度上位 5つの解のランクと観測支持度

G r(G | S ∼ M) 順位 sup(G | S) 順位
c 1.8377 558 737 1

a 2.9334 492 722 2

d 2.3886 526 721 3

b 4.7831 383 719 4

e 1.5061 638 702 5

5. おわりに
本稿では、Tatti [5] の厳密エピソードのランク計算手法を

用いて、イベント列からすべての頻出菱形エピソードを発見し
ながら、同時にそのランクを計算するアルゴリズム MineR-

ankedDmdを提案した。
今後の課題として、カバー確率の計算を、親エピソードでの

計算結果から効率的に計算する手法の開発が挙げられる。アル
ゴリズムMineRankedDmdでは、エピソードの拡張と有限
オートマトンの更新については、親エピソードでの計算結果を
用いて効率的に行う一方で、カバー確率の計算ははじめから
再計算している。この計算の効率化は重要な課題である。加え
て、MineRankedDmd を一般のエピソードに拡張すること
と、実データに対してアルゴリズムを適用し、性能を評価する
ことも今後の課題である。

参考文献
[1] Rakesh Agrawal, Ramakrishnan Srikant. “Mining se-

quential patterns.” Proc. 11th ICDE, 3-14, 1995.

[2] Takashi Katoh, Kouichi Hirata. “A Simple Char-

acterization on Serially Constructible Episodes.”

Proc. PAKDD 2008, 600-607, 2011.

[3] Takashi Katoh, Hiroki Arimura, Kouichi Hirata. “A

Polynomial-Delay Polynomial-Space Algorithm for Ex-

tracting Frequent Diamond Episodes from Event Se-

quences.” PAKDD 2009: 172-183

[4] Heikki Mannila, Hannu Toivonen, A. Inkeri Verkamo.

“Discovery of Frequent Episodes in Event Sequences.”

Data Min. Knowl. Discov. 1(3): 259-289 (1997)

[5] Nikolaj Tatti. “Ranking episodes using a partition

model.” Data Min. Knowl. Discov. 29(5): 1312-1342

(2015)
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Public Release of a Web-based System for Visualizing Prefectural Assembly Minutes in Japan 
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This paper illustrates a web-based system for visualizing prefectural assembly minutes in Japan. It was public-released in 
February 2018. Although many local governments in Japan provide public access to political documents, researchers and 
scientists cannot take full advantage of them because they consist only of raw text. Therefore, there is a need for these to be 
converted into panel data and to visualize differences by region or over time. For ordinary citizens, visualizing differences 
between the topics discussed by assembly members can be useful in assessing their characteristics. The proposed system aims 
to provide a complete solution that meets all of these requirements. The system has five main functions: i) full-text search for 
political documents, ii) showing keywords in context, iii) map and time-series visualization, iv) cross-tabulation, and v) political 
keyword extraction. Although three existing systems offer some of these functions, the proposed system integrates all the five 
necessary functions and provides a complete solution that meets all of the requirements. 
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96,095 6,075,997 123 
83,436 5,304,262 120 

123,815 6,591,736 113 
57,635 3,564,034 65 
33,075 2,219,422 98 
69,741 4,106,475 313 
70,492 4,387,984 210 
81,452 4,086,005 101 
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2 http://local-politics.jp/47pref/ 
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Utterance Intention Understanding for News Articles Transfer by Conversation
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We are developing a conversation system which efficiently transfers a massive amount of information like news
articles by spoken dialogue. Here, ”efficient” means that only the necessary information is transferred except
unnecessary information for the user from target articles. In our system, feedbacks from the user are indispensable
in order to realize high EoIT (Efficiency of Information Transfer). Therefore, we propose a utterance intention
recognition method combining language information and prosodic information for the purpose of understanding
diverse feedbacks from users. The feature of the proposed method is that it automatically extracts prosodic features
with a high contribution ratio by using deep learning. We confirmed the effectiveness of the proposed method using
a corpus with utterance intention tags designed based on dialogue data collected using our conversation system.

1.

[ 18]

[ 18]

[ 18]

EoIT;

Efficiency of Information Transfer

:

162-0042 27

E-mail: takatsu@pcl.cs.waseda.ac.jp

[ 18]

2.

3. 4.

2.

[ 03]

1

F0 F0

3 [Ando 15]

F0

[Nisimura 06]

F0

16

[ 14]

F0

23

CNN AutoEncoder
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1:

3.

e.g.

CNN AutoEncoder CNN-AutoEncder

LSTM

LSTM

LSTM

1

3.1
F0

F0

5 3

16 CNN-

AutoEncoder 1.b

3.2

RNN LSTM

LSTM

1.c

2: CNN-AutoEncoder :

5

4.

4.1

1.b CNN-AutoEncder

CNN

CSJ
∗1

CNN-AutoEncoder 800 50ms

160 10ms 1024

10×256

CNN-AutoEncoder 2

CNN-AutoEncoder

∗1 http://pj.ninjal.ac.jp/corpus_center/csj/
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1:

2,000 925 1,075

1,000 467 533

257 138 119

5

4.2
[ 18]

4.2.1

[ 18]

[ 18] 24 2,000

VAD 1.5

10

1

4.2.2 LSTM

4.1 CNN-AutoEncoder

256 LSTM

CNN-AutoEncoder 100ms

50ms

50ms

LSTM

100

50, 50

LSTM

Accuracy 0.896

0.878 0.912

4.2.3

•
scikit-learn∗2

∗2 http://scikit-learn.org/stable/

3:

2:

•

Bag-of-Words BoW

JUMAN Ver.7.01 ∗3

{ , , ,

, }

• 3

4.2.2 LSTM

•

Google Cloud Speech API∗4

•

A

∗3 http://nlp.ist.i.kyoto-u.ac.jp/index.php?JUMAN

∗4 https://cloud.google.com/speech/?hl=ja
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The Estimation of Argument Structure using Deep Learning

Ryo Kinoshita Uto Masaki Maomi Ueno

Graduate school of Informatics and Engineering, The University of Electro-Communications.

In this article, we present a novel approach for parsing argumentation structures. We classify argument compo-
nents using Long-Short Term Memory(LSTM). Then, we use the result of component classification as the feature
of the next task, identifying argumentative relations. Finally, the proposed model globally optimizes argumentative
relations using integer linear programming whose objective function is the probability estimated in relation identi-
fication. Comparative studies show that each of the proposal are effective and our model significantly outperforms
the most advanced model.

1.

[Peldszus 14, Stab 17]

[Ghosh 16]

i j

i j j i

[Lippi 16]
[Stab 17]

[Stab 17]

50%

1)

2)

: The Uni-
versity of Electro-Communications, 1-5-1 Chofugaoka,
Chofu-shi, 182-8585, Japan kinoshita@ai.is.uec.ac.jp
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i j [Stab 17]
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Analogy comprehension between psychological experiments and

word embedding models
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Word embedding models such as word2vec (Mikolov,2013) and GloVe (Pennington et al.2014) became to be widely
recognized, while similarity judgment of analogy and comprehension could be described on a Euclidian space. We
tried to compare between word embedding models and human performances. Despite that several models were
proposed to deal with adjust each domain in order to improve their performance, it has still remained unsolved
the relation between human judgment and understanding of analogy and their performance of word embedding
models. We investivated the relationship between them. Our results suggest that human understanding of analogy
might be understood in terms of word embedding spaces. We disscussed the further possibilities to understannd
the semantic space in human in these models.

1.

“words that occur in the same contexts tend to

have similar meanings” [Harris 54] “a word is characterized

by the company it keeps” [Firth 57]

Mikolov

[Mikolov 13] R
d

[Harris 54, Firth 57]

(cosine )

Mikolov

vec ( , ) �
vec ( , ) a: , a∗:

, b: , b∗: ( )

Mikolov cosine

(Simcos (μ, ν) = cos (μ, ν) / (|μ| |ν|))
Levy & Goldberg[Levy 14]

PAIRDIRECTION:

arg max
b∗∈V

(cos (b∗, b− a+ a∗)) (1)

3COSADD:

arg max
b∗∈V

(cos (b∗ − b, a∗ − a)) (2)

3COSMUL:

arg max
b∗∈V

(
cos (b∗, b) cos (b∗, a∗)

cos (b∗, a) + ε

)
(3)

Contact: Shin Asakawa, Tokyo women’s Christian univer-

sity, Zempukuji 2-chome, 6, 1, Suginami, 1678585,
Tokyo, asakawa@ieee.org

Che [Che 17] Euclid

EUC:

arg max
b∗∈V

(
1− |(a∗ − a)− (b∗ − b)|

|a∗ − a|+ |b∗ − b|
)

(4)

Che a, a∗, b, b∗ 3

cosine

knowing:knew::selling:sold

1

1: knowing:knew::selling:sold

[Che 17]Tab.1

knowing sold

thought 0.573 sold 0.568

know 0.504 sell 0.535

wanted 0.494 bought 0.528

konwing 0.489 buying 0.486

1

Euclid ( 1)

1: [Rumelhart 73]
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Rumelhart & Abrahamson

( 1) Luce [Luce 59]

b∗ 5 :

Pr (b∗ |a, a∗, b ) =
v (di)∑
j v (dj)

, (5)

di
d ∼ exp (−αSim (a, b)) 5

Rumelhart & Abrahamson 5

Sternberg &

Gardner[Sternberg 83]

( 2(b) (c)) Sternberg

& Gardner

2: Stenberg [Sternberg 83]Fig.1

2.

2.1
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:200

:20 :20 5

180,543
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NK04 3, 4

3 cosine
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∗1 https://dumps.wikimedia.org/jawiki/latest/

∗2 https://github.com/neologd/mecab-ipadic-neologd

∗3 https://code.google.com/archive/p/word2vec/

∗4 https://github.com/ShinAsakawa/2017jpa

3: NK04 cosine(x) and Euclid(y) distance

4: NK04:comparison human comprehension

4

NK04 co-

sine Euclid 2

3 4

2: NK04 word2vec(wikipedia.ja)

NK04 cosine

cosine -0.276

Euclid -0.279 0.768

10GB
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2.2 SimLex999
SimLex999[Hill 14]∗5 999

NK04 SimLex 999

Google

GoogleNews-vectors-negative300.bin.gz∗6

Google 3,000,000

NK04 3 5 4

5 NK04 2

3

5: SimLex:cosine vs Euclid

6: SimLex:comparison human comprehension

3: SimLex999 correlations

SimLex cosine

cosine -0.453

Euclid -0.330 0.802

NK04 cosine Euclid

cosine,

∗5 https://www.cl.cam.ac.uk/~fh295/simlex.html
∗6 https://github.com/mmihaltz/

word2vec-GoogleNews-vectors

Euclid

999/119 8

3,000,000/1,805,463 1.6

5 cosine Euclid

2.3 MEN
MEN∗7

[Bruni 12] Amazon Mechanical Turk (MTurk)∗8

3000

SimLex999 Google

7, 8, 4

7: MEN:cosine vs Euclid

cosine, Euclid SimLex

SimLex999 MEN

8: MEN:comparison human comprehension

∗7 http://clic.cimec.unitn.it/~elia.bruni/MEN

∗8 https://www.mturk.com/
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4: MEN correlations

MEN cosine

cosine -0.770

Euclid -0.612 0.766

3.

3

Kintsch[Kintsch 01]

one-hot vector

4.

mixup[Zhang 17]
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Associating semantic structure in metaphor comprehension
: as a finding indeterminate natural transformation

∗1
Miho Fuyama

∗2
Hayato Saigo

∗1
Tamagawa University

∗2
Nagahama Institute of Bio-Science and Technology

In the present paper, we propose a new theory named “Theory of inderterminate natural transformation(TINT)”
to investigate the processes of creating meanings as association relationships between images, focusing on the
metaphor comprehension as an example. TINT models the meaning creation as a constructing indeterminate
natural transformation which is defined by the category theory and stochastic processes. This theory allows us to
represent structure-structure interactions between the meaning of target and source of metaphor.

1.

49

...

“

” “ ”

“ ”

Theory of

Indeterminate Natural Transformation

A B

A B

A B

A B A B

A

A A A

: 6-1-1

133

042-739-8326 miho02@sj9.so-net.ne.jp

2.

A B A B

A B

[ 17]

“ ”

[MacLane 98]

“ ” “ ” “

” “ ”

=

f

2 dom(f)→ cod(f)

dom(f) cod(f)

f X Y

f : X −→ Y

X
f−−→ Y

X X 1x
X X 1X

1X : X −→ X

1
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f, g cod(f) =dom(g)

Z
g←−− Y

f←−− X

f, g

Z
g◦f←−−− X

2

W Y

g
����
��
��
�

h◦g��

Z

h

���������
X

f

���������

g◦f
��

X W

(h ◦ g) ◦ f
h ◦ (g ◦ f)

(h ◦ g) ◦ f = h ◦ (g ◦ f)

f : X −→ Y

X

f

����
��
��
�

Y X
f��

f
����
��
��
�

1X

���������

Y

1Y

���������

f ◦ 1X = f = 1Y ◦ f
.

.

1 C D F

functor 3

1. C f : X −→ Y D F (f) : F (X) −→ F (Y )

2. C X 1X F (1X) = 1F (X)

3. C f, g f ◦g F (f ◦g) = F (f)◦F (g)

2 F,G C D t F

G natural transformation

2

1. t C X D tX : F (X) −→ G(X)
∗1

2. C f : X −→ Y F (X) G(Y )

tY ◦ F (f) = G(f) ◦ tX

Y X
f��

F

t

��

F (Y )

tY

��

F (X)

tX

��

F (f)��

G G(Y ) G(X)
G(f)

��

3 C X C
X/C

1. dom(f)= X f ∈ C

2. f : X −→ a g : X −→ b h ◦ f = g

h ∈ C

3. C

4. C

3.

3.1

4 C

C
∗1

2
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5 A C
A A\C
1

A B

A B

1 A B

A\C B\C 2

f f

C′

f

B\C′ A\C′ f\C′

f\C := (·) ◦ f : B\C −→ A\C 2

b1 ∈ B\C′ b1 ◦ f ∈ A\C
Base of Metaphor Functor Base of

Metaphor Functor 2 B y

A B y B

y A

B

f\C F

b1 ◦ f
A\C

b1 ◦ f ∈ A\C′ A\C′

3

j

F

B y A j B

A

F

B\C′ A\C′

A\C′ B\C′

A\C′

B\C′

3.2
3.1

f

1: A B

A\C B\C

2: A B

f f f\C Base of metaphor functor

C
μ

• C

• A μ

• A B

f f μ

f Base of

metaphor functor

•

0 Basic rule
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3: f\C F

μ

1 Neighboring rule

2 Fork rule

μ –

1 2

μ

•

1 (Anti-Fork rule 2

2

2

•
f\C Base of metaphor functor

• μ

4.
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Towards Interpretation as Natural Logic Abduction

Naoya Inoue∗1 Pontus Stenetorp∗2 Sebastian Riedel∗2 Kentaro Inui∗1∗3

∗1 Tohoku University ∗2 University College London
∗3 RIKEN Center for Advanced Intelligence Project

This paper studies an abductive reasoning framework on natural language representations. We show how to
incorporate Natural Logic (McCartney et al. 2009) into Interpretation as Abduction (Hobbs et al. 1993). The
resulting framework avoids the difficulty of natural language-formal representation conversion, while handling im-
portant linguistic expressions such as negations and quantifiers. For proof-of-concept, we demonstrate that missing,
implicit premises of arguments can be recovered by the proposed framework by a manual example walkthrough.

1. Introduction

Abduction is inference to the best explanation. This pa-

per explores abduction for natural language understanding.

Given a textual observation, the task is to generate the

best, textual explanation. For example, the task of find-

ing a missing assumption of an argument [Habernal 17] is a

special form of abduction. Suppose the following argument

is given∗1:

(1) Claim: Immigration is really a problem.

Reason: Illegal immigrants have overrun large portions

of California.

Our task is to generate an additional, unstated assumption

that is needed for this argument to be valid, for example,

the following statement:

(2) These portions of California are doing far worse than

anywhere else in the state.

Argument completion is useful for many applications where

logic-based evaluation of texts is needed, such as automated

essay scoring [Taghipour 16], and automated essay feed-

back. Additionally, an abductive framework in general has

been considered as a promising, unified framework for text

understanding [Charniak 91, Hobbs 93b].

Conventionally, abduction has been studied in the con-

text of formal knowledge representation such as propo-

sitional logic [Santos 94], or first-order logic [Stickel 91,

Hobbs 93b, Inoue 12a]. The advantage is that reasoning

on formal knowledge representation provides an ability to

handle information in a structured way by using special

operators such as quantifiers, negations, etc. However, con-

verting a natural language text into a formal representa-

tion, a.k.a. semantic parsing, itself is a difficult task to

date [Krishnamurthy 16], which hampers applying abduc-

tion to real-world problems.

This paper explores an abductive inference framework

that directly works on natural language texts, which

Contact: Naoya Inoue, Graduate School of In-

formation Sciences, Tohoku University,
naoya-i@ecei.tohoku.ac.jp

∗1 Taken from the Reasoning Comprehen-

sion Task: https://github.com/UKPLab/

argument-reasoning-comprehension-task

is orthogonal to the conventional formal representation-

based approaches. More specifically, we study Natural

Logic [Maccartney 09, Bowman 13, Angeli 14] in the con-

text of abductive reasoning. Natural Logic is a framework

originally developed for entailment prediction. The advan-

tage is that (i) it works on natural language expression di-

rectly, and (ii) it supports important linguistic expressions

such as negations and quantifiers.

We show how Natural Logic-based inference can be inte-

grated with Interpretation as Abduction [Hobbs 93a], one

of the promising, abductive natural language understanding

framework on formal representations (Sec. 3.). The key idea

is that following the Natural Logic edit rules, we rewrite an

input sentence (i.e. a textual observation) to generate its

explanation, instead of applying logical inference on formal

representations. We then demonstrate how this proposed

framework solves an argument completion problem with a

manual example walkthrough (Sec. 4.).

2. Preliminaries

2.1 Natural Logic
Given a premise p and a hypothesis h (in natural language

representation), Natural Logic [Maccartney 09] provides a

mechanism to determine whether p entails h or not.

Natural Logic first finds a sequence of atomic edits that

transforms p into h. An atomic edit can be one of the

following: (i) insertion (INS), (ii) deletion (DEL), or (iii)

substitution (SUB). For example, given p = “Stimpy is a

cat.” and h = “Stimpy is not a dog.”, the edit sequence will

be the following: {SUB(cat, dog), INS(not)}. The corre-

sponding mutated sentences are: p′ = “Stimpy is a dog.”,

and p′′ = “Stimpy is not a dog.”, respectively.

To determine the relation between p and h, Natural Logic

assigns a semantic operator to each edit. For example, the

semantic operator of SUB(cat, dog), the first edit, is “al-

ternation” (|) because cat and dog are mutually exclusive

concepts. The semantic operator of INS(not) is “negation”

(ˆ). Finally, a semantic relation between p and each mu-

tated sentence (e.g. p′, p′′) is estimated by these local se-

mantic operators. For example, we first have p|p′ (by ini-

tialization). We then apply the second semantic operator

(i.e. “negation”) to this semantic relation, yielding “for-

1
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ward entailment” (i.e. p � p′′), according to the Natural

Logic theory. The result of semantic operator application

depends on the context (e.g. whether an edited word is

in a negation scope or not), but it is omitted here for the

brevity. See the original paper[Maccartney 09] for further

details.

2.2 Interpretation as Abduction
Hobbs et al. propose Interpretation as Abduction (IA),

the framework of text understanding based on the idea that

interpreting sentences is to prove the logical form of the

sentence [Hobbs 93b]. They demonstrated that a process

of natural language understanding, such as word sense dis-

ambiguation or reference resolution, can be described in the

single framework based on abduction.

In IA, observations are given with costs, and background

axioms are given with weights. It then performs backward-

reasoning on each observation, propagates its cost to the

assumed literals according to the weights on the applied ax-

ioms, and merges redundancies where possible (henceforth,

factoring). A cost of interpretation is then the sum of all

the costs on elemental hypotheses in the interpretation. Fi-

nally, it chooses the lowest cost interpretation as the best

interpretation.

Formally, the task of IA can be described as follows:

Given: Background knowledge B, and observations O,

where B is a set of first-order logical formulae, and

O is a set of literals or substitutions,

Find: argminH∈H Cost(H), whereH is a set of hypotheses

H such that H ∪B |= O, H ∪B �|= ⊥,

where H is a set of literals or substitutions and Cost(H) is

a cost function of hypotheses.

Let us suppose O = r(a)$20 ∧ b(a)$10. We use backward

chaining to generate new hypotheses, increasing the cost of

a literal back-chained on. For example, when ∀x(p(x)0.3 ∧
b(x)0.9 → r(x)) is applied, we get p(a)$6 ∧ b(a)$18 ∧ b(a)$10.

The cost of this hypothesis is $6+$18+$10 = $34. Because

we have two literals with the same content, i.e. b(a), we

can apply factoring. This yield new hypothesis: p(a)$6 ∧
b(a)$10, taking the least cost among those of two literals.

This factoring mechanism encourages IA to find a small

explanation that explains input observations.

3. Interpretation as Natural Logic Ab-
duction

We now describe how Natural Logic can be applied to In-

terpretation as Abduction (IA). The basic idea is that we re-

place backward chaining in IA with atomic edits in Natural

Logic to perform abductive reasoning on natural language

representation. This allows us to perform abductive reason-

ing without the difficulty of natural language-formal repre-

sentation conversion, while handling important linguistic

expressions such as negations and quantifiers properly.

Analogously to IA, we define observations to be cost-

assigned textual observations (e.g. O ={“Immigration is

really a problem.”$10, “Illegal immigrants have overrun large

portions of California.”$10}).
To generate new hypotheses, we first initialize H to be

O. Formally, let H = {s$c11 , s$c22 , ..., s$cnn }. We then apply

the following procedure:

1. Choose a target sequence ID i ∈ {1, 2, ..., n}.

2. Mutate si by applying one of Natural Logic edits de-

scribed in Sec. 2.1 (i.e. substitution, deletion, or inser-

tion). Let the mutated sentence be s′i.

3. Let H ′ = {..., si−1, s
′
i, si+1, ...}.

4. Estimate a semantic relation between si and s′i ac-

cording to the Natural Logic theory. If si � s′i, let

c(s′i) = 1.2 · c(si); otherwise c(s′i) = c(si). Intuitively,

this means that abductive reasoning has to pay a cost,

but deductive reasoning does not.

5. Factor H ′ if possible.

For substitution in Step 2, one can use a knowledge base

of lexical relations such as hypernym/hyponym, cause-

effect relations (e.g. WordNet [Fellbaum 98], Concept-

Net [Speer 12]). For insertion in Step 2, one can add a

modifier (e.g. adjective or adverb) to a noun phrase or

verb phrase in si according to a language model-like knowl-

edge (e.g. World Knowledge Proposition (WKP) [Clark 09,

etc.]), or adding special linguistic operators such as every,

not.

By applying this procedure repeatedly, we will have a

set of hypotheses (i.e. H in Sec. 2.2). Finally, we pick a

hypothesis with the minimum cost from H as an output.

4. Proof-of-concept

In this section, we show a walkthrough demonstrating

how Natural Logic-based IA can recover an additional, im-

plicit assumption of an argument.

We use Example (1) for a walkthrough. We assume the

following knowledge base for Natural Logic atomic edits:

• Value judgement: problem � BAD (V1)

• Agentive: immigration � illegal immigrants (A1)

• Ontology: exists in � overrun (O1)

• Generic: X is bad � {X exists in Y, Y is in a bad situa-

tion} (G1)

With this knowledge base, we perform the following Natural

Logic-based abductive reasoning:

1. Initialization: {“Immigration is really a problem.”$10,

“Illegal immigrants have overrun large portions of Cali-

fornia.”$10}

2. By V1: {“Immigration is really BAD.”$10, “Illegal immi-

grants have overrun large portions of California.”$10}

2
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3. By A1: {“Illegal immigrants are really BAD.”$10, “Il-

legal immigrants have overrun large portions of Califor-

nia.”$10}.

Since substitution with an agentive lexical relation (sub-

stituting Immigration with Illegal immigration in Step

3) is not defined in the original Natural Logic the-

ory [Maccartney 09], the semantic relation between its orig-

inal sentence and the mutated sentence is not obvious. The

question here is: does a statement S1 about the thing X

entail a statement S2 about the thing Y that is created by

X? S1 is likely to entail S2 because S1 implicitly states that

Y is involved in the statement (e.g. “I love the guitar.” is

likely to entail “I love music.”). Hence, we assume that this

reasoning is deductive; we will study reasoning with lexical

relations not defined in the Natural Logic theory in future

work.

The cost of the hypotheses unchanged in Step 1-3 because

the reasoning is deductive. The reasoning continues.

4. By G1: {“Illegal immigrants exist in X.”$6, “X is in a

bad situation.”$6, “Illegal immigrants have overrun large

portions of California.”$10}

The cost increased because the reasoning is abductive. Note

that we distributed the increased cost $12 to two state-

ments.

5. By O1: {“Illegal immigrants overrun X.”$7.2, “X is in a

bad situation.”$6, “Illegal immigrants have overrun large

portions of California.”$10}

6. By factoring with X = large portions of California:

{“Large portions of California is in a bad situation.”$6,

“Illegal immigrants have overrun large portions of Cali-

fornia.”$7.2}

The final result contains “Large portions of California is in

a bad situation.” with the cost $6, which means that this

statement is an implicit assumption of the original input

argument.

5. Related work

In Natural Language Processing, commonsense reason-

ing has received much attention in recent years. One

such example is the field of knowledge graph comple-

tion. Given an existing knowledge graph encoding en-

tity relationships (e.g. Trump-isPresidentOf-US), the

goal is to infer a missing relationship between entities

in the graph. There are a wide variety of computa-

tional models for this task; see [Wang 17] for a good

overview. The second example is the study on narra-

tive schema [Chambers 08, Modi 14, Granroth-wilding 16,

Pichotta 16, Modi 16, Weber 17]. Given an event mention

(e.g. John commited a crime), the goal is to predict an

event that will most likely happen next to the input (e.g.

Police arrest John). These are not studied in the context

of abduction; however, these are closedly related to sub-

stitution, one of the Natural Logic atomic edits. In future

work, we will borrow these well-developed technologies for

making abductive reasoning more robust.

In the machine learning community, the interpretability

of models have recieved much attention. There are a wide

variety of studies for explaining predictions of black box

machine learning models (e.g. neural network) [Zhang 18].

On the other hand, our work aims at creating a transparent,

white box model instead of finding an explanation to its own

prediction.

6. Conclusions and future work

We have presented an abductive natural language under-

standing framework, integrating Interpretation as Abduc-

tion [Hobbs 93b] with Natural Logic [Maccartney 09]. For

proof-of-concept, we have demonstrated that this frame-

work explicates an implicit assumption underlying an argu-

ment on one concrete example.

Our future work includes several research directions.

First, we plan to extract lexical knowledge from an exist-

ing, rich knowledge base such as WordNet [Fellbaum 98],

FrameNet [Baker 98], or ConceptNet [Speer 12]. Second,

we will extend our framework to support a wider variety of

commonsense reasoning. We develop new Natural Logic se-

mantic operators for lexical relations such as cause-effect

relations, which are frequently used in natural language

understanding. In order to make inference more robust,

we also plan to use a knowledge graph embedding mod-

els [Wang 17], sequence-to-sequence models [Sutskever 14]

for substituion, and distributed representation-based simi-

larity calculation for factoring. We also try to learn the cost

function of weighted abduction in a supervised manner, ex-

tending [Inoue 12b]. Finally, we will develop an efficient

search mechanism for finding the least-cost explanation.

Acknowledgements

This work is supported by JSPS KAKENHI 16H06614,

and JST CREST (JPMJCR1513).

References

[Angeli 14] Angeli, G. and Manning, C. D.: NaturalLI :

Natural Logic Inference for Common Sense Reasoning,

Proceedings of EMNLP, pp. 534–545 (2014)

[Baker 98] Baker, C. F., Fillmore, C. J., and Lowe, J. B.:

The berkeley framenet project, in Proc. of COLING, pp.

86–90Association for Computational Linguistics (1998)

[Bowman 13] Bowman, S.: Can recursive neural ten-

sor networks learn logical reasoning?, arXiv preprint

arXiv:1312.6192, pp. 1–10 (2013)

[Chambers 08] Chambers, N. and Jurafsky, D.: Unsuper-

vised Learning of Narrative Event Chains., in ACL, pp.

789–797 (2008)

[Charniak 91] Charniak, E. and Goldman, R.: A Proba-

bilistic Model of Plan Recognition, in Proceedings of the

3

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

4Pin1-33



Ninth National Conference on Artificial Intelligence, pp.

160–165 (1991)

[Clark 09] Clark, P. and Harrison, P.: Large-scale extrac-

tion and use of knowledge from text, Proceedings of the

fifth international conference on Knowledge capture - K-

CAP ’09, pp. 153–160 (2009)

[Fellbaum 98] Fellbaum, C.: WordNet: an electronic lexi-

cal database (1998)

[Granroth-wilding 16] Granroth-wilding, M. and Clark, S.:

What Happens Next ? Event Prediction Using a Com-

positional Neural Network Model, in AAAI (2016)

[Habernal 17] Habernal, I., Wachsmuth, H., Gurevych, I.,

and Stein, B.: The Argument Reasoning Comprehension

Task (2017)

[Hobbs 93a] Hobbs, J. R., Stickel, M. E., Appelt, D. E.,

and Martin, P.: Interpretation as abduction, Artificial

Intelligence, Vol. 63, No. 1-2, pp. 69–142 (1993)

[Hobbs 93b] Hobbs, J. R., Stickel, M., Martin, P., and Ed-

wards, D.: Interpretation as Abduction, Artificial Intel-

ligence, Vol. 63, pp. 69–142 (1993)

[Inoue 12a] Inoue, N., Ovchinnikova, E., Inui, K., and

Hobbs, J.: Coreference Resolution with ILP-based

Weighted Abduction, in COLING, pp. 1291–1308 (2012)

[Inoue 12b] Inoue, N., Yamamoto, K., Watanabe, Y.,

Okazaki, N., and Inui, K.: Online Large-margin Weight

Learning for First-order Logic-based Abduction (2012)

[Krishnamurthy 16] Krishnamurthy, J. and Tafjord, O.:

Semantic Parsing to Probabilistic Programs for Situated

Question Answering, pp. 160–170 (2016)

[Maccartney 09] Maccartney, B. and Manning, C. D.: An

extended model of natural logic, Proceedings of the

Eighth International Conference on Computational Se-

mantics IWCS8 09, No. January, pp. 1–12 (2009)

[Modi 14] Modi, A. and Titov, I.: Inducing neural models

of script knowledge, in CoNLL-2014, p. 49 (2014)

[Modi 16] Modi, A., Anikina, T., Ostermann, S., and

Pinkal, M.: Inscript: Narrative Texts Annotated with

Script Information, Proceedings of the 10th Language Re-

sources and Evaluation Conference (LREC 2016), pp.

3485–3493 (2016)

[Pichotta 16] Pichotta, K. and Mooney, R. J.: Using

Sentence-Level LSTM Language Models for Script Infer-

ence, Arxiv, pp. 279–289 (2016)

[Santos 94] Santos, E.: A linear constraint satisfaction ap-

proach to cost-based abduction, Artificial Intelligence,

Vol. 65, No. 1, pp. 1–27 (1994)

[Speer 12] Speer, R. and Havasi, C.: Representing Gen-

eral Relational Knowledge in ConceptNet 5, Proceed-

ings of the Eight International Conference on Language

Resources and Evaluation (LREC’12), pp. 3679—-3686

(2012)

[Stickel 91] Stickel, M. E.: A prolog-like inference system

for computing minimum-cost abductive explanations in

natural-language interpretation, Annals of Mathematics

and Artificial Intelligence, Vol. 4, No. 1-2, pp. 89–105

(1991)

[Sutskever 14] Sutskever, I., Vinyals, O., and Le, Q. V.:

Sequence to sequence learning with neural networks, in

Advances in neural information processing systems, pp.

3104–3112 (2014)

[Taghipour 16] Taghipour, K. and Ng, H. T.: A Neural Ap-

proach to Automated Essay Scoring, Proceedings of the

2016 Conference on Empirical Methods in Natural Lan-

guage Processing (EMNLP-16), pp. 1882–1891 (2016)

[Wang 17] Wang, Q., Mao, Z., Wang, B., and Guo, L.:

Knowledge graph embedding: A survey of approaches

and applications, IEEE Transactions on Knowledge and

Data Engineering, Vol. 29, No. 12, pp. 2724–2743 (2017)

[Weber 17] Weber, N., Balasubramanian, N., and Cham-

bers, N.: Event Representations with Tensor-based Com-

positions (2017)

[Zhang 18] Zhang, Q. and Zhu, S.-C.: Visual Interpretabil-

ity for Deep Learning: a Survey (2018)

4

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

4Pin1-33



 

- 1 - 

 
Innovative approach for prediction of local weather using machine learning  

*1 *1 
Takao Yoshikane   Kei Yoshimura 

 *1   
Institute of Industrial Science, The University of Tokyo  

 
Local weather forecasting is technically very difficult because the mechanisms are still unknown and there are a lot of errors with 

numerical model. In this study, we found some close relations between the observed precipitation and the simulated precipitation 
distribution patterns in a local area, and then we have applied the relations to predict the local precipitation using machine learning (A 
regression model of support vector machine). As the result, the model biases were drastically reduced by the innovative approach. It is 
expected that this approach is useful to improve the performance of the local weather forecast. 
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Development of the motion direction classifiers  

for bimanual movement using electroencephalogram 

 *1 *1 
 Masaki Kato Sotaro Shimada 

*1  
Meiji University 

Brain-machine interface (BMI) is a system that manipulates machines directly from the brain activity data. In daily life, there 
are many tasks that require cooperative movements of both arms, but most previous BMI employed unimanual movement, and 
few researches have assumed bimanual movement. The previous study in rhesus monkeys have shown that the BMI system 
developed for bimanual movement showed better performance than that combined two systems which were developed for left 
and right unimanual movements separately [Ifft 2013]. In this study, we developed classifiers based on electroencephalogram 
(EEG) data when bimanual or unimanual reaching movement was performed. The results showed that classifiers learned from 
EEG data with bimanual movement was more accurate than the classifier learned from EEG data with unimanual movement. 
Our results suggest that it is crucial to employ EEG data with bimanual movements to develop a BMI system for bimanual 
movements. 
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A computational system estimating perception evoked by arbitrary visual inputs on the basis of 

modeling the perceptual representation in the brain 

 *1,2 *1,2 
 Satoshi Nishida Shinji Nishimoto 

 *1  *2  
 National Institute of Information and Communications Technology Osaka University 

Although brain decoding techniques using functional magnetic resonance imaging (fMRI) have many potential real-world 
applications, the measuring cost of fMRI makes it difficult to realize many of such applications. Here, we propose a new 
decoding framework for estimating perceptual experiences evoked by visual materials with no additional fMRI measurement 
after model construction. Our framework consists of brain-activity prediction and perceptual decoding models constructed from 
individual brain data. Once the training of these models using movie-evoked fMRI data has been done, the framework combines 
these models and estimates each person’s perceptual experiences regarding novel scenes without any additional fMRI 
measurements. Our results showed that our framework well estimated perceptual experiences that were evoked by novel scenes, 
and the estimated contents varied across the models for individual persons. Thus, our framework may provide a new 
computational system for estimating personal perceptual experiences, evoked by arbitrary visual inputs, via the perceptual 
representation in the brain. 
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Metal-Oxide-Semiconductor Gas Sensor Array Toward Artificial Olfaction 

*1         *1        *2              *2 
                                             Yuta Saito             Takamune Yokoyama       Takahisa Tanaka              Ken Uchida 

 *1  
Faculty of Science and Technology, Keio University 

*2  
Department of Electronics and Electrical Engineering, Keio University 

As key components of artificial olfaction, small, stable, low-power, and highly selective gas sensors are demanded. 
Metal oxide semiconductor (MOS) gas sensors satisfy some of those requirements. However, sensors in this category 
do not have high selectivity against target molecules. On the other hand, it is considered that  human olfaction is realized 
by a number of various low-selectivity acceptors and processing of acceptor signals in brain. In this work, we prepared 
a sensor array consisting of three MOS-based gas sensors with different target molecules. Sensor array responses to 
three kinds of Sake were analyzed using machine-learning techniques. Accuracy of Sake indefication was achieved to 
be greater than 90%. 
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IoT

Estimation model of bustle of shopping streets by integration of IoT sensor data

∗2
Aoi Yoshino

∗2
Yuya Ieiri

∗2
Reiko Hishiyama

∗1
Graduate School of Creative Science and Engineering, Waseda University

In recent years, the decline of shopping districts is regarded as a problem. However, the situation that is said to
be declining, bustling is not clear. IoT is used to quantitatively show this situation. In this research, IoT sensors
are installed according to the characteristics of shops in shopping districts. By analyzing the collected data, we
clarify the data combination that can explain the bustle of the shopping street. As a result, it became possible to
quantitatively express bustle of shopping streets by using Iot sensor. And I was able to discover the periodicity
of bustling. By increasing the number of stores to be installed, it is expected that more sophisticated analysis on
bustling will be possible.
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Examination of effectiveness of phased evacuation strategies in large-scale exhibition hall facility 

 *1                     *1                     *2 
Noriaki Nishikawa                        Yuichi Hirokawa                          Takeshi Yamada 

 *2                     *1 
                                                            Junji Innami                              Toshiyuki Asano 

*1   
Center for Earth Information Science and Technology, Japan Agency for Marine-Earth Science and Technology (JAMSTEC) 

*2  
Vector Research Institute, Inc. 

In recent years, crowd simulation has received a surge in attention. One of the reasons for investigating crowd flow is to 
optimize evacuation procedures from densely occupied buildings and urban centers in case of an unpredicted event. Such 
evacuation planning can save many lives at sudden catastrophic events like tsunami. In this paper, the effectiveness of phased 
evacuation strategies is examined in a large-scale exhibition hall facility. It is clearly demonstrated by numerical analyses that 
phased evacuation has positive effects on the mitigation of high-density pedestrian flows and heavily congested state in 
comparison with traditional simultaneous evacuation. Our approach has potential for contribution toward investigating 
disaster risk reduction strategies in complex urban space. 
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SNS  
Why does the station get crowded irregularly in the near future? 

 *1     *1     *1     *1     *1 
                           Tatsuo Yamashita  Kota Tsubouchi      Mikiya Maruyama       Yuuki Yamaura       Koichiro Okada 

*1  
Yahoo Japan Corporation 

In previous work of future congestion prediction using transit search logs, whether target station will get crowded on target 
time or not is predictable, but we cannot specify the cause of irregular congestion. In order to specify the irregular congestion 
cause, we analyzed posts containing information on future events from SNS. By combining congestion prediction 
information from the transit search log and event information from SNS, it was possible to extract the cause of congestion 
accurately. 
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Proposal of Lifestyle Analysis from Household Electricity Consumption Data

∗1
Yu Shirai

∗2
Shunichi Hattori

∗1
Yasufumi Takama

∗1
Graduate School of System Design, Tokyo Metropolitan University

∗2
Central Research Institute of Electric Power Industry

This paper aims to analyze the lifestyle of residents from household electricity consumption data. Improvement
of QOL(Quality Of Life) of elderlies has attracted attention in a super-aging society. It is known that the lifestyle
of a person directly affects his / her health and QOL. Therefore, understanding a lifestyle is expected to be useful
for providing various support for improving QOL, such as recommending adequate actions and daily habit. As a
means for understanding residents’ lifestyle, this paper focuses on household electricity consumption data, which
gets to be available with the spread of smart meters. The result of analyzing lifestyles from actual electricity
consumption data by focusing on essential actions such as awakening meal is reported.
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24  
A pilot study: Application of machine learning to 24 hour period data – three case studies 

*1 
Isao Goto 

*1  
Sumitomo Electric Industries, LTD 

In this article, I’d like to introduce three case studies for which I tackled for three years as a pilot study. This pilot study was 
applied to three fields. 1. Energy consumption in houses. 2. Anomaly detection of photovoltaic power system at mega-solar 
system. 3. Sunlight combination type plant factory. In each case 24 hour period data was treated as a frame (but three data 
formats and types are different), and was analyzed in unsupervised learning. These analyses found out beneficial knowledge 
for each field. Key words: k-means, Probabilistic Latent Semantic Analysis(PLSA), Bayesian network, Home energy 
management system, Photovoltaics, Sunlight combination type plant factory 
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Introduction of idea generation support system "Hirameki engine" 

 *1  
 Masaki UEYAMA  

 *1 ( )   
 Honda R&D Co.,Ltd   

AI is soon substituted for memorizing or judgment based on data. However, since AI is hard to be substituted for "idea Yes 
and flashing", importance increases more. Honda aims at realization of "robotics society where people's wonderfulness is 
conspicuous." Keywords are three "E", Empower which expands people's possibility, Experience which grows with people, 
and Empathy which empathizes with people. Introduce idea generation support system "Hirameki engine" which is working 
as a system which supports people's idea. 
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Toward Utilization of Use Log of Employee Cafeteria 
- Group Analysis and Menu Categorization -  

 *1    *1    *1    *1    *1    *1      *1    
   Tatsuo Yamashita       Naomi Sasaya          Nobuhiro Kaji         Miho Ishige         Mizuki Numata   Takahiro Shima   Nobuyuki Shimizu 

*1  
Yahoo Japan Corporation 

To improve employee satisfaction and engagement, we analyze dietary patterns in the usage log of Yahoo Japan Corporation 
employee cafeteria, which includes consumed menu items along with their time stamps.  Employee cluster analysis and menu 
classification are conducted.  
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Twitter URL Paraphrase Corpus  
Construction of dataset for summarization based on the Twitter URL Paraphrase Corpus 

 *1 *1 
 Koichi Nagatsuka  Masayasu Atsumi 

*1  
Information Systems Science, Faculty of Science and Engineering, Soka University 

The purpose of text summarization is to produce a condensed version of an input text which has a core meaning of the 
original. Most of the summarization systems are built on dataset using news articles. While Social Networking Service(SNS) 
such as Twitter is increasingly becoming an important information resource, the lack of dataset for SNS is one of the challenges 
in extending the range of summarization systems. In this paper, we address the problem by transforming the Twitter URL 
Paraphrase Corpus into summarization dataset. In order to extract important paraphrases for summary and increase the number 
of high quality paraphrases, we created the paraphrase classifier and paraphrase generator using supervised learning based on 
the corpus. In experiments, we evaluate paraphrase classifier by quantitative evaluation and paraphrase generator by qualitative 
evaluation respectively. 
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 GUI  
Proposal of GUI usability evaluation method of smartphone application 

 *1       *1*2 
 Takayuki Tanaka Satoru Inoue 

 *1  *2  
 Graduate School of Engineering, Saitama Institute of Technology Saitama Institute of Technology 

 

 

1.  

 

 

2.  

 

 

 
 

3.  

 

 

 

3  
 

3.1  

 

 

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

4Pin1-49



 

- 2 - 

3.1

 

 
 

 
3.1    

 

3.2  

 
3.2

 

 
 

3.2  

 

3.3  

 

3.3

3.3
 

 

 
3.3     

 

4.  

 

 

GUI
 

 

 
[ 12] GUI ,

, 2012 
 

 
 
 
 

The 32nd Annual Conference of the Japanese Society for Artificial Intelligence, 2018

4Pin1-49



自動運転の駐車指示を対象にした空間的意味記述の生成
への取り組み

Generating Spatial Semantic Descriptions of Parking Instructions for Self-driving Cars

稲子 明里 ∗1
Akari Inago

塚原 裕史 ∗2
Hiroshi Tsukahara

小林 一郎 ∗1
Ichiro Kobayashi

∗1お茶の水女子大学
Ochanomizu University

∗2株式会社デンソーアイティーラボラトリ
Denso IT Laboratory, Inc.

This paper describes a method to transform a combinatory categorial grammar(CCG) parse tree into a spatial
description clause(SDC) to be grounded onto the objects or the phenomena in the real environment. We especially
designed the CCG for handling spatial meanings contained in parking instructions for self-driving cars. In previous
studies, we developed a parser for generating parse trees of parking instructions according to the CCG we defined.
We propose a rule-based converter to perform a conversion from these parse trees into SDCs using heuristic
knowledge gained from our analysis on a careful investigation on individual examples. We built the converter
and evaluated it on the results of our parser. The result of conversion shows fairly high accuracy for parse trees
generated by our parser from parking instructions in the corpus used in this study.

1. はじめに
近年, 車の自動運転の実用化に向けた動きが活発化している.

車を運転できない人でも自動運転車を操作するために, より操
作を容易にする手法の開発が期待されている. なかでも, 口頭
指示による対話的な操作は, 車への意思疎通を行う手段として
今後必要になることが予想される. そこで我々は, 自然言語で
表現された操作指示内容と実世界との対応づけ (グラウンディ
ング) を目的とし, 駐車指示内容を車の操作へと結びつける空
間意味記述の生成を目指す. 先行研究において, 我々は駐車指
示を空間意味記述の前段階となる構文木へ変換する手法を提案
し, そのパーザを実装した [Inago 17]. その後パーザの n-best

解のリランキングによって, 精度を向上する手法を提案し, リ
ランカーを実装した [Inago 17-2]. これを踏まえて本研究では,

生成した構文木を空間意味記述に変換する手法を提案する.

2. 関連研究
ロボットへの自然言語の経路指示からロボットが行うべき行動

を推定する研究は盛んに行われてきた. Kollarらは自然言語か
ら実世界の空間意味関係を抽出するために Spatial Description

Clause(SDC)という意味構造を提案した [Kollar 10]. SDCの
構造は, Jackendoff (1983) [Jackendoff 83], Landau and Jack-

endoff (1993)[Landau 93], Talmy (2005)[Talmy 05]らによっ
て提案された意味構造に基づいている. 統計的機械翻訳に始ま
り, 言葉と実世界を結ぶグラウンディングの問題を言葉の構文
構造に従ったグラフィカルモデルとして扱う取り組みが増えて
いる. Tellexら [Tellex 11]は SDCの構造に従って生成される
Generalized Grounding Graphs(G3)と呼ばれる確率的グラフ
ィカルモデルを提案した. 近年では, Paulら [Paul 16]が抽象概
念を階層構造に反映させた Adaptive Distributed Correspon-

dence Graph というモデルを提案した. Arkin ら [Arkin 16]

は複数の連なった指示を分割して, 個々の文に意味を割り当て
る Monologic Distributed Correspondence Graph を提案し

連絡先: 稲子明里，お茶の水女子大学大学院人間文化創成科学
研究科理学専攻情報科学コース，〒 112-8610東京都文京
区大塚 2-1-1小林研究室，g1320504@is.ocha.ac.jp

た. 一方, 最近の自然言語を論理式に変換するための取り組み
においては, Guuらが周辺尤度最大化を用いた系統的な探索に
強化学習のランダムな探索を組み合わせた学習アルゴリズム
(RANDOMER)を提案し, ニューラル意味解析器に適用した.

この手法は, indirect supervision のみの学習が可能な場合に
おいて間違ったプログラムから偶然正しい結果が出力されると
いう事例の防止を課題として提案された.

3. 提案手法
我々の手法は, Kollarら [Kollar 10]と Tellexら [Tellex 11]

の研究に基づいている. 駐車指示に空間的な背景知識を組み
込むための意味構造として, Kollarによって提案された SDC

を用いた. SDCの生成に関して, 先行研究で Kollarらは条件
付き確率場を用いてラベル付けをして直接変換していたが, こ
の手法では文全体の要素の依存関係を捉えることができなかっ
た. また Tellex らは Stanford parser[Marneffe 06] を用いて
直接 SDCに変換していたが, 統語カテゴリを用いた構文解析
を行っていたため, 空間意味構造への変換には, 制約を伴った
入力文しか受け付けられず, ほぼテンプレートマッチングと同
様の処理になってしまっていた. そこで我々は, Combinatory

Categorial Grammar (CCG) [Steedman 00]において統語範
疇のカテゴリを空間意味のカテゴリに変更した文法を新しく導
入することでより複雑な入力文から正確な空間意味の依存木
を抽出し, それを SDCに変換する手法を提案する. CCGを用
いることで, 空間的な意味をラムダ式で表現することが可能に
なる. ラムダ式を用いることによって, 文章が空間的な意味を
正しく捉えられているか否かに対する確認を行うことができ
る. 本研究では, Kollarらによって定義された SDCにおける
4 つのタイプに加え, STATE と VIEW の 2 つが追加されて
いる [Inago 17]. これにより, SDCには EVENT, OBJECT,

PLACE, PATH, STATE, VIEW の 6 つのタイプが存在し,

それらに対応して E(EVENT), O(OBJECT), L(PLACE),

P(PATH), S(STATE), V(VIEW) を CCG における基底カ
テゴリとして扱う. また指示内容と観測した物体とのグラウン
ディングには, Tellexらが提案した G3 を拡張して用いる. 図
1に提案手法の概要を示す. 本研究では, 点線で囲まれた言語,
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停めて 赤いバス の手前に 

   

 

 

赤いバス の手前に 停めて 

 

 

停めて の手前に 赤いバス 

   

 

1 2  

  

図 1: 提案手法の概要

CCGパーザ, SDCの部分に焦点を当て, 構文木から SDCへ
の変換手法の提案を行う.

4. 構文木から空間意味記述への変換
4.1 変換規則
このセクションではパーザによって解析された木を SDCに

変換する方法について説明する. 変換は深さ 1 の部分木ごと
に行い, 日本語の駐車指示コーパス [Inago 17] を参照して得
たヒューリスティックな知識に基づいた変換規則を用いる. こ
の変換規則は条件に合致するかどうかに従って, 49 個存在す
る. 条件は大きく 6個に分かれる. ノードがどのカテゴリをも
つか, 子が葉かどうか, 全体の木の深さはいくらか, 親のカテゴ
リと右の子のカテゴリが同じか, 子がスペースを表す言葉（例
えば「駐車スペース」,「場所」,「そこ」など）を持つどうか,

左の子が relation フィールドのテキストを持つかどうかがあ
る. 構文木から SDCへの変換は, 以下の 4ステップに分けら
れる.

ステップ 1. 深さ 1の部分木を選択する.

ステップ 2. 部分木の情報に従って, 適切な変換規則を選択
する.

ステップ 3. 変換規則に従って, 部分木を SDCに変換する.

ステップ 4. 全ての部分木を変換するまでステップ 1から 3を
繰り返す.

図 2は深さ 1の構文木 L ( O (赤い車 the red car) (L\O) (の
隣に next to))を SDC PLACE(r=の隣に next to l=OBJ(f=

赤い車 the red car))に変換する例である. このプロセスは, ス
テップ 2と 3に相当する.

4.2 省略された SDCの補完
駐車指示には, グラウンディングに必要な情報が暗黙的に省

略されており, そのまま SDCをへ変換した際に, グラウンディ
ンググラフを生成するために必要な部分が抜けている場合が存
在する. そこで, 我々は省略された SDCの部分を補完するた
めの変換規則も定義した. 省略された SDCは,

1. 根の SDCが PLACEである場合

2. 根の SDCが STATEである場合

図 2: 深さ 1の部分木から SDCへの変換の例

3. PLACEが relation フィールドに属するテキストを持っ
ているが, landmarkフィールドの SDCは持っていない
場合

4. PLACEが relationフィールドに属するテキストと condi-

tionフィールドに属する SDCを持っているが, landmark

フィールドの SDCは持っていない場合

の 4種類に分類される. 表 1に省略された SDCの補完規則を
示す. *は簡略化した任意の SDCまたはテキストである. 式の
左辺は省略がある SDCを表し, 右辺は補完後の SDCを表す.

図中では, Aが親カテゴリを持つノードを表し, Bと Cが単語
とカテゴリまたは SDCとカテゴリを持つ子ノードを表す. 変
換規則の→の左辺が変換前の深さ 1の部分木, 右辺が変換後の
SDCを表す. Nw はノード Nが持つ単語 w, Ncはノード Nが
持つカテゴリ cを表す. cat to SDC(C)は基底カテゴリ Cか
ら変換された SDCを表す.

5. 実験
先行研究で提案したパーザから生成された構文木から SDC

への変換に対する評価実験について述べる.

5.1 実験設定
対象データには, クラウドソーシングによって集められたコ

ンビニエンスストアの駐車場での駐車シーンにおける 6,019文
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表 1: 省略された SDCの補完のための変換規則
Type Conversion rule Example

1 PLACE(*) → EVENT(r=停めて l=

PLACE(*))

PLACE(f=スペース r=前の l=OBJ(f=歩行者)) →　 EVENT(r=停めて l=PLACE(f=スペース r=前
の l=OBJ(f=歩行者)))

2 STATE(*) → EVENT(r=停めて l=

PLACE(f=スペース c=STATE(*)))

STATE(r=が空いてる l=PLACE(r=右端 l=OBJ(f=駐車場))) → EVENT(r=停めて l= PLACE(f=

スペース c=STATE(r=が空いてる l=PLACE(r=右端 l=OBJ(f=駐車場)))))

3 (*PLACE(r=*)*) → (*PLACE(r=*

l=PLACE(f=スペース c=STATE(r=空い
てる)))*)

EVENT(r=停めて l=PLACE(r=真ん中に c=STATE(r=空いてる))) → EVENT(r=停めて
l=PLACE(r=真ん中に l=PLACE(f=スペース c=STATE(r=空いてる))))

4 (*PLACE(r=* c=STATE(*))*) →
(*PLACE(r=* l=PLAE(f=ス ペ ー ス
space c=STATE(*)))*)

EVENT(r=停めて Park l=PLACE(r=右側 c=STATE(r=空いてる))) → EVENT(r=停めて
l=PLACE(r=右側 l=PLCAE(f=スペース c=STATE(r=空いてる))))

表 2: 駐車指示コーパスにおける構文木のタイプと事例数
NO. CCGベースの文法による構文解析パターン 例文 事例数
1 (E (L (O (L\O)) (E\L))) 入り口の近くに停めて 586

2 (L (O (L\O))) コンビニ前 562

3 (E (L (O (((O/O) (O (O/O)\O)) O) (L\O))

(E\L)))
黒い車の右の車の右側に停めて 451

4 (L (O (((O/O) (O (O/O)\O)) O) (L\O))) コンビニの前の白い車の右隣 417

5 (E (L ((L/L) (O (L/L)\O) L) (E\L))) 黒い車から一番離れた場所に停めて 295

6 (L ((L/L) (O (L/L)\O) L)) トイレから反対側の右側 292

7 (E (L (L (O (L\O)) (L\L))) (E\L)) 黒いクルマからずっと奥の一番右に停めて 137

8 (L (L (O (L\O)) (L\L))) コンビニとは反対側の真ん中 131

9 (L ((L/L) (O (L/L)\O) L (O (L\O)))) 白い車の横でコンビニ前 128

10 (L (O (S (L (O (L\O)) (S\L)) (O\S)) (L\O))) 歩行者の右側にある白いクルマのさらに右側 117

... ... ... ...

372 (L (S (L\S) ((L\S)/L L))) 空いてる右端のスペース 1

373 (L ((L/L) (S (L (O (L\O)) (S\L)) (L/L)\S) (L (S

(L\S)))))
トイレの前ではなくて右側の空いてるスペース 1

374 (E (O ((O/O) (O (S (L (O (L\O)) (L\S)) (O\S))
(O/O)\O) O) (E\O)))

トイレの隣にあるコンビニの入口に停めて 1

375 (L ((L/L) (O (L/L)\O) (L (S (O (S\O)) (L\S))
((L\L) (O (L\L)\O)))))

白いクルマの歩行者がいない方, コンビニ側 1

376 (L (S (O (S\O)) ((L\S) (V (O (V\O)) (L\S)\V)))) 歩行者がいない白いクルマの向かって右側 1

377 (E (S (O (S\O)) ((E\S) (L (O ((O/O) (O

(O/O)\O) O) (L\O)) (E\S)\L))))
歩行者は避けてコンビニの入口の前に停めて 1

378 (L (S (O ((O/O) (O ((O/O) O) (O/O)\O) O)

(S\O)) ) (L\S))
一番右側のコンビニ入口の前の歩行者がいないところ 1

379 (E (L ((L/L) (S (L (S\L)) (L/L)\S) (L (S (L\S))))
(E\L)))

真ん中にある目の前の空きスペースに停めて 1

380 (S (L ((L/L) L) (S\L))) 真ん中の駐車場が空いています 1

381 (E (L (S (O ((O/O) (O ((O/O) (O (O/O)\O) O)

(O/O)\O) O) (S\O)) (L\S)) (E\L)))
黒いクルマと白いクルマの間の歩行者がいるところに
停めて

1

の日本語の駐車指示コーパスを用いた [Inago 17]. クラウド
ソーシングのワーカー数は 168で, 自車から見える駐車シーン
の画像とその画像上に示された駐車位置のマークを提示し, ラ
ンドマークとして, コンビニ, コンビニの入り口, コンビニに
隣接する屋外トイレ, 駐車している白色と黒色の自動車, 歩行
者 1人 (2台の自動車の間)を利用して, 2台の車の右, それら
の間にある 2つの駐車スペースについて, それぞれ以下の条件
の時における, 駐車指示を入力するように依頼した.

1. 自車と駐車位置との関係のみを利用

2. 各ランドマーク１つと駐車位置との関係を利用

3. ２つのランドマークと駐車位置との関係を利用（3 種類
の異なる組合せを選択）

このようにして収集された駐車指示文には, 人手で CCGの構

文木と SDCがアノテーション付けられており, 構文木の種類
は全部で 381種類存在する (表 2) . コーパスのアノテーショ
ンは一人で行い, もう一人が内容確認を行った.これらの構文
木中で出現する意味カテゴリの数は, 45となった (表 3). また,

駐車指示の文の長さの平均は 9.54, 分散は 3.09 となった. 駐
車シーンの中の物体の数が少ないため, 形態素の語彙数は 348

と少なくなっているが, 空間的な意味を表す CCG Bankの語
彙数は形態素とは必ずしも一致せず, それらの組み合わせから
成り, 文脈に依存して幾つかの空間意味カテゴリを表しうるた
め, 全部で 1262となった.

5.2 実験結果と考察
まず, コーパスの駐車指示を [Inago 17-2]のパーザを用いて

生成した構文木について, SDC への変換を行う実験結果につ
いて述べる. 表 4はパーザから出力された構文木から SDCへ
の変換精度を表している. 「全ての木」は, パーザから出力さ
れた全ての構文木を SDCに変換した場合の精度であり, 「正
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表 3: 駐車指示コーパスの構文木アノテーションに含まれる意
味カテゴリ

カテゴリ
S, (S/S), (L\S)\O, (L/L)\S, (S\L), (L\S)\S, (L\L)\S,
(S/S)\O, V, (L\S)\V, (L\V)\O, (V\O), (V\L), (L\V),

(L\V)/L, (L\S), (L\S)/L, (S\L)\L, (O/O)\S, (E\S)\L,
(O\S), (S\O), (E\S), (O\V), (L\V)\L, (O/O)\V,

(L/L)\V, (E\L)/S, (E/S)\S, (S/E), (L\L)\O, (S\L)\O

解木」はパーザから出力された構文木の中で正解だった構文木
のみを SDC に変換した場合の精度である. 精度においては,

SDCの構造が正解データと完全に一致していたら正しいとみ
なす. 括弧内は実験データの数である. パーザから出力された
構文木が正しい場合には, SDCに正しく変換できたことを示し
ている. 運転指示文から直接的に複雑な分岐構造を持つ SDC

へ変換するのではなく, その中間表現として, シンプルな分岐
から成る CCGの構文木を得ることの有効性を示していると考
えられる. 今後は駐車指示データの拡充し, より多様な表現へ
の対応についても評価を行っていきたい.

表 4: 構文木から SDCへの変換精度

全ての木 正解木
0.847(6019) 1.0(5098)

6. まとめと今後の課題
本研究では, 自動運転車に向けた駐車指示から空間意味記述

を生成することを目的とし, 構文木から SDCへの変換手法に
ついての提案と, 実装した変換器の日本語の駐車指示のコーパ
スによる評価を行った. ヒューリスティックな知識に基づき定
義した変換規則を用いることにより, 今回使用した実験データ
については, パーザから出力された全ての構文木が正しい場合
には, 正しい SDC に変換することができた. これは, 中間表
現として CCGの構文木を得ることの有効性を示していると考
えられる. 高い精度で運転指示を SDCに変換できたのは, 固
定された駐車シーンに含まれるランドマークの数が少なく, 表
現が多様でなかったためだと考えられる. そこで今後は, 多様
な駐車シーンでかつ様々なランドマークが存在する状況を含め
て, より多くの駐車指示文に柔軟に対応するために, 言語デー
タの拡充や未知語処理の実装を目指し, 駐車指示以外への運転
指示への拡張を考えていきたい. さらにはラムダ式の導入によ
り SDCに背景知識の組み込みを行う予定である.
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In recent years, authentication using two-dimensional codes has become widespread. However, it is easy to
duplicate two-dimensional code, and inappropriate duplication of 2D codes is apprehended. Therefore, a method
of detecting duplication by embedding a digital watermark in a two-dimensional code has been proposed. However,
when the watermark is embedded in high-frequency components of a cover image, the watermark components may
be lost due to photographing. A coded aperture is a technique that maintains frequency components included in
the captured image. In this research, we propose a simultaneous design method of a digital watermark and a coded
aperture, which allows extracting watermark with wide photographing depth range and rotation. Experimental
results show that the proposed aperture could extract watermarks from blurred images regardless of with or without
deconvolution.
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Dataset Construction Method for Word Reading Disambiguation  

 *1  *1  *2 
Koki Nishiyama  Kazuhide Yamamoto Hideharu Nakajima 

*1   *2   NTT  
Nagaoka University of Technology NTT Media Intelligence Laboratories 

We propose a data construction method for word reading disambiguation  The method gives unique reading word to each 
reading of reading ambiguous word  collects sentences including the unique word  replaces the unique word in sentences to 
the original ambiguous word and tags readings of reading ambiguous words to the reading corresponding to the unique word  
Through experiments  we confirmed the method collects data numerically balanced between readings  
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複数オブジェクトのイベントの組み合わせによる
行動記述方式

An Activity Description Method by Multiple Events of Multiple Objects

瀬光 孝之
Takayuki Semitsu

南本 高志
Takashi Nammoto

毬山 利貞
Toshisada Mariyama

三菱電機株式会社
Mitsubishi Electric Corporation

Events of single object is not sufficient for describing highly semantic activities. We propose a description method
for person activity recognition, especially abnormal activity detection. We discussed the need of appropriete
granularity of both spatial and temporal event descriptions. Using 3 examples from Sports activities, we evaluated
the effectiveness of our description method.

1. はじめに

行動認識の研究で認識対象となっている「行動」は，体の動
きに関する具体的な記述から，状況や相手の反応まで描写する
抽象的な記述まで，様々である．これを記述の意味的な階層と
とらえる．厳密な区別は難しいが，大まかに以下の 3 つの層
に分けられる．

1. 低層: 「手を動かす」など，体の動きに関する具体的な記
述 [Kwapisz 11]．

2. 中層: 「皿を持つ」など人物やモノに対する直接的なイン
タラクションを含んだ記述 [中川 16]．

3. 高層: 「談笑する」・「～するため，ボタンを押す」など，
状況・未来・状態変化を含む記述．低・中層で記述でき
ない．

高層の行動記述では，相手の反応を含んだ行動の記述を行
う．例えば，「話す (発話する)」という動作でも，相手が答え
て発話すれば「会話する」であるが，相手が不審に思って「離
れ」れば「不審行動」である (図 1a，図 1b)．また，人物・モ
ノに関する属性が加わることで行動の意味が変わる場合があ
る．例えば，シナリオ 2と同じ「発話する」，「離れる」という
動作でも，発話したのが警察であれば「不審行動」をしている
のは「離れた」側の人である (図 1c)．このように，高層の行
動を記述するためには低層・中層の記述では不十分で，相手の
インタラクションまで含めて記述しないと状況がわからない場
合がある．先行研究では，物との直接的または同時のインタラ
クションを含んだ中層の記述が主な認識対象とされているが，
状況・未来・状態変化を含む高層の記述についての認識はこれ
まで事例が少なかった．
オブジェクト (人物やモノ)が画面に登場したり，何らかの

行動をとることをイベントと呼ぶことにする．高層の行動記述
を低層・中層の記述のみを用いて実現するため，複数オブジェ
クトのイベントの組み合わせにより行動を記述する方式を提案
する．これはオブジェクトのイベントとそれに対する周囲の
人・モノのイベントをまとめたものである．

連絡先: 瀬光孝之, 三菱電機株式会社 情報技術総合
研究所, 〒 247-8501 神奈川県鎌倉市大船 5-1-1 ,
Semitsu.Takayuki@dw.MitsubishiElectric.co.jp

以降では，2.節で提案方式の説明を行い，3.節でスポーツ
プレイを例にとった行動記述粒度の必要性を議論する．

2. 複数オブジェクトのイベントの組み合わせ
による行動記述方式

イベントは，オブジェクトの見え方に関するものと，動き
に関するものに分けられる．見え方のイベントとは，ある属性
を持った人物が画面に登場した際に発生するイベントである．
推定には人物検出結果および属性の識別結果を用いる．今回は
CNNベースの人物検出器を用い人物を検出する．検出された
人物に対し，制服を着ているなどの属性を識別する．画面に現
れた時間を登場イベントの起こった時間とし，人物を追跡した
軌跡をまとめて１つのイベントとした．
動きに関するイベントは，人物が画面上でどう動いたか記述

するものである．人物追跡結果から矩形の移動を検出し，静止
状態から動きを開始する動き始めのイベントを記録した．
これらのイベントをオブジェクトごとに検出し，それらを

組み合わせるルールを定めることで，高層の行動記述を実現す
る．組み合わせの方法はさまざま考えられる．

1. 一定時間内にあるイベントの組み合わせが共起する．

2. 一定時間の間にあるイベントの組み合わせがその順番で
起こった．

3. 上記の組み合わせで，あるイベントは順序関係を持ち，他
のイベントは順不同に起こった．

身体的特徴・行動的特徴を用いる場合，前述の曖昧性により
不審行動の検出が難しかった．複数のイベントの組み合わせに
注目することで，前記のような曖昧性のない不審行動の検出が
可能となる．

3. 行動記述の粒度

高層の行動記述を複数のイベントの組み合わせにより記述
する例として，アメリカンフットボール (アメフト)のセット
プレイを取り上げる．アメフトは 1チーム 11人のプレイヤー
により行うが、セットプレーの種類によって各選手の動き方
が細かく決められている。プレー始めの選手配置 (フォーメー
ション)ごとに 5-10通りの動き方のセットプレイが設定され

1
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(c) シナリオ 3

図 1: 行動認識のシナリオ

ている例が多い．アメフトのあるチームのセットプレイの例
を 3つ，表 1～表 3に示す．各表で，セットプレイにおいて，
ID列で識別される各プレイヤーの位置と速度，方向を記述し
ている．ただし，座標値・速度は説明のため，フィールド上で
攻撃方向を上としたとき左下を原点とするグリッドを設定し，
セットプレイ Aの ID:1のプレイヤーの最初の行動の速度を 1

と定めて記述している．
セットプレイ同士を区別するためにこれらの記述のうちどれ

が必要かは自明でない．例えば，速度については速さ，方向の
それぞれの値が比較対象となるが，どこまで量子化するかが記
述の粒度に対応する．方向については，8方向 (前，右前，右，
右後，後，左後，左，左前)の表記を”方向”列に記載した．例
に挙げたセットプレイの例 3つでは 8方向による量子化で十
分であり，速さは比較する必要がない．しかし，位置情報を除
いた場合，セットプレイ Aと Cはともに (前，右前，右，左
前，左前) の組み合わせで記述されるため，区別ができない．
このように，行動記述の粒度は適切に設定する必要がある．時
間についても同じことが言え，時間を考慮せず順不同に並べて
扱ってよいのか，順番を考慮すべきなのか，時間を量子化して
時間間隔を考慮すべきなのかを検討する必要がある．

4. おわりに

本研究では複数オブジェクトのイベントの組み合わせによる
行動記述方式を提案した．アプリケーションの一例として不審
行動を取り上げ，提案方式の必要性・有効性を説明した．複数
のイベントの組み合わせにより一連の行動を記述することで，

表 1: アメフトの行動記述例: セットプレイ A

X 座標 Y 座標 X 速度 Y 速度 方向 ID

0 2 0 1 前 1
5 0 -0.8 -0.6 左前 2

10 1 0.9 0.2 右 3

11 2 0.5 0.5 右前 4
12 1 -0.3 -0.4 左前 5

表 2: アメフトの行動記述例: セットプレイ B

X 座標 Y 座標 X 速度 Y 速度 方向 ID

0 2 0 1 前 1

5 0 0 1 前 2

10 1 0.9 0.2 右前 3
11 2 0.6 0.8 左前 4
12 1 0.9 0.2 右前 5

表 3: アメフトの行動記述例: セットプレイ C

X 座標 Y 座標 X 速度 Y 速度 方向 ID

0 2 0.7 0.7 右前 1
0 5 -0.8 0.6 左前 2

10 1 0.9 0.2 右 3

11 2 -0.8 -0.6 左前 4
12 1 0 1 前 5

1人の行動記述では曖昧性の残っていた場面で行動を識別する
ことが可能になる．高層の行動を識別するため，どの程度の行
動記述粒度が必要であるかは問題ごとに異なる事を，スポーツ
のセットプレイを例として説明し，行動記述の意味的・時間的
粒度を設定する必要がある事を説明した．
今後の課題として，識別対象である高層の行動 (不審行動や)

を提案方式により識別する実験評価を行う．加えて，システム
を実運用していくにあたってはプライバシー問題への配慮する
こと，不審行動パターンを自動で抽出するような運用面の効率
化・自動化が必要である．また，複数オブジェクトのイベント
の組み合わせとして実際にはインタラクションのなかった (た
またま同時に起こった)イベントも同時に記録される可能性が
ある．インタラクションの検出方法についても検討する必要が
ある．
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The ultimate goal of our research is to extract problem solutions and its evaluation expressions from Information
Science papers. This paper presents the preliminary annotation scheme for this task and conducts an annotation
study in Natural Language Processing papers. By conducting the annotation study, we discuss the remaining issues
of the present annotation scheme and its future direction.
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[4] Kata Gábor, Davide Buscaldi, Anne-Kathrin Schu-

mann, Behrang QasemiZadeh, Häıfa Zargayouna, and
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