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Real world data are often noisy and fuzzy. Most traditional logical machine learning methods require the data
to be first discretized or pre-processed before being able to produce useful output. Such short-coming often limits
their application to real world data. On the other hand, neural networks are generally known to be robust against
noisy data. However, a fully trained neural network does not provide easily understandable rules that can be
used to understand the underlying model. In this thesis, we propose a Differentiable Learning from Interpretation
Transition (δ-LFIT) algorithm, that can simultaneously output logic programs fully explaining the state transitions,
and also learn from data containing noise and error.

1. はじめに
解釈遷移からの学習 (Learning from Interpretation Transi-

tion; LFIT)はダイナミックなシステムから解釈可能なルール
を学習するアルゴリズムである．ダイナミックなシステムから
観測した状態遷移を入力とし，LFITアルゴリズムはその状態
遷移を満たす論理プログラム (normal logic program; NLP)

を出力する．得られた NLPより，システム内の各コンポーネ
ントの関係性が明らかになる．その関係性を利用し，システム
の将来的な状態の予測や，ある理想の状態への制御が可能と
なる．ロボット工学の分野では，周りの環境をモデル化するこ
とによりプランニングなどが可能となる [5]．生物の分野では，
遺伝子間の関係性が新しい治療の発見などにつながる [7]．
LFITアルゴリズムは主にシンボリック手法 [6]とニューラ

ルネットワーク手法 [3]の二つの手法で実装されている．シン
ボリック手法では論理演算などを用いて NLPを学習する．入
力の状態遷移はすべて正例および負例として捉え，各遷移ご
とに学習した NLPがすべての例を満たすように論理演算を行
う．これにより得られた NLPはすべての遷移に対して一貫で
あることが保証される．しかし，この手法にはいくつかの問題
点があり，その一つとしてノイズが含んだ入力に対して頑健で
ない．
一方，統計的機械学習がノイズに対して頑健であるとされ

ている [8, 9]．従って，ニューラルネットワーク手法ではノイ
ズへの頑健性が期待されている．先行研究ではニューラルネッ
トワークを用いて LFIT アルゴリズムを実装する可能性を示
した [3]．しかし [3] では，ノイズへの頑健性が調べられてい
ない．
一般的に統計的機械学習およびニューラルネットワークの機

械学習手法が近年普遍化している．その理由の一つとして，実
応用での有効性が普遍化を促していると考えられる．しかし多
くの分野に応用されていくに連れ，いくつかの弱点が明らかと
なった．学習を終えて得られたモデルが人間によって解釈不可
能であることが医療分野などでの応用の大きな妨げとなってい
る．ニューラルネットワークは一般的にどの程度学習データ以
外のものまで一般化できるか，なにを学習できたか調べるのが
困難である．従って，データに隠れたバイアスが存在したとき
に，その問題を発見するのがとても困難である．
本研究では，微分可能な LFITアルゴリズム (δ-LFIT)を提

案する．δ-LFITはエンドツーエンドで微分可能なアルゴリズ
ムである．シンボリック手法でのノイズの頑健性のなさ，およ
び統計的機械学習での解釈不能なモデルしか得られない問題
を，δ-LFITを通して解決する．δ-LFITでのノイズに対する
頑健性，さらに少量のデータから学習が可能であること，そし
て出力が人間にとって解釈可能であることを示す．
本論文ではまず，論理プログラムおよび LFIT に関する必

要な知識について述べる．次に，提案手法の δ-LFITのアルゴ
リズムを説明する．そして本研究で行われた実験をいくつか示
し，最後に考察および関連研究について述べる．

2. 背景
ここでは本研究を理解する上で必要な論理プログラムおよ

び LFITに関する背景知識について述べる．

2.1 論理プログラム
NLPは

A ← A1 ∧ · · · ∧Am ∧ ¬Am+1 ∧ · · · ∧ ¬An (1)

の形式をとったルールの集合である．ここでA及びAiはアトム
である (n ≥ m ≥ 0)．任意の (1)の形式をとるルールRにおい
て，AはRのヘッドであり h(R)で表す．そして，←の右辺の
連言はRのボディでありRのボディで現れるリテラルの集合を
b(R) = {A1, . . . , Am,¬Am+1, . . . ,¬An}で表し，Rのボディ
で正リテラルとして現れるアトムを b+(R) = {A1, . . . , Am}，
負リテラルを b−(R) = {Am+1, . . . , An}と表す．
NLPに出現する全てのアトムの集合をエルブラン基底 Bと

表す．エルブラン解釈 Iはエルブラン基底Bの部分集合であり，
各アトムへの真偽値の割り当てである．ルール Rおよび解釈
I が与えられ，b+(R) ⊆ I および b−(R) ∩ I = ∅が h(R) ∈ I

を含意する時，解釈 I はルール Rを満足するという．無矛盾
な解釈 I が P の全てのルールを満足する時，I は P のモデル
である．論理プログラム P 及びエルブラン解釈 I を考える時，
TP オペレータは TP : 2B → 2B の対応である．この時 TP オ
ペレータは

TP (I) = {h(R) | R ∈ P, b+(R) ⊆ I, b−(R) ∩ I = ∅} (2)

と定義する．
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状態が同期的に変化していくシステムを表現するには，(1)を

At+1 ← At
1 ∧ · · · ∧At

m ∧ ¬At
m+1 ∧ · · · ∧ ¬At

n (3)

のようにダイナミックな形式にできる．ここで，tは時間ステッ
プであり，t+1は次の時間ステップとして考える．つまり，(3)
では，時間 tで A1, . . . , Am が真，そして Am+1, . . . , An が偽
である時，時間 t+ 1で Aが真となることを表している．

2.2 LFIT
解釈遷移の集合Eが与えられた時，その全ての遷移 (I, J) ∈

E について J = TP (I)を満たす論理プログラム P を学習する
アルゴリズムを LFITと呼ぶ [4]．いくつかの LFIT アルゴリ
ズムが提案されている [3, 6]．LFITの主な目的は対象システ
ムのダイナミクスを説明する NLPを自動的に学習すること．

LFITは，状態の遷移に注目している．解釈 I があるシステ
ムの t時点での状態を表している時，同システムの t+ 1時点
での状態 J もまた解釈である．この場合，(I, J) が LFIT で
注目している解釈遷移となり，システムが I から J へ遷移し
ていることを表す．
ルールRおよび解釈遷移 (I, J)が与えられ，b+(R) ⊆ I and

b−(R)∩ I =　∅が h(R) ∈ J を含意する時かつその時に限り
R は遷移 (I, J)と一貫であるという．R が得られた全ての解
釈遷移 I ∈ E と一貫してる時，R が E と一貫であるという．
また，P のすべてのルール R が E と一貫である時，P が E

と一貫であるという．
論理演算を用いた LFIT アルゴリズムの実装はいくつかあ

る．ボトムアップ手法では最も特殊なルール，つまり最初はど
んな解釈遷移とも一貫とならないようなルールから開始し，一
般かを用いながら条件を弱めていく．トップダウン手法では最
も一般なルール，つまり最初からどんな解釈遷移にも適応でき
てしまうようなルールから開始し，反例を見つけながら特殊化
を繰り返し最小の NLPを学習する手法である．

3. δ-LFIT

ここでは本研究での提案手法 δ-LFITについて説明する．δ-

LFIT は簡単に言うとルール分類器として見なすことが可能．
与えられた入力の解釈遷移の中に，あるルールが存在するか存
在しないかを見分けることにより，結果的に NLPを学習する
ことが可能となる．LFIT 問題を分類問題と見立て，δ-LFIT

の損失関数が実際に解釈遷移内に存在するルールとモデルが予
測したルールとの交差エントロピーとなる．その損失関数を勾
配降下法を用いてモデルを学習させることが可能となる．

3.1 ルールの分類
ルールを分類するには，まずあるあらゆるルールを列挙しな

ければならない．エルブラン基底 B が与えられた時，式 3の
形をとるルールは制限なしでは無限にある．
まず，ルールを簡略化する演算を定義する．

定義 1 (ルールの簡略化) ルールは以下の演算で簡略化可能:

• a ∧ aは aに簡略化する

• ¬a ∧ ¬aは ¬aに簡略化する
• a ∧ ¬aおよび ¬a ∧ aは ⊥に簡略化する

ここで aはアトムである．

⊥はルールに空のボディと同等である a ←．
以上の定義を利用し，最小ルールを定義する．

定義 2 (最小ルール) 最小ルールとはこれ以上簡略化できない
ルールである．

これらの定義ではアトムの順番は無視できるものとしてい
る．a ∧ bも b ∧ aもどちらも最小ルールである．
最小ルールのみ考慮することで，分類する対象のルールの

数が有限となった．特に，同じアトムが 2 回以上出現するこ
とがないので，ルールの長さが最長 ‖B‖となる．これにより，
すべてのルールを列挙することが可能となった．
すべてのエルブラン基底 Bについて，すべてのルールを含む

有限順序集合 τ(B)を定義する．分類問題では，各クラスがど
のルールに対応しているかがとても重要である．従って，ルー
ルから自然数への写像を定義する．
その定義の前，まずいくつかの予備定義を説明する．

定義 3 (ルール長) ルール R ∈ τ(B)の長さは ‖b(R)‖として
定義する．

定義 4 (順序集合の要素のインデックス) 順序集合 S が与え
られた時，要素 e ∈ S のインデックスは σS(e) = ‖S<e‖とし
て定義され，σS : S �→ Nそして S<e = {x | x < e, x ∈ S}で
ある．

定義 5 (順序エルブラン基底) 順序エルブラン基底BoはBと
同じ要素を含む，ただし順序エルブラン基底では <の関係が
成り立つ．

Bo の < 関係は適当に決めてよい．しかし本論文では便宜上
主に辞書順とします．ルールの集合 τl(Bo) = {R | ‖b(R)‖ ≤
l, R ∈ τ(Bo)} ⊆ τ(Bo)として定義し，ルール長 l 以下の全て
のルールを含んでいる．そのルールの集合の大きさは以下の式
によって得られる：

‖τl(Bo)‖ =

{
1 l = 0,

‖τl−1(Bo)‖+
(
n
l

)× 2l l > 0.

ここで n = ‖Bo‖ はエルブラン基底の要素数であり
(
n
k

)
は二

項係数である．
また，ルール長がちょうど lの全てのルールを含む順序集合

τ̃l(Bo) = {R | ‖b(R)‖ = l, R ∈ τ(Bo)}を考えたとき，この集
合内の順序関係はまず負アトムの位置によって決まる．負アト
ムを 1で表し，正アトムを 0として表した時，その順序は表さ
れた 2進数の大小関係によって決まる．例として，{a, b,¬c}
は (0, 0, 1)になり，左が最下位ビットとして捉えた時に 1002
として表すことができる．この関係性では，{a, b} < {a, c} <

{¬a, b} < {¬b, c} < {¬a,¬c}の順序が成り立つ．
次に，ルールのインデックス στ(Bo)(R)について説明する．

ルール Rのインデックスは以下の式によって得られる：

στ(Bo)(R) = ‖τl−1(Bo)‖+ στ̃l(Bo)(R)

ここで l = ‖b(R)‖ルール Rの長さである.

あるエルブラン基底における全てのルールのインデックスを
表 1に表す．
ひとつのルールにて，あるアトムは正か負として現れる，ま

たはそのルールに現れないという 3 つの可能性を考えた時，
n 変数のシステムは 3n 個のルールがあるといえる．つまり
δ-LFITの分類クラスの数は 3n × n個である．
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l = 1 l = 2 l = 3

τ(Bo)

0 → {}
1 → {a}
2 → {b}
3 → {c}
4 → {¬a}
5 → {¬b}
6 → {¬c}

7 → {a, b}
8 → {a, c}
9 → {b, c}

10 → {¬a, b}
11 → {¬a, c}
12 → {¬b, c}
13 → {a,¬b}
14 → {a,¬c}
15 → {b,¬c}
16 → {¬a,¬b}
17 → {¬a,¬c}
18 → {¬b,¬c}

19 → {a, b, c}
20 → {¬a, b, c}
21 → {a,¬b, c}
22 → {¬a,¬b, c}
23 → {a, b,¬c}
24 → {¬a, b,¬c}
25 → {a,¬b,¬c}
26 → {¬a,¬b,¬c}

表 1: エルブラン基底 Bo = {a, b, c}のルールのインデックス

3.2 NLP行列
δ-LFITの出力は行列だが，ここではその行列を NLPに変

換する手法について説明する．
エルブラン基底 B = {a, b} および下記の NLP が与えられ

た時，

a(t+ 1) ← a(t) ∧ b(t)

a(t+ 1) ← ¬b(t)
b(t+ 1) ← ¬a(t)

これは下記の行列として表すことができる：

{a} {b} {¬a} {¬b} {a, b} {¬a, b} {a,¬b} {¬a,¬b}[ ]
a 0 0 0 1 1 0 0 0

b 0 0 1 0 0 0 0 0

ヘッドに複数のルールが存在する時は論理和を取る意味であ
り，その時はヘッドの行で複数の 1をマークすることとなる．

3.3 モデル
ここでは提案手法のモデルについて述べる．ニューラルネッ

トワークのパターン認識を最大限に引き出すために，ニューラ
ルネットワークの構造自体は変更なしで実装した．
主に，モデルに解釈遷移列を与え，その遷移列内に存在す

るルールを分類し識別したい．従って，本研究では LSTMを
用いて解釈遷移列のパターン認識を行い，その後フィードフォ
ワードニューラルネットワークを用いて分類した．そのアーキ
テクチャを図 1で表す．

図 1: δ-LFITアーキテクチャ

すべてのルールRに対して，ある遷移列 T が与えられた時，
δ-LFITは下記の確率を出力する：

p(R|T )

遷移列 T と一貫する論理プログラム P があるとし，δ-LFIT

は P に存在するすべてのルール Rについて p(R|T ) = 1を出
力し，存在しないルールについて p(R|T ) = 0を出力する．つ
まり，すべてのデータ Λからサンプリングした時，(R, T )が
実のラベル Rと一致することを期待したい．従って，下記の
負の対数尤度を最小化することが学習目的である：

LFIT損失 = −E(R,T )∼Λ(R× log p(R|T )+
(1−R)× log(1− p(R|T )))

上記した損失に加え，δ-LFITにルール間の包含関係を学習
させたいので，下記という包含損失を加える：

包含損失S = −
∑
R∈S

(R× log p(R|T ) + (1−R)× log(1− p(R|T )))

簡単に言えば，互いに包含するようなルールはできる限り一つ
しか p(R|T ) = 1とならないように設定している損失．
正則化などを加え，全体的な損失関数は下記の通りとなる：

loss = LFIT損失+ λ1

∑
S∈ S

包含損失S + λ2‖θ‖2

ここで λ1 および λ2 はハイパーパラメータであり各損失の重
みを制御している．‖θ‖2 はすべてのパラメータに対する L2-

正則化である．

3.4 学習データの生成
良質な学習データを入手するのは，特に統計的機械学習にお

いてかなり重要視されている [11]．δ-LFITにおいては，分類
をしているので，各クラスでの学習データが必要である．しか
し各クラスはそれぞれルールに対応しているので，全てのルー
ルにおいてそれなりの学習データが必要ということになる．現
実的にそのような学習データを得るのは困難なため，本研究で
用いる学習データは全て人工的に生成したものである．ここで
はその学習データの生成方法について説明する．
全てのルール R ∈ τ(B)について学習データを生成する．モ

デルの入出力に従い，学習データは (T, P ) のペアであり，T

は解釈遷移列そして P は Rを含む最小の NLPである．学習
データを生成するには，まず Rを含む適当な Po を生成する．
この Po からあらゆる初期値を与え解釈遷移列 T を作る．次
にシンボリック手法の LFITを用いて T から Pl を学習する．
もし Pl の中に Rが存在するなら，この (T, Pl)のペアは学習
データとして加える．

4. 実験
まず提案手法が与えられた解釈遷移列からルールを分類で

きるか確認し，そして解釈遷移列にノイズを加え提案手法の
有効性を確認する．本研究は Tensorflow [1] で実装し実験を
行った．δ-LFITを [10]から得られたそのうち 4つのブーリア
ンネットワークにて有効性を確認した．4つのブーリアンネッ
トワークのうち，3 つが 3 変数のものであり 1 つが 5 変数で
ある．
まず，各ネットワークについて，あらゆる初期値から生成さ

れる解釈遷移列をノイズなしに δ-LFITに与え，δ-LFITから
予測で得られた NLPから，再びその元の解釈遷移列の復元を
試みた．その復元した解釈遷移列と元の解釈遷移列との平均二
乗誤差をとり評価した．
次に，元の解釈遷移列で 0だったものを [0, 0.5]の値へマッ

ピングし，1だったものを [0.5, 1]の値へマッピングした．こ
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のマッピングは正規分布に従いランダムに行った．0.5が 0お
よび 1 両方からマッピングされることに注意したい，これに
よってモデルの曖昧さへの頑健性を調べる．また，本研究では
モデルをノイズに適応させるためにノイズの含む学習データで
再学習させていない．
すべての実験結果を表 2で表す．多くの場合ではノイズを含

んだ入力では精度が落ちている．ただし唯一の例外が Rafの
ネットワーク．このネットワークでは安定状態が多く，ノイズ
なしではニューラルネットワークにとってパターン認識するの
が困難であり，ノイズを加えたことで認識がうまくいったと考
えられる．

ネットワーク MSE (ノイズなし) MSE (ノイズあり)

3-node (a) 0.095 0.137

3-node (b) 0.054 0.057

Raf 0.253 0.217

5-node 0.142 0.147

表 2: 予測した論理プログラムの平均二乗誤差

4.1 考察
本研究での主な目的はノイズを含むデータからその遷移列を

説明できる NLPを学習することである．結果を見る限り，ノ
イズが含んだ時精度が落ちていたことからこの目標は果たして
いない．しかし，学習データにノイズを入れ，学習時にもノイ
ズへの対応を含ませることで精度が上がると考えられる．
そして，5 変数以上のネットワークには対応できなかった．

主な原因として 5 変数以上のシステムの学習データを生成す
るには現実的な時間内では不可能だった．計算能力の向上を期
待するとともに，マルチラベルマルチクラスの分類問題の分野
におけるなにかの新展開も δ-LfITの性能の向上につながると
考えられる．
さらに，すべての実験において，解釈遷移列が安定状態で

ある時，つまりすべての状態が同一の状態となっているとき，
δ-LFITは正しい NLPを予測することができなかった．特に
Rafでは安定状態が 5つあり，性能の悪さが一目瞭然である．し
かしノイズを加えることで，入力データに分散が出て，δ-LFIT
にとって認識しやすくなったと考えられる．

5. 関連研究
関連研究として，Gentetらが提案したNN-LFIT手法 [3]が

ある．この手法ではニューラルネットワークを学習したい対象
のシステムをモデル化し，その後にルールをニューラルネット
ワークから抽出している．[3]では少量の学習データからでも
精度の高い学習が可能であることを示したが，ノイズに対する
頑健性は調べられていない．また，学習したいシステムがある
ごとにニューラルネットワークを学習させる必要があるので，
学習時間が無駄になるともいえる．
他に，Evansらによって提案された δ-ILP[2]がある．δ-ILP

と本研究での提案手法の主な違いは，δ-ILPは微分可能な手法
で ILP問題を解くと同時に論理プログラムを出力することを
目的としている．一方，本研究では LFIT 問題を微分可能手
法で解かず，出力は論理プログラムのみである．

6. おわりに
本研究ではノイズの含んだ遷移列データから論理プログラ

ムを学習するモデル δ-LFITを提案した．LFITをルールの分

類問題に見立てたことより，学習は予測したルールと本当に存
在するルールとの交差エントロピーを最小化することで実現し
た．特に，δ-LFITでは通常のニューラルネットワークモデル
をただ用いて，変更なしに実装を行った．従って，今後ニュー
ラルネットワーク技術について新たな進展があった時に，その
まま δ-LFITの性能の向上につながると考えられる．そして，
本研究でいくつか実験を行いその有効性を示した．ノイズを含
んだ解釈遷移列についても δ-LFITでは論理プログラムの学習
が可能であることを示した．今後の展開として，変数の数への
スケールアップできるアーキテクチャについて調べる．また，
ノイズにさらに頑健とさせるため，学習データにあらかじめノ
イズを含ませて学習させその性能について調べる．
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