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Room C

General Session | General Session | [GS] J-12 Human interface, education
aid

Human interface, education aid: design

and creation

[2C1-J-12]

Chair:Kazuhisa Seta Reviewer:Jun Ichikawa
9:00 AM - 10:00 AM  Room C (4F International conference hall)

Game-Based Story Generation Systems

Using Player's Emotion and Action

〇Shusuke Sato1, Kaoru Sumi1 （1. Future

University Hakodate）

 9:00 AM -  9:20 AM

[2C1-J-12-01]

Decision Making for Model Based Design

by Reinforcement Learning

〇Tatsuhide Sakai1, Takahiro Inabe2 （1. Great

Wall Motor, 2. Sakiyomi AI labo）

 9:20 AM -  9:40 AM

[2C1-J-12-02]

Development of New Value Creation and

Evaluation System in Breakdance Using

Deep Learning

〇Naoyuki Hirasawa1, Daichi Shimizu2 （1. no

new folk studio Inc., 2. Graduate School of

Education, The University of Tokyo）

 9:40 AM - 10:00 AM

[2C1-J-12-03]

Room D

General Session | General Session | [GS] J-11 Robot and real worlds

Robot and real worlds: interaction of

human, robot, and their environment

[2D1-J-11]

Chair:Yoshimasa Tawatsuji Reviewer:Masakazu Hirokawa
9:00 AM - 10:40 AM  Room D (301B Medium meeting room)

Evaluating the skill of robots guiding

humans via a competitive task utilizing VR

〇Yoshiaki Mizuchi1, Tetsunari Inamura1,2 （1.

National Institute of Informatics, 2. SOKENDAI

(The Graduate University for Advanced

Studies)）

 9:00 AM -  9:20 AM

[2D1-J-11-01]

Impression Effects of Collaborative

Learning with Robots which Acts using

Body Motion and Facial Expression

〇Felix Jimenez1, Tomohiro Yoshikawa2, Takeshi

Furuhashi2, Masayoshi Kanoh3 （1. School of

Information Science and Technology, Aichi

[2D1-J-11-02]

Prefectural University, 2. Graduate School of

Engineering, Nagoya University, 3. School of

Engineering, Chukyo University）

 9:20 AM -  9:40 AM

Influence of Eye Blink Mimicry and

Interoceptive Awareness on Human-Robot

Interaction

〇Yuri Etani1, Yukie Nagai2, Konstantinos

Theofilis2, Masako Myowa1 （1. Kyoto University,

2. National Institute of Information and

Communications Technology）

 9:40 AM - 10:00 AM

[2D1-J-11-03]

Puppies or Flies: The Training Interaction

Changes the Animacy Perception of Drones

〇Watanabe Yuta1, Onishi Yuya1, Tanaka

Kazuaki2, Nakanisi Hideyuki1 （1. Osaka

University, 2. Kyoto Institute of Technology）

10:00 AM - 10:20 AM

[2D1-J-11-04]

Emotions and Symbol Emergence in

Robotics

〇Takayuki Nagai1 （1. Osaka University）

10:20 AM - 10:40 AM

[2D1-J-11-05]

Room E

General Session | General Session | [GS] J-1 Fundamental AI, theory

Fundamental AI, theory: quantum

computing and search

[2E1-J-1]

Chair:Takahisa Toda Reviewer:Yoichi Sasaki
9:00 AM - 10:20 AM  Room E (301A Medium meeting room)

Development of convolution filter embedded

quantum autoencoder by quantum simulator

〇Shiba Kodai1, Hiroto Hakamata2, Katsuhisa

Sakamoto1,2, Kouichi Yamaguchi1,2, Tomah

Sogabe1,2 （1. The University of Electro-

Communications , 2. i-PERC, The University of

Electro-Communications ）

 9:00 AM -  9:20 AM

[2E1-J-1-01]

Total Quantum Search of Optimal Solution in

Quantum Computing

〇Tomah Sogabe1, Koudai Shiba1, Katsuyoshi

Sakamoto1,3, Kouichi Yamaguchi1,3, Dinesh Malla2

（1. The University ofElectro-Communications, 2.

Grid Inc., 3. i-Powered Energy Research

Center,The University ofElectro-

Communications）

[2E1-J-1-02]
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 9:20 AM -  9:40 AM

Mechanism Design for Facility Location via

SAT Solving

〇Nodoka Okada1, Yuho Wada1, Taiki Todo1,

Makoto Yokoo1 （1. Univ. of Kyushu）

 9:40 AM - 10:00 AM

[2E1-J-1-03]

Reusing a Search Tree in Novelty-Based

Pruning

〇Ryo Ishibashi1, Koichi Moriyama1, Atsuko

Mutoh1, Tohgoroh Matsui2, Nobuhiro Inuzuka1

（1. Nagoya Institute of Technology, 2. Chubu

University）

10:00 AM - 10:20 AM

[2E1-J-1-04]

General Session | General Session | [GS] J-6 Web mining

Web mining 2[2E5-J-6]
Chair:Kotaro Nakayama Reviewer:Masahiro Ito
5:20 PM - 6:20 PM  Room E (301A Medium meeting room)

Common Characteristics Found in Twitter

Data and Human Behavior on Retweet

〇Shigeo Shioda Shioda1, Keisuke Nakajima1 （1.

Chiba University）

 5:20 PM -  5:40 PM

[2E5-J-6-01]

Resonance Structure of Online Flaming: The

Epicenter of Information Sharing on Online

Flaming

〇Kohei Koyama1, Kimitaka Asatani1, Takeshi

Sakaki1, Ichiro Sakata1 （1. The University of

Tokyo）

 5:40 PM -  6:00 PM

[2E5-J-6-02]

Identifying Know-How Sites by Classifier

Learning with Features of Topic Distribution

within a Site

〇Yohei Ohkawa1,2, Tatsuya Maeda1, Tengyang

Chen1, Takehito Utsuro1, Yasuhide Kawada3 （1.

University of Tsukuba, 2. AVILEN Inc., 3. Logworks

Co., Ltd.）

 6:00 PM -  6:20 PM

[2E5-J-6-03]

General Session | General Session | [GS] J-12 Human interface, education
aid

Human interface, education aid: Shikake[2E3-J-12]
Chair:Naohiro Matumura Reviewer:Yoko Nishihara
1:20 PM - 3:00 PM  Room E (301A Medium meeting room)

Development of 200 people game in big

lecture hole in an university

〇toyohisa nakada1 （1. Niigata University of

[2E3-J-12-01]

International and Information Studies）

 1:20 PM -  1:40 PM

Study on the Effect of a Questionnaire

Appealing to Feeling Guilty on Umbrellas

Theft Prevention

〇Souta Matsui1, Naohiro Matsumura1 （1. Osaka

University）

 1:40 PM -  2:00 PM

[2E3-J-12-02]

How face-to-face communication with

photo similarities effects conversations

〇Machiko Katori1, Daisuke Uriu1,2, Masahiko

Inami1,2, Atsushi Hiyama1,2 （1. Graduate School

of Information Science and Technology, the

University of Tokyo, 2. Research Center for

Advanced Science and Technology, the

University of Tokyo）

 2:00 PM -  2:20 PM

[2E3-J-12-03]

Voice User Interface as a Method to

Enhance Users' Activities on an LMS

〇Toshihiro Kita1, Chikako Nagaoka1, Naoshi

Hiraoka1 （1. Research Center for Instructional

Systems, Kumamoto University）

 2:20 PM -  2:40 PM

[2E3-J-12-04]

A Virtual City that Makes Children a Skilled

Data Analyzer

〇Takayuki Shiose1, Ryosuke Kimura2, Takashi

Kondo2, Makoto Matsuura3, Tomoko Matsuura3,

Megumi Kotake4, Mai Ogasawara4 （1. Kyoto

University, 2. Gocco., Inc., 3. NPO cobon, 4.

Kodomo-Mirai Tankyusha, LLC.）

 2:40 PM -  3:00 PM

[2E3-J-12-05]

Room G

General Session | General Session | [GS] J-13 AI application

AI application: trust, value, and ethis[2G5-J-13]
Chair:Arisa Ema Reviewer:Shinobu Hasegawa
5:20 PM - 7:00 PM  Room G (302A Medium meeting room)

Effect on reliability given by consideration

of artificial intelligence judge

〇Ryotaro KANZAKI1, Ryo NAKAJIMA1, Aya

INOUE1, Ryo TANAKA1, Miona KOJIMA1 （1.

Doshisha University）

 5:20 PM -  5:40 PM

[2G5-J-13-01]

Impact on confidence in artificial

intelligence by sharing secrets using trust

[2G5-J-13-02]
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games

〇Daiki Nagata1, Kae Shinoda1, Chisato

Numada1, Katsuhiro Isokawa1, Kyouka

Hamanaka1 （1. Doshisha university）

 5:40 PM -  6:00 PM

Artificial Intelligence : The Christian

Perspective from an Engineer who are

Christians

〇Sachio Horie1 （1. Nagoya Univercity）

 6:00 PM -  6:20 PM

[2G5-J-13-03]

Analysis of Legal Precedents of Tax Cases

based on Factors and Legal Topos

Hayato Hirata2, 〇Katsumi Nitta1 （1. National

Institute of Advanced Industrial Science and

Technology , 2. Asahi University）

 6:20 PM -  6:40 PM

[2G5-J-13-04]

Who have the Right of AI ?

〇Kiyoshi Ono1 （1. INTEC Inc.）

 6:40 PM -  7:00 PM

[2G5-J-13-05]

Room H

General Session | General Session | [GS] J-2 Machine learning

Machine learning: modeling in businesses[2H1-J-2]
Chair:Makoto Kawano Reviewer:Kohei Miyaguchi
9:00 AM - 10:20 AM  Room H (303+304 Small meeting rooms)

Causal Analysis Model of TV Show

Attractiveness using Latent Representation

Models

〇Yuki Nishimura1, Shimpei Kanazawa1, Tianxiang

Yang1, Masayuki Goto1 （1. Waseda University）

 9:00 AM -  9:20 AM

[2H1-J-2-01]

Customer Classification Through Time Series

Order Data Analysis in High-end Barbecue

Beef

〇Kiyotaka Shin1, Xueyin Qu1, Aiko Suge1, Yasuo

Yamashita1, Hiroshi Takahashi1 （1. Graduate

School of Business Administration, Keio

University）

 9:20 AM -  9:40 AM

[2H1-J-2-02]

An Estimation Model of Exhibits Price for

Second-hand Fashion Items Based on Sales

History Data

〇Izumi Kuwata1, Tomoya Sugisaki1, Kenta

Mikawa2, Masayuki Goto1 （1. Waseda University,

2. Shonan Institute of Technology）

[2H1-J-2-03]

 9:40 AM - 10:00 AM

Productivity Improvement through Yield

Prediction and Machine Combination

Optimization

Yoshiaki Suzuki1, 〇Manabu Kano1, Akira Soga2,

Takeshi Yanagimachi2, Ryo Murao2, Masaya

Takaki2 （1. Kyoto University, 2. Toshiba）

10:00 AM - 10:20 AM

[2H1-J-2-04]

General Session | General Session | [GS] J-2 Machine learning

Machine learning: selective preprocess[2H3-J-2]
Chair:Yoji Kiyota Reviewer:Satoshi Oyama
1:20 PM - 3:00 PM  Room H (303+304 Small meeting rooms)

Surround Inhibition Mechanism by Deep

Learning

〇Mamoru Sugamoto1, Naoaki Fujimoto2,

Muneharu Onoue3, Tsukasa Yumibayashi4, Akio

Sugamoto5 （1. apprhythm inc., 2. Tama Art U., 3.

Geelive, Inc, 4. Otsuma Women’s U., 5.

Ochanomizu U. and OUJ）

 1:20 PM -  1:40 PM

[2H3-J-2-01]

Adaptive Learning Rate Adjustment with

Short-Term Pre-Training in Data-Parallel

Deep Learning

〇Kazuki Yamada1, Haruki Mori1, Tetsuya

Youkawa1, Yuki Miyauchi1, Shintaro Izumi1,

Masahiko Yoshimoto1, Hiroshi Kawaguchi1 （1.

Kobe University）

 1:40 PM -  2:00 PM

[2H3-J-2-02]

Adaptability of Cognitive Satisficing

Algorithm in Nonstationary Environments

〇Yuto Hanayasu1, Kenshi Saito2, Yuki Yoshii1, Yu

Kono1, Tatsuji Takahashi1 （1. School of Science

and Engineering, Tokyo Denki University, 2.

Graduate School of Tokyo Denki University）

 2:00 PM -  2:20 PM

[2H3-J-2-03]

A proposal of a new variable selection

method utilizing gene's distribution

information and solutions search progress

rate of Real-coded genetic algorithms

〇Takahiro OBATA1, Setsuya KURAHASHI1 （1.

University of Tsukuba）

 2:20 PM -  2:40 PM

[2H3-J-2-04]

Feature Oriented Attention to Extract

Attribution for Multivariate Time-Series Data

〇Shuhei Asano1, Keisuke Kiritoshi1, Tomonori

[2H3-J-2-05]
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Izumitani1 （1. NTT Communications

Corporation）

 2:40 PM -  3:00 PM

Room I

General Session | General Session | [GS] J-9 Natural language processing,
information retrieval

Natural language processing, information

retrieval: classification and evaluation

[2I5-J-9]

Chair:Hirotoshi Taira Reviewer:Kugatsu Sadamitsu
5:20 PM - 7:00 PM  Room I (306+307 Small meeting rooms)

Unsupervised Ensemble of Ranking Models

for News Comments Using Pseudo Ranking

Evaluation

〇Soichiro Fujita1, Hayato Kobayashi2,3, Manabu

Okumura1 （1. Tokyo Institute of Technology, 2.

Yahoo Japan Corporation, 3. RIKEN AIP）

 5:20 PM -  5:40 PM

[2I5-J-9-01]

A Discussion of the Relation between

Assembly Member's Utterance and Next

Election Outcome

〇Yasutomo Kimura1, Akihiko Kawaura2, Yuzu

Uchida3 （1. Otaru University of Commerce, 2.

Doshisha University, 3. Hokkai-Gakuen University）

 5:40 PM -  6:00 PM

[2I5-J-9-02]

A Study of Patent Publications Classification

Using Machine Translation and Rough Set

Theory

〇Masaki Kurematsu1 （1. Iwate Prefectural

University）

 6:00 PM -  6:20 PM

[2I5-J-9-03]

The Simplest Document Classifier

〇Yoshitaka Shirai1, Yutaka Hirata1 （1. Chubu

Univercity）

 6:20 PM -  6:40 PM

[2I5-J-9-04]

Automatic Scoring and Scoring Support

System using LSTM and Attention

〇Kohei Takai1, Kengo Taketani1, Junpei

Hayakawa2, Yasukuni Mori3, Hiroki Suyari3 （1.

Department of Applied and Cognitive Informatics,

Graduate School of Science and Engineering,

Chiba University, 2. Department of Informatics and

Imaging Systems, Faculty of Engineering, Chiba

University, 3. Graduate School of Engineering,

Chiba University）

 6:40 PM -  7:00 PM

[2I5-J-9-05]

Room J

General Session | General Session | [GS] J-13 AI application

AI application: consumption and living[2J3-J-13]
Chair:Toshihiro Kamishima Reviewer:Yuiko Tsunomori
1:20 PM - 3:00 PM  Room J (201B Medium meeting room)

A study on cost reductions in labeling

annotation of food images

〇Naoki Kobayashi1, Mitsunori Nanno1 （1. FiNC

Technologies, Inc.）

 1:20 PM -  1:40 PM

[2J3-J-13-01]

How can we predict the accuracy of weather

forecast with machine learning?

〇Masahide Funaki1 （1. Niigata University）

 1:40 PM -  2:00 PM

[2J3-J-13-02]

Visualization of conceptual model of

cooking workspace

〇Ryutaro Hama1, Azusa Mori1, Yukari Takaku1,

Atsushi Harada1, Atsushi Hashimoto2 （1. LIXIL

Corporation, 2. Kyoto University）

 2:00 PM -  2:20 PM

[2J3-J-13-03]

Clustering time-series data of cooking using

object detection

〇Azusa Mori1, Ryutaro Hama1, Atsushi Harada1,

Yukari Takaku1, Atsushi Hashimoto2 （1. LIXIL

Corporation, 2. Kyoto University）

 2:20 PM -  2:40 PM

[2J3-J-13-04]

Comparison of Anomaly Detection

Performance by Outlier Detection Methods

for Household Power Consumption

〇Miho Hashimoto1, Yutaro Yagi1, Takahiro

Nishigaki1, Takashi Onoda1 （1. Aoyama Gakuin

University）

 2:40 PM -  3:00 PM

[2J3-J-13-05]

Room L

General Session | General Session | [GS] J-9 Natural language processing,
information retrieval

Natural language processing, information

retrieval: fusion with image

[2L1-J-9]

Chair:Chiaki Miyazaki Reviewer:Tomoya Yoshikawa
9:00 AM - 10:00 AM  Room L (203+204 Small meeting rooms)

Evaluation uncertainties in Image-Caption

Retrieval

〇Kenta Hama1, takashi matsubara1, uehara

[2L1-J-9-01]
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kuniaki1 （1. Kobe University）

 9:00 AM -  9:20 AM

A Study on Behavior of Deep Neural Text-to-

Image Generative Model

〇Chihiro Fujiyama1, Ichiro Kobayashi1 （1.

Ochanomizu University）

 9:20 AM -  9:40 AM

[2L1-J-9-02]

Towards Building a Logical Inference System

for Text and Visual Information

Riko Suzuki1, 〇Masashi Yoshikawa2, Hitomi

Yanaka3, Koji Mineshima1, Daisuke Bekki1 （1.

Ochanomizu University, 2. Nara Institute of

Science and Technology, 3. RIKEN Center for

Advanced Intelligence Project）

 9:40 AM - 10:00 AM

[2L1-J-9-03]

General Session | General Session | [GS] J-9 Natural language processing,
information retrieval

Natural language processing, information

retrieval: knowledge supply

[2L3-J-9]

Chair:Takeshi Morita Reviewer:Jun Sugiura
1:20 PM - 3:00 PM  Room L (203+204 Small meeting rooms)

Response Generation based on Embedding

Representation of Knowledge and Topics

〇Jie Zeng1, Yutaka Takase2, Yukiko Nakano2 （1.

Graduate School of Science and Technology,

Seikei University, 2. Faculty of Science and

Technology, Seikei University）

 1:20 PM -  1:40 PM

[2L3-J-9-01]

Monotonicity Dataset Creation on

Crowdsourcing

Hitomi Yanaka1,2, 〇Daisuke Bekki2, Koji

Mineshima2, Satoshi Sekine1, Kentaro Inui3,1 （1.

RIKEN Center for Advanced Intelligence Project, 2.

Ochanomizu University, 3. Tohoku University）

 1:40 PM -  2:00 PM

[2L3-J-9-02]

Collecting Examples of Know-How Question

Answering from Column Pages on the Web

〇Tatsuya Maeda1, Tengyang Chen1, Yohei

Ohkawa1, Takehito Utsuro1, Yasuhide Kawada2

（1. University of Tsukuba, 2. Logworks Co., Ltd.）

 2:00 PM -  2:20 PM

[2L3-J-9-03]

V-TA: Dialogue System for Practical Training

on Software Development

〇Masayuki Otani1, Taku Kawabata2, Koji Abe1,

Hirofumi Yamamoto1, Shiro Takata1, Yoshihiko

Akamatsu2, Fujiko Yamamura2 （1. Kindai

[2L3-J-9-04]

University, 2. JIEC Co.,Ltd.）

 2:20 PM -  2:40 PM

A Comparison of Multileaving Methods on

News App Personalization

〇Kojiro Iizuka1, Takeshi Yoneda1, Yoshifumi Seki1

（1. Gunosy Inc.）

 2:40 PM -  3:00 PM

[2L3-J-9-05]

General Session | General Session | [GS] J-9 Natural language processing,
information retrieval

Natural language processing, information

retrieval: conversion and generation

[2L4-J-9]

Chair:Ichiro Kobayashi Reviewer:Yuzuru Okajima
3:20 PM - 4:40 PM  Room L (203+204 Small meeting rooms)

A sentence style conversion method using

LSTM-RNN

〇Kenta Shimoji1, Kazuhiro Morita1, Masao Fuketa1

（1. Tokushima University）

 3:20 PM -  3:40 PM

[2L4-J-9-01]

Text simplification using newspaper articles

Naoki Koto1, 〇Hidetsugu Nanba1, Toshiyuki

Takezawa1 （1. Hiroshima City University）

 3:40 PM -  4:00 PM

[2L4-J-9-02]

Keyword Conditional Variational

Autoencoder for advertising headline

generation

〇Hiroyuki Fukuda1 （1. DENTSU INC.）

 4:00 PM -  4:20 PM

[2L4-J-9-03]

Generating Emoji with Conditional

Variational Autoencoders and Word

Embedding

〇Atsuki Yamaguchi1, Katsuhide Fujita1 （1. Tokyo

University of Agriculture and Technology）

 4:20 PM -  4:40 PM

[2L4-J-9-04]

General Session | General Session | [GS] J-9 Natural language processing,
information retrieval

Natural language processing, information

retrieval: data collection

[2L5-J-9]

Chair:Koichiro Yoshino Reviewer:Hidekazu Oiwa
5:20 PM - 6:20 PM  Room L (203+204 Small meeting rooms)

Trial production of distributed representation

dictionary based on multi attributional

description including common knowledge

〇Hajime Murai Murai1 （1. Future University

Hakodate）

 5:20 PM -  5:40 PM

[2L5-J-9-01]
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A Collection of Sets of Metaphorical

Mappings Annotated with Story World Calls

〇Suguru Matsuyoshi1, Akira Utsumi1 （1. The

University of Electro-Communications）

 5:40 PM -  6:00 PM

[2L5-J-9-02]

Construction of Coherent Translation

Evaluation Dataset in Machine Translation

〇Kaori Abe1, Jun Suzuki1,2,3, Masaaki Nagata3,

Kentaro Inui1,2 （1. Tohoku University, 2. Center

for Advanced Intelligence Project (AIP), 3. NTT

Communication Science Laboratories）

 6:00 PM -  6:20 PM

[2L5-J-9-03]

Room M

General Session | General Session | [GS] J-10 Vision, speech

Vision, speech: movement of bodies and

objects

[2M5-J-10]

Chair:Eiki Ishidera Reviewer:Yoko Nishihara
5:20 PM - 7:00 PM  Room M (Front-right room of 1F Exhibition
hall)

Improving object detection performance

using objects’ relative positions

〇Yuichi Sasaki1 （1. Fashion Pocket, Inc.）

 5:20 PM -  5:40 PM

[2M5-J-10-01]

Large-Scale Performance Evaluation

Experiments on Name and Location

Prediction of Spatial Concept Transfer

Leaning Model

〇Keishiro Taguchi1, Kazuya Asada1, Satoshi

Ishibushi1, Yoshinobu Hagiwara1, Tadahiro

Taniguchi1 （1. Ritsumeikan University）

 5:40 PM -  6:00 PM

[2M5-J-10-02]

Evaluation of bidirectional method

between motion and context for human

motion recognition

〇Tadashi Ogura1, Tetsunari Inamura1,2 （1.

SOKENDAI (The Graduate University for

Advanced Studies), 2. National Institute of

Informatics）

 6:00 PM -  6:20 PM

[2M5-J-10-03]

A Study on Evaluation Model on Stroke

Order Similarity

〇Ryoske Fujii1, Naoki Mori1, Makoto Okada1

（1. Graduate School of Engineering, Osaka

Prefecture University）

 6:20 PM -  6:40 PM

[2M5-J-10-04]

Gesture Recognition by Multi-task Learning

using Parallel Residual Adapters

〇Noeru Suzuki1, Kosuke Kikui2, Yuta Itoh3,

Hisashi Kashima1, Makoto Yamada1 （1. Kyoto

University, 2. Keio University, 3. Tokyo Institute

of Technology）

 6:40 PM -  7:00 PM

[2M5-J-10-05]

General Session | General Session | [GS] J-13 AI application

AI application: consumption and market[2M3-J-13]
Chair:Kazunori Matsumoto Reviewer:Jun Ichikawa
1:20 PM - 2:40 PM  Room M (Front-right room of 1F Exhibition
hall)

Promotion of unmanned stores through

automatic AI accounting

〇kanae matsuo1, kana kawatani1, tomoki

ishida1, ruriko tsubota1 （1. doshisha

university）

 1:20 PM -  1:40 PM

[2M3-J-13-01]

A Context-Aware Recommender System for

AR-based Shopping Support

〇Rikiya Ando1, Eishun Ito1, Tadachika Ozono1,

Toramatsu Shintani1 （1. Nagoya Institute of

Technology）

 1:40 PM -  2:00 PM

[2M3-J-13-02]

Discrepancy prediction between the

results purchase and pre-listening of the

face-to-face sales

〇Takumi Uchida1,2, Kenichi Yoshida2 （1.

Recruit Communications Co., Ltd., 2. University

of Tsukuba Graduate School）

 2:00 PM -  2:20 PM

[2M3-J-13-03]

Verification of Consumer Behavior Model

Focusing on Point System

〇Yuya Ieiri1, Yuu Nakajima2, Reiko Hishiyama1

（1. Waseda University, 2. Toho University）

 2:20 PM -  2:40 PM

[2M3-J-13-04]

Room N

General Session | General Session | [GS] J-13 AI application

AI application: medical diagnosis[2N3-J-13]
Chair:Koji Morikawa Reviewer:Yoshikuni Sato
1:20 PM - 2:20 PM  Room N (Front-right room of 1F Exhibition
hall)

Denoising autoencoder-based modification

method for RRI data with premature atrial

[2N3-J-13-01]
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contraction

〇Shota Miyatani1, Koichi Fujiwara2, Manabu

Kano1 （1. Kyoto University, 2. Nagoya

University）

 1:20 PM -  1:40 PM

Character-level Text Generations with

Attention for Chest X-ray Diagnosis

〇Kenya Sakka1, Kotaro Nakayama1,2, Nisei

Kimura1, Taiki Inoue1, Ryohei Yamaguchi1,

Yoshimasa Kawazoe1, Kazuhiko Ohe1, Yutaka

Matsuo1 （1. The University of Tokyo, 2. NABLAS

Inc.）

 1:40 PM -  2:00 PM

[2N3-J-13-02]

Detecting patient mix-up on blood samples

with machine learning

〇Tomohiro Mitani1, Shunsuke Doi2, Shinichiroh

Yokota2, Takeshi Imai1, Kazuhiko Ohe1,2 （1.

Graduate School of Medicine, The University of

Tokyo, 2. The University of Tokyo Hospital）

 2:00 PM -  2:20 PM

[2N3-J-13-03]

General Session | General Session | [GS] J-13 AI application

AI application: medicine[2N4-J-13]
Chair:Koji Morikawa Reviewer:Yoshikuni Sato
3:20 PM - 5:00 PM  Room N (Front-right room of 1F Exhibition
hall)

Advantages of 3D-ResNet in Cerebral

Aneurysm Detection using MRA Images

〇Terasaki Yuki1, Hajime Yokota2, Hiroki Mukai2,

Shoma Yamauchi2, Ryuna Kurosawa3, Joji Ota3,

Takuro Horikoshi2, Yasukuni Mori4, Hiroki Suyari4

（1. Graduate School of Chiba University, 2.

Dept. Radiology, Chiba University Hospital, 3.

Dept. Radiology, Chiba University , Hospital, 4.

Graduate School of Engineering, Chiba

University）

 3:20 PM -  3:40 PM

[2N4-J-13-01]

Classification of esophageal cancer CT

images using deep learning

〇Takumi Seto1, Masashi Takeuchi2, Masahiro

Hashimoto2, Yui Ito1, Naoaki Ichihara2, Hirohumi

Kawakubo2, Yuko Kitagawa2, Hiroaki Miyata2,

Masahiro Jinzaki2, Yasubumi Sakakibara1 （1.

Keio University Faculty of Science and

Technology, 2. Keio University School of

Medicine）

[2N4-J-13-02]

 3:40 PM -  4:00 PM

Development of Epileptic Seizure

Prediction Algorithm by Combining Heart

Rate Variability Analysis and Autoencorder

〇Koichi Fujiwara1,2, Fumiya Sakane2, Miho

Miyajima3, Toshitaka Yamakawa4, Taketoshi

Maehara3 （1. Nagoya University, 2. Kyoto

University, 3. Tokyo Medical and Dental

University, 4. Kumamoto University）

 4:00 PM -  4:20 PM

[2N4-J-13-03]

Diagnosis of head CT image by on-premise

deep learning

〇Tetsuya Shiraishi1, Yuriko Hijikata1 （1.

Saitama Sekishinkai Hospital）

 4:20 PM -  4:40 PM

[2N4-J-13-04]

Lesion Detection in Computed

Tomography Images using YOLOv3 and

Domain Knowledge

Akira Saigo1, 〇Naoki Hayashi2, Kotaro Ito2 （1.

Recruit techonologies Co.,Ltd., 2. NTTDATA

Mathematical Systems Inc.）

 4:40 PM -  5:00 PM

[2N4-J-13-05]

General Session | General Session | [GS] J-13 AI application

AI application: medicine and healthcare[2N5-J-13]
Chair:Yasutomo Yamamoto Reviewer:Koji Kozaki
5:20 PM - 6:40 PM  Room N (Front-right room of 1F Exhibition
hall)

Fall Risk Evaluation Using Mahalanobis

Distance and Factor Analysis

〇Takao Naito1,2, Masato Kobe1, Makoto

Kunigoh1, Kotaro Yamasue2, Osamu Tochikubo
2, Yoshihiro Ishikawa2, Hiroshi Takeda3 （1. Fuji

Xerox, 2. Yokohama City University, 3. Osaka

University）

 5:20 PM -  5:40 PM

[2N5-J-13-01]

Emotional responses of the elderly people

must be realized by the artificial

intelligence

〇Tomoyuki Yambe1, Makoto Yoshizawa1,

Yusuke Inoue1, Akihiro Tamada1, Yasuyuki

Shiraishi1 （1. Tohoku University）

 5:40 PM -  6:00 PM

[2N5-J-13-02]

Current Trends, Issues, and Potentiality of

AI Technology in Psychiatry

〇Shin Ikeda1 （1. Okayama Psychiatric Medical

[2N5-J-13-03]
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Center）

 6:00 PM -  6:20 PM

proposal of Prediction method of ECG via

1D-CNN

〇Shigeki Shimizu1, Kouta Anai1, Naoto Yamada1

（1. Toyota Technical Development

Corporation）

 6:20 PM -  6:40 PM

[2N5-J-13-04]

Room O

General Session | General Session | [GS] J-7 Agents

Agents: human interaction[2O4-J-7]
Chair:Hirotaka Osawa Reviewer:Yoshimasa Tawatsuji
3:20 PM - 4:20 PM  Room O (Front-left room of 1F Exhibition
hall)

Fostering Empathy for Computer Agents

through Synchronized Movements

〇Naohiro Eda1, Katie Seaborn2, Seito Matsubara3,

Ken Sakuma3, Atsushi Hiyama2,3, Masahiko Inami3

（1. The Faculty of Engineering,The University of

Tokyo, 2. RIKEN Center for Advanced Intelligence

Project, 3. Graduate School of Information

Science and Technology, The University of

Tokyo）

 3:20 PM -  3:40 PM

[2O4-J-7-01]

Drawing interaction between human and

recurrent neural network

〇Hikaru Yanagida1, Shingo Murata2,3, Kentaro

Katahira4, Shinsuke Suzuki5, Tetsuya Ogata1,

Yuichi Yamashita6 （1. Department of Intermedia

Art and Science, School of Fundamental Science

and Engineering, Waseda University, 2. Principles

of Informatics Research Division, National Institute

of Informatics, 3. Department of Informatics,

School of Multidisciplinary Sciences, The

Graduate University for Advanced Studies

(SOKENDAI), 4. Department of Cognitive and

Psychological Sciences, Graduate School of

Informatics, Nagoya University, 5. Creative

Interdisciplinary Research Division, Frontier

Research Institute for Interdisciplinary Sciences,

Tohoku University, 6. Department of Functional

Brain Research, National Institute of

Neuroscience, National Center of Neurology and

Psychiatry）

 3:40 PM -  4:00 PM

[2O4-J-7-02]

Influence of polite greetings on attachment

of a voice agent

〇Ken Sasaki1, Miho Kitamura2, Keiichi Kurata3,

Katsumi Watanabe1 （1. Graduate School of

Fundamental Science and Engineering, Waseda

University, 2. Waseda Institute for Advanced

Study, 3. DENSO CORPORATION）

 4:00 PM -  4:20 PM

[2O4-J-7-03]

General Session | General Session | [GS] J-13 AI application

AI application: dynamics in finance[2O1-J-13]
Chair:Setsuya Kurahashi Reviewer:Hiroto Yoneno
9:00 AM - 10:40 AM  Room O (Front-left room of 1F Exhibition
hall)

Extraction of Important Sentences in

Financial Documents Based on Business

Confidence Information Using LSTM with

Self-Attention Mechanism

〇Shuhei Yamaoka1, Seiichi Ozawa1, Takehide

Hirose2, Masaaki Iizuka2 （1. Kobe University, 2.

Sumitomo Mitsui DS Asset Management

Company, Limited）

 9:00 AM -  9:20 AM

[2O1-J-13-01]

Relationship between Liquidity and Costs

of Arbitrage Trading for Stocks and ETF ---

Investigation by Agent-Based Model ---

〇Takanobu Mizuta1 （1. SPARX Asset

Management Co., Ltd.）

 9:20 AM -  9:40 AM

[2O1-J-13-02]

Analysis of Inter-bank Network's Temporal

Change Using Clustering Structure Change

Detection

〇Yuta Niki1, Kiyoshi Izumi1, Hiroyasu

Matsushima1, Hiroki Sakaji1, Takashi Shimada1

（1. School of Engineering, The University of

Tokyo）

 9:40 AM - 10:00 AM

[2O1-J-13-03]

Analysis of Limit Orders by High-Frequency

Traders in Tokyo Stock Exchange

〇Masanori HIRANO1, Kiyoshi IZUMI1, Hiroyasu

MATSUSHIMA1, Hiroki SAKAJI1, Takashi

SHIMADA1 （1. School of Engineering, The

University of Tokyo）

10:00 AM - 10:20 AM

[2O1-J-13-04]

Extraction of Future-oriented Sentences

from Annual Securities Reports

[2O1-J-13-05]
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〇Shunya Kodera1, Yoshinori Tanaka1, Fumihito

Sato1, Hiroaki Sakuma1, Hiroki Sakaji2, Kiyoshi

Izumi2 （1. NIKKO RESEARCH CENTER, INC., 2.

Graduate School of Engineering, The University

of Tokyo）

10:20 AM - 10:40 AM

General Session | General Session | [GS] J-13 AI application

AI application: investments[2O3-J-13]
Chair:Takanobu Mizuta Reviewer:Shinobu Hasegawa
1:20 PM - 2:40 PM  Room O (Front-left room of 1F Exhibition
hall)

Analysis of Posted Price as a Determinant

of Office Rent

〇Yoshiteru Osawa1, Yoshinao Ebina1, Mayuko

Tahara2, Katsutaka Bunya2, Takahiro Hoshino2,3

（1. Mitsubishi UFJ Trust and Banking

Corporation, 2. Faculty of Economics, Keio

University, 3. RIKEN Center for Advanced

Intelligence Project）

 1:20 PM -  1:40 PM

[2O3-J-13-01]

Analysis of Chain Bankruptcy Using

Multilayer Networks Simulation among

Banks and Companies

〇Ryo Hamawaki1, Junnichi Ozaki2, Kiyoshi

Izumi1, Takashi Shimada1, Hiroyasu

Matsushima1, Hiroki Sakaji1 （1. The University

of Tokyo, 2. Tokyo Institute of Technology）

 1:40 PM -  2:00 PM

[2O3-J-13-02]

What is a Hedge or Safe Haven Asset for

Bitcoin Investors?

〇Ryuta Sakemoto1,2, Alden Ho1, Yoshihiko

Ichikawa1 （1. YJFX, Inc, 2. Keio Economic

Observatory Keio University）

 2:00 PM -  2:20 PM

[2O3-J-13-03]

Construction of Causal Networks for Risk

Finding Considering Word Polarities

〇Hiroaki IGARASHI Igarashi1, Hiroki Sakaji1,

Kiyoshi Izumi1, Takashi Shimada1, Shintaro

Suda2 （1. the University of Tokyo, 2. Mitsubishi

UFJ Trust Investment Technology Institute Co.,

Ltd.(MTEC)）

 2:20 PM -  2:40 PM

[2O3-J-13-04]

Room P

General Session | General Session | [GS] J-2 Machine learning

Machine learning: conquests of limits[2P1-J-2]
Chair:Takuma Otsuka Reviewer:Yuiko Tsunomori
9:00 AM - 10:20 AM  Room P (Front-left room of 1F Exhibition
hall)

Toward Deep Satisficing Reinforcement

Learning

〇Kuniaki Satori1, Yutaka Yoshida1, Takumi

Kamiya1, Tatsuji Takahashi1 （1. Tokyo Denki

University）

 9:00 AM -  9:20 AM

[2P1-J-2-01]

Imbalanced Classification with Near-misses

for Binary Decision-making

〇Akira Tanimoto1,2,3, So Yamada1, Takashi

Takenouchi2,4, Hisashi Kashima2,3 （1. NEC, 2.

Riken, 3. Kyoto University, 4. Future University

Hakodate）

 9:20 AM -  9:40 AM

[2P1-J-2-02]

Learning Model Discrepancy in Physics-

guided Neural Networks

Junya Tanaka1, Tomohiko Tomita2, Masayuki

Numao1, 〇Ken-ichi Fukui1 （1. Osaka University,

2. Kumamoto University）

 9:40 AM - 10:00 AM

[2P1-J-2-03]

Collaborative filtering based on distributed

expression considering differences in

evaluation trends

〇Ryousuke Goto1, Hideki Fujinami1, Tianxiang

Yang1, Masayuki Goto1 （1. Facutly of Science and

Engeneering, Waseda University）

10:00 AM - 10:20 AM

[2P1-J-2-04]

General Session | General Session | [GS] J-2 Machine learning

Machine learning: advances in neural

networks

[2P3-J-2]

Chair:Masayuki Okamoto Reviewer:Masakazu Hirokawa
1:20 PM - 3:00 PM  Room P (Front-left room of 1F Exhibition hall)

Proposal of optimization method of local

receptive field using gradient descent

〇So Tazume1, Masanao Ochi1, Ichiro Sakata1,

Junichiro Mori1 （1. The University of Tokyo）

 1:20 PM -  1:40 PM

[2P3-J-2-01]

Acceleration of Neural Architecture Search

by Policy Gradient with Credit Assignment

〇Rei Sato1,2, Youhei Akimoto1,2, Jun Sakuma1,2

（1. University of Tsukuba, 2. RIKEN Center for

Advanced Intelligence Project）

[2P3-J-2-02]
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 1:40 PM -  2:00 PM

Progressive Data Increasing as Initialization

of Neural Network

〇Ryosuke Sato1, Masanari Kimura1 （1. Ridge-i

Inc.）

 2:00 PM -  2:20 PM

[2P3-J-2-03]

Efficient learning in machine language

instruction sequence classification by

transfer learning

〇Yuhei Otsubo1,2, Akira Otsuka2, Yoshihiro Iwata1,

Mamoru Mimura3, Takeshi Sakaki4 （1. National

Police Agency, 2. Institute of Information Security,

3. National Deffense Academy, 4. University of

Tokyo）

 2:20 PM -  2:40 PM

[2P3-J-2-04]

A Style Transfer Method using Wasserstein

Autoencoder

〇Hidekmoto Nakada1, Hideki Asoh1 （1. National

Insitutite of Advanced Industrial Science and

Technology）

 2:40 PM -  3:00 PM

[2P3-J-2-05]

General Session | General Session | [GS] J-2 Machine learning

Machine learning: industries and finance[2P4-J-2]
Chair:Keisuke Otaki Reviewer:Junpei Komihyama
3:20 PM - 4:40 PM  Room P (Front-left room of 1F Exhibition hall)

Efficient estimation for red-zone in silicon

wafers for solar cells using Level Set

Estimation

〇Shota Hozumi1, Kota Matsui2, Kentaro

Kutsukake2, Toru Ujihara4, Ichiro Takeuchi1,2,3 （1.

Nagoya Institute of Technology, 2. RIKEN, 3.

Center for Materials Research by Information

Integration, National Institute for Materials

Science, 4. Nagoya Universary）

 3:20 PM -  3:40 PM

[2P4-J-2-01]

Generating airfoil shape using conditional

variational auto-encoder

〇Kazuo Yonekura1, Hitoshi Hattori1, Takafumi

Nishizu1 （1. IHI Corporation）

 3:40 PM -  4:00 PM

[2P4-J-2-02]

Solar radiation prediction using RBF Network

for Campus

〇Yuta Hashiba1, Shoichi Urano1 （1. Meiji

University）

 4:00 PM -  4:20 PM

[2P4-J-2-03]

A study of hybrid prediction model

considering risk reduction for economic

indicators forecasting

〇Kodai Ogihara1, Shoichi Urano1 （1. Meiji

University）

 4:20 PM -  4:40 PM

[2P4-J-2-04]

General Session | General Session | [GS] J-2 Machine learning

Machine learning: medicine and

heathcare

[2P5-J-2]

Chair:Jun Ozawa Reviewer:Yoshikuni Sato
5:20 PM - 7:00 PM  Room P (Front-left room of 1F Exhibition hall)

Prediction of depressive tendencies from

health data considered unassociated with

depressive states

Shiori Yamaguchi1, 〇Hiroki Tanaka1, Hayato

Maki1, Shigehiko Kanaya1,2, Nobutaka Suzuki3,

Satoshi Nakamura1,2 （1. Nara Institute of Science

and Technology, Graduate School of Science and

Technology, 2. Nara Institute of Science and

Technology, Data Science Center, 3. Kanazawa

University, Graduate School of Medical Sciences）

 5:20 PM -  5:40 PM

[2P5-J-2-01]

Data Transformation method for

Comprehensive Classification to Blood Test

Data

〇Takumi Yoshida1, Matsui Tohgoroh1 （1. Chubu

University）

 5:40 PM -  6:00 PM

[2P5-J-2-02]

Medical image recognition of MRI brain

images using deep logistic GMDH-type

neural network and convolutional neural

network

〇Tadashi Kondo1, Shoichiro Takao1, Sayaka

Kondo2, Junji Ueno1 （1. Tokushima University, 2.

Tokushima medical informatics laboratory）

 6:00 PM -  6:20 PM

[2P5-J-2-03]

Mental Disorder Diagnosis using fMRI Images

by Deep State-Space Model

〇Koki Kusano1, Tetsuo Tashiro1, Takashi

Matsubara1, Kuniaki Uehara1 （1. Kobe

University）

 6:20 PM -  6:40 PM

[2P5-J-2-04]

Semi-supervised learning based target gene

selection for medical data

〇Akito Seki1, Hirotaka Akita1, Hisashi Kashima1,2,

[2P5-J-2-05]



©The Japanese Society for Artificial Intelligence 

 Wed. Jun 5, 2019 General Session  JSAI2019

Makoto Yamada1,2 （1. Kyoto University, 2. RIKEN

AIP）

 6:40 PM -  7:00 PM

Room Q

General Session | General Session | [GS] J-2 Machine learning

Machine learning: models for prediction[2Q1-J-2]
Chair:Koh Takeuchi Reviewer:Hikaru Kajino
9:00 AM - 10:40 AM  Room Q (6F Meeting room, Bandaijima
bldg.)

The Cox hazard model using Factorization

Machines

〇Kanata Satake1, Makoto Yamada1,2, Kota

Matsui2, Shigeyuki Matsui2,3, Hisashi Kashima1,2

（1. Kyoto University, 2. RIKEN Center, 3. Nagoya

University）

 9:00 AM -  9:20 AM

[2Q1-J-2-01]

LTV Prediction Based on RFM and Customer

Characteristics

〇Yusaku Imai1, Yuki Tajima1 （1. Dentsu Digital

Inc.）

 9:20 AM -  9:40 AM

[2Q1-J-2-02]

Study on the relationship between data non-

linearity and dam inflow discharge

prediction accuracy

〇Masazumi Amakata1, Takuto Yasuno1, Junichiro

Fujii1, Yuri Shimamoto1, Junichi Okubo1 （1.

Yachiyo Engineering Co.,Ltd.）

 9:40 AM - 10:00 AM

[2Q1-J-2-03]

Comparison of Deep Time Series Prediction

Models Utilizing Linear Regression Model

〇Jun Hozumi1, Yutaka Matsuo1 （1. the

University of Tokyo）

10:00 AM - 10:20 AM

[2Q1-J-2-04]

The Effects of Element and Input Length on

Accuracy in Aquaculture Seawater

Temperature Prediction Model

〇Masahito Okuno1, Takanobu Otsuka1 （1.

Nagoya Institute of Technology）

10:20 AM - 10:40 AM

[2Q1-J-2-05]

General Session | General Session | [GS] J-2 Machine learning

Machine learning: explainability,

knowledge acquisition

[2Q3-J-2]

Chair:Yasuhiro Sogawa Reviewer:Shohei Higashiyama
1:20 PM - 3:00 PM  Room Q (6F Meeting room, Bandaijima bldg.)

Investigation of the influence of over training

on CNN focusing on change of heat map

which brings interpretability

〇Yoshihisa Furusawa1, Yoshimasa Tawatsuji3,2,

Tatsunori Matsui2 （1. Waseda University, 2.

Faculty of Human Sciences, Waseda University, 3.

Graduate School of Human Sciences, Waseda

University）

 1:20 PM -  1:40 PM

[2Q3-J-2-01]

Visualization of cluster structure transition in

deep learning

〇Chihiro Watanabe1 （1. NTT Communication

Science Laboratories）

 1:40 PM -  2:00 PM

[2Q3-J-2-02]

Explanation of frequency domain features

contributing to EEG classification

Kazuki Tachikawa1, Yuji Kawai1, 〇Jihoon Park1,

Minoru Asada1 （1. Osaka University）

 2:00 PM -  2:20 PM

[2Q3-J-2-03]

Model-agnostic Explainer using Feature

Patterns

〇Kohei Asano1, Jinhee Chun1, Takeshi

Tokuyama1 （1. Tohoku University）

 2:20 PM -  2:40 PM

[2Q3-J-2-04]

Visualization of learning process for

Convolution Neural Network

〇Soichi Sakai1, Yoichi Takenaka2 （1. Graduate

School of Informatics, Kansai University, 2. School

of Informatics, Kansai University）

 2:40 PM -  3:00 PM

[2Q3-J-2-05]

General Session | General Session | [GS] J-2 Machine learning

Machine learning: bayesian network[2Q4-J-2]
Chair:Togoro Matsui Reviewer:Masakazu Hirokawa
3:20 PM - 4:20 PM  Room Q (6F Meeting room, Bandaijima bldg.)

Learning huge Bayesian network structures

by RAI algorithm with transitivity

Kazunori Honda1, Kazuki Natori1, 〇Shouta

Sugahara1, Takashi Isozaki1, Maomi Ueno1 （1.

The University of Electro-Communications）

 3:20 PM -  3:40 PM

[2Q4-J-2-01]

Learning huge Augmented Naive Bayes

Classifier

〇Naruchika Kikuya1 （1. The University of

Electro-Communications）

 3:40 PM -  4:00 PM

[2Q4-J-2-02]
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Exact Learning Augmented Naive Bayes

Classifier

〇Shouta Sugahara1, Maomi Ueno1 （1. The

University of Electro-Communications）

 4:00 PM -  4:20 PM

[2Q4-J-2-03]

General Session | General Session | [GS] J-2 Machine learning

Machine learning: advanced models[2Q5-J-2]
Chair:Masataro Asai Reviewer:Hikaru Kajino
5:20 PM - 7:00 PM  Room Q (6F Meeting room, Bandaijima bldg.)

Bayesian Inverse Reinforcement Learning for

Demonstrations of an Expert in Multiple

Dynamics

〇Yusuke Nakata1, Sachiyo Arai1 （1. Chiba

University）

 5:20 PM -  5:40 PM

[2Q5-J-2-01]

Constructing a Recommender System using

Variational Neural Networks

〇Tomoki Ohtsuki1, Shinsuke Sugaya1, Ohnishi

Yuki1,2 （1. BizReach, Inc., 2. Purdue University）

 5:40 PM -  6:00 PM

[2Q5-J-2-02]

A Meta-Learning Perspective on Generative

Query Network

〇Shohei Taniguchi1, Yusuke Iwasawa1, Yutaka

Matsuo1 （1. The University of Tokyo）

 6:00 PM -  6:20 PM

[2Q5-J-2-03]

Variational Auto-Encoder On Stiefel Space

〇Takaaki Sanjoh1, Junpei Komiyama2, Masashi

Toyoda2, Masaru Kitsuregawa2,3 （1. The

University of Tokyo, 2. Institute of Industrial

Science, The University of Tokyo, 3. National

Institute of Informatics）

 6:20 PM -  6:40 PM

[2Q5-J-2-04]

A Study of Pseudo-Simultaneous Systems

〇Kotone Itaya1,2, Naoyuki Sakai3,4, Koichi

Takahashi1,3,4, Hiroshi Yamakawa3,4 （1. RIKEN

BDR, 2. Graduate School for Media and

Governance, Keio University, 3. DWANGO AI

Laboratory, Dwango, 4. The Whole Brain

Architecture Initiative）

 6:40 PM -  7:00 PM

[2Q5-J-2-05]



[2C1-J-12]

[2C1-J-12-01]

[2C1-J-12-02]

[2C1-J-12-03]

©The Japanese Society for Artificial Intelligence 

 JSAI2019 

General Session | General Session | [GS] J-12 Human interface, education aid

Human interface, education aid: design and creation
Chair:Kazuhisa Seta Reviewer:Jun Ichikawa
Wed. Jun 5, 2019 9:00 AM - 10:00 AM  Room C (4F International conference hall)
 

 
Game-Based Story Generation Systems Using Player's Emotion and
Action 
〇Shusuke Sato1, Kaoru Sumi1 （1. Future University Hakodate） 

 9:00 AM -  9:20 AM   

Decision Making for Model Based Design by Reinforcement Learning 
〇Tatsuhide Sakai1, Takahiro Inabe2 （1. Great Wall Motor, 2. Sakiyomi AI labo） 

 9:20 AM -  9:40 AM   

Development of New Value Creation and Evaluation System in
Breakdance Using Deep Learning 
〇Naoyuki Hirasawa1, Daichi Shimizu2 （1. no new folk studio Inc., 2. Graduate School of

Education, The University of Tokyo） 

 9:40 AM - 10:00 AM   
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Game-Based Story Generation Systems Using Player's Emotion and Action 

  *1  *1 
 Shusuke Sato Kaoru Sumi 

*1   
Future University Hakodate School of System Information Science 

Abstract: In this research, we developed a game-based story generation system that automatically expands contents by real-
time player's emotion and action. When a player plays actions in the created virtual space, the system automatically generates 
contents according to the action of the player. The idea of this system is as follows. 1) We set unrealistic and magical tool, 
and the player operates the tool by using the hand controller. 2) The system gets real-time emotions of the player through 
webcam and FACS (Facial Action Coding System), and outputs a reaction as part of the content according to emotion. 3) The 
system outputs the text according to the player's action and emotion. We evaluated the usefulness of the system by 
conducting experiments with elementary and university students as subjects. From the result of the questionnaire, generated 
story by the system was evaluated as interesting. According to the impression of the story based on the SD method, we could 
extract three factors of non-immersion feeling, non-novelty and narrativity. 
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Development of New Value Creation and Evaluation System in Breakdance Using Deep Learning 

 *1 *2 
 Naoyuki Hirasawa Daichi Shimizu 

 *1  *2  
 no new folk studio Inc. Graduate School of Education, The University of Tokyo 

Abstract: In this research, we developed a system which automatically discriminates motion and visualizes the result in 
breakdance which is spreading widely in recent years. At that time, we aimed to develop a system that uses shoes 
incorporating an acceleration sensor (Smart Footwear Orphe) to classify movements under natural environment by deep 
learning and feed back the results to dancers. In this presentation, as well as introducing the system, we also report on the 
course of the case of evaluating the degree of originality of movements by applying the above system. Also, we examine how 
this case affects dancers by being incorporated into dance culture. 
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VR

Evaluating the skill of robots guiding humans via a competitive task utilizing VR

∗1
Yoshiaki Mizuchi

∗1∗2
Tetsunari Inamura

∗1
National Institute of Informatics

∗2
SOKENDAI (The Graduate University for Advanced Studies)

We focus on evaluating an instruction ability of robots to appropriately guide human actions. We have proposed
a simulation software to evaluate human-robot interaction in daily life environment based on immersive virtual
reality (VR). However, difficulties still remain to evaluate the performance of human-robot communication which
depends on subjective factors of humans. To develop evaluation criteria of the performance in such a human-robot
communication, we designed and carried out a competitive task in which the robot has to generate comprehensible
and unambiguous natural language expressions to guide test subjects to achieve several tasks in daily environments
utilizing immersive VR. The evaluation results in a robot competition show the usefulness of the proposed approach.
Additionally, we demonstrate that the evaluation based on human behavior itself such as changes of head directions
is useful for evaluating the performance of instructions by the robot.
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表情変化と身体動作を用いて行動するロボットとの
協調学習が及ぼす印象効果

Impression Effects of Collaborative Learning with Robots which
Acts using Body Motion and Facial Expression

ジメネスフェリックス ∗1
Felix Jimenez

吉川大弘 ∗2
Tomohiro Yoshikawa

古橋武 ∗3
Takeshi Furuhashi

加納政芳 ∗4
Masayoshi Kanoh

∗1愛知県立大学 情報科学部
School of Information Science and Technology, Aichi Prefectural University

∗2∗3名古屋大学大学院　工学研究科
Graduate School of Engineering, Nagoya University

∗4中京大学 工学部
School of Engineering, Chukyo University

The growth of robot technology has prompted growing interest in educational-support robots. Previous studies
reported that robots which alternate between the roles of the speaker and listener can prompt college students to
learn by alternately solving questions with the robots. As the speaker, the robot explained a solution to its partner
and solved a question. As the listener, the robot did not solve questions itself, but instead payed attention to its
partner that solves the questions. However, the previous study used the robots which acts the speaker and listener
by only facial expression. We did not know the effect of the robots which acts the speaker and listener by facial
expression and body motion. Thus, this study investigate the effect of the robots the robots which acts the speaker
and listener by facial expression and body motion.

1. はじめに
近年，学習を支援する場面で活躍する教育支援ロボットに

関する研究分野が注目されている [Belpaeme 18]．本研究で
は，共同学習者のように振る舞い，学習者と共に学び合う教
育支援ロボットに注目する．これらのロボットにおける従来
研究では，学習者から教わる立場になって，教示学習を促す
ロボット [Tanaka 15] と，学習者と交互に問題を解き合う協
調学習を促すロボット [ジメネス 16, ジメネス 17]が提唱され
ている．本研究では，後者のロボットに注目する．従来研究
[ジメネス 16, ジメネス 17] では，学習者に交互に問題を解き
合う協調学習を促すために，ロボット自身が問題を解く動作
と，学習者の問題を解く様子を観察する動作を交互に実行する
行動モデル (以下，協調行動モデル) が提案された．大学生を
対象とした実験を実施したところ，協調行動モデルを搭載した
ロボットは大学生と交互に問題を解き合う協調学習を実現でき
る可能性を示した．
従来研究における協調行動モデルは，表情変化によって協調

行動モデルの動作を実行するロボットのみで検討されている．
Human-Robot-Interactionの研究分野では，ロボットが身体
動作によって動作や行動を表現することは，人の相互作用に有
効であると報告されている [神田 05]．また，教育支援ロボッ
トの従来研究では，表情変化のみで感情を表出するロボットと
の共同学習に比べて，表情変化と身体動作を用いて感情を表出
するロボットとの共同学習は，学習者に高い親密さを与えるこ
とができると報告されている [谷嵜 18]．協調行動モデルにお
いても，表情変化だけなく，身体動作も使用して動作を実行す
ることで，協調行動モデルを搭載したロボットは学習者により
好印象を与える可能性があると考える．
そこで本稿では，表情変化と身体動作によって協調行動モデ

ルの動作を実行するロボットとの協調学習が，学習者に与える
印象効果について検証する．具体的には，表情変化のみで動作
や行動を表現するロボット，身体動作のみで動作や行動を表現

連絡先: ジメネスフェリックス，愛知県立大学情報科学部，
jimenez@ist.aichi-pu.ac.jp

図 1: Tabotの外観

するロボット，表情変化と身体動作によって動作や行動を表現
するロボットを比較することで検証する．実験では，前述した
3種類のロボットに協調行動モデルを搭載し，大学生および大
学院生と共に学ぶ学習実験を実施することで，それぞれのロ
ボットが与える効果を比較する．

2. 協調行動モデルの概要
2.1 ロボットの外観
本稿では，頭部がタブレットで構成されているタブレット型

ロボット「Tabot」(図 1)を開発し，本実験に用いた．Tabot

は，頭部のタブレット上部にエージェントを表出することで，
多様な表情変化を表出することができる．また，タブレット下
部に学習システムを表示することで，学習者は Tabotと向き
合って学習することができる．Tabot の身体部分は，首の自
由度が 3，片腕の自由度が 5，脚部の自由度が 1 であり，合計
で 14 の自由度を持つ．これにより，多様な身体動作が行える．

1
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(a) (b) (c)

図 2: Tabotの動作

図 3: SD法によるアンケート

本実験では，表情変化のみを行うTabot，身体動作をのみを
行う Tabot，表情変化と身体動作の両方を行う Tabotを比較
することで，ロボットの外見によって学習者に与える影響をな
くす．図 2において，表情変化と身体動作の両方を行うTabot

の動作を示す．表情変化のみを行う Tabotは図 2における表
情変化のみが実行され，身体は図 1 と同じ状態になる．身体
動作をのみを行う Tabotは図 2における身体動作のみが実行
され，表情は図 1と同じ状態になる．

2.2 協調行動モデルにおける動作
本稿では従来研究 [ジメネス 16, ジメネス 17]を基に，以下

のような問題解答動作と学習者観察動作を，交互に実行する行
動モデルを構築する．

(1) 問題解答動作
ロボットは図 2(a)のような動作を表出しながら「僕が解
く番だね，この問題はね．．．」などと発話して，問題の解
答と解き方を説明する．その後，「だから，答えは○○だ
ね」などと発話する．ロボットの正答率は，学習 1日目
が 50%，2日目が 70%，3日目以降は 90%と設定した．

(2) 学習者観察動作
ロボットは，図 2(a)のような動作を表出しながら，「次は
君が解く番だね」や「難しいね」などと発話する．また，
ロボットが以前正解した問題であっても，この動作を実
行するタイミングであった場合，ロボットは「難しい」な
どを発話する．

この二つの動作が学習時に行うロボットの基本動作であり，
学習システムにおいて問題が提示されたときに実行される．具
体的には，奇数番目の問題が提示された場合，ロボットは学
習者観察動作を実行する．偶数番目の問題が提示された場合，
ロボットは問題解答動作を実行する．また，学習システムの正
誤判定が提示されたときに，解答の正否に応じてロボットは図
2(b),(c)のような喜びまたは悲しみの動作を表出する．

図 4: 各群における各項目の平均評点

n.s. (p =  0.802) 
n.s. (p =  0.080) 

* (p =  0.048) 

図 5: 各群における親密度の平均点

3. 実験
3.1 方法
本実験では，動作の表出方法が異なる 3種類の Tabotに協

調行動モデルを搭載し，Tabot と学習者が共に学ぶ学習実験
を実施した．具体的には，協調行動モデルを搭載し，表情変
化によって動作を実行する Tabotと共に学習する「表情変化
群」，協調行動モデルを搭載し，身体動作によって動作を実行
する Tabot と共に学習する「身体動作群」，協調行動モデル
を搭載し，表情変化と身体動作によって動作を実行するTabot

と共に学習する「身体表情統合群」の 3 群間を比較する学習
実験を実施した．

30 名の大学生および大学院生を各群に 10 名ずつ振り分け
た．各群の学習者は，3日間毎日，学習システムから提示され
る 30問の問題を解いた．問題は，SPI2の非言語分野 (中学レ
ベルの数学問題)[品川 12]で構成される．
各群のロボットが学習者に与える心理効果を測定するため

に，3日目の学習終了後に各群の学習者に対して，SD法によ
るアンケート (図 3) を実施した．アンケート項目は，従来研
究 [神田 01]においてロボットと人の相互作用実験で使用され
た，5項目 (やさしい，親しみやすいなど)を用いた．図 3に
おいて最左部にある「非常に」を 7とし，最右部の「非常に」
を 1とする 1～7の評点で数値化した．親そして，アンケート
の全項目による合計点を親密度とした．

3.2 結果
図 4に各群における各項目の平均評点を，図 5に各群にお

ける親密度の平均点を示す．図 4 から，各項目において身体
表情統合群の平均評点は，他群に比べて高い点数であることが
わかる．図 5 においても，身体表情統合群における親密度の
平均点は，他群に比べて高い点数であることがわかる．また，
図 5の結果に対してテューキーの方法による検定 [金田 14]を
行ったところ，身体表情統合群と表情変化群に有意差が認めら
れた．これにより，身体動作と表情変化によって協調行動モデ

2
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ルの動作を実行するロボットとの協調学習は，表情変化のみに
よって協調行動モデルの動作を実行するロボットとの協調学習
に比べて，学習者に高い親密度を与えることができると示唆さ
れた．

4. おわりに
本稿では，表情変化と身体動作によって協調行動モデルの動

作を実行するロボットとの協調学習が，学習者に与える印象効
果について検証した．具体的には，表情変化のみで動作や行動
を表現するロボット，身体動作のみで動作や行動を表現するロ
ボット，表情変化と身体動作によって動作や行動を表現するロ
ボットを比較することで検証した．実験では，前述した 3種類
のロボットに協調行動モデルを搭載し，大学生および大学院生
と共に学ぶ学習実験を実施することで，それぞれのロボットが
与える効果を比較した．
実験の結果，身体動作と表情変化によって協調行動モデルの

動作を実行するロボットとの協調学習は，表情変化のみによっ
て協調行動モデルの動作を実行するロボットとの協調学習に
比べて，学習者に高い親密度を与えることができると示唆さ
れた．
今後は，身体動作と表情変化によって協調行動モデルの動作

を実行するロボットが，学習者に与える学習効果に対して検証
していく．
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Influence of Eye Blink Mimicry and Interoceptive Awareness on Human-Robot Interaction 

*1 *2 *2 *1 
Yuri Etani Yukie Nagai Konstantinos Theofilis Masako Myowa 

*1                                                *2  
Kyoto University                                National Institute of Information and Communications Technology 

As robots are increasingly employed in human society, establishing affective relationship between people and robots is 
very important. We examined whether eye blink mimicry by a robot and individual differences in interoceptive awareness 
influence the affective relationship between people and the robot or not. Our results demonstrated that neither of them was 
statistically related to the affective relationship.  However, our closer analysis revealed that people tended to imitate the robot 
making eye blink and that spontaneous eye blink synchrony enhanced the rapport expectation with the robot. This finding 
provides a great insight into future design of HRI studies. aaaaaaaaaaaaaaaaaaaaaaaaaaaaaaaaaaaaaaaaaaaaaaaaaaaaaaaaaa
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Puppies or Flies?: The Training Interaction Changes the Animacy Perception of Drones 

 *1  *1  *2  *1 
Yuta WATANABE  Yuya ONISHI           Kazuaki TANAKA  Hideyuki NAKANISHI 

*1   
Department of Adaptive Machine Systems Osaka University 
*2   

Information and Human Sciences Kyoto Institute of Technology 

Abstract: This study proposes a pet robot as a new utilization of drone  A general pet robot has a cute appearance  The 
drone used in this study improves animacy feeling of attachment and feeling of affinity only by interaction with participants
without relying on its appearance  In the experiment we compared these senses in case of with a training and without a 
training  As a result the training condition improved the robot's animacy feeling of attachment and feeling of intimacy  In 
addition participants felt the drone as mammals and birds in the training condition and participants felt the drone as insects 
in the nontraining condition  Therefore it was suggested the difference of animacy to the drone between two conditions  
Furthermore when participants damaged the drone we found that participants felt sorry for the drone in training condition   
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Emotions and Symbol Emergence in Robotics

∗1∗2
Takayuki Nagai

∗1
Osaka University

∗2
The University of Electro-Communications

Recent emotion studies reveal that interoception is a key concept to understand the mechanism behind human
emotions. This idea can explain emergence of emotions, which can be seen as the differentiation mechanism of
emotions. This paper tries to integrate the idea of emergence of emotions with the framework of symbol emergence
in robotics. A preliminary study on grounding of affective words are demonstrated in this paper.
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Development of convolution filter embedded quantum autoencoder by quantum simulator 

 

The quantum gate type quantum computer has high versatility and can be expected to be put into practical 
use in short future. However, the quantum bits of the quantum gate type quantum computer are very 
weak against external interference, and it is difficult to maintain the quantum state for a long time. 
Therefore, in the currently developed quantum computer, the number of quantum bits is limited, so it is 
difficult to calculate large scale and high dimensional data. In this paper, as a solution to this problem, 
we proposed a computation method that applies convolution filter, which is one of the methods used in 
machine learning, to quantum computation. Furthermore, as a result of applying this method to the 
quantum auto encoder, we found the effectiveness by applying convolution filter constituted several 
qubits to the data made of several hundred qubits or more under the autoencoding accuracy of 98%. 
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arXiv: 1801.00862, 2018. 
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Dimensionality of Data with Neural Networks,” Science 313 
(5786), pp.504-507, 2006. 

[3] E. Farhi, J. Goldstone, S. Gutmann, and M. Sipser, ”Quantum 
Computation by Adiabatic Evolution,” quant-ph/0001106, 
2000. 
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Variational Quantum Eigensolver (VQE) has been devised which solves large-scale eigenvalue problems 
by calculating quantum computers and classical computers alternately. Nelder-Mead method is mainly 
used as a method of optimizing eigenvalues. However, there is a disadvantage that a global optimum 
solution cannot always be searched. In this paper, we used two kinds of optimization methods, Particle 
Swarm Optimization (PSO) and Quantum Behaved Particle Swarm Optimization (QPSO) as an 
alternative method. As a result, we found that the performance of PSO and QPSO is better than that of 
Nelder-Mead method for the eigenvalue optimization method in VQE algorithm. Furthermore, we found 
that the relative error when using QPSO is the smallest among the three optimization methods. 
Meanwhile, we are also incorporating quantum-bit particle swarm optimization (QBPSO) into the 
eigenvalue optimization method of the VQE algorithm, aiming to realize an eigenvalue search algorithm 
solely using quantum circuits.
 

(Variational Quantum Eigensolver : VQE) [1]

 
VQE

Nelder-Mead Nelder-Mead

 

 
Nelder-Mead

(Particle Swarm Optimization : PSO)[2] PSO
Quantum Behaved 

Particle Swarm Optimization (QPSO)[3] 2
Nelder-Mead

VQE  

quantum bit particle swarm optimization(QBPSO)[4]
VQE
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SAT

Mechanism Design for Facility Location via SAT Solving

Nodoka Okada Yuho Wada Taiki Todo Makoto Yokoo

Graduate School of Information Science and Electrical Engineering, Kyushu University

We consider the problem of locating one facility on discrete grids with variable populations. An agent’s preference
is single-peaked or single-dipped, depending on whether she wants to access the facility (a public good), or be far
from it (a public bad). In this paper, we clarify whether or not there exists a mechanism which satisfies both false-
name-proofness and Pareto efficiency on a discrete grid by using SAT solver. Concretely, we reveal the existense
about the appropreate mechanism on a grid which size is less than 3 × 3, further the impossibility besides those
grids. Moreover, we also clarify the impossibility about ontoness on grids which size is over 2× 3.

1.

1

[Anastasiadis 18, Keijzer 18]

( )

2

( )

( )

( )

1

( )

3

[Moulin 80]

[Sui 13]

: 819-

0395 744 (092)802-3576

n-okada@agent.inf.kyushu-u.ac.jp

[Todo 11, Sonoda 16]

[Ono 17, Nehama 19]

[Wada 18]

(satisfiability problem,

SAT) SAT

SAT

( )

( ) NP

NP

SAT

(SAT) (UNSAT)

UNSAT

(Minimum Unsatisfiable Subset, MUS)

UNSAT

SAT

[Brandt 18]

1

(CNF)

SAT SAT

SAT PicoSAT [Biere 08]

SAT

2× 3

2.

G = (V,E) 1

V E

N = {1, 2, . . .}
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N ⊆ N (|N | = n ≥ 2)

i ∈ N zi ∈ V

Z = (zi)i∈N

i Z−i (Z = (zi, Z−i))

c : V × V → Z

a ∈ V i c(zi, a) ∈ N

p ∈ B

p = 0 p = 1

1 ( ) zi = (xi, yi) ∈ V

i G

a = (ax, ay) ∈ V c

c(zi, a) = |xi − ax|+ |yi − ay|.

2 ( ) zi = (xi, yi) ∈ V

i G

a = (ax, ay) ∈ V c

c(zi, a) = −|xi − ax| − |yi − ay|.

( )

( )

Z

p a ∈ V

f

N fN f = (fN )N⊆N
fN

fN : V n × B → V.

f

3 ( ) f

∀N, ∀Z, ∀p 2

a ∈ V

• ∀i ∈ N c(zi, f(Z, p)) ≤ c(zi, a)

• ∃j ∈ N c(zj , f(Z, p)) < c(zj , a)

2 f(Z, p)

PE(Z, p) ⊆
V

i ∈ N φi

φi

Z′
φi

∈ V |φi|

( ) 1

4 ( ) f

∀N, ∀Z, ∀p, ∀i ∈ N, ∀zi, ∀z′i ∈ V, ∀φi ⊆ N\N, ∀Zφi ∈ V |φi|

c(zi, f(Z, p)) ≤ c(zi, f((z
′
i, Zφi , Z−i), p)).

1

5 ( ) f ∀v ∈
V, ∀p f(Z, p) = v Z

3. SAT

(satisfiability problem,

SAT) SAT

SAT

( )

( ) NP

NP

CNF SAT

G p CNF

SAT

∀v ∈ V

Pp,v

∀S ⊆ V

PE(S, p) v ∈ PE(S, p)

bS,v bS,v
S v

bS,v
B

B ≡
∨

v∈PE(S,p)

bS,v.

Cu ≡
∨

v∈PE(S,p)

bS,v.
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∀Z
PE(S, p) 1

Cu ≡
∨

(v,v′)∈PE(S,p)

(¬bS,v ∨ ¬bS,v′).

∀Z
PE(S, p)

∀S ⊆ V, ∀m ∈ S m

S M(S,m) ⊆ V

∀T ∈ M(S,m), ∀(v, v′) ∈ Pp,m

v ∈ PE(T, p) v′ ∈ PE(S, p) m

v′ v

Cr ≡
∨

(bS,v′ → ¬bT,v).

CNF

Cr ≡
∨

(¬bS,v′ ∨ ¬bT,v).

1

1 2× 2 1

0

0 > 1, 0 > 2, 0 > 3, 1 > 3, 2 > 3.

03 0

3, 13, 23, 013, 023, 123, 0123.

03 1

(b03−1) 023 0

(b023−0) 0

0 > 1

b03−1 → ¬b023−0.

CNF

¬b03−1 ∨ ¬b023−0.

Cu Cr SAT

2

BINARY-RELATION(p,v) MANIPULATION(S,m)

BINARY-RELATION(p,v)

p v v

0 1

2 3

1: 2 2

Algorithm 1 Automated CNF SAT instance Generator

Require: a graph G = (V,E), a preference domain p

Ensure: CNF SAT instance F
1: let B ← ∅, Cu ← ∅ and Cr ← ∅
2: for v ∈ V do

3: Pp,v ← BINARY-RELATION(p, v) ⊂ E2

4: end for

5: for S ⊆ V do

6: for v ∈ PE(S, p) do

7: B ← B ∪ {bS,v}
8: end for

9: Cu ← Cu ∪∨
v∈PE(S,p) bS,v

10: for any pair v, v′ ∈ PE(S, p) do

11: Cu ← Cu ∪ (¬bS,v ∨ ¬bS,v′)

12: end for

13: end for

14: for S ⊆ V do

15: for m ∈ S do

16: M(S,m) ← MANIPULATION(S,m) ⊆ V

17: for T ∈ M(S,m) do

18: for any pair (v, v′) ∈ Pp,m do

19: if v ∈ PE(T, p) and v′ ∈ PE(S, p) then

20: Cr ← Cr ∪ (¬bS,v′ ∨ ¬bT,v)

21: end if

22: end for

23: end for

24: end for

25: end for

26: print Cu and Cr to F
27: return F

MANIPULATION(S,m)

S m m

S

Algorithm 1 2-4

6-8

9 10-12

14-25

4. SAT

SAT SAT

(SAT)

(UNSAT) UNSAT

MUS UNSAT

PicoSAT
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1: SAT

1× 3 SAT

2× 2 SAT

2× 3 SAT

3× 3 UNSAT

2× 2× 2 UNSAT

2× 2× 3 UNSAT

2: SAT

1× 3 SAT

2× 2 SAT

2× 3 SAT

3× 3 UNSAT

2× 2× 2 UNSAT

2× 2× 3 UNSAT

1 2

SAT 2 × 3
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5.

SAT

SAT
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SAT

2× 3

2 1

2 MUS
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Novelty-Based Pruning

Reusing a Search Tree in Novelty-Based Pruning

∗1
Ryo Ishibashi

∗1
Koichi Moriyama

∗1
Atsuko Mutoh

∗2
Tohgoroh Matsui

∗1
Nobuhiro Inuzuka

∗1
Department of Computer Science, Graduate School of Engineering, Nagoya Institute of Technology

∗2
Department of Clinical Engineering, College of Life and Health Sciences, Chubu University

Novelty-Based Pruning (NBP) is a Monte-Carlo Tree Search (MCTS) method that introduced a pruning mech-
anism based on the novelty of nodes to search more unknown nodes in limited time. When an action is chosen,
MCTS methods start a new search from a root node corresponding to the new state. However, it is not appropriate
for NBP because the new search clears all information on what sub-trees should be pruned and the information is
created again by redundant searches. This work proposes a novel method reusing a searched tree starting with a
node corresponding to the new state, which is a child of the old root node. It is expected to increase the number
of unknown nodes searched in limited time. In experiments of general video game playing, the number was slightly
increased; however, it was not significantly different from the normal NBP.

1.

1

[1]

1 Novelty-Based

Pruning

[2]

AI General Video Game PlayingAI (GVGAI)

[3]

AI [4]

Novelty-Based Pruning 1

[5]

: : ,

, ,
r.ishibashi.663@nitech.jp

2. Novelty-Based
Pruning

2.1
(Monte-Calro Tree Search: MCTS)

[1][6] 1

MCTS

( )

4

(

)
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1 (

)

s t

[6]

vs =

⎧⎪⎪⎨
⎪⎪⎩
I + vt if T is a winning node.

−I + vt if T is a losing node.

vt if T is a non-terminal node.

vs s vt t

I (vt vtmax

I � vtmax) t

(winning node) vt I

(losing node) vt I

t (non-terminal node)

vt s

c v∗c c vc c

N n ∈ N

vn

v∗c = vc +
∑
n∈N
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2.2 Novelty-Based Pruning
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1:
MaastCTS2 MaastCTS2 R

aliens 28.8 302.2 36.4 336.3

digdug 2.9 71.7 5.9 75.4

jaws 1.4 77.2 2.9 78.2

labyrinth 0 331.2 0 382.5

missilecommand -1.5 82.7 0.8 86.3

pacman 9.6 40.7 12.5 43.3

racebet 0.1 35.5 0.4 36.3

sheriff -0.1 107.1 1.4 111.2

survivezombies 2044.2 187.5 2694.6 201.1

waitforbreakfast 0.2 27.1 0.4 35.0

2

tick

2:

t p

aliens 0.2547 0.3194

digdug 0.0038 0.4736

jaws 0.0429 0.8269

labyrinth -∗ 0.2811

missilecommand 0.0009 0.5173

pacman 0.1965 0.3031

racebet 0.1934 0.0457

sheriff 0.0811 0.6815

survivezombies 0.3595 0.4346

waitforbreakfast 0.4433 0.4263

(* : labyrinth

p )

5.

NBP

AI

1
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Twitterデータに見られる特徴と人間のリツイート行動
Common Characteristics Found in Twitter Data and Human Behavior on Retweet

塩田 茂雄
Shigeo Shioda

中島 圭佑
Keisuke Nakajima

千葉大学 大学院融合理工学府 都市環境システムコース
Urban Environment & Systems, Guraduate School of Science and Engineering, Chiba University

In order to see the human behavior on Twitter, we analyzed a large amount of Twitter data collected by the
keyword search function of Twitter API. We found some common features in Twitter data; e.g., for any search
keywords, the number of retweets follows a power-law distribution. We describe some of these characteristics based
on the assumption that Twitter users tend to retweet tweets that have been retweeted many times before.

1. まえがき
実社会で重大な出来事が発生すると，Twitterに様々な書き

込みやそのコピー（リツイート）が大量に投稿され，やがて沈
静化する様子が見られるが，これは実社会における人々の情
報活動が Twitter 上に表出した現象であり，それら現象のか
ら人々がどのような行動特性を有するかを分析することがで
きる．
現実のソーシャルメディア上の現象は様々であるが，我々は

Twitter API のキーワード検索機能により収集した大量のツ
イートを分析した結果，以下の共通の特徴を見出した．

1.日常的なキーワードで検索するとオリジナルツイート
が半数以上を占めるが，重大な出来事に関する非日常的
なキーワードで検察するとリツイートが大半を占める．

2.（１つのツイートに着目したときの）単位時間あたり
のリツイート数の変化は，急峻なピークを迎えたのち
昼夜変動を繰り返しながら減衰するという定型パタン
に従う．

3.検索を行うキーワードに関わらずリツイート数は（べ
き分布のような）裾の長い分布に従い，最大リツイー
ト数と平均リツイート数の差が非常に大きい．

4.リツイート数と（ツイートを行ったユーザの）フォロ
ワー数との相関は小さい．

リツイートは情報のコピーの拡散であるから，1番目は通常
時にはつぶやく（日常の感想を記す）ための道具として使われ
ている Twitterが，ひとたび重大な出来事が発生すると情報拡
散用ツールとして機能することを意味する．2番目は，Twitter
上の情報拡散の仕方に一定の法則が存在することを示唆して
いる．3番目はごく一部のツイートにリツイートが集中するこ
と，さらには（キーワードに関わらず分布形状が共通であるこ
とから）その集中の仕方にやはり一定の法則があることを意味
するものと考えられる．4番目はいわゆるインフルエンサーが
リツイート数の多寡に影響しないことを示唆している．
本稿では，上述の特徴について実データを用いて詳細に説

明を行うとともに，特に 3番目の特徴に焦点を当て，3番目の

連絡先: 塩田茂雄，千葉大学，〒 263-8522 千葉市稲毛区弥生
町 1-33，Tel/Fax: 043-290-3237，shioda@faculty.chiba-
u.jp

表 1: キーワード毎の総ツイート数，リツイート（RT）数
キーワード 総ツイート数 リツイート数 RT 割合
ハロウィン 6,592,492 4,362,237 66.2%
ゴーン 838,076 616,565 73.6%
miss universe 451,784 388,709 86.0%
紅白 3,526,719 2,351,358 66.7%
嵐 3,971,476 2,338417 58.9%
NGT 329,598 223,896 67.9%
なう 772,841 144,957 18.8%
拡散希望 538,722 395,688 73.4%
インフル 374,564 74,064 19.8%
美しい 573,436 278,379 48.5%

特徴がどのような人間の行動特性（リツイート行動）から生じ
ているかについて考察する．
以下，2章ではキーワード検索で収集した Twitterデータの

特徴を詳細に説明する．次いで， 3 章では，人間のリツイー
ト行動に単純なルールを仮定した確率モデルにより 3 番目の
特徴が再現できること，その結果，人々はツイート内容よりも
それまでにリツイートされている回数を基準としてリツイート
するか否かを判断している可能性が高いことを示す．最後に，
4章において結論を述べる．

2. キーワード検索で収集されるTwitterデー
タの特徴

2.1 収集方法
Twitter API のキーワード検索機能により，指定したキー

ワードを含む収集日からさかのぼって 10日間分のツイート（リ
ツイートを含む）を収集する ∗1 とともに，収集した各ツイー
トの投稿日，投稿ユーザのフォロワー数，リツイート数，お気
に入り数などのメタデータをあわせて取得した．表 1に，本稿
で分析するデータを収集する際に使用したキーワードを示す．

2.2 リツイートの占める割合
リツイートはオリジナルツイートのコピーをフォロワーに

流す行為であり，典型的な情報拡散である．従って，全体のツ
イートの中にリツイートが占める割合で，Twitterが情報拡散
ツールとして機能する程度を測ることができる．

∗1 Twitter APIでは，（検索時点を起点とする）過去 10日間のデー
タを収集することができる．

1
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図 1: 1分当たりのツイート数
の時間変化（ハロウィン）

図 2: リツイート数上位のリツ
イート数変化（ハロウィン）

図 3: 1分当たりのツイート数
の時間変化（嵐）

図 4: リツイート数上位のリツ
イート数変化（嵐）

表 1 に，キーワード毎に収集した総ツイート数（リツイー
トを含む），リツイート数，およびリツイートが全体に占める
割合を記した．表 1において，「ハロウィン」から「NGT」ま
では非日常的な出来事にかかわるキーワードであり，リツイー
トが半分以上を占める．一方，（日常的なキーワードに相当す
ると考えられる）「なう」，「インフル」，「美しい」で検索を行
うと，リツイートは半分以下となる．
以上のように，普段は日常の感想等を書き込む（つぶやく）

ためのツールとして機能している Twitterは，ひとたび非日常
的な出来事が発生すると情報拡散ツールとして使われる実態が
確認された．
なお，「拡散希望」は日常的なキーワードの 1つと考えられ

るが，（拡散を希望するという内容のツイートであるためか）リ
ツイート率は例外的に高かった．

2.3 1分間あたりツイート数の時間変化
図 1は「ハロウィン」というキーワードで収集したツイート

の 1分間あたりのツイート数の時間変化を示したものである．
図で赤線はツイートとリツイートを合わせた数，青線はリツ
イートのみの数を表す．図から，ハロウィン（10月 31日）よ
り前の 10月 28頃から多数のツイートが投稿されており，昼
夜変動を繰り返しながら，ハロウィン当日にツイート数のピー
クが生じている様子が明瞭に見える．10 月 28 日は日曜日で
あり，渋谷で暴徒と化した集団が軽トラックを横転させるとい
う事件が起きた日である．ハロウィン終了後も多数のツイート
の投稿が確認される．図 2はリツイート数が第 2位と第 3位
（6万 6千件，5万 8千件）のツイートのリツイート数の変化
である．リツイート数最上位（10万 7千件）のリツイートの
時間変化データは，途中までしか取れていなかったため，図に
は掲載しなかった．なお，リツイート数が最大のツイートは交
番で警察官がお菓子をあげている所に遭遇した，という内容の
ツイートであった．
「嵐」というキーワードで取得した Twitter データに関す

る結果を図 3と図 4に示す．データはアイドルグループ「嵐」
が 2020年での活動休止を発表した時期に取得したものである．

図 5: 1分当たりのツイート数
の時間変化（インフル）

図 6: リツイート数上位のリツ
イート数変化（インフル）

図 7: リツイート数の補分布
（ゴーン）

図 8: リツイート数の補分布
（miss universe）

「嵐」の活動休止は「嵐」の公式サイトで流れ，その直後に 1
分間に 20,000件を超える大量のツイートが書き込まれている．
その少し直後に別のピークが見られるが，これは「嵐」の会見
が TVで流れているときのものと思われる．しかし，Twitter
への書き込みは 27日の二つのピーク以降，急速に減少してい
る．なおリツイート数最上位（16万 4千件）は「嵐」の会見
に関連して青木源太アナウンサーが書き込んだツイート，第 2
位（10 万件）はテレ朝 news の「嵐」の活動休止を報告する
ツイートであった．
図 5と図 6は「インフル」というキーワードで 2019年 2月

3日から取得した結果である．主として，インフルエンザに関
するツイートが収集されている．インフルエンザは必ずしも日
常的なキーワードではないが，今冬は全国的にインフルエンザ
が広く流行し，インフルエンザにかかることが珍しくない（日
常的な）出来事になっているためか，1分間あたりのツイート
数には日変動はあまり観察されず，昼夜変動を繰り返すだけの
定常的な時間変化を示している．実際，リツイートの占める割
合も少なく，インフルエンザに関するごく日常的な書き込みが
多数を占めている．リツイート数 1 位のツイートもごく日常
的な出来事に関するものであった．

2.4 リツイート数の補分布
次に，キーワード毎に，オリジナルツイートがそれぞれ何

回リツイートされているかを確認し，その分布の特徴を分析
した．一部のキーワードについての結果を図 7から図 10に示
す．図の横軸はリツイート数（X），縦軸はリツイート数がX

を超えるツイートの割合（リツイート数の補分布）を示す．い
ずれも両対数グラフである．どのキーワードについても，リツ
イート数の補分布は両対数グラフで直線状にプロットされ，べ
き分布を連想させる，典型的な裾の長い分布に従う．
表 2 には，それぞれのキーワードに対する補分布の傾きと

べき分布で近似したときのべき指数を示した．なお，べき指数
は補分布の傾きの符号を反転し（正の値とし），1を加えたも
のに等しい．非日常的なキーワードに対するべき指数と日常的
なキーワードに対するべき指数は若干異なり，前者の方がやや
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図 9: リツイート数の補分布
（なう）

図 10: リツイート数の補分布
（拡散希望）

表 2: キーワード毎の補分布の傾きとべき指数
キーワード 補分布の傾き べき指数
ハロウィン -0.765 1.765
ゴーン -0.715 1.715
miss universe -0.658 1.658
紅白 -0.680 1.680
嵐 -0.715 1.715
NGT -0.698 1.698
なう -1.034 2.034
拡散希望 -1.206 2.206
インフル -0.931 1.931
美しい -0.817 1.817

小さい値を取る．

2.5 リツイート数と発信者のフォロワー数との相関
最後に各ツイートのリツイート数と発信者のフォロワー数と

の相関係数を確認した結果を表 3に示す．やや意外なことに，
どのキーワードについても，リツイート数と発信者のフォロ
ワー数との相関係数は小さく，（フォロワー数という尺度での）
インフルエンサーが Twitter上の情報拡散に必ずしも大きな影
響力を持つものではないという結果となった．参考までに，各
ツイートのリツイート数とお気に入り数の相関係数も示した．
リツイート数とお気に入り数の間には明らかな相関がある．

3. リツイート数分布のべき則性の出現モデル
3.1 優先的選択ルールに基づくリツイートモデル
リツイート数がべき分布に従う傾向は，Barabási-Albertモ

デル [Barábasi 99]で用いられた優先的選択ルールによって説
明できると考えられる．以下，優先的選択ルールの要素を取り
入れた単純なリツイートモデルを説明する．時刻 tまでに書き
込まれたツイートの総数をN0(t)，時刻 tまでの総リツイート
回数を N1(t)，n番目に書き込まれたツイートの時刻 tでのリ
ツイート数を rn(t)，n番目に書き込まれたツイートの内容を
点数化したものを an とする．

1. 時刻 0以降，頻度 λ0 でツイートが書き込まれる．

2. 時刻 0以降，頻度 λ1 で，その時刻までに書き込まれた全
ツイートの中から 1つツイートが選ばれて，リツイート
される．

3. 2において，n番目に書き込まれたツイートは確率 (an +
rn(t))/

∑N0(t)
i=1 (ai + ri(t)) で選択される．an は n 番目

のツイートの価値（魅力）を数値化したものに相当する．

簡単のために，a1 = a2 = · · · = a とする．リツイート
される機会は単位時間あたり λ1 回存在し，1 回の機会あた

表 3: リツイート数と（発信者の）フォロワー数，お気に入り
数との相関係数

キーワード 対フォロワー数 対お気に入り数
ハロウィン 0.05 0.86
ゴーン 0.05 0.82
miss universe 0.03 0.95
紅白 0.19 0.94
嵐 0.12 0.91
NGT 0.01 0.96
なう 0.23 0.88
拡散希望 0.05 0.98
インフル 0.03 0.95
美しい 0.17 0.83

り，n 番目に書き込まれたツイートがリツイートされる確率
は (a + rn(t))/

∑N0(t)
i=1 (a + ri(t))であることから，次が成り

立つ．
drn(t)

dt
= λ1

a + rn(t)∑N0(t)
i=1 (a + ri(t))

ここで，時刻 t までに書き込まれたツイートの総数はおよそ
λ0tに等しいこと，また時刻 tまでのリツイート総数はおよそ
λ1tに等しいことより

N0(t)∑
i=1

(a + ri(t)) = aN0(t) + N1(t) ≈ (aλ0 + λ1)t.

したがって
drn(t)

dt
≈ λ1

a + rn(t)
(aλ0 + λ1)t

. (1)

n 番目に書き込まれたツイートの書き込み時刻を tn とする．
rn(tn) = 0の初期条件のもとで (1)を解くと，次が得られる．

rn(t) = a

((
t

tn

)1/γ

− 1
)

, γ
def= aλ0 + λ1

λ1
.

上式より，n 番目に書き込まれたオリジナルツイートのリツ
イート数が xを超える，つまり a

((
t

tn

)1/α − 1
)

> xである
ことは，

tn < t
(

a

a + x

)γ

であること，つまりそのツイートが時刻 t
(

a
a+x

)γ 以前に書き
込まれたことを意味する．オリジナルツイートは一定の頻度
で書き込まれているので，時刻 tまでに書き込まれたツイート
のうち，時刻 t

(
a

a+x

)γ 以前に書き込まれたツイートの割合は(
a

a+x

)γ に等しい．したがって，リツイート数が xを超えるオ
リジナルツイートの割合 P (r > x)は

P (r > x) =
(

a

a + x

)γ

≈
(

x

a

)−γ

つまり，リツイート数の分布はべき則に従い，そのべき指数は
γ + 1に等しい．このモデルでは γ ≥ 1であり，従ってべき指
数の値は 2以上である．
表 2で示したように，日常的なキーワードの場合，リツイー

ト数の分布のべき指数は 2 付近もしくはそれ以上の値を取る
ため，このモデルで説明できる．また，平均リツイート数は
λ1/λ0 で与えられる点に注意すると

a = (γ − 1)λ1

λ0
= (γ − 1) ×平均リツイート数
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図 11: 提案モデルによるリツ
イート数の補分布と実データと
の比較（なう）

図 12: 提案モデルによるリツ
イート数の補分布と実データと
の比較（拡散希望）

が成り立つので，べき指数の値と平均リツイート数から aの値
も定まる．キーワードが「拡散希望」のときの平均リツイート
数は 2.99，γ の値は 1.206であるので，a = 0.616である．ま
た，キーワードが「なう」のときの平均リツイート数は 0.27，
γ の値は 1.034であるので，a = 0.009となる．いずれも aの
値は非常に小さい．
図 11は λ1/λ0 = 0.27，a = 0.03の設定で，同様に提案モ

デルを用いてシミュレーションを行い，リツイート数の補分布
を図示し，「なう」というキーワードで取得した Twitterデー
タのリツイート数の補分布と比較したものである．補分布はお
よそ一致しており，再現性が得られていることが確認できる．
一方，図 12 は λ1/λ0 = 2.99，a = 0.616 の設定で，提案モ
デルを用いてシミュレーションにより各ツイートのリツイート
数を生成し，「拡散希望」というキーワードで取得した Twitter
データのリツイート数の補分布と比較したものである．やは
り，補分布はおよそ一致する．両ケースとも，1以上の値を取
るリツイート数に比べて aの値は非常に小さく，ほぼリツイー
ト数がリツイートされるか否かを決める要因となっている．す
なわち，このモデルは，人々がツイートの内容ではなく，主と
してリツイート回数に基づいてリツイートするか否かを決めて
いることを意味している．

3.2 リツイートモデルの改良
3.1 節のモデルではべき指数は 2 以上の値しか取らないが，

表 2で示したように，非日常的なキーワードの場合，リツイー
ト数の分布のべき指数は 2 未満の値になるため，このモデル
では説明ができない．
べき指数を 2 未満にする一つの方法は，ツイート頻度，リ

ツイート頻度に時間依存性を持たせることである．例えば，

N0(t) = λ0tη−1, N1(t) = λ1tη, (η > 1)

とする．このとき 3.1 節のモデルの 1 番目及び 2 番目の項目
は以下に変わる．

1∗. 時刻 tにおいて，頻度 (η − 1)λ0tη−2 でツイートが書き
込まれる．

2∗. 時刻 tにおいて，頻度 ηλ1tη−1 で，その時刻までに書き
込まれた全ツイートの中から 1 つツイートが選ばれて，
リツイートされる．

簡単のために，a1 = a2 = · · · = aとする．このとき，同様の
考察から以下が得られる．

P (rn > x) =

((
a

a+x

)1/η (t + aλ0
λ1

) − aλ0
λ1

)η−1

tη−1

図 13: 提案モデルによるリツ
イート数の補分布と実データと
の比較（ゴーン）

図 14: 提案モデルによるリツ
イート数の補分布と実データと
の比較（miss universe）

≈
(

x

a

)− η−1
η

. (x → ∞)

従って η の値を選ぶことによって，べき指数を 1から 2の間
の自由な値に設定できる．
図 13 は η = 3.3，λ1/λ0 = 4，a = 0.1 の設定で，改良リ

ツイートモデルに基づくシミュレーションを行って得られたリ
ツイート数の補分布を図示し，「ゴーン」というキーワードで
取得した Twitter データのリツイート数の補分布と比較した
ものである．補分布はおよそ一致しており，再現性が得られて
いることが確認できる．一方，図 14は η = 3，λ1/λ0 = 6.6，
a = 0.1の設定で，同様のシミュレーションを行って得られた
リツイート数の補分布を図示し，「miss universe」というキー
ワードで取得した Twitter データのリツイート数の補分布と
比較したものである．やはり，補分布はおよそ一致する．

4. むすび
本稿では，Twitter API により収集したツイートデータを

分析し，幾つかの共通の特徴が見いだされることを示すととも
に， 特にリツイート数分布に関する特徴を，人々のリツイー
ト行動に関するシンプルな確率モデルにより再現できることを
示した．なお，1章で述べた特徴のうち，リツイート数の時間
変化に関する（2番目の）特徴ついては，比較的単純な情報拡
散モデル [塩田 18b]により再現できることを確認している [塩
田 18a]．本稿で用いた確率モデルはまだ単純であり，今後は
Twitterデータのより詳細な分析を行ってモデルの精緻化を進
めるとともに， Twitter 上の現象の予測法への活用について
も検討を進めたい．
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Resonance Structure of Online Flaming: The Epicenter of Information Sharing on Online Flaming 
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As the world becomes more sensitive towards scandals and political correctness, free information sharing is at risk from the 
fear of online flaming, as such unreasonable online flaming is expected to be eliminated. In this paper, we performed detailed 
analysis of specific Twitter user groups who get involved with online flaming on Twitter with high frequency. Our aim is to 
unveil what structure escalates online flaming on Twitter. The result indicates that users who are frequently involved with 
online flaming are connected through a (followers) network and demonstrates a resonance structure. 
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炎上参加頻度 ユーザー数

6回 6 
5回 73 
4回 451 
3回 2, 007 
2回 11, 760 
1回 121,283 
合計 135,580 

Twitterの月間アクティブユーザー数が約 4, 500万, および, 
６つの炎上に関与した総ユーザー数が 135, 580であることから, 
全月間アクティブユーザーの約 0. 3%が, 少なくとも 1 回以上こ
れらの炎上に関連するツイートを行ったことになる. 一方で, 少な
くとも 1 回以上これらの炎上に関するツイートを行ったユーザー
のうち, 約 10%が 2つ以上の炎上に出現している. また, 6つの
炎上のうち, 5 回以上参加した高頻度参加ユーザーは 79 ユー
ザーであり, 少なくとも 1回以上炎上にしたユーザーに占める割
合は, 約 0. 06%である.  
これらの結果から, 炎上に関与するユーザーは全ユーザーの

ごく一部であるが, 一度でも炎上に参加するユーザーは, 全く炎

上に参加しないユーザーに比べて, 複数の炎上に参加する傾
向が強いことが判明した. また, その割合はごく僅かであるが, 高
頻度炎上参加ユーザー群が存在することが判明した.  

3.2 炎上関与ユーザー群フォロワー分析 

収集データのユーザーを, 炎上関与回数ごとにグルーピング
し, グループごとのフォロワー数の分布を図１に示す. 横軸は
0~999,  1000~1999,  2000~2999,  3000~3999,  4000~4999,  5000
以上の 5 つの域に分けたフォロワー数であり, 縦軸は各グルー
プに含まれるユーザーの数に対する, 該当フォロワー数を持つ
ユーザーの割合である. なお, 各グループのユーザー数は, 前
述の表２にあるように, 5回以上関与が 79ユーザー, 4回関与が
451ユーザー, 3回関与が 2007ユーザー, 2回関与が 11760ユ
ーザー, 1回関与が 121,283ユーザーである.  

図１: 炎上関与回数グループごとのフォロワー数分布 

フォロワー数が 5000以上のユーザー割合が最も高いのは, 5
回以上関与する高頻度炎上関与ユーザー群であった. 全体の
傾向として, 炎上関与回数が多いほど, 多くのフォロワー数を持
つユーザー割合が高くなり, フォロワー数が 0~999 のユーザー
数が占める割合は, 1 回のみ炎上に関与するユーザー群では
85. 2%である一方, 5回以上関与する高頻度炎上関与ユーザー
群では 51. 9%であった. 
これらの結果から, 高頻度炎上関与ユーザー群は, 他のユー

ザー群に比べて多くのフォロワー数を保持している傾向があり, 
高頻度炎上関与ユーザー群は Twitter 上での情報拡散におい
て, 強い影響力を持っていることが判明した.  

3.3 高頻度炎上関与ユーザー群ネットワーク分析 
収集データの 6つの炎上のうち, 5つ以上の炎上に出現する

79の高頻度炎上関与ユーザーに関して, フォローネットワークを
構築したものが図 2である.  
高頻度で炎上に出現する７9 ユーザーのうち, ５１ユーザーが

１つのネットワークを構築していることが判明した. 平均ノード次
数は 4. 67であり, 最高次数ノードの次数は 15であった. また平
均パス長は 2. 85であった.  
図 2におけるノードの大きさは次数の大きさを表し, 特に高次

数であった 6 つのノードには, それぞれの Twitter プロフィール
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図 2：高頻度炎上関与ユーザー群ネットワーク 

高頻度炎上関与ユーザー群の全 79ユーザーのうち, 約 65%
の 51ユーザーが 1つのネットワークを構築していることから, 高
頻度炎上関与ユーザー群は１つのクラスターを形成していると

考えることが出来, このネットワーク内で炎上に関するツイート情
報が伝播しあっていると考えられる. また, ネットワークの平均ノ
ード次数 4. 67に対し, ノード次数 10以上を超える 6つのノード
が存在することから, 高頻度炎上関与クラスターの中心的役割を
果たしているユーザーが存在することが分かった. なお,  3. 2で
判明したように, 高頻度炎上関与ユーザー群は, 多くのフォロワ
ー数を持つユーザーで構成されており, 高頻度炎上関与クラス
ター内の一部で取り上げられた炎上案件は, 速やかに同クラス
ター内で共有された後, クラスタ内各ユーザーのフォロワーを通
じて, 広く Twitter全般に拡散されていくという炎上発生メカニズ
ムの存在が推測される.  



サイト内の話題分布素性を用いた分類器学習による
ノウハウサイト同定
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This paper proposes techniques of automatically discovering tips Web sites from a large collection of Web pages
using a topic model and support vector machine (SVM). Tips refer to practical knowledge or expertise that is used
to help accomplish certain tasks in a particular field. We designed several approaches of extracting features with
respect to domain names based on their distribution among Web pages and candidate tips Web sites. In addition,
search engine suggests, the query keywords used to fetch Web pages from the search engine are also considered to
present patterns that can be potential features.It was discovered from our dataset that domain names of tips Web
sites (Web sites containing tips on a certain specific theme) are more likely dispersed among topics and Web pages.
These domain names also tend to correspond to a larger number of search engine suggests. This paper verifies such
observed patterns by training an SVM using those extracted features. Evaluation is performed in precision and
recall to measure correctness of classifying whether or not a domain name belongs to a tips Web site.

1. はじめに
インターネットの発展により，日々，膨大な量のデータが

ウェブ上に増え続けている．自身の行動の助けとなるような
ノウハウ・知識などの有用な情報がどこに掲載されているか
を特定することが難しくなってきている．その背景には，近
年，自社サイトのページ閲覧を目的としたウェブサイト，SEO
(Search Engine Optimization) 対策を施し，ウェブ検索結果
で注目されることを目的としたウェブサイトが増加傾向にある
ことが挙げられる．そのため，検索エンジンが果たすべき重要
な責務として，有益な情報を掲載するページと，有益な情報は
掲載しないが，SEO対策の結果ウェブ検索上位に順位付けさ
れるページをいかにして識別するか，という課題が挙げられ
る．例えば，(a) 花粉症， (b) 結婚， (c)就活， (d) マンショ
ン，(e) 虫歯， (f) 食虫毒，の各クエリを Google 検索エンジ
ンで検索した際の上位 50件のウェブページのうち，ノウハウ
知識を掲載するページの割合を図 1 に示す．どの検索クエリ
の検索結果においても，検索上位 50件においては，ノウハウ
知識掲載ページの割合は 50%かそれ以下となっている．これ
より，検索エンジンのユーザーは有益な情報が掲載されている
ウェブページを判別するのが困難なことが予想される．
この結果をふまえて，本論文では，ノウハウ知識を含むウェ

ブサイトをドメイン単位で自動的に判定することを目的とし，
その分類方法を提案する．提案する分類方法は，ウェブペー
ジの収集，トピックモデルを用いたウェブページのクラスタリ
ング，各ドメインの特徴抽出，SVMのトレーニングからなり，
それらの手法について記述する．また，評価実験の結果におい
て，一定以上の再現率・適合率が達成できたことを示す．

連絡先: 大川 遥平，筑波大学大学院システム情報工学研究科，
〒 305-8573 茨城県つくば市天王台 1-1-1， 029-853-5427

2. 検索エンジン・サジェストを用いた
ウェブページの収集

本論文では，分析の対象であるクエリ・フォーカス「就活」，
「花粉症」，「結婚」，「マンション」，「虫歯」，および，「食中毒」
について，検索エンジン・サジェストを利用してウェブページ
を収集する．そのためにまず，Google検索エンジンを用いて，
一つのクエリ・フォーカスにおいて，約 100 通りの文字列を
指定し，最大約 1,000語の検索エンジン・サジェストを収集す
る．クエリ・フォーカス「花粉症」，「結婚」，「就活」，「マンショ
ン」，「虫歯」，「食中毒」において，収集されたサジェストの数
を表 1に示す．ここで，クエリ・フォーカスに対して収集され
たサジェストの集合を Sとして，あるサジェスト s ∈ Sに対し
て，クエリ・フォーカスとの AND検索の検索結果上位N 件
以内に検索されるウェブページの集合をS(q)とする．本論文
では，N = 20とした．このとき，各クエリ・フォーカスに対
して収集されるウェブページの集合 S(q)を次式で定義する．

S(q) =
{
s∈S

∣∣∣q∈Q(s，N)
}

また，収集可能なサジェストとクエリフォーカスとのAND検
索により収集可能なウェブページをQとする．

Q =
⋃
s∈S

Q(s，N)

3. ノウハウサイトの候補集合
3.1 トピックモデル
本論文では LDA(Latent Dirichlet Allocation) [Blei03] を

用いる．LDAはトピックモデルのもっともメジャーなモデル
のひとつである．トピック数K を与えると，各トピック znに
おける語の生成確率P (w |zn) (w∈V )，および各トピック Pz

1
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図 1: (a) 花粉症， (b) 結婚， (c)就活， (d) マンション， (e) 虫歯，(f) 食虫毒，の各クエリを Google 検索エンジンで検索した
際の上位 50件のウェブページのうち，ノウハウ知識を掲載するページの割合．

表 1: 各クエリのデータ概要
ノウハウサイト

クエリ サジェスト ウェブ 候補の数
フォーカス 数 ページ数 (正例/負例)

花粉症 849 9,738 101 (45/56)

結婚 959 13,256 85 (40/45)

就活 926 12,073 82 (51/31)

マンション 958 13,734 89 (57/32)

虫歯 835 9,554 92 (45/47)

食中毒 806 7,668 93 (28/65)

合計 5,333 66,023 542 (266/276)

表 2: ノウハウサイト候補のドメインに対する評価基準
ドメインそのものがノウハウ知識を提示する個
別ページへのリンクを一覧するページである

A 群

ドメイ
ンその
ものが
ノウハ
ウ知識
を提示
する個
別ペー
ジへの
リンク
を一覧
する
ページ
ではな
い

ノウハウ知識
を提示する個
別ページへの
リンクを一覧
するページが
存在する

ドメインのトップか
らノウハウ知識を提
示する個別ページへ
のリンクを一覧する
ページに容易に辿り
着ける

B群

ドメインのトップか
らノウハウ知識を提
示する個別ページへ
のリンクを一覧する
ページに容易には辿
り着けない

C群

ノウハウ知識
を提示する個
別ページへの
リンクを一覧
するページが
存在しない

ノウハウ知識を提示
する個別ページが存
在する

D群

ノウハウ知識を提示
する個別ページが存
在しない

E群

における各文書 (本論文ではウェブページ q) におけるトピッ
ク Zn の確率分布 P (zn |d)(n = 1，. . .，K)を推定する．本論
文は，全部の 6つのクエリのウェブページ集合に対し，トピッ
ク数K を 50に設定し，実験を行った．

3.2 ウェブページ集合のトピックへの分類
各ウェブページ q におけるトピックの確率が最大となるト

ピックをそのウェブページ q のトピックとした．したがって，
全てのウェブページにトピックを付与することができる．ト
ピック znが付与されたウェブページの集合Qは次式で定義さ
れる．

Q(zn) =
{
q ∈ Q

∣∣∣ zn = argmax
zu (u=1，...，K)

P (zu|q)
}

3.3 ノウハウサイトの候補集合
各トピックにおける確率が低いウェブページは，そのトピッ

クに関して詳しく記述されていない，一つのトピックにしか出
現しないドメインのウェブサイトがノウハウサイトである可能
性は低いという仮説をもとに，ノウハウサイトの候補集合とす
るサイトの基準を設けた．これらの仮説をもとに，トピックモ
デルを適用した結果において，各トピック上位 30位のウェブ
ページのみに出現するウェブページを対象とし，2個以上のト
ピックにまたがって出現するドメインをノウハウサイトの候補
集合とした．

4. データセット
ドメインごとにウェブサイトをアノテーションする際に，5

つのタイプのウェブサイトを観測した．その 5 つのタイプを
A，B，C，D，E 群とし，その基準を表 2 に記述した．表 2

の基準に従い，A群，B 群，C群のサイトをノウハウサイト
とし正例，D群と E群を負例としてデータセットを作成した．
合計 542 のノウハウサイトの候補集合に対し，266 が正例で
276 が負例となった．6つのクエリからそれぞれ 20 サイトを
無作為に選択し，データセット作成者とは別に表 2 の基準に
基づいてアノテーションを行った．その結果，正例/負例の分
類における kappa係数は 0.96 であった．
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5. 素性
本節では，各ドメインに対して用いた素性について述べる．

5.1 ページ内の話題分布に関する素性
ウェブサイト内のウェブページの話題分布を測定する素性

を利用する動機は，ノウハウサイトの候補のアノテーション作
業を通じて，ノウハウサイトはノウハウサイトではないサイ
トと比べて，話題が一定の広がりを見せる傾向を発見したこ
とに由来する．ウェブサイト内の話題分布を測定する手法につ
いては，本論文では次の 2種類の素性を用いた．一つは LDA

トピックモデルに基づくもの，もう一つは doc2vec モデルに
基づくものである．これらの二つのアプローチはまったく異
なる背景を持つ．LDAトピックモデルは大きな文書集合内の
トピックをモデル化することを目的としたものだが，doc2vec
は文書のベクトル表現を得ることを目的としている．本論文で
は，これらの二種類の素性の性能比較，および，それらを併用
した場合の性能評価を行う．
5.1.1 LDAトピック数素性
トピックモデルを適用した結果においてウェブページ q(∈

P (t)) に対して，トピックの確率分布が最大になるトピック
z(q)をウェブページ q に割り当てる．ここでドメイン t にお
ける各トピック z(q)の集合を次式で定義する．

Z(t) =
⋃

q∈Q(t)

{z(q)}

そして，サイト tにおけるトピックの異なり観測数をfz(t)で
定義する．

fz(t) =
∣∣Z(t)

∣∣

5.1.2 ウェブサイト内の doc2vecの距離の平均
doc2vec∗1 モデル [Le14]は word2vec モデルと同様の訓練

方法を用いて文書をベクトル化するモデルである．単語のベ
クトルの学習に加えて文書 (本論文ではウェブページ q) のベ
クトルも同時に学習する．doc2vec モデルを訓練するうえで，
クエリフォーカスに関して収集されたすべてのウェブページを
トレーニングデータとして使用した．トレーニングに使用され
た各クエリフォーカス内のページ数は表 1 のウェブページ数
にあたる．例えば，doc2vec が結婚というクエリに属する文
書のベクトル v(q)を学習するとき，13,256の入力文書を利用
した．本論文で使用した doc2vec の訓練パラメータは，過去
の doc2vec に関する実験で利用されたもので，出力するベク
トルの次元数は 300，ウィンドウサイズは 5を用いた．低頻度
語の影響を考慮せず，トレーニングテキスト内のすべての単語
を訓練に利用した．doc2vec によって文書ベクトルを訓練し
た後，ドメイン tのQ(t)内の任意の 2 つのウェブページ qと
q′ のユークリッド距離 Edist(q, q′)の平均を次式で求め，これ
をドメイン tの doc2vec距離平均素性とする．

fdoc2vec(t) =
average

q，q′ ∈ Q(t)

(
Edist(v(q)，v(q′))

)

5.2 その他の素性
ドメイン内のページの話題分布を定量化する素性とは別に，

以下 3つの素性を定義した．

∗1 https://radimrehurek.com/gensim/models/doc2vec.html

5.2.1 ウェブサイト内のページ数
ノウハウサイトにおいては，収集されたウェブページの数が

多い傾向にある．このことをふまえて，ノウハウサイトの候補
tのウェブページ集合を Q(t)として，ウェブサイト内のペー
ジ数素性を次式で定義する．

fq(t) =
∣∣Q(t)

∣∣

5.2.2 検索ボリューム
検索エンジンサジェストとは，あるクエリが 1ヶ月間に検索

エンジンにおける検索数を表す．検索数は Google AdSense∗2

を用いた．ノウハウサイトは，比較的検索量の多い特定のクエ
リキーワードを介してアクセスされることが予想される．ま
ず，ドメイン tに割り当てられたサジェスト集合 S(t)につい
て考える．ドメイン tに対応するウェブページ qが検索された
サジェストの和集合として下式で表せる．

S(t) =
⋃

q∈Q(t)

S(q)

検索エンジンサジェスト sの，検索ボリュームを sv(s)とする
と，ドメイン tに対応する検索ボリュームの最大値 fv-max(t)

と平均値 fv-ave(t)は以下のように定義できる．

fv-max(t) = max
s∈S(t)

sv(s)

fv-ave(t) =
1

| S(t) |
∑

s∈S(t)

sv(s)

5.2.3 URL素性
ノウハウサイトの候補集合内のドメイン t の URL に関し

て，2種類の素性を提案する．一つ目は，ドメイン tが “com

”， “org”，“jp”，“net”，または “co.jp”を含むか否かを示
す，URLの地域コードに関する素性 fd1, . . . , fd5 である．二
つ目は，ウェブサイトが暗号化通信を行えるか否か，すなわち
URLの先頭が “https”あるいは “http”のいずれであるかを
示す素性 fh である．

6. 評価
6.1 評価手順
本論文の訓練用データは，542(表 1内のウェブサイトの候補

集合の数)のドメインすべてから構成される．doc2vecによる
ウェブページのユークリッド距離の平均の素性以外の素性は訓
練前に平均が0，分散が 1となるように正規化した∗3．本論文で
は，scikit-learnパッケージにおける SVM (sklearn.SVM.SVC

ツール)を用いて評価実験を行った．グリッドサーチの結果よ
り，カーネル関数とガンマパラメータを設定した．全 6 個の
クエリ・フォーカスのうち，5個分のクエリ・フォーカスのサ
イトで訓練をし，残りの 1 個のクエリ・フォーカスで評価を
するという 6 分割交差検定を行い，その平均値を結果として
出力した．また，判定結果の推定信頼度を出力し，信頼度に対
して下限値を設け，高信頼度な判定結果に限定した範囲での適
合率，再現率の評価を行った．参照用ノウハウサイト集合 (正
例集合)を R，信頼度 conf が下限値 c以上でノウハウサイト
(正例) と判定されたサイト集合を S(conf ≥ C) として，再
現率 (conf ≥ C)，および，適合率 (conf ≥ C)を下式で定義

∗2 https://ads.google.com/home/tools/keyword-planner
∗3 予備実験において，doc2vec によるウェブページの平均距離素性の素性は，
正規化なしの方が正規化しない場合よりも高いパフォーマンスを観測した．
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図 2: 評価結果 (素性集合 0:ウェブページ数素性 + 検索エン
ジンボリューム素性 + URLの素性集合，素性集合 1: 素性集
合 1 + LDAのトピック数，素性集合 2:素性集合 0 + ページ
内のウェブページの doc2vec ベクトルのユークリッド距離の
平均，素性集合 3: 素性集合 1と素性集合 2の和集合)

した．

再現率 (conf ≥ c) =
|R ∩ S(conf ≥ c)|

|R|

適合率 (conf ≥ c) =
|R ∩ S(conf ≥ c)|
|S(conf ≥ c)|

評価では，下記で定義する 4 つの素性集合ごとに，適合率
と再現率をグラフにプロットすることにより評価を行った．ま
た，これに加えて ROC曲線を描き，AUC (ROC曲線の下の
面積)も測定した．

(i) 素性集合 0: ウェブページ数素性 +検索エンジンボリュー
ム素性 + URLの素性集合

(ii) 素性集合 1: 素性集合 1 + LDAのトピック数

(iii) 素性集合 2: 素性集合 0 + ページ内のウェブページの
doc2vecベクトルのユークリッド距離の平均

(iv) 素性集合 3: 素性集合 1と素性集合 2の和集合

6.2 評価結果
図 2では，異なる 4つの素性集合を用いて作成した分類器の

評価を示した．信頼度のしきい値 cが，素性集合 (i)から (iv)

についてそれぞれが 0 から 1まで変化するため，各曲線は各
素性集合の適合率/再現率のペアを表している．図 2のグラフ
の形状とAUCによる評価から，各素性が他の素性と比べて有
効か否かについて述べる．doc2vecによるドメイン内のウェブ
ページの文書ベクトルの平均距離素性は，LDAのトピック数
素性よりもわずかに優れている．AUCによる評価でも，素性
集合 2 (doc2vecの距離素性を含む)は 0.58，素性集合 1 (LDA

トピック素性を含む)とは 0.55 で，これは図 2による評価と
一致する．また，素性集合 0 の AUCは 0.54 で，素性集合 1

より低く，これも図 2 における比較と一致する．次に，図 2

において素性集合 1 および 2 の和集合を素性集合 1 および 2

と比較すると，和集合の方が素性集合 1 あるいは 2 よりもわ

ずかに優れている．ただし，AUCに関しては，素性集合 1お
よび 2 の和集合は 0.58 で，素性集合 2 (doc2vec の距離素性
を含む)と同程度であった．

7. 関連研究
関連研究として，[井上 16] では，検索エンジン，クエリ・

フォーカスを用いて，サジェストおよびウェブページを収集，
トピックモデルを用いることで話題を集約，ユーザの入力した
クエリ・フォーカスに対し網羅的に話題とそのウェブページを
示すためのインタフェースを作成した． [守谷 15]では，[井上
16]に対し，Yahoo知恵袋などの質問回答サイトおよびウェブ
ページから収集した文書集合を一つの文書集合とし，この混
合文書集合に LDAトピックモデルを適用することで，より有
用なノウハウ知識を得られることを示した．また，[李 17] で
は，収集したウェブページにトピックモデルを適用した結果に
対し，複数のトピックにウェブページがまたがるドメインは，
ノウハウサイトである可能生が高いと仮定し，いくつかのクエ
リ・フォーカスにおいて実際に評価を行い，候補サイトの半数
以上がノウハウサイトであることを確認した．本研究は，[井
上 16,守谷 15]におけるトピックモデルの適用に加え，ページ
の話題の広がりを定量化する尺度として doc2vec を用いたと
いう点で大きく異なっている．また，素性集合ごとに評価を行
い，どの素性がノウハウサイトか否かを判定するのに重要かを
検証した点においても大きく異なる．

8. おわりに
本論文では，ドメイン単位でそのウェブサイトがノウハウ知

識を提示するページを有するか否かを判定する手法を提案し
た．分類に使用した SVMにおいては，ウェブサイト内のウェ
ブページの話題分布に基づく素性，およびウェブページ数，検
索エンジンの検索ボリューム数，URLに関するその他の素性
を用いた．評価においては，LDAのトピック数素性と比べて，
ウェブページ間の doc2vec ベクトルの平均距離素性が有効で
あることを示した．今後の課題として，大規模評価実験を通し
てこれらの知見の信頼性を検証することが挙げられる．

参考文献
[Blei03] Blei, D. M., Ng, A. Y. and Jordan, M. I.: Latent

Dirichlet Allocation, Journal of Machine Learning Research,
Vol. 3, pp. 993–1022 (2003).

[井上 16] 井上祐輔, 今田貴和, 陳磊, 徐凌寒, 宇津呂武仁, 河田容英：
検索エンジン・サジェストおよびトピックモデルを用いたウェブ
検索結果の集約, 第 8 回 DEIM フォーラム論文集 (2016).

[Le14] Le, Q. and Mikolov, T.: Distributed Representations of
Sentences and Documents, Proc. 31st ICML, pp. 1188–1196
(2014).

[李 17] 李佳奇, 趙辰, 林友超, 馬場瑞穂, 宇津呂武仁, 河田容英, 神門
典子：トピックモデルにおける話題分布特性を手がかりとするノ
ウハウサイトの収集, 第 9 回 DEIM フォーラム論文集 (2017).

[守谷 15] 守谷一朗, 井上祐輔, 今田貴和, 聶添, 宇津呂武仁, 河田容英,

神門典子：質問回答事例および検索エンジン・サジェストを用い
たノウハウ知識の相補的収集, 第 7 回 DEIM フォーラム論文集
(2015).

4

The 33rd Annual Conference of the Japanese Society for Artificial Intelligence, 2019

2E5-J-6-03



[2E3-J-12]

[2E3-J-12-01]

[2E3-J-12-02]

[2E3-J-12-03]

[2E3-J-12-04]

[2E3-J-12-05]

©The Japanese Society for Artificial Intelligence 

 JSAI2019 

General Session | General Session | [GS] J-12 Human interface, education aid

Human interface, education aid: Shikake
Chair:Naohiro Matumura Reviewer:Yoko Nishihara
Wed. Jun 5, 2019 1:20 PM - 3:00 PM  Room E (301A Medium meeting room)
 

 
Development of 200 people game in big lecture hole in an university 
〇toyohisa nakada1 （1. Niigata University of International and Information Studies） 

 1:20 PM -  1:40 PM   

Study on the Effect of a Questionnaire Appealing to Feeling Guilty on
Umbrellas Theft Prevention 
〇Souta Matsui1, Naohiro Matsumura1 （1. Osaka University） 

 1:40 PM -  2:00 PM   

How face-to-face communication with photo similarities effects
conversations 
〇Machiko Katori1, Daisuke Uriu1,2, Masahiko Inami1,2, Atsushi Hiyama1,2 （1. Graduate

School of Information Science and Technology, the University of Tokyo, 2. Research

Center for Advanced Science and Technology, the University of Tokyo） 

 2:00 PM -  2:20 PM   

Voice User Interface as a Method to Enhance Users' Activities on an
LMS 
〇Toshihiro Kita1, Chikako Nagaoka1, Naoshi Hiraoka1 （1. Research Center for

Instructional Systems, Kumamoto University） 

 2:20 PM -  2:40 PM   

A Virtual City that Makes Children a Skilled Data Analyzer 
〇Takayuki Shiose1, Ryosuke Kimura2, Takashi Kondo2, Makoto Matsuura3, Tomoko

Matsuura3, Megumi Kotake4, Mai Ogasawara4 （1. Kyoto University, 2. Gocco., Inc., 3. NPO

cobon, 4. Kodomo-Mirai Tankyusha, LLC.） 

 2:40 PM -  3:00 PM   



大学の大講義室での 200人が同時参加するゲームの開発
Development of 200 people game in big lecture hole in an university

中田豊久∗1
Toyohisa NAKADA

∗1新潟国際情報大学
Niigata University of International and Information Studies

We propose games for all participaints of about 200 in the same place in order to direct participaint’s awareness
towards the organizer. In this research, we show examples of using this multiplayer game for classes in an university
lecture hall. In the case of classes, the participants are students, and thinking that attendance rate, grades, etc.
will be affected if the participation awareness in class increases. From the results of the experiments, although
improvements were not seen in the attendance rate and the student evaluation, it was shown that there are certain
improvement in test scores.

1. はじめに
イベント会場，大学の大教室などの多人数が集まる場所で

は，参加している人たちはすべての意識をそのイベントの内容
に向けているわけではない．例えばコンサート会場で，スマー
トフォンによって別のことを調べていたりなどである．これら
の状況は，イベントの主催者側からすると，イベント本来の内
容に意識を向けて欲しいと思うであろう．そこにイベントを補
助するゲームを開発し，イベントの内容に集中してもらうこと
を試みる．
ゲームの現実世界での応用は，ゲーミフィケーションやシリ

アスゲームなどと呼ばれている．本研究では，このゲーミフィ
ケーションの観点で，イベント会場などで補助的に使用する多
人数が同時プレイするゲームを開発するを目的とする．

2. 200人ゲームの基本設計
200人ゲームは，200人が一堂に会する場所で行われる本来

の目的からは離れた目的で使用される補助的なゲームである．
よって，事前に参加者のスマートフォンにアプリをインストー
ルしておくなどの利用方法は，考えにくい．また，すべての人
が参加して欲しいため，参加者の 1 人 1 人がその他の約 200

人の人と対等にやり取りができることが望ましい．そして，参
加を強制されず，また，一度参加してもいつでも離脱できるこ
とも望まれる．以下をまとめると次のようになる．

1. インストール，初期設定などの事前の準備を必要としな
いゲーム

2. プレイヤ 1人が会場全体（200人）に影響を与えられる
ようにすることによって，1対 200のインタラクション
を実現する

3. プレイヤは参加を強制されず，いつでもゲームに入る，出
ることができる

連絡先: 中田豊久, 新潟国際情報大学 経営情報学部,新潟市西
区みずき野 3-1-1, 025-239-3723, nakada@nuis.ac.jp

3. 授業中の課題進捗ゲーム
学生は紙で配布される問題に回答し，スマートフォンで答え

合わせをする．スマートフォンの画面で学生はそれぞれの選択
肢の回答番号を選びチェックボタンを押すと，正解，不正解が
表示される．すると図 1 のように画面上部のアイコン，名前
は，スクリーンに表示されるアイコン，名前となる．これを学
生が変更すると，スクリーンのアイコン，名前が変更される．
またスマートフォンを振ると，スクリーン上の自分のアイコン
が大きくなる．

図 1: 授業中の課題進捗ゲーム：学生は自分のスマートフォン
で答え合わせサイトに接続すると，課題進捗状況が教室のスク
リーンに表示される．スクリーンでは，右の方に行くほど，課
題が進んでいることを表す．

図 2 に授業中の課題進捗ゲームのシステム構成を示す．学
生のスマートフォンは，特定の URLに接続され，ブラウザ上
ですべての機能が実施可能となる．サーバをクラウドに用意
し，そのサーバを用いて学生のスマートフォンと，スクリーン
につなげたパソコンとの接続を行う．

4. ガイダンスにおけるクイズゲーム
図 3のように，まずスクリーンに，例えば「健康診断の日に

ちはいつですか？」といった学生生活に関する問題が表示され
る．その問題に，学生は手をあげて回答する．ここでスクリー
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図 2: 授業中の課題進捗ゲームのシステム構成：AWSをサー
バとして，学生のブラウザと講師 PCとをWebSocketで接続
する．学生は，QRコードでサイトにアクセスする．

ンは，問題文から学生をカメラで映したものに変わる．そのス
クリーンは，学生の手を挙げるという動きに反応し，その部分
に色が付く．そして答え合わせの後で，スクリーンの正解者の
ところには桜が舞い，不正解者には炎が灯るなどのエフェクト
が行われる．

図 3: ガイダンスにおけるクイズゲーム：スクリーンにクイズ
が出題される（左上），学生は，正解と思う選択肢で手を挙げ
る．その時にスクリーンの自分の場所の色が変わる（右上），
不正解の人のところには，炎がともる（下）

図 4 にシステム構成を示す．この例の場合には，学生は身
振り手振りだけでシステムとやり取りができるようになって
いる．より多くの人が会場にいても実施可能な構成となって
いる．

5. 200人ゲームを成功させる要素
図 5に授業中の課題進捗ゲームにおけるゲームの完遂率に

ついて示す．図の最も左側は，出席者数である．そして問題
を解いてアイコンを前に進めた人数がそれぞれ示されている．
アイコンが小さくて見えにくかった「screen」に対してスマー
トフォンを振ってアイコンを大きくする機能を付加した「scr.

and shage」は，最初の参加が少ないものの，最後までゲーム
を完遂している数は多い．
図 6 には，スマートフォンを振ってスクリーン上のアイコ

ンを大きくした回数の度数分布を示す．ここでいうアイコンを
大ききする 1 回は，約 5 秒間スマートフォンを振っていたこ

図 4: ガイダンスにおけるクイズゲームのシステム構成：Web

カメラを装着した PCをスクリーンに投影する．学生は，手を
挙げるのみで，デバイスは用いない．このシステムは，Unity

を使用して作成されている．

図 5: 授業中の課題進捗ゲームにおけるゲーム完遂率：答え合
わせのみ (only client)，スマフォを振ってアイコンを大きくす
る機能のあり (scr. and shake)，なし (screen)の 3パターン
によるゲーム完遂率

とを表す．一度もアイコンを大きくしなかった学生が 4 名居
ることに対し，最大では約 150回の操作 (延べ約 12分間はス
マートフォンを振っている)を行っている．
図 7に，アイコンを大きくする機能があるときと無いとき

のアイコンの種類と名前の変更回数を示す．両者とも増えてい
ることから，アイコンを大きくして目立たせる機能は，ゲーム
のインタラクションを増加させるのに役立っていると言える．
以上より，大講義室の場合は，スクリーンに映る自分のアバ

ターが自分自身で認識できるかどうかが大きくゲームを成功さ
せる要素になっていると考えられる．

6. 200人ゲームの効果
6.1 成績は向上するか?
図 8に授業回数の最後に実施される最終テストのスコアを

示している．図は，ほぼ同じ形態で授業を実施するようになっ
た 2013年からのものを示している．最終テストの成績は，そ
の年によって大きな変化があり，ゲームを実施した 2017年は
点数が良いものの，これだけが良いという結果にはなっていな
い．一方，図 9には，小テストの平均点から最終テストの点数
にどれだけ減少したのかを示している．この授業は，約 80%の
点数を 4 回の小テストで得るようにしている．普段の授業に
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図 6: スマートフォンを振ってアイコンを大きくした回数の度
数分布：1回のアイコンを大きくする動作は，約 5秒間の振る
という動作を必要とする．

図 7: スマートフォンを振ってアイコンを大きくする機能があ
るときと無いときの，アイコンの名前，酒類を変更した回数の
度数分布

おける課題が 10%，そして定期テストは 10%の割合しかない．
よって学生は，最終テストの段階ではすでに 60%以上の得点
を取得して単位取得が決定している学生がほとんどである．そ
の中での最終テストは，点数が小テストよりも悪くなる傾向
がある．その傾向を利用して，重要ではない最終テストでどれ
だけ点数が取れるかを，学生の知識の定着率として見ている．
その定着率は，ゲームを実施した 2017年は，他の年度よりも
十分に良い結果となった．

6.2 出席率は向上するか?
授業中にゲームが実施されれば，「次の授業でも何かあるかも

しれない」という期待から，出席率の向上がまず見込まれると
考えた．その結果としてのグラフを，図 10に示す．欠席者の
数を示している．この結果からは，ゲームを実施した 2017年
はゲームによって出席率が向上する，というデータを得ること
はできなかった．この理由としては，ゲームを実施した 2017

年は，ゲーム実施の授業回の前から出席率が高く，ある意味で
は高止まりしていたのではないかと思われる．

図 8: 最終テストのスコアと統計分析：2017 年がゲームを実
施した年度

図 9: 配点の大きい（重要度の高い）小テストから，配点の小
さい（重要度の低い）最終テストまでの点数の減少率と，統計
分析

6.3 授業評価アンケートの結果は向上するか?
図 11に学生が授業を評価する授業評価アンケートの結果を

示す．図の質問項目は，複数ある項目の中の最後に位置してい
る「この授業を 5 点満点で評価してください」である．ゲー
ムを実施した 2017年は，他の年度よりも少し下がる傾向があ
るが有意差はない．

6.4 ゲームに夢中になりすぎて授業本来の目的を阻害
しないか?

[Bretzke 2003]らは，ゲーミフィケーションよって強化さ
れた周辺活動によって，本来の目的を阻害する現象のことを
「ゲーミング」と呼んで，そのリスクを警鐘している．例えば，
バッチのような勲章を得るために，ゲームの進行を遅らせても
ある特定のことをやり続けるようなものである．本研究で開発
したゲームは，授業本来の目的と密接にリンクしているわけ
ではない．外部報酬として機能しているだけである．よって，
ゲームが面白すぎて授業本来の目的を離れて学生が遊びだす，
という危険もないわけではない．
そこで本研究では，スクリーン上のアイコンを大きくする

という最も魅力的な機能を「スマートフォンを振る」という身
体的な動作と結びつけることとした．このゲームの以前に開発
したスクリーン上のものを操作できる機能では，スマートフォ
ン上のボタンを押す，という容易な操作でその機能を実現して
いた．するとそこにハマる学生は，授業中に講師の話を聞かず
にずっとボタンを押し続けているということがあった．これら
の経験から，身体的に負荷のかかる操作によって振りすぎると
疲れるという制限を入れるようにしている．この実装方法によ
り，ボタンよりはゲームに夢中になりすぎることを抑えられた
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図 10: 授業の欠席者数：大きな丸は小テストを実施した日，小
さい黒丸は 200人ゲームを実施した日，ゲームは 2017年のみ
実施している

図 11: 授業評価アンケートの総合評価項目（5 段階評価）の
数値と統計分析

と感じているが，図 6に示すように約 150回という延べ約 12

分間はスマートフォンを振っているというのは，授業本来の目
的を阻害してしまっていると見なければいけないと考える．

7. 動機づけに関する関連研究とその中での本
研究の位置づけ

動機付けには，その作業自体に興味を持って参加するとい
う内発的要因と，その作業を完遂すれば報酬が得られるといっ
たような外発的要因があると言われている [Plotnik 2011]．ま
た，[Abuhamdeh 2012]らは，好きではない作業については，
その作業の実施困難さが少しでも上がると，作業の楽しさは
減少することを報告している．これらから，授業中の課題の難
易度を調節し，解けることによってやる気を出していく，とい
う検討を重ねてきた [Nakada 2017]．本研究は，これらの内発
的要因からは一歩離れ，あえて外発的要因に着目したもので
ある．授業中のゲームは，授業中で取り扱う内容とは関係が無
い．よって課題を解くことによる外部報酬と位置付けることが
できる．その外部報酬によってやる気を見いだせない学生への
外的な刺激を与え，そして課題が解けるようになれば，内発的
な動機に結び付けられると考えている．

8. おわりに
本研究では，参加者の意識を主催者側に向けるために利用

するゲームについて提案し，大学でのガイダンスと授業での利
用例を示し，授業においては知識の定着率について向上すると
いう結果を得た．今後としては，さらに派手なエフェクトなど
を実装し，より効果の高いゲームを実装することと，そもそも
の授業内容から直接的にゲームになるものを提案していきたい
と考える．
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Study on the Effect of a Questionnaire Appealing to Feeling Guilty
on Umbrellas Theft Prevention

∗1
Sota Matsui
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School of Economics, Osaka University

∗2
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In this study, we consider an shikake, an embodied trigger for behavior change, to prevent umbrellas theft. We
put a poster with a questionnare asking “Have you ever had a sad feeling from umbrella stolen?” on an umbrella
stand to appeal to the feeling of guilty. People was able to vote for the questionnaire using build-in stickers. We
conducted experiments at University campus for 111 days in total and revealed that the number of umbrella theft
was reduced if the poster was set up. We concluded that a poster with a questionnaire seemed to be effective for
umbrella theft prevention.
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How face-to-face communication with photo similarities effects conversations
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This paper introduces a face-to-face communication platform using images. Our iPhone application, used by
plural users simultaneously, will display a set of images with an algorithm calculating image similarities. The app
accesses each user’s picture library linked with Google Photos, sorts in the relevance with the algorithm, and selects
which to display. This paper illustrates the app design and the validation study of the user communication. The
study recruited participants divided into two groups: one that are close friends, and another are complete strangers.
We intended the former group to catch up and find some new topics to talk about, while the latter group to find
some things in common that might trigger communication. This pilot study reveals how the current system effects
the conversations, states how this platform could articulate face-to-face communications, and finally discusses how
this platform could be improved in the future.
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LMS

Voice User Interface as a Method to Enhance Users’ Activities on an LMS

∗1
KITA Toshihiro
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NAGAOKA Chikako
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HIRAOKA Naoshi
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Voice User Interfaces (VUI) are recently used with smart speakers such as Google Home and Amazon Echo,
and smart phones that support operations by voice. If VUI, which enables hands-free and intuitive use, becomes
available with LMS (Learning Management Systems), learning activities on LMS can be easier, and it can help
to evoke learners’ motivation. In addition, if it is possible to search LMS help documents by voice via the VUI
and listen to the search result, work efficiency of LMS content creators can possibly be improved. In this research,
we have developed voice apps to attempt quizzes on Moodle (open source LMS) sites, and to search MoodleDocs
(Moodle online documents).
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A Virtual City that Makes Children a Skilled Data Analyzer 
 

 *1, *2, *2, *3, *3, *4, *4 

Takayuki Shiose*1, Ryosuke Kimura*2, Takashi Kondo*2, Makoto Matsuura*3, Tomoko Matsuura*3, 
Megumi Kotake*4 and Mai Ogasawara*4 

*1 *2  GOCCO. *3 cobon *4  
The Kyoto University Museum*1 Gocco., Inc.. *2 NPO cobon*3  Kodomo-Mirai Tankyusha, LLC. *4 

We developed a virtual city called "mini future city" where children can buy goods and drinks, tour, make their jobs change, 
and startup businesses as virtual citizens. A LIT coin using the flashing pattern of LEDs was introduced for the town's currency 
system and it could storage almost children action log in the virtual city. In addition, the children can use these data to create 
their services within that virtual city. In this article we will outline this new research platform that enables for children to 
understand the importance of data science and feedback from data. 
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Impact on confidence in artificial intelligence by sharing secrets using trust games 

    
 Daiki NAGATA    Kae SHINODA 

   
 Chisato NUMADA  Katsuhiro ISOKAWA 

   
 Kyouka HAMANAKA  
 

 
Faculty of Commerce, Doshisha University 

 
In this study, we examined impact on trust for artificial intelligence system in situation of secret sharing. Study on 

human relationship building have found that secret sharing affect the construction of trust relationship. Also, studies on 
human attitude for robots and computers found that human show reactions similar to human to robots and computers. 
Therefore, we focused on whether affect trust in artificial intelligence due to secret sharing. We had survey experiment 
incorporating trust game and the result showed secret sharing affects trust in artificial intelligence. 
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Analysis of Legal Precedents of Tax Cases based on Factors and Legal Topoi 

 *1 *2 
 Hayato Hirata  Katsumi Nitta 

 *1  *2  
 Asahi University        National Institute of Advanced Industrial Science and Technology 

The objective of this paper is to introduce a new method to describe and analyze information included in legal precedents. 
Facts and claims of both sides in the precedents are described by factors which are predicates appearing in precedents frequently. 
Reasons of the final decision of the judge is described by legal topoi which are components of the value judgment. By using 
21 precedents concerning tax problem, we show how these precedents are described by factors and legal topos, and how each 
precedent is analyzed. Then, by comparing priority between legal topoi in precedents, we will discuss the possibility of 
predicting legal decision. 
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[Ashley 90] Kevin, D, Ashley, Modeling Legal Argument: 

reasoning with Cases and Hypotheticals, The MIT press, 1990.  
[Aleven 97] Vincent, Aleven: Teaching Case Based 

Argumentation Through a Model and Examples, ph. D. Thesis, 
University of Pittsburg, 1997. 

[Struck 71] G.Struck, Topische Jurisprudenz – Argument und 
Gemeinplatz in der juristischen Arbeit, Athenaum Verlag, 
1971. 
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AI  
Who have the Right of AI? 

*1 
Kiyoshi Ono 

*1  
Financial Cloud Service Dept.   INTEC Inc. 

Law of AI rights protection has not been established. In Developing of business application with AI model, agreement of AI 
rights between user company and AI vender is required. The contract between AI vender and user company describes the 
rights of AI including AI Program Learning Data Model Parameters Business Application Know-How to make 
the model. And it’s important to identify the contract including the Transfer Learning/Distillation of the model in Deep Learning. 
The first step of clarify AI rights is to bring up person who held AI rights through the discussion of data scientist and lawyer.
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kettei/chizaikeikaku20160509.pdf), 2016/5(  30/02) 

[ 28] 
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Causal Analysis Model of TV Show Attractiveness using Latent Representation Models

∗
Yuki Nishimura Shimpei Kanazawa Tianxiang Yang Masayuki Goto

Faculty of Science and Engineering, Waseda University

Over the past 20 years, TV show viewing rates have been declining due to the increase in the types of media
and entertainment. Due to this phenomenon, TV broadcasting companies have higher demands to create more
attractive TV shows in order to increase TV show viewing rates. To support TV broadcasting companies create
more attractive shows, modeling the relationship between TV show viewing rates, celebrities, and content can be
strongly effective. In this paper, we model this complex relationship through the utilization of a neural network
and latent representation models such as a stacked autoencoder and latent Dirichlet allocation. We demonstrate
that measures to increase TV show viewing rates could be devised by conducting experiments with this model.
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Customer Classification Through Time Series Order Data Analysis in High-end Barbecue Beef 

Restaurants 

*1  *1 *1 *1 *1 
Kiyotaka Shin Xueyin Qu Aiko Suge  Yasuo Yamashita  Hiroshi Takahashi 

*1   
Graduate School of Business Administration, Keio University 

 
      Abstract: The purpose of this research aimed at the improvement of management skills using POS data of restaurant service 
industry, focusing on customer configuration which is the most important factor in restaurant management. In addition to customer 
configuration, this analysis takes the time series order data into account which leads to the possibility of better classification. By 
obtaining more sophisticated knowledge of customer configuration, more value-added services and more efficient management will 
be expected. 
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An Estimation Model of Exhibits Price for Second-hand Fashion Items
Based on Sales History Data

∗1
Izumi Kuwata

∗1
Tomoya Sugisaki

∗2
Kenta Mikawa

∗1
Masayuki Goto

∗1
Waseda University

∗2
Shonan Institute of Technology

In this study, we focus on the second-hand fashion EC site. In this site, the trade-in price is determined according
to the exhibition price so that the decision of the appropriate exhibition price is strongly important. However, it
is difficult to determine the best exhibition price because there are two types of items such as the items purchased
with no discount and that purchased with discount. Therefore, we proposed a method to estimate the maximum
exhibition price without discount for each item. In our proposed method, at first, we construct a binary classifier
which classifies the item which is purchased with a discount price or not. In addition, we estimate the best price
with changing the exhibition price of each item little by little. The effectiveness of our proposed method is clarified
using real purchasing history data of this site.
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Productivity Improvement through Yield Prediction and Machine Combination Optimization

∗1
Yoshiaki Suzuki

∗1
Manabu Kano

∗2
Akira Soga

∗2
Takeshi Yanagimachi

∗2
Ryo Murao

∗2
Masaya Takaki

∗1
Kyoto University

∗2
Toshiba Corp.

In a multi-process production system, the yield rate of the final products depends not only on the goodness
of each machine but also on that of machine combinations at different stages. To maximize the productivity, it
is crucial to use good machine combinations by priority. In the present work, we proposed a modeling method
that can estimate the yield rates of unused machine combinations and a production scheduling method that can
optimize machine combinations by taking account of the yield rates. The proposed modeling method uses field-
aware factorization machines (FFM). A case study demonstrated that FFM can estimate the yield rates with great
accuracy even when yield rates are available in only 20% of all machine combinations and also that the proposed
scheduling method improved the productivity by more than 10%.
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( )

1 3 2 1
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Field-aware Factorization Machines (FFM)[?]

: manabu@human.sys.i.kyoto-u.ac.jp

2.1 Field-aware Factorization Machines
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1: Estimation result of yield rate: RMSE

2: Identification results of 15 good/bad machine combi-

nations using RF, FM, and FFM

15
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3.
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First-Out (FIFO)

FIFO

3

1: Results of production scheduling

Method NHV Cmax Qall Throughput

FIFO 0.256 59.2 0. 868 284.1

HEYR 0.592 62.8 0.917 274.1

TMI 0.801 66.0 0.962 278.8

Hybrid 0.760 62.8 0.946 282.7

GA - 60.0 0.798 253.6
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Hybrid HEYR

TMI

3.2
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[Juan 16] Y. Juan, Y. Zhuang, W. S. Chin, and C. J.

Lin, Field-aware Factorization Machines for CTR Pre-

diction, Proc. ACM Conf. on Recommender Systems,

43/50 (2016)
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Surround Inhibition Mechanism by Deep Learning

Naoaki Fujimoto∗1 Muneharu Onoue∗2 Akio Sugamoto∗3 Mamoru Sugamoto∗4

Tsukasa Yumibayashi∗5

∗1Tama Art U. ∗2Geelive, Inc. ∗3Ochanomizu U. and OUJ ∗4Apprhythm Co.
∗5Otsuma Women’s U.

In the sensation of tones, visions and other stimuli, the “surround inhibition mechanism” (or “lateral inhibition
mechanism”) is crucial. The mechanism enhances the signals of the strongest tone, color and other stimuli, by
reducing and inhibiting the surrounding signals, since the latter signals are less important. This surround inhibition
mechanism is well studied in the physiology of sensor systems.

The neural network with two hidden layers in addition to input and output layers is constructed; having 60
neurons (units) in each of the four layers. The label (correct answer) is prepared from an input signal by applying
seven times operations of the “Hartline mechanism”, that is, by sending inhibitory signals from the neighboring
neurons and amplifying all the signals afterwards. The implication obtained by the deep learning of this neural
network is compared with the standard physiological understanding of the surround inhibition mechanism.

1. Introduction

The inhibitory influence between different sensory recep-

tors is found in the eye of Limulus (the horseshoe crab).

Limulus has a pair of compound eyes. Each compound eye

consists of 1000 ommatidia each of which is connected to

a single nerve. Therefore, Limulus is the best creature to

study the interactions between different light censors.

Hartline and his collaborators [1], [2] found by experiment

that different ommatidia (light sensors) are interacted, giv-

ing mutual inhibition, that is, the excitation signal eA of a

sensor A is inhibited from the neighboring sensor B, follow-

ing the following linear equation:

rA = eA − KAB × (rB − r0
B) θ(rB − r0

B), (1)

rB = eB − KBA × (rA − r0
A) θ(rA − r0

A). (2)

Here, eA,B is the excitation at A and B, induced when

only A or B is stimulated. The rA,B is the response of the

sensory nerve, when they are stimulated at the same time.

The r0
A,B gives thresholds, by a step function θ(r−r0) (= 1

if r − r0 > 0, but else 0). The strength of signal from a

sensory nerve, is identified to the number of discharge of

nerve impulses per unit time.

The inhibition (kinetic) coefficient KAB gives the rate of

inhibition to the sensor A from B. If A and B are the

equal type, the reciprocal law KAB = KBA holds. Its value

depends on the pair of sensors, but is roughly 0.1 − 0.3

by experiment. In the later analysis, we use 0.25 for this

inhibition coefficient.

Suppose that the sensors, labeled by i, are lined laterally,

while the layer is labeled by � to which the sensors are

concentrated. Then, Eq. (1) becomes

ri(� + 1) =
∑

j

ri(�) − Kij (̇r − r0)j(�) θ(rj − r0
j )(�), (3)

Contact: Mamoru Sugamoto, Research and Development

Division, Apprhythm Co., Honmachi, Chuo-ku, Osaka,
541-0053 Japan, mamoru.sugamoto@gmail.com

where we consider the response rj(�) be the input signal to

a receptor j located at layer �, and ri(� + 1) is the output

signal transferred to the receptor i located at the next layer

� + 1. The 0-th layer can be the input layer, receiving the

outside stimulus, ri(0) = ei.

The same inhibition mechanism works for hearing. In

this case, signals are transferred from the cochlea where

the voice sensor are placed, to cochlear nuclei, super olivary

complex, inferior colliculus, lateral geniculate body (LGB),

before arriving at the auditory cortex. This means there

exist at least four layers between the input and output, in

which neurons are concentrated.

If we use the “rectified linear unit (ReLU)” function de-

fined by y = f(x) = ReLU(x) = x × θ(x − x0), then we

have

xi(� + 1) = xi(�) −
∑

j

Kij × f
(
(x − x0)j(�)

)
. (4)

This is identical to the neural network used by the deep

learning (DL). In DL the adjustable parameters are weights

Wij , which is identical to the (kinetic) coefficients Kij of

Hartline et al., [1]. For the human hearing, the neural net-

work having several layers are used.

Now, we are ready to investigate by deep learning (DL)

[3] how the sharpness of the contrast in brightness, color,

or sound tone can be achieved.

2. Implication by Deep Learning (DL)

We implement a neural network having two hidden layers,

and the number of neurons (units) in four layers of input,

hidden1, hidden2 and output is all 60. The 1000 training

data and the 1000 test data are prepared by random sepa-

ration from 2000 data. Each datum and its label (a correct

answer to be attained from a datum by DL) are prepared

by the Harline’s observation. Given a one dimensional data

of a certain signal (brightness or color of light, frequency of

1
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sound, or else), as a sum of sin functions:

X(x) =

(
5∑

n=1

an sin nx

)2

, (5)

where coefficients 0 ≤ {a1, · · · , a5} ≤ 1 are randomly gener-

ated, and x is the discretized position of neurons, having 60

points {xi = 2πi
60

|i = 0, · · · , 59}. The “Hartline operation”

X ′ = ĤX is defined by

X ′(i) = λ · ReLU{Xi − κ(Xi+1 + Xi−1)}. (6)

The label Y for a datum X is given by Y = (Ĥ)7X with

κ(= Hartline′s K) = 0.25, and λ = 2.

The running of DL for 100,000 epochs, using sigmoid

as the activation function and the full Stochastic Gra-

dient Descent method, yields the following epoch depen-

dence of the loss function defined as the squared error,

L(Xout, Y ) = 1
2N

∑N−1

n=0

∑59

i=0
(Xout−Y )2, where N = 1000

is the total number of test data.

See (Figure 1) which shows the decrease of loss function

by epochs, as well as the intermediate epochs of DL train-

ing, corresponding to the Hartline mechanism.

Figure 1: (Left): Loss as a function of epoch < 100,000;

(Right): Horizontal lines show the n-th Hartline loss

L(X
(n)
H , Y ) + 34.55 for epochs < 1,000.

The left figure in (Figure 1) shows that the loss function

decreases rapidly in the first 100 epochs, and it takes finally

34.55 at epoch 100,000 as the averaged value over the last

100 epochs.

It is important to compare the “Hartline’s mechanism” of

the surround inhibition in physiology [1], [2], with the im-

plication obtained by DL of the neural network. We choose

six intermediate outputs, {X(1), X(2), · · · , X(6)} during the

training of DL. The input datum is X(0) and the output da-

tum is Xout = X(7). As for the Hartline mechanism, it gives

the six intermediate outputs by {X(1)
H , X

(2)
H , · · · , X(6)

H },
where X

(n)
H = (Ĥ)nX(0), and X

(7)
H = Y is the label. There-

fore, it is reasonable to select six intermediate epochs of the

DL training so that L(X(n), Y ) = L(X
(n)
H , Y ) + L(Xout, Y )

holds for n = 1, 2, · · · , 6, where the last term in the r.h.s fills

a gap 34.55 existing between the loss functions of Hartline

and DL, even at 100,000 epochs’ running. From the the

training data, we select the 6 intermediate epochs. See the

right figure in (Figure 1).

The loss functions between X(n) and X
(n)
H , (n =

1, 2, · · · , 6) is a measure to understand the difference be-

tween two mechanisms, Hartline’s physiological one and

DL’s one. The data shows intermediate epochs of DL

which corresponds to the Hartline’s X
(n)
H are 8, 24, 34-

37, 84-88, 398-400, for n = 1, 2, 3, 4, 5, 6, respectively. The

mean squared errors L(X(n), X
(n)
H ) for n = 1, 2, · · · , 6 are

30004.77, 2782.63, 2298.65, 2321.01, 2402.69, 711.76, re-

spectively. They are not small. This suggests that the Hart-

line’s mechanism and the DL’s mechanism are not identical

but they may differ.

The performance can be seen visually from the following

two samples among 1,000 test data at 100,000 epoch, where

the input, the label and the output signals are depicted by

black, red and blue colors, respectively. See (Figure 2).

Figure 2: Input (black), label (red) and output (blue) sig-

nals of two sample data among 1,000 test data at 100,000

epoch.

From the samples, we can see DL acquires an ability of

making the sharp contrast to the input datum, resulting

the output datum in which the bumps are enhanced and

strengthened.

3. Conclusion

The surround inhibition mechanism of sensory nerve sys-

tem is studied by deep learning of a neural network. The

deep learning mechanism by this neural network is not nec-

essary equal to the standard one in physiology. More de-

tailed comparison between DL and the real sensory system

is necessary, using the real data of the creature.
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Adaptive Learning Rate Adjustment with Short-Term Pre-Training in Data-Parallel Deep Learning 

 
Kazuki Yamada, Haruki Mori, Tetsuya Youkawa,Yuki Miyauchi, Shintaro Izumi, Masahiko Yoshimoto, Hiroshi Kawaguchi 

 
Kobe University 

Abstract: This paper describes short-term pre-training (STPT) algorism to adaptively select an optimum learning rate (LR). 
The proposed STPT algorism is beneficial for quick model prototyping in data-parallel deep learning. It adaptively finds an 
appropriate LR from multiple LR sets by STPT, which means the multiple LRs are evaluated within the beginning few iterations 
in an epoch. The STPT short cuts the tuning process of LRs that is requested in conventional training procedure as hyper-
parameter tuning, even if the unknown models are considered. Therefore, the proposed STPT reduces computational time and 
increases throughput to find the best LR for network training. This algorism reduces the computational time by 87.5% than the 
conventional method when the eight-LR sets are evaluated using eight-parallel workers. We verified the accuracy improvement 
by 4.8 % compared with the conventional one with a reference LR of 0.1; there are no accuracy deterioration is observed. In 
this algorism, better training convergence is shown and expresses the advantage in terms of training time especially for the 
unknown models than other cases such as fixed LR. 
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 1  

for epoch in range(max_epoch + warmup_epoch) 

 if epoch < warmup_epoch 

  run warmup train with warmup_LR using data parallel 

 else  
  #initialization 

  best_accuracy = 0.0 

  bestLR = 0.0 

##---------------------------Pre-train---------------------------## 

  for LR_index in range( len( LR_set ) ) 

   new_accuracy = run pre_train with 
LR_set[ LR_index ] using data parallel 
   if new_accuracy > best_accuracy 

    bestLR = LR_set[ LR_index ] 
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The environments where an agent performs trial-and-error learning is generally nonstationary because of unobserv-
able information and various kinds of fluctuations. In order to make effective decisions in such an environment,
the agent has to gradually or abruptly discard old information and put more weight on newer information, because
some of the elements in the environment may have changed. As a result, there is a necessity of choosing a better
option with smaller amount of information. We focus on the risk-sensitive satisficing (RS) algorithm which models
the decision-making strategy of human beings and animals. We compare its performance in stationary and nonsta-
tionary bandit problems with other representative algorithms. We propose variants of RS combined with existing
ideas for adaptation for nonstationary bandits such as meta-bandit and discounted update.

1.

,

[Sutton 98]

[Mnih 15]

,

,

(Risk Sensitive Satisficing Value Function: RS)

(RS )[ 16]

RS

2.

,

{p1, p2, . . . , pk} {a1, a2, . . . , ak}

1 0

( ) ( )

: 350-0394

049-296-1642

tatsujit@mail.dendai.ac.jp

.

( )

regret regret

( )

regret = p∗N −
N∑
t=0

pt (1)

N p∗

pt t

Upper Confidence Bound (UCB)

(UCB1-tuned[Wang 05], KL-UCB) Thompson Sampling

[Agrawal 12] regret

( UCB1-tuned UCB1T Thompson

Sampling TS )

,

3. RS

1
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(Risk Sensitive Satisficing Value

Function: RS) [ 16]

RSi = niδi = ni(Ei − ℵ) (2)

ni ai , Ei ai

, ℵ ,

RSi ai RS

( RS

) RS (Ei < ℵ)
ni ,

(ℵ < Ei)

ni

ℵ pfirst
psecond

ℵ
ℵopt ℵopt RS RS-OPT

ℵopt =
pfirst + psecond

2
(3)

ℵopt

ℵ0

(5)

ℵ = ℵ+ α(Ei − ℵ) (4)

Pfirst > ℵ > Psecond (5)

(4) ℵ aselect = afirst

Psecond (5)

(4) (5)

4.

UCB1T TS

regret

(

)

4.1
,

[Hartland 06]

Page-Hinkley PHT

, ,

(PHT λ

)

rt =
1

t

t∑
l=1

rl (6)

mT =

T∑
t=1

(rt − rt + δ) (7)

MT = max{mt, t = 1 . . . T} (8)

PHT = MT −mT (9)

Change alarm =

{
true (PHT > λ)

false (otherwise)
(10)

“

” “ step

”

L step

L step

,

UCB1T TS, RS, RS-OPT

(Meta UCB1T Meta TS Meta RS Meta RS-OPT)

4.2 RS
RS

RS ni ∞ −∞

RS

RS

ni ,

ni γ

, RS

wi, li [ 13]

wi =

{
γwi + 1 (ai = aselect ∧ e)

γwi (otherwise)
(11)

li =

{
γli + 1 (ai = aselect ∧ ¬e)
γli (otherwise)

(12)

aselect , e

ai

RS (11) (12)

ni = wi + l1
RSγ

Ei wi, li
Ei = wi/(wi + l1)

RSγ wi, li
Thompson

Sampling TSγ .

A k Nk

Nk :=
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A proposal of a new variable selection method utilizing gene’s distribution information and
solutions search progress rate of Real-coded genetic algorithms

Takahiro Obata Setsuya Kurahashi

∗1
Graduate School of Business Sciences, University of Tsukuba

Recently variable selection and parameter optimization are getting more and more important. Regarding param-
eter optimization, much attention has been paid to Real-coded Genetic Algorithms (RCGA) because of their good
searching ability and high flexibility. As for variable selection, traditionally Akaike Information Criterion (AIC) or
Bayesian Information Criterion (BIC) are used quite often as selection criteria. These criteria estimate the relative
quality of analysis models for a given set of data, but do not evaluate the importance of the variables themselves.
This paper proposes a new variable selection method applying RCGA. This new variable selection method consists
of 2 main components. The one is a new variable selection criterion utilizing the variances of genes in RCGA and
the other is an estimation method of how far is in progress of RCGA optimization. The effectiveness of this new
variable selection method is confirmed through application to a multiple linear regression model.
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2 GA

3

I 4

GA

5 I

6

2.

2.1

[goldberg 89] (1)
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2.2.1
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2.2.2
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2.2.3 GA
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(3)
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T
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4.1 SRGM RCGA

SRGM

SRGM S

[ 96]

d(y + δ)

dt
· (y + δ)γ−1 = α · e−βt (4)

y t (4)
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(5) ,

ln y′ + (γ − 1) ln y = lnα− βt (6)

(6)

[ 96]
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Feature Oriented Attention to Extract Attribution for Multivariate Time-Series Data

∗1
Shuhei Asano

∗1
Keisuke Kiritoshi

∗1
Tomonori Izumitani

∗1NTT
NTT Communications Corporation

In the application of neural networks to industries such as manufacturing, it is important to extract which features
have an important role in model output from the viewpoint of model reliability and understanding the couse of
event. Attention mechanisms in neural networks is generally used to handle dynamic dependencies between time
series, such as in natural language processing. In this research, we apply attention as a weight of each feature and
propose a method to extract attribution of each feature in model output. We also examined its effectiveness using
real sensor data.
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[Selvaraju 17, Vaswani 17] Attention

attention

2.

attention

[Vaswani 17]
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Simonyan [Simonyan 13]

[Kiritoshi 18]

: NTT Communications Corporation
shuhei.asano@ntt.com
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Unsupervised Ensemble of Ranking Models for News Comments
Using Pseudo Ranking Evaluation

∗1
Soichiro Fujita

∗2∗3
Hayato Kobayashi

∗1
Manabu Okumura

∗1
Tokyo Institute of Technology

∗2
Yahoo Japan Corporation

∗3 AIP
RIKEN AIP

In this paper, we propose a simple unsupervised ensemble method that determines the importance of each model
by comparison of multiple models like majority vote. Experimental results on a news comment ranking task show
that our proposed method outperforms current ensemble methods including the supervised one.

1.

[ 18]

Kobayashi

[Kobayashi 18]

.
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: ∗1{fujiso, oku}@lr.pi.titech.ac.jp
∗2hakobaya@yahoo-corp.jp

q c

LSTM

Xq =

[xq
1, ..., x

q
|q|], Xc = [xc

1, ..., x
c
|c|] .

h

:

hq
i = encodertitle(h

q
i−1, e

q
i ), (1)

hc
i = encodercomment(h

c
i−1, e

c
i ). (2)

eqi , e
c
i xq

i

xc
i

encodertitle encodercomment

LSTM

c sc

:

sc = W ([hq
|q|;h

c
|c|]) + b. (3)

W hq
|q| hc

|c|
b

2

{cA, cB} ∈ C

lossAB (4)

:

lossAB = −P̄AB logPAB − (1− P̄AB) log(1− PAB),(4)

PAB =
1

1 + e−σ(scA−scB )
, (5)

P̄AB =
1

2
(1 + SAB). (6)

SAB ∈ {−1, 0, 1} cA cB
cA cB

1 −1 0

2.2 Post-Eval

Post-Eval Kobayashi

Post-Eval

1

The 33rd Annual Conference of the Japanese Society for Artificial Intelligence, 2019

2I5-J-9-01



Kobayashi

M q

Rq mi ∈ M
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NDCG Precision
@1 @5 @10 @1 @5 @10

RankSVM 73.38 74.59 76.01 15.5 30.20 38.95
LSTMRank 76.35 77.97 79.52 15.0 33.20 42.99
ScoreAverage 76.91 79.11 80.48 16.08 33.67 44.32
RankAverage 79.19 80.53 81.81 13.57 36.18 46.08
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Normalized 79.83 80.77 82.16 17.08 37.18 46.48
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Post-Eval 77.18 80.09 81.24 14.57 35.58 45.78
Weight-Eval 79.87 81.39 82.17 17.08 37.88 46.63
+ Select@50 79.87 81.43 82.33 17.08 37.39 47.34

1: NDCG@k Precision@k (k ∈ {1, 5, 10})

• LSTMRank: 2.1 100

• ScoreAverage:

• RankAverage:

• Top-k-Average: Cormack [Cormack 09].

k
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A Discussion of the Relation between Assembly Member’s Utterance and Next Election Outcome

∗1
Yasutomo KIMURA

∗2
Akihiko KAWAURA

∗3
Yuzu UCHIDA

∗1
Otaru University of Commerce

∗2
Doshisha University

∗3
Hokkai-Gakuen University

We created the local assembly minutes corpus, which connected the politicians’ profile, the results of elections
and politicians’ utterances. This corpus includes minutes of plenary assemblies in 47 prefectures of Japan from
April 2011 to March 2015. This paper shows that a politicians’ utterance in the assembly makes an effect for next
election in order to predict next election results by Machine Learning. Therefor we tried to clarify characteristic
words between the election winners and election losers in the assembly elections.

1.

2013

[2]

twitter 2013

[3] 2017

[4]

[1]

47

23 4 27 3

: 047-8501

kimura@res.otaru-uc.ac.jp

2.

2.1
47

18 2015

4 2011 4 2015 3

18

41

2015 27 4 12 26 2

17

41

2.2
2015

4

1. 2015 4

2.

3.

1

The 33rd Annual Conference of the Japanese Society for Artificial Intelligence, 2019

2I5-J-9-02



1:

0 ID ( )ID

1

2

3

4

5

6

7

8

9

10 ID

11

12

13

14

15 URL ID

16 — ID

1:

2.3

∗1 Votefor

4,035

47

2,947
∗2

1

1

2 Votefor

2,172

∗1 https://seijiyama.jp/
∗2

2

2:

2,172 775 2,947

18 2,172 1,863 4,035

3: 18

( 2011 4 2015 3 )

ID

1 58 10 68 11 0 11 79
2 40 3 43 0 0 0 43
3 31 4 35 2 0 2 37
4 33 4 37 4 0 4 41
5 39 7 46 0 0 0 46
6 36 3 39 0 0 0 39
7 64 6 70 1 1 2 72
8 69 5 74 2 0 2 76
9 59 18 77 4 0 4 81
10 37 5 42 0 0 0 42
11 32 2 34 1 0 1 35
12 28 3 31 1 0 1 32
13 29 0 29 0 0 0 29
14 25 2 27 0 0 0 27
15 43 8 51 0 0 0 51
16 34 3 37 0 0 0 37
17 56 6 62 0 0 0 62
18 64 9 73 0 0 0 73
19 39 4 43 0 0 0 43
20 33 4 37 0 1 1 38
21 45 2 47 0 0 0 47
22 59 15 74 0 0 0 74
23 53 9 62 6 1 7 69
24 33 5 38 0 0 0 38
25 33 2 35 0 0 0 35
26 25 3 28 0 0 0 28
27 26 5 31 0 0 0 31
28 46 4 50 0 0 0 50
29 34 6 40 2 0 2 42
30 49 2 51 2 0 2 53
31 28 3 31 0 0 0 31
32 37 1 38 1 0 1 39
33 35 2 37 1 0 1 38
34 23 4 27 0 0 0 27
35 0 0 0 65 4 69 69
36 30 4 34 0 0 0 34
37 33 6 39 1 0 1 40
38 31 8 39 1 0 1 40
39 32 3 35 0 0 0 35
40 29 2 31 1 1 2 33
41 35 6 41 0 0 0 41

- 1,565 198 1,763 106 8 114 1,877

2.4
18

2015 4 41

3 18 (2015 4 12 )

∗3

3.

( )

∗3

2

The 33rd Annual Conference of the Japanese Society for Artificial Intelligence, 2019

2I5-J-9-02



3.1

LLR = a log
an

((a+ b)(a+ c))
+ b log

bn

((a+ b)(b+ d))

+c log
cn

((c+ b)(a+ c))
+ d log

dn

((c+ d)(b+ d))

4

n n = a+ b+ c+ d

2

NEolgd MeCab

4:

X a b
Lose(X) Win(X)

X c d

Lose(NotX) Win(NotX)

3.1.1

3 10

5 3

� �

� �
� �

2

� �

5:

X Lose(X) Lose(NotX) Win(X) Win(NotX) LLR
17 61,134 1 332,648 27.97
55 61,096 82 332,567 24.00
304 60,847 1,037 331,612 23.51
58 61,093 92 332,557 23.48
26 61,125 17 332,632 22.44

X Lose(X) Lose(NotX) Win(X) Win(NotX) LLR
80 84,140 42 333,510 59.05
9 84,211 355 333,197 52.18
30 84,190 2 333,550 41.02
324 83,896 682 332,870 40.35
38 84,182 17 333,535 30.68

X Lose(X) Lose(NotX) Win(X) Win(NotX) LLR
284 55,104 345 202,439 87.69
62 55,326 34 202,750 41.27
44 55,344 13 202,771 40.27
56 55,332 565 202,219 34.58
25 55,363 1 202,783 34.49

3.1.2

0

6

6

1.

...

2.

...

3.

...

4.

2

MeCab Bag-of-words

4

30%

3

The 33rd Annual Conference of the Japanese Society for Artificial Intelligence, 2019

2I5-J-9-02



6:

X Lose(X) Lose(NotX) Win(X) Win(NotX)

0 61,151 82 332,567
0 61,151 60 332,589
0 61,151 58 332,591

0 42,515 84 248,137
0 42,515 68 248,153
0 42,515 58 248,163

0 34,030 78 349,558
0 34,030 75 349,561
0 34,030 72 349,564

0 84,220 95 333,457
0 84,220 82 333,470
0 84,220 60 333,492

0 58,493 110 392,635
0 58,493 80 392,665
0 58,493 72 392,673

0 32,205 95 335,423
0 32,205 82 335,436
0 32,205 72 335,446

0 56,648 161 406,693
0 56,648 132 406,722
0 56,648 129 406,725

0 55,388 66 202,718
0 55,388 58 202,726
0 55,388 56 202,728

0 33,289 93 236,402
0 33,289 81 236,414
0 33,289 77 236,418

0 77,286 81 339,782
0 77,286 50 339,813
0 77,286 48 339,815

td 0 55,281 405 345,529
( ) 0 55,281 245 345,689

0 55,281 108 345,826

0 79,867 75 307,779
0 79,867 74 307,780
0 79,867 56 307,798

0 73,763 98 474,951
0 73,763 88 474,961
0 73,763 84 474,965

LSI(Latent Semantic

Indexing) 100

-1

Support Vector Machine

3 1,763

1,411 1,252 ,

159

352 313 , 39 7

SVM Precision Recall F

1.00

47

2011 2015 2019

[1]

7: Suport Vector Machine

Precision Recall F-measure

0.89 1.00 0.94

(313/352) (313/313)

5.

2019 4 19

JSPS JP16H02912 JP17K03785

[1] Akihiko Kawaura, Yasutomo Kimura, Keiichi Taka-

maru, and Yuzu Uchida. Elected officials in the local

assembly: Analysis of prefectural plenary session tran-

scripts. Doshisha University Center for the Study of the

Creative Economy, Discussion Paper Series, No.2018-

02, 2018.

[2] . .

, 30(2):75–90, 2014.

[3] . 2013

. , 30(2):116–128, 2014.

[4] and . 2017

.

, JSAI2018:1E305–1E305, 2018.

4

The 33rd Annual Conference of the Japanese Society for Artificial Intelligence, 2019

2I5-J-9-02



 

- 1 - 

 
A Study of Patent Publication Classification Using Machine Translation and Rough Set Theory 

*1 
Masaki KUREMATSU 

*1  
Iwate Prefectural University 

Abstract: It is important to check exists patents before submitting own patents or sailing new products. However, it is hard 
task to check a lot of patents. In order to support this task, I proposed a framework of a patent publication classification 
system using machine translation and Rough set theory in this paper. It makes a classifier from patent publications labeled by 
experts with the following 4 steps. In step.1, this framework extracts sentences from abstracts of patents based on block tags. 
In step.2, it translates these sentences to English using Machine translation and extracts terms using Term Frequency and 
Rough Set reduction. In step.3, it makes a Document Term Matrix form extracted terms. In step.4, it makes a Naive Bayes 
Classifier and Rough set rules from a Document Term Matrix as classifier. It classifies unlabeled patent publications by these 
classifiers. I developed this framework by R language and some natural language processing tools and evaluated. In 
evaluation, I tried to classify some patent publications with an expert. Experimental results show the possibility of this 
approach. 
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The Simplest Document Classifier 

*1 *1 
Shirai, Yoshitaka  Hirata, Yutaka 

*1  
Department of Robotic Science and Technology, Chubu University Graduate School of Engineering 

Document Classification (DC) is the task to assign a document to a specific category. Deep convolutional neural network 
(DCNN) outperforms humans in DC in terms of speed and accuracy. However, the internal classification process of DCNN-
based classifiers is in a black box. Here we propose an extremely simple algorithm for DC that is very fast and highly 
accurate, and allows us to examine classification processes. We demonstrate the validity of the proposed method, using major 
document data bases such as 20 Newsgroups, Livedoor-news, IMDB, and Twitter. 
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LSTM Attention

Automatic Scoring and Scoring Support System using LSTM and Attention

∗1
Kohei Takai

∗1
Kengo Taketani

∗2
Junpei Hayakawa

∗3
Yasukuni Mori

∗3
Hiroki Suyari

∗1
Department of Applied and Cognitive Informatics, Graduate School of Science and Engineering, Chiba University

∗2
Department of Informatics and Imaging Systems, Faculty of Engineering, Chiba University

∗3
Graduate School of Engineering, Chiba University

In the university unified entrance examinations from 2020, a new kind of question to require answers in description
style will be introduced. In this paper, we apply the scoring using LSTM and attention. We use about 1,200 score
sheets and prepare two datasets((a), (b)) in the evaluation. (a) is randomly generated and (b) is generated using
an automatic scoring system. As a result, the accuracy is 0.91 for (a) and 0.73 for (b).
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A study on cost reductions in labeling annotation of food images

∗1
Naoki Kobayashi

∗1
Mitsunori Nanno

∗1 FiNC Technologies
FiNC Technologies, Inc.

In this paper, we discuss the cost reduction in labeling annotation of food images. Since the number of categories
of food images is large, it takes time to select an appropriate label. We examine whether the cost reduction is
possible by answering only the success or failure of the candidate label presented in advance by food image classifier.
We compared the labeling speed with the method in which labeling workers watch the food image and select an
appropriate label without any candidate labels. As a result, we concluded the cost reduction is possible in some
categories. In other categories, we concluded improving the classifier accuracy is needed for the cost reduction.
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How can we predict the accuracy of weather forecast with machine learning? 

* 
Masahide Funaki 

*1  
College of Creative Studies, Niigata University 

A better weather forecast (WF) is of public interest. Over the past decades, the precision of WFs has been significantly improved 
by developments of more advanced forecasting techniques with state-of-the-art numerical models and machine learning. 
However, validation results of such precision hardly go public, and thus individual WF user tends to evaluate the accuracy of 
every WF through his ‘rules of thumb’. Predictive values of a forecast inevitably vary with changes in temporal-spatial 
dynamics of the atmosphere which is simulated by a set of numerical models that have both strength and weakness in their 
performances. Largely using web-scraping, we examine the causality of simulated atmospheric dynamics (inputs) and 
predictive values (outputs) through deep learning, in order to evaluate the accuracy of WFs in a daily basis. It is anticipated 
that our evaluation results will allow users to choose better forecasting systems.    
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Visualization of conceptual model of cooking workspace

∗1
Ryutaro Hama

∗1
Azusa Mori

∗1
Atsushi Harada
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Yukari Takaku
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Atsushi Hashimoto

∗1 LIXIL
LIXIL Corporation

∗2
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This paper proposes a method for visualizing and analyzing conceptual models of cooking space in kitchen. We
hypothesized that users recognize the space as a set of separated areas to which the users allocate cooking items
(tools and foods) along with the concepts in their mind. To model such concepts, we separated cooking areas
according to the detected items’ location, then characterized these areas by the located items’ categories; we use
Single shot multibox detector (SSD) for item detection, the EM algorithm with Gaussian Mixture Model (GMM)
for dividing the space into areas based on the detected items, and characterize each area with term frequency -
inverse document frequency (tf-idf), where we regard each area as a document and items as terms. In conclusion,
we visualized their conceptual models of relationships of kitchen items and the areas, and their shape patterns.
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Clustering time-series data of cooking using object detection 

 *1        *1        *1        *1        *2 
Azusa Mori      Ryutaro Hama           Atsushi Harada       Yukari Takaku                Atsushi Hashimoto 

*1 LIXIL   *2  
LIXIL Corporation                Kyoto University 

This paper presents an appliance of object detection with deep learning for a series of cooking video frames and an analysis 
of these time-series detection data. Our final goal is offering personalized kitchens. We have observed and analyzed cooking 
behaviors with visual observation and spread sheet software. However this conventional method was too tough to perform 
with sufficient precision and subject numbers. Furthermore, it was difficult to analyze from various viewpoints. So, we 
introduced object detection with deep learning as a tool for automation of the method. We applied object detection for a 
series of cooking video frames which contains about 90 objects, extracted these data and analyzed with Python, and found 
that the time-series data counting number of detected objects clustered 3 patterns in sink area. This discovery contributes to 
understanding of cooking patterns which leads to offering personalized kitchens. 
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Comparison of Anomaly Detection Performance by Outlier Detection Methods for Household
Power Consumption

∗1
Miho Hashimoto

∗1
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Department of Industrial and Systems Engineering, College of Science and Engineering, Aoyama Gakuin University

After the Great East Japan Earthquake, energy-saving consciousness is increasing in Japan. Then, HEMS
attracts attention. HEMS is the system managing household power comsumption. However, HEMS is at risk of a
cyber attack through the Internet. So, it is necessary to detect a cyber attack. When an electronic equipment is hit
by a cyber attack, the power value is different from the steady state because load is applied to electric state. So, we
detect abnormal power consumption by outlier detection methods and compare the result. The outlier detection
methods are ‘Hotelling’, ‘k-NN’, ‘Local Outlier Factor’, ‘One Class SVM’, ‘SVDD’ and ‘Density Ratio Estimation’.
As a result, ‘Density Ratio Estimation’ is the best.
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Evaluation uncertainties in Image-Caption Retrieval

Hama Kenta Matsubara Takashi Uehara Kuniaki

Graduate School of System Infomatics, Kobe University

Deep learning algorithms are able to learn powerful representations for many tasks. These models’ outputs are
often taken blindly and assumed to be accurate, however, which are not always the case. This blind assumption
causes many issues such as AI unsafety and social bias. Therefore, a meaningful measure of uncertainty is essen-
tial. It has been shown that Monte Carlo (MC) Dropout can model epistemic uncertainty, and enhance model
performance in machine learning tasks. In this paper, we propose an evaluation method of uncertainty in image
caption retrieval and verified its significance by qualitative evaluation. Also, we show that a learning model using
MC Dropout improves accuracy in image caption retrieval.
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1: Results on the MSCOCO dataset

Dropout Caption Retrieval Image Retrieval
Model VGG GRU #models R@1 R@5 R@10 Med r Mean r R@1 R@5 R@10 Med r Mean r

VSE++(baseline) © × 1 49.6 78.6 88.2 1.8 6.0 37.3 72.2 84.3 2.0 9.2
+ dropout © © 1 50.1 78.6 87.8 1.6 6.2 38.1 73.1 85.2 2.0 8.5

+ MC dropout © © 1 43.2 73.7 84.2 2.0 8.0 31.2 65.1 78.6 3.0 13.9
+ MC dropout © © 10 49.3 79.2 88.6 1.6 6.2 37.4 72.3 84.8 2.0 8.7
+ MC dropout © © 30 49.8 79.1 88.6 1.8 5.9 37.9 72.9 85.0 2.0 8.4
+ MC dropout © © 50 50.4 79.5 88.5 1.6 5.9 37.5 73.0 85.2 2.0 8.5
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. ,
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1: Left is R@1 for image retrieval. Right is Ri@1 for text
retrieval. Horizontal axis means the rate of decreasing the
query.
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2: Examples of input images in MSCOCO dataset with high and row data uncertainties. The top row shows top 5
examples with high epistemic uncertainty. The bottom row shows bottom 5 examples.

2: Examples of input texts in MSCOCO dataset with
high or low data uncertainties.

highly uncertain texts
· A person is doing something that is quite fun.
· A person is separated from everyone else in the picture
and doing something there.
lowly uncertain texts
· A bench is sitting amongst the trees and the bushes.
· A boat floating on a lake next to a shore.

3: Distribution of epistemic uncertainty. Blue denotes
MSCOCO, and red denotes Flickr30k.
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A Study on Behavior of Deep Neural Text-to-Image Generative Model

∗1
Chihiro Fujiyama

∗2
Ichiro Kobayashi

∗1
Advanced Sciences, Graduate School of Humanities and Sciences, Ochanomizu University

∗2
Advanced Sciences, Graduate School of Humanities and Sciences, Ochanomizu University

In this study, we analyze the behavior of the computational mechanism and the structure of the feature repre-
sentation space in a deep neural text-to-image generative model. This is a fundamental approach with a goal to
construct artificial general intelligence reflecting the mechanism of human intelligence. First, we explore whether the
model is capable of encoding captions and of generating valid images under the circumstance given input captions
without word boundaries. Qualitative and quantitative evaluations demonstrate that it can generate compelling
images, but the computational mechanism does not acquire the units of meaning. Secondly, we analyze the seman-
tic compositionality in the embedding space. Our experimental result suggests that the semantic compositionality
appears between words indicating positions.
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[Cox 14, Lotter 17]

[Mansimov 16, Xu 18, Zhang 18]

2. alignDRAW

Mansimov [Mansimov 16]

alignDRAW

Variational AutoEncoder[Kingma 14a]

Deep Recurrent Attentive Writer(DRAW)[Gregor 15]

Encoder-

Decoder alignDRAW

LSTM[Hochreiter 97]

DRAW

attention mechanism[Bahdanau 15]

alignDRAW

1

: 112-8610

2-1-1 fujiyama.chihiro@is.ocha.ac.jp

1: alignDRAW
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3.1 alignDRAW

[Mansimov 16]

alignDRAW

attention mechanism

3.2 alignDRAW
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4.1
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128 LSTM 128 LSTM

attention mechanism 512 256
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300 DRAW LSTM
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RMSProp [Tieleman 12]
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Towards Building a Logical Inference System for Text and Visual Information

∗1
Riko Suzuki

∗2
Masashi Yoshikawa

∗3
Hitomi Yanaka

∗1
Koji Mineshima

∗1
Daisuke Bekki

∗1
Ochanomizu University

∗2
Nara Institute of Science and Technology

∗3 AIP
RIKEN Center for Advanced Intelligence Project

A large amount of research about multimodal inference across natural language and vision has been recently
developed to obtain visually grounded word and sentence representations. In this paper, we use logic-based repre-
sentations as unified meaning representations for texts and images and present an unsupervised inference system
that can effectively prove entailment relations between them. We show that by combining semantic parsing and
theorem proving, the system can handle semantically complex queries for image retrieval.

1.

Visual Entailment

Task [15]

Visual Question Answering [14]

Tally QA [7]

1:

The man playing an accordion is next

to a woman.

[9, 3]

Visual Genome [10]

Scene Graph

[8]

[17] (FOL)

(1) FOL (2)

2

2.

(FOL)

2.1

FOL

(Combinatory Categorial Grammar, CCG) [5, 16]

ccg2lambda [9, 11]∗1

ccg2lambda

FOL

FOL

part of

[17]

2.2

FOL [4]

FOL M D I

n Dn

1

• D = {d1, d2, d3, . . .}
• I(man) = {d1} , I(woman) = {d2},

I(accordion) = {d3} , . . .
• I(play) = {(d1, d3)} , . . .

∗1 https://github.com/mynlp/ccg2lambda
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M = (D, I) ∗2

FOL

FOL

[8, 13]

[12]

S A

M A

M |= A [2]

2.3

FOL

(i) FOL

(ii) FOL

2 (i)

2.4 (ii)

FOL (1)

(2)

(1)

D = {d1, . . . , dn} (N1)

(N1) entity(d1) ∧ · · · ∧ entity(dn)

D (C1)

d1, . . . , dn

(C1) ∀x(entity(x) ↔ x = d1 ∨ · · · ∨ x = dn)

(2)

I(cat) = {d1} cat(d1)

d1
∀x(cat(x) ↔ x = d1)

F 1

I(F ) = {d1, . . . , dn} (N2)

(C2)

(N2) F (d1) ∧ · · · ∧ F (dn)

(C2) ∀x.(F (x) ↔ x = d1 ∨ · · · ∨ x = dn)

2 R I(R) =

{(d1, e1), . . . (dn, en)}

(N3) R(d1, e1) ∧ · · · ∧R(dn, en)

(C3) ∀x∀y(R(x, y) ↔ (x = d1 ∧ y = e1) ∨ · · · ∨ (x =

dn ∧ y = en))

(C1)–(C3)

(Predicate Circumscription)[6]

(exhaustivity)

∗2
I(cat) = {d1} (cat, {d1}) ∈ I

1. A A ∈ P, ¬A ∈ N .

2. A A, ¬A ∈ P.

3. A ∈ P B ∈ P A ∧B, A ∨B ∈ P.

4. A ∈ N B ∈ N A ∧B, A ∨B ∈ N .

5. A ∈ N B ∈ P A → B ∈ P.

6. A ∈ P B ∈ N A → B ∈ N .

7. A ∈ P ∀xA, ∃xA ∈ P.

8. A ∈ N ∀xA, ∃xA ∈ N .

1: (P) (N )

(C1)–(C3)

(positive)

(N1)–(N3) (negative)

(C1)–(C3)

1 FOL A ∈ L
FOL L

P N L
P N A cat touches a

dog. There are two cats. ∃x∃y (cat(x)∧
dog∧ touch(x, y)) ∃x∃y (cat(x)∧ cat(x)∧x 	= y)

No cats are white. All cats are white.

¬∃x (cat(x)∧white(x)) ∀x (cat(x) → white(x))

2.4

FOL

FOL

FOL

All men are wearing caps.

There are no white mice. FOL

ccg2lambda

ccg2lambda

CCG

WordNet [1] synset

FOL

(1) (2)

(3)

(1)

(1) (1a) M =

(D, I) (1b) M (1c)
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M′ = (D′, I ′)
(1) a. D = {d1, d2} , I = {(man, {d1}), (street {d2})}

b. A man is playing music in the street.

∃x∃y∃z(man(x)∧ street(y)∧ in(x, y)∧music(z)∧
play(x, z))

c. D′ := D ∪ {d3} , I ′ := I ∪ {(music, {d3})}
music M

d3

(2) (2a)

1 (2b) 1

(2c)

(2) a. D = {d1} , I = {(cat, {d1})}
b. A cat is white.

∃x(cat(x) ∧ white(x))

c. D′ := D, I ′ := I ∪ {(white, {d1})}

1

(3c)

(3) a. D = {d1, d2, d3} , I = {(cat, {d1})}
b. A cat is white.

∃x(cat(x) ∧ white(x))

c. D′ := D, I ′ := I ∪ {(white, {d1, d2, d3})}
(3) 2

(4) a. D = {d1, d2} , I = {(man, {d1}), (guitar, {d2})}
b. A man is playing a guitar.

∃x∃y(man(x) ∧ guitar(y) ∧ play(x, y))

c. D′ := D, I ′ := I ∪ {(play, {(d1, d2)})}
2 WordNet

[17]

2

3.

3.1

2

GRIM [4]

GRIM

touch

near support occlude part of 5

2 GRIM 200

6 194

[17] [17] 19

GRIM

F

2

F

[17] 2.

2: GRIM

3.1.1

2. GRIM

F

[17]

Prover9∗3

Mace4∗3

Mace4

Vampire∗4

Vampire

3.1.2

FOL GRIM

GRIM 2

2

F

3.1.1

[17] 2 8

GRIM 200

GRIM

3.2

3

every all

not

4

Prover9

Prover9 Mace4 F1

Vampire

2

F1 0.91, 0.73, 0.81

∗3 https://www.cs.unm.edu/ mccune/prover9/
∗4 http://www.vprover.org/
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There is a cat or dog.

There are at least two cats.

Every person is touching a bicycle.

A cat is walking.

A person is wearing a hat.

2:

[17] 2 GRIM

F /

0.68 / 8.9 0.81 / 8.8 0.0 / 10.4 0.73 / 9.3 0.74 / 9.0

Circum. 0.84 / 12.1 0.95 / 9.2 0.76 / 35.0 0.88 / 13.3 0.88 / 11.9

3: Circum.

Prover9

4

5

2 2

F 0

2

3

Visual Genome [12]

man person

[17]

There is a cat which is not white. A person is riding a

bicycle. 3 3(a)

3(b) ride

(a) There is a cat which is not white.

(b) A person is riding a bicycle.

3:

4.

Prover9 12.1 9.2 35.0 13.3 11.9

+ Mace4 11.0 7.8 12.3 8.4 9.7

Vampire 9.3 9.0 10.3 9.2 9.2

4:

F

F1

0.86 0.36 0.49

5:

CCG

FOL

[12]
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[11] Pascual Mart́ınez-Gómez et al. ccg2lambda: a composi-
tional semantics system. In ACL, 2016.

[12] Ranjay Krishna et al. Visual Genome: Connecting Lan-
guage and Vision Using Crowdsourced Dense Image Anno-
tations. 2016.

[13] Schuster Sebastian et al. Generating Semantically Precise
Scene Graphs from Textual Descriptions for Improved Im-
age Retrieval. In Vision and Language Workshop, 2015.

[14] Stanislaw Antol et al. VQA: Visual Question Answering. In
ICCV, 2015.

[15] Vu Hoa et al. Grounded Textual Entailment. In COLING,
2018.

[16] . :

. , 2010.

[17] , , , . CCG

. 25
, 2019.

4

The 33rd Annual Conference of the Japanese Society for Artificial Intelligence, 2019

2L1-J-9-03



[2L3-J-9]

[2L3-J-9-01]

[2L3-J-9-02]

[2L3-J-9-03]

[2L3-J-9-04]

[2L3-J-9-05]

©The Japanese Society for Artificial Intelligence 

 JSAI2019 

General Session | General Session | [GS] J-9 Natural language processing, information retrieval

Natural language processing, information retrieval: knowledge

supply
Chair:Takeshi Morita Reviewer:Jun Sugiura
Wed. Jun 5, 2019 1:20 PM - 3:00 PM  Room L (203+204 Small meeting rooms)
 

 
Response Generation based on Embedding Representation of
Knowledge and Topics 
〇Jie Zeng1, Yutaka Takase2, Yukiko Nakano2 （1. Graduate School of Science and

Technology, Seikei University, 2. Faculty of Science and Technology, Seikei University） 

 1:20 PM -  1:40 PM   

Monotonicity Dataset Creation on Crowdsourcing 
Hitomi Yanaka1,2, 〇Daisuke Bekki2, Koji Mineshima2, Satoshi Sekine1, Kentaro Inui3,1 （1.

RIKEN Center for Advanced Intelligence Project, 2. Ochanomizu University, 3. Tohoku

University） 

 1:40 PM -  2:00 PM   

Collecting Examples of Know-How Question Answering from Column
Pages on the Web 
〇Tatsuya Maeda1, Tengyang Chen1, Yohei Ohkawa1, Takehito Utsuro1, Yasuhide Kawada2

（1. University of Tsukuba, 2. Logworks Co., Ltd.） 

 2:00 PM -  2:20 PM   

V-TA: Dialogue System for Practical Training on Software Development 
〇Masayuki Otani1, Taku Kawabata2, Koji Abe1, Hirofumi Yamamoto1, Shiro Takata1,

Yoshihiko Akamatsu2, Fujiko Yamamura2 （1. Kindai University, 2. JIEC Co.,Ltd.） 

 2:20 PM -  2:40 PM   

A Comparison of Multileaving Methods on News App Personalization 
〇Kojiro Iizuka1, Takeshi Yoneda1, Yoshifumi Seki1 （1. Gunosy Inc.） 

 2:40 PM -  3:00 PM   



 

- 1 - 

 
 

Response Generation based on Embedding Representation of Knowledge and Topics:  
Towards Food Preference Interview Systems 

*1                                      *2                                             *2 

Jie Zeng                                                      Yutaka Takase                                       Yukiko Nakano 

*1                           *2  
Graduate School of Science and Technology, Seikei University                Faculty of Science and Technology, Seikei University 

 This paper proposed a dialogue system that collects user’s preference while providing topics related to food. First, the 
dialogue system generates in-depth question for user’s utterance using expressions of taste and texture, and case frame. Second, 
the dialogue system provides topic using Freebase knowledge base and selects nearby topics from embedding of properties. 
Additionally, if the system fails in knowledge search, it predicts missing knowledge using knowledge graph embedding 
representation. 
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3. Freebase  

Freebase  

3.1 Freebase  

Freebase Freebase (Subject S
) (Predicate P ) (Object O
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P:type.object.name O

P food.dish.ingredients O

S
P P (  1) S O
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(1) Wikipedia  
Wikipedia Freebase

(a)Wikipedia (b)
Skip-gram

[Lee 2015]  

(a) Wikipedia  
Wikipedia

 Wikipedia
 2 P( )
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guanciale pepper O

Freebase P:food.dish.ingredients
Rome O P:food.dish.cuisine

P  

(b) Word2Vec Skip-gram  
Wikipedia P( )

Word2Vec Skip-
gram[Mikolov 2013]

P 3
 2 P
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P P
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 3
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P:food.dish.type_of_dish1 S P
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P
Freebase
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food.dish.cuisine S O O

 
food.dish.ingredie
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S O
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ng.food_extra.bro
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Monotonicity Dataset Creation on Crowdsourcing

∗1∗2
Hitomi Yanaka
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Satoshi Sekine

∗1∗3
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∗1 AIP
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∗2
Ochanomizu University

∗3
Tohoku University

Large crowdsourced datasets are widely used for training and evaluating neural models on recognizing textual
entailment (RTE). However, it is still unclear whether neural models can capture logical inferences, including
monotonicity reasoning, for which no large naturalistic dataset has yet been developed. To investigate this issue,
we introduce a method of creating a dataset for monotonicity reasoning by crowdsourcing and report the result
of the first run. The error analysis indicates that workers tend to provide different answers from what logical
entailment defines, for some downward monotonicity reasonings involving pragmatic reasoning.

1.

Recognizing Textual Entailment, RTE
[Dagan 13] T H

[Bowman 15, Williams 18]

[Devlin 18, Wang 18]

[Geiger 18]

[ 19]

downward monotone
[Geurts 05]

(1) T : I saw a dog
⇒ H: I saw a dog or a small red cat with green eyes

H

Fra-
CaS [Cooper 94] GLUE diagnostic dataset [Wang 18]

80
56

to

: AIP
hitomi.yanaka@riken.jp

Combinatory
Categorial Grammar (CCG) [Steedman 00]

2.

[Benthem 83, Icard 14]

or

and

polarity
↑

↓

upward monotone (
“+” )
polarity

downward monotone “−”
polarity

(NP)
(VP) polarity Every

spectator buys a movie ticket
every downward monotone

upward monotone
(2) spectator polarity ↓

1
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every
: np/n

spectator
: n

every spectator
: np

>

buys
: s\np/np

a
: np/n

ticket
: n

a ticket
: np

>

buys a ticket
: s\np

>

every spectator buys a ticket
: s

<

every ↑

: N
−−→ NP+

spectator ↓

: N

every spectator ↑

: NP+

>

buys ↑

: NP+ +−→ NP+ +−→ S

a ↑

: N
+−→ NP+

ticket ↑

: N

a ticket ↑

: NP+

>

buys a ticket ↑

: NP+ +−→ S

>

every spectator buys a ticket ↑

: S

<

1: Every spectator buys a ticket CCG polarity (↑, ↓)

buys a movie ticket polarity ↑

(2) Every [NP spectator↓]−[VP buys a movie ticket↑]+
⇒ Every [NP female spectator ] [VP buys a movie ticket ]
⇒ Every [NP specator ] [VP buys a ticket ]

downward monotone
1 downward monotone

1: downward monotone
every, all, any, few, no
not, n’t, never
deny, prohibit, avoid
absence of, lack of, prohibition
scarcely, hardly, rarely, seldom
without, except, but
if, when, in case that, provided that, unless

downward monotone
polarity

every polarity

(3) If [every [NP spectator↑]−[VP buys a ticket↓]+]−,
[that film will be sold out ]+

⇒ If [every [NP person] [VP buys a ticket ]],
[that film will be sold out ]

⇒ If [every [NP person] [VP buys a movie ticket ]],
[that film will be sold out ]

polarity

CCG
polarity CCG
polarity ccg2mono [Hu 18]

1 ccg2mono
CCG CCG

CCG (s, n, np) e t
∗1 every a

monotonicity (+,−)
polarity (↑, ↓)

3.

2

polarity

[Bowman 15, Williams 18]

[Gururangan 18, Poliak 18, Tsuchiya 18]

∗1 [Hu 18] t S e → t N (e → t) → t NP

CCG
polarity upward monotone, down-

ward monotone
(i)

(ii) (i)
2

figure eight

3.1

Parallel Meaning Bank (PMB) [Abzianidze 17]
5 6 4

PMB

no one, every day

500

2

2:
one, body, person, people, human,
idea, money, thing, part, time,
day, week, month, year, ages, chance, wonder

depccg [Yoshikawa 17] CCG
ccg2mono [Hu 18] CCG
polarity ↑, ↓ polarity

upward monotone
downward monotone

1 downward monotone
upward monotone 1485 ,

downward monotone 1982 3467

3.2

3.1 ↑ ↓ polarity
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3:

upward

monotone

All men have equal rights All men have equal rights to express oneself in public
There is a cat on the chair There is a cat sleeping on the chair
If you heard her speak English, If you heard her speak English,
you would take her for an American you would take her for a native American
Dogs have all the good qualities of people Dogs and cats have all the good qualities of people
without at the same time possessing their weaknesses without at the same time possessing their weaknesses
It is not tea but coffee that I want It is not tea but coffee with milk that I want

downward

monotone

Tom hardly ever listens to music Tom hardly ever listens to rock ’n’ roll
You don’t like love stories You don’t like love stories and sad endings
Tom doesn’t like to eat fish Tom doesn’t like to eat fish cooked in restaurants
I never had a girlfriend before I never had a girlfriend taller than me before
Rock climbing without proper equipment is dangerous Rock climbing without proper equipment of security is dangerous

and or

1 $5
3 1

200
2

2:

128 upward monotone
7179 downward monotone

8160 15339

3.3

3 ( )

1.

2.

3.

5
1

10
3 1

200 1 $4
3 1237

15339

4.

4.1

3 downward mono-
tone 1 music rock’n’roll

2
3

4

4.2

4
40%

4:
/%

3 40.1
2 55.7

4.2

5
22%

5:
upward / (%) downward / (%) / (%)

3 1069 (7.0) 2285 (14.9) 3354 (21.9)
2 1814 (11.8) 2301 (15.0) 4115 (26.8)
1 2295 (15.0) 1915 (12.5) 4210 (27.5)

1998 (27.8) 1652 (10.8) 3650 (37.8)

4.3

5941

6

6:
upward / (%) downward / (%)

1069 (7.0) 2285 (14.9)
1650 (10.8) 937 (6.1)

6
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300

3

kid child

(4) T : Tom is no longer a kid
⇒ H: Tom is no longer a child

problem
at all problem

(5) T : That should be no problem
⇒ H: That should be no problem at all

or strangers

or 2

(6) T : Tom doesn’t trust strangers
� H: Tom doesn’t trust acquaintances or strangers

4.4

6
300

cucumber salad without lettuce
cucumber salad with lettuce

(7) T : A horse doesn’t eat cucumber salad
⇒ H: A horse doesn’t eat cucumber salad

without lettuce

H

everyone wearing
a blue hat (presupposition)

(8) T : I can’t remember everyone
⇒ H: I can’t remember everyone wearing a blue hat

5.

4.3

JST AIP-PRISM JPMJCR18ZM
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ウェブ上のコラムページからのノウハウ質問応答事例の収集
Collecting Examples of Know-How Question Answering from Column Pages on the Web
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In the area of factoid question answering, it is known that the state-of-the-art technology has achieved the
accuracy comparable to human. In the area of non-factoid question answering, however, there exists a small
number of data set for training question answering (i.e., machine comprehension) models. Considering such a
situation, within the area of the non-factoid question answering, this paper studies how to develop a data set for
training Japanese know-how question answering models.

表 1: ノウハウサイト候補のドメインに対する評価基準
ドメインそのものがクエリ・フォーカスに関する
ノウハウを提示する個別ページへのリンクを一
覧するページである

A 群

ノウハウ
サイト

ドメインそのものはクエ
リ・フォーカスに関するノ
ウハウを提示する個別
ページへのリンクを一覧
するページではないが，ノ
ウハウを提示する個別
ページへのリンクを一覧
するページが存在する

ドメイントップ
ページから容易
に辿り着ける

B 群

ドメイントップ
ページから容易
には辿り着けな
い

C 群

クエリ・フォーカスを含む話題に関するノウハウ
を提示するページへのリンクを一覧するページ
(ドメイントップページ，ドメイントップページ
から容易に辿り着ける，ドメイントップページ
から容易には辿り着けない) が存在する

D 群

非ノウハウ
サイト ノウハウを提示するページが存在しない E 群

1. はじめに
質問応答とは，ユーザからの質問に対して，文書中から回答部
分を探し出すタスクである．特に，自然言語で記述された質問
文とコンテクストを与え，質問に対する回答を探すタスクを
読解タスクと呼ぶ．読解タスクにおいては，近年，ニューラル
ネットワークを用いた読解モデルが提案され，代表的な読解タ
スク用データセットの一つである SQuAD [Pranav16]に対し
ては，人間の回答精度を上回る結果が得られることが報告され
ている [Devlin18]．ここで，質問応答のタスクは，固有名詞や
数量等といった事実に関する内容を回答対象とする質問応答，
および，目的や理由，方法等の非事実を回答対象とする質問応
答の二種類に大別される (図 1)．このうち，現状の研究動向と
しては，例えばWikipediaに明示的に書かれるような事実を
回答対象とする研究 [Yi15, Pranav16, Pranav18] が大半を占
める．そのため，非事実の典型として，ものごとのやり方を答
えるノウハウや，意見を問う質問に対して的確に応答すること
は容易ではない．
その一方で，インターネット上には，物事のやり方に関する

ノウハウが多数掲載するウェブサイト (本論文では，ノウハウ
サイト [李 18] と呼ぶ) が多数存在し，有用なノウハウを効率
よく集めることを目的として，それらのノウハウサイトを効率
よく収集する手法 [李 18]も提案されている．そこで本論文で

連絡先: 前田 竜冶，筑波大学大学院システム情報工学研究科，
〒 305-8573 　茨城県つくば市天王台 1-1-1, 029-853-5427

図 1: 事実に関する質問応答・非事実に関する質問応答

は，ニューラル読解モデル (図 2) の中でも，特にノウハウに
関する質問応答を対象とするニューラル読解モデル訓練のため
の質問応答事例データセットを作成することを目的とする．具
体的には，上述のノウハウサイトにおいてノウハウが掲載され
たウェブページを情報源として，ニューラル読解モデル訓練の
ための質問応答事例を作成する方式を提案する．特に，本論文
では，ノウハウサイト中のウェブページの中でも，コラムペー
ジからのノウハウ質問応答事例作成が容易であることを示すと
ともに，トピックモデルを用いることにより，多様な話題のノ
ウハウ質問応答事例を効率よく作成する方式を提案する．

2. ノウハウサイトの収集
本論文では，クエリ・フォーカスとして，「就活」，「結婚」，「花
粉症」を対象として，[李 18]に従い，図 3の手順に沿って，ク
エリ・フォーカス (図 3の例では「就活」)に関するノウハウ
を多く掲載するノウハウサイトを収集する．
はじめに，Google検索エンジンを用いて，クエリ・フォーカ

ス「就活」についての検索エンジン・サジェストを網羅的に収
集する．一文字列につき最大 10個のサジェストが収集できる
こと，および，一クエリ・フォーカスにつき約 100通りの文字
列 (五十音，濁点，半濁点，開やく音を含む)を指定することか
ら，一クエリ・フォーカスあたり最大約 1,000語のサジェスト
を収集できる．ウェブページ収集においては，収集したサジェ
ストを用いて，「クエリ・フォーカス ANDサジェスト」を検索
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図 2: ニューラル読解モデルの概要

図 3: ノウハウ質問応答事例作成のためのウェブページ選定
手順

図 4: ノウハウ質問応答事例の作成例

表 2: 一ページから作成された質問応答事例数
質問応答事例数 1 2 3 4 5 計
ページ数 (%)

116
(35)

95
(28.7)

56
(16.9)

22
(6.6)

42
(12.7)

331
(100)

語とするAND検索によって，Google Custom Search API∗1

を用いて各検索結果の上位 10件を収集し，ウェブページ集合
Dest を作成する．このとき，異なるサジェストに対して検索
されるウェブページが重複する際には重複を削除する ∗2．

[李 18]および本論文では，収集された各ウェブページのド
メインに対して，「どの程度の数のノウハウを掲載しているか」
という観点での分類を行うために，各ドメインを表 1に示すA

群 ∼E群に分類する．表 1の分類は，当該ドメインにおいて
ノウハウを一覧するページが存在するか否か，および，そのノ
ウハウ一覧ページがドメインのトップページから容易にアクセ
ス可能か否か，の二つの観点に基づいている．具体的には，A

群，B群，C群においては，ドメインのトップページからのア
クセス容易性に差はあるものの，ノウハウを一覧するページが
存在する点は共通している．本論文の評価においては，A群，
B 群，C 群のドメインは，ノウハウを多く掲載する「ノウハ
ウサイト」である．一方，D群においても，クエリ・フォーカ
ス (図 3の例では「就活」) そのものについてのノウハウには
限定されないが，より広範囲の話題についてのノウハウを一覧
するページが存在する．それらのページには，クエリ・フォー
カスに関するノウハウの記述も一部含まれるため，本論文の評
価においては，D 群のドメインも，ノウハウを多く掲載する
「ノウハウサイト」とみなす ∗3．それに対して，「ノウハウ知識
を提示するページが存在しない」E群のサイトにおいては，本
論文の評価においても，ノウハウ質問応答事例が作成できない
ため，「ノウハウサイト」とはみなさない ∗4．
なお，[李 18]においては，上述のA群，B群，C群，(および，

D群)のノウハウサイトを効率よく収集する手法として，トピッ
クモデルを用いてウェブページ集合の話題集約を行った結果を
利用する．具体的には，まず，収集されたウェブページ集合に
対して，(本論文では，トピック数K = 50として)潜在的ディ
リクレ分配法 (LDA: Latent Dirichlet Allocation) [Blei03]を
適用することにより，ウェブページ集合の話題集約を行う．そ
して，複数のトピックを横断してウェブページを持つウェブサ
イトに限定して，表 1の A群，B群，C群，D群のサイトを
人手で収集する．この手順をふまえて，本論文において，クエ
リ・フォーカス「就活」を対象とした場合には，ノウハウサイ
トの候補が 86サイト得られ，そのうち，ノウハウサイトであ
るA群，B群，C群，D群のサイト数は合計 57サイトとなっ
た．さらに，本論文では，以降の過程を効率的に行うため，A

群，B群，C群，D群のサイトの中でも特に良質なサイトと思
われるものを優先的に選定し，ノウハウ質問応答事例作成のた
めの情報源とする．具体的には，上述の 57サイトのうち，当
該サイトのウェブページが 10トピック以上にまたがって存在
するサイトに限定した．さらにその後，以降の作業対象とする
サイトを無作為に選定した結果，A群，B 群，C群のサイト
合計 11 サイト，および，D群のサイト 3サイトの合計 14サ
∗1 https://developers.google.com/custom-search/
∗2 「就活」に対しては，916 種類のサジェストに対して，6,762 件のウェブ
ページが収集された．

∗3 [李 18] においては，「ノウハウを掲載する個別ページは存在するものの，
それらのページへのリンクを一覧するページが存在しない」ドメインを D 群
と定義している．しかし，精査の結果，本論文で述べる D 群の定義がより実
情に即していることが判明した．

∗4 以上の議論の前提として，[李 18] では，特定のジャンルのノウハウの一覧
が参照できる可能性が低いサイトとして，i) 質問回答サイト，ii) ニュースサ
イト，iii) 通販サイト，iv) ブログホスト中のブログサイトのウェブページ，
はあらかじめ分析対象から除外しており，本論文でもこれに従う．
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表 3: ノウハウ質問応答事例 (コンテクスト C・質問 Q・回答 Aの組)の例
コンテクスト C 質問 Q 回答 A

履歴書に短所を書く時は前向きにまとめるようにします．「工夫して克服
した」「直すように努力している」などと書けば悪いイメージの短所で
好印象を与えることも可能です．自分の短所の中で努力すれば改善し
そうなものを選ぶと書きやすいでしょう．

履歴書に短所を書く時の
ポイントは？ 前向きにまとめる

結婚式の節約術の 1 つとして，ウエディングアイテムを持ち込むという
方法があります．これは，結婚式に必要なものをネットやお店で自分で
探して購入したり，自分自身で手作りしたりして当日使用する
ということです．

結婚式の費用を節約する方法は？ ウエディングアイテムを持ち込む

そのため花粉の季節は，室内の湿度を 50∼55%ほどに
保てるように加湿器を使用しましょう．

花粉の季節に保つべき室内の
湿度の目安は？ 50∼55%

イトを以降の作業対象のサイト集合 T とした．

3. トピックモデル訓練時に未知のウェブペー
ジのトピック分類

次に，ノウハウ質問応答事例作成の情報源として用いるサイト
集合 T の各サイトに対して，そのサイト中の全ウェブページ
を収集し，ウェブページ集合Dinf(T )を作成する．次に，ウェ
ブページ集合 Dinf(T )に対して，「検索エンジン・サジェスト
を用いて収集したウェブページ群によって訓練したトピックモ
デル」のトピック群へ分類する方式 [Blei03]を適用する．そし
て，各ウェブページ d(∈ Dinf(T ))に対して，トピックの確率
分布 P (zn|d) (n = 1, . . . ,K)において確率最大となるトピッ
ク zn を割り当てることにより，トピック zn が割り当てられ
たウェブページの集合をDinf(zn, T )とする ∗5．

Dinf(zn, T ) =
{
d ∈ Dinf(T )

∣∣∣ zn= argmax
zu (u=1,...,K)

P (zu|d)
}

ここで，実際には，サイト t (∈ T )ごとに，確率値 P (zn|d)の
上位 5 ページのみを集めた部分集合 Dinf(zn, T, “≤ 5”) を以
降の作業対象とする．

4. ノウハウ質問応答事例作成の情報源として
の「コラムページ」

前節までの手順においてノウハウサイト中のウェブページ集合
をトピックに分類した結果を選定した．次に，ノウハウ質問応
答事例作成の情報源として有効なページ種類について分析を
行った．その結果，ノウハウサイトにおけるウェブページの種
類は，ノウハウが記述されたコラム，企業サイトにおける商用
ページ，口コミや体験談のページに大別されるが，ノウハウ質
問応答事例作成において有用なページ種類は「コラムページ」
のみであることが判明した．そこで，前節において作成した
Dinf(zn, T, “≤ 5”) について，要素となるウェブページを「コ
ラムページ」のみに限定した部分集合 Dinf

c (zn, T, “≤ 5”) を作
成し ∗6，この集合中の全ウェブページを以降のノウハウ質問
応答事例作成の情報源として用いる．

5. ノウハウ質問応答事例の作成手順
本節では，ノウハウ質問応答事例の作成手順 (図 4)について
述べる．前節で作成したウェブページ集合 Dinf

c (zn, T, “≤ 5”)

中の全ページに対して，各ページ中の段落を対象として，以下
で定義されるコンテキストC，質問 Q，および，回答 Aの組
を人手で作成する．

コンテクスト C: 一段落で構成される短い部分文書であり，画
像などの非テキスト情報を含まない．

∗5 「就活」においては，ウェブページが一つ以上分類され，|Dinf (zn, T )| > 0
となるトピックは，全 50 トピック中 42 トピックであった．

∗6 「就活」において前節で |Dinf (zn, T )| > 0 となった 42 トピック中で，
コラムページを含み，|Dinf

c (zn, T, “≤ 5”)| > 0 となるトピックは 36 ト
ピックであった．

質問 Q: 自然言語で記述された文．

回答 A: コンテクスト中に記述された任意の文字列.

具体的には，一ページあたり最大 5組を上限として ∗7，ペー
ジ中の各段落に対して，コンテキストC，質問Q，および，回
答 Aの組の作成可否を判定し，作成可能な場合には，当該段
落をコンテキスト C とし，質問 Qおよび回答 Aの組ととも
に記録する．一例として、ノウハウサイトの「コラムページ」
∗8 からノウハウ質問応答事例を作成する場合の模式図を図 4

に示す．この例では，コンテキスト C として

「自己分析をするのに . . .可視化することができます．」

という段落を抽出し，質問 Qとして「自己分析に有効な方法
は?」，Qに対する回答Aとして「自分史を書く」を抽出した．
クエリ・フォーカスとして「就活」，「結婚」，「花粉症」を用

いた場合のノウハウ質問応答事例各一例ずつを表 3に示す ∗9．
表 4に示すように，クエリ・フォーカス「就活」の場合には，
ノウハウ質問応答事例作成対象となる「コラムページ」1,559

ページ中 331 ページからノウハウ質問応答事例 772 例が作成
された．一方，クエリ・フォーカス「結婚」および「花粉症」
を対象としては，各 50例のノウハウ質問応答事例を作成した．

6. トピックごとのノウハウ質問応答事例作成
効率の分析

次に，クエリ・フォーカス「就活」において，3. 節の「トピッ
クモデル訓練時に未知のウェブページのトピック分類」によっ
てウェブページが一つ以上分類され，|Dinf(zn, T )| > 0となっ
た 42 トピックに対して，Dinf

c (zn, T, “≤ 5”)中の全ページに
対してノウハウ質問応答事例の作成を行い，ノウハウ質問応答
事例が一つ以上作成できたページがどの程度含まれたか，を表
す「ノウハウ質問応答事例作成効率」を評価する．そして，ト
ピックごとに，この「事例作成効率」と各トピックの特徴との
間の相関を分析する．
6.1 トピックごとのノウハウ質問応答事例作成効率
ウェブページ d に対して，5. 節の手順によりノウハウ質問
応答事例が作成できたか否かを qa(d) = 1 (作成できた) ま
たは qa(d) = 0 (作成できなかった) によって表す．そして，
Dinf

c (zn, T, “≤ 5”)中のウェブページのうち qa(d)=1 (ノウハ
ウ質問応答事例が作成できた)となるページ dのみから構成さ
れる部分集合

Dinf
qa (zn, T, “≤ 5”) =

{
d ∈ Dinf

c (zn, T, “≤ 5”)
∣
∣ qa(d) = 1

}

∗7 一ページから作成された質問応答事例数の分布を表 2 に示す．
∗8 https://matcher.jp/dictionary/articles/12
∗9 「就活」については，サイト集合 T に対して，3. 節の「トピックモデル訓
練時に未知のウェブページのトピック分類」を経て収集しウェブページ集合
Dinf (T ) を情報源として作成したノウハウ質問応答事例を示す．一方，クエ
リ・フォーカス「結婚」および「花粉症」においては，本論文執筆段階では，
3. 節の「トピックモデル訓練時に未知のウェブページのトピック分類」の手
順が未適用であるので，本論文では，2. 節において収集したウェブページ集
合 Dest に対してトピックモデルを適用した段階で，各トピックにおける「コ
ラムページ」を情報源としてノウハウ質問応答事例を作成した結果を示す．

3

The 33rd Annual Conference of the Japanese Society for Artificial Intelligence, 2019

2L3-J-9-03



表 4: 「トピックごとのノウハウ質問応答事例作成効率」rinfqa の分析 (クエリ・フォーカス「就活」)

rinfqa トピック数 トピックの説明 質問応答事例が
作成できたページ数

質問応答
事例数

≥ 0.3 15
「最終面接」，「服装・髪型」，「履歴書」，「自己 PR」，「OBOG 訪問」，「面接・長所短所」，
「電話マナー」，「証明写真」，「面接・逆質問・質問」，「グループディスカッション」，
「ビジネスメール」，「SPI」，「封筒」，「志望動機」，「就活メイク」

818 ページ中
260 ページ 634

> 0,
< 0.3 11

「選考時期・身だしなみ」，「業種紹介」，「就活情勢」，「不安・性格」，「企業選び」，
「交通費」，「休暇制度」，「(特定企業の)ES 対策」，「フリーター」，「就活用語」，
「人事目線の面接・体験談」

529 ページ中
54 ページ 101

8 複数の話題が混在 212 ページ中
17 ページ 37

計 34 上記全トピック 1,559 ページ中
331 ページ 772

表 5: ノウハウ質問応答事例が作成できたトピック数 (クエリ・フォーカスごと)

クエリ・
フォーカス

ノウハウ質問応答事例が
作成できたトピック数 トピックの説明
合計 個別

就活 34 26 —
8 複数の話題が混在

結婚 32 18
「婚姻届」，「ご祝儀」，「フォトウェディング」，「身内・顔合わせ」，「披露宴・ゲスト」，「結婚式・費用」，「ゲストスピー
チ」，「式場選び」，「服装・身だしなみ」，「招待状・返信マナー」，「予算・時期」，「内祝い・お返し」，「海外ウェディング」，
「お車代」，「結納」，「招待状」，「結婚式挨拶」，「結婚式 BGM」

14 複数の話題が混在

花粉症 36 21

「乳酸菌・花粉症」，「抗アレルギー薬」，「お茶」，「原因と対策」，「薬の選び方」，「ヒスタミン」，「かゆみ対策・生活習慣」，
「子供の花粉症治療」，「薬の副作用」，「花粉症・漢方」，「目のケア」，「咳・くしゃみ」，「仕事場でのかゆみ対策」，「飲み
物」，「耳のケア」，「鼻のケア」，「病院・治療」，「注射治療」，「食べ物」，「薬の種類」，「家での対策・掃除」

15 複数の話題が混在

を作成する．そして，次式によって「トピックごとのノウハ
ウ質問応答事例作成効率」を定義する．

rinfqa (zn, T, “≤ 5”) =

∣
∣Dinf

qa (zn, T, “≤ 5”)
∣
∣

∣∣Dinf
c (zn, T, “≤ 5”)

∣∣

6.2 分析結果
経験的には，rinfqa ≥ 0.3 となるか，0 < rinfqa < 0.3 となるかに
よって，トピックごとの「事例作成効率」の良否の判断が分
かれる．そこで，クエリ・フォーカス「就活」における分析対
象の 36トピック (実際に対象となるのは 34トピック)∗10 を，
rinfqa ≥ 0.3 となる 15 トピック，および，0 < rinfqa < 0.3となる
19トピックに二分し，各トピックの特徴を列挙した結果を表4

に示す．「ノウハウ質問応答事例作成効率」が相対的に高い 15

トピックは，いずれも，「就活」のノウハウにおいて必要不可
欠であり，かつ，中心的話題として位置付けられる内容で占め
られている．一方，「ノウハウ質問応答事例作成効率」が相対
的に低い 19 トピックは，単一の話題で占められる 11 トピッ
ク，および，「複数の話題が混在」する 8 トピックに分けられ
る．このうち，単一の話題で占められる 11トピックにおいて
も，rinfqa ≥ 0.3 となる 15 トピックと比較すると，ノウハウと
しての重要度が相対的に低いトピックが観測される．その他，
「結婚」，「花粉症」に対して「ノウハウ質問応答事例が作成で
きたトピック数」を表 5に示す．

7. 関連研究
本論文に関連して，事実に関する読解タスク用データセットと
して，英語を対象とした SQuAD [Pranav16,Pranav18]，およ
び，日本語を対象とした解答可能性付き読解データセット [鈴
木 18] が挙げられる．SQuADは，英語版Wikipedia 記事中
の段落をコンテクストとして，クラウドソーシングにより質
問・回答を付与した約 10万件の質問応答事例から構成される．
同様に，解答可能性付き読解データセット [鈴木 18]は，日本

∗10 4. 節で |Dinf
c (zn, T, “≤ 5”)| > 0 となった 36 トピックのうち，「複数

の話題が混在」する 2 トピックにおいて，結果的には「ノウハウ質問応答事
例」が作成できず，rinfqa =0 となった．

語の早押しクイズ大会の約 12,000件の質問文・回答に対して，
回答の文字列が含まれる日本語版Wikipedia記事中の段落か
ら選定したコンテクストを付与した質問応答事例から構成され
る．一方，[山本 19] においては，本論文において作成したノ
ウハウ質問応答事例を訓練・評価事例として，ニューラル読解
モデル ∗11 への適用を行い，ノウハウ質問応答において一定レ
ベルの性能を達成している．

8. おわりに
本論文では，ノウハウサイト中のウェブページの中でも，コラ
ムページからのノウハウ質問応答事例作成が容易であることを
示すとともに，トピックモデルを用いることにより，多様な話
題のノウハウ質問応答事例を効率よく作成する方式を提案し，
クエリ・フォーカス「就活」を対象として，提案方式の有効性
を検証した．今後の課題としては，クエリ・フォーカスとして，
「結婚」，「花粉症」を含む多様な話題を対象として大規模なノ
ウハウ質問応答事例を作成するとともに，[山本 19] における
ノウハウ質問応答の評価を大規模化して，本論文のアプローチ
の有効性を検証することが挙げられる．

参考文献
[Blei03] Blei, D. M., Ng, A. Y. and Jordan, M. I.: Latent Dirichlet Allocation,

Journal of Machine Learning Research, Vol. 3, pp. 993–1022 (2003).

[Devlin18] Devlin, J., Chang, M.-W., Lee, K. and Toutanova, K.: BERT: Pre-

training of Deep Bidirectional Transformers for Language Understanding,

CoRR, Vol. abs/1810.04805 (2018).

[李 18] 李佳奇, 趙辰, 林友超, 丁易, 川畑修人, 宇津呂武仁, 河田容英：トピックモデルおよび分類器学習
を用いたノウハウサイトの同定, 第 10 回 DEIM フォーラム論文集 (2018).

[Pranav16] Pranav, R., Jian, Z., Konstantin, L. and Percy, L.: SQuAD:

100,000+ Questions for Machine Comprehension of Text, Proc. EMNLP, pp.

2383–2392 (2016).

[Pranav18] Pranav, R., Robin, J. and Percy, L.: Know What You Don’t Know:

Unanswerable Questions for SQuAD, Proc. 56th ACL, pp. 784–789 (2018).

[Seo17] Seo, M. J., Kembhavi, A., Farhadi, A. and Hajishirzi, H.: Bidirectional

Attention Flow for Machine Comprehension, Proc. 5th ICLR (2017).

[鈴木 18] 鈴木正敏, 松田耕史, 岡崎直観, 乾健太郎：読解による解答可能性を付与した質問応答データセッ
トの構築, 言語処理学会第 24 回年次大会論文集, pp. 702–705 (2018).

[山本 19] 山本航平, 前田竜冶, 陳騰揚, 川畑修人, 大川遥平, 宇津呂武仁, 河田容英：ノウハウ質問応答に
おけるニューラル読解モデルの評価, 言語処理学会第 25 回年次大会論文集 (2019).

[Yi15] Yi, Y., Wen-tau, Y. and Christopher, M.: WikiQA: A Challenge Dataset

for Open-Domain Question Answering, Proc. EMNLP, pp. 2013–2018 (2015).

∗11 事実に関する大規模読解用訓練事例データセットである SQuAD に対す
る適用実績のある BiDAF [Seo17] を採用した．

4

The 33rd Annual Conference of the Japanese Society for Artificial Intelligence, 2019

2L3-J-9-03



V-TA
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This manuscript reports the results and findings obtained by the operation of the dialogue system “V-TA” that
is used in a practical training class in Kindai University “Media Informatics Project II”. Our 4 month operation
revealed the following implications: (i) Cooperation between Students, TAs, and Lecturers accelerates efficient
collection of dialogue corpus; (ii) V-TA plays a role as a feedback collection mechanism from students for a class;
and (iii) V-TA halves the cost of QA tasks since it can correctly answer questions from students with 56% probability.
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ニュースアプリケーションのパーソナライゼーションアルゴリズム
に対するマルチリービング手法の比較

A Comparison of Multileaving Methods on News App Personalization

飯塚洸二郎 米田武 関喜史

株式会社Gunosy

In this paper, we describe the online evaluation method for personalization. Recently, interleaving or multi-
leaving has been recognized as an efficient method for online evaluation. We applied the multileaving method for
personalized mobile news application. Experimental results showed that optimized multileaving (OM) and team
draft multileaving (TDM) had an almost same efficiency and TDM was more stable. In addition, OM and TDM
evaluated the personalized rankings precisely with significantly smaller sample sizes than A/B testing.

1. はじめに
ニュースアプリケーションにおいて，各ユーザーの趣向に合

うニュース記事をパーソナライズして推薦することはサービス
の重要な価値の一つである [3, 6]．一方で，機械学習技術の発
展に伴い，パーソナライズを行うアルゴリズムは多岐にわた
り，どのアルゴリズム・パラメータがサービスに適するかを正
確に評価することは一般に困難を伴う [1]．また，オンライン
評価を行う上で，ユーザー体験を損なわないように，いかに少
ないサンプルサイズでアルゴリズムの性能の評価を行うことが
できるかが課題であった [10]．
その中で，マルチリービングは近年発展してきたランキン

グ評価手法であり [9]，少ないサンプルサイズで複数のランキ
ングアルゴリズムを効率的に評価できることが知られている
[2, 5]．しかし，ニュースアプリケーションにおいて，パーソ
ナライズされたランキングにマルチリービングを適応すること
は，今まで理論的に考察されたことがなかった．ニュースアプ
リケーションのパーソナライゼーションランキングには以下の
特徴がある．

1. ランキングは時間に依存して常に変化する

2. ランキングが長い

またユーザーのリクエストに応じて即時にマルチリービングを
適応することは，システム面でも負荷が大きく大規模な実験は
行われていなかった．
そこで，本研究ではニュースアプリケーションにおけるパー

ソナライゼーションアルゴリズムについて，実システムでのオ
ンライン実験を通して以下の 3点を検証する．

1. 正確に性能を評価できるか．

2. 従来の A/Bテストに比べ，どれほど早く結果が収束する
か．どのマルチリービング手法が効率的か．

3. どれほど結果に安定性があるか．

ニュースアプリケーションランキングの特性を持つ実システム
上でマルチリービングを適応した事例は本研究が初めてであ

Contact:

kojiro.iizuka@gunosy.com,

takeshi.yoneda@gunosy.com,
yoshifumi.seki@gunosy.com

る．また SNSのタイムラインなど，同様の特徴を持つサービ
スにも本研究結果は応用できる可能性が高く，適応範囲は広い．
オンライン実験により，マルチリービングは従来の A/Bテ

ストよりも非常に少ないサンプルサイズでパーソナライゼー
ションアルゴリズムの性能を評価することができた．また，
Team Draft Multileaving (TDM) と Optimized Multileav-

ing (OM) では，結果の収束は同程度の早さであったが，OM

ではアルゴリズムの優劣を正しく評価できないケースがあった．

2. マルチリービングの手法
マ ル チ リ ー ビ ン グ は ，複 数 の ラ ン キ ン グ 集 合

I = {I1, I2, . . . , In} を入力として，混合ランキング集
合 O = {O1, O2, . . . , Om} 生成し、複数のランキングを評価
する手法である [4, 9]．ここで，混合ランキング Ok の各々
の長さは l とする．入力ランキング Ij と出力ランキング Oj

の i 番目のアイテムは Ij,i と Oj,i と記す．ユーザーのリク
エストに応じて，出力ランキング Ok を pk の確率で出力し，
ユーザーのクリックによるフィードバックを観測する．Ok,i

がユーザーによりクリックされた際に，δ(Ok,i , Ij ) を入力ラ
ンキング Ij に credit として与える．δ はマルチリービング
の手法によって異なる．基本的には，高い credit をもつ入力
ランキングが優れていると評価される．マルチリービングの
各手法は，I から O を作成し，Ok を確率 pk により出力し，
credit を観測することに一般化される．以下では，TDM[9]

と OM[7]の詳細について述べる．

2.1 Team Draft Multileaving
TDMは入力ランキングをランダムに選択し，まだ出力ラン

キングに選択されていないアイテムを出力ランキングに繰り返
し追加する手法である [4]．具体的な処理は Algorithm 1に記
載する．出力ランキングに選ばれているランキングリストのア
イテム数が少ないものの中からランダムに入力ランキング Ij
を選択し，Ij の中で最もランキングが高いアイテムを出力ラ
ンキング Ok に追加することを繰り返し，長さ lのランキング
Ok を作成する．追加されたアイテムは Ij の team(Tk,j)にも
追加される．team(Tk,j) は出力ランキング Ok の入力ランキ
ング Ij から選ばれたアイテムの集合である．TDMの credit

は，クリックされたアイテムが所属するチームに加算される．
Ok,i ∈ Tk,j であれば，δ(Ok,i , Ij ) = 1 であり，そうでなけれ
ば 0と定義する．出力確率 pk はすべての出力ランキングに等
しく pk = 1/mである．

1
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Algorithm 1: Team Draft Multileaving

input: Input rankings I ,number of output ranking

m, and number of items in each output

ranking l

O = {} and for k = 1, . . . ,m, j = 1, . . . , n do

Tk,j = {};
for k = 1, . . . ,m do

for i = 1, . . . , l do
Select j randomly s.t. |Tk,j | is minimized

r = 1

while Ij ,r ∈ Ok do r = r + 1;

if r ≤ |Ij | then
Ok,i = Ij,r and Tk,j = Tk,j ∪ {Ij,r}

end

O = O ∪ {Ok}
end

return O ;

2.2 Optimized Multileaving

Algorithm 2: Optimized Multileaving

input: Input rankings I ,number of output ranking

m, and number of items in each output

ranking l

O = {}
for k = 1, . . . ,m do

for i = 1, . . . , l do
Select j randomly

r = 1

while Ij ,r ∈ Ok do r = r + 1;

if r ≤ |Ij | then Ok,i = Ij,r;

end

O = O ∪ {Ok}
end

return O ;

OMは，sensitivityと biasによって定式化された最適化問
題を解くことで各出力ランキングに対する出力確率を得る手法
である [4]．各出力ランキング Ok は Algorithm 2によって生
成する．ここで，sensitivityとは，出力ランキングがユーザー
に提示された際にどの入力ランキングが優れているかを識別
できる力を表す．biasとは，ランダムクリックに対する各入力
ランキングの creditの差を表す．biasが大きい場合，本来は
差がないランキングにも特定のランキングに不当に高い credit

が与えられてしまう．OMでは，biasを抑えつつ，sensitivity

を最大化することを目指す．多くの研究では，sensitivityの最
大化の代わりに insensitivity(σ)の最小化によって定式化され
る．insensitivity は，ランキングの順位に依存した credit の
和と，平均 credit である μk = 1

n

∑n
j=1

∑l
i=1 f(i)δ(Ok,i , Ij

)
の分散によって以下のように定義される．

σ2
k =

n∑
j=1

( l∑
i=1

f(i)δ(Ok,i , Ij
)− μk

)2

最適化問題としての定式化は以下の通りである．

min
pk

m∑
k

pkσ
2
k

subject to

m∑
k=1

pk = 1, 0 ≤ pk ≤ 1 (k = 1, . . . ,m)

(∀r, j, ∃cr)
m∑

k=1

(
pk

r∑
i=1

δ(Ok,i , Ij )

)
= cr

credit関数は様々な種類が考案されているが，代表的なもの
の多くは入力ランキングの位置を用いている．例えば，入力ラ
ンキングの位置の符号を逆転させたもの δ(Ok,i , Ij ) = −i や
入力ランキングの逆数を使ったもの δ(Ok,i , Ij ) = 1/iがある．
いずれもOk,i ∈ Ij の場合であり，そうでなければ 1/(|Ij |+1)

とする．

3. 実験
日本のニュースアプリケーションであるグノシーにおいて

オンライン実験を行った．Fig1にサービス画面を示す．グノ
シーでは，ユーザーのクリックログを用いてパーソナライゼー
ションアルゴリズムによりユーザーに記事を推薦している．

Fig 1: グノシーのサービス画面

3.1 評価手法
OM の定式化は，線形計画問題であるため解を求めること

はできるが，実システム上でユーザーのリクエストのたびに
この問題を解くことは現実的でない．そこで，ニュースアプリ
ケーションでパーソナライズする際は同じ入力ランキングは
ユーザーに少数回しか表示されないことを利用し，下記の定式
化を提案する．

arg min
k

α
l∑

r=1

λr + σ2
k

subject to

(∀r, j, j′)|
r∑

i=1

δ(Ok,i , Ij )−
r∑

i=1

δ(Ok,i , Ij ′)| ≤ λr

bias項 λを目的関数に組み込み，ハイパパラメータ αによっ
て調整する．この式の bias の扱いは，真鍋ら [5] の定式化に
おいて，ある出力確率のみ 1にしたものに等しい．
ニュースアプリケーションにおいて，ランキングは長いため

credit関数に入力ランキングの位置をそのまま使うとノイズが
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多くなってしまう懸念がある．ランキングリストの長いニュー
スアプリケーションにおいて，位置の符号を逆転させた credit

ではランキング上位同士の差がランキング上位と下位の差に
比べて相対的に非常に小さくなる．また，位置の逆数を使った
ものではランキング中盤以降の creditはほぼ 0になってしま
う．そこで，出力アイテムの入力ランキングでの順序を用いた
creditを提案する．

δ(Ok,i , Ij ) = −|{j′ |rank(Ok,i , Ij ′ ) < rank(Ok,i , Ij )}|

ここで，rank(Ok,i , Ij ) はアイテム Ok,i のランキング Ij にお
ける位置を表し，もしアイテムがランキングに存在しなければ
|Ij |+ 1とする．
このパーソナライズされたニュースランキングに特化させた

OM を OM (rank order) と呼ぶ．また 2. で紹介した位置の
逆数の creditを用いた OMを OM (inverse) とよび，TDM，
OM (rank order) ，OM (inverse) の効率性，安定性を比較
する．

3.2 実験設定
まず bias を調整する α に関して insensitivity よりも十

分に大きい α = 1000 と bias を考慮しない α = 0 を
用いて bias と insensitivity を測定し，ハイパパラメータ
による bias と insensitivity の振る舞いを観察した．ここで
は，bias のスケールを揃えるため，bias を (1/l)

∑l
r=1(1 −

minj δ(Ok,i , Ij ))/maxj
′ δ(Ok,i , Ij ′ )として計算した．

次に，パーソナライゼーションアルゴリズムを 5つ用意し，
マルチリービングの手法ごとにパーソナライゼーションアルゴ
リズムの性能が評価できるか調査した．事前のA/Bテストによ
り，各パーソナライゼーションアルゴリズムの Click Through

Rate (CTR) は Table1の通りであった．CTRはクリック数
を記事表示回数で割ったものであり，CTRが高ければ高いほ
ど記事表示回数に対してクリック数が多くなる．

Table 1: 各アルゴリズムごとの CTRの差異
Difference From

Method algo 0 algo 1 algo 2 algo 3

algo 1 0.0023

algo 2 0.0045 0.0022

algo 3 0.0049 0.0026 0.0004

algo 4 0.0061 0.0038 0.0016 0.0012

例えば，Table1 の 0.0023 の値は，algo 1 から algo 0 の
CTRを引いた値を表している．各アルゴリズム間の CTRの
差は微小であり，アルゴリズムの優劣は algo 0 < algo 1 <

algo 2 < algo 3 < algo 4であった．
テスト期間は 2019/1/19から 2019/1/26の一週間で，全体

から一部のユーザーを選びテストを行った．テスト期間中の総
記事表示回数は 10,826,923回であった．また，各ランキング
の最大長は 120 程度であった．実験で使用したライブラリは
外部に公開している ∗1．

3.3 結果
αに関する実験では，α = 1000と α = 0のいずれでも bias

と insensitivity に大きな差が見られなかった．そのため，以
下では簡単のため α = 0を用いて議論する．

∗1 https://github.com/mathetake/intergo/tree/v0.1.3

Fig2は，横軸を bias，縦軸を insensitivityとしてプロット
した図である．TDMに比べてOMは insensitivityが低くなっ
ている．一方で，TDMは biasは 0.26の定数値であり，OM

の biasの分散は大きい．

Fig 2: biasと insensitivityの散布図

Table2は，OMと TDMの credit総和の各アルゴリズム間
の差である．TDMは，事前の CTRによるアルゴリズムの優
劣と同じ結果が得られている．一方で，OM は credit によっ
て，結果が異なっていた．出力アイテムの入力ランキングでの
順序を用いた OM (rank order) は正しく性能を評価できてい
たが，位置の逆数を用いた OM (inverse) は正しく評価できて
いなかった．

Fig3は，非復元のブートストラップ法 (標本数 50) を用いた
通常の A/Bテストとマルチリービングの結果の収束の早さを
表している．横軸は，ユーザ数N を表している．縦軸は OM,

TDMでは対応のある t検定の p値であり，ユーザー数 N を
割り当てている．A/Bテストにおいては，縦軸は対応のない
t検定の p値（クリック数により算出）であり，比較する 2つ
のアルゴリズムごとに N/2のユーザを割り当てている．

3.4 考察
パーソナライズされたランキングは，ユーザに少数回しか

表示されないため，biasと insensitivityがハイパパラメータ
によって調整しにくい性質が確認された．

A/Bテストに比べ，マルチリービングは結果の収束が早い
ことが見て取れる．また A/B テストの algo 3 に属していた
ユーザーは，他のグループに比べ記事表示数自体が少なかった
ため相対的にクリック数も少なく，一部結果は収束しなかった．
一方で，マルチリービングでは同一のユーザー群で比較実験が
行えるため，ユーザー群に選ばれたユーザー固有の特性によっ
て結果が左右されないことも長所の 1つである．
OM は TDM に比べ高い sensitiviy が得られていた．しか

し，OM と TDM は同程度の効率性であった．これは TDM

に比べ OM は bias の分散が大きいことが理由である．また，
OMの credit関数によっては，パーソナライゼーションアル
ゴリズムの優劣を正しく評価できないケースがあった．これは
位置の逆数を用いた creditでは，ランキングが長いケースで
のノイズが大きくなったことに起因する．
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Table 2: credit総和の差: 左から OM(credit=rank order), TDM, OM(credit=inverse)

Method algo 0 algo 1 algo 2 algo 3 algo 0 algo 1 algo 2 algo 3 algo 0 algo 1 algo 2 algo 3

algo 1 21,111 615 -14,962

algo 2 36,561 15,450 1,259 644 -21,642 -6,680

algo 3 44,484 23,373 7,923 1,812 1,197 553 -24,179 -9,217 -2,537

algo 4 52,597 31,486 16,036 8,113 2,117 1,502 858 305 -5,246 9,716 16,396 18,933

Fig 3: p値: 左から OM(credit=rank order), TDM, A/B testing

4. まとめと今後の課題
本論文では，ニュースアプリケーションにおけるパーソナラ

イゼーションアルゴリズムのオンライン評価を行う手法につい
て述べた．特に，マルチリービングを実システムにおいてリア
ルタイムに行う際の課題・解決法を示し，大規模な数値実験を
行った．ニュースアプリケーションの特性をもつランキングを
マルチリービングを用いて評価したのは，本実験が初めてと
なる．
実システム上での大規模なオンライン実験の結果，マルチ

リービングはパーソナライゼーションアルゴリズムを従来の
A/Bテストに比べて少ないサンプルサイズで正確に評価する
ことができた．OMでは，パーソナライゼーションランキング
がユーザーに少ない回数しか表示されない性質を利用した定
式化を行った．さらに，新たな credit 関数を提案し有用性を
確認した．また，biasと insensitivityからマルチリービング
の手法ごとの効率性と安定性について議論した．今後は，より
biasの分散が低くかつ高い sensitivityを持つ credit関数を設
計することが課題である．
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LSTM-RNN  
A sentence style conversion method using LSTM-RNN 

*1 1 1 
Kenta Shimoji Kazuhiro Morita Masao Fuketa 

1  
Department of information Science and Intelligent Systems, Tokushima University 

 

Abstract:  This paper describes a sentence style conversion method using recurrent neural network with long short-term memory cells 
(LSTM-RNN). In the proposed method, LSTM-RNN is used to learn direct style sentences vectorized by one-hot expressions. Then, the 
sentence end expression of the distal style sentence is removed and the vectorized one is input into the learned model. The next word is 
predicted until sentence ends, and the obtained word vector sequence is added to the end of the input vector sequence. A direct style sentence 
is converted by decoding the generated vector sequence into the form of the natural language. We experimented to evaluate the accuracy of 
the proposed method. As a result, it turned out that a sentence style can be converted by the method. 
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Autoencoder  
Keyword Conditional Variational Autoencoder for advertising headline generation 

*1 
Hiroyuki Fukuda 

*1  
DENTSU INC. 

Recently, fast and massive advertising headline production is highly demanded by growing number of digital ad. Many 
types of headline generation systems have been developed. But, most of these systems generate headlines systematically by 
rules and lack generation variety. On the hands, the systems which generate headlines almost randomly satisfy such variety 
but these headlines are not relevant to ad objective. Until now, it is still difficult to satisfy both variety and relevancy. To this 
end, we propose Keyword Conditional Variational Autoencoder for advertising headline generation. We regulate generation 
process by relevant keyword while keeping variety by randomly selected input hidden variables. In our experiment, It can 
generate variety of headlines and obtain headlines which include a relevant keyword. 

 

1.  

WEB

AI
 

[Yamane 14 ]

 

Autoencoder (VAE)

 

2.  

Autoencoder (VAE) [Kingma 13]
(GAN) [Goodfellow 14]

 

VAE [Bowman 15]
GAN GAN

Discriminator
Policy Gradient

SeqGAN [Yu 17] MMD
TextGAN [Zhang 17]

[Guu 17]  

3.  

 

 

Autoencoder
 

 
 
 
 
 
 

1  

3.1  
15

30
MeCab mecab-ipadic-NEologd
id 1

8:2 8
2 validation

 

3.2  
VAE [Bowman 15] Encoder
Decoder Encoder

The 33rd Annual Conference of the Japanese Society for Artificial Intelligence, 2019

2L4-J-9-03



 

- 2 - 

Decoder 1 LSTM 200
200

 
2

z Decoder

Adam validation
Epoch  

 
 
 
 
 
 
 

2  

4.  

4.1  

3

3
10000 Autoencoder

 
 

Keyword  
  

  
  
  
 0  

 ! 
 No.1  
  
  
 ! 

  
 ! 
  
  
 !? 

 
3  

4.2  

50 200
 

 
   
 8.96% 0.04% 

 2.88% 0.06% 
 3.64% 0.03% 

 
4  

5.  
Autoencoder

 

100 1000

Autoencoder

LSTM
 

 
 

 
[Yamane 14]  ,  : 
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,  2014. 

 [Kingma 13] D. P. Kingma and M. Welling: Auto-encoding 
variational Bayes.,  arXiv,  2013. 

[Goodfellow 15] I. Goodfellow, J. Pouget-Abadie, M. Mirza, B. 
Xu, D. Warde-Farley, S. Ozair, A. Courville, and Y. Bengio.: 
Generative adversarial nets. In Advances in Neural 
Information Processing Systems, 2014. 

[Yu 17] Yu, Lantao, Zhang, Weinan, Wang, Jun, and Yu, Yong.: 
Seqgan:sequence generative adversarial nets with policy 
gradient., In AAAI, 2017. 

[Zhang 17] Yizhe Zhang, Zhe Gan, Kai Fan, Zhi Chen, Ricardo 
Henao,  Dinghan Shen, Lawrence Carin: Adversarial Feature 
Matching for Text Generation, arXiv, 2017 

[Bowman 13] Bowman, Samuel R., Vilnis, Luke, Vinyals, Oriol, 
Dai, Andrew M., Jozefowicz, Rafal, and Bengio, Samy: 
Generating sentences from a continuous space. CoRR,, 2015. 

[Guu 17]  Kelvin Guu, Tatsunori B. Hashimoto, Yonatan Oren, 
Percy Liang: Generating Sentences by Editing Prototypes.,  
arXiv,  2017. 
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Gerenaring Emoji with Conditional Variational Autoencoders and Word Embedding

∗1
Atsuki Yamaguchi

∗2
Katsuhide Fujita

∗1
Faculty of Engineering, Tokyo University of Agriculture and Technology

∗2
Institute of Engineering, Tokyo University of Agriculture and Technology

Emoji are among the most widely used communication tools worldwide. Because the number of emoji increases
every year and there are 82 face emoji, it might be difficult for users to select an appropriate emoji immediately.
Moreover, it is troublesome to continue designing new emoji. Therefore, the aim of the present study is to generate
an emoji based on input text automatically to facilitate easier communication and eliminate the process of designing
new emoji. The proposed model employs conditional variational autoencoders (CVAE), quasi-recurrent neural
networks (QRNN) as the text encoder, and the pre-trained word vector GloVe to the embedding layer connected to
the text encoder. In the experiments described herein, it will be observed that the proposed method can generate
an emoji that corresponds to an input caption, and output image quality is improved using GloVe.

1.

1999

2010

Unicode

Smiley

[1]

Twitter

[3]

Unicode

82

“Text-to-image task”

text-to-image synthesis task

:

2-24-16 y-atsuki@st.go.tuat.ac.jp

1: CVAE

[8] [6]

DCGAN [7]

CVAE [9]

GloVe [5] CVAE

GAN

GloVe

1
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2:

2.

1 CVAE

GloVe

QRNN [2]

(1) L
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: (x, y) = (0, 0)

∗2 https://github.com/gucci-j/emoji-gan
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物語世界間のつながりが一部明示されたメタファー写像セットの
構築

A Collection of Sets of Metaphorical Mappings Annotated with Story World Calls.

松吉 俊
Suguru Matsuyoshi

内海 彰
Akira Utsumi

電気通信大学大学院 情報理工学研究科
Graduate School of Informatics and Engineering, The University of Electro-Communications

We have proposed a novel framework for narrative generation. This framework converts a sequence of states
generated by a simulator into the corresponding event sequence in a story world with metaphorical mappings. In
this paper, we describe a collection of sets of metaphorical mappings for chess and maze solving. We annotated a
part of them with story world calls for the purpose of using them as a training data for scoring drafts of narratives.
We conclude that we have 291 sets of metaphorical mappings available for narrative generation.

1. はじめに
人工知能や認知科学の分野において、物語文章自動生成システ

ムの研究は古くから取り組まれてきた [秋元 13, Gervás 18]。
物語生成の主な流れは、物語内容 (story) の決定、物語言説
(discourse)の決定、文字列化である。
我々は、この流れを利用しない新しいパラダイムとして、シ

ミュレーションとメタファー写像を利用するフレームワーク
を提案した [松吉 18a, 松吉 18b]。この手法の概要を図 1に示
す。このフレームワークでは、計算機が人間と同等以上の推
論・探索能力を発揮することが期待できるシミュレーション
やゲーム ∗1 を用いる。計算機上でこのシミュレーションを実
行すると、実行に付随する「状態」や「行動」の列 (状態遷移
列)が取得できる。例えば、迷路探索シミュレーションの場合、
エージェントの位置座標のリストが、チェスの場合、駒の動き
のリストが取得できる。このフレームワークでは、状態遷移
列を比喩的に解釈することにより、物語文章を自動生成する。
例えば、迷路探索は恋愛物語として比喩的に解釈可能である。
「ゴールに近づく」位置変化を「楽しくデートする」イベント
に写像し、「ゴールから遠ざかる」位置変化を「顔を見れない」
状態に写像することが考えられる。このようなメタファー写像
により自動生成された物語を図 2 に示す。同様に、チェスで
「相手の駒を取る」様子を「部屋の中の物を片付ける」イベン
トに写像することにより、チェスの試合を部屋の片付けとして
比喩的に解釈することも可能である。このようなメタファー写
像により自動生成された物語を図 3に示す。
物語の草稿を生成するにあたり、このフレームワークが入力

とするものは、次の 4つである。

シミュレーター 現実世界の一部をシミュレート [松尾 16]する

AI シミュレーションにおいて、エージェント等がどう動くか
を決定するアルゴリズム

状況 シミュレーションを実行する場

連絡先: 松吉 俊、電気通信大学大学院 情報理工学研究科、東
京都調布市調布ヶ丘 1-5-1 電気通信大学 西 5号館 505号
室、042-443-5292、matuyosi@uec.ac.jp

∗1 以下、シミュレーションと言った場合、ゲームを含めるものとす
る。

図 1: シミュレーションとメタファー写像を利用する物語文章
生成フレームワーク

メタファー写像セット 状態遷移列を比喩的に解釈するために
利用される

このフレームワークが生成することができる物語の本質的な異
なり数は、シミュレーターを 1つ固定するごとに、およそ「AI
の異なり数」×「状況の異なり数」×「メタファー写像セット
の異なり数」となる。それぞれの専門家がそれぞれを開発する
ことにより、フレームワーク全体として生成可能な物語の数を
増やすことができることは、このフレームワークの特長の 1つ
である。
図 1 に示されるように、本フレームワークでは、1 つの物

語を生成するにあたり、複数の様々なシミュレーションを実行
することを想定している。2つのシミュレーションを実行し、
それらから生成された物語文章を直列的に繋げて、長い 1 つ
の物語とするだけでなく、物語文章の途中に、別のシミュレー
ションから生成された物語文章を埋め込むことも可能である。

1
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� �
ジョンは会社員。アンは同じ会社の同僚。2 人は付き合い始めた。話が
盛り上がることが数日続いた。今日は楽しくデートした。今日も楽しく
デートした。今日は顔を見れない。今日は楽しくデートした。今日も楽し
くデートした。話が盛り上がることが 3 日続いた。ついに結婚した。

� �
図 2: 自動生成された物語の例: 「恋愛」

� �
部屋の掃除を開始した。本を整理した。さらに本を整理した。掃除機をか
けた。机の引き出しを整理した。また本を整理した。掃除機をかけた。本
を整理した。さらに本を整理した。机の引き出しを整理した。掛け布団を
干した。幼い頃から使っていたブランケットを見つけた。捨てるべきか悩
ましい。悩んだ結果、ブランケットを捨てることにした。本を整理した。
部屋の掃除が無事終わった。

� �
図 3: 自動生成された物語の例: 「部屋の片付け」

先の図 3は、チェスによって生成された片付けの文章である。
この中に、「捨てるべきか悩ましい。」という文が生成されて
いる。「実行すべきかどうか悩む」という状態において、「悩み
に関する思考過程」として迷路探索を比喩的に解釈することで
生成された物語文章を、サブの物語としてメインの物語の中に
埋め込むことができる。実際に埋め込んだ結果を図 4に示す。
この図の下線部分が、迷路探索により生成されたサブの物語文
章である。
現在、我々は、メタファー写像セットの拡充を進めている。

本論文では、チェスと迷路探索に関するメタファー写像セット
の構築について報告する。本フレームワークでは、大きなプロ
グラムにおいてサブルーチンがサブルーチンを呼び出すよう
に、物語世界が別の物語世界を呼び出す。計算機に知的にこれ
を実行させるための学習データとして今後利用することを想
定し、物語世界と物語世界の間のつながりをアノテーションし
た。このアノテーション結果についても報告する。

2. 関連研究
2.1 物語文章生成
物語文章生成に関して、これまでに様々な手法が提案されて

いる [秋元 13, Gervás 18]。その主なものは、物語文法などに基
づき、独自の記法で記述されたスクリプト (事象集合のグラフ)
を操作する手法 [秋元 13, Akimoto 17, Montfort 13, 佐藤 16]
である。ニューラルネットワークを用いて、これまで生成した
語句の列から次の語句を生成することを文の境界を越えつつ
繰り返すことにより、文章を生成する手法 [浅川 15, Jain 17,
Fan 18, Martin 18]も提案されている。
ゲームやシミュレーションを実行して得られた出力や実行

ログの列を文字列に翻訳することにより、その世界の物語を
文章として語る手法 [福田 15, 鳥海 16, 松山 17] が提案されて
いる。我々の手法と同じようなアプローチであるが、我々の手
法では、メタファー写像を利用することにより、1つのシミュ
レーションから様々なジャンルの物語を生成できる点が異なる。

Gervásは、チェスの駒を単に「シミュレーション世界の人
間」とみなし、少数の駒の盤上の動きから、「逆境の恋」の物語
や「誘拐」の物語を生成する手法を提案している [Gervás 18]。

� �
部屋の掃除を開始した。本を整理した。さらに本を整理した。掃除機をかけ
た。机の引き出しを整理した。また本を整理した。掃除機をかけた。本を整
理した。さらに本を整理した。机の引き出しを整理した。掛け布団を干した。
幼い頃から使っていたブランケットを見つけた。捨てるべきか悩ましい。
困っており、どうするか悩む。まだ悩みたい。実行についてしっかり考え
る。やはり実行してしまってよいと思う。実行についてもっとしっかり考
える。実行することに決めた。悩んだ結果、ブランケットを捨てることに
した。本を整理した。部屋の掃除が無事終わった。

� �
図 4: 「部屋の片付け」に「悩みに関する思考過程」を埋め込
んだ物語

この手法では、独自の記法で記述された 7つのスクリプトと、
「ヒーロー」や「悪党」などの役職が与えられたチェスの駒を
用いる。盤上の 1つの駒を指定し、その駒に視界を定め、チェ
スを実行し、その視界内に生起したイベント集合の列を記録す
る。各スクリプトとイベント集合列の一致度を算出し、閾値を
超えるスクリプトがあれば、スクリプト内の人名スロットを駒
の名称 (例えば、「白のポーン」)で埋めることにより、物語文
章を生成する。Gervásがスクリプトを利用した理由は、「目的
を持ったストーリーを生成するためである」と論文中で説明さ
れている。チェスの駒の動きを比喩的に解釈する点は我々のア
プローチと同様であるが、我々のアプローチでは、理論的であ
る一方、難解になりがちである研究者独自の内部表現を使わ
ず、自然言語で記述することができ、共有しやすいメタファー
写像セットを利用している点が異なる。

2.2 言語学におけるメタファー
認知言語学の概念メタファー理論において、メタファー

は、2 つの意味領域間の連結であると捉えられる [鍋島 11,
アリス 10]。メタファー写像に関して、Lakoff [Lakoff 93]は、
「写像において、目標領域が課す制約が許す範囲で、根源領域
の表現間の (位相)構造は目標領域内でも保たれる。」という不
変性原理を提唱した。我々の物語自動生成フレームワークは、
この不変性原理から着想を得て次の 2 つの仮説を定め、それ
を検証するものである。

• テキストのジャンルを問わず、2つの意味領域の間に数個
のメタファー写像の存在が確認されれば、それら以外の
多くのメタファー写像の対応を確認することができる

• ゲームやシミュレーター内に実装されている種々の制約
や論理が、物語文章生成においても制約・論理として働
くので、物語の展開において、「狭い意味でのフレーム問
題」[人工知能学会 05]を回避できる

ある文章においてメタファーが用いられている場合、それと
関連したメタファーも用いられていることがよくある。複数の
文献 [鍋島 16, アリス 10]で指摘されているように、このよう
なメタファー集合の大きなデータベースは英語でも日本語でも
利用可能でないため、これらに関する言語学的研究はほとんど
進んでいない。現在、我々が構築を進めているメタファー写像
セットは、まさにこのようなデータベースを作ることに相当す
る。現在は人手で書き下すことによりデータベースを拡張して
いるため、「天然物」とは言いにくいが、言語学的研究にも使
用できるデータベースとなることも目指している。

2

The 33rd Annual Conference of the Japanese Society for Artificial Intelligence, 2019

2L5-J-9-02



[_simulator_]
name = chess
[_introduction_]
text = 部屋の掃除を開始した。
[_conclusions_]

text = 部屋の掃除が無事終わった。
else = 今日は諦めた。
[remove_p]
state = 相手のポーンが 1 つ失われる
text = 本を整理した。
[remove_b]
state = 相手のビショップが 1 つ失われる
text = 机の引き出しを整理する。

:

図 5: メタファー写像セットの例: 「部屋の片付け」

3. メタファー写像セットの構築

3.1 ファイルの記法
メタファー写像セットは、シミュレーションと物語世界のペ

アに対して 1 つのファイルとして記述する。メタファー写像
セットの例を図 5に示す。このファイルは、コンフィグファイ
ル形式 (.cfg) である ∗2。アンダースコアで挟まれたセクショ
ン名は予約語であり、そうでないセクション名は写像コード
である。[_simulator_]にはペアとなるシミュレーションの名
前を記述する。[_introduction_]には初期状態で出力する文
字列を記述する。[_conclusions_]には終状態で出力する文字
列を記述する。“text”に、目標が達成できた時に出力する文字
列を、“else”に、目標に至らなかった時に出力する文字列を記
述する。“remove_p”や “remove_b”は、計算機が対象イベン
トを認識するための写像コードである。本来ならば、「相手の
ポーンが 1 つ失われる」という文字列を計算機が解釈し、シ
ミュレーション世界内でシンボルグラウンディング [松尾 16]
することにより、このイベントが発生したかどうかを自動認識
すべきである。しかしながら、現在の自然言語処理の技術では
高精度に安定してこれを実現することは困難である。それ故、
あらかじめ、シミュレーターのラッパーに対して、認識すべき
イベントの集合とそれらの認識規則を人手で与え、シミュレー
ションの実行中にイベントが認識されれば、そのイベントに対
応する写像コードを出力するように設計した。現在、図 1 で
示される我々のシステムは、状態遷移列を写像コードの列に変
換し、その後、メタファー写像セットを用いて写像コードの列
を文字列に変換する。[写像コード ]の “text”に、物語世界の
イベント表現を記述する。現在のところ、“state”は人間の作
業者が参照するためだけのものである。

3.2 [松吉 18a]の問題点
以前の我々の研究 [松吉 18a]には次の 2点の問題があった。

1. 迷路探索の写像コードは、xy座標空間において上下左右
に移動する [up], [down], [left], [right]のみの淡白なもの
であった

2. 図 1で示される我々のシステムは、現在の状態から生成
された文字列に含まれるキーワードと [_introduction_]

の文字列との単純なキーワードマッチにより、埋め込む
べき物語世界を探索する。これにより、多数の物語草稿

∗2 初心者の理解しやすさと作業しやすさを考慮してこの形式を選択
した。

@@@@@@@@@@ r n b q k b n r
@2220020G@ p p p p p p p p
@0@0@1011@ . . . . . . . .
@S@000111@ . . . . . . . .
@00110010@ . . . . . . . .
@@@@@@@@@@ . . . . . . . .

P P P P P P P P
R N B Q K B N R

図 6: 迷路探索 (左)とチェス (右)の状況の例

表 1: メタファー写像セットの数
[松吉 18a] 本論文 計

チェス 2 100 102
迷路探索 89 100 189
合計 91 200 291

が得られるが、ランキングされないため、どの草稿を優
先的に次の後編集に送るべきか判断に困る

3.3 高さの概念の導入
1つめの問題を解決するために、図 6の左側に示すように、

迷路に高さの概念を取り入れた。この図において、“S”と “G”
は、それぞれスタート地点とゴール地点を表す。“0”は「平坦
な道」を、“1”は「ちょっと山」を、“2”は「かなり山」を、“@”
は「壁」を表すものとした。
写像コードとして、「状態 0から状態 1に変化した」ことを

表す [01]やその仲間として [02], [12], [2G]などを追加し、さ
らに、「上移動により状態 0から状態 1に変化した」ことを表
す [01up]やその仲間として [01down], [02left], [S1right]など
を追加した。

3.4 呼び出す物語世界を明示
2つめの問題を解決する手がかりとして、[写像コード ]の

“text”の末尾に、別のメタファー写像セットのファイル名を記
述できるようにした。これにより、物語世界間のつながりを積
極的に示すことができる。

3.5 構築過程
大学生 50名に、物語文章自動生成システムを実行しながら、

メタファー写像セットを人手で記述してもらった ∗3。1人あた
りチェスに関して 2つ、迷路探索に関して 2つの計 4つを作
成するよう依頼した。さらに、3.4節の方法により、物語世界
の呼び出しを少なくとも 1つ記述するよう依頼した。

3.6 分析と考察
以前の研究 [松吉 18a]において構築したメタファー写像セッ

トの数、および、本論文で新たに構築した数を表 1に示す。現
在、物語文章生成のために、291個のメタファー写像セットが
利用可能である。
認知言語学の概念メタファー理論において、よく知られてい

るメタファーの中に〈良は上〉メタファーと〈困難は障害物〉
メタファーがある [鍋島 11]。3.3節で述べたように、高さに対
して「山」という表現を使って教示したため、〈困難は障害物〉
メタファーに相当するメタファー写像が多かった。今後はこの
ようなバイアスを避けるために中立的な表現を使用する必要が
ある。

∗3 詳細については、次の URL の資料を参照してほしい:
http://www.cl.inf.uec.ac.jp/lec/
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表 2: 呼び出し元の物語世界と呼び出された物語世界の例
元 ↪→ 呼び出された 数 物語世界呼び出しの例
チェス ↪→ チェス 5 恋愛 ↪→ 同棲生活

仕事 ↪→ 上司からのお言葉
魔王討伐 ↪→ 技の鍛錬

チェス ↪→ 迷路探索 36 高校生活 ↪→ 大学受験
バンド活動 ↪→ 曲作り
料理 ↪→ 訪問者の対応

迷路探索 ↪→ チェス 10 販売員 ↪→ 書類作成
友達とご飯 ↪→ 先輩との会話
国の発展 ↪→ 国家間交渉

迷路探索 ↪→ 迷路探索 8 野球練習 ↪→ スランプ
プロゲーマー ↪→ トロフィー獲得
受験勉強 ↪→ 勉強法の悩み

合計 59

表 2に、シミュレーションの種類ごとに物語世界の呼び出し
の例を示す。「チェス ↪→ 迷路探索」が一番多かったのは、教
示に使用した例がこのタイプであったからであると思われる。
妥当な呼び出しが設定されていることがこの表から見てとて
る。本フレームワークで得られる多数の物語草稿を適切にラン
キングするために、学習データとしてこれらの呼び出し事例を
うまく活用することは、今後の課題である。

4. おわりに
我々は、シミュレーションとメタファー写像を利用する物語

文章生成システムの開発に取り組んでいる。本論文では、チェ
スと迷路探索に関するメタファー写像セットの構築について報
告した。
今後の課題は、大きく 3つある。1つは、利用可能なシミュ

レーションを追加しながらメタファー写像セットの拡充を進め
ることである。もう 1つは、生成された多数の物語草稿を適切
にランキングする方法を考案することである。最後の 1つは、
冗長な部分を減らし、読みやすい文章とするために後編集シス
テムの開発に取り組むことである。
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Construction of Coherent Translation Evaluation Dataset in Machine Translation
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This paper focuses on the topic of coherent translation in the document-level Neural Machine Translation (NMT).
To evaluate NMT systems whether they can maintain consistent translations or not, we construct a dataset for
evaluating the coherence. We evaluate typical baseline NMT systems on our dataset and discuss a coherent problem
in terms of the term selection in the existing systems.
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単語アライメントを利用し
単語ペア辞書を取得
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5:
1 ( , nancho)

[ ]

he also dispatched sadayo ( ryoshun ) imagawa and yoshihiro ouchi to kyushu , where [nancho] dominated , to debilitate its
influence and consolidate the power of the bakufu ”

baseline in kyushu , he dispatched sadayo ( ryoshun ) and yoshihiro ouchi to kyushu , and strengthened the power of the southern
court power ”
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Large-Scale Performance Evaluation Experiments on Name and Location Prediction of Spatial
Concept Transfer Learning Model

Keishiro Taguchi Kazuya Asada Satoshi Ishibushi Yoshinobu Hagiwara Tadahiro Taniguchi

Ritsumeikan university

Spatial concept transfer learning model was first for the purpose of transferring the knowledge of places acquired
in learning environments when the robot moves to new environments. However, in previous studies, this model has
not proven to be effective for transferring the knowledge of places to new environments. Therefore, in this paper,
we conduct large-scale performance evaluation experiments on name and localization prediction of this model in
new environments and we verify whether this model is effective for transferring knowledge of places to a new
environment. The experiment results on a larger scale showed that the model has a effectively a high prediction
performance of name and location in new environments, and can indeed transfer the knowledge of prior places.
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∗1.
Bag-of-Feature

Monte Carlo Localization

2.3

rt, Ct, μ,Σ, π,G, φv, φn, G0

ret ∼ p(ret = k|xe
t , C

e
t = l,μe,Σe,πe) (1)

∝ N (xe
t |μe

k,Σ
e
k)Mult(ret = k|πe

l ) (2)

Ce
t ∼ p(Ce

t = l|xe
t , v

e
t , n

e
t , r

e
t = k,μe,Σe,φv,φn, Ge)

(3)

∝ Mult(vet |φv
l )Mult(ne

t |φn
l )

×N (xe
t |μe

k,Σ
e
k)Mult(Ce

t = l|Ge) (4)

μe
k,Σ

e
k ∼ p(μe

k,Σ
e
k|ret = k,Xe, μ0, κ0,Ψ0, ν0) (5)

∝ NIW(μe
k,Σ

e
k|μnk , κnk ,Ψnk , νnk ) (6)

πe
l ∼ p(πe

l |re,Ce
l ,X

e,μe,Σe, β) (7)

∝ Dir(πe
l |βnew) (8)

Ge ∼ p(Ge|Ce, G0, γ) (9)

∝ Dir(Ge|γnewG0) (10)

φv
l ∼ p(φv

l |Cl,V , αv) (11)

∝ Dir(φv
l |αv

new) (12)

φn
l ∼ p(φn

l |Cl,N , αn) (13)

∝ Dir(φn
l |αn

new) (14)

G0 ∼ p(G0|G, γ, γ0) (15)

∝ Dir(G0|γ0,new) (16)

∗1 ILSVRC2012:http://www.image-
net.org/challenges/LSVRC/2012/
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zt

ut

vt

nt

rt

Ct

μ,Σ ( )

φv

φn

π rt

G,G0 Ct

αv φv

αn φn

β π

μ0, κ0 ·
Ψ0, ν0

γ, γ0 G

Re e

L

E

T

μe,Σe,πe,Xe, re,Ce e

μ,Σ, π, xt, rt, Ct φv,φn,V ,N ,G

φv, φn, vt, nt, G Ce
l e

Cl Ct = l Ct

μnk , κnk ,Ψnk , νnk , βnew, γnew, α
v
new, α

n
new, γ0,new

3.

0% 21%

3.1
SIGVerse

4 (1DK,

1LDK, 2LDK, 3LDK) 10 40

8 1

1

3.2

αv = 1, αn = 0.01

κ0 = 0.03,Ψ0 = diag[0.05, 0.05, 5, 5], ν0 = 5 μ0

G
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γ = 10, γ0 = 10 π

β = 0.06

Sv = 1, Sn = 5

100

3.3
3.3.1

3.3.2

0%, 7%, 14%, 21%

0 2

4 8 16 32

non-parametric Bayesian

spatial concept aqiuisition method (SpCoA) [Taniguchi 16]

3.3.3

e vet
xe
t ne

t

p(ne
t |xe

t , v
e
t )

p(ne
t |xe

t , v
e
t ) ∝

{∑
Ce

t

p(ne
t |Ce

t )p(C
e
t |xe

t , v
e
t )
}
× I(ne

t ;C
e
t |Θ)

(17)

∝
{∑

Ce
t

p(ne
t |Ce

t )p(x
e
t , v

e
t |Ce

t )p(C
e
t |Ge)

}

× I(ne
t ;C

e
t |Θ) (18)

=
{∑

Ce
t

∑
ret

p(ne
t |Ce

t )p(v
e
t |Ce

t )p(C
e
t |Ge)

× p(xe
t |ret )p(ret |Ce

t )
}
× I(ne

t ;C
e
t |Θ) (19)

=
{∑

Ce
t

∑
ret

p(ne
t |φn

Ce
t
)p(vet |φv

Ce
t
)p(Ce

t |Ge)

× p(xe
t |μret

,Σret
)p(ret |πe

Ce
t
)
}
× I(ne

t ;C
e
t |Θ)

(20)

I(ne
t ;C

e
t |Θ)

Θ Θ =

{μe,Σe,πe, re, Ge,φv,φn, G0}
3.3.4

κ κ

-1 1 1

Landis κ 0 (poor)

0 0.2 (slight) 0.2 0.4

(fair) 0.4 0.6 (moderate)

0.6 0.8 (substantial) 0.8

2:

0% 7% 14% 21%

SpCoA -0.03 0.19 0.30 0.29

(0 ) 0.02 0.39 0.39 0.51

(2 ) 0.65 0.61 0.70 0.71

(4 ) 0.77 0.72 0.74 0.78

(8 ) 0.76 0.79 0.71 0.81

(16 ) 0.83 0.86 0.88 0.85

(32 ) 0.95 0.94 0.93 0.94

(almost perfect) [Landis 77]

κ =
po − pe
1− pe

(21)

po =
c

N
(22)

pe =
1

N2

N∑
k=1

nest
k n∗

k (23)

c

N nest
k

k n∗
k

k

4 κ

3.3.5

2

SpCoA

3.4
3.4.1

3.4.2

0%, 7%, 14%, 21%

0 2 4 8

16 32

SpCoA

3.4.3

e ne
t

xe,est
t

( )
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3:

0% 7% 14% 21%

SpCoA 4.33 4.43 3.76 3.07

(0 ) 4.26 2.62 3.32 2.75

(2 ) 2.31 2.05 1.59 1.70

(4 ) 2.07 1.27 1.99 1.47

(8 ) 1.41 1.78 2.07 1.56

(16 ) 1.29 1.79 1.30 1.29

(32 ) 1.21 1.22 1.43 1.49

re,estt = argmax
ret

p(ret |ne
t ) (24)

= argmax
ret

∑
Ce

t

p(ret |Ce
t )p(C

e
t |ne

t ) (25)

= argmax
ret

∑
Ce

t

p(ret |Ce
t )p(n

e
t |φn

Ce
t
)p(Ce

t |Ge) (26)

= argmax
ret

∑
Ce

t

p(ret |πCe
t
)p(ne

t |φn
Ce

t
)p(Ce

t |Ge) (27)

xe,est
t = μe

r
e,est
t

(28)

3.4.4

x∗
t

xe,est
t costt

costave

costt =

√
(x∗

t − xe,est
t )2 + (y∗

t − ye,est
t )2 (29)

costave =
1

N

N∑
t=1

costt (30)

N

1DK, 1LDK costave

2LDK, 3LDK

3.4.5
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Evaluation of bidirectional method between motion and context for human motion recognition

∗1
Tadashi Ogura

∗1∗2
Tetsunari Inamura

∗1
SOKENDAI(The Graduate University for Advanced Studies)

∗2
National Institute of Informatics

It is generally difficult to recognize and distinguish human motion which are different kinds of motions but whose
motion patterns are similar to each other. Conventionally, we have proposed a method of alternately performing
two processes, motion recognition using context information and re-estimation of context based on recognition
results. However, the performance evaluation of reasonable repetition times in these two recognition processes was
not discussed. In addition, only an unrealistic ideal distribution is used as the motion appearance probability, and
utility in the probability distribution including noise has not been discussed. In this paper, we aim to investigate
these problems and clarify the conditions for performance improvement. Through experiments, a high motion
recognition ratio was obtained when the number of iterations was 5 and 10. Furthermore, we confirmed that the
proposed method maintains a high motion recognition ratio even if using noisy motion appearance probability.
From these results, we have concluded that the proposed method has utility for practical motion patterns.

1.

Recurrent Neural Network(RNN)

[Du 15]

Attamimi

[Attamimi 14]

2

:

2-1-2 t-ogura@nii.ac.jp

[Ogura 18]

(Motion Appearance Probability Distribution;

MAPD)

MAPD

2

2.

2

[Ogura 18]

2.1

1

1

1

τ oτ

HMM P (oτ |λi)

HMM λi mi k

j qk k

MAPD P (mi|j = qk)

HMM P (oτ |λi)

MAPDP (mi|j = qk) [Ogura 18]
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N-grams
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Sngram(oτ , i)

Sngram(oτ , i) = exp{α (logP (oτ |λi)− C)
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1: A
Recognition Ratio

( i ) 0.66116

2-gram 3-gram 4-gram
(ii) 0.70110 0.63499 0.55647

Recognition Ratio on Repeat Cycles
once 2 cycles 3 cycles 5 cycles 10 cycles

(iii) 0.66942 0.66942 0.66529 0.67493 0.66116
(iv) 0.61846 0.69697 0.70661 0.72727 0.71488

(iii) Not sequential

(iv) Our method

3.3 2

3.3.1 2

2

1

2

A

A 1

m1 m33

22

A 22

A 22

1 33

4

B

1 200 1

9
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B

A

2

3.3.2 A

1 (iii) (iv)

1 2

3 5 10 N-gram
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(b) MAPD-2
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(c) MAPD-3
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3 (iv) MAPD

( i )

2: B
Recognition Ratio

( i ) 0.67350

2-gram 3-gram 4-gram
(ii) 0.75300 0.76100 0.65150

Recognition Ratio on Repeat Cycles
once 2 cycles 3 cycles 5 cycles 10 cycles

(iv) 0.63450 0.76550 0.75850 0.75800 0.76600

3: (iv) MAPD

MAPD-1 MAPD-2 MAPD-3 MAPD-4
Sequence A 0.72727 0.67906 0.68182 0.67080
Sequence B 0.75800 0.75250 0.72350 0.77100

MAPD

MAPD

4.

2 2

5

10

MAPD

MAPD
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[Du 15] Du, Y., Wang, W., and Wang, L.: Hierarchical re-

current neural network for skeleton based action recog-

nition, IEEE Computer Society Conference on Com-

puter Vision and Pattern Recognition, pp.1110–1118,

(2015).

[Attamimi 14] Attamimi, M., Fadlil, M., Abe, K., Naka-

mura, T., Funakoshi, K., and Nagai, T.: Integration

of various concepts and grounding of word meanings

using multi-layered multimodal LDA for sentence gen-

eration, IEEE/RSJ International Conference on Intel-

ligent Robots and Systems, pp. 2194–2201, (2014).

[Ogura 18] , :

, 2018 32

, 1O1-03, (2018).
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A Study on Evaluation Model on Stroke Order Similarity

∗1
Ryosuke Fujii

∗1
Naoki Mori

∗1
Makoto Okada

∗1
Graduate School of Engineering, Osaka Prefecture University

Since sketch is one of the most important creation by human, analysis of sketch drawing process by artificial
intelligence is the essential topic. In this paper, we consider a computational model to evaluate the similarity of
stroke order. We have proposed CASOOK in order to realize communication between computers and humans.
In this research, we are trying to develop CASOOK-SR which is extended CASOOK adopting sketch-rnn. Since
evaluating stroke order similarity is a difficult problem, and there was only a method to evaluate the similarity of
stroke order by persons. In this paper, we define an objective comparable evaluation function on the similarity
of stroke order. In our experiment, the correlation coefficient between the function and the similarity evaluation
values by a person were 0.344 and 0.446. It is found that our calculation model is the same as human evaluation
when an image made from a stroke order matrix is similar to another.

1.

(Artificial In-

telligence : AI) AI

AI ,

AI

1 [Eitz 12]

Creative

Animating Sketchbook CASOOK [Ueno 15]

CASOOK

CASOOK

sketch-rnn [Ha 17]

Creative Animating Sketchbook with sketch-rnn

(CASOOK-SR)

CASOOK-SR

VSAPS

1

2

2.

2.1 CASOOK
,

,

.

: fujii@ss.cs.osakafu-u.ac.jp

2.2 CASOOK-SR
CASOOK

CASOOK-SR

sketch-rnn

2.3 Sketch-rnn
sketch-rnn

1 sketch-rnn

Variational Autoencoder (VAE) [Pu 17]

.

2.3.1 τ

sketch-rnn τ

τ 0

2.4 VSAPS
CASOOK

CASOOK-SR

Visual Search Automotive Production System (VSAPS)

VSAPS 2 1

VSAPS

VSAPS 2

(Convolutional Neural Network : CNN) [Simard 03]

VAE (Recurrent

Neural Network : RNN) [Jain 99] sketch-rnn

VSAPS

2 VSAPS
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1: sketch-rnn

2: VSAPS

3.

3.1
(1) U V 1

tU × 3

tV × 3 tU tV 3

sketch-rnn sketch-

rnn x y

Bool K

0 < K ≤ min(lU , lV ) lU
U lV

V

[Singhal 01]
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2

4.3 VSAPS
4.3.1

VSAPS

4.3 4.2

VSAPS

(1) 9

2.3

τ

11 τ

1: VSAPS
No.

1 2 0.8811

2 1 0.7270

3 1 0.9240

4 1 0.9517

5 3 0.9534

6 1 0.8996

7 1 0.8212

8 3 0.8385

9 1 0.8460

10 4 0.9810

12
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12 decode 4 10
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12:
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lach, H., Fergus, R., Vishwanathan, S., and Garnett, R.

eds., Advances in Neural Information Processing Systems

30, pp. 4236–4245, Curran Associates, Inc. (2017)
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cewicz, G., Bucciarelli, E., Giulioni, G., and Iqba, F. eds.,

Distributed Computing and Artificial Intelligence, 12th

International Conference, pp. 175–182, Cham (2015),

Springer International Publishing

4

The 33rd Annual Conference of the Japanese Society for Artificial Intelligence, 2019

2M5-J-10-04



Parallel residual adapter

Gesture Recognition by Multi-task Learning using Parallel Residual Adapters

∗1
Noeru Suzuki

∗2
Kosuke Kikui

∗3
Yuta Itoh

∗1
Hisashi Kashima

∗1
Makoto Yamada

∗1
Kyoto universiy

∗2
Keio University

∗2
Tokyo Institute of Technology

The photo reflective sensor (PRS) is a tiny distant-measurement module whilch is widely used in wearable user-
interface. A issue of such wearable PRS devices is the performance degradation when a user data is not included in
the training set (we call the inter-user setup). Moreover, the recognition accuracy also degrades when the same user
re-wears the device (we call the intra-user setup). In this paper, we introduce the multi-task learning algorithm
using the Parallel residual adapters as a method to perform additional training at high speed using a small amount
of additional data. In the experiments, we demonstrate the performance improvement particularly in intra-user
setup with the data of an actual PRS device.

1.

Photo reflective

sensor (PRS)

PRS

CPU

Parallel residual adapter

[Rebuffi 18]

(Parallel

residual adapter)

Parallel residual adapter

Parallel residual adapter

PRS Head Mounted Display (HMD)

(Inter-user)

(Intra-user)

: , suzuki.noeru.47c@st.kyoto-u.ac.jp

Inter-user

Intra-

user

PRS

2.

PRS Yamashita

PRS HMD

PRS

support vector machine (SVM)

[Yamashita 17] Kikui

fine-tuning CheekInput

[Yamashita 17]

63.26%

80.06%

68.96% 87.43%

[Kikui 18]

3.

X ⊂ R
S×F (S

F ) Y
Ds = {(X(s)

i , y
(s)
i )|X(s)

i ∈
X , y

(s)
i ∈ Y}Ns

i=1 H : X → Y

Dt = {(X(t)
i , y

(t)
i )|X(t)

i ∈ X , y
(t)
i ∈ Y}Nt
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Nt � Ns
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Dt

• Ds

( Inter-user )

• Ds

( Intra-user

)

4.

4.1 Convolutional Neural Network
Convolutional Neural

Network (CNN) CNN

pooling

pooling

pooling

CNN pooling

max-pooling (

max-pooling )

4.2 Parallel residual adapters
Rebuffi

Parallel residual adapter

[Rebuffi 18]

Parallel residual

adapter

Parallel residual adapter

1× 1

q = f ∗ p+ diag(A) ∗ p

p q max-pooling

f ∗
C

D Parallel residual adapter

A ∈ R
C×D diag

f ∈ R
L×L×C×D(f L× L)

diag : RC×D → R
L×L×C×D diag(A) (u, v, i, j)

[diag(A)]uvij A (i, j) Aij

[diag(A)]uvij =

{
Aij (u = v = (L+ 1)/2)

0 (otherwise)

f A

Parallel residual adapter
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Ds A f

Dt f Dt

A

Parallel residual adapter A

CNN

Parallel residual adapter
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Ds
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10 180

diag(A)
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q = f ∗ p+mp(A ∗ p)

A Inter-

user Ds

Intra-user Ds Dt
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5.1
Kikui [Kikui 18]

CheekInput [Yamashita 17]
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1: 4 [Kikui 18]

1:

Ds Dt

Inter-user 4 2

Intra-user 6 1 6 2

3.

Inter-user 6 4
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Dt Dt
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Inter-user 1 2
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4 1
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5.2.4 CNN(fine-tuning)

Kikui [Kikui 18] Parallel
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Dt CNN
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5.3
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2: Inter-user
Dt

5 10 20 30 40 50 60 (s/user)

CNN(Ds) 0.805 - - - - - - - -

CNN(Dt) - 0.517 0.630 0.710 0.764 0.840 0.762 0.843 3.928

CNN(Ds +Dt) - 0.811 0.855 0.897 0.913 0.926 0.932 0.952 125.370

CNN(fine-tuning) - 0.731 0.809 0.843 0.907 0.920 0.921 0.906 3.881

PRA - 0.761 0.777 0.856 0.841 0.874 0.881 0.885 5.737

3: Intra-user
Dt

5 10 20 30 40 50 60 (s/user)

CNN(Ds) 0.955 - - - - - - - -

CNN(Dt) - 0.629 0.755 0.844 0.890 0.873 0.906 0.906 3.984

CNN(Ds +Dt) - 0.969 0.962 0.981 0.986 0.984 0.972 0.991 98.641

CNN(fine-tuning) - 0.878 0.914 0.943 0.933 0.948 0.963 0.969 3.792

PRA( ) 0.938 - - - - - - - -

PRA( ) - 0.916 0.917 0.928 0.936 0.956 0.955 0.964 6.209

PRA( ) - 0.960 0.972 0.976 0.974 0.976 0.976 0.979 5.309

ual adapter

Intra-user

CNN(fine-tuning)

PRA

Parallel residual adapter

Intra-user PRA Inter-user

Parallel residual adapter

5.3

CNN(Ds +Dt)

Inter-user Intra-user

CNN(fine-tuning)

CNN(fine-tuning)

Dt

Dt

6.

PRS

Parallel residual adapter

(Inter-user)

(Intra-user)

Intra-user

Inter-user

Parallel residual adapter A

A

Parallel residual adapter

Parallel residual adapter

diag max-pooling

7.

[Yamashita 17] Yamashita, K., Kikuchi, T., Masai, K.,

Sugimoto, M., Thomas, B. and Sugiura, Y.: Cheek-

Input: Turning your cheek into an input surface by

embedded optical sensors on a head-mounted display,

Proceedings - VRST 2017, Vol. Part F131944, Associ-

ation for Computing Machinery (2017).

[Rebuffi 18] Rebuffi, S., Bilen, H. and Vedaldi, A.: Effi-

cient parametrization of multi-domain deep neural net-

works, CoRR, Vol. abs/1803.10082 (2018).

[Kikui 18] Kikui, K., Itoh, Y., Yamada, M., Sugiura,
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ceedings of the 2018 ACM International Symposium
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(2018).
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Promotion of unmanned stores through automatic AI accounting 
〇kanae matsuo1, kana kawatani1, tomoki ishida1, ruriko tsubota1 （1. doshisha

university） 

 1:20 PM -  1:40 PM   

A Context-Aware Recommender System for AR-based Shopping
Support 
〇Rikiya Ando1, Eishun Ito1, Tadachika Ozono1, Toramatsu Shintani1 （1. Nagoya Institute

of Technology） 

 1:40 PM -  2:00 PM   

Discrepancy prediction between the results purchase and pre-
listening of the face-to-face sales 
〇Takumi Uchida1,2, Kenichi Yoshida2 （1. Recruit Communications Co., Ltd., 2.

University of Tsukuba Graduate School） 
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AI  
 

 

 

tomoki ishida, kanano kasatani,    

ririka tsubota, kanae matsuo, yuki mamiya 

 

 
 

Satoshi taguchi seminar ,The department of commercial science ,Doshisha university 

 

Abstract 

 
 

AI  
AI   

The purpose of this paper is to promote the increase of unmanned stores in order to eliminate the labor shortage resulting                     
from the decline of the working-age population in Japan. Although there are many unmanned stores operating in the world,                   
there are almost no unmanned stores in Japan. In the world, unmanned sales are mainly performed at stores that sell                    
low-priced products, but it is based on the fact that AI does not need clerks in automatic accounting by AI if it is a low-priced                         
product. I felt it was a question. Therefore, I thought that it would be necessary for conversation skills to be accepted by AI at                        
high-price stores. 

AI 
AI 

 

As a result, it was thought that conversation was not a very important factor that people would like to do when shopping,                      
and that the current technology could provide a service that fully met the needs of customers. On the other hand, there is also                       
an aspect that people can not accept the technology of AI. As the reason, I thought that “insufficient knowledge of AI”, “loss                      
aversion”, and “status maintenance bias” were working. 
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AR

A Context-Aware Recommender System for AR-based Shopping Support

∗1
Rikiya Ando

∗1
Eishun Ito

∗1
Tadachika Ozono

∗1
Toramatsu Shintani

∗1
Department of Computer Science, Graduate School of Engineering, Nagoya Institute of Technology

AR (Augmented Reality) technologies enable us to support shopping in the real world by presenting relevant
information about recognized objects. When acquiring related information of objects, it is insufficient to simply
search for images or characters related to the objects. It is necessary to select an appropriate information source
from multiple dedicated information sources according to the context. Regarding the selection of information
source, a selective meta search engine can be used. In this research, we aim to realize a new selective meta search
engine considering the context in the real world to take advantage of AR technologies through a development of
an AR-based shopping support system. This paper discusses a design of the selective meta search engine for AR
applications.

1.

AR(Augmented Reality)

[1] AR

AR

AR

AR

2. AR

Wedge Wedge
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Wedge AR
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QR

QR
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Wedge AR Poster

AR Poster Wedge AR
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1:

AR

4.

1

AR

Wedge Wedge

2

2: AR

AR Poster

1

Web

Web

5.

AR

[1] , , , ”

”,

17 3 , pp.285-292, 2002.

[2] , , , ”Piepple:

”, FIT2018,

2 , pp.31-34, 2018.
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Discrepancy prediction between the results purchase and pre-listening of the face-to-face sales

∗1∗2
Takumi Uchida

∗2
Kenichi Yoshida

∗1
Recruit Communications Co., Ltd.

∗1∗2
University of Tsukuba Graduate School of Business Sciences

It is difficult to interview real hope from customer through face-to-face consultation. For example, when customers
try to purchase houses, even if they explain their hope to the sales staffs, they frequently purchase houses which are
different from what they explain before. In other words, getting real hope of customer from face-to-face consultation
is a difficult task. As the result, sales staff cannot offer satisfactory houses and lose their customers. In this study,
we conducted a questionnaire on customers who bought house to see the relationship between pre-lisning results
from them and their actual purchases.

1.

1)

2)

1.1
1

( 1,2,3)

1.2

: , ,

104-0054 1-13-1

1:

m

[ , , ...]

[ , , ]

[ , , , ...]
18 5

[ , , ...]
24 3

[ , , ...]

50 5

Gradient Boosting Tree

2

2.

1 330

1

3.

1, 2, 3
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1:

2:

3:

4.

10-hold MAE

A

B +

C + +

D + +

E + +

F

, [Breiman 84], [Breiman 01],

GradientBoostingTree[Friedman 01],

[Hinton 89]

0 1

[scikit-learn]

L2 1

F

330

[pytorch] 20 Relu

2

B [

, ]

E [

, , ] GradientBoostingTree

C [ , , ]

2

[scikit-learn] Lars Buitinck, et al.: API design for machine

learning software: experiences from the scikit-learn

project, 2013.
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2: 10hold ( 0 1 )

/ A) B) A C) B+ D) B+ E) B+ F)

01.LinearRegression 0.108 0.108 0.111 0.116 0.117 0.130

02.RegressionTree 0.109 0.118 0.144 0.146 0.134 0.167

03.RandomForest 0.109 0.114 0.117 0.118 0.118 0.118

04.GradientBoostingTree 0.110 0.112 0.114 0.111 *0.107 0.112

05.MultiNNet 0.116 0.121 0.117 0.118 0.115 0.117

01.LinearRegression 0.110 *0.105 0.111 0.107 0.116 0.122

02.RegressionTree 0.111 0.112 0.143 0.143 0.139 0.160

03.RandomForest 0.111 0.109 0.119 0.116 0.113 0.116

04.GradientBoostingTree 0.109 0.107 0.109 0.108 0.116 0.114

05.MultiNNet 0.116 0.109 0.105 0.106 0.110 0.109

01.LinearRegression 0.195 0.198 *0.191 0.203 0.208 0.213

02.RegressionTree 0.203 0.215 0.255 0.279 0.244 0.246

03.RandomForest 0.200 0.217 0.209 0.224 0.193 0.197

04.GradientBoostingTree 0.197 0.204 0.196 0.203 0.203 0.199

05.MultiNNet 0.196 0.195 0.193 0.194 0.192 0.193

[pytorch] Paszke, et al.: API Automatic differentiation in

PyTorch.(2017)

[Breiman 84] L. Breiman, J. Friedman, R. Olshen, and

C. Stone, Classification and Regression Trees ,

Wadsworth, Belmont, CA, 1984.

[Breiman 01] L. Breiman, Random Forests , Machine

Learning, 45(1), 5-32, 2001.

[Hinton 89] Hinton, Geoffrey E. Connectionist learning

procedures. Artificial intelligence 40.1 (1989): 185-

234.

[Friedman 01] J. Friedman, Greedy Function Approxima-

tion: A Gradient Boosting Machine, The Annals of

Statistics, Vol. 29, No. 5, (2001).
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Verification of Consumer Behavior Model Focusing on Point System

∗1
Yuya Ieiri

∗2
Yuu Nakajima

∗1
Reiko Hishiyama

∗1
Graduate School of Creative Science and Engineering, Waseda University

∗2
Faculty of Science, Department of Information Science, Toho University

Today, when the point system is sufficiently spread, it is very important to clarify how customers’ behavior
changes by giving points when each store makes decisions. Therefore, in this research, in order to predict consumer
behavior in considering point system, we propose a consumer behavior model considering point system. Then we
try to verify the validity of the proposed model by comparing the actual data with the predicted value of the
proposed model, and consider the change in consumer behavior due to the difference in point granting method. As
a result, it can be shown that the proposed model is valid considering the incentive effect by point granting method
based on the discount rate. Furthermore, considering the incentive effect by point granting method based on the
discount amount, we are able to confirm the tendency to visit stores that do not cost in time when customers use
stores.

1.

[ 11][ 15]

2.

[ 11]

[ 11]

:

3-4-1 DC1

ieyuharu@ruri.waseda.jp

Tanaka

[Tanaka 13]

3.

3

Thomas [Thomas 09] c

s o P (o, c, s)

P (o, c, s) =
exp(μ · Vo,c,s)∑|O|
o=1 exp(μ · Vo,c,s)

μ Vo,c,s s

c o O o

s c o

Vo,c

Vo,c =

|K|∑
k=1

βk,c ·Xo,k,c

k K

βk,c c k

Xo,k,c c o k

[ 11]

[Huff 75] Vo,c
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c o

Vo,c

Vo,c k

Positive Elements

P Negative Elements

N

c o k

5 1-5 Xo,k,c

c o

Xo,po,c c 5

Xo,k,c 1 ≤ Xo,k,c ≤ 5

Xo,po,c 1 ≤ Xo,po,c

Xo,po,c

βk,c βk,c c

k

k P N k

c Lc

k

c Mc,k

c Mc,po

Mc,k = {c | k ∈ Lc}
c k

Wc,k βk,c

Wc,k =

⎧⎪⎪⎨
⎪⎪⎩

|Mc,k|∑
k∈P |Mc,k|+|Mc,po| (if k ∈ P )

|Mc,k|∑
k∈N |Mc,k| (if k ∈ N)

c

Wc,po

Wc,po =
|Mc,po|∑

k∈P |Mc,k|+ |Mc,po|
Vo,c Baseo,c

Baseo,c =
∑
k∈P

Wc,k ·Xo,k,c −
∑
k∈N

Wc,k ·Xo,k,c

P (o, c, s) =
exp(μ · Vo,c,s)∑|O|
o=1 exp(μ · Vo,c,s)

Vo,c = Baseo,c +Wc,po ·Xo,po,c

4.

o c s

c

s o
∗1

c s

P (o) =
exp(μ · Vo)∑|O|
o=1 exp(μ · Vo)

Vo = Baseo +Wpo ·Xo,po

Baseo =
∑
k∈P

Wk ·Xo,k −
∑
k∈N

Wk ·Xo,k

k Ieiri [Ieiri 18] 6

6 P = {k | k = 1, 2, 3}
N = {k | k = 4, 5, 6}

k = 1

k = 2

k = 3

k = 4

k = 5

k = 6

14

45

Wk Wpo 17

Xo,k

14
∗2

MyShop [Ieiri 18]
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Vo

∗1
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1:

1 3 0

2 15 3

3 18 8

4 9 4

5 0 0

6 0 2

7 4 14

8 27 0

9 7 0

10 65 1

11 32 0

12 0 0

13 9 12

14 97 8

286 52

Xo,po o

Xo,po 5

5

65 312

14

52

286 1

5.

Wk Xo,k 4.

μ 0 1 0.05

30 30

1: μ

2: μ

14 286

n = 286

μ 0 1 0.05

1 μ =

0.9 0.84

1%

14

52

n = 52 μ 0 1

0.05 2

μ

14

3

1 3

3,7,13,14
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3:

4: μ

14 3,7,13,14

14

52

n = 52 μ 0 1

0.05

4 μ = 0.1

0.73

1%

6.
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29

[ 11]
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Vol.26, No.1, pp.190-198 (2011).

[ 11]
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and Computing, Vol.172, pp.481-491 (2013).
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Vol.46, No.3, pp.427-432

(2011).
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Denoising autoencoder-based modification method for RRI data with
premature atrial contraction 
〇Shota Miyatani1, Koichi Fujiwara2, Manabu Kano1 （1. Kyoto University, 2. Nagoya

University） 

 1:20 PM -  1:40 PM   

Character-level Text Generations with Attention for Chest X-ray
Diagnosis 
〇Kenya Sakka1, Kotaro Nakayama1,2, Nisei Kimura1, Taiki Inoue1, Ryohei Yamaguchi1,

Yoshimasa Kawazoe1, Kazuhiko Ohe1, Yutaka Matsuo1 （1. The University of Tokyo, 2.

NABLAS Inc.） 

 1:40 PM -  2:00 PM   

Detecting patient mix-up on blood samples with machine learning 
〇Tomohiro Mitani1, Shunsuke Doi2, Shinichiroh Yokota2, Takeshi Imai1, Kazuhiko Ohe1,2

（1. Graduate School of Medicine, The University of Tokyo, 2. The University of Tokyo

Hospital） 

 2:00 PM -  2:20 PM   



Denoising autoencoder
RR

Denoising autoencoder-based modification method for
RRI data with premature atrial contraction

∗1
Shota MIYATANI

∗2
Koichi FUJIWARA

∗1
Manabu KANO

∗1
Kyoto University

∗2
Nagoya University

The fluctuation of an RR interval (RRI) on an electrocardiogram (ECG) is called heart rate variability (HRV).
Since HRV reflects the activities of the autonomous nervous system, HRV analysis has been used for health moni-
toring systems. However, the performance of health monitoring systems using HRV features is easily deteriorated
by arrhythmias. The present work focuses on premature atrial contraction (PAC) that many healthy people have.
To modify RRI data with PAC, the present work proposes a new method based on a denoising autoencoder (DAE),
referred to as DAE-based RRI modification (DAE-RM). The proposed method aims to correct the disturbed RRI
data by regarding PAC as artifacts. The performance of DAE-RM was evaluated by its application to RRI data
which contains artificial PAC (PAC-RRI). The result showed that DAE-RM successfully modified PAC-RRI data.
The root means squared error (RMSE) of the modified RRI was improved by 27.4% from the PAC-RRI. The
proposed DAE-RM has potential for realizing precise health monitoring systems which use HRV analysis.

1.

(electrocardiogram; ECG)

R R R RR (RR

interval; RRI) RRI

(heart rate variability; HRV) HRV

HRV

HRV

[1] RRI

[2]

[3]

[4]

RRI HRV

R

ECG R

HRV

(premature ventricular contraction;

PVC) [5]

PVC (premature

atrial contraction; PAC) [6] PAC

RRI LS

HRV

[7] HRV

HRV

HRV

PAC RRI

: 464-8602

fujiwara.koichi@material.nagoya-
u.ac.jp

denoising autoencoder (DAE)

DAE-based RRI modification (DAE-RM)

RRI

PAC DAE-RM

2.

HRV

[1] PAC PAC HRV

2.1
RRI

• meanNN : RRI

• SDNN : RRI

• Total Power (TP) : RRI

• RMSSD: RRI 2

• NN50 : RRI 50 ms

2.2
RRI

(power spectrum density; PSD)

RRI

Fourier

• LF : PSD (0.04-0.15 Hz)

• HF : PSD (0.15-0.40 Hz)

• LF/HF : HF LF
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Time [ms]0 5000

PAC

short normal

1: PAC ECG

PVC

Time [ms]0 5000

short long

2: PVC ECG

2.3

PAC [8] PAC ECG

1 PAC RRI

PVC ECG 2 1 2

RRI

PVC RRI

PAC RRI

David 50 1742

ECG 1 PAC

18 [6]

1 PAC

PAC RRI RRI

HRV 3 PAC

RRI (PAC-RRI)

SDNN LF/HF

RRI PAC-RRI

PAC

PAC

HRV

PAC HRV

HRV

3. RRI

PAC-RRI

denoising autoencoder (DAE)

3.1 Denoising autoencoder
Autoencoder (AE)

[9] AE

AE (principal

component analysis; PCA)

DAE AE DAE

[10]

DAE

3.2 DAE-based RRI modification
PAC RRI

DAE PAC

DAE

DAE-based RRI modification (DAE-RM)

DAE-RM Algorithm 1

DAE RRI

3 first-in-first-out (FIFO)

RRI RRI PAC

5-16 DAE

5-7 DAE RRI

xs T PAC RRI

T = 2 PAC

P DAE T

P DAE DAE

PAC RRI

9 DAE xs 11

xs

12

15 xs D

4.

PAC RRI

DAE-RM

100 280

35

44

100 280

1

2.2 PAC
original

Time [s] Time [s]

3: PAC HRV : SDNN( )

LF/HF( )
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Algorithm 1 DAE-RM

1: while do

2: Collect the newly measured tth RRI xt.

3: Store xt to the buffer in the FIFO manner.

4: if PAC detection then

5: Wait the next t+1th to t+T+P−1th RRI xt+1, · · ·,
xt+T−1, · · ·, xt+T+P−1.

6: Extract the previous P RRI xt−P , · · · , xt−1 from

the buffer.

7: Construct the RRI subsequence to be modified:

xs = [xt−P , · · · , xt, · · · , xt+T−1, · · · , xt+T+P−1].

8: Calculate the mean of xs, x̄s.

9: xs = xs − x̄s.

10: Get the modified RRI subsequence x̂s by inputting

xs to the trained DAE.

11: x̂s = x̂s + x̄s.

12: d =
∑

x̂s −
∑

xs.

13: Replace xs to x̂s.

14: Construct the RRI subsequence to be compen-

sated:

xD = [xt+T+P , · · · , xt+T+P+D−1].

15: xD = xD − (d/D)1D.

16: else

17: Wait until the next RRI data xt+1 is measured.

18: end if

19: end while

4.1
PhysioNet

(normal sinus rhythm database; NSRDB) [11]

NSRDB 18 ECG RRI

A - R 26 45

5 33.8 7.7 20 50

13 35.8 7.7

RRI

DAE-RM

18 RRI 166

375 PAC

4.2 DAE
DAE A

Rectified Linear

Unit (ReLU) DAE

B-F DAE

4 2

Algorithm 1 T = 2 P = 1

4.3 RRI
G-R DAE-

RM PAC-RRI DAE-

RM

10

4 DAE-RM M

4: M HRV

RRI PAC-RRI PAC-RRI

DAE-RM RRI

DAE-RM RRI RRI

RRI

PAC-RRI (root mean squared

error; RMSE) RRI RRI

RMSE 27.4 % HRV

RMSE meanNN: 0.1%, SDNN: 24.8%,

TP: 22.7%, RMSSD: 70.8%, NN50: 34.0%, LF: 22.7%, HF:

28.2%, LF/HF: 30.0% PAC HRV

DAE-RM

4.4
DAE RRI

partial least squares (PLS) locally weighted PLS

(LW-PLS) PLS

[12] LW-PLS PLS

PLS

[13]

DAE-RM PLS LW-PLS RRI

5 RRI HRV RMSE

PVC DAE

PAC PLS

[5] PAC PVC

RRI PVC 2

PAC 1

DAE 1

5.

DAE PAC RRI

PVC RRI

DAE [5] PAC

PLS

PAC PVC
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5: RRI HRV RMSE

DAE

PAC PVC R

RRI
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Character-level Text Generations with Attention for Chest X-ray Diagnosis 
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Graduate School of Frontier Sciences, The University of Tokyo         Graduate School of Engineering, The University of Tokyo  

*3 NABLAS                                                        *4  
NABLAS Inc.                                                   Graduate School pf Pharmaceutical Sciences, The University of Tokyo  

*5                    *6  
Graduate School of Medicine, The University of Tokyo                    The University of Tokyo Hospital 

 
 

Medical images are widely used in clinical practice for diagnosis and treatment, and much time is spent on diagnosis. Therefore, research 
to automatically generate cases from medical images has been actively conducted in recent years. However, it is difficult to judge the case 
as a classification problem because there are orthographic variants in the case written in the medical certificate. 

In this paper, we aimed to automatically generate character-level cases in order to cope with orthographic variants on chest X-ray 
images. In addition, the interpretability of the result was improved by introducing an attention mechanism. As a result, it was confirmed 
cases with features such as position information were generated, and the effectiveness of character-level approach was shown in text 
generation of medical images. 
 

X
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Advantages of 3D-ResNet in Cerebral Aneurysm Detection using MRA
Images 
〇Terasaki Yuki1, Hajime Yokota2, Hiroki Mukai2, Shoma Yamauchi2, Ryuna Kurosawa3, Joji
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Cerebral aneurysms are the preliminary stage of serious diseases such as subarachnoid hemorrhage, and it is
required to discover them as early as possible in advance. Several studies to automatically detect cerebral aneurysms
from MRA images have been proposed, and recently aneurysm detection using CNN has been also extensively
undertaken. In some previous studies, two-dimensional images applied the maximum intensity projection (MIP)
method to the MRA images were used as input to the CNN. In this study, we take three-dimensional voxels as
input for ResNet-based CNN to detect cerebral aneurysms, and compare its sensitivity with conventional 2D-input
network. As results of some experiments, we found that our 3D-input network can archive higher advantages in its
sensitivity over the 2D-input network.
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Classification of esophageal cancer CT images using deep learning
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The prognosis of esophageal cancer is poor, because esophageal tumor can easily penetrate the esophageal wall and
directly invade the surrounding organs, in addition to its high malignancy.Therefore, in this study, by performing
image recognition learning a CT image of a patient diagnosed as esophageal cancer in the past with a convolution
neural network (CNN) and a recurrent neural network (LSTM), it is aimed to construct a system for discriminating
the presence or absence of cancer from a new CT image. As a result, we succeeded in a classification model of
esophageal cancer using CNN and LSTM, and it to classify with more than 80% accuracy.
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心拍変動解析とオートエンコーダによるてんかん発作予知
アルゴリズムの開発

Development of Epileptic Seizure Prediction Algorithm by Combining
Heart Rate Variability Analysis and Autoencorder
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Epileptic seizures should be predicted before their onsets to avoid injuries or accidents of patients. The RR
interval (RRI) fluctuation in an electrocardiogram (ECG), called heart rate variability (HRV), is a well-known
phenomenon which reflects the autonomic nervous function, and changes in HRV in preictal phase have been
reported. We developed an epileptic seizure prediction algorithm by combining HRV analysis and an anomaly
detection technique. This work adopted autoencoder for anomaly detection. The application result to clinical
data collected from 66 patients with focal epilepsy showed that the average sensitivity was 75.3%, and the average
false positive rate was about 2.49 times per hour, which was worse than a previous report. However, the proposed
algorithm functioned well for almost all patients, and did not apply for specific a few patients. The future work
will clarify in which types of patients the epileptic seizure prediction algorithm does not function.

1. はじめに
てんかんとは，大脳ニューロンの過剰な放電に由来する反

復性の発作を特徴とする慢性の脳疾患である．てんかん患者
は全国に約 100万人おり，このうち 30%以上のてんかん患者
は，抗てんかん薬を服薬しても，てんかん発作を抑制できない
難治性てんかんを患っている [1]．てんかん発作を発作起始前
に予知できれば，即効性抗てんかん薬や迷走神経刺激療法を用
いた発作抑制あるいは軽減ができると期待される．これによ
り，てんかん発作に伴う重大な事故や怪我が予防できるため，
難治性てんかん患者の生活の質 (quality of life; QoL) の改善
が期待できる [2]．このように発作予知に基づいて発作起始の
前に介入をすることで，発作を抑制または軽減する治療法を
Closed-Loopてんかんケアと呼ぶ．
脳波 (electroencephalogram; EEG) を用いたてんかん発作

予測は，これまでも試みられてきた [3, 4]．しかし，EEGは
アーチファクトに弱く，その測定のために身体の動きは制限
されてしまうために日常的に用いることは難しい．てんかん
患者の約 80%は長時間 EEG 電極をつけたくないとする報告
もある [5]．一方，心拍パターン変化は，ウェアラブルデバイ
スなどを用いることで容易に測定できる [6].焦点性発作では，
臨床上のてんかん発作が起始する前に，てんかん発作に伴って
発生するてんかん放電が自律神経系を支配する脳幹に影響を
与え，その影響が心拍パターン変化として表れるという報告
[7, 8] がなされている．これに基づき Fujiwara らは，心拍変
動（heart rate variability; HRV）解析と異常検出手法のひと
つである多変量統計的プロセス管理 (multivariate statistical

process control; MSPC) とを用いた，覚醒時てんかん患者の
てんかん発作予測アルゴリズムを開発した [9]．
難治性てんかん患者は，発作予測技術を用いても予測できな

い発作を恐れているという報告がある [5, 10]．また，Closed-

連絡先:藤原幸一，名古屋大学工学研究科物質プロセス工学専攻，
名古屋市千種区不老町，fujiwara.koichi@material.nagoya-
u.ac.jp

0 4000
time [ms]

RR IntervalR wave

図 1: 典型的な ECG波形

Loopてんかんケアにおいては，偽アラームによる投薬や神経
刺激などの患者への不必要な介入は好ましくない．そのため，
包括的なてんかんケア実現には，よりてんかん発作の予知精度
を改善していく必要がある．
そこで本研究では，HRV解析と autoencoder (AE) とを用

いた，新たなてんかん発作予測アルゴリズムを提案する．さ
らに，従来法である MSPC，One-class サポートベクターマ
シーン (One-class support vector machine; OCSVM)および
Local outlier factor (LOF) による発作予測アルゴリズムと，
提案法による発作予測精度を臨床データを用いて比較する．

2. 心拍変動解析
本節では，HRV解析 [11]について紹介する．

2.1 RR間隔
典型的な ECG波形を図 1に示す．ECG波形はいくつかの

ピークから構成されているが，最も高いピークを R波と呼び，
R波と次の R波の間隔 [ms] を RR間隔（RRI）という．

2.2 時間領域指標
時間領域指標は，RRIデータより直接計算できる．

• meanNN: RRIの平均値．

1
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• SDNN: RRIの標準偏差．

• RMSSD: 隣接する RRIの差の根平均二乗．

• Total power: RRIの分散．

• NN50: ある時間内に隣接する RRI の差が 50 msec を
超えるペアの個数．

2.3 周波数領域指標
RRIデータは等間隔に取得されていないため，そのまま周波

数領域指標を計算することは難しい．そこで，スプラインなど
を用いてRRIデータを補間し，等間隔にデータをリサンプリン
グする．周波数領域指標は，リサンプリングされた RRIデー
タのパワースペクトル密度（power spectrum density; PSD）
より求めることができる．ここで，RRIデータの PSDの計算
には，Fourier変換または自己回帰（autto regression; AR）モ
デルを用いることができる．

• LF: PSDの低周波領域（0.04Hz - 0.15Hz）のパワー．交
感神経活動を反映しているとされる．

• HF: PSDの高周波領域（0.15Hz - 0.4Hz）のパワー．副
交感神経活動を反映しているとされる．

• LF/HF: LFと HFの比． 交感神経活動と副交感神経活
動のバランスを表す．

医学的な HRV解析ガイドラインでは，周波数解析を正確に行
うには，RRIデータを少なくとも 2分間計測すること，および
ECG サンプリング周波数は 200Hz 以上とすることが推奨さ
れている [11]．本研究では周波数領域指標の算出のため，RRI

の補間には 3次スプラインを用い，ARモデルにて PSDを計
算した．時間窓は 3分とした．

3. HRVデータによるてんかん発作予知
てんかん発作予知では，発作のない期間（発作間欠期）の

データを正常データとして，異常データは発作前後の期間（発
作周辺期）のデータとなるが，てんかん患者からモデル構築
に十分な量の発作周辺期データを収集するのは容易ではない．
その一方で，てんかん患者の発作間欠期データや健常者データ
は，発作周辺期データと比較して容易に収集できる．
このような問題は，正常データに混入している一部の異常な

データを検出する異常検出というタスクとして考えることが
できる．異常検出の場合は，正常なデータがあればモデルが構
築できるため，発作などの異常データを大量に収集しなくても
よい．異常検知アルゴリズムは任意のものを使用できるが，本
研究ではこれまでに，発作予知モデル構築に多変量統計的プロ
セス管理（multivariate statistical process control; MSPC），
one class support vector Machine (OCSVM)，local outlier

factor (LOF) ，オートエンコーダ（AE）などを適用，比較
した．
本稿では，AEを用いた発作予知モデル構築について述べる．

3.1 autoencoder
AEとは，学習データのみを用いて，入力と等しい出力が得

られるように学習させるニューラルネットワークの一種であ
る．Figure 2に AEの概念を示す．Figure 2で x1, · · · , x4 は
入力変数，x̂1, · · · , x̂4 は出力変数であり，図中の丸をユニット
と呼ぶ．各ユニットでは，複数の入力の線形和にバイアスと呼

…
…

…
…

…
…

input layer

…
…

hidden layer output layer

図 2: Autoencoder

ばれる定数を加え，さらに活性化関数を作用させることで出力
が得られる．
学習プロセスでは出力を入力値に近づけるように，コスト関

数の最小化を目指す．コスト関数を最小にする重みとバイアス
は，確率的勾配降下法によって求める．本研究では，以下の式
(1)で表される変形された平均二乗誤差関数をコスト関数とし
て採用している．

E =
1

K

K∑

k=1

‖xk − x̂(xk)‖2 + λ× Ωw + β × Ωs (1)

ただし，K はサンプル数，xk と x̂(xk)はそれぞれ k (1 ≤ k ≤
K)番目のサンプルの入力変数ベクトル，対応する出力変数ベ
クトルである．λ，β はそれぞれ L2 正則化項，スパース正則
化項の係数である．コスト関数にスパース正則化項を追加する
ことで，隠れ層からの出力のスパース性に制約を課すことがで
きる．しかし，重み w

(1)
ij の値を大きく，z

(1)
i の値を小さくす

ることで，スパース正則化項は小さくできる [17]．そのため，
L2 正則化項をコスト関数に追加することで，重みが過度に大
きくなることを防いでいる．
AEは入力とできるだけ近い出力を得るモデルであるから，

入力と出力の誤差が著しく大きくなったときは，学習させた入
出力間の関係が変化したと考えられる．すなわち，AEではそ
のような変化を異常として検出できる．本研究では，再構築誤
差 RE として入力と出力の誤差の L1 ノルムを採用し，RE が
予め定められた管理限界を超過したときに異常が発生したとみ
なす．

RE = ||x̂− x||1 =

K∑

k=1

|x− xk| (2)

3.2 発作予知アルゴリズム
HRV解析と AEを組み合わせることで，てんかん患者の自

律神経機能を監視する．Algorithm 1 に，モデル構築手順を

Algorithm 1 AEによる発作予知モデル構築
1: i番目のてんかん患者 (i = 1, · · · , I)の発作間欠期に採取
した RRIデータ yi より HRV指標 X̃{i} を計算する．

2: X̃{1}, · · · , X̃{I} をひとつの行列 X̃ にマージする．
3: X̃ を適切に標準化し，標準化後の行列をX とおく．
4: AEの学習を行う．
5: 患者ごとに適切な RE の管理限界 RE を決定する．
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Algorithm 2 HRVによるモニタリング
1: τ [0] ←− 0，C[0] ←− N と設定する．
2: while do

3: センサより t番目 RRI y[t]を取得する．
4: HRV指標 x̃[t]を算出する．
5: x̃[t]を標準化し，これを x[t]とする．
6: AEを適用し，式 (2)より再構築誤差 RE[t]を求める．
7: if (RE[t] > RE) ∧ (C[t− 1] = N ))

∨((RE[t] ≤ RE) ∧ (C[t− 1] = A)) then

8: τ [t] = τ [t− 1] + y[t].

9: else

10: τ [t] = 0.

11: end if

12: if τ [t] ≥ τ then

13: C[t] = ¬ C[t− 1] and τ [t] = 0.

14: end if

15: t+1番目の RRIデータ y[t+1]が取得されるまで待機
する．

16: end while

示す．y{i} は i番目の患者の発作間欠期に採取した RRIデー
タである．そして RRIデータから 2節に記載の HRV解析手
法を用いて HRV指標 X̃{i} を算出し，それらを I 人分集めて
AEを学習させる．HRV指標には個人差が存在するため，そ
れぞれの患者に適した管理限界を設定する必要がある．
発作予知は，Algorithm 2 の手順で実施される．ここで，

y[t] ∈ 	はセンサで取得された t番目の RRIである．τ はカ
ウンタ， C は 2値の状態 C = {N ,A}であり，N，Aはそれ
ぞれ正常と異常を表す．すなわち，¬N = Aであり，本アル
ゴリズムでは予め定めた時間 τ 以上連続して再構築誤差 RE

が管理限界 RE を超過しない限り，状態 C は A に遷移しな
いものとする．これはアーチファクトが ECGに混入すると，
RE が大きく変動するためである．最終的に HRVデータより
異常が検出されると，患者に通知される．

4. 臨床データへの適用
東京医科歯科大学病院，東北大学病院，国立精神・神経医療

研究センター，大阪大学病院，東京大学病院，奈良医療センタ
におけるてんかん外科手術の術前検査時に，局在関連てんかん
患者の発作間欠期および発作周辺期 RRI データを収集した．
また，一部，ヨーロッパてんかんデータベースからもデータを
収集した [20]．本臨床データ収集および解析は，東京医科歯
科大学倫理委員会ほか各施設において倫理委員会の承認を受
けて行った．ビデオ脳波モニタリングシステム（日本光電製
Neurofax EEG-1200）を用いて，てんかん患者の発作ビデオ，
ECG，EEGデータを記録した．これらの検査はシールドルー
ムにて実施した．アーチファクト混入など解析に適さない区
間のデータを除外した上で，EEGデータと発作ビデオに基づ
いて，日本てんかん学会認定医 2 名が発作起始時刻を正確に
同定した．次に発作起始前 15 分から発作起始後 5 分の計 20

分の ECGデータを，発作周辺期 ECGデータとして切り出し
た．一方，発作予知アルゴリズム構築のために，発作間欠期に
記録された ECGデータをいくつか切り出し発作間欠期 ECG

データとした．
最終的にてんかん患者 66名（男性 45名，女性 21名，年齢

13-67歳）より合計約 270時間分のデータを収集し，44名の
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AUC = 0.92

図 3: ROC curve for all patients

患者から 85回の発作が記録された．収集された ECGデータ
より R波を検出して RRIを計算，さらにHRV指標を求めた．
約 78時間分の発作間欠期データを学習データとして，AEを
用いた発作予知を試みた．ここで中間層は 6層とし，ハイパー
パラメータは ρ = 0.0033，λ = 0.0022，β = 0.97とした．中
間層，出力層における活性化関数はそれぞれ，ロジスティック
シグモイド関数，線形関数とした．
この結果，全患者平均で感度は 75.3%，擬陽性頻度は 2.49

回/hであり，この成績は先行研究と比較して低下している [9]．
発作が記録された 44名の患者における受信者動作特性（receiver

operating characteristic; ROC）曲線とAUC（area under the

curve）を図 3に示す．縦軸は感度 [%]であるが，擬陽性率時
間率 [%]，すなわち予知対象時間に対して擬アラームが発報し
た時間の割合を表している．
しかし，実際には患者によって，発作予知が成功するかが

異なっている．図 4 に発作が記録された 44 名の患者ごとの
AUCの分布をまとめた．この図より 44名の患者のうち 37名
が AUCが 0.9以上であり発作予知が有効であるが，7名の患
者において発作が予知ではないことがわかる．図 5，6に発作
予知が有効な患者 Aと有効でない患者 Bの，発作予知結果を
示す．図上段が発作間欠期，図下段が発作周辺期における予知
結果であり，破線は管理限界，縦線が発作起始時刻を表してい
る．図 6からわかるように，患者 Bでは多くの擬陽性が発生
している．先行研究で高い発作予知性能を達成していた理由と
して，解析に用いている臨床データの患者数が，症例を注意深
く選択していたため 14名と少なく，発作予知が困難な患者が
あまりデータに含まれていなかったためだと思われる．
今回の解析結果より，多くのてんかん患者では将来的に発作

予知が有望な治療法となりうることがわかった．その一方で，
少数の患者では発作予知は有効ではない．このような患者がて
んかん発作予知システムを使用すると，発作の見逃しによって
事故や怪我につながりかねず，誤アラームが頻発すると煩わし
さを感じてしまう，また，Closed-Loopてんかんケアにおいて
は，偽アラームによる投薬や神経刺激などの患者への不必要な
介入の原因となりかねない．したがって，今後は性別や年齢，
てんかん症候群，服薬している抗てんかん薬など，どのような
タイプの患者であれば発作予知が有効であるか，臨床データの
みならずてんかん発作と HRVの生理学的関係からも解明する
必要がある．

5. まとめと今後の展望
本研究では，HRV解析と AEを用いたてんかん発作予知ア

ルゴリズムを提案した．提案法を臨床データに適用したとこ
ろ，多数の患者では有効であるが，一部患者において発作が適
切に予知できないことが明らかとなった．今後は，発作予知が
有効である患者群を確認していく必要がある．
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図 5: Seizure prediction result of Patient A

すでに我々の開発したてんかん発作予知システムは，2014

年より東京医科歯科大学付属病院などで臨床試験を開始してい
る．また，2017年度より AMED先端計測プログラム（要素
技術開発タイプ）に採択され，開発を加速している．本稿では
アルゴリズム面を中心に述べたが，シャツ型電極など HRVを
容易に取得するためのセンサの開発も並行して実施している．
てんかん発作予知システムは，医療機器の一般的名称として

「てんかんアラーム」という認証基準のないクラス 2の医療機
器に該当する．このため，上市には治験を行い有効性および安
全性について確認し，規制当局によって承認を受ける必要があ
る．すでに規制当局とは将来の治験に向けて薬事相談をしてお
り，数年内に治験を開始したいと考えている．
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YOLOv3 CT

Lesion Detection in Computed Tomography Images using YOLOv3 and Domain Knowledge
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Lesion detection in computer tomography (CT) images using deep neural networks (DNN) have been researched
in computer-aided detection area. A dataset of large-scale annotated CT images, called DeepLesion, has also been
published. However, the conventional lesion detection method needs many false positives per a image (FPI) to
realize high sensitivity. Besides, it uses a constant CT value for all images in DeepLesion, thus there is a divergence
from the medical site. On the other hand, one after another object detection methods have been proposed in the
DNN community. In this study, we carried out experiments for FPI to decrease using You Only Look Once version
3; a novel object detection method. We also use medical setting CT value each image to bring it closer to the
site. The experimental results show that our method is more accurate than conventional one in the sense of the
sensitivity given same average FPI.
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Fall Risk Evaluation Using Mahalanobis Distance and Factor Analysis 

*1*2 *1  *1 *2 *2   
                             Takao Naito   Masato Kobe      Makoto Kunigoh         Kotaro Yamasue     Osamu  Tochikubo   

  *2     *3 
  Yoshihiro Ishikawa      Hiroshi Takeda 

*1      *2    
                     Fuji Xerox Co., Ltd.            Graduate School of Medicine, Yokohama City University 

*3    
Graduate School of Medicine, Osaka University 

The purpose of this paper is to estimate people with a high risk of falls and to contribute to fall prevention by clarifying 
their potential factors. As a result, 6 elderly people with high risk of falling among 98 female participates were extracted 
using Mahalanobis distance, and 4 out of the 6 elderly people had experienced falls or nearly falls. Furthermore, we extracted 
5 factors related to the balance of lower limb muscle strength, the neuromodulation function and so on using factor analysis. 
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Emotional responses of the elderly people must be realized by the artificial intelligence 

 

 *1,  *1 *1 *1 *2 
 Tomoyuki Yambe Yasuyuki Shiraishi, Yusuke, Inoue, Akihiro Yamada Makoto Yoshizawa 

 *1  *2  
 Institute of Development, Aging & Cancer, Tohoku University*1 Cyber Science Center, Tohoku University #2 

Abstract: What is missing in the countryside is manpower such as doctors and nurses, and artificial intelligence is necessary 
here. However, there is no meaning existence in medical care and nursing care that does not attract to the patient's mind. The 
current artificial intelligence / conversation bot can clear the Turing test, but the patient's feelings can not be read. Therefore, 
multi-channel subcutaneous blood flow was measured from the image of the human body surface, and a system for 
quantitative diagnosis of autonomic nervous function balance by frequency analysis and signal processing of nonlinear 
mathematical theory was developed. We developed an "understand the feelings of the elderly" algorithm to estimate higher 
order functions from autonomic nerves by the inverse problem. By the use of this system, clinical application had been 
started and the results showed that Type A behavior pattern was one of the important factors. 
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AI  
Current Trends, Issues and Potentiality of AI Technology in Psychiatry 

*1 
Shin Ikeda 

*1  
Okayama Psychiatric Medical Center 

The main purpose of the current article is to survey the general condition of AI technologies utilized in psychiatry. A 
search on PubMed shows that the number of papers written on application of AI to psychiatric matters has been growing 
remarkably. “Depression”, “schizophrenia”, and “Alzheimer’s disease” are the most frequent disorders that appeared in those 
articles published in 2018. “Support vector machine”, “random forest”, and “logistic regression” are the top 3 machine 
learning models referred there. “Deep learning” still seems to be rather unusual in psychiatric researches. It is definite that AI 
will bring great progress not only in clinical practices, but also in theoretical bases of psychiatry. Collaboration of AI 
engineers and clinical psychiatrists and arrangements of the social environment which promotes clinical researches with AI 
are essential.  
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1  
Proposal of  prediction method of ECG via 1D-CNN 

*1 *1 *1 

Shimizu Shigeki Anai Kouta Yamada Naoto 

*1  
Toyota Technical Development Corporation 

Recently, the ECG (Electro Cardio Gram) has attracted to estimate human condition, such as fatigue and stress.  Measuring 
the human biological data for a long time it takes physical and mental load. In this paper, we propose a method to predict 
long-term ECG data based on short-term data. The typical methods such as LSTM are generally used to predict time series 
data. The target ECG is characterized by fluctuation in period and voltage, and it is required to predict fluctuating data. So, 
we evaluated a 1 Dimension Convolution Neural Networks method using a filter size that matches the frequency 
characteristic of ECG. We showed that the method can be predicted more accurately than the LSTM. This result suggests that 
it can be an effective means when predicting long-term data. 
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Fostering Empathy for Computer Agents through Synchronized
Movements 
〇Naohiro Eda1, Katie Seaborn2, Seito Matsubara3, Ken Sakuma3, Atsushi Hiyama2,3,

Masahiko Inami3 （1. The Faculty of Engineering,The University of Tokyo, 2. RIKEN Center
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Technology, The University of Tokyo） 
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Drawing interaction between human and recurrent neural network 
〇Hikaru Yanagida1, Shingo Murata2,3, Kentaro Katahira4, Shinsuke Suzuki5, Tetsuya Ogata1,

Yuichi Yamashita6 （1. Department of Intermedia Art and Science, School of Fundamental
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Fostering Empathy for Computer Agents through Synchronized Movements

∗1
Naohiro Eda

∗2
Katie Seaborn

∗3
Seito Matsubara

∗3
Ken Sakuma

∗2∗3
Atsushi Hiyama

∗3
Masahiko Inami

∗1
The Faculty of Engineering,The University of Tokyo

∗2
RIKEN Center for Advanced Intelligence Project

∗3
Graduate School of Information Science and Technology, The University of Tokyo

When people are synchronized in their movements - performing the same action at the same time - there can
be an increase in positive emotions, for example feelings of camaraderie, similarity, and mutual liking. On the
other hand, previous research exploring synchronized movements between humans and computer agents has not
found such an effect. In this study, we designed and evaluated a system for exploring human empathy towards
computer agents by synchronizing their movements in an audio-haptic rhythm game. Our goal was to explore
the mediating effects of two social factors: adjusting the synchronization of the agent s movements based on the
human s movements and modifying the social presence of the agent. Our results showed that, in contrast to
previous research, synchronizing movements by adjusting the agent to the human influenced feelings related to
empathy; however, modifying the social presence of the agent did not have an effect.
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Recurrent Neural Network
–Web –

Drawing interaction between human and recurrent neural network
–Web-based large-scale data collection for training and its analysis–

∗1
Hikaru Yanagida

∗2∗3
Shingo Murata

∗4
Kentaro Katahira

∗5
Shinsuke Suzuki

∗1
Tetsuya Ogata

∗6
Yuichi Yamashita

∗1
Department of Intermedia Art and Science, School of Fundamental Science and Engineering, Waseda University

∗2
Principles of Informatics Research Division, National Institute of Informatics

∗3
Department of Informatics, School of Multidisciplinary Sciences, The Graduate University for Advanced Studies (SOKENDAI)

∗4
Department of Cognitive and Psychological Sciences, Graduate School of Informatics, Nagoya University

∗5
Creative Interdisciplinary Research Division, Frontier Research Institute for Interdisciplinary Sciences, Tohoku University

∗6
Department of Functional Brain Research, National Institute of Neuroscience, National Center of Neurology and Psychiatry

To investigate human interactive behavior, we designed a drawing interaction task between a human and a
recurrent neural network (RNN). This study especially collected a large-scale dataset of drawing for training
an RNN and self-report psychiatric questionnaires on the web. We visualized the drawing data and analyzed
the questionnaire items collected from 1,035 participants. We found correlations between different psychiatric
symptoms and the existence of three-factor solutions on the correlation matrix of all the questionnaires.
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tem Integration (SII), (2016), pp. 343-348.
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Extraction of Important Sentences in Financial Documents Based on
Business Confidence Information Using LSTM with Self-Attention
Mechanism 
〇Shuhei Yamaoka1, Seiichi Ozawa1, Takehide Hirose2, Masaaki Iizuka2 （1. Kobe

University, 2. Sumitomo Mitsui DS Asset Management Company, Limited） 
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Relationship between Liquidity and Costs of Arbitrage Trading for
Stocks and ETF --- Investigation by Agent-Based Model --- 
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Analysis of Inter-bank Network's Temporal Change Using Clustering
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Analysis of Limit Orders by High-Frequency Traders in Tokyo Stock
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SHIMADA1 （1. School of Engineering, The University of Tokyo） 
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LSTM

Extraction of Important Sentences in Financial Documents Based on
Business Confidence Information Using LSTM with Self-Attention Mechanism

∗1
Shuhei Yamaoka

∗1∗2
Seiichi Ozawa

∗3
Takehide Hirose

∗3
Masaaki Iizuka

∗1
Department of Electrical and Electronic Engineering, Graduate School of Engineering, Kobe University

∗2
Center for Mathematical and Data Sciences, Kobe University

∗3
Sumitomo Mitsui DS Asset Management Company, Limited

Investment trust and fund management companies have accumulated a large number of visit records that were
summarized by their analysts after conducting hearings against companies. Such visit reports include crucial
information of companies such as companies’ financial conditions and future strategies, which are used to estimate
investment values of individual companies. However, it is not easy even for skilled fund managers to derive suitable
market outlooks and investment decisions from a huge amount of accumulated documents. In this research, to
support investment decisions, we propose a new LSTM model with self-attention mechanism that can extract
important sentences in analyst visit reports. Such extraction is conducted based on the sentence scoring, which
is obtained as the weights in a self-attention mechanism. In our experiments for a set of 1,390 visit reports, we
demonstrate that the proposed model has about 79% accuracy for extraction on average under the 5-fold cross-
validation.
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ETF
— —

Relationship between Liquidity and Costs of Arbitrage Trading for Stocks and ETF
— Investigation by Agent-Based Model —

∗1
Takanobu Mizuta

∗1
SPARX Asset Management Co., Ltd.

We built the artificial market model (agent-based model) that includes two stocks and one ETF (Exchange
Traded Fund) and one arbitrage-agent. We investigated relationship between liquidity and arbitrage costs by the
model. Our simulation results showed that when costs are smaller than volatility chances of arbitrage happen more
times, number of trades by the arbitrage agent increases and the price difference between ETF and stocks becomes
narrower.
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Analysis of Inter-bank Network’s Temporal Changes
Using Clustering Structure Change Detection

∗1
Yuta Niki

∗1
Izumi Kiyoshi

∗1
Hiroyasu Matsushima

∗1
Hiroki Sakaji

∗1
Takashi Sshimada

∗1
School of Engineering, The University of Tokyo

In this research, a clustering structure change detection method is employed for analyzing temporal changes of
the inter-bank network. The inter-bank network is constructed from data of Italian deposit trading system e-MID,
and changes in the structure of the network that focused on the type of the bank are analyzed. By using clustering
structure change detection, the change of the inter-bank network’s structure after Lehman shock is detected, which
depends on the type of bank.
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Analysis of Limit Orders by High-Frequency Traders in Tokyo Stock Exchange

∗1
Masanori HIRANO

∗1
Kiyoshi IZUMI

∗1
Hiroyasu MATSUSHIMA

∗1
Hiroki SAKAJI

∗1
Takashi SHIMADA

∗1
School of Engineering, The University of Tokyo

This study aimed to analyze the order behavior by High-frequency traders (HFT) called market making (MM)
strategy. We used the order data of Tokyo Stock Exchange provided by Japan Exchange Group, Inc.. Firstly,
we preprocessed the order data for merging virtual server used by the same traders. Secondly, we did a cluster
analysis of traders based on some indexes indicating features of their trading strategy and extracted HFT-MM
traders. Then, we calculated how many ticks their ordering price is far from the last executed price. As a result,
we found some of their orders were placed at quite far (5-10 ticks) price from the last executed price for HFT-MM.
This result means they mixed some strategies other than market making strategy and the strategies, possibly, will
cause the unstabilizing effect when the market price is very fluctuating.
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Extraction of Future-oriented Sentences from Annual Securities Reports 

 *1 *1 *1 *1 *2 *2 
 Shunya Kodera Yoshinori Tanaka Fumihito Sato Hiroaki Sakuma Hiroki Sakaji Kiyoshi Izumi 

 *1  *2  
 Nikko Research Center, Inc. Graduate School of Engineering, The University of Tokyo 

In annual securities report, various information such as results of diverse business performances, point of view about 
causation of these outcomes, and issues and challenges to be addressed in the near future are included. Most of previous 
researches proposed the extraction methods of important sentences containing causal information of past company's  
performances but not effort to address future company's issues from text materials. In this paper, we propose our original 
method to extract future-oriented sentences by the combination of two SVM identification models, one of which captures 
features of future and the other aims for purposes and means in sentences of annual reports. All mean evaluations of our 
models, that were precision, recall and F-score, showed more than almost 0.9. and indicated that by using our model, we can 
effectively collect future information about business activities from annual reports as well as other relevant sources, which 
would allow us to make unique investment decisions and to develop unprecedented investment methods. 

1.  

[
2015] [ 2018]

 

 

 

 
 

2.  

2
1

 
 

1  103-
0026 8-1

The 33rd Annual Conference of the Japanese Society for Artificial Intelligence, 2019

2O1-J-13-05



 

- 2 - 

2 3
 

2 1 2017 3 2
2010 3 3

2009 3 4 2016 12

 
 

2  

No 
 
 

 
 

 
 

 

1    
 

2    

 

3    10
 

4    
 

 

2.1  

2008 2018
PDF

935 5 17
11

 
 

3.  

3.1  

[ 2013]

2

[ 2001] 3
 

 
3  

  
  

  

   

   

 

4

 
4

 
[ 2001]

a~h a~e
f,g h

a~e f~h

 
a.      d.     g.  
b.     e.       h.  
c.     f.  
 

4  
 

The 33rd Annual Conference of the Japanese Society for Artificial Intelligence, 2019

2O1-J-13-05



 

- 3 - 

3.2  

2
5

[ 2016]

[ 2018]  
 

5  
 

(1)  

 
 

(2)  

6 9
MeCab [

2004] CaboCha [ 2002]

SVM  
 
 
 
 

                                                   
*1 python

scikit-learn
  http://scikit-learn.org/stable/index.html

6  
  

 
2  

 
2

 

  

  
  

2  2  
  
  

 
 

 

4.  

4.1  

7
1

 
2 3 3

 
 

7  
 

4.2  

8
7

The 33rd Annual Conference of the Japanese Society for Artificial Intelligence, 2019

2O1-J-13-05



 

- 4 - 

SVM  
 

8  
  

 
6  

 
6  

  
 6  
 6  

 6  

  
 

5.  
9

/
F

F 0.9

0.765
0.9

0.9
0.8

0.9
 

 
9  

 

6.  
9

F

 

7.  

F
0.9

F

 

  
 

 
[ 2001] : 

4 pp. 75-94 2001  
[  2002]  : 

Vol.43 No.6 pp. 1834-
1842 2002  

[  2004]  : Conditional Random Fields
 

(NL) Vol.2004 No.47 pp. 89-96 2004  
[  2018]  : 

2018 1 2018  
[  2016] : 

17
pp. 25-30 2016  

[  2015] : PDF
 (D) Vol.J98-D No.5

pp. 811-822 2015  
[  2018] 

: 
 JSAI2018 2O404 2018  

[  2013] : 

90 pp. 190-216 2013  

 
 
 

The 33rd Annual Conference of the Japanese Society for Artificial Intelligence, 2019

2O1-J-13-05



[2O3-J-13]

[2O3-J-13-01]

[2O3-J-13-02]

[2O3-J-13-03]

[2O3-J-13-04]

©The Japanese Society for Artificial Intelligence 

 JSAI2019 

General Session | General Session | [GS] J-13 AI application

AI application: investments
Chair:Takanobu Mizuta Reviewer:Shinobu Hasegawa
Wed. Jun 5, 2019 1:20 PM - 2:40 PM  Room O (Front-left room of 1F Exhibition hall)
 

 
Analysis of Posted Price as a Determinant of Office Rent 
〇Yoshiteru Osawa1, Yoshinao Ebina1, Mayuko Tahara2, Katsutaka Bunya2, Takahiro

Hoshino2,3 （1. Mitsubishi UFJ Trust and Banking Corporation, 2. Faculty of Economics,

Keio University, 3. RIKEN Center for Advanced Intelligence Project） 

 1:20 PM -  1:40 PM   

Analysis of Chain Bankruptcy Using Multilayer Networks Simulation
among Banks and Companies 
〇Ryo Hamawaki1, Junnichi Ozaki2, Kiyoshi Izumi1, Takashi Shimada1, Hiroyasu

Matsushima1, Hiroki Sakaji1 （1. The University of Tokyo, 2. Tokyo Institute of

Technology） 

 1:40 PM -  2:00 PM   

What is a Hedge or Safe Haven Asset for Bitcoin Investors? 
〇Ryuta Sakemoto1,2, Alden Ho1, Yoshihiko Ichikawa1 （1. YJFX, Inc, 2. Keio Economic

Observatory Keio University） 

 2:00 PM -  2:20 PM   

Construction of Causal Networks for Risk Finding Considering Word
Polarities 
〇Hiroaki IGARASHI Igarashi1, Hiroki Sakaji1, Kiyoshi Izumi1, Takashi Shimada1, Shintaro

Suda2 （1. the University of Tokyo, 2. Mitsubishi UFJ Trust Investment Technology

Institute Co., Ltd.(MTEC)） 

 2:20 PM -  2:40 PM   



- 1 - 
 

REIT  
Analysis of Posted Price as a Determinant of Office Rent 

*1  *1 *2 *2 *2*3 
Yoshinao EBINA Yoshiteru OSAWA Mayuko TAHARA Katsutaka BUNYA Takahiro HOSHINO 

*1 UFJ  
Mitsubishi UFJ Trust and Banking Corporation 

*2  
Faculty of Economics, Keio University 

*3  
RIKEN Center for Advanced Intelligence Project 

Predicting expected office rent obtained from a land can be utilized for making investment decisions. 
Previous research showed that fluctuation of office rent differs in new and renewal contracts. In order to 
accurately predict office rent, paid rent which is an indicator of rental price in both contracts should be 
considered as an important determinant of office rent. In this research, posted price is used to calculate the 
paid rent and estimate the office rent by conducting multiple regression analysis. We present posted price 
is strongly correlated with rent and effective for prediction of rent. 
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Analysis of Chain Bankruptcy
Using Multilayer Networks Simulation among Banks and Companies

∗1
Ryo Hamawaki

∗2
Junichi Ozaki

∗1
Kiyoshi Izumi

∗1
Takashi Shimada

∗1
Hiroyasu Matsushima

∗1
Hiroki Sakaji

∗1
School of Engineering, The University of Tokyo

∗2
Institute of Innovative Research, Tokyo Institute of Technology

Recent globalism of economic makes the effect of a certain small bankruptcy enhance internationally beyond of
the area and country. So, we propose the model in which the interaction between banks and companies is focused
and simulate and consider the effect of whether banks invest the funds or not to the growth of companies. In
particular, by varying the width of change of the growth rate of companies according to whether they are invested,
we researched the difference in the distribution of the final size of companies. The model of banks is based on actual
data such as financial statement analysis edited by Japanese Bankers Association. As the results, the investment of
banks did not raise the mean of growth rate but widened the disparity in size among companies. As future plans,
we’d like to reproduce and analyze the cause of large chain bankruptcy using the extended model.
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What is a Hedge or Safe Haven Asset for Bitcoin Investors?  

Ryuta Sakemoto *1,2  Alden Ho*1  Yoshihiko Ichikawa *1 

*1 YJFX, Inc                *2Keio Economic Observatory Keio University 

 This paper investigates a hedge and safe haven asset for Bitcoin investors. Bitcoin has been receiving high attention from 
finance investors because of its high upside return and  volatility. The recent finance literature focused upon Bitcoin 
characteristics as an alternative asset. We take Bitcoin investors’ perspectives and consider how to manage the high volatility 
of Bitcoin. We employ the definitions of hedge and safe haven based on the finance literature and conduct the respective 
statistical analyses. Our definition distinguishes a weak and strong hedge (safe haven). Our empirical results show that 
traditional assets such as global equities and global bonds are weak hedges for Bitcoin. Furthermore, we observe that gold acts 
as a strong hedge against Bitcoin during an extreme bearish Bitcoin market, although the impact is marginal. There is no strong 
safe haven asset identified in our data period. Our results imply that the fundamental value of Bitcoin is still unclear, and it is 
difficult for Bitcoin investors to manage their portfolio risk.      

 

1. Introduction 
Investors seek for a new asset class that is not correlated with 

traditional asset classes such as stocks and bonds.  Today, one of 
the candidates for an alternative asset class is a cryptocurrency. In 
particular, Bitcoin receives high attention. Bitcoin is a virtual 
currency and payment system which is introduced by Nakamoto. 
[Nakamoto 08].  

Two of the most attractive features of Bitcoin  is its high 
historical return and  volatility. The market value of one Bitcoin 
was less than five cents in 2010 and that exceeded 19,000 U.S. 
dollars in December 2017. However, the price fell dramatically 
after the peak, and it was below 4,000 U.S. dollars in November 
2018. Figure 1. illustrates the historical price of Bitcoin and we 
can observe major fluctuations over the observed period. 
Therefore, another important feature of Bitcoin is its high 
volatility.   

Finance researchers have investigated a hedge and safe haven 
for portfolios. Baur defines a hedge asset as “an asset that is 
uncorrelated or negatively correlated with another asset or 
portfolio on average” and a safe haven asset as “an asset that is 
uncorrelated or negatively correlated with another asset or 
portfolio in times of market stress or turmoil” [Baur 10a]. This 
paper follows these definitions.  

Hedge and safe haven properties are explored for commodities 
such as gold and silver. For instance, Baur finds that gold acts as 
a hedge for the U.S. stock market index [Baur 10b], Agyei-
Ampomah observes that copper is a better hedge and safe haven 
asset for Euro bond investors [Agyei-Ampomah 14], and silver 
works as a safe haven asset for currency portfolio investors 
[Sakemoto 18].        

Some studies focus upon the hedge property of Bitcoin, since it 
is regarded as an alternative asset class. Bouri uses the test 
specification proposed by Ratner, and observes that Bitcoin does 
not act as a hedge for U.S. and European stock indices [Bouri 17], 
[Ratner 13]. Furthermore, it does not work as a safe haven for most 
asset classes [Bouri 17]. Klein concludes that Bitcoin has a 

different property against gold [Klein 18]. These studies assume 
that investors hold traditional assets, and add Bitcoin into their 
portfolios. This framework does not fit for investors who hold 
Bitcoin and seek to hedge assets.  
 The first contribution of this study is that we focus upon Bitcoin 
investors. We investigate whether traditional assets act as hedge 
and safe havens for Bitcoin. In particular, extreme negative return 
days for Bitcoin are different from those of other assets, and hence 
our examination differs from the previous literature.  
The second contribution is that we focus upon a mean equation. 
The conditional correlation test framework [Ratner 13] is 
important for sophisticated investors and researchers, while it is 
not linked to a return directly. We employ the test specification 
that focus upon the mean equation [Baur 10b] and it is easier for 
interpretation.      
   
Fig 1. Bitcoin Price  

Notes: This data covers December 2nd, 2013 to November 29th , 
2018. 
 

The third contribution is that we extend the data sample period 
which includes a bear market in 2018. The price of Bitcoin is 
volatile and sample periods affect empirical results [Baur 18]. 
Furthermore, investors are interested in the properties of a safe 
haven during a bearish market situation, and hence our sample 

Contact: Ryuta Sakemoto, YJFX, Inc, 1-3 Kioicho, Chiyoda-ku, Tokyo,  
+81-3-6867-0898, ryuta_sakemoto@yjfx.co.jp 
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period is appropriate to investigate hedge and safe haven 
properties.   
 

2. Methodology 
We employ a test model proposed by Baur. [Baur 10b]. A test 

asset return, ,  is dependent upon a return on Bitcoin  and 
extreme market conditions for Bitcoin are taken into account by 
dummy variables: 

 (1) 

 (2) 

 (3) 

   (4) 

where and  are estimated parameters, and  is an error term. 
The parameter  depends upon the dummy variables,   
and , which capture extreme Bitcoin market movements.  The 
dummy variable Di is equal to one if the return on Bitcoin falls in 
the lower ith percentile. The estimated parameter  is the hedge 
coefficient. We distinguish a weak and a strong hedge as in Baur 
[Baur 10b].  If  is not statistically different from zero then the 
asset is a weak hedge for Bitcoin. Moreover, if  takes a 
statistically significant negative value, then this indicates that the 
asset is a strong hedge for Bitcoin. The parameters of dummy 
variables,  and  capture non-linear impacts on the asset 
return and if these parameters are not statistically different from 
zero, it indicates a weak safe haven. When these parameters are 
significantly negative, it implies a strong safe haven.  Note that the 
dependent variable of the mean equation is the asset return. This 
is the important difference of the work conducted by Bouri which 
employs a conditional correlation as the dependent variable [Bouri 
17]. Our specification investigates a relationship of two return 
series directly.  
 The error term  follows the asymmetric Glosten-
Jagannathan-Runkle GARCH (GJR-GARCH) model that captures 
an asymmetric impact of the past squares of the error term 
[Glosten 93].  This provides allowance for asymmetric effects of 
positive and negative shocks by cause of volatility. The 
conditional variance of the GJR-GARCH process is expressed by 

 in equation (3). Along with the lagged squared of error term, 
, and the lagged conditional variance, , the equation 

captures the disturbance on the conditional variance.  This best 
reflects the asymmetric nature of investors’ response to asset 
returns which leads to both positive and negative shocks.  
  

3. Data 

We employ a Bitcoin price index that is an exchange rate of 
Bitcoin to U.S. dollars. Daily prices are adopted, and weekend 
prices are excluded since other asset classes are not traded during 
weekends [Klein 18]. We pick up ‘end of the day prices’ with 
GMT timestamp, since Bitcoin is traded continuously. The price 
index is transformed as the natural logarithmic price difference to 
obtain the return, .       

For hedge assets, we consider gold, global stock, and global 
bond. Gold has been used as the hedge asset for stock and bond 
markets [Baur 10a]. We use a spot price of gold and it is also 
quoted in U.S. dollars. MSCI World index and FTSE World 
Government Bond Index  are employed to capture global stock and 
global bond performances which are U.S. dollar base indices. All 
three price indices are calculated return series. Our data covers 
from December 2nd, 2013 to November 29th, 2018. 

 
Table 1: Summary of descriptive statistics  

Bitcoin gold stock bond 

Mean 0.11 0.00 0.02 0.00 
Std. Dev. 5.14 0.82 0.68 0.35 
Min -58.39 -3.36 -5.03 -1.94 
Max 51.7 4.58 2.56 1.81 
Skewness -0.55 0.21 -0.83 -0.11 
Kurtosis 24.37 2.48 4.83 2.41 

Note:  Std. Dev. indicates standard deviation, Max and Min are the 
maximum and minimum of the daily time series.  

 
Table 1 provides a summary of the descriptive statistics for the 

four assets such as Bitcoin, gold, world stock, and world bond. 
Among the four assets, Bitcoin has the highest daily mean return 
of 0.11% and standard deviation of 5.14%, which also corresponds 
with the qualitative results found in the literature [Klein 18]. In 
contrast, among the conventional hedge assets, gold has the 
highest daily standard deviation of 0.82%. Interestingly, gold is 
known as a safe haven asset, while the volatility is relatively high. 
Bitcoin also has a high kurtosis, which is attributed to its extreme 
price fluctuation within the observed period.   

4. Empirical Results 
We begin with the empirical results of hedge and safe haven 

assets for Bitcoin. Table 2 presents parameter estimates and each 
column indicates the asset we include. We observe that the hedge 
parameter,   is insignificant in all three assets. This indicates 
gold, stock, and bond work as a weak hedge for Bitcoin investors. 
Our findings correspond with those of Klein and Baur who 
highlight the difference between Bitcoin and gold [Klein 18] and 
[Baur 18]. 

Given insignificant hedge parameter results, we focus upon the 
safe haven parameters. For gold and stock, all safe haven 
parameters are insignificant in Table 2, which means that gold and 
stock are weak safe haven assets for Bitcoin investors.  The safe 
haven parameter, , in the bond result is statistically significant 
at the 10% level, while the sign of the parameter is positive, which 
indicates bond moves in the same directions during extreme 
Bitcoin fluctuations.          

Another point worth mentioning is that the asymmetric term of 
GJR-GARCH model, , is statistically significant at the 1% level 
in the stock result, while this term is insignificant in the other two 
assets. 
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Table 2 Hedge and safe haven properties: Full sample  

 (1)  (2)  (3)  

 gold  Stock  bond  

a  -0.01  0.03  -0.01  

(0.02)  (0.02)  (0.01)  

δ0 0.00  0.00  0.00  

(0.01)  (0.00)  (0.00)  

δ1 0.00  0.00  0.01 * 

(0.01)  (0.01)  (0.00)  

δ2 0.00  0.00  0.00  

(0.02)  (0.01)  (0.01)  

δ3 -0.01  0.01  0.00  

(0.02)  (0.01)  (0.01)  

ω 0.00  0.02 *** 0.00  

(0.00)  (0.01)  (0.00)  

α 0.02 ** 0.03  0.04 *** 

(0.01)  (0.06)  (0.01)  

γ 0.00  0.23 *** 0.00  

(0.02)  (0.06)  (0.02)  

β 0.98 *** 0.81 *** 0.96 *** 
 (0.00)  (0.05)  (0.00)  

Notes: This table shows the estimation results in equations (1)–
(4). ***,**, and * indicate statistical significance at the 1%, 5%, 
and 10% levels, respectively.   

 
Having found weak hedge and safe haven relationships between 

Bitcoin and other assets, we focus on a down side market. Baur   
demonstrates that Bitcoin estimation results are sensitive to 
sample periods [Baur 18]. We use the down market period of 
Bitcoin (January 1st, 2018 to November 29th, 2018). The price of 
Bitcoin fell by about 70% in this period. We repeat the same 
estimation whereas we only use the 10% dummy variable since 
the number of observations are not sufficient to construct 1% and 
5% dummy variables. 

Table 3 presents hedge and safe haven properties of the other 
assets when the price of Bitcoin fell.  The hedge parameter of gold 
is statistically significant at the 10% level and the sign is negative, 
which indicates gold works as a strong hedge asset during the 
condition of a bearish Bitcoin market. This is positive news for 
Bitcoin investors since Bitcoin has idiosyncratic characteristics, 
and therefore it is not easy to protect the value of Bitcoin portfolios. 
However, the impact is marginal since a 1% decrease in the 
Bitcoin price leads to a 2bp increase in the gold price.  In contrast 
to gold results, stock and bond neither serve as a strong hedge nor 
strong safe haven, which implies that gold has a more preferable 
characteristic for Bitcoin investors.   

 
 
Table 3  Hedge and safe haven properties: Bear market phase 

of Bitcoin 

 (1)  (2)  (3)  

 gold  stock  bond  

a -0.02  0.00  -0.02  

(0.04)  (0.08)  (0.02)  

δ0 -0.02 * 0.02  0.00  

(0.01)  (0.01)  (0.01)  

δ1 0.01  -0.01  0.00  

(0.01)  (0.01)  (0.01)  

ω 0.02 ** 0.04 ** 0.00  

(0.01)  (0.02)  (0.00)  

α 0.00  0.00  0.02  

(0.01)  (0.17)  (0.01)  

γ -0.05  0.30 *** -  

(0.04)  (0.11)  -  

β 0.96 *** 0.77 *** 0.96 *** 
 (0.01)  (0.15)  (0.02)  

Notes: This table shows the estimation results in equations (1)–(4). 
***,**, and * indicate statistical significance at the 1%, 5%, and 
10% levels, respectively. The sample period covers January 1st, 
2018 to November 29th, 2018 

5. Conclusion  

This paper attempts to identify asset classes which are hedge or 
safe haven assets for Bitcoin investors. Our research results are 
concluded based on the distinguished definition of both strong and 
weak hedge, and safe haven assets. The empirical results show that 
the identified asset classes – gold, stocks and bonds are weak 
hedge and safe haven investments in the overall market. By 
narrowing to the down side market, the results identified that gold 
works as a strong hedge although the impact is relatively marginal. 
However, all of the asset classes still do not serve as strong safe 
haven assets during an extreme bearish market. The extreme 
volatility of Bitcoin and relatively short timeframe may only 
reflect a snapshot of the fundamental value of Bitcoin, thus strong 
hedge and safe haven assets may be clearly identified with the 
growth in maturity of the Bitcoin trading market. While many 
critics have questioned the fundamental value of Bitcoin, its 
differing properties from other traditional asset classes makes it 
attractive to some investors, and seeking for a hedge or safe haven 
assets will be useful to reduce the high risk associated with it.     
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Disclaimer 
The views expressed in this paper are those of our own and do 

not necessarily represent those of YJFX, Inc. 
 
 

 

References 

[Nakamoto 08] Nakamoto, S., Bitcoin: A Peer-to-Peer Electronic 
Cash System, URL: https://bitcoin.org/bitcoin.pdf, 2008. 
 

[Baur 10a] Baur, D.G. and Lucy, B.M., Is Gold a Hedge or a 
Safe Haven? An Analysis of Stocks, Bonds and Gold, The 
Finance Review, Vol. 45, pp. 217-229, 2010.  
 
[Baur 10b] Baur, D.G. and McDermott, T.K., Is Gold a Safe 
Haven? International Evidence, Journal of Banking and Finance, 
Vol. 34, pp. 1886-1898, 2010 
 
[Agyei-Ampomah 14] Agyei-Ampomah, S., Gounopoulos, D., 
and Mazouz, K., Does Gold Offer a Better Protection against 
Losses in Sovereign Debt Bonds than Other Metals?  Journal of 
Banking and Finance, Vol. 40, pp. 507-521, 2014. 
 
[Sakemoto 18] Sakemoto, R., Do Precious and Industrial Metals 
Act as Hedges and Safe Havens for Currency Portfolios? Finance 
Research Letters, Vol.24, 256-262, 2018. 
 
[Bouri 17] Bouri, E., Molnar, P., Azzi, G., Roubaud, D., and 
Hagfors, L.I., On the Hedge and Safe Haven Properties of 
Bitcoin: Is It Really More than a Diversifier? Finance Research 
Letters, Vol.20, 192-198, 2017. 
 
[Ratner 13] Ratner, M. and Chiu, C-C., Hedging Stock Sector 
Risk with Credit Default Swaps, International Review of 
Financial Analysis, Vol. 30, pp. 18-25, 2013.   
 
[Klein 18] Klein, T., Thu, H. P., and Walther, T., Bitcoin is not  
the New Gold – A Comparison of Volatility, Correlation, and  
Portfolio Performance, International Review of Financial  
Analysis Vol. 59, pp. 105-116, 2018. 
 
[Baur 18] Baur, D.G., Dimpfl, T., and Kuck, K., Bitcoin, Gold  
and the US Dollar – A Replication and Extension, Finance 
Research Letters, Vol.25, 103-110, 2018. 
 
[Glosten 93] Glosten, L.R., Jagannathan, R., and Runkle, D.E.,  
On the Relation between the Expected Value and the Volatility of  
the Nominal Excess Return on Stocks, Journal of Finance, Vol.48,  
pp. 1779-1801.  

The 33rd Annual Conference of the Japanese Society for Artificial Intelligence, 2019

2O3-J-13-03



Construction of Causal Networks
for Risk Finding Considering Word Polarities

∗1
Hiroaki Igarashi

∗1
Hiroki Sakaji
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Kiyoshi Izumi

∗1
Takashi Shimada

∗1
Hiroyasu Matsushima

∗2
Shintaro Suda

∗1
School of Engineering, The University of Tokyo

∗2 UFJ
Mitsubishi UFJ Trust Investment Technology Institute Co., Ltd.(MTEC)

In this research, we conduct an experiment of constructing a causal networks within settlement account briefs.
We extracted the causal relations from settlement briefs, and construct a network by connecting them by judging
similarities. For calculating the similarities, we use a word2vec model created from the Japanese Wikipedia cor-
pus.We use a method based on a combination of idf values which representing importance of words. In addition,
by giving the polarities of causal expression using a polar dictionary, and judgment of synonyms that word2vec
can’t detect, we define so to speak, ”negative relation”.

100 edges between causal relationships obtained by experiments were randomly selected and evaluated visually.
As a result, the ratio that is deemed to be a reasonable connection was 84%, and among them the ratio of edges
where polarity inversion was correctly captured was 86%.

1.

1

:

7-3-1 m2018higarashi@socsim.org
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cause effect

precond means 4
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∑
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Toward Deep Satisficing Reinforcement Learning

∗1
Kuniaki Satori

∗1
Yutaka Yoshida

∗2
Takumi Kamiya

∗1
Tatsuji Takahashi

∗1
School of Science and Engineering, Tokyo Denki University

∗2
Graduate School of Tokyo Denki University

For dealing with continuous state spaces, DQN and other algorithms have been proposed in reinforcement learning
(RL). However, it is hard for DQN to explore efficiently, as it depends on random search strategies such as epsilon-
greedy. Humans are known to effectively search and learn through “satisficing” instead of optimizing. Although
the risk-sensitive satisificing (RS) algorithm enables satisficing in RL, it depends on the count of visiting each
state, which poses a problem for continuous spaces. We propose a method for solving this problem by pseudocount
and hash+auto encoder methods that enables intrinsically motivated exploration. Through two experiments, we
show that RS combined with the two methods enables deep satisficing RL that searches and learns efficiently in
continuous spaces.

1.

Deep Q-

Network(DQN)[Mnih 2013] DQN Atari2600

ε-greedy

[Simon 1956]

Risk-sensitive

Satisficing (RS) RS

[ 2016][ 2017] RS

RS

RS

: , , 350-0394

, 049-296-1642,
tatsujit@mail.dendai.ac.jp

(pseudo count)[Bellmare 2016]

+AutoEncorder(AE)[Tang 2017]

RS

2. Risk-sensitive Satisficing (RS)

RS

RS

RS (Global Reference

Conversion: GRC)

2.1 RS
RS τ(si, aj)

Q(si, aj) ℵ(si) (1)

τ Q

si aj

τcurr(si, aj) τpost(si, aj)

( (2))

RS(si, aj) = τ(si, aj)
(
Q(si, aj)− ℵ(si)

)
(1)

τ(si, aj) = τcurr(si, aj) + τpost(si, aj) (2)

τcurr(si, aj) τpost(si, aj) (3)

(4) s′ (si,

aj) a′ s′

γτ ατ

τcurr(si, aj) τcurr(si, aj) + 1 (3)

τpost(si, aj) τpost(si, aj)

+ ατ

(
γττ(s

′, a′)− τpost(si, aj)
)

(4)

RS RS

RS
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2.2 (GRC)

ℵG

EG

ℵ(si) GRC

[ 2017]

EG Etmp (5)

EG
Etmp + γG(NGEG)

1 + γGNG
(5)

NG 1 + γNG (6)

EG ℵG δG
ℵ(si) (9) ζ(si)

δG = min(EG − ℵG, 0) (7)

maxQ(si)− ℵ(si) = ζ(si)δG (8)

ℵ(si) = maxQ(si)− ζ(si)δG (9)
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τ

RS

AENO

τ

RS

3. RS
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x ρn(x)

x ρ′n(x)
n x Nn(x)

ρn(x) =
Nn(x)

n
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τ

RS

4. AE RS

AE

4.1 SimHash AE

SimHash AE

[Tang 2017] SimHash

Atari2600

AE

4.2 SimHash AE
(3), (4) st SimHash AE

SimHash k

g(st) .
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SimHash

st AE h

AE CNN

sigmoid Relu

1

1: AE

(19)

Loss =
1

N

N∑
n=1

[log p (sn)

−
D∑
i=1

min
{
(1− bi (sn))

2 , bi (sn)
2
}
] (19)

AE 1

0 1

AE

. AE

3 1 , SimHash

16

SimHash AE τ
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5. MountainCar
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5.1
OpenAI Gym MountainCar
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1 MountainCar
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Q DQN

2 128

3 3 Relu

HuberLoss lr =5e-4 γ = 0.99

50,000 32

500 RS
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, ℵG = 1/200 Etmp
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2
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,
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6. SuboptimaWorld

SuboptimaWorld
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SuboptimaWorld RS

DQN ε-greedy

MBIE-EB

6.1

x y [0, 1]

8
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8
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DQN lr=1e-4
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ℵG=1 Etmp 1 ζ

RS 0.01 +AE RS 0.5
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20000 ε = 0.1 MBIE-EB
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6.2
5 , 200000 1
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1
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Count-Based Exploration and Intrinsic Motivation,

NIPS2016. (2016)

[Mnih 2013] Mnih, V. Kavukcuoglu, K. Silver, D. Graves,

A. Antonoglou, I. Wierstra, D. Riedmiller, M.: Play-

ing Atari with Deep Reinforcement Learning, Nature,

518(7540), 529–533. (2015)
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ture of the environment, Psychological Review, 63(2),

129138. (1956)
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ration for Deep Reinforcement Learning, NIPS2017.

(2017)
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Imbalanced Classification with Near-misses for Binary Decision-making

∗1∗2∗3
Akira Tanimoto

∗1
So Yamada

∗2∗4
Takashi Takenouchi

∗2∗3
Hisashi Kashima

∗1NEC
NEC

∗2
Riken

∗3
Kyoto University

∗4
Future University Hakodate

We consider a prediction-based decision-making problem, in which a binary decision corresponds to whether
or not a numerical variable is predicted to exceed a given threshold. The final goal is to predict a binary label,
however, we can exploit the numerical variable in the training phase as side-information. In addition, we focus
on class-imbalanced situation. We investigate on an idea of using near-miss samples, which is specified by the
numerical variable, to deal with the class-imbalance. We present the benefit of exploiting the side-information
theoretically as well as experimentally.

1: GLM “ ”z

y

z z

y

1

“ ”

: a-tanimoto@ay.jp.nec.com

3.1

4

2

f : X → Y
X Y = {0, 1}

yn ∈ Y zn ∈ R

θ

yn =

{
1 (zn ≥ θ)

0 (zn < θ).

θ = 0 (zn − θ zn
) zn

zn
[1]

(WA: weighted accuracy)

WA({(zn, f(xn))}) =
1

N

∑
n

C+Izn≥0If(xn)≥0.5 + C−Izn<0If(xn)<0.5, (1)

N C+, C−

C+ = N/2N+, C− = N/2N−
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BA({(zn, f(xn))}) =
1

N

∑
n

N

2N+
Izn≥0If(xn)≥0.5 +

N

2N−
Izn<0If(xn)<0.5, (2)

N+ =
∑

n Iz≥0, N− =
∑

n Iz<0

(BA: balanced accuracy)

1−BA (BER: balanced error rate)

[2]

3

3.1

( ){sn = p(y = 1|xn)}
[3, 4, 5]

s [5]

[4]

z p(y = 1|x)

z

ŷ := I(ẑ ≥ θ′)

3.2

(PI: privileged information)

(LUPI: learning using privileged information)

SVM

[1, 6] (GD: generalized distillation)[7]

GD “

” PI {yn, x∗
n}n “

”f

LGD
S,T (f) =

1

N

∑
n

σ(gt(x
∗)/T ) log f(xn)

+ σ(−gt(x
∗)/T ) log(1− f(xn)), (3)

gt T

σ(a) := 1/(1 + exp(−a))

4 z PI

GD GD

LUPI

3.3
PI

[8]

C+, C−

LS(f) =
1

N

∑
n

C+y log f(xn)

+ C−(1− y) log(1− f(xn)). (4)

1 −WA

WA

N+ C+

4 GD

5

4

GD (3) (4)

GD

LS,T (f) =
1

N

∑
n

CT,+σ(zn/T ) log f(xn)

+ CT,−σ(−zn/T ) log(1− f(xn)), (5)

CT,+, CT,−

CT,+ = C+
p+
pT,+

, CT,− = C−
p−
pT,−

, (6)

p+, p− pT,+, pT,−
GD

p+ := E[y], pT,+ := E[σ(zn/T )]

σ(zn/T )

T 0 y

σ(z/T ) → I(z ≥ 0) = y as T → 0

T → 0

4.1 ( ). w∗
T

ŵ : ‖ŵ‖2 ≤ B (5)

x 1

p(‖x‖2 ≤ X) = 1

E
S
[LT (ŵT )− LT (w

∗
T )] ≤ 2BX√

N

√
C2

+

p2+
pT,+

+ C2
−

p2−
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,
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C+ =
1

2p+
and C− =

1

2p−
, (7)

4.1.1 ( ).

E
S
[LT (ŵ)− LT (w

∗
T )] ≤ BX√

N

√
1

pT,+
+

1

pT,−
. (8)

limT→0 pT,+ = p+
z z

pT,+

5

5

4

z

GPU

[9, 10]

GPU

4

{τ1, . . . , τ4} z := 4∑
i τi

100p+%

θ

14 60,400

z 2

θ

T pT,+ p+

L2

T

[11] 5

2 5

1 4

2

5

4 20

3 p+
BA

2: GPU

z

3:

p+ :=
∑

I(z ≥ 0)/N
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Learning Model Discrepancy in Physics-guided Neural Networks
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Recent machine learning models such as deep learning become complicated and difficult to understand the
meaning of learned weights. And also, there is a possibility of obtaining output ignoring the prior knowledge
because machine learning model is learned from the observed data including the noise outlier. Especially in the
natural science field exploring the principle, non interpretable model cannot be a useful model unless the model has
descriptiveness even if model could perform well with high accuracy. On the other hand, numerical simulation using
physical model is difficult to predict long-term due to the model discrepancy. In order to solve such disadvantages,
we focused on the method that integrate machine learning model and physical model. This paper proposes the
algorithm that can predict two components, namely outputs based on the law of physics and their model discrepancy.
As an example, we used on predicting winds in the upper troposphere from thermal wind equations.

1.

[1].

[2]

[3]

: , , ,

567-0047 8-1,

Tel: 06-6879-8426,Fax: 06-6879-8428,
E-mail: (surname)@ai.sanken.osaka-u.ac.jp

(a) (b)

1:

[2]

2.

2.1
1(a) n

xi ∈ X yi ∈ Y D =

{(x1, y1), · · · , (xn, yn)}
f : X �→ Y

� : Y × Y �→ R f∗

f∗ = argmin
f∈F

n∑
i=1

�(f(xi), yi) (1)

2.2
1(b)

f1 : X �→ Y

[4]

g : X × Y �→ R yi
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2:

yi f∗
1

f∗
1 = argmin

f1∈F

n∑
i=1

g(f(xi), xi) (2)

2.3
2.2

xi yi
pi

h : Y × Y × P �→ R

2 yi
fn1 : X �→ Y yδi ∈ Y

fn2 : X �→ Y

(f∗
n1, f

∗
n2) = argmin

fn1,fn2∈F

n∑
i=1

h(fn1(xi) + fn2(xi), yi, pi) (3)

3.

3.1
Stewart

[4]

3.2
Bzenac

[5]

Bzenac

3.3 RANS

Reynolds Averaged

Navier-Stokes : RANS

RANS

Wu

[6] RANS

4.

4.1

2
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4.2

2 [7]

4.3

pi−1 pi pi−1 pi
Vpi−1 Vpi

Vpi−1 = Vpi +
R

F
ln

[
pi

pi−1

]
k×∇pT̄ +ΔVpi−1 (4)

T̄ R

F k

∇pT̄

ΔVpi−1

5.

3

fn1 fn2 SharedNN

NonSharedNN

SharedNN

SharedNN

fn1 fn2

SharedNN

SharedNN NonSharedNN

3 × 3

LeakyRelu

fn1 fn2 fn1

fn1 R f pi−1 pi pi−1

pi) fn1

ˆfn1 (xj) (5)

3:

Lfn1 =

k∑
i=1

|Vpi−1 − V̂pi−1 |

=

k∑
i=1

n∑
j=1

|Vpi−1 − {Vpi +
R

F
ln(

pi
pi−1

)∇ ˆfn1(xj)}|.

(5)

fn1 (5)

fn2

fn2
ˆfn2 (xj)

(6)

Lfn2 =

k∑
i=1

|Vpi−1 − V̂′
pi−1

|

=

k∑
i=1

n∑
j=1

|Vpi−1 − {Vpi +
R

F
ln(

pi
pi−1

)∇fn1(xj) + ˆfn2(xj)}|.

(6)

fn2 (6) fn1

∇fn1(xj) fn1

fn2

(5)

(6)

6.

6.1
ERA-Interim ERA-Interim

[8] ERA-Interim

1979 1 2009 12

2010 1 2016 12

30 75 150

150

0.75 60 60

850hPa 150hPa 16

6.2
ERA-Interim

3
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(a) (b) (c) (d)

4: . (a) ( ) (b)

(fn1+fn2) (c) fn1

(d) fn2

CNN

(ACNN)

(TWE)

6.3

ERA-Interim

( (7),(8)) ERA-Interim

(ACNN)

Root Mean Squared Error

7.

7.1
RMSE 1

ERA-Interim CNN

1: Average RMSE

Method RMSE SD

Proposed 0.652 0.039

ACNN 0.679 0.038

TWE 1.682 0.182

7.2
4(a) 4(b)

4(c) 4(d) 4(c)

4(d)

10

4(d)

2

8.

SharedNN
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Guestrin: ”Why Should I Trust You?”: Explaining
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Collaborative filtering based on distributed expression considering differences in evaluation trends

∗1
Ryousuke Goto Hideki Fujinami Tianxiang Yang Masayuki Goto

Facutly of Science and Engineering, Waseda University

Recently, the preferences of users using EC sites are diversifying. Therefore, a recommender system that grasps
the preferences of each user and recommends items matching with the preferences became more and more important
in bussiness activities. In the conventional recommendation proposed by Kuzmin, the items are divided into two
groups depending on whether or not a user highly evaluated each item. Then, the same item group is regarded
as one purchase series and learned by a single model. However, if items with different evaluation tendencies are
learned by a single model, evaluation tendencies for items can not be properly expressed. In this research, we
propose a recommender system that reflects users’ preferences by expressing items with different two evaluation
trends by different models. Finally, by applying the proposed method to the movie evaluation history data and
comparing it with the conventional method, we show the effectiveness of our proposal.

1.

EC

EC

Web

1 EC

1

[ 2003]

1 Kuzmin [Kuzmin 2017]

Item2Vec [Barkan 2016]

Item2Vec

Item2Vec

Kuzmin

Item2Vec

:

169-8555 3-4-1 51

15 pswonder@akane.waseda.jp

2. - Item2Vec

Word2vec [Mikolov 2013]

Word2vec

Item2Vec

[Mikolov 2013]

N M

I = {in : 1 n N} U =

{um : 1 m M}
K um j xm,j∈ I

vm,j 1

xm,l(l �= j)∈ I vm,l

yk
m,j∈ I(1 k K) sk

m,j

xm,j

1

The 33rd Annual Conference of the Japanese Society for Artificial Intelligence, 2019

2P1-J-2-04



(1)

Loss(xm,j , xm,l) = log(σ(vm,j
T vm,l))

+
K∑

k=1

log(σ(−vm,j
T sk

m,j)) (1)

σ( ) um

em
(2)

LossAll =

M∑

m=1

em∑

j=1

em∑

l �=j

Loss(xm,j , xm,l) (2)

3. - Kuzmin

Item2Vec 1

Item2Vec

Kuzmin

1 Item2Vec

(3)

r̂m,x = ηx +

∑
x̃∈Īm

Sim(x̃, x) (rm,x̃ − ηx̃)∑
x̃∈Īm

|Sim(x̃, x)| (3)

r̂m,x um x∈ I
ηx x

Sim(x̃, x) x̃ x

Īm∈ I um x

4.

4.1
Kuzmin

1

a,b

a

b

2

a b

(

)

4.2

STEP1:

STEP2:

STEP1

Item2Vec

STEP3: 2

(3)

STEP4:

(3)

(4)

r̂m,x = α r̂(low)
m,x + (1− α) r̂(high)m,x (4)

r̂m,x um x

r̂
(low)
m,x

r̂
(high)
m,x α

r̂
(low)
m,x

r̂
(high)
m,x

5.

5.1
MovieLens [Lens]

100,000

942 1,683 1 5 5

(5)MAE(

) 5

MAE = 1
D

∑M
m=1

∑
x∈I |r̂m,x − rm,x|δm,x (5)

rm,x um x

D δm,x

um x

1 0

2
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2

α

Item2Vec 2

α 0 1 0.1

MAE

5 MAE

α

5.2
1 α 0 1

MAE

�����

�����

�����

�����

�����

���	�

���	�

�����

�����

���
�

���
�

�����

� ��� ��� ��� ��	 ��� ��
 ��� ��� ��� �

�
�

�
�
�

�
�

	



�
�
�

����

1: MAE

1 α=0.3 MAE
α 0.3

1

1: MAE

MAE

(Kuzmin ) 0.7263

(α = 0.0) 0.7264

(α = 1.0) 0.7434

(α = 0.3) 0.7214

1

1

2

2:

4

6
0.8540 0.9068

0.7697 0.7990

0.7651 0.7486

Go FisH
0.8523 0.8921

0.8132 0.8189

StarWars6
0.8239 0.8432

0.8334 0.8336

0.8665 0.8410

2 4 6

4

6

4

6

2

3

3:

Sweet Hereafter
0.2239 0.2698

0.2392 0.1881

0.4183 0.3997

0.2604 0.1866

Critical Care
0.2969 0.2780

2
0.2941 0.2441

0.2291 0.2246

0.4183 0.3997

0.2677 0.2924

3 Sweet Hereafter

Sweet Hereafter

Sweet Hereafter

2

3

The 33rd Annual Conference of the Japanese Society for Artificial Intelligence, 2019

2P1-J-2-04



4

4:

StarWars5
0.7017 0.3456

0.6573 0.3570

0.6215 0.3519

0.7012 0.4338

0.7212 0.4201

0.5746 0.3586

0.6211 0.3525

0.5769 0.3802

4

StarWars5

2

5

5:

U
0.1970 0.6002

0.4928 0.8012

0.4960 0.8007

0.4743 0.7332

0.4726 0.7862

0.4314 0.7639

0.2749 0.7276

0.3983 0.7845

5 U

2

6.

2

4

3

α

α

TopN

[ 2003] T.Kamishima, Nantonac collaborative filter-

ing :recommendation based on order responses, in

Proc. of The 9th International Conference on Knowl-

edge Discovery and Data Mining, pp. 583-588, Aug,

(2003).

[Kuzmin 2017] Vitali Kuzmin, Item2Vec-based Approach

to a Recommender System University of Tarutu,

(2017).

[Barkan 2016] Oren Barkan, Noam Koenigstein,

Item2Vec: Neuralitem embedding for collaborative

filtering, 2016 IEEE 26th International Workshop on

MachineLearning for Signal Processing, (2016).

[Mikolov 2013] T. Mikolov, K. Chen, G. Corrado, and J.

Dean, Efficient Estimation of Word Representations

in Vector Space, ICLR Workshop, (2013).

[Mikolov 2013] T. Mikolov, I. Sutskever, K. Chen, G. Cor-

rado, and J. Dean, Distributed Representations of-

Words and Phrases and their Compositionality, Ad-

vances in NIPS26, pp. 3111-3119, (2013).

[Lens] MovieLens Dataset, https://grouplens.org/datasets

/movielens/, 2019 1 18 .
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Proposal of optimization method of local receptive field using gradient descent

1 1 1 1

So Tazume1, Masanao Ochi1, Ichiro Sakata1, and Junichiro Mori1

1

1The University of Tokyo

Abstract: In this research, we try to design a method to search the optimum model according to
individual data.In the existing structure search algorithm, the applicable types of data are limited.In this
study, we will input the receptive field of the convolutional layer , It is possible to apply various types of data
to the convolutional neural network.In concrete terms, by interpreting the receptive field as an index that
associates inputs and weights in the convolutional layer We designed a new layer expressing the receptive field
in a matrix and also made it possible to learn receptive field by gradient by relaxing its matrix to continuous
value.The result of the experiment The proposed method for the data whose data structure is unknown By
using the method proposed in this paper, it is expected that the spread of IoT and the sensor Relative big
data that is expected to increase in the improvement of technology, the neural network is expected to be
effectively applied.

1

MNIST

2

2.1

Yu

dilated

[1] Jeon

[2]

Niepert

[3]

2.2
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RNN

[4]

Liu

[5]

2.3

3

3.1

L

W I

2 1

I L

W

W

I ⊗ L n

1 O

I W

L

O = I ⊗ L⊗W (1)

3.2

L R

Softmax

Softmax

x y y

2

yi =
exi

∑N
j=1 e

xj

(2)

N x y

L R

Softmax

Lc

R

one-hot

R Max

Max

yi =

⎧⎪⎨
⎪⎩
1 (i = argmax

i′
xi′)

0 (otherwise)
(3)

R Max

Ld

3.1 W

btrain

LW W LW

R R

btrain bval LR R

LR

W R btrain R

W

3.1
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3.3

W

R Liu

[5] 4

L = Lval(W − γ∇WLtrain(W,R), R) (4)

4

4.1

4.2 MNIST

MNIST

4.1

4.1

(1,1)

(15,15),(13,25),(25,25)

4.1

CNN

4.1 MNIST

97.37%

CNN 97.47%

Linear 96.21%

4.3 Shuffled MNIST

Shuffled MNIST

4.2

CNN

4.2 Shuffled MNIST

97.49%

CNN 95.89%

Linear 96.27%

4.4

4.3
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4.3

80.08%

Linear 76.62%

SVM 75.79%

RBF SVM 75.86%

61.61%

71.19%

k- 58.54%

65.36%

5

MNIST

MNIST

MNIST

MNIST

6

MNIST

MNIST

k

[1] Fisher Yu and Vladlen Koltun. Multi-scale con-
text aggregation by dilated convolutions. arXiv
preprint arXiv:1511.07122, 2015.

[2] Yunho Jeon and Junmo Kim. Active convolution:
Learning the shape of convolution for image clas-
sification. CoRR, Vol. abs/1703.09076, , 2017.

[3] Mathias Niepert, Mohamed Ahmed, and Kon-
stantin Kutzkov. Learning convolutional neural
networks for graphs. In International conference
on machine learning, pp. 2014–2023, 2016.

[4] Barret Zoph and Quoc V Le. Neural architecture
search with reinforcement learning. arXiv preprint
arXiv:1611.01578, 2016.

[5] Hanxiao Liu, Karen Simonyan, and Yiming Yang.
Darts: Differentiable architecture search. arXiv
preprint arXiv:1806.09055, 2018.
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Neural Architecture Search

Acceleration of Neural Architecture Search by Policy Gradient with Credit Assignment

∗1
Rei Sato

∗1
Youhei Akimoto

∗1
Jun Sakuma

∗1
University of Tsukuba

∗1
RIKEN Center for Advanced Intelligence Project

Neural architecture search is gathering attention as an approach to automatically designing the architecture of
deep neural networks. Aiming at accelerating neural architecture search without compromising its performance, we
propose a novel one-shot architecture search algorithm that optimizes the weights and the architecture of a network
simultaneously. Our algorithm is inspired by the notion of credit assignment in policy gradient. An advantage
of each architecture component is defined and the gradient of the architecture parameter is computed using the
advantage values. In our experiments, we observe that the proposed method achieves, with lower computational
time, the final performance comparable to recently proposed gradient-based one-shot architecture search algorithms.

1.

,

.

(e.g. , Pooling

) .

,

.

,

.

, (

)

,

.

(e.g. ,

) ,

. ,

, ,

.

,

. 1 (

2 )

one-shot .

one-shot ,

[Liu 19][Xie 19] . ,

, .

,

, ,

, .

one-shot

, Actor-Critic

: , ,
1-1-1, reisato@bbo.cs.tsukuba.ac.jp

. ,

,

1

.

, one-shot

,

.

2. Neural Architecture Search

2.1 DNN
DARTS[Liu 19] ,

( DNN) 3 ,

x, O .

,

(e.g. ) .

O
x .

i ∈ I O
yi . � x� , �

E� , x� = F ({yl|l ∈ E�})
. F , 1

(e.g. , ) . i

Q(i) . , i

O xQ(i) .

i Ji .

, J = Ji . , i

j ∈ J Oi
j .

,

O (e.g. Convolution, Pooling)

, DNN

. ,

zero-operation( ) ,

.

, DNN |I|
, |J |

1 .

1
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1

a ∈ {0, 1}|I||J | = A .

ai ∈ {0, 1}|J |,|ai| = 1 one-hot

, aij 1 , i

j .

, yi .

yi =
∑
j∈J

aijOi
j(xQ(i)) (1)

2.2 One-shot Architecture Search
R(a;wa) , a a

wa , a

. wa a

, one-shot

. DNN

,

. DNN

. ŵ ,

a

wa ŵ .

, R(a;wa) R(a; ŵ) , a

wa ,

. , R(a; ŵ) R(a) .

, R(a) a

.

3.

, one-shot

.

, [Pham 18][Cai 19]

1 .

3.1 ENAS[Pham 18]
ENAS[Pham 18] , REINFORCE[Williams 92]

. pθ(a) θ

A . REINFORCE

, Ea∼pθ(a)[R(a)] θ

. ,

.

∇θEa∼pθ(a)[R(a)] = Ea∼pθ(a)[R(a)∇θ log(pθ(a))] (2)

, pθ(a) a ∈ A
.

3.2 DARTS[Liu 19]

DARTS[Liu 19] θ ∈ R
|I||J | . DARTS A

R [0, 1]|I||J |

. (1) a ∈ A , operation

mixing weights μ(θ) .

μij(θ) =
exp(θij)∑

k∈J exp(θik)
(3)

DARTS R(μ(θ)) θ

. , θ

.

∇θR(μ(θ)) =
∂R(μ(θ))

∂μ(θ)

∂μ(θ)

∂θ
(4)

, i μij(θ)

j , .

a aij = limλ→0[μij(θ/λ)]

. one-hot .

3.3 SNAS[Xie 19]
SNAS[Xie 19] DARTS

, .

SNAS Gij Gumbel , λt t

(limt→∞ λt = 0), θ ∈ R
|I||J | ,

.

mij(θ,G) =
exp((− log(μij(θ)) +Gij)/λt)∑

k∈J exp((− log(μik(θ)) +Gik)/λt)
(5)

SNAS EG[R(m(μ(θ), G))] θ .

, (1) aij (5)

mij(θ) . .

∇θEG[R(m(μ(θ), G))]

= EG

[
∂R(m(μ(θ), G))

∂m(μ(θ), G)

∂m(μ(θ), G)

∂μ(θ)

∂μ(θ)

∂θ

]
(6)

DARTS .

3.4 ProxylessNAS[Cai 19]
θ ∈ R

|I||J | , zi(μ(θ), N) μ(θ) N

two-hot zi(μ(θ), N) ∈ {0, 1}|J |, |zi(μ(θ), N)| = 2

. zij(μ(θ), N) ,

μij(θ) 2

, zi(μ(θ), N) two-hot

.

ProxylessNAS[Cai 19] EN [R(z(μ(θ), N))] θ

. (1) aij

zij(μ(θ), N) . .

∇θEN [R(z(μ(θ), N))]

= EN

[
∂R(z(μ(θ), N))

∂z(μ(θ), N)

∂z(μ(θ), N)

∂μ(θ)

∂μ(θ)

∂θ

]

≈ EN

[
∂R(z(μ(θ), N))

∂z(μ(θ), N)

∂μ(θ)

∂θ

]
(7)

θ , zij(μ(θ), N) = 0

ij μij(θ) .

DARTS, SNAS .

3.5

, 1

. DARTS, SNAS

, (1)

|J |
, 1 |J |

. , REINFORCE ProxylessNAS

,

(1) 1 2

, 1 |J |
.

2
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4.

REINFORCE

. RE-

INFORCE , DARTS SNAS

1 |J | .

4.1
pθi(ai) θi ∈ R

|J |

. ,

. , aij = 1 μij(θ) .

, i ∈ I pθi(ai)

one-hot ai , i

(1) .

, pθi(ai)

, REINFORCE θ

.

Ea∼pθ(a)[R(a)∇θ log(pθ(a))] (8)

= Ea∼pθ(a)

[
R(a)∇θ log(

∏
i∈I

pθi(ai))

]
(9)

= Ea∼pθ(a)

[∑
i∈I

R(a)∇θi log(pθi(ai))

]
(10)

, REINFORCE pθi(ai)

, R(a)

.

, REINFORCE ,

.

, R(a)

( ), ( )

.

, R(a) ,

,

.

pθi(ai) , (

) .

Si ∈ {0, 1}|I−1||J | , Si ai a

a , Si = {ag|g ∈ I, g �= i}
.

one-hot ai

, .

A(ai, Si) = R(ai, Si)−R(�0, Si) (11)

(11) , a Si ,

ai .

4.2
(11) R

.

R(a) ai .

A(ai, Si) = R(ai, Si)−R(�0, Si)

=
R(ai, Si)−R(ai −Δai, Si)

Δ
|Δ=1 ≈ ∂R(a)

∂at
i

ai (12)

1: one-hot accuracy

a {0, 1}|I||J | ,

. (12) 1

, (11)

.

, θi (14) .

Ea∼pθ(a) [A(ai, Si)∇θi log(pθi(ai))] (13)

≈ Ea∼pθ(a)

[
∂R(a)

∂at
i

ai∇θi log(pθi(ai))

]
(14)

5.

, 2

. , ,

,

. CIFAR-10 , one-shot

.

5.1 Toy Problem
Toy Problem . REIN-

FORCE, DARTS, SNAS, ProxylessNAS, 5

. 2 ( 500, 500

2) ,

. x,x2,x3,ReLU(x),sigmoid(x)

5 .

.

, 100

.

, .

,

.

, Adam .

5.1.1

Toy Problem accuracy

1 . 10 , .

, DARTS, SNAS, ProxylessNAS

, one-hot

accuracy . DARTS, SNAS

.

, 1

DARTS, SNAS 1/|J |
, .

3
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1: . accuracy

. REINFORCE 3
method #param(K) accuracy time(hour)

509 ± 3 92.34 ± 0.21 25.83 ± 0.84

REINFORCE 486 ± 10 91.85 ± 0.16 22.85 ± 0.81

DARTS 508 92.16 79.77

SNAS 512 92.11 75.63

ProxylessNAS 473 91.12 37.44

(5 ) 473 ± 5 91.37 ± 0.54 0

2: one-hot test accuracy

5.2
,

.

[Liu 19] . .

DNN 8

. 14 7

. c c−1, c−2

, 1, 2 x . 7

. normal cell reduction cell( 1, 2

2) 2

. 2 28 ,

3*3/5*5 separable convolution, 3*3/5*5 dilated separable

convolution, 3*3 max pooling, 3*3 average pooling, identity

mapping( ), zero-operation( ) 8

1 . Convolution

16 . CIFAR-10 .

150 ,

, 50

θ . ,

GradientClipping(1.0) .

,

. , zero-operation 0

,

, zero-operation .

, zero-operation 0

,

. minj Ea∼pθ(a)[
∂R(a)
∂aij

aij ]

, i zero-operation .

.

3: reduction cell

5.2.1

one-hot , 300

.

. 1 .

, DARTS, SNAS

. ,

one-hot accuracy 2 .

accuracy a

wa .

accuracy

. 3 ,

reduction cell .

6.

,

.

DARTS, SNAS 1

|J | ,

.

[Cai 19] Cai, H., Zhu, L., and Han, S.: ProxylessNAS:

Direct Neural Architecture Search on Target Task and

Hardware, in ICLR (2019)

[Liu 19] Liu, H., Simonyan, K., and Yang, Y.: DARTS:

Differentiable Architecture Search, in ICLR (2019)

[Pham 18] Pham, H., Guan, M., Zoph, B., Le, Q., and

Dean, J.: Efficient Neural Architecture Search via Pa-

rameters Sharing, in ICML, pp. 4095–4104 (2018)

[Williams 92] Williams, R. J.: Simple statistical gradient-

following algorithms for connectionist reinforcement

learning, Machine Learning, Vol. 8, No. 3, pp. 229–256

(1992)

[Xie 19] Xie, S., Zheng, H., Liu, C., and Lin, L.: SNAS:

stochastic neural architecture search, in ICLR (2019)
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Progressive Data Increasing as Initialization of Neural Networks

∗1
Ryosuke Sato

∗2
Masanari Kimura

∗1 Ridge-i
Ridge-i inc.

∗2 Ridge-i
Ridge-i inc.

Deep neural networks (DNNs) have recently been achieving state-of-the-art performance on a variety of tasks.
With the improvement of the hardware performance, the structure of the neural network becomes more and more
complicated, and the amounts of data used for training networks are becoming larger.Although these changes
greatly contributed to the recognition accuracy of the neural network, it often leads to training instability in some
cases.In this paper, we propose to use a subset of training data for initialization of neural networks. We found that
it can help us to stabilize the training process.

1.

[1, 2]

2.

DNNs

DNNs

DNNs

[3, 4, 5]

2.1 Kaiming Initialization
Kaiming He [5]

i

yi = W ixi + bi (1)

xi ∈ R
ni i Wi ∈ R

d,n

f(·)

xi+1 = f(W ixi + bi) (2)

= f(yi) (3)

He

: Ridge-i
1-6-1 442 rsato@ridge-i.com

1:

CIFAR10 0.1%

3

2

• Wi xi

• Wi xi

He i 0, 2/ni

V ar[W i] =
2

ni
(4)

2.2 Progressive Data Increasing as
the Initializer

N Dd×N = {(xi,yi)}Ni=1

x y d

Dd×N

L

1
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2: He Initialization VAE

CIFAR10

0.1%

d

Progressive Data Increasing

S

Sd×M = {(xi,yi) ∼ P (x,y), ∀(xi,yi) ∈ D}Mi=1 (5)

M

P Sd×M

f

ft0 = arg min
t

L(S, f, t) (6)

t0

t0 t0

3.

2.1

He

He 2/ni

CIFAR10 ∗1 2

2.2 He

Variational Auto Encoder VAE

1

VAE 162

Resnet [6]

1024×1024 CIFAR10

∗1 https://www.cs.toronto.edu/ kriz/cifar.html

1: He Initialization VAE

Initializers L1 Loss

Kaiming He 0.2418

Progressive Data Increasing 0.1860

He

4.
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Efficient learning in machine language instruction sequence classification by transfer learning

∗1∗2
Yuhei Otsubo

∗2
Akira Otsuka

∗1
Yoshihiro Iwata

∗3
Mamoru Mimura

∗4
Takeshi Sakaki

∗1
National Police Agency

∗2
Institute of Information Security

∗3
National Deffense Academy

∗4
University of Tokyo

In this paper, we propose a learning method for a machine language instruction sequence which is difficult to
prepare a large-scale data set, e.g., packer classification. We used the learning result of the compiler classification
which is easy to prepare a large-scale data set. Our examination result shows that it is possible to classify with
accuracy of 92% even if only 10 samples of each class are gathered in 30 class classification.

1.

99%

o-glasses [Otsubo 18]

x86/x86-64

1d-CNN CNN

99%

10

30 92.0%

Accuracy

1.7%

2.

2.1

∗1

: Fax

∗1

1: UPX

UPX[Markus 96]

Themida[Oreans Technologies]

UPX 1

UPX PE

UPX Themida

1
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ASProtect[StarForce Technologies Ltd.]

3.

PEiD ∗2

PEiD

[Isawa 14]

EP

EP 15

SVM 26 3

29 4,000

99.46 % Accuracy

4. o-glasses

o-glasses[Otsubo 18]

x86/x86-64

CNN [LeCun 89]

CNN

99%

2048bit 128bit

16 1 1d-CNN

128 128 1

96 2 1d-CNN 2

1 256

2 3

5 400,400 n

n 3 4

Batch Nomalization[Ioffe 15]

ReLU

Softmax

15 16

95% [ 18]

5.

[Isawa 14] EP

EP L

∗2 0.95 Web
https://www.softpedia.com/

2:

o-glasses

EP

EP

1

o-glasses

2

o-glasses

• 1 CNN 1

• 2 CNN 2

•
1 2 CNN

6.

6.1
1

GitHub∗3

∗3 https://github.com/

2
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1: Number of elements in each of our datasets

Label Compiler Arch. Opt. File Code

Program

VC2017

32bit
None 1,170 369,605

Max 1,147 255,143

64bit
None 1,456 540,568

Max 1,242 542,020

VC2003

32bit
None 1,350 292,277

Max 1,306 270,743

64bit
None - -

Max - -

GCC

32bit
None 2,111 227,004

Max 1,844 239,821

64bit
None 1,582 283,276

Max 1,580 287,775

Clang

32bit
None 1,205 101,024

Max 1,196 86,521

64bit
None 1,892 332,278

Max 1,883 246,500

ICC

32bit
None 1,761 1,494,677

Max 1,724 1,161,499

64bit
None 1,796 1,419,705

Max 1,728 1,046,958

Others 130 912,958

Total 28,103 10,110,352

VC∗4, GCC∗5, Clang∗6,
ICC∗7

VC2003 32bit

64bit 32bit

L

1 L = 16

Others

rtf doc docx pdf 4

VirusTotal∗8

L

Others

L = 16 19 28,103

10,110,352

Program

3.69 Others 2.38

10 ×L÷ 16

L = 16 19 190

epoch 50

∗4 Microsoft Visual C++: 2003 and 2017
∗5 the GNU Compiler Collection: 6.3.0

∗6 a C language family frontend for LLVM: 5.0.2
∗7 Intel C++ Compiler: 19.0.0.117 Build 20180804
∗8 https://www.virustotal.com/

2:

Accuracy

PEiD 66.53 29

SVM 99.46 EP 15 29

98.89 EP 16 30

98.94 EP 8 30

99.21 EP 4 30

6.2
o-glasses

1 2

epoch

500

2

3

27

3 32bit 64bit .NET 30

3 Num.(1)

Num.(2)

PEiD

SVM [Isawa 14]

2 Num.(2)

10 [Isawa 14]

Num.(2)

Num.(1)

10

Precision P Recall R

6.3

10

S S Accuracy

4 S = 10, 20

Accuracy

7.

10

92%

3
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3: . (Num.): , (P): precision, (R): recall, (NaN): PEiD .

Num. PEiD SVM (L=16) (L=8) (L=4)

No. Class (1) (2) P R P R P R P R P R

1 Unpacked(64bit) 475 432 NaN 0.0 100.0 99.8 99.8 100.0 100.0 99.6 100.0 99.8

2 Armadillo 4.00.0053 203 203 100.0 99.0 98.5 100.0 99.0 100.0 98.2 100.0 99.0 100.0

3 MoleboxPro 2.6.4 203 195 100.0 99.0 100.0 100.0 99.1 100.0 99.5 100.0 100.0 100.0

4 Themida 1.8.5.5 195 194 100.0 99.0 100.0 100.0 100.0 100.0 100.0 100.0 100.0 100.0

5 PESpin 1.330 194 191 100.0 99.0 100.0 100.0 100.0 100.0 100.0 100.0 100.0 100.0

6 obsidium 1.3.5.4 191 188 NaN 0.0 100.0 100.0 98.0 100.0 99.5 100.0 99.0 100.0

7 ASProtect 2.100 188 185 100.0 98.9 100.0 100.0 99.5 100.0 99.5 100.0 100.0 100.0

8 yoda’s protector 1.020 194 170 100.0 98.9 100.0 100.0 100.0 100.0 100.0 100.0 100.0 100.0

9 Unpacked(32bit) 212 165 98.1 89.4 95.3 94.7 96.8 93.8 95.7 94.3 96.3 95.3

10 obsidium 1.4.5 165 143 NaN 0.0 100.0 100.0 100.0 100.0 100.0 100.0 100.0 100.0

11 nPack 1.1.300 201 141 100.0 11.2 100.0 100.0 100.0 100.0 100.0 100.0 100.0 100.0

12 eXPressor 1.5.0.1 182 139 NaN 0.0 100.0 100.0 100.0 100.0 100.0 100.0 99.5 100.0

13 ASPack 2.12 194 127 100.0 98.6 100.0 100.0 100.0 100.0 100.0 100.0 100.0 100.0

14 PECompact 2.64 201 126 100.0 98.4 100.0 100.0 100.0 100.0 100.0 100.0 100.0 100.0

15 Unpacked(32bit&.net) 144 122 100.0 95.2 100.0 99.2 100.0 98.6 100.0 98.6 100.0 98.6

16 NsPack 3.7 203 116 100.0 98.4 100.0 100.0 100.0 100.0 100.0 100.0 100.0 100.0

17 RLPack 1.2 200 116 NaN 0.0 100.0 100.0 100.0 100.0 100.0 100.0 100.0 100.0

18 FSG 2.0 203 111 100.0 99.1 100.0 100.0 100.0 100.0 100.0 100.0 100.0 100.0

19 UPX 3.08 194 99 97.4 99.1 98.2 99.1 99.5 100.0 99.5 100.0 98.5 100.0

20 ASPack 2.11 147 99 100.0 98.0 100.0 100.0 99.3 100.0 96.9 100.0 100.0 100.0

21 Mew11SE 1.2 189 88 100.0 98.0 100.0 100.0 100.0 100.0 100.0 100.0 100.0 100.0

22 ACProtect pro 1.32 88 75 98.7 87.5 95.6 98.9 87.1 92.1 88.8 92.2 92.8 97.8

23 WWPack32 1.2 108 64 100.0 98.7 100.0 100.0 100.0 100.0 100.0 100.0 100.0 100.0

24 AntiCrack 1.32Pro 64 64 NaN 0.0 100.0 95.3 91.0 77.9 90.1 81.4 98.6 90.7

25 PETITE 2.2 90 63 100.0 95.2 96.8 96.8 98.2 97.8 99.0 97.8 99.0 97.8

26 exe32pack 1.4.2 97 62 100.0 96.8 100.0 98.4 100.0 98.9 100.0 98.9 100.0 98.9

27 tElock 0.98 74 55 100.0 98.2 100.0 100.0 98.9 100.0 98.9 100.0 100.0 100.0

28 PKLITE 32 20 20 100.0 85.0 90.0 90.0 93.3 90.0 91.7 90.0 93.3 90.0

29 Upack 0.39 201 10 100.0 90.0 100.0 100.0 96.7 97.0 97.1 97.0 97.2 96.5

30 WinUpack 0.31beta 197 - - - - - 97.1 95.3 97.0 95.4 96.6 95.9

4: o-glasses

Accuracy

S 10 20 40 80

92.0 95.8 97.3 98.2 99.2

90.3 94.3 98.0 98.2 99.1

[Ioffe 15] Ioffe, S. and Szegedy, C.: Batch normalization:

Accelerating deep network training by reducing internal

covariate shift, arXiv preprint arXiv:1502.03167 (2015)

[Isawa 14] Isawa, R., Ban, T., Guo, S., Inoue, D., and

Nakao, K.: An Accurate Packer Identification Method

Using Support Vector Machine, IEICE Transactions on

Fundamentals of Electronics, Communications and Com-

puter Sciences, Vol. 97, No. 1, pp. 253–263 (2014)

[LeCun 89] LeCun, Y., Boser, B., Denker, J. S., Hender-

son, D., Howard, R. E., Hubbard, W., and Jackel, L. D.:

Backpropagation applied to handwritten zip code recog-

nition, Neural Computation, Vol. 1, No. 4, pp. 541–551

(1989)

[Markus 96] Markus, F. O., Lszl, M., and John, F. R.: the

Ultimate Packer for eXecutables, https://upx.github.

io/ (1996)

[Oreans Technologies] Oreans Technologies, : Themida,

https://www.oreans.com/themida.php

[Otsubo 18] Otsubo, Y., Otsuka, A., Mimura, M.,

Sakaki, T., and Goto, A.: o-glasses: Visualizing x86

Code from Binary Using a 1d-CNN, ArXiv e-prints, p.

arXiv:1806.05328 (2018)

[StarForce Technologies Ltd.] StarForce Technologies

Ltd., : ASPack Software, http://www.aspack.com/

asprotect32.html

[ 18] , , , , ,

F ,

2018(CSS2018), pp. 4C2–1

(2018)
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Wasserstein Autoencoder

A Style Transfer Method using Wasserstein Autoencoder

∗1
Hidemoto NAKADA

∗1
Hideki ASOH

∗1
Artifical Intelligence Research Center, National Institute of Advanced Institute of Technology

We propose a image style transfer method based on Wasserstein Autoencoder. Style transfer is an area of image
generation technique that generates an image that shows content taken from one image with a style taken from
another image. While there are extensive researches in this area, most of them requires some ’training’ time to
generate images with specific style. The proposed method does not require training time which trains a network
that can be used for any style and content image. The network encode images into content latent variables and style
latent variables. We can transfer image style by simply replacing style latent variables. We tested the proposed
method with images from CelebA and confirmed that it can generate style transferred images.

1.

Gatys [Gatys 15][Gatys 16]

Johnson [Johnson 16]

Variational Autoencoder

[ 18] Wesserstein

Autoencoder[Tolstikhin 18]

2

2.

3. 4. 5.

6.

2.

2.1
Gatys [Gatys 15][Gatys 16]

CNN

l

i, j Fi,Fj

Gl
i,j = Fi · Fj ·

1: Gatys [Gatys 15]

1

2)

2

Gatys

1 3

ImageNet

Johnson [Johnson 16]

Gatys

GPU

[ 17]

1
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2: : VAE

2.2 Variational Autoencoder Wesserstein
Autoencoder

Variational Autoencoder[Kingma 14][Doersch 16]

VAE z

x p(x|z)

z

x z

z x′

x x′

z KL

( 2 )

z 0 1

Wesserstein Autoencoder WAE VAE

KL

Wesserstein

WAE VAE FID(Frechet Inception

Distance)

WAE

3.

3.1

( 2 )

2

3.2
Gatys

WAE

3

Imagenet

VGG16[Simonyan 14]

2

WAE

Wesserstein

3

3: WAE

1:

1 Conv 64x64x3 64x64x8 3 1
2 Conv 64x64x8 32x32x32 4 2
3 Conv 32x32x32 16x16x128 4 2
4 Conv 16x16x64 8x8x256 4 2
5 Conv 8x8x128 4x4x512 4 2
6 Full 4x4x256 128 x 2 - -

4.

4.1

Wesserstein

3

4.2
3 Tensorflow[ten]

1 64

3 192

512, 256, 128, 64, 32

1

max pooling

eLU(Exponential Linear Unit)

ReLU(Rectified Linear Unit)

64x2

3

2

2
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2:

Full 4x4x1024
Subpixel conv 8x8x512 3x3 1

ResBlock 8x8x512
ResBlock 8x8x512
ResBlock 8x8x512

Subpixel conv 16x16x256 3x3 1
Subpixel conv 32x32x128 3x3 1
Subpixel conv 64x64x64 3x3 1

Conv 64x64x3 5x5 1

4: ResBlock

4x4x1024

Subpixel Convolution[Shi 16] 8x8x512

4 ResBlock[He 16] 3

Subpixel Convolution[Shi 16] 3

64x64

WeightNormalization[Salimans 16]

4.3
CelebA[cel]

5

[ani] ImageNet[Russakovsky 15]

CelebA OpenCV

64x64

193,800

160

64x64 14,490

ImageNet 3 64

64x64

196,371

4.4
4.4.1

CelebA

6( ) 1 2 -6

CelebA 7 -11

IamgeNet 2 -6 7

-11

5:

6: : , :

512, 256, 128, 64, 32

4.4.2

6( )

Im-

ageNet

CelebA

CelebA

4.4.3

7 1

2 3 -7 CelebA

8 -12

IamgeNet

512, 256, 128, 64, 32

CelebA

9 10 256, 128

5.

Li [Li 17] whitening

coloring

3
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7: WAE

6.

Wesserstein Autoencoder

JSPS JP16K00116

[ani] AnimeFace Character Dataset : http://www.nurs.
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711 (2016)
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[ten] TensorFlow : https://tensorflow.org/ Accessed:
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Level Set Estimation

Efficient estimation for red-zone in silicon wafers for solar cells using Level Set Estimation

∗1
Shota Hozumi

∗2
Kota Matsui

∗2
Kentaro Kutsukake

∗3∗4∗2
Toru Ujihara

∗1∗2∗5
Ichiro Takeuchi

∗1
Nagoya Institute of Technology

∗2
RIKEN Center for Advanced Intelligence Project

∗3
Institute for Materials and Systems for Sustainability, Nagoya University

∗4
Department of Engineering, Graduate School of Nagoya University

∗5
Center for Materials Research by Information Integration, National Institute for Materials Science

For the task of estimating a spacial distribution of a physical quantity, it is common to fix the measurement
positions to meshgrid points evenly allocated along the coordinates of the space. However, such fixed measurement
positions often contain redundancy in the sense that not all the measurements in the meshgrid points are required
for the target task. Especially when a measurement of the physical quantity is costly, it is thus beneficial to allocate
the measurement points adaptively and reduce the number of measurements. In this study, we applied Level Set
Estimation (LSE), which is a method to efficiently estimate the boundary position, to carrier lifetime mapping of
silicon for solar cells, and estimated the low quality region. Our approach can reasonably estimate the boundary
position by measuring less than 1% position compare to conventional approach.
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Algorithm 1 Level Set Estimation

Require: sample set D, GP prior(m(x) = a, k, σ0)

threshold ratio ω , accuracy parameter ε = a/5, max

iteration T

Ensure: predicted sets Ĥ, L̂, Ut

1: H0, L0, U0, Z0 ← ∅, C0(x) ← R, t ← 1

2: while Ut−1 �= φ and t ≤ T do

3: Ht ← Ht−1, Lt ← Lt−1, Ut ← Ut−1, Zt ← Zt−1

4: for all x ∈ D do

5: hopt
t ← ω maxx∈Zt−1 max(Qt(x))

6: fpes
t ← maxx∈Zt−1 min(Qt(x))

7: hpes
t ← ωfpes

8: if min(Qt(x)) + ε ≥ hopt
t then

9: Ut ← Ut\{x}
10: if max(Qt) < fpes

t then Ht ← Ht ∪ {x}
11: else MH

t ← MH
t ∪ {x}

12: else if max(Qt(x))− ε ≥ hpes
t then

13: Ut ← Ut\{x}
14: if max(Qt) < fpes

t then Lt ← Lt ∪ {x}
15: else ML

t ← ML
t ∪ {x}

16: end if

17: end for

18: Zt ← Ut ∪MH
t ∪ML

t

19: x ← arg max
x∈Zt

(wt(x))

20: yt ← f(x) + nt

21: Compute μt(x) and σt(x) , for all x ∈ D

22: t ← t+ 1

23: end while

24: Ĥ ← Ht−1 ∪MH
t−1, L̂ ← Lt−1 ∪ML

t−1

f ,

(1)
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3.1
f

f

f(x) ∼ GP (m(x) k(x,x′))

. GP (m(x k(x,x′))) m

k

k Matern3/2

k(xi,xj |θ) = β2
f (1 +

√
3r

βl
) exp(−

√
3r

βl
)

r =
√

(xi − xj)T (xi − xj)

Matern

1: : 1 :

2

( )

1

x1:n = {x1, ...,xn} f =

(f(x1), ..., f(xn)) n

f |x1:n ∼ N (m,K)

m = (m(x1, ...,m(xn))) , Ki,j = k(xi,xj)

Dn = {(xi, yi)}ni=1

x f(x) N (μn(x), σ2
n(x))

μn(x) = m(x) + k(x)T (K + σ2I)−1(y −m)

σn(x) = k(x,x) + k(x)T (K + σ2I)−1k(x)

3.2 (LSE)
LSE confidence region

Qn(x) := [ μn−1(x)± β
1/2
t σn−1(x) ]

h Qn(x) x h

ε

, min(Qn) + ε ≥ h , max(Qn)− ε ≥ h

h

LSE

Algorithm 1

U xi ∈ {x ∈ X | f(x) > h}
H xi ∈

{x ∈ X | f(x) > h}
MH xi ∈ {x ∈ X | f(x) ≤ h}

L xi ∈ {x ∈ X | f(x) ≤ h}
ML 5

H L

(uncertainty sampling)

wt(x) = max(Qt(x))−min(Qt(x))

= 2β1/2
n σn−1(x)
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Conditional variational auto-encoder

Generating airfoil shape using conditional variational auto-encoder

∗1

Kazuo Yonekura

∗1
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∗1
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∗1

IHI Corporation

We train an inference model for airfoil shape in application of mechanical design. It is important to obtain
a reasonable shape that shows a specific performance that designers need. We use conditional variational auto-
encoder to train inference model. We use NACA airfoil to evaluate the proposed method, and show the method
outputs reasonable shapes. However, when we use naive discretization method of shapes, generated shape involves
small perturbation which leads self-intersection. Since such perturbation is not desired in view of mechanical desing,
we use Gaussian process to smooth the shape.
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[Nita 2014]
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encoder (AE) variational auto-encoder (VAE) [Kingma 2015]

[ 2018]

VAE VAE

conditional VAE (CVAE) [Sohn 2014]
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RBF  
Solar radiation prediction using RBF Network for Campus 

*1 *1

Yuta Hashiba Shoichi Urano

 *1   
 Meiji University  

 In this paper, we propose a prediction method with fewer kinds of data using RBF network for solar radiation prediction 
on campus. In recent years, the introduction of renewable energy has advanced in Japan, among which the introduction of 
photovoltaic power generation system is the top. Therefore, for optimal power operation such as small area, it is necessary to 
predict the amount of solar radiation that affects PV output. We will develop and verify a model that can predict solar 
radiation amount with high accuracy from past solar radiation performance data in small area. We report the result that we 
can predict if there is a tendency similar to the past in the prediction model used this time even without weather information, 
and report that there is a possibility of further improvement in accuracy by adding cloud amount data. 
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Hybrid  
A study of hybrid prediction model considering risk reduction for economic indicators forecasting 

 *1 *1 
 Koudai Ogihara  Shoichi Urano 

 *1   
 Meiji University  

 In this paper  we have proposed the hybrid prediction model considering risk reduction for economic indicators forecasting  
The proposed hybrid prediction model consists of multiple regression model and artificial neural network  We apply the 
proposed hybrid prediction model to Nikkei 225 futures price  Based on the simulation results  we report the result that it is 
possible to avoid risk by suppressing the maximum prediction error rate and standard deviation while keeping prediction 
accuracy in the proposed hybrid prediction model with Nikkei 225 futures price  

1.  

 
[  18]

Artificial Neural Network ANN
Hybrid

Hybrid

225 Hybrid

 

2.  

[  18]
 

2.1 225  
225 225

TOPIX
 

3.  

3.1  
 

y x

x{i} i=1 2 3   n
 

(β0 β1 βn) 2
(1)  

y = β0+β1x1+β2x2+β3x3+ +βnxn (1) 

3.2  
ANN

ANN

ANN
 

3.3  

ANN Hybrid
225

 
 

 
 

 
 
 
 
 
 
 

1  

START

Set price date

Multiple regression model Neural network

Output new forecasting value

END

Calculate

The 33rd Annual Conference of the Japanese Society for Artificial Intelligence, 2019

2P4-J-2-04



 

- 2 - 

1
 

ANN
 

 

 

ANN
 

ANN
13 26

26

3  
Hybrid

 

4.  

4.1  
225

9 00 5:00
9 00 5 00

 

(1)  

5 20
13  

10 20 40 60 80 100 120  
140 160 180 200 220 240  

240 5
240

 
2016 1 4 2018 12 28

225  

(2)  
[  18]

ANN
5

5
 

ANN
 

< > 5 
<ANN> 5 

5 
10000 

(3)  
225 2018

 

4.2  
ANN

26 2018
225

1  

1 ANN

26 12
160 ANN

200

 
1 0 55162

3 24710 0 52846

ANN

 

5.  
 

1 ANN

ANN Hybrid
225  

2

 
3

 

 
[ 18] :

vol33 No 1 p  A-H51_1-11 2018  
 [ 18] : 

/
No PE-18-172 PSE-18-148 2018  

1  

0.57304  0.55162  0.61871  

3.24710  3.27940  3.87510  

0.00083  0.00036  0.00129  

0.52846  0.52882  0.55751  

The 33rd Annual Conference of the Japanese Society for Artificial Intelligence, 2019

2P4-J-2-04



[2P5-J-2]

[2P5-J-2-01]

[2P5-J-2-02]

[2P5-J-2-03]

[2P5-J-2-04]

[2P5-J-2-05]

©The Japanese Society for Artificial Intelligence 

 JSAI2019 

General Session | General Session | [GS] J-2 Machine learning

Machine learning: medicine and heathcare
Chair:Jun Ozawa Reviewer:Yoshikuni Sato
Wed. Jun 5, 2019 5:20 PM - 7:00 PM  Room P (Front-left room of 1F Exhibition hall)
 

 
Prediction of depressive tendencies from health data considered
unassociated with depressive states 
Shiori Yamaguchi1, 〇Hiroki Tanaka1, Hayato Maki1, Shigehiko Kanaya1,2, Nobutaka Suzuki3,

Satoshi Nakamura1,2 （1. Nara Institute of Science and Technology, Graduate School of

Science and Technology, 2. Nara Institute of Science and Technology, Data Science Center,

3. Kanazawa University, Graduate School of Medical Sciences） 

 5:20 PM -  5:40 PM   

Data Transformation method for Comprehensive Classification to
Blood Test Data 
〇Takumi Yoshida1, Matsui Tohgoroh1 （1. Chubu University） 

 5:40 PM -  6:00 PM   

Medical image recognition of MRI brain images using deep logistic
GMDH-type neural network and convolutional neural network 
〇Tadashi Kondo1, Shoichiro Takao1, Sayaka Kondo2, Junji Ueno1 （1. Tokushima University,

2. Tokushima medical informatics laboratory） 

 6:00 PM -  6:20 PM   

Mental Disorder Diagnosis using fMRI Images by Deep State-Space
Model 
〇Koki Kusano1, Tetsuo Tashiro1, Takashi Matsubara1, Kuniaki Uehara1 （1. Kobe

University） 

 6:20 PM -  6:40 PM   

Semi-supervised learning based target gene selection for medical data 
〇Akito Seki1, Hirotaka Akita1, Hisashi Kashima1,2, Makoto Yamada1,2 （1. Kyoto University,

2. RIKEN AIP） 

 6:40 PM -  7:00 PM   



Prediction of depressive tendencies from health data considered unassociated with depressive
states
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This study investigated firstly, which lifestyle habits and physical constitution are considered related to depressive
states. Following the exclusion of the lifestyle habits and physical constitution that are related to depressive states,
we examined that whether the rest can predict depressive tendencies. We used three classifiers for the prediction. In
addition, we used a combination of undersampling and bagging approach to improve predictive performances in our
imbalanced data. The finding was that we obtained recall of 0.65 from the logistic regression with L2 regularization.
Moreover, some important questions for the prediction were included in DSM-5 or QIDS-SR, meaning that we found
that not all main symptoms have been widely known.
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Data Transformation for
Comprehensive Classification in Blood Test Analysis

∗1
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This paper proposes a method to transform data to better fit a normal distribution in medical record analysis.
We proposed a method to comprehensively analyze medical record using various machine learning method. Because
some machine learning method assume that the data follow normal distribution, we need to transform the data to
fit normal distribution. Ordinary method used Box-Cox transform that is a power transform, but it cannot apply
negative values. In this paper, we propose to use Yeo-Johnson transform instead of Box-Cox transform, because it
can apply negative values. We also propose one-class power transform that estimates the transform parameter only
from one class. We confirmed that our proposed method can transform the data even if some values are negative
and the transformed data fit normal distribution better than Yeo-Johnson transform using both classes.
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Medical image recognition of MRI brain images using deep logistic GMDH-type  
neural network and convolutional neural network 

*1                     *2        *3                          *4               
Tadashi Kondo                   Shoichiro Takao               Sayaka Kondo                        Junji Ueno            

*1          *2       *3 * 4  
Tokushima University  Tokushima University    Tokushima medical informatics laboratory Tokushima University 

In this study, hybrid deep neural network is organized using the deep logistic Group Method of Data Handling (GMDH)-
type neural network and the Convolutional Neural Network (CNN) and, is applied to the medical image recognition problem. 
The deep GMDH-type neural network algorithms have abilities of self-selecting the number of hidden layers, the optimum 
neuron architectures and useful input variables, and they can automatically organize the deep neural network architectures to 
minimize prediction error criterion defined as Akaike’s Information Criterion (AIC) or Prediction Sum of Squares (PSS) . 
This deep neural network algorithm is applied to medical image recognitions of brain regions, and the organs such as brain, 
the white matter and the lateral ventricle, are recognized and these regions are extracted accurately using the deep logistic 
GMDH-type neural networks. 
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Fig.14 Output images of the conventional neural network (2)[2,3] 
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Fig. 18 Overlapped image(3)       Fig.19 Gray scale image (3) 
 
 
 
 
 
 

(a) m=5                   (b) m=7                          (c) m=9 
Fig.20 Output images of conventional neural network (3)[2,3] 

Table 1 Number of hidden layers 
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fMRI

Mental Disorder Diagnosis using fMRI Images by Deep State-Space Model

Koki Kusano Tetsuo Tashiro Takashi Matsubara Kuniaki Uehara

Graduate School of System Informatics, Kobe university

Machine learning-based accurate diagnosis of mental disorders is expected to support finding their biomarkers
and understanding their underlying mechanism. Recent studies employed dynamic and generative models due
to the time-varying nature of the brain activities. Though it is difficult to extract complex features due to the
simpleness of the model. In this paper, we model fMRI data using dynamic and deep generative model. The
proposed deep state-space model is flexible, dynamic and generative(interpretable). Hence it can extract complex
feature, capture time-varying nature of the brain activities and identifies brain regions related to the disorders.

1.

( 1)

(functional connectivities; FC)

FC

[Liu 13,Li 15]

( 1)

fMRI (functional magnetic reso-

nance imaging)

[Atkinson 01] fMRI

[Castro 16,Plis 14]

( 1)

(PCC)

FCs [Shen

10,Yahata 16] (hidden Markov model;

HMM)

[Suk 16]

(DNN)

[Bengio 12,Schmidhuber 15] DNN

DNN LSTM

fMRI [Dvornek 17] LSTM

DNN ( 1) fMRI

PCC

HMM

DNN

deep

generative model (DGM) [Kingma 14]

FC DGM fMRI [Tashiro

17]

fMRI (deep

state-space model ; DSSM)

( 1) DSSM DNN fMRI

:
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1: Conceptual Comparison Between Our Proposed

Model and Comparative Models

Model

PCC �

HMM � �
LSTM � �
DGM � �

DSSM (proposed) � � �

deep Kalman filter [Krishnan 17]

DGM deep Kalman

filter DSSM

DSSM fMRI

fMRI

DSSM

DSSM [Shen 10,Yahata 16,Suk 16,Dvornek

17,Tashiro 17]

2. Deep State-Space Model

[Suk 16,Tashiro 17,Matsubara

17] x, y,

z pθ(x, y, z)

x = (x1, x2, x3 . . . , xT ) fMRI xt

t y 2

(y = 1 y = 0 )

z = (z1, z2, z3, . . . , zT ) y fMRI

x

z

z

pθ(x, y) =

∫
z

pθ(x, y, z)

(x, y)
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1: DSSM pθ x =

(x1, x2, x3, . . . ) fMRI y z =

(z1, z2, z3, . . . )

pθ log pθ(x, y)

y x

y

pθ(y|x) = pθ(x, y)∑
y′∈{0,1} pθ(x, y

′)
∝ pθ(x, y)

fMRI x (y = 0 1)

fMRI x

pθ(x, y = 1) > pθ(x, y = 0) y = 1 pθ(x, y = 0) >

pθ(x, y = 1) y = 0

DSSM fMRI

xt 3D 2D k-space

(region of interest; ROI)

ROI [Shen 10,Suk 16,Plis

14,Yahata 16,Castro 16,Dvornek 17,Tashiro 17,Matsubara

17] ROI fMRI

fMRI

x ROI

1, 2

t zt y

zt−1 zt (transition model

pθ(zt|zt−1, y)) zt fMRI xt

(emission model pθ(xt|zt)) AutoEncoder

decoder pθ(x, y, z)

pθ(x, y, z)=pθ(y)pθ(z1|y)
T∏

t=2

pθ(zt|zt−1, y)pθ(xt|zt) (1)

transition model pθ(zt|zt−1, y) emission model pθ(xt|zt)
DNN

[Kingma 14,Tashiro 17,Matsubara 17,Krishnan 17]

[Krishnan 17] qφ
2

2: qφ x = (x1, x2, x3, . . . )

fMRI y z = (z1, z2, z3, . . . )

3: DSSM

qφ(z|x, y) =
T∏

t=1

qφ(zt|x, y) (2)

x, y log pθ(x, y)

log pθ(x, y) ≥ Eqφ(z|x,y)

[
log

pθ(x, y, z)

qφ(z|x, y)
]

=
∑T

t=1 Eqφ(zt|x,y) [log pθ(xt|zt)]
−∑T

t=2 Eqφ(zt−1|x,y) [DKL(qφ(zt|x, y)||pθ(zt|zt−1, y))]

−DKL(qφ(z1|x, y)||pθ(z1|y)) + log pθ(y)

=: Lg(x, y).

(3)

Lg(x, y)

Lg(x, y) log pθ(x, y) [Blei
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2: Diagnosis Accuracies

Schizophrenia Bipolar

Model BACC F1 BACC F1

PCC+SCCA+SLR [Yahata 16] 0.646 0.462 0.519 0.378

PCC+Kendall+LLE+c-means [Shen 10] 0.670 0.544 0.626 0.480

LSTM [Dvornek 17] 0.673 0.522 0.577 0.345

AE+HMM [Suk 16] 0.579 0.429 0.589 0.417

DGM [Tashiro 17] 0.707 0.571 0.633 0.445

DSSM (proposed) 0.728 0.601 0.633 0.481

3: Regions with Top 3 and Bottom 3 Contribution Weights for Diagnosis.

Schizophrenia Bipolar

ROI weight (×10−4) ROI weight (×10−4)

Postcentral R 3.08 Temporal Inf R 1.49

Precentral R 3.00 Cingulum Post R 1.14

Postcentral L 2.81 Postcentral R 1.01
...

...
...

...

Putamen L 0.04 Cerebelum 7b L -0.26

Temporal Pole Sup R 0.02 Cerebelum Crus1 L -0.28

Vermis 1 2 -0.02 Cingulum Ant R -0.32

17,Bishop 06] log pθ(x, y)

y pθ(y|x)

pθ(y|x)= pθ(x, y)∑
y′∈{0,1} pθ(x, y

′)

≈ expLg(x, y)∑
y′∈{0,1} expLg(x, y′)

=expLd(x, y)

(4)

Ld(x, y) y log pθ(y|x)

[Lasserre 06] ω ∈ [0, 1]

L(x, y) = (1− ω)Lg(x, y) + ωLd(x, y) (5)

3

[Tashiro 17] emission model pθ(xt|zt)
2

layer normalization [Ba 16]

ReLU [Nair 10] emission model pθ(xt|zt)
reparameterization trick [Kingma 14] xt

N (μzt , diag(σ
2
zt))

transition model pθ(zt|zt−1, y) [Krishnan 17]

DNN gated transition

gated recurrent unit(GRU)

[Krishnan 17] y

zt−1 pθ(zt|zt−1, y)

qφ(z|x, y) bidirectional LSTM [Hochreiter

97, Schuster 97] bidirectional LSTM

q
(f)
φ (zt|x, y) q

(b)
φ (zt|x, y) qφ(zt|x, y) ∝

q
(f)
φ (zt|x, y) × q

(b)
φ (zt|x, y) Eq. (3)

Kullback-Leibler DKL(qφ(zt|x, y)||pθ(zt|zt−1, y)

3.

OpenfMRI

ds000030 (https://openfmri.org/dataset/ds000030/)

[Esteban 18](https://github.

com/poldracklab/fmriprep)

scrubbing automated anatomical labeling

(AAL) [Tzourio-Mazoyer 02] ROI

fMRI 116 ROI

ROI ROI

0.01Hz 0.1Hz

0 1

117

48 46

DSSM nh

zt nz N (0, 0.022)

0 dropout p

dropout 3 10−4

Adam [Kingma 15]

nh ∈ {100, 200, 400}, nz ∈ {5, 10, 20, 50, 100},
p ∈ {0.0, 0.5} ω ∈ {0.0, 0.9, 0.95, 0.99}
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Semi-supervised learning based target gene selection for medical data

∗1
Akito Seki
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A therapeutic method that controls disease progression by administering a drug which inhibits the function of a
particular molecule is called molecularly targeted therapy. Since the number of genes which can be targeted in this
method is quite large, it is impossible to verify all of them by human hands. Therefore, in this study, we see the
task of finding new target genes as a problem of machine learning and propose a framework in order to solve this
problem. In the experiment, we used three datasets and examined the proposed method. As a result, the method
outperformed the baseline even when we used any dataset.

1.

Hilbert-Schmidt Independence Criterion ( HSIC)

Lasso [Yamada 14]

Virtual Adversarial Training

( VAT)[Miyato 18]

VAT

3

2.

Least absolute shrinkage and selection operator (

Lasso)[Tibshirani 96] L1

L1

Lasso

d n

d > n n

Lasso

HSIC Lasso [Yamada 14]

HSIC Lasso
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[Chapelle 09]

Miy-

ato VAT [Miyato 18]

3.

x = [x(1), x(2), . . . , x(d)]T ∈ R
d

y ∈ R

A AT A

n

{(xi, yi)|xi ∈ X , yi ∈
Y, i = 1, . . . , n} x

X = [x1,x2, . . . ,xn] ∈ R
d×n y

y = [y1, y2, . . . , yn]
T ∈ R

n

ti ∈ {−1, 0, 1}
ti

1 −1

0

u = [u(1), u(2), . . . , u(n)]T ∈ R
n

{(uj , tj)|uj ∈ U , tj ∈ T , i = 1, . . . , d}
u

t

t

t

t = [t1, t2, . . . , td]
T ∈ R

d u

U = [u1,u2, . . . ,ud] ∈ R
n×d

XT = U

• X, y,

U , t

• uj

t̂j ∈ [0, 1]

1

4.

3

4.1

{(xi, yi)|xi ∈ X , yi ∈ Y, i = 1, . . . , n}

2

HSIC

Lasso [Yamada 14]

HSIC Lasso

min
α∈Rd

||L̃−
d∑

k=1

αkK̃
(k)||2F + λ||α||1, s.t. α1, . . . , αd ≥ 0 (1)

λ ≥ 0 || · ||1 L1

|| · ||F (||A||F =
√

tr(AAT))

K̃ L̃

K̃ =
HKH

||HKH||F
, L̃ =

HLH

||HLH||F
(2)

K L

H = I− 1
n
11T I

1 1

(2) H K̃ L̃

1T
nK̃1n = 1T

n L̃1n = 0 (3)

||K̃||2F = ||L̃||2F = 1 (4)

4.2
1

1

−1

4.3
2 {(uj , tj)

d
j=1}

uj tj ∈
{−1, 0, 1}

0

VAT [Miyato 18]

VAT

Local Distributional Smoothness ( LDS)

u θ
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(5) rvadv

rvadv := arg max
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D[p(t|u, θ̂), p(t|u+ r, θ̂)] (6)
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Factorization Machines Cox

The Cox hazard model using Factorization Machines

∗1
Kanata Satake

∗1∗2
Makoto Yamada

∗2
Kota Matsui

∗2∗3
Shigeyuki Matsui

∗1∗2
Hisashi Kashima

∗1
Kyoto University

∗2
RIKEN Center

∗3
Nagoya University

Survival analysis is an approach to analyze the time until the occurrence of an event of interest. In many cases,
the Cox proportional hazard model is the most popular regression method without specifying the underlying time-
to-event distribution. However, it can only use linear information of features. In this research, we introduce the
factorization machines (FM) to the Cox hazard model. In contrast to the previous models, The proposed model
can use the interaction between covariates and retain interpretability. The experiments using a medical dataset
show that our model yields better performance than baseline models.
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RFM LTV

LTV Prediction Based on RFM and Customer Characteristics

Yusaku Imai Yuki Tajima

Dentsu Digital Inc.

Lifetime Value (LTV) as we know it, is an important indicator of customer evaluation. To build long-term
relationships with the right customer, it is important to predict LTV with increasingly higher accuracy levels.
Once we attain that, we would be able to communicate with them through appropriate marketing actions. While
predicting LTV in a non-contractual setting, three indicators, namely; Recency, Frequency and Monetary Value
(RFM) are widely used. RFM is used as an indicator of customers buying behaviour on the whole, however
normally dimensions like demographics are not considered. In this paper, we propose a model for predicting LTV
based not just on RFM, but also other customer characteristics. To support our proposal and its effectiveness we
have also provided the details of the experiments, their outputs and our inference using a real dataset.

1.

(LTV; Lifetime Value)

LTV , , 1

[Schmittlein 94] LTV

LTV Recency( ),

Frequency( ), Monetary( )
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(
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∫
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f(X(t) = x;λ) =
(λt)x exp(−λt)

x!
, (16)

f(λ; r, β) =
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∫
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ζ ζ = τ
ν

ζ = h(ν; τ)

f(ζ; τ, q, ξ) =

∣∣∣∣ ddζ h−1(ζ; τ)

∣∣∣∣ f(h−1(ζ; τ); q, ξ)

=
(τξ)qζ−q−1 exp(− τξ

ζ
)

Γ(q)
(34)

E(M ; τ, q, ξ) =
τξ

q − 1
(35)

(0, T ] x m

f(ν|m; τ, q, ξ) =
f(m; τ, ν) · f(ν; q, ξ)∫
f(m; τ, ν) · f(ν; q, ξ)dν (36)

f(ζ|m; τ, q, ξ) =

∣∣∣∣ ddζ h−1(ζ; τ)

∣∣∣∣ f(h−1(ζ; τ)|m; τ, q, ξ)

=
(τ(ξ +mx))τx+qζ−τx−q−1 exp(− τ(ξ+mx)

ζ
)

Γ(τx+ q)
(37)

,

E(M |m; τ, q, ξ) =
τ(ξ +mx)

τx+ q − 1
(38)

[Fader 05a] Fader, P. S., Hardie, B. G., and Lee, K. L.:

RFM and CLV: Using Iso-Value Curves for Customer

Base Analysis, Journal of Marketing Research, Vol. 42,

No. 4, pp. 415–430 (2005)

[Fader 05b] Fader, P., G. S. Hardie, B., and Lok Lee, K.:

Counting Your Customers the Easy Way: An Al-

ternative to the Pareto/NBD Model, Marketing Science,

Vol. 24, pp. 275–284 (2005)

[Schmittlein 87] Schmittlein, D. C., Morrison, D. G., and

Colombo, R.: Counting Your Customers: Who Are They

and What Will They Do Next?, Manage. Sci., Vol. 33,

No. 1, pp. 1–24 (1987)

[Schmittlein 94] Schmittlein, D. and Peterson, R.: Cus-

tomer Base Analysis: An Industrial Purchase Process

Application, Marketing Science, Vol. 13, pp. 41–67 (1994)

[ 11] RFM :

, . J, Vol. 41, No. 1, pp. 51–81

(2011)
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Study on the relationship between data non-linearity and dam inflow discharge prediction accuracy 

*1 *1 *1 *1 *1 
                            Masazumi Amakata   Takuto Yasuno    Junichiro Fujii    Yuri Shimamoto        Junichi Okubo 

*1  
Yachiyo Engineering Co., Ltd.  

Abstract: We aim at improving the predictive precision of the dam inflow discharge using the correlation between the upper 
stream data and the lower stream data. When we handle the correlation between the upper and lower stream data, we focus on 
the non-linearity the data have and we have to change the way of modeling according to the degree of the non-linearity. In 
this paper, we gave the sequential data generated by the distributed flow analysis model the deviation in order to express the 
non-linearity of the data. After that, we selected LSTM which is a kind of deep learning network and made the predictive 
model of the dam inflow discharge learning the non-linearity data. As the result, we knew that the deviation which the normal 
observation values have doesn’t influence the complexity of deep learning model. 
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Comparison of Deep Time Series Prediction Models Utilizing Linear Regression Model

∗1
Jun Hozumi

∗1
Yutaka Matsuo

∗1
The University of Tokyo

Time series prediction is important for the industry and various prediction models have been proposed. Recently
some reports showed that deep learning models have higher accuracy than traditional models. However, it is
known that these models take longer time to learn and are difficult to maintain long-term periodicity. To deal with
these problems, some researches on deep models with the concepts of autoregressive models have been proposed.
However, since these models have not been compared with the same data and same settings, it is unclear which
models are effective for diffrent tasks and different data. In this research, we apply these models to different types
of time series data under different settings and examine the learning processes and results to capture the features
of each model. The results confirmed the claimed merit of the model and suggested that simpler deep models are
effective under complicated problems.

1: LSTNet

1.

[Goel 17]

(Autoregressive Model; AR)

[Bińkowski 17, Goel 17, Lai 18]

: hozumi@weblab.t.u-tokyo.ac.jp

2: R2N2

2.

t

x x(t)

2.1
N AR(N)

x(t) =

t−1∑

k=t−(N−1)

akxk + c+ ε(t) (1)

1 c ε

AR

x[t−k:t−1]

2.2

2.2.1 LSTNet

LSTNet(Long- and Short- term Time-series

Network)[Lai 18] 1

CNN RNN
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[Lai 18]

Skip-connetction Attention Layer

2.2.2 R2N2

R2N2(Residual RNN)[Goel 17] 2.2

x(t− 1) x(t)

x(t) RNN

R2N2

ε(t)

RNN

2.2.3 SOCNN

SOCNN(Significance-Offset Convolutional Neural

Network)[Bińkowski 17] (Significiant-

Network) 1 a

(OffSet-Network) x

1

OffSet-Network

t

3.

3.1
LSTNet, R2N2, SOCNN

(Linear) 3

(MLP) 2 CNN 2 LSTM

LeakyRelu

Adam

(MSE) 5000epoch

1.0 Graident Clipping

2

1

2 t = 0 1825

x(t) = sin(
π

7
t)+2 sin(

π

30
t)+4 sin(

π

365
t)+0.005t+ε(t) (2)

ε(t)

0 1 2

5 ∗1

90

4:1

(0 ) 60

3.2

1

∗1 https://www.federalreserve.gov/releases/h10/Hist/

1: (MSE)

(0) (60) (0) (60)

Linear 10.69 10.62 8.66 10.64

MLP 11.03 10.83 8.24 17.39

LSTM 10.35 11.21 121.32 126.12

CNN 11.69 10.89 12.75 6.21

LSTNet 10.57 10.44 8.43 10.59

R2N2 10.62 10.39 8.47 10.58

SOCNN 10.00 10.52 4.54 6.44

Epoch

3 Epoch

LSTNet, R2N2, SOCNN

DNN LSTM

SOCNN 60 CNN

CNN

CNN

LSTM
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4.
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3: (0) Epoch

[Bińkowski 17] Bińkowski, Miko�laj, Gautier Marti, and

Philippe Donnat. ”Autoregressive convolutional neural

networks for asynchronous time series.” arXiv preprint

arXiv:1703.04122 (2017).

[Goel 17] Goel, Hardik, Igor Melnyk, and Arindam Baner-

jee. ”R2N2: Residual recurrent neural networks for

multivariate time series forecasting.” arXiv preprint

arXiv:1709.03159 (2017).

[Lai 18] Lai, Guokun, et al. ”Modeling long-and short-

term temporal patterns with deep neural networks.”

The 41st International ACM SIGIR Conference on Re-

search & Development in Information Retrieval. ACM,

2018.
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The Effects of Element and Input Length on Accuracy
in Aquaculture Seawater Temperature Prediction Model

∗1
Masahito Okuno

∗2
Takanobu Otsuka

∗1
Nagoya Institute of Technology

∗2
Department of Computer Science, Nagoya Institute of Technology

Aquaculture is globally important now, and because of the increase of worldwide demand, it will be more
essential in the future. To supply stably, appropriate management of farm environment is necessary, and prediction
of seawater temperature is important too. Therefore, to improve accuracy of seawater temperature prediction model
is strongly needed. In this paper, we experiment prediction models that element and input length are different for
the improvement of accuracy. From the experiment results, effective element and input length are revealed, and
more improvement of prediction accuracy is expected in future.
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CNN
Investigation of the influence of over training on CNN focusing on change of heat map which

brings interpretability

∗1
FURUSAWA Yoshihisa

∗2∗3
TAWATSUJI Yoshimasa

∗3
MATSUI Tatsunori

∗1
School of Human Sciences, Waseda University

∗2
Graduate School of Human Scineces, Waseda University

∗3
Faculty of Human Sciences, Waseda University

Although Convolutional Neural Network (CNN) is used in many studies, the interpretability of CNN have been
considered problematic and various methods have already been proposed from related research. All of these methods
have been verified with selected models based on Early Stopping and are evaluated with only one model. However,
in the classification problem, it is reported that the accuracy increases due to over training, so it is not known
whether model selection by Early Stopping is appropriate. Therefore, in this research, the influence of this over
training is considered from the viewpoint of the explanability of CNN. As a result, for each learning period, we
found a dataset in which the value of the correct class and entropy of the output oscillate in the learning process.
And we found that it is possible to create a heatmap with different similarity from the heatmap created by Early
Stopping.
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Visualization of cluster structure transition in deep learning

∗1
Chihiro Watanabe

∗1NTT
NTT Communication Science Laboratories

Deep neural networks have achieved high performance in various tasks, and to interpret their prediction mecha-
nism is an important open problem. Recently, a series of methods have been proposed for decomposing a trained
neural network into a simple interpretable module structure. In this paper, to acquire knowledge about the training
process of a deep neural network, we proposed a method for visualizing the cluster structure transition during the
training phase. Our proposed framework consists of two parts: we first decompose the network at each training
step into modules based on hierarchical clustering, and then reveal the relationships between clusters at different
training steps based on the ratio of their common units. The experimental results showed that our proposed method
could provide us with knowledge about division and integration of neural network modules, and also information
about the role of each module in terms of input-output mappings.
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{vk}
1: k vk k =

1, · · · , k0 t m

{C(t)
m } t ← 1, C

(1)
m ← {m}.

2: i, j

f(i, j) ≡ 1− (vi · vj)/(‖vi‖2‖vj‖2).
3: C1, C2

d(C1, C2) ≡ (
∑

i∈C1,j∈C2
f(i, j))/(|C1||C2|).

4: for t = 2 to k0 − 1 do
5: (m∗

1,m
∗
2) ← argmin(m1,m2)

d(C
(t−1)
m1 , C

(t−1)
m2 ).

6: m∗
1 < m∗

2

C(t)
m ←

⎧⎪⎨
⎪⎩

C
(t−1)
m∗

1
∪ C

(t−1)
m∗

2
(m = m∗

1)

C
(t−1)
m (m ≤ m∗

2 − 1,m �= m∗
1)

C
(t−1)
m+1 (m∗

2 ≤ m)

.

7: end for

2.1.3 k

2.1.1, 2.1.2 k

vk ≡ [vin1k, · · · , vini0k, voutk1 , · · · , voutkj0
].

i0 j0
vk k

k

k

2.2
2.1 {vk}

i, j

f(i, j) ≡ 1− vi · vj
‖vi‖2‖vj‖2 .

C1, C2

d(C1, C2) ≡ 1

|C1||C2|
∑

i∈C1,j∈C2

f(i, j).

1

1

Algorithm

1

3.

2.

s

C
(s)
1 , · · · , C(s)

ms

s = 1, · · · , s0

1: CIFAR-10 [8]

(s1, s2)

R(s1,s2)

s1 m1 C
(s1)
m1 s2

m2 C
(s2)
m2

C
(s1)
m1

|C(s1)
m1 | C

(s1)
m1 C

(s2)
m2

|C(s1)
m1 ∩C

(s2)
m2 | R((s1,s2)

(m1,m2)

R(s1,s2)
m1,m2

≡ |C(s1)
m1 ∩ C

(s2)
m2 |

|C(s1)
m1 |

.

R(s1,s2) (s1, s2)

4.

10 CIFAR-10 [8]

1

Adam [9]

100, 30

1 padding

2500

0

2.2

2

0.83

3.

2 1, 10, 20, 30

3, 4, 5, 6

2 (1, 10), (10, 20)

1

(20, 30)

3, 4, 5, 6

2

The 33rd Annual Conference of the Japanese Society for Artificial Intelligence, 2019

2Q3-J-2-02



2: (1, 10), (10, 20), (20, 30)

30

21 6

2 20

7

7 5

30

25 6

5.

2

1, 10, 20, 30

[−0.71, 0.99], [−0.71, 0.99], [−0.71, 0.99], [−0.71, 0.99]

[−0.59, 0.60],

[−0.60, 0.60], [−0.58, 0.61], [−0.58, 0.59]

6.

[1] C. Watanabe, K. Hiramatsu, and K. Kashino. Modular rep-
resentation of layered neural networks. Neural Networks,
97:62–73, 2018.

[2] C. Watanabe, K. Hiramatsu, and K. Kashino. Recursive
extraction of modular structure from layered neural networks
using variational Bayes method. In Proceedings of Discovery
Science 2017, Lecture Notes in Computer Science, volume
10558, pages 207–222, 2017.

[3] C. Watanabe, K. Hiramatsu, and K. Kashino. Modular rep-
resentation of autoencoder networks. In Proceedings of 2017
IEEE Symposium on Deep Learning, 2017 IEEE Symposium
Series on Computational Intelligence, 2017.

[4] J. Chen, L. Song, M. Wainwright, and M. Jordan. Learning
to explain: An information-theoretic perspective on model
interpretation. In Proceedings of the 35th International Con-
ference on Machine Learning, pages 883–892, 2018.

[5] X. Zhang, A. Solar-Lezama, and R. Singh. Interpreting neu-
ral network judgments via minimal, stable, and symbolic cor-
rections. In Advances in Neural Information Processing Sys-
tems 31, pages 4879–4890, 2018.

[6] T. Zahavy, N. Ben-Zrihem, and S. Mannor. Graying the
black box: Understanding DQNs. In Proceedings of the 33rd
International Conference on Machine Learning, pages 1899–
1908, 2016.

[7] M. Raghu, J. Gilmer, J. Yosinski, and J. Sohl-Dickstein.
SVCCA: Singular vector canonical correlation analysis for
deep learning dynamics and interpretability. In Advances in
Neural Information Processing Systems 30, pages 6076–6085,
2017.

[8] A. Krizhevsky. Learning multiple layers of features from tiny
images. Technical report, University of Toronto, 2009.

[9] D. P. Kingma and J. Ba. Adam: A method for stochastic
optimization. In Proceedings of the 3rd International Con-
ference on Learning Representations, 2015.

3

The 33rd Annual Conference of the Japanese Society for Artificial Intelligence, 2019

2Q3-J-2-02



3: 1

1

4: 10

5: 20

6: 30

4

The 33rd Annual Conference of the Japanese Society for Artificial Intelligence, 2019

2Q3-J-2-02



Explanation of frequency domain features contributing to EEG classification
using integrated gradients

∗1
Kazuki Tachikawa

∗2
Yuji Kawai

∗2
Jihoon Park

∗2
Minoru Asada

∗1
Graduate School of Engineering, Osaka University

∗2
Institute for Open and Transdisciplinary Research Initiatives, Osaka University

Interpreting prediction of deep learning models is important in many applications, especially in medical diagnosis
systems. Several methods have been proposed to interpret black-box predictions, but most of these studies are
intended to calculate the contributions of input features. In this paper, we propose a method to compute the
contributions in another feature space. The method applies differentiable transformations to input features and
compute the contributions of the mapped features using integrated gradients. This approach enables us to calcu-
late the contributions of amplitude and phase for each frequency in EEG classifications because the fast Fourier
transform is differentiable. The proposed method is verified using three EEG datasets and the results show that the
contributions of the proposed method are more reliable and has less computational cost than those of a conventional
method. Our method will thus enhance the reliability of data-driven approaches in EEG analysis.

1.

[Schirrmeister 17, Hartmann 18]

[Schirrmeister 17]

[Sundararajan 17, Lundberg 17]

[Zintgraf 17]

[Adebayo 18]

(integrated

gradients)

[Sundararajan 17]

Input Perturbation Network Prediction Correlation

Map (IPNPCM) [Schirrmeister 17]

: 565-0871

2-1 kawai@ams.eng.osaka-u.ac.jp

(fast Fourier transform: FFT)

IPNPCM

2.

1 x

f(x) ∂f(x)/∂x

a p

∂f(x)/∂a ∂f(x)/∂p

FFT

c ∂f(x)/∂a

∂f(x)

∂a
=

∂c

∂a
× ∂x

∂c
× ∂f(x)

∂x

i

IGi α ã
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特徴パターンを用いた機械学習の説明手法
Model-agnostic Explainer using Feature Patterns

浅野孝平 ∗1
Kohei Asano

全眞嬉 ∗1
Jinhee Chun

徳山豪 ∗1
Takeshi Tokuyama

∗1東北大学情報科学研究科
Graduate School of Information Sciences, Tohoku University

Recently, high performance, though very complex, machine learning models have been proposed. Being able to
interpret such black boxed decision making models is clearly critical for sensible tasks. In this paper, we propose a
model-agnostic explanation method that details the prediction behavior of any models using feature patterns. Since
the relationship between features is still unclear in the previous works, we focus on a combination of these features.
We propose an algorithm which finds several minimal feature patterns that lead target prediction sufficiently using
hill climbing search. In our experiments, we aim at measuring the faithfulness of our explanation, thus apply our
method to sentiment analysis dataset and evaluate the faithfulness using two metrics: recall and precision. At last,
we demonstrate the benefit of our method based on some image classification use cases with a black-box model.

1. はじめに
近年，深層学習をはじめとする高い識別性能をもつ機械学

習モデルが様々な分野に応用されている．それらのモデルの
多くはブラックボックスであり，ユーザがモデルの挙動や予測
の原因について知ることが困難になっており，モデルや予測結
果に解釈性に関する研究が活発に行われている．予測の原因
となる特徴を特定する手法として Local Interpretable Model-

agnostic Explanations (LIME) [Ribeiro 16] がある．LIME

では，個々の特徴の重要性を測ることはできるが，重要な特徴
の組み合わせを特定することはできない．そこで，本研究では
予測に影響を与えた特徴の組み合わせに着目した，新たなモデ
ル依存性のない説明手法を提案する．提案手法では，特徴の組
み合わせの中から，対象となる予測結果を得るために必要な特
徴の組み合わせを探索アルゴリズムによって発見する．計算機
実験によって提案手法の説明能力を定量的に評価した．また，
画像分類への応用を行い，提案手法の有用性を検証した．

2. Local Interpretable Model-agnostic
Explanations (LIME)

識別モデル f : X → Rから得られた，インスタンス x ∈ X の
予測結果 f(x)に対して解釈を与えることを考える．ここで，x
を被説明データと呼び，X は xのドメインである．LIMEでは，
はじめに被説明インスタンス xをバイナリベクトル x ∈ {0, 1}d
に変換する．例えばインスタンス xがカラー画像である場合，
X は階数 3のテンソルである．ここで，画像をピクセルやスー
パーピクセルなどの手法を用いて領域分割し，その領域の有無
で画像を表現することで，xをバイナリベクトルとして表現で
きる．

LIME ではスパースな線形関数 g(x) = w�x によって，f

を xの近傍で局所的に近似する．重みベクトル wから，識別
に大きな影響を及ぼす xの特徴が特定できるため，予測結果
に解釈を与えられる．gのように，予測結果に解釈を与えるモ
デルを説明モデルと呼ぶ．
次に，gの生成法について述べる．はじめに xの近傍のデー

連絡先: asano/jinhee/tokuyama@dais.is.tohoku.ac.jp

タを x中の 1となっている特徴量をランダムに 0にすることで
サンプルし，これをサンプルベクトルと呼ぶ．次に，N 個のサン
プルベクトル xk (k = 1, . . . , N)を生成し，それらを元のデー
タ表現 xi ∈ X に戻し，{(xk, π(xk)f(xk)) : k = 1, . . . , N}を
訓練データとして Lasso回帰することで，gを導出する．ここ
で，π は類似度関数であり，これを用いて局所性を測る．
以下では，この線形モデルによる定式化を Linear-LIMEと

記す．

3. 極小パターンを用いたLIMEの定式化
本論文では，極小な特徴パターンを用いた LIME (Minimal

Patterns-LIME: MP-LIME)の定式化を提案する．MP-LIME

では xの非零の要素を特徴の集合とみなし，I = {1, . . . , d}と
記す．また，特徴の部分集合 e ∈ 2I を特徴パターンと呼び，
ある特徴パターン eに対応するもとのデータ表現を xeと記す．
MP-LIMEでは説明モデル Eexp を極小な特徴パターンの集合
として定式化する．極小な特徴パターンを定義 1として定める

定義 1.

f(xemin) ∼ f(x) (1)

∀i ∈ emin, f(xemin\{i}) � f(x) (2)

を満たす emin を極小な特徴パターンとして定義する． ここ
で，∼ は右辺と左辺の識別結果が同じクラスに属することを
表す比較演算子である．

定義 1 では，極小な特徴パターンを被説明インスタンス x

と同じクラスに属するために最低限必要な特徴の集合として定
義している．この定式化では，説明モデルに含まれるパターン
は必ず被説明インスタンス x と同じクラスに属することが保
証されており，識別に重要な特徴の組み合わせを表現できると
考えられる．
次に，極小な特徴パターンの探索アルゴリズムについて述べ

る．探索はモデル f の評価値に基づいた山登り探索によって
行う．はじめに I を初期状態として，I の近傍の特徴パター
ンすなわち，全ての i ∈ I について f(xI\{i})を評価する．こ
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のとき，最も評価値の高いパターンを次の状態として，同様に
近傍のパターンを評価して，極小な特徴パターンを探索する．
この探索法で複数の極小な特徴パターンを発見するためには，
再度繰り返し探索が必要となる．そこで，一度評価したパター
ン eのうち f(x) ∼ f(xe)を満たすパターンは極小パターンの
候補として Ecand に保存し，パターンを評価するたびに更新す
る．ひとつの極小な特徴パターンを発見したら，

∀emin ∈ Eexp, emin ∩ e �= ∅ (3)

を満たすパターン eを Ecand から削除し，縮約された Ecand の
要素の中から最も評価値の高いパターンを次の状態として再度
探索を行う．式 (3) の制約を加えて探索を行うことで，評価さ
れるパターン候補を削減する．
説明モデルの構築において，全ての極小な特徴パターンの列

挙すると，評価されうるパターンの組み合わせは 2d 個あるた
め，計算時間が膨大になりうる．そこで，極小な特徴パターン
を L個の発見するまで探索を行うことによって，この問題を
回避する．ひとつの極小な特徴パターンを発見するために必要
な評価回数は O(d2) なので，L 個発見する場合でも O(Ld2)

の評価回数である，全パターンを探索するより効率が良い．

4. 計算機実験
4.1 説明能力の定量的評価
LIMEとMP-LIMEの説明能力を計算機実験によって評価

した．説明能力は，識別モデルがデータを識別する際に使用
した重要な特徴を LIME 及び MP-LIME によって予測した．
本実験では識別モデル f として，ホワイトボックスなモデル
である決定木を用いた．データセットとして，レビューデー
タ (books, DVD) [Blitzer 07]を用いた．各レビューはWord

one-hot表現で数値化し，1600サンプルを訓練データとし，400
サンプルをテストデータとして用いた．Linear-LIMEのパラ
メータはN = 15000とし，正の重みを持つ特徴のうち上位 10

個を予測結果とした．MP-LIMEについては L = 3とした．
説明能力をPrecision，Recallを用いて評価した．表 1に結果

を示す．表 1から，MP-LIMEは Linear-LIMEに比べ Recall

は低くく，Precisionが高いことが確認された．Precisionは予
測した特徴のうち，実際に予測に用いられた特徴の割合を意
味するため，Precisionが低い場合，予測した特徴の多くは識
別結果に影響を与えていないことを意味している．そのため，
MP-LIMEの予測した特徴の多くが識別に影響したものである
ため，Linear-LIMEに比べ高い説明能力を持つと考えられる．

表 1: 説明能力の比較結果
Recall Precision

books DVD books DVD

Linear-LIME 0.932 0.948 0.134 0.202

MP-LIME 0.768 0.758 0.980 0.980

4.2 画像分類への応用
深層学習モデルを用いた画像識別への応用を行う．Google

が公開しているモデルである Inception-v3∗1 に図 1を入力す
ると，96.8% で goose であると識別された．Inception-v3 は
ブラックボックスな畳み込みニューラルネットワークであり，
このモデルが識別の際に画像のどの領域を重要視しているかは
不明である．はじめに，画像をスーパーピクセルによって 40

∗1 https://github.com/tensorflow/models

分割し，画像を二値表現 (図 2) した．図 3に N = 10000 と
し，上位 10 個のスーパーピクセルについての Linear-LIME

の出力結果を示す．また，図 4にMP-LIMEから得られたふ
たつの極小パターン (L = 2) を示す．赤色と青色でマスクし
たスーパーピクセルがそれぞれ極小パターンを表している．
Linear-LIMEによる説明結果 (図 3) からは重要なスーパー

ピクセルは分かるが，重要な組み合わせは分からない．図 4で
は，2つのガチョウの頭部がそれぞれ説明結果として独立して
出力されている．このことから，MP-LIMEでは，複数の特徴
パターンが識別結果に影響している場合に，それらを検知でき
ると考えられる．

図 1: 元画像 図 2: スーパーピクセルによ
る領域分割

図 3: Linear-LIMEの出力 図 4: MP-LIMEの出力

5. まとめ
本研究では，極小パターンの集合を説明モデルとした LIME

の定式化であるMP-LIMEを提案した．計算機実験では，従
来の Linear-LIMEよりも高い Precisionで説明が可能である
ことが示された．また，画像分類への応用より，複数の特徴の
組み合わせが識別結果に影響している場合，それらを特定でき
ることが確認された．
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Visualization of learning process for Convolution Neural Network

sakai soichi takenaka yoichi

Graduate School of Informatics, Kansai University

Convolutional Neural Network (CNN) is an image classifier using deep neural network. However, it hardly
gives the evidence why it classifies an image into a class. To solve this problem, some methods producing visual
explanations has been proposed. Grad-CAM produces visual information for localized important regions for a class
in an input image. As well as the visual explanations of classification, it is important to visualize of the learning
process. The performance of CNN, such as accurate classification, is highly rely on the parameters. We convince
the visualization of the learning process helps the parameter tuning. We propose a method that visualize the
learning process. It generates the visual explanation images of arbitrary classes for each epoch. We validated the
effectiveness of our method using MNIST dataset. The result shows the proposed method can visualize the learning
process for every class for every epoch, whereas the usual method cannot.

1.

( Convolutional Neural Network : CNN)[LeCun 98]

CNN

SmoothGrad [Smilkov 17] LIME

[Ribeiro 16] CNN

Grad-CAM

[Selvaraju 17]

CNN

Grad-CAM

CNN

Grad-CAM

Grad-CAM

:

k603014@kansai-u.ac.jp

1:

2: ‘cat’ 3: ‘dog’

2.

Grad-CAM

1 Grad-CAM ,‘cat’

2

‘dog’ 3

Grad-CAM

1. c
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MNIST∗1

CNN 1

ReLU Batch size 100

0.5 Dropout 1

∗1 http://yann.lecun.com/exdb/mnist/
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1: CNN

H W D H W D

1 28 28 1 26 26 32 3 3 1 1

2 26 26 32 24 24 64 3 3 1 1

3 24 24 64 12 12 64 2 2 2 2

4 Flatten 1 1 9216 1 1 128 - -

5 Flatten 1 1 128 1 1 10 - -

6:
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5.

CNN
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Learning huge Bayesian network structures by RAI algorithm with transitivity

Kazunori Honda Kazuki Natori Shouta Sugahara Takashi Isozaki Maomi Ueno

Graduate school of Information and Engineering, The University of Electro-Communications

Learning Bayesian networks (BNs) is NP-hard. Recently, we can learn 1000 nodes BNs with consistency by the
RAI algorithm using Bayes factor, which is the state-of-the-art learning method. However, it is important to enable
learning huger BNs to apply it in practice. This paper proves that conditional independence (CI) of BNs has the
transitivity that can infer, from CI between a pair of variables, CI between each of them and another variable, and
proposes a constraint-based algorithm, using the RAI algorithm with the transitivity. The experimental results
show that the proposed method decreases the number of CI tests and run-time, and can learn huge BNs which
prototypical constraint-based algorithms cannot learn.

1.

Directed Acyclic Graph:

DAG

NP

[Chickering 96]

[Silander 06] A∗ [Yuan 11]

[Cussens 11]

60

Conditional Independence test: CI

[Pearl 00]

PC

[Spirtes 00] MMHC [Tsamardinos 06]

RAI [Yehezkel 09] RAI

RAI CI Bayes factor

1000

[Natori 17][ 18]

CI

CI

:

1-5-1

{hondak,natori,sugahara,ueno}@ai.lab.uec.ac.jp

CI

Bayes factor RAI

CI

2.

V = {X1, . . . , Xn} n

Xi ri {1, . . . , ri} k

Xi = k

G Xi ΠG
i

Directed Acyclic

Graph: DAG P (X1, . . . , Xn)

P (X1, . . . , Xn) =

n∏

i=1

P (Xi | ΠG
i ). (1)

D = {D1, . . . , DN}
G P (D | G)

P (D | G) =

n∏

i=1

qi∏

j=1

Γ(αij)

Γ(αij +Nij)

ri∏
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Γ(αijk +Nijk)

Γ(αijk)
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Nijk Xi ΠG
i j j = 1, . . . , qi

Xi = k Nij =∑ri
k=1

Nijk αijk

αij =
∑ri

k=1
αijk αijk = α/(riqi)

Bayesian Dirichlet equivalent uniform BDeu
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Z

X Y

1: G1

Z

X Y

2: G2

Size (ESS)

[Silander 06] A∗ [Yuan 11]

[Cussens 11] 60

1.

2. 1 Condi-

tional Independence test: CI

3. 2

[Pearl 00]

PC [Spirtes 00] MMHC

[Tsamardinos 06] RAI [Yehezkel 09]

RAI

CI

χ2 G2

Steck Bayes factor CI

[Steck 02] X Y

Z G1 G2

1 2 Bayes factor BF(X,Y | Z)
Bayes factor

log BF(X,Y | Z) = log
P (D | G1,α)

P (D | G2,α)
. (3)

P (D | G1,α) P (D | G2,α) 2 BDeu

Bayes factor CI Bayes

factor 0 1 2

CI

[ 18]

3. Bayes factor RAI

RAI

[Yehezkel 09] RAI

CI

RAI CI Bayes factor

[Natori 17][ 18]

Bayes factor RAI Algo-

rithm1 RAI CI

Algorithm 1 The RAI algorithm using Bayes factor

1: function Main(Guc,D)
Guc = (Vuc,Euc):
D:

2: return RAI (0, Guc, φ, Guc, D)
3: end function

4: function RAI(nz , Gs, Gex, Gall, D)
nz : CI
Gs = (Vs,Es):
Gex:
Gall = (Vall,Eall): CI

5: if V ∈ Vs |Pap(V,Gall)| < nz + 1 then
6: return Gall
7: end if

// CI
8: for Gex = (Vex,Eex) ∈ Gex do
9: for X ∈ Vs, Y ∈ Vex do

10: for Z ⊆ Pap(X,Gs) ∪Π
Gex
X

\ {Y } do

11: if |Z| = nz log BF(X, Y | Z) < 0 then
12: Eall ← Eall \ {EXY } � EXY : XY
13: end if
14: end for
15: end for
16: end for
17: for X ∈ Vs, Y ∈ Vs do

18: for Z ⊆ Pap(X,Gs) ∪Π
Gex
X

\ {Y } do

19: if |Z| = nz log BF(X, Y | Z) < 0 then
20: Eall ← Eall \ {EXY },Es ← Es \ {EXY }
21: end if
22: end for
23: end for
24: Eall Es

// Gs
25: Vc ← {V | V ∈ Vs V }
26: Ec ← {EXY | X, Y ∈ Vc EXY }
27: Ge ← Gs \ (Vc,Ec)
28: Ge ← Ge

// RAI
29: for i = 1 to |Ge| do
30: Gall ← RAI(nz + 1, Ge[i], Gex, Gall, D)
31: end for
32: Gex ← Gex ∪Ge
33: return RAI(nz + 1, (Vc,Ec), Gex, Gall, D)

34: end function

nZ V

Pap(V,Gs) nZ + 1

5 7

Bayes factor CI

8 23

24

25 28

29 33

4.

CI

CI

CI Bayes factor

RAI

CI
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4.1
X Y

A→ C ← B C

X ⊥ Y | Z X Y

Z

1 G = (V,E) DAG X Y ∈ V Y X

A ∈ V \ ({X,Y } ∪ΠG
X ∪W)

X ⊥ Y | ΠG
X ⇒ X ⊥ A | ΠG

X or A ⊥ Y | ΠG
X . (4)

W X X Y

ΠG
X X G

1

CI

4.2
1

Bayes factor RAI

1

A V

X Y ∈ V ΠG
X X G

W X X Y

A V \ ({X,Y } ∪ΠG
X ∪W)

W W

X Y X

A

4

X Y

X A A Y

X A A Y

4

A X Y

Adj(X,G)∩Adj(Y,G)

X Y Ch(X,G) ∩Ch(Y,G)

W A

1 ΠG
X A

Adj(X,G)∩Adj(Y,G)\(Ch(X,G)∩Ch(Y,G)∪ΠG
X)

X Y

1 CI Al-

gorithm2 TRANSITIVE CUT

G log BF(X,Y | Z) < 0 X Y

Z D

Adj(X,G) ∩Adj(Y,G) \ (Ch(X,G) ∩Ch(Y,G) ∪ Z)

A

X A A Y Z

Algorithm 2 Edge cutting with transitivity

1: function transitive cut(G, X, Y , Z, D)
G = (V,E):
X, Y,Z: log BF(X, Y | Z) < 0 X Y Z
D:

2: A← Adj(X,G)∩Adj(Y,G)\(Ch(X,G)∩Ch(Y,G)∪Z)
3: for A ∈ A do
4: if log BF(X,A | Z) < 0 then
5: E← E \ {EXA} � EXA: XA
6: end if
7: if log BF(A, Y | Z) < 0 then
8: E← E \ {EAY }
9: end if

10: end for
11: return G

12: end function

Bayes factor CI

A

X Y

PC

MMHC

RAI

RAI

RAI

TRANSITIVE CUT RAI

Algorithm1 12 20

CI 0 RAI

CI

TRANSITIVE CUT 0 CI

1

CI

CI

CI

CI

5.

RAI

CI Bayes factor ESS= 1.0[Ueno 10]

bnlearn[Scutari 11]

munin

1041 1397 BNGenerator∗1

random 2000

2973 1

2 3

10 6

CI Structural Hamming

∗1 http://sites.poli.usp.br/pmr/ltd/software/

bngenerator/
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1:

munin random

CI ×103
RAI RAI

10,000 560.4 553.4 2024.6 2022.8

20,000 588.9 562.4 2025.6 2022.8

50,000 653.4 575.8 2030.0 2025.1

100,000 705.1 582.1 2034.9 2027.5

200,000 665.3 588.2 - 2031.3

RAI RAI

10,000 773 621 4933 3189

20,000 1593 871 4794 2945

50,000 2587 1457 6354 3625

100,000 4784 2195 7761 6907

200,000 7256 3908 - 13172

SHD

RAI RAI

10,000 504.4 461.8 2736.1 2545.7

20,000 504.1 430.4 2800.1 2546.6

50,000 525.9 404.0 2924.4 2569.6

100,000 552.5 405.6 3037.9 2592.6

200,000 540.6 404.1 - 2627.1

Distance SHD [Tsamardinos 06] SHD

1 1

RAI CI

RAI

SHD

CI

CI CI

RAI

200,000 random
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Augmented Naive Bayes Classifier
Learning huge Augmented Naive Bayes Classifier

Naruchika Kikuya Shouta Sugahara Kazuki Natori Kazunori Honda Maomi Ueno

Graduate school of Informatics and Engineering, The University of Electro-Communications

For classification problems, Bayesian networks are often used to infer a class variable when given feature variables.
Earlier reports have described that classification accuracies of exact learning augmented naive Bayes (ANB) achieved
by maximizing the marginal likelihood (ML) were higher than the Bayesian network of the identification model
However, the method cannot learn structures that have more than several dozen variables. To resolve this difficulty,
this study proposed exact learning ANB using RAI algolithm. The experimental results show that the proposed
method outperforms the other methods.

1.

Directed Acyclic
Graph: DAG

DAG

Marginal Likelihood: ML

Bayesain Network Classifier: BNC
[Friedman 97] BNC

[Carvalho 11] Sugahara [Sugahara 18]

Augmented
Naive Bayes ANB [Friedman 97]

NP

Sugahara

Conditional Independence test: CI

:
1-5-1 042-484-8585

{kikuya,sugahara,natori,hondak,ueno}@ai.lab.uec.ac.jp

DAG CI

RAI [Yehezkel 09] CI
Bayes factor 1000

[ 18]
2000

[ 19]
ANB

BNC

2.

Directed Acyclic Graph:
DAG

X = {X0, X1, . . . , Xn}
Xi ri {1, . . . , ri}

k Xi = k G

Xi Πi

P (X0, X1, . . . , Xn | G, Θ)

P (X0, X1, . . . , Xn | G, Θ) =
n∏

i=0

P (Xi | Πi, G, Θ). (1)

θijk Πi j (Πi = j

) Xi = k P (Xi = k | Πi = j, G)
Θ = {θijk}, (i =

0, . . . , n; j = 1, . . . , qi; k = 1, . . . , ri)

Expected a Posteriori: EAP
X N D =

{D1, . . . , DN } EAP

θ̂ijk = αijk + Nijk

αij + Nij
. (2)
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Nijk Xi Πi j

Xi = k nij =
∑ri

k=1 nijk

α = {αijk}, (i = 0, . . . , n; j = 1, . . . , qi; k =
1, . . . , ri)
αij =

∑ri

k=1 αijk

P (D | G) Marginal
Likelihood: ML ML

P (D | G) =
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qi∏
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Γ(αij)
Γ(αij + Nij)

ri∏
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. (3)
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3.
BNC

[Friedman 97] X0 X1, . . . , Xn
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]

1ijk e Xi = k Πi = j

1 0
C (4) X0

X0

ĉ X0

Markov Blanket: MB
BNC

BNC General
Bayesian Network GBN BDeu

GBN

BNC

Naive Bayes
Tree-

Augmented Naive Bayes TAN [Friedman 97]

Augmented
Naive Bayes ANB [Friedman 97]

ML BNC

[Carvalho 13]
BNC BNC

Sugahara
[Sugahara 18] ML BNC

BNC
BNC

ANB

BNC

BNC

4.
4.1 Bayes factor

(1)

(2) (1)
Conditional Independence test: CI

(3) (2)

CI
CI
PC

MMHC RAI [Yehezkel 09]
χ2

G2 CI

Bayes factor CI
X,Y X

Y Z
G1 G2 Bayes

factor BF(X, Y | Z) Bayes factor

log BF(X, Y | Z) = log P (D | G1, α)
P (D | G2, α)

(5)
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P (D | G1, α) P (D | G2, α) 3
BDeu Bayes factor CI
Bayes factor 0
[ 18] Bayes factor CI

Bayes
factor CI RAI

1000

4.2

4..1 G = (V, E) DAG X, Y ∈ V Y X

A ∈ V\({X, Y }∪Pa(X, G)∪W)

X⊥Y | Pa(X, G) (6)

→ X⊥A | Pa(X, G) or A⊥Y | Pa(X, G)

W X X Y

Pa(X, G) X

G [ 19]
4..1

CI

Bayes factor RAI
CI 2000

[ 19]
BNC

5.
ANB

RAI
G = (V, E) V, E G

G
Gex = (Vex , Eex) RAI

(1) Guc D

(2) CI log BF(X, Y | Z) < 0
X Y XY

(3) 1 CI
(2) CI

A
X A A Y A ∈ A CI

(4)

(5) Gex

(6) RAI

[ 18] [ 19]

ANB
ANB

(1) (2) (3)
CI RAI

ABN
X0

(1) Guc

Guc X0

(2)
CI CI

X0 X ′, Y ′ ∈
V \ {X0} CI

(3) CI
A

X0 A′ ∈ A \ {X0} CI

RAI
ANB

6.
6.1

UCI 13
BNC

BNC

2 Naive Bayes
TAN TAN RAI

GBN RAI-GBN RAI
ANB RAI-ANB RAI CI

Bayes factor ESS=1.0 2

RAI-ANB

BNC
10 1

Hommel
p 1

6.2
1 0.05

RAI-GBN
2 RAI-GBN

MB 2 RAI-GBN

MB
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1:

Naive
Bayes TAN

RAI-
GBN

RAI-
ANB

1 Connect-4 42 3 67557 0.7213 0.7643 0.7337 0.7928
2 dota2 116 2 102944 0.5981 0.5810 0.5442 0.5957
3 Epileptic Seizure 178 5 11500 0.2344 0.3650 0.1887 0.4044
4 Flowmeters D 43 4 180 0.8389 0.8389 0.6778 0.8278
5 kr-vs-kp 36 2 3196 0.8774 0.9240 0.9406 0.9468
6 madelon 500 2 2000 0.5905 0.5270 0.6215 0.5820
7 mfeat-fac 218 10 2000 0.3520 0.4590 0.2630 0.4610
8 MicroMass 1300 10 360 0.9472 0.9472 0.7361 0.9500
9 movement libras 90 15 360 0.5028 0.5389 0.2278 0.5583
10 Musk1 166 2 478 0.6517 0.7566 0.6744 0.7965
11 Musk2 166 2 6598 0.7445 0.8406 0.8821 0.9627
12 Parkinson’s Disease 754 2 756 0.7182 0.7898 0.7672 0.8108
13 semeion 256 10 1600 0.8550 0.8719 0.4557 0.8745

0.6640 0.7080 0.6064 0.7356
p 0.0026 0.0012 0.0009 -

2: RAI-GBN
MB

1 Connect-4 92.6 8.4 1.7 17.7
2 dota2 151.6 0 3.0 3.0
3 Epileptic Seizure 325.1 0 0 0.0
4 Flowmeters D 63.6 0 3.7 3.7
5 kr-vs-kp 249.4 0 5.1 5.1
6 madelon 249.4 0.1 2.6 3.0
7 mfeat-fac 630.7 0 3.5 3.5
8 MicroMass 2892.4 0 7.0 7.0
9 movement libras 109.7 0 2.4 2.4
10 Musk1 413.2 0 2.0 2.0
11 Musk2 946.9 0 6.1 6.1
12 Parkinson’s Disease 1475.6 0 2.4 2.4
13 semeion 820.1 0 4.0 4.0

7.
RAI

ANB
BNC 1000

ABN
BNC

[Carvalho 11] Carvalho, A. M., Roos, T., Oliveira, A. L.,
and Myllymäki, P.: Discriminative Learning of Bayesian
Networks via Factorized Conditional Log-Likelihood,
Journal of Machine Learning Research, Vol. 12, pp. 2181–
2210 (2011)

[Carvalho 13] Carvalho, A. M., Adão, P., and Mateus, P.:
Efficient Approximation of the Conditional Relative En-
tropy with Applications to Discriminative Learning of
Bayesian Network Classifiers, Entropy, Vol. 15, No. 7,
pp. 2716–2735 (2013)

[Friedman 97] Friedman, N., Geiger, D., and Gold-
szmidt, M.: Bayesian Network Classifiers, Machine
Learning, Vol. 29, No. 2, pp. 131–163 (1997)

[Sugahara 18] Sugahara, S., Uto, M., and Ueno, M.: Ex-
act learning augmented naive Bayes classifier, in Inter-
national Conference on Probabilistic Graphical Models,
Vol. 72, pp. 439–450 (2018)

[Yehezkel 09] Yehezkel, R. and Lerner, B.: Bayesian net-
work structure learning by recursive autonomy identifi-
cation, Journal of Machine Learning Research, Vol. 10,
pp. 1527–1570 (2009)

[ 19] , , , ,
,

Master’s thesis, (2019)

[ 18] , , Bayes factor
RAI

, D, Vol. 101, (2018)

4

The 33rd Annual Conference of the Japanese Society for Artificial Intelligence, 2019

2Q4-J-2-02



Augmented Naive Bayes Classifier
Exact Learning Augmented Naive Bayes Classifier

Shouta Sugahara Maomi Ueno

Graduate school of Informatics and Engineering, The University of Electro-Communications

The purpose of this study is improving classification accuracies of Bayesian network classifiers. This study
proposes exact learning augmented naive Bayes which is expected to provide stable and high accuracy. Our
experiments demonstrate that the proposed method outperforms the other methods to learn discriminative models.

1.

Directed Acyclic
Graph: DAG

Bayesian Network
Classifier: BNC

[Friedman 97]
DAG

Marginal Likelihood: ML

ML
BNC Friedman

[Friedman 97] BNC

Conditional Log Likelihood: CLL
CLL

CLL BNC
[Carvalho 11, Carvalho 13,

Grossman 04] BNC
ML BNC

ML CLL
ML

CLL
BNC ML CLL

ML
ML

:
1-5-1 042-484-8585

{sugahara,ueno}@ai.lab.uec.ac.jp

ML CLL
BNC

ML BNC

ML
BNC Naive

Bayes

Augmented Naive
Bayes (ANB) BNC

ANB
ANB

ML
GBN

ANB

2.
2.1

{X0, X1, · · · , Xi, · · · , Xn} Xi ri

{1, · · · , ri} Xi

k Xi = k .
G G Xi

1
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Πi Θ

P (X0, X1, · · · , Xn | G, Θ)

P (X0, X1, · · · , Xn | G, Θ) =
n∏

i=0

P (Xi | Πi, G, Θ)

2.1.1

Marginal Likelihood: ML
N t

dt = 〈xt
0, xt

1, · · · , xt
n〉 D =

〈d1, · · · , dt, · · · , dN 〉
ML

P (D | G) =
n∏

i=0

qi∏

j=1

Γ(N ′
ij)

Γ(N ′
ij + ND

ij )

ri∏

k=1

Γ(N ′
ijk + ND

ijk)
Γ(N ′

ijk)
(1)

Nijk D Πi j

Πi = j Xi = k N ′
ijk

Nij =∑ri

k=1 Nijk N ′
ij =

∑ri

k=1 N ′
ijk Buntine[Buntine 91]

1 N ′
ijk = N ′/(ri ·qi)

Bayesian
Dirichlet equivalent uniform BDeu

ML Min-
imum Description Length: MDL [Rissanen 89]

D

MDL(D | G, Θ) = log N

2
|Θ| − log P (D | G, Θ) (2)

MDL MDL
2

2

BDeu MDL Xi Πi

MDL

2.2

BNC
[Friedman 97]

2.2.1
BNC

BD MDL
BNC General Bayesian Network

GBN GBN

GBN
Naive Bayes

Tree-Augmented Naive Bayes TAN [Friedman 97]
Naive Bayes TAN

Augmented Naive Bayes
ANB [Friedman 97]

2.2.2
BDeu MDL BNC

Friedman
[Friedman 97] BNC

Conditional Log Likelihood: CLL

N∑

t=1

log P (xt
0 | xt

1, · · · , xt
n, G, Θ) (3)

CLL
Grossman

[Grossman 04]

Hill-Climbing
[Heckerman 95] Hill-Climbing

Carvalho [Carvalho 13]
ANB CLL aCLL
approximate Conditional Log Likelihood

BNC ML BDeu
MDL BNC

ML CLL
ML

CLL
BNC ML ML

CLL
ML

ML BNC CLL
BNC

3. GBN
BDeu BNC CLL

BNC
BDeu GBN GBN-

BDeu Naive Bayes MDL CLL
Conditional MDL GBN

GBN-CMDL 2
CLL BNC BNC-2P

aCLL TAN TAN-aCLL BDeu
GBN gGBN-BDeu

Hill-Climbing
[Silander 06] UCI

[Lichman 13] 43
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1: GBN-BDeu

No. Dataset Variables
Sample

size Classes
Naive-
Bayes

GBN-
CMDL BNC2P

TAN-
aCLL

gGBN-
BDeu

GBN-
BDeu

1 Balance Scale 5 625 3 0.9152 0.3333 0.8560 0.8656 0.9152 0.9152
2 banknote authentication 5 1372 2 0.8433 0.8819 0.8797 0.8761 0.8819 0.8812
3 Hayes-Roth 5 132 3 0.8182 0.6136 0.6894 0.6742 0.7525 0.6136
4 iris 5 150 3 0.7133 0.7800 0.8200 0.8200 0.8133 0.8267
5 lenses 5 24 3 0.7500 0.8333 0.6667 0.7083 0.8333 0.8333
6 Car Evaluation 7 1728 4 0.8571 0.9497 0.9416 0.9433 0.9416 0.9416
7 liver 7 345 2 0.6319 0.6145 0.6290 0.6609 0.6029 0.6087
8 MONK s Problems 7 432 2 0.7500 1.0000 1.0000 1.0000 0.8449 1.0000
9 mux6 7 64 2 0.5469 0.3750 0.5625 0.4688 0.4063 0.4531
10 led7 8 3200 10 0.7294 0.7366 0.7375 0.7350 0.7297 0.7294
11 HTRU2 9 17898 2 0.7031 0.7096 0.7070 0.7018 0.7188 0.7305
12 Nursery 9 12960 3 0.6782 0.7126 0.6092 0.5862 0.7126 0.7126
13 pima 9 768 9 0.8966 0.9086 0.9118 0.9130 0.9092 0.9112
14 post 9 87 5 0.9033 0.5823 0.9442 0.9177 0.9291 0.9340
15 Breast Cancer 10 277 2 0.9751 0.8917 0.9473 0.9488 0.7058 0.9751
16 Breast Cancer Wisconsin 10 683 2 0.7401 0.6209 0.6823 0.7184 0.7094 0.7184
17 Contraceptive Method Choice 10 1473 3 0.4671 0.4501 0.4745 0.4705 0.4440 0.4542
18 glass 10 214 6 0.5561 0.5654 0.5794 0.6308 0.4626 0.5701
19 shuttle-small 10 5800 6 0.9384 0.9660 0.9703 0.9583 0.9683 0.9693
20 threeOf9 10 512 2 0.8164 0.9434 0.8691 0.8828 0.8652 0.8887
21 Tic-Tac-Toe 10 958 2 0.6921 0.8841 0.7338 0.7203 0.6754 0.8340
22 MAGIC Gamma Telescope 11 19020 2 0.7482 0.7849 0.7806 0.7631 0.7844 0.7873
23 Solar Flare 11 1389 9 0.7811 0.8265 0.8315 0.8229 0.8431 0.8431
24 heart 14 270 2 0.8259 0.8185 0.8037 0.8148 0.8222 0.8259
25 wine 14 178 3 0.9270 0.9438 0.9157 0.9326 0.9045 0.9270
26 cleve 14 296 2 0.8412 0.8209 0.8007 0.8378 0.7973 0.7973
27 australian 15 690 2 0.8290 0.8312 0.8348 0.8464 0.8420 0.8536
28 crx 15 653 2 0.8377 0.8346 0.8208 0.8560 0.8622 0.8591
29 EEG 15 14980 2 0.5778 0.6787 0.6374 0.6125 0.6732 0.6814
30 Congressional Voting Records 17 232 2 0.9095 0.9698 0.9612 0.9181 0.9741 0.9655
31 zoo 17 101 5 0.9802 0.9109 0.9505 1.0000 0.9505 0.9307
32 pendigits 17 10992 10 0.8032 0.9062 0.8719 0.8700 0.9253 0.9290
33 letter 17 20000 26 0.4466 0.5796 0.5132 0.5093 0.5761 0.5761
34 ClimateModel 19 540 2 0.9222 0.9407 0.9241 0.9333 0.9370 0.9000
35 Image Segmentation 19 2310 7 0.7290 0.7918 0.7991 0.7407 0.8026 0.8156
36 lymphography 19 148 4 0.8446 0.7939 0.7973 0.8311 0.7905 0.7500
37 vehicle 19 846 4 0.4350 0.5910 0.5910 0.5816 0.5461 0.5768
38 hepatitis 20 80 2 0.8500 0.7375 0.8875 0.8750 0.8500 0.5875
39 german 21 1000 2 0.7430 0.6110 0.7340 0.7470 0.7140 0.7210
40 bank 21 30488 2 0.8544 0.8618 0.8928 0.8618 0.8952 0.8956
41 waveform-21 22 5000 3 0.7886 0.7862 0.7754 0.7896 0.7698 0.7846
42 Mushroom 22 5644 2 0.9957 1.0000 1.0000 0.9995 1.0000 0.9949
43 spect 23 263 2 0.7940 0.7940 0.7903 0.8090 0.7603 0.7378

average 0.7764 0.7721 0.7936 0.7943 0.7867 0.7963

10
1

1 GBN-BDeu
11 12 22 32 40

6 ML
BNC CLL BNC

3 9 31
GBN-BDeu

GBN-BDeu

BDeu
BNC

ANB ANB

GBN-BDeu

BDeu ANB

4.
CLL

Hommel p 2
2 MANB-BDeu

’M’

GBN-BDeu
3 9

31 GBN-BDeu
3

2 MANB-BDeu
5%

5.
ML

BNC CLL BNC
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2:

No. Dataset Variables
Sample

size Classes
MNaive-

Bayes
MGBN-
CMDL

MBNC
2P

MTAN-
aCLL

MgGBN-
BDeu

GBN-
BDeu

MANB-
BDeu

1 Balance Scale 5 625 3 0.9152 0.3333 0.8560 0.8656 0.9152 0.9152 0.9152
2 banknote authentication 5 1372 2 0.8433 0.8819 0.8783 0.8761 0.8812 0.8812 0.8812
3 Hayes-Roth 5 132 3 0.8333 0.6136 0.7197 0.7879 0.7980 0.6136 0.8333
4 iris 5 150 3 0.8267 0.7800 0.8200 0.8200 0.8200 0.8267 0.8267
5 lenses 5 24 3 0.8333 0.8333 0.8333 0.8333 0.8750 0.8333 0.8333
6 Car Evaluation 7 1728 4 0.8559 0.9242 0.9375 0.9363 0.9416 0.9416 0.9416
7 liver 7 345 2 0.6348 0.6348 0.6000 0.5942 0.6000 0.6087 0.5855
8 MONK s Problems 7 432 2 0.7500 1.0000 1.0000 1.0000 0.8194 1.0000 1.0000
9 mux6 7 64 2 0.5469 0.3750 0.6250 0.4688 0.3906 0.4531 0.5469
10 led7 8 3200 10 0.7294 0.7363 0.7375 0.7350 0.7303 0.7294 0.7294
11 HTRU2 9 17898 2 0.7083 0.7057 0.7044 0.7070 0.7305 0.7305 0.7227
12 Nursery 9 12960 3 0.7126 0.7126 0.7126 0.7126 0.7126 0.7126 0.7126
13 pima 9 768 9 0.9102 0.9046 0.9076 0.9141 0.9083 0.9112 0.9141
14 post 9 87 5 0.8996 0.8775 0.9322 0.9103 0.9258 0.9340 0.9174
15 Breast Cancer 10 277 2 0.9751 0.8909 0.9663 0.9458 0.9429 0.9751 0.9751
16 Breast Cancer Wisconsin 10 683 2 0.7184 0.7184 0.7184 0.7184 0.7184 0.7184 0.7166
17 Contraceptive Method Choice 10 1473 3 0.4549 0.4542 0.4555 0.4535 0.4501 0.4542 0.4549
18 glass 10 214 6 0.5841 0.5514 0.5467 0.5841 0.5047 0.5701 0.5654
19 shuttle-small 10 5800 6 0.9360 0.9645 0.9666 0.9605 0.9690 0.9693 0.9693
20 threeOf9 10 512 2 0.8145 0.8750 0.8750 0.8809 0.8652 0.8887 0.8711
21 Tic-Tac-Toe 10 958 2 0.7182 0.8476 0.7244 0.7213 0.7359 0.8340 0.8476
22 MAGIC Gamma Telescope 11 19020 2 0.7520 0.7841 0.7807 0.7699 0.7875 0.7873 0.7880
23 Solar Flare 11 1389 9 0.8431 0.8431 0.8431 0.8431 0.8431 0.8431 0.8431
24 heart 14 270 2 0.8222 0.8185 0.8148 0.8259 0.7889 0.8259 0.8296
25 wine 14 178 3 0.9607 0.9494 0.9438 0.9494 0.9326 0.9270 0.9326
26 cleve 14 296 2 0.8176 0.8176 0.7804 0.8108 0.7905 0.7973 0.8108
27 australian 15 690 2 0.8536 0.8580 0.8493 0.8522 0.8507 0.8536 0.8507
28 crx 15 653 2 0.8622 0.8545 0.8545 0.8622 0.8576 0.8591 0.8622
29 EEG 15 14980 2 0.5774 0.6790 0.6389 0.6111 0.6670 0.6814 0.6935
30 Congressional Voting Records 17 232 2 0.9353 0.9698 0.9655 0.9397 0.9655 0.9655 0.9569
31 zoo 17 101 5 0.9406 0.9406 0.9307 0.9307 0.9505 0.9307 0.9505
32 pendigits 17 10992 10 0.8032 0.9062 0.8719 0.8700 0.9253 0.9290 0.9297
33 letter 17 20000 26 0.4536 0.5796 0.5068 0.5036 0.5636 0.5761 0.5779
34 ClimateModel 19 540 2 0.9259 0.9407 0.9222 0.9352 0.9370 0.9000 0.8667
35 Image Segmentation 19 2310 7 0.7662 0.7848 0.7918 0.7922 0.8022 0.8156 0.8203
36 lymphography 19 148 4 0.8176 0.7027 0.7770 0.8041 0.7770 0.7500 0.8108
37 vehicle 19 846 4 0.4634 0.5816 0.5721 0.5922 0.5437 0.5768 0.6028
38 hepatitis 20 80 2 0.8750 0.8500 0.8625 0.8500 0.8625 0.5875 0.6625
39 german 21 1000 2 0.7210 0.7250 0.7350 0.7230 0.7230 0.7210 0.7240
40 bank 21 30488 2 0.8680 0.8955 0.8924 0.8777 0.8954 0.8956 0.8966
41 waveform-21 22 5000 3 0.7852 0.7912 0.7806 0.7814 0.7626 0.7846 0.7920
42 Mushroom 22 5644 2 0.9970 0.9991 0.9991 0.9972 1.0000 0.9949 1.0000
43 spect 23 263 2 0.7865 0.7303 0.7416 0.7715 0.7715 0.7378 0.7603

average 0.7867 0.7801 0.7993 0.7981 0.7961 0.7963 0.8074
p-value 0.0089 0.0054 0.0104 0.0057 0.0188 0.0301 -

ML
CLL

ML

CLL BNC

ML
GBN

ML
ANB

ML
GBN

CLL
BNC

[Buntine 91] Buntine, W.: Theory Refinement on Bayesian Net-
works, in Proceedings of the Seventh Conference on Uncer-
tainty in Artificial Intelligence, pp. 52–60, San Francisco, CA,
USA (1991), Morgan Kaufmann Publishers Inc.

[Carvalho 11] Carvalho, A. M., Roos, T., Oliveira, A. L., and
Myllymäki, P.: Discriminative Learning of Bayesian Networks
via Factorized Conditional Log-Likelihood, Journal of Ma-
chine Learning Research, Vol. 12, pp. 2181–2210 (2011)

[Carvalho 13] Carvalho, A. M., AdÃčo, P., and Mateus, P.: Effi-
cient Approximation of the Conditional Relative Entropy with
Applications to Discriminative Learning of Bayesian Network
Classifiers, Entropy, Vol. 15, No. 7, pp. 2716–2735 (2013)

[Friedman 97] Friedman, N., Geiger, D., and Goldszmidt, M.:
Bayesian Network Classifiers, Machine Learning, Vol. 29,
No. 2, pp. 131–163 (1997)

[Grossman 04] Grossman, D. and Domingos, P.: Learning
Bayesian Network classifiers by maximizing conditional likeli-
hood, in Proceedings, Twenty-First International Conference
on Machine Learning, ICML 2004, pp. 361–368 (2004)

[Heckerman 95] Heckerman, D., Geiger, D., and Chicker-
ing, D. M.: Learning Bayesian Networks: The Combination of
Knowledge and Statistical Data, Machine Learning, Vol. 20,
No. 3, pp. 197–243 (1995)

[Lichman 13] Lichman, M.: UCI Machine Learning Repository
(2013)

[Rissanen 89] Rissanen, J.: Stochastic Complexity in Statistical
Inquiry Theory, World Scientific Publishing Co., Inc. (1989)

[Silander 06] Silander, T. and Myllymäki, P.: A Simple Ap-
proach for Finding the Globally Optimal Bayesian Network
Structure, in Proceedings of Uncertainty in Artificial Intelli-
gence, pp. 445–452 (2006)
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Bayesian Inverse Reinforcement Learning for Demonstrations of an Expert in Multiple Dynamics

∗1
Yusuke Nakata

∗2
Sachiyo Arai

∗1
Urban Environment Systems, Graduate School of Science and Engineering, Chiba University

∗2
Urban Environment Systems, Graduate School of Engineering, Chiba University

Reinforcement Learning has numerous achievements, but it requires a careful specification of a reward function
that represents the objective of a problem. There are problems whose objectives are difficult to represent as a
function and are easier to give experts’ demonstrations. For these problems, Inverse Reinforcement Learning is
useful because it estimates a reward function from expert’s demonstrations. Most of existing Inverse Reinforcement
Learning methods assume that an expert gives demonstrations in a fixed environment, but an expert can provide
demonstrations for a specific objective in multiple environments. For example, it is difficult to represent objective
for car driving, and the driver can give demonstrations under multiple situations. In such cases, it is natural that we
use demonstrations in multiple environments to estimate the rewards of the expert. We formulated and proposed
an algorithm for this problem based on Bayesian Inverse Reinforcement Learning. Experimental results show that
the proposed method quantitatively overperforms the existing method.

1.

[Nichol 18] [Pinto

17]

[Kitani

12]

:

13twnakata@chiba-u.jp

Bayesian Inverse Reinforcement

Learning BIRL [Ramachandran 07]

BIRL

Expected Value Difference(EVD) [Levine

11]

2.

2.1 MDP
M = (E,R)

E = 〈 S, A, T , γ 〉 R S
A T (s′|s, a) s ∈ S a ∈ A

s′ ∈ S
γ ∈ [0, 1) R : S → R s ∈ S r

s a

π : S ×A → [0, 1]

R π s

V π(s,R) = Eπ

[ ∞∑
t=0

γtR(st)|st = s

]
(1)

Qπ(s, a,R) = Eπ

[ ∞∑
t=0

γtR(st)|st = s, at = a

]
(2)

1

The 33rd Annual Conference of the Japanese Society for Artificial Intelligence, 2019

2Q5-J-2-01



R π∗ s

V ∗(s,R) = R(s) + γ
∑
a

π∗(a|s)
∑
s′

T
(
s′|s, a)V ∗ (s′, R)

(3)

Q∗

V ∗

Q∗(s, a,R) = R(s) + γ
∑
s′

T
(
s′|s, a)V ∗ (s′, R)

(4)

BIRL P (R)

P (R)

P (R) π

E
[
Lp

policy(R, π)
]
= EP (R)

[
‖V ∗(R)− V π(R)‖p

]
(5)

V π(R) R π

p

(5) π∗

M = (E,E[R]) [Ramachandran

07]

2.2 Bayesian Inverse Reinforcement Learn-
ing(BIRL)

BIRL

(s, a) D = {(si, ai)}Ni=1

P (R)

P (R|D) [Ramachandran 07]

P (R|D) =
P (D|R)

P (D)
P (R), (6)

P (D|R) R

Q∗(s, a,R)

P (D|R) (7)

P (D|R) =
1

Z
exp

⎛
⎝α

∑
(s,a)∈D

Q∗(s, a,R)

⎞
⎠ (7)

Z α

α

P (R|D) (6), (7)

P (R|D) =
1

Z′ exp

⎛
⎝α

∑
(s,a)∈D

Q∗(s, a,R)

⎞
⎠P (R), (8)

(8) Z′

R Q

P (R|D) ∝ exp
(
α
∑

(s,a)∈D Q∗(s, a,R)
)
P (R)

MCMC

P (R|D) BIRL

PolicyWalk P (R|D)

PolicyWalk GridWalk [Vempala 05]

MCMC

(a) Graphical model
for BIRL

(b) Graphical model for
BIRL-MD

1: Graphical models for IRL Problems

3. Bayesian Inverse Reinforcement
Learning for Multiple Dynamics
(BIRL-MD)

BIRL 1

BIRL E

D P (R|D) = P (R|D,E)

BIRL-MD

Em = 〈S,A, Tm, γ〉
Em Dm

{(Em, Dm)}Mm=1

P (R|{(Dm, Em)}Mm=1) 1

R E

{(Em, Dm)}Mm=1

P (R|{(Dm, Em)}Mm=1)

(9)

P (R|{(Dm, Em)}Mm=1) =
ΠM

m=1P (Dm|R,Em)

ΠM
m=1P (Dm|Em)

P (R), (9)

(7) BIRL E

R Q∗(s, a,R,E)

P (R|{(Dm, Em)}Mm=1) =

1

Z′ exp

⎛
⎝α

M∑
m=1

∑
(s,a)∈Dm

Q∗(s, a,R,Em)

⎞
⎠P (R),

(10)

4.

Em = 〈S,A, Tm, γ〉
Dm

{(Em, Dm)}Mm=1

P (R|{(Dm, Em)}Mm=1)

(10) E R

Q∗(s, a,R,E)

BIRL-MD BIRL MCMC

P (R|{(Dm, Em)}Mm=1)

MCMC PolicyWalk for Multiple

Dynamics (PolicyWalk-MD) Algorithm 1

2
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Algorithm 1 PolicyWalk for Multiple Dynamics

INPUT: Environments {Em}Mm=1, Demonstrations {Dm}Mm=1, Prior P (R), Step Size δ
OUTPUT: Sampled Rewards {Ri}Ni=1

1: Pick a random vector R0 ∈ R
|S|/δ

2: {πm}Mm=1 ← {PolicyIteration(Em, R0)}Mm=1

3: for i = 1 do N

4: Pick a reward vector R̃ uniformly at random from the neighbours of Ri−1 ∈ R
|S|/δ

5: Compute Qπ(s, a, R̃, E) ∀{s, a, (Em, πm)} ∈ S ×A× {(Em, πm)}Mm=1

6: if ∃{s, a, (E, π)} ∈ S × A× {(Em, πm)}Mm=1, Q
π(s, π(s), R̃, E) < Qπ(s, a, R̃, E) then � If any policy is not optimal

7: {π̃m}Mm=1 ←
{
PolicyIteration(Em, R̃)

}M

m=1

8: Ri ← R̃ and {πm}Mm=1 ← {π̃m}Mm=1 with probability min

{
1,

P(R̃,{(Dm,Em)}Mm=1)
P(Ri−1,{(Dm,Em)}Mm=1)

}
9: else

10: Ri ← R̃ with probability min

{
1,

P(R̃,{(Dm,Em)}Mm=1)
P(Ri−1,{(Dm,Em)}Mm=1)

}

BIRL MCMC PolicyWalk

P (R|D,E) ε O(|S|2 log 1
ε
)

[Ramachandran 07] PolicyWalk-MD

PolicyWalk

1. F {x ∈ R
n| − d ≤ xi ≤ d}

d λ ∈ [0, 1]

αf , βf

|f(x)− f(y)| ≤ αf‖x− y‖∞ (11)

f(λx+ (1− λ)y) ≥ λf(x) + (1− λ)f(y)− βf (12)

f(·) = logF (·)
F GridWalk PolicyWalk

PolicyWalk-MD ε

O(n2d2α2
fe

2βf log 1
ε
) [Ramachandran

07]

1. E = 〈S,A, T, γ〉 P (R)

U(−Rmax, Rmax) P (R|{(Dm, Em)}Mm=1)

(10) Rmax = O( 1
M|D| )

PolicyWalk-MD P (R|{(Dm, Em)}Mm=1)

ε O(|S|2 log 1
ε
)

Proof.

f(R) = α
M∑

m=1

∑
(s,a)∈Dm

Q∗(s, a,R,Em) (13)

fπ(R) = α

M∑
m=1

∑
(s,a)∈Dm

Qπ(s, a,R,Em) (14)

fπ R f(R) ≥ fπ(R)

Q

max
s,a

Q∗(s, a) ≤
∞∑
t=0

γtRmax =
Rmax

1− γ
(15)

(15) mins,a Q
∗(s, a) ≥ −Rmax

1−γ

(15) f fπ

fπ(R) ≥ f(R)− 2αM |D|Rmax

1− γ
(16)

f (λR2 + (1− λ)R2) ≥ fπ (λR2 + (1− λ)R2) (17)

= λfπ(R2) + (1− λ)fπ(R2) (18)

≥ λf(R2) + (1− λ)f(R2)

− 2αM |D|Rmax

1− γ

(19)

αf = |f(R1)−f(R2)|
‖R1−R2‖∞ ≤ 2αM|D|Rmax

(1−γ)O
(

1
M|D|

) = O(M |D|) (20)

βf = 2αM|D|Rmax

1−γ
= 2M |D|O

(
1

M|D|
)

1−γ
= O(1) (21)

PolicyWalk-MD P
(
R|{(Dm, Em)}Mm=1

)
ε

O(|S|2 1
(M|D|)2 (M |D|)2 log 1

ε
) = O

(|S|2 log 1
ε

)

5.

5.1
BIRL

Expected Value Difference EVD [Levine

11] EVD

EVD

EVD

2

R(s0) = R(s1) = 0, R(s2) = R(s3) = 0.7

A s1, s3, s2
s1, s3, s2

EVD

3
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(a) Environment A (b) Environment B (c) Environment C

2: Simple environments for the experiment. The bold lines represent a expert’s optimal action a1, and the broken lines

represent some other action a2. Numbers beside the lines is the probability of the stochastic transition.

100 EVD

10 30

γ = 0.95

κ = 1/3

BIRL (7), (10)

α P (R)

α

α = 1/κ = 3 P (R) U(−1, 1)

MCMC 2000

200 δ 0.01

5.2
EVD

1

Method BIRL BIRL-MD(Ours)

Number of
1 2 3

Environments

EVD(Mean) 1.15± 0.89 0.17± 0.24 0.02± 0.06

EVD(Max) 3.93 1.18 0.36

1: Evaluation of BIRL and BIRL-MD. BIRL uses only

one environment for rewards estimation, and BIRL-MD

uses multiple environments.

1

EVD

EVD EVD

2

1

BIRL EVD 2 A B C

EVD

A

B A C B C EVD

EVD

EVD

6.

Expected Value Difference [Levine 11]
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Constructing a Recommender System using Variational Neural Networks

†
Tomoki OHTSUKI

†
Shinsuke SUGAYA

‡†
Yuki OHNISHI

†
BizReach Inc.

‡ Purdue University

To build a recommender system, it is essential to infer the underlying latent features of users and items from the
action logs (i.e., collaborative filtering), simultaneously taking their known attributes into consideration. For this
purpose, numerous models have been proposed to naturally interpolate between these two extremes, especially in
the context of extending the matrix factorization algorithm. In this work, based on the recent advances in deep
learning technology and high-level probabilistic programming software, we propose a model which is extremely
simple and easy to implement, yet flexible and robust against over-fitting. We also deploy the proposed model
for a real service by combining its prediction with a combinatorial optimization program, and see a significant
improvement in certain indicators.
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メタ学習としてのGenerative Query Network

A Meta-Learning Perspective on Generative Query Network

谷口 尚平 ∗1
Shohei Taniguchi

岩澤 有祐 ∗1
Yusuke Iwasawa

松尾 豊 ∗1
Yutaka Matsuo

∗1東京大学
The University of Tokyo

Generative Query Network (GQN) is a novel deep generative model for three-dimentional modelling, making it
possible to render images from unknown viewpoints. However, properly training GQN requires huge learning costs
(including both computational time and hardware), and it is severally sensitive to hyper-parameters. Moreover,
the lack of studies on GQN from a probabilistic view makes it difficult to interpret the neural network architecture.
In this paper, we formulate the probabilistic model of GQN using meta-learning framework, and based on the
formulation, we propose a new method that significantly reduces learning costs, and improves the accuracy of
generated images, learning efficiency and robustness against hyper-parameters. We show the effectiveness through
experiments using the Shepard Metzler dataset.

1. 研究の背景と目的
Generative Query Network (GQN) [Eslami 18] は，画像

と視点座標という 2つのセンサー情報のみから環境に関する抽
象表現 (シーン表現)を獲得し，未知の視点座標からの観測画
像を予測する深層生成モデルであり，Structure from Motion

(SfM) などの従来の 3次元モデリング手法に代わる新しい手法
として注目を集めた．しかし，GQNは学習にかかる時間的・
計算リソース的なコストが大きく，また結果がハイパーパラ
メータに強く依存するため学習が安定しないという課題があ
る．また，確率モデルとしての検証が不十分であるために，モ
デルアーキテクチャの解釈性が低く，発展研究の妨げとなって
いる．本研究では，これらの課題を解決するため，GQNの確
率モデルをメタ学習のフレームワークを用いて定式化し，それ
に基づいて，学習のコストと不安定性を改善する手法の提案を
行う．評価実験では Shepard Metzler データセットを用いて
その有効性を検証する．

2. 前提知識
2.1 Generative Query Network
Generative Query Network(GQN) [Eslami 18]は，深層生

成モデルの 1 種で，3 次元空間上のある視点からの観測画像
がいくつか与えられた状況において，別の視点からの観測画
像を予測して生成するモデルである．学習においては，多数あ
るシーンの中から 1 つをランダムに選び，その中からモデル
に事前に与えるコンテキストと予測させるクエリを選択する．
モデルは，コンテキストとクエリの視点座標を入力され，クエ
リに対応する観測画像を予測して生成する．
GQNは，大きく分けて 2つのニューラルネットワークで構

成される．1 つはコンテキストからシーン表現 r を抽出する
表現ネットワーク (representation network)，もう 1つは
シーン表現 rとクエリ視点 vq からクエリ画像 xq を出力する
生成ネットワーク (generation network)である．生成ネッ
トワークは，さらに rと vq から正規分布に従う確率的な潜在
変数 zを出力するネットワーク (π (z|r, vq))と r，vq，zから

連絡先: 谷口 尚平，東京大学，〒 113-8656 東京都文京区本郷
7-3-1，taniguchi@weblab.t.u-tokyo.ac.jp

xq を出力するネットワーク (p (xq|z, r, vq))の 2段階で構成さ
れる．
学習においては，潜在変数 z の周辺化を回避するため

に，別のニューラルネットワークで定義される近似事後分布
q(z|xq,vq, r)を用意し，以下の対数尤度の変分下限を目的関
数として最大化するように確率的勾配降下法アルゴリズムでパ
ラメータの最適化を行う．

Eq(z|xq ,r,vq) [log p (x
q|z, r, vq)]

−DKL [q (z|xq, r, vq) ||π (z|r, vq)] (1)

2.2 メタ学習
メタ学習とは，複数のデータセットが与えられ，それぞれの

データセットごとにドメインやタスクが異なるような状況におい
て，学習対象のドメインやタスクに応じて学習器のバイアスを決
定するためのメタ知識を獲得する枠組みを指す [Vilalta 2002]．
[Gordon 2018] では，メタ学習を統一的に理解するためのフ
レームワークML-PIPを提案しており，ML-PIPではメタ学
習において仮定する確率モデルを以下のようなグラフィカルモ
デルで表現する．

y(t)x(t) ψ(t) ỹ(t) x̃(t)

θ

テストデータセット訓練データセット D(t)

t 番目のデータセット

図 1: ML-PIPのグラフィカルモデル

メタ学習で期待されるのは，未知のデータセットに対して，
少数の訓練サンプル D(t) からデータセットに固有のパラメー
タ (もしくは変数)である ψ(t) を推定し，ψ(t) を用いてテスト
データ x̃(t), ỹ(t) に対して正しい予測を行うことである．この
ψ(t) の推定を近似事後分布 q(ψ(t)|D(t);φ) で行い，以下の尤
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度を目的関数として最大化することで，メタ学習の手法を統一
的に定式化することができる．

p
(
ỹ(t)|x̃(t), D(t); θ

)

=

∫
p
(
ỹ(t)|x̃(t), ψ(t); θ

)
p
(
ψ(t)|D(t); θ

)

�
∫

p
(
ỹ(t)|x̃(t), ψ(t); θ

)
q
(
ψ(t)|D(t);φ

)
(2)

3. メタ学習としてのGQNの定式化
GQN において対象とするタスクは，メタ学習のフレーム

ワークに当てはめて解釈することが可能である．つまり，モ
デルは未知のシーン i に関して，少数のコンテキスト Di =

{(vk
i ,x

k
i )}Mk=1 からシーンに固有な変数 ri を推論し，それを

用いてクエリの視点座標から対応する観測画像の予測を行う．
すると，GQNにおいて，コンテキスト Di を入力としてシー
ン表現 ri を出力する表現ネットワークは，2.2 節における近
似事後分布 q(ψ(t)|D(t);φ) のモデルとなっていると解釈する
ことができる．すると，GQNの確率モデルは以下のように表
現することができる．

xk
ivk

i
ri

zk
i

xq
i vq

i

zq
i

クエリコンテキスト Di

シーン i

θ

図 2: メタ学習としての GQNのグラフィカルモデル

図 1と比較するとわかるように，GQNでは通常のメタ学習
とは異なり，シーン表現 ri に加えて，個別のデータ (vk

i , x
k
i )

に依存する確率的な潜在変数 zk
i をさらに定義している．それ

に伴い，式 (2) の目的関数は，GQN においては変数 ri，zq
i

を用いて以下のように変化する．

log p(xq
i |vq

i , Di; θ)

� log

∫
p(xq

i |vq
i , ri; θ)q

′(ri|Di;φ
′)dri (3)

= log p(xq
i |vq

i , ri; θ) (ri = f(Di;φ
′)) (4)

= log

∫
p(xq

i |vq
i , z

q
i , ri; θ)π(z

q
i |vq

i , ri; θ)dz
q
i

≥ Ez
q
i
∼q(z

q
i
|xq

i
,v

q
i
,ri;φ)

[log p(xq
i |vq

i , z
q
i , ri; θ)]−DKL(q||π)

(5)

これは，式 (1)と一致する (ただし，式 (1)では，シーンの
表記 iを省略している)．GQNではシーン表現 ri を推論する
近似分布 q′(ri|Di;φ

′) を決定論的な表現ネットワークでモデ
ル化しているため，式 (4)において，変数 ri に関する周辺化
が省略されていることに注意されたい．

このように，メタ学習として GQN の確率モデルを解釈す
ると，以下のような不十分な点が存在することがわかる．

不確実性の考慮が不明瞭
GQNでは，観測されない潜在的な変数として，ri と zk

i の
2つを定義しており，ri は表現ネットワークによって決定論的
に推論し，zk

i は正規分布を仮定して確率的な推論を行なって
いる．zk

i において，確率的な推論を行うのは，コンテキスト
からシーン固有の知識を推論する際に含まれる不確実性を考
慮するためであると考えられる (例えば，コンテキストとして
1つの視点からの観測のみが与えられた場合，物体の影となっ
ていて観測できない部分の情報はそれのみから得ることはでき
ず，不確実である)．しかし，zk

i は各データ点 vk
i ,x

k
i に依存

する変数となっているため，ここで考慮される不確実性はシー
ンに関する知識自体のものではなく，各データ点でのレンダリ
ングにおける不確実性となっている．一方で，シーン表現 ri

の推論は決定論的に行い，ここでは不確実性は考慮されないた
め，GQNではシーン固有の知識そのものについての不確実性
は明示的にはモデル化されていない．このような不確実性につ
いての不明瞭なモデル化は，モデルの解釈性を下げるだけでな
く，観測不可能な変数を増やすことで，多くの学習パラメータ
が必要となり，学習にかかるコスト増大の原因になっていると
考えられる．

冗長な近似
GQNでは，式 (3)における q′(ri|Di;φ

′)による p(ri|Di; θ)

の近似に加えて，式 (5) において q(zq
i |xq

i ,v
q
i , ri;φ) による

p(zq
i |xq

i ,v
q
i , ri; θ)の近似が発生しており，学習時には 3つの

パラメータ θ，φ，φ′ を同時に最適化することが必要となって
いる．GQNの学習の不安定性はこのような冗長な近似による
複雑な最適化が主な原因となっていると考えられる．

4. 提案手法
前章の議論を踏まえて，GQNの問題点を改善する手法の提

案を行う．提案手法では，GQNにおけるシーン表現 ri と潜
在変数 zk

i を正規分布に従う 1つの確率的な潜在変数 zi に統
合し，冗長な近似分布の排除と潜在変数の確率的な推論を可能
にする．提案手法の確率モデルは，以下のようなグラフィカル
モデルで表現される．

xk
ivk

i
zi xq

i vq
i

クエリコンテキスト Di

シーン i

θ

図 3: 提案手法のグラフィカルモデル

これに伴い，最大化する目的関数は以下のような対数尤度
の近似下界となる．

log p(xq
i |vq

i , Di; θ) = log

∫
p(xq

i |vq
i , zi; θ)p(zi|Di; θ)dzi

� log

∫
p(xq

i |vq
i , zi; θ)q(zi|Di;φ)dzi

≥ Ezi∼q(zi|Di;φ)[log p(x
q
i |vq

i , zi; θ)] (6)
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ただし，式 (6)の期待値計算は，分布 q(zi|Di;φ)からサン
プルした zi を用いた生成画像 xq

i の尤度の平均でモンテカル
ロ近似する．

5. 評価実験
提案手法の有効性を検証するため，評価実験によって Gen-

erative Query Networkと提案手法の比較を行う．

5.1 データセット
実験では，DeepMind 社がインターネット上で公開してい

る Shepard Metzler データセットを用いる [GQN Dataset]．
Shepard Metzler データセットでは 7 つのパーツで構成され
る物体が 3次元空間上に存在するようなシーンが 200万用意
され，シーンごとに物体のパーツの構成や色が異なる．デー
タセットはそれぞれのシーンで様々な視点から物体を観測し
た 15 枚の 64 × 64 ピクセルの画像で構成されている．デー
タセットの概要は図 4 を参照．実験では，このデータセット
を 9 : 1 の割合で訓練用と検証用に分けて使用する．訓練時
には，まず 200万のシーンの中から 1つをランダムにサンプ
リングする．そして，そのシーン i の中からコンテキストと
して用いる画像の枚数を 1 ∼ 15の中からランダムに選び，そ
の枚数 (M)分の画像をデータセットからランダムに抽出して，
Di =

{(
vk
i ,x

k
i

)}M

k=1
とする．さらに，残りの画像の中から予

測の対象とするものを１つランダムに選び，クエリ (vq
i ,x

q
i )

として用いる．この操作を毎ステップ行い，そのデータを用い
てミニバッチ学習を行う．

図 4: データセットの概要

5.2 評価指標
今回は，両手法の生成画像の定性的な評価に加えて，検証

用データセットからコンテテキストが 3 つ与えられた場合に
おけるクエリの予測画像の精度を定量評価指標として用いる．
ここでは，予測精度として，平均をモデルの予測画像のピクセ
ル値，分散を 1 とした正規分布に対する正解画像のピクセル
値の負の対数尤度を用いる．これは，ピクセル値の平均二乗誤
差と等価である．
また，これに加えて，ハイパーパラメータに対する頑健性を

評価するために，潜在変数の次元数 (チャンネル数)を 3段階
(3, 32, 128)に変化させた場合の学習過程における予測誤差の
推移を比較する実験も行う．

5.3 結果
5.3.1 定性評価
図 5 は，提案手法による画像生成結果を示している．最上

段が予測対象の正解画像で，中段・下段が各学習ステップ数に
おける提案手法の生成画像である．学習が進むにつれてより鮮

正解画像

1,200ステップ 8,200ステップ

39,900ステップ 253,400ステップ

図 5: 提案手法による検証用データに対する画像生成結果

明な画像生成ができていることがわかり，253,400ステップ後
の生成画像は，正解画像と見比べても遜色のない画像が生成で
きていることが見て取れる．
5.3.2 定量評価 (精度・パラメータ数)

図 6: 検証用データに対する負の対数尤度の推移比較
横軸はステップ数，縦軸は予測誤差 (負の対数尤度)を表す．

図 6 は，提案手法と GQN の検証用データに対する予測誤
差 (負の対数尤度) の推移を示している．青線が GQN，赤線
が提案手法の値の推移を表している．図からも明らかなよう
に，GQNは目的関数に対数尤度に複数の近似を行なった変分
下限を用いて，生成分布 p(xq

i |vq
i , z

q
i , ri; θ)と 2つの近似分布

q(zq
i |xq

i ,v
q
i , ri;φ), q

′(ri|Di;φ
′)の 3つパラメータ θ, φ, φ′ を

同時に最適化しているために，予測誤差の推移が学習過程にお
いて不安定になってしまっている．一方で，提案手法では必要
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最低限な推論分布 q(zi|Di;φ)の近似のみを行なっているため
に，安定して予測誤差が減少していることがわかる．
表 1 では，GQN と提案手法についての定量的な評価指標

の値を比較している．負の対数尤度の項は両手法を 35,000ス
テップ学習させたときの検証用データに対する値を表してい
る．負の対数尤度は小さいほど予測誤差が小さいことを表すた
め，この指標でも提案手法はGQNよりも良い結果を残してい
ることがわかる．
また，パラメータ数の項は，両手法の学習において最適化の

対象となるニューラルネットワークのパラメータの総数を表し
ている．提案手法のパラメータ数は GQN の 40%未満となっ
ており，負の対数尤度の項と合わせて考えると，少ない計算リ
ソースで GQNを上回る精度を実現できていることがわかる．
これは，GQNの潜在変数 zの近似分布 q(zq

i |xq
i ,v

q
i , ri;φ)を

モデル化するニューラルネットワークなどがなくなり，モデル
の冗長性が排除されたことによる効果である．パラメータ数
を減らすことの利点は，最適化が容易になる，計算機リソース
が限られるような場合にもモデルの学習を行うことができる，
などが挙げられる．特にGQNのような深層生成モデルの場合
には，一般に大きなモデルアーキテクチャを使用することが多
く，必然的にパラメータ数が増大しやすい傾向にあるため，少
ないパラメータで良い精度が得られることは，利点であると言
える．多くの場合，パラメータ数を削減することは，モデルの
表現力を下げることに相当するため，精度とのトレードオフに
なるが，提案手法では，パラメータ数を削減した上で，GQN

を上回る精度を達成しているため，この結果は提案手法の有効
性を裏付けていると言える．

表 1: 手法ごとの定量評価指標 (パラメータ数，尤度)

手法 パラメータ数 負の対数尤度
GQN 49, 469, 343 1.1439× 104

提案手法 18,713,091 1.1353× 104

5.3.3 ハイパーパラメータへの頑健性

図 7: 潜在変数のチャンネル数を変化させた場合の検証用デー
タに対する負の対数尤度の推移比較
横軸はステップ数，縦軸は予測誤差 (負の対数尤度)を表す．
凡例の括弧内の数字は潜在変数のチャンネル数を示している．

最後に，ハイパーパラメータへの頑健性の検証実験の結果が
図 7である．GQNでは，潜在変数のチャンネル数によって結
果が大きく変化しており，特にチャンネル数が 128 の場合に
は，学習の初期段階で予測誤差の改善が止まり，学習に失敗し
ていることがわかる．これは，GQNでは，潜在変数 zq

i のサ

ンプリングを近似分布 q(zq
i |xq

i ,v
q
i , ri;φ) から行なっており，

パラメータの更新に用いる式 (5)の目的関数では，その近似分
布を p(xq

i |vq
i , z

q
i , ri; θ)に対して近づけるカルバックライバー

距離の項が存在するため，zq
i の次元数 (チャンネル数)が大き

くなった場合に，この項を過剰に最小化する局所解に陥り，学
習がうまく進まなくなってしまうことが原因として考えられ
る．一方で，提案手法の目的関数には，潜在変数 zi の確率分
布間の距離を測る項が存在しないため，潜在変数の次元数の変
化に対して頑健であり，実際にどのチャンネル数の場合にもう
まく学習が進んでいることがわかる．

6. 考察
評価実験を通して，提案手法が GQN と比較して，予測精

度，学習効率，ハイパーパラメータに対する頑健性において，
優れた性能を発揮することが示された．これは，GQNの課題
であった学習コストの高さや学習の不安定性を大きく改善して
いることを表している．
本研究では，シミュレータ環境のみで実験を行なったが，今

後はこれを実環境のデータセットを用いて検証していくことが
必要である．また，本手法の 3 次元構造の把握能力を活用し
て，実ロボットによる複雑な物体の把持タスクの強化学習など
に応用することも，今後の研究課題として検討できる．

7. 結論
本研究では，Generative Query Networkをメタ学習の観点

から検証し，その確率モデルを定式化することで，課題であ
る学習コストの高さや学習の不安定性の原因を解明し，それ
らを改善する手法の提案を行なった．評価実験では，Shepard

Metzlerデータセットを用いて，GQNと提案手法の予測精度，
パラメータの総数，ハイパーパラメータへの頑健性を定量的に
比較し，提案手法の有効性を示した．今後は，本手法を実環境
のデータセットに対して適用する，実ロボットの強化学習に応
用するなどの発展研究が期待される．

8. 謝辞
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This paper presents a reformulation of Variational Auto-Encoder (VAE) framework on a non-Euclidean manifold,
the Stiefel space Vm,k. By assuming the latent space to be Stiefel manifold, we can use its intrinsic orthonormality
to impose structure on the learned latent space representations. We derive an objective function and gradient
descendant method for learning VAE using a probabilistic distribution on the Stiefel space.
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Stiefel
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3

VAE
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n x pφ(x|Z)

VAE Z
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x

(evidence ) log
∫
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φ

Z

evidence (Evidence Lower BOund; ELBO)

log

∫
pφ(x|Z)p(Z)dZ

≥ Eq(Z)[log pφ(x|Z)]−DKL(q(Z)||p(Z)). (1)
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4 Stiefel Stiefel

k m k-frame ( )

k-frame
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Stiefel

matrix Langevin distribution

4.1 Stiefel
Stiefel Vm,k k m

Vm,k =
{
X ∈ R

m×k : XTX = Ik
}
. (3)

R
m×k m×k Ik

k×k Vm,k mk−k(k+1)/2

mk R
mk

k = 1 Vm,k (m− 1)

S
m−1 k = m O(m) O(m)

m m×m

Stiefel

Vm,k m k

k = 1 m

k = m m

4.2 Stiefel
X ∈ Vm,k Vm,k (XT dX) =∧k
i=1

∧m
j=i+1 x

T
j dxi (Haar )

Vm,k

V ol(Vm,k) :=

∫
Vm,k

(XT dX) =
2k(

√
π)mk

Γk(m/2)
. (4)

Γm(a) multivariate gamma function

Γm(a) :=

∫
S>0

exp (tr (−S))|S|a−(m+1)/2(dS)

= πm(m−1)/4
m∏
i=1

Γ

[
a− 1

2
(i− 1)

]
,

with a >
1

2
(m− 1).

(4) Stiefel Vm,k

[dX] :=
(XT dX)

V ol(Vm,k)
. (5)

4.3 Matrix Langevin
Matrix Langevin (ML) distribution Vm,k

[Downs 72]

[Khatri 77, Jupp 79]

[Chikuse 03]

ML distribution F ∈ R
m×k

[dX] fML(X;F )

fML(X;F ) =
exp

(
tr
(
FTX

))
0F1

(
; 1
2
m; 1

4
FTF

) . (6)

0F1

(
; 1
2
m; 1

4
FTF

)
[James 64, Khatri 77]
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XTX = Ik
E[X]

F = 0 k = 1 von

Mises-Fisher

X 0

E

[
∂

∂F
log

exp
(
tr
(
FTX

))
0F1

(
; 1
2
m; 1

4
FTF

)]

= E

[
∂

∂F
tr
(
FTX

)
− ∂

∂F
log 0F1

(
;
1

2
m;

1

4
FTF

)]

= E

[
∂

∂F
tr
(
FXT

)
− ∂

∂F
log 0F1

(
;
1

2
m;

1

4
FTF

)]

= E [X]− ∂

∂F
log 0F1

(
;
1

2
m;

1

4
FTF

)
= 0,

∴ E[X] =
∂

∂F
log 0F1

(
;
1

2
m;

1

4
FTF

)
. (7)

5 ML VAE

4 Stiefel VAE

5.1

5.2

5.3

0F1

5.1
VAE (2) p(Z) Vm,k

U qψ(Z|x; θ)
ML Stiefel VAE

(2) reconstruction error

Eqψ(Z|x;θ)[log pφ(x|Z)] = EfML(Z;Fψ(x))[log pφ(x|Z)]. (8)

Fψ(x) ψ

x

pφ(x|Z) φ

ML Z

x

(2) KL divergence

F G 2 ML f g KL

divergence

DKL(fML(Z;F )||gML(Z;G))

= tr

(
(F −G)T

∂

∂F
log 0F1

(
;
1

2
m;

1

4
FTF

))

+ log
0F1

(
; 1
2
m; 1

4
GTG

)
0F1

(
; 1
2
m; 1

4
FTF

) .

DKL(fML(Z;F )||gML(Z;G))

=

∫
Vm,k

f(Z;F ) log
f(Z;F )

g(Z;G)
[dZ]

=

∫
Vm,k

f(Z;F )
(
tr
(
FTZ

)
− tr

(
GTZ

))
[dZ]

+

∫
Vm,k

f(Z;F ) log
0F1

(
; 1
2
m; 1

4
GTG

)
0F1

(
; 1
2
m; 1

4
FTF

) [dZ]

= Ef(Z;F )

[
tr
(
(F −G)TZ

)]
+ log

0F1

(
; 1
2
m; 1

4
GTG

)
0F1

(
; 1
2
m; 1

4
FTF

)
= tr

(
(F −G)TEf(Z;F )[Z]

)
+ log

0F1

(
; 1
2
m; 1

4
GTG

)
0F1

(
; 1
2
m; 1

4
FTF

)
= tr

(
(F −G)T

∂

∂F
log 0F1

(
;
1

2
m;

1

4
FTF

))

+ log
0F1

(
; 1
2
m; 1

4
GTG

)
0F1

(
; 1
2
m; 1

4
FTF

) .
G = 0 g ML

U KL divergence

(2) KL divergence

DKL(fML(Z;F )||U)

= tr

(
FT ∂

∂F
log 0F1

(
;
1

2
m;

1

4
FTF

))
− log 0F1

(
;
1

2
m;

1

4
FTF

)
.

(9)

5.2

(8) (9) ML
Stiefel

U

(8) VAE

reparameterization trick[Kingma 14]

score function estimator

score function estimator

reconstruction error

∂

∂F
EfML(Z;Fψ(x))[log pφ(x|Z)]

= EfML(Z;Fψ(x))

[
log pφ(x|Z) · ∂

∂F
log fML (Z;Fψ(x))

]
.

(10)

(9) ∂
∂F

log 0F1
∂2

∂F2 log 0F1

5.3 0F1

(9) (10) ∂
∂F

log 0F1

∂2

∂F2 log 0F1 0F1

[Khatri 77] 0F1

0F1

(
;
1

2
m;

1

4
FTF

)
= 0F1

(
;
1

2
m;

1

4
Λ2

)
.

3

The 33rd Annual Conference of the Japanese Society for Artificial Intelligence, 2019

2Q5-J-2-04



Λ F = MΛV T F

Λ

D := Λ2/4 D = diag(d1, · · · , dk)
0F1

(
; 1
2
m;D

)
[Koev 06] 0F1

(
; 1
2
m;D

)
(d1, · · · , dk)
h

∂

∂di
0F1

(
;
1

2
m;D

)

=
1

2h

(
0F1

(
;
1

2
m; diag(d1, · · · , di + h, · · · , dk)

)

−0F1

(
;
1

2
m; diag(d1, · · · , di − h, · · · , dk)

))
. (11)

∂2

∂di∂dj
0F1

(
;
1

2
m;D

)

=
1

4h2

(
0F1

(
;
1

2
m; diag(d1, · · · , di + h, · · · , dj + h, · · · , dk)

)

− 0F1

(
;
1

2
m; diag(d1, · · · , di + h, · · · , dj − h, · · · , dk)

)

− 0F1

(
;
1

2
m; diag(d1, · · · , di − h, · · · , dj + h, · · · , dk)

)

+0F1

(
;
1

2
m; diag(d1, · · · , di − h, · · · , dj − h, · · · , dk)

))
.

(12)

(11) (12)

(2) reconstruction error( (8))

KL divergence( (9))

6

matrix Langevin Stiefel

VAE

(1) synthetic Stiefel

(2)
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[LeCun 15]
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IoT

[Karpathy 14, Vinyals 14, Mnih 15]

End-to-end

[Jaderberg 16]

:

2.

f τ xτ

f(xτ )

g

g f(xτ ) g(f(xτ ))

( 1-a) g

f(xτ )

Δt g f

τ −Δt f(xτ−Δt)

Δt ( 1-b)

τ g(f(xτ−Δt)) g
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τ
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(c)

τ

τ

1

The 33rd Annual Conference of the Japanese Society for Artificial Intelligence, 2019

2Q5-J-2-05



f g τ

f(xτ ) g(f(xτ ))

Δt

f f(xτ+Δt)

xτ f∗

f∗(xτ ) = f(xτ+Δt)

1-c f∗

f̂θ
lossfun(·)

θ∗ = argmin
θ

(lossfun(f̂θ(xτ ), f(xτ+Δt))) (1)

f∗(xτ ) = f̂θ∗(xτ ) (2)

g

Followdictive Coding FDC
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