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1. 背景: 強化学習は機械学習の一つであり，試
行錯誤を繰り返しながら優れた行動方策を学習
するフレームワークである．強化学習に関する
近年の発展に大きく寄与した点の一つとして，
深層学習を利用したことが挙げられる [1]．し
かしながら深層学習は学習コストが大きく，学
習速度やエネルギー効率の面で課題がある．こ
れに対してリザーバコンピューティングを用い
た強化学習が提案されている [2]．リザーバコン
ピューティングは深層学習に比べ学習が容易で
あり，学習速度やエネルギー効率の課題を解決
できる可能性がある．
さらに近年，機械学習の物理実装に関する研

究にも注目が集まっている [3]．その一つとして
光リザーバコンピューティングが挙げられる．こ
れはレーザーと時間遅延フィードバックループ
を用いて疑似的にネットワークを実装する手法
であり [4]，光実装により非常に高速な情報処理
が実現可能である．この光リザーバコンピュー
ティングにより強化学習を実装することで，高
速かつ低消費電力の強化学習システムが可能で
あると考えられる．そこで本研究では，光リザー
バコンピューティングによる強化学習が達成で
きることを数値計算により示す．
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図 1: Schematic diagram of reinforcement learn-
ing based on delay-based reservoir computing.
2. 方法: 光リザーバコンピューティングを用
いた強化学習の概念図を図 1に示す．強化学習
タスクの環境の状態を入力としてリザーバに入
力し，リザーバの出力からノード状態を取得す
る．ノード状態値の重み付き線形和をリザーバ
コンピューティングの出力とし，この出力結果
に基づいて行動を選択する．選択した行動の結
果として得られる報酬に基づいて，リザーバコ
ンピューティングの出力の重みを学習する．
光リザーバとして電気光遅延システムを使用

する [4]．時間 nにおける環境の状態 sn に対し
て前処理を行い，システムに入力する．システ
ムの出力を時間方向に微小間隔で分割してノー
ド状態を定義する．入力 snに対するノード状態
を vnとして表す．ノード状態の重み付き線形和
を出力として計算し，重みは学習により更新す
る．重みの学習方法として Q学習を使用する．
強化学習タスクの行動 anの数だけ重みwanを用

意し，以下を用いて重みを更新する [2]．

wan ← wan+α
[
rn+1 + γmax

a
(wanvT

n+1) − wanvT
n

]
vn

(1)
ここで αは更新率であり，γは割引率を表す．
3. CartPole-v0タスクの結果: 性能評価のため
に，OpenAI Gymが提供する CartPole-v0を用い
た [5]．これはカート上の棒が倒れないように，
カートを左右に加速させる行動を学習するタス
クである (図 2(a))．タスクの 200ステップを 1
エピソードとし，棒が倒れないエピソードが 100
回連続して続けば学習が成功したとみなす．ま
た報酬として各ステップで +1が得られる．
図 2(b)に CartPoleタスクの結果を示す．図の

横軸はエピソードを表し，縦軸は各エピソード
で得られた総報酬を示している．総報酬が 200
であれば，1 エピソードの間，棒が倒れなかっ
たことを表す．エピソードが少ない場合，棒が
途中で倒れるが，エピソードが進むにつれて棒
が倒れなくなることが分かる．以上の結果から
学習が成功したと言える．タスクの乱数を変え
て繰り返し本タスクを実行したが，同様に学習
が成功したことが確認できた．したがって光リ
ザーバコンピューティングを用いた強化学習が
実現可能であると考えられる．
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図 2: Numerical result of the CartPole-v0 task.
4. まとめ: 本研究では，数値シミュレーションに
より光リザーバコンピューティングを用いた強化
学習を実装した．本システムを用いて CartPole-
v0タスクを行った結果，本タスクに成功したた
め，正しく学習を行えていると考えられる．発
表では他のタスクの結果や実験結果についても
示す予定である．
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