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【(1) 背景と目的】クリニカルシーケンスが医療現場で行われるようになりつつある。説明変数が高次元となる

シーケンスデータの解釈には機械学習の利用が有用な一方で、膨大なサンプル数が必要になる問題点もある。本

研究ではグラフ畳み込み深層学習（ GCN）のモデル構築に外部のデータベースを活用することで分類性能の改善

が見られるかを検証した。 

 

【(2) 手法】 The Cancer Genome Atlasよりデータを取得し、 Kyoto Encyclopedia of Genes and Genomesを参

照して癌関連遺伝子1835種の RNA発現量を説明変数として、症例の診断分類を行うタスクを設定した。

Oncotreeにより正解ラベルの診断分類の粒度を揃えた。 GCNはデータより構築する方法もあるが、本研究では

Genemaniaを参照して発現量の相関関係をグラフィカルモデルで表現した。 GCNと、ロジスティック回帰、ラン

ダムフォレスト、サポートベクターマシン、多層パーセプトロンでの分類性能を比較した。 

 

【(3) 結果】 GCNは他の機械学習手法と比較して診断分類の正答率向上は見られなかった。混同行列による評価

では、各機械学習手法で共通して乳癌、子宮頸癌、軟部腫瘍では同一組織由来の異なる病型との誤分類が多

く、胆管癌と肝細胞癌、虫垂癌と結腸癌では異なる組織間での誤分類が多く見られた。 

 

【(4) 考察】 GCNで分類性能の向上が見られなかった理由の一つとして、構築したグラフが局所構造を適切に表

現できておらず、畳み込みが有効に作用しなかった可能性が考えられた。 GCNの精度向上のためには、グラフ構

築に用いるデータの質の改善も必要と考えられ、今後も更なる検討が必要である。 

 

【(5) 結語】既存の知識データベースを利用した変数選択およびグラフィカルモデルを用いた GCNは、 RNA発現

量からの悪性腫瘍の診断分類性能を改善しなかった。
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Abstract 
In this study, we examined the diagnostic classification performance from gene expression patterns of a Graph 
Convolutional Network (GCN) whose network model includes an existing genomic interaction database. Gene 
expression and tumor diagnosis data were obtained from TCGA. The GCN model was constructed by referring to 
KEGG and GeneMANIA. Tumor diagnosis granularity was made uniform with Oncotree. We compared the 
classification performance of the GCN with those of other machine learning classifiers. Our GCN model accuracy 
was 91.1%. However, a support vector machine, which correctly classified 94.2% patterns, was the most accurate 
classifier among the models compared. Misclassification of different histological subtypes and of tumors from 
different primary sites was common for all classifiers. Our results suggest that further knowledge of genetic 
interaction may be required to describe an accurate genetic interaction network to improve GCN performance. A 
GCN which used a known genetic interaction database could classify gene expression into tumor diagnosis, but was 
inferior to existing machine learning classifiers. 

Keywords: Genetic Diagnosis, Neural Network, Cancer Diagnosis, Gene Expression, Graph Convolutional 
Network 

1 諸論 
クリニカルシーケンスが医療現場で行われるようになりつつ

ある。次世代シーケンサーが普及するとともに、検体に含まれ

る大量のゲノムデータを解読し、処理できるようになった。1) こ

の技術により、遺伝子変異の情報を大量に得ることができ、ま

た、遺伝子の発現量も RNAseq によりリード数から定量的に

得ることができるようになった。疾患に関与する遺伝子の情報

は、疾患の診断や治療方針の決定に今後重要な役割を果た

すことが期待されている。 
ゲノムデータは公開データベースへの登録が普及しており、

2) 公開データベースを利用して、機械学習を用いた診断分

類 3) や治療への反応性予測 4) に関する研究が行われてい

る。説明変数が高次元となるシーケンスデータの解釈には、

機械学習の使用が有用な一方で、機械学習によるモデルの

学習のためには膨大なサンプル数が必要になる問題点もあ

る。このようないわゆる「次元の呪い」がもたらす問題は、希少

な悪性腫瘍やサブタイプの分類など、サンプルを数多く得る

のが難しい疾患を対象にした、機械学習による予測モデルの

構築を困難にしている。このため、サンプル数を増やすのが

難しいデータセットにも適応できるような新たな手法が求めら

れている。 
一方、遺伝子間の発現量の関係性はグラフ構造のデータ

として表現することができる。ここでのグラフは、遺伝子をノー

ドとして、遺伝子同士の関係性をエッジとして、関連が深い遺

伝子やパスウェイを示す。画像を扱う研究では畳み込みフィ

ルタを活用した畳み込みニューラルネットワーク（CNN）が目

覚ましい成果をあげている。画像における畳み込みでは畳み

込みフィルタを用いて隣接するピクセルの値を畳み込む事に

よりその局所領域の特徴量を抽出している。画像では隣接す

るピクセルの多くは近い値を持つが、物体の境界では大きく

値が変動するような性質などがあり、畳み込みを有効にして

いると考えられる。グラフが持つ近縁のノードの類似性を利用

することを目的とした畳み込みは画像と同様にはできないが、

近年ではグラフでの畳み込みの手法が提案され、グラフ畳み

込みニューラルネットワーク（Graph Convolutional Network：

GCN）も開発されている。GCN を用いた研究としては、化合

物の構造から特性を推定することや、5) 疾患と症状および関

連する遺伝子の情報を記述した Human Phenotype Ontology
を利用して、フェノタイプから関連する遺伝子の推定が行わ

れている。6) これらの研究から、GCN においても、グラフ内で

近接するノード同士の値を畳み込むことにより、特徴量を抽

出することが可能であると考えられる。7) 
遺伝子の発現を記述するグラフとしては、遺伝子間の物理

的な相互作用や共発現、共通するパスウェイの関係性が記

述される GeneMANIA8) などがある。このようにして記述され

たグラフの構造を利用して、遺伝子発現量を入力とするグラ

フ畳み込みを行った場合、遺伝子のそれぞれの発現量の情

報以外に、グラフの構造に内包されるパスウェイの活性化の

状況や、遺伝子の発現量に与える影響から、遺伝子の機能

異常などの特徴量を抽出できることが期待される。また、パス

ウェイの情報はフェノタイプと強く関係があると考えられるため、

適切なグラフを利用すれば GCN により入力の表現の情報量

が豊富になり、より性能の高い学習器の実現が期待される。こ

れはモデルに入力値同士の関係を表す構造を予め含まない

既存の機械学習と比べると GCN の強みであると考えられる。 
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2 目的 
本研究では、既存の機械学習手法と比較して、モデル自

体に事前に知識を入れることで、より少ないサンプルであって

も機械学習の精度が高められるという仮説のもと、遺伝子の

発現量の相互関係に関する既存のデータベースを利用して

グラフを作成し、GCN を用いることで、モデルの性能を高め、

他の機械学習よりも分類性能の改善が見られるかを検証する。 

3 手法 

3.1 データセット 

3.1.1 機械学習の入力と出力データ 
本研究では、遺伝子発現量として、The Cancer Genome 

Atlas （TCGA, https://www.cancer.gov/tcga）の RNAseq デー

タを用いた。TCGA は米国国立癌研究所および米国国立ヒト

ゲノム研究所によるプロジェクトであり、様々な組織の腫瘍の

ゲノムおよびトランスクリプトームなどのデータが集約されてお

り、公開されている。TCGA より 11,053 検体の腫瘍より得た遺

伝子発現量および病理診断、原発臓器の情報を取得した。

取得したデータにはそれぞれの検体につき RNA シークエン

スにより得られたリード配列をリファレンス配列へマッピングし

て得られた、遺伝子の転写産物 60,483 種類の発現量が含ま

れている。発現量は、転写産物のリードカウントを全体のリー

ドカウントおよび転写産物の長さで除して標準化した

Fragments Per Kilobase Million（FPKM）値で表される。FPKM
値は 2-10 を加え、底が 2 の対数をとり入力値とした。代表的な

がん遺伝子 2 種についての発現量の頻度分布を図 1 に示し

た。 
TCGAのデータをそのまま用いると入力変数の次元数がデ

ータ量に対し非常に多くなるため、次元削減を行った。遺伝

子パスウェイのデータベースを利用した次元削減の手法はこ

れまでにも研究されているが、9) 今回は悪性腫瘍に関わる遺

伝子を選択して、選択した遺伝子からより適切なグラフを構成

する目的で、遺伝子パスウェイのデータベースである Kyoto 
Encyclopedia of Genes and Genomes（KEGG）10) を利用した。

このデータベースの中から、Pathways in Cancer（hsa05200）に

要約された 22 のパスウェイより、1835 遺伝子を選択して機械

学習の入力に用いた。 

3.1.2 診断分類の名寄せ 
TCGA には 33 プロジェクトの腫瘍のデータセットが含まれ

ているが、詳細な臨床情報中には原発組織として 137 種類、

病理診断として 134 種類の記載を含む。この原発組織と病理

診断の組み合わせは 476 種類に及ぶが、粒度が統一されて

いない。診断の粒度を揃えるため、腫瘍の診断分類を包括的

に 、 階 層 的 に 表 現 し た デ ー タ ベ ー ス で あ る Oncotree 
（http://oncotree.mskcc.org/）を参考にして、Oncotree の第 2 レ

ベルまでの 71 種類の診断分類に名寄せを行った。この中で、

頻度が低い診断分類は機械学習が困難だと思われるため、

頻度が 0.1%以下の診断分類はデータセットより除外した。残

った各分類と、そのデータセット中の頻度を示す（図 2、巻末）。

このような前処理の後に残った、10,960 検体の遺伝子発現量

1835 種類を入力として、39 種類の腫瘍の診断分類を行うタス

クとした。データセットの確認のため、発現量を入力とする

tSNE によって各サンプルを二次元平面上にプロットして、診

断分類毎にラベルを付与した（図 3）。この図からは診断分類

ごとにクラスタが見られたが、一部は同じクラスタの中に複数

の疾患が混在していることが分かった。 

 
図 1 EGFR, TP53 遺伝子の FPKM 値（対数）の頻度分布 
 

 
図 3 tSNE でプロットした遺伝子発現パターン 
数値は図 2 での診断分類の数値に準じる 

3.2 GCN モデルの構造 
遺伝子の発現量をノードとして、発現量の相関が強いノー

ド同士をエッジで結んだグラフを作成した。グラフの作成にあ

たり、遺伝子の相互作用に関するデータベースである

GeneMANIA8)よりデータを取得した。GeneMANIA のデータ

ベースには遺伝子発現量についての相関が数値で示されて

おり、相関が強い遺伝子同士の関係性をグラフのエッジとし

た。このグラフを GCN に用いた。 
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GCNではDefferrardらの手法 11) を用いた。この手法では、

ノード同士の隣接関係から定義されるグラフ・ラプラシアンを

利用して行われる K-近傍のグラフ上の畳み込み演算を、チェ

ビシェフ展開により近似している。プーリングでは、まずノード

のクラスタリング 12) を行い、類似したノードをマッチさせ、マッ

チさせたノードの平均値または最大値をとり縮約する。本研

究で使用した GCN は、畳み込みおよびプーリングを 2 回ず

つ行い、その出力を 2 層の全結合層に入力するネットワーク

構造（図 4）をもつ。全結合層の最終層ではソフトマックス関数

を用いて診断分類を出力した。オプティマイザは Momentum
を 0.9 と し た Momentum Stochastic Gradient Descent 
（Momentum SGD）を利用し、畳み込みフィルタにはチェビシ

ェフの式、活性化関数には ReLU 関数、プーリング層では平

均値プーリングを利用した。利用するグラフ、フィルタのチャン

ネル数、プーリングのサイズ、ミニバッチ数、ドロップアウトをグ

リッドサーチにより検証した。 

  

図 4 GCN の構造 
 

3.3 評価手法 
解析には Python 3.6.8 の scikit-learn 0.21.2、tensorflow-gpu 

1.12.0 パッケージを用いた。計算機の GPU は NVIDIA 
GeForce GTX TITAN X（memory 12 GB）を使用した。データ

は訓練用データ、検証用データ、テストデータとして層化抽

出法を用いて 1：1：1 に分割した。訓練用データは診断ラベル

の不均衡に対処するため SMOTE によりオーバーサンプリン

グして機械学習モデルの学習に用いた。GCN については、

GeneMANIA より取得した遺伝子発現量の相関の値にカット

オフを設けて複数のグラフを作成し、検証用データを用いて

それぞれの分類性能を比較して最適なグラフを選択した。 
GCN の他にロジスティック回帰（Logistic Regression：LR）、

ランダムフォレスト（Random Forest：RF）、サポートベクターマ

シン（Support Vector Machine：SVM）、多層パーセプトロン

（Multiple Layer Perceptron：MLP）でも同様の実験を行い分

類性能を比較した。各機械学習のモデルのハイパーパラメー

タはグリッドサーチにより検証用データの分類性能で決定し、

最適なモデルを選択した。選択されたモデルを用いてテスト

データを分類した正解率、適合率、再現率、F 値を評価指標

として、有効数字 3 桁で示す。また、各々の正解ラベルに対

する予測ラベルの混同行列を作成した。 

4 結果 

4.1 各機械学習モデルの分類性能 
GCN のモデルでは 1835 ノードに対し 159,343 エッジを用

いたモデルが選択された。図 5 は近傍数の多い、癌抑制遺

伝子である TP53 および近傍のノードとのネットワークを示した

ものである。 
各機械学習のハイパーパラメータ及びニューラルネットワ

ークモデルのレイヤーは表 1（巻末）に示した。MLP と GCN
では最終的なモデルのパラメータ（学習で更新する重み）は

それぞれ 1,026,039 と 2,804,980 であった。また、それぞれの

学習曲線を図 6（巻末）に示す。 

テストデータでは、GCN は 91.1%のケースで正しく診断分

類を行った。しかし他の機械学習手法では、LR 94.2%、RF 
92.8%、SVM 94.2%、MLP 93.7%と、GCN と比較して、より高

い正解率を示した。 

 
図 5 GCN モデルのネットワーク構造の一部 
TP53 遺伝子の周囲ノードを示した。 

4.2 GCN モデルにおける診断分類の誤り分析 
GCN での疾患毎の分類性能を示す（表 2）。骨髄性腫瘍、

びまん性神経膠腫、前立腺癌などはほぼ正しく分類された。

F 値が低かった診断分類においては正答が得られない診断

分類も存在し、非浸潤性乳管癌、化生乳癌、低悪性度繊維

粘液肉腫が相当した。39 疾患のうち GCN の正答率が SVM
を上回ったのは 6 疾患のみで、4 疾患は同等、29 疾患は

SVM の分類が GCN を上回った。GCN の正答率が SVM を

上回った 6 疾患は乳腺腫瘍（分類不能型）、軟部肉腫（分類

不能型）、胆管癌、子宮頸部腺癌、平滑筋肉腫、びまん性神

経膠腫で、このうち 5 疾患は頻度が 0.7%未満でサンプルの

少ない疾患であった。 
GCN で誤答の割合が多かったパターンとしては、実際の

診断が傍神経節腫のケースを褐色細胞腫、虫垂癌を結腸癌、

胆管癌を肝細胞癌、浸潤性乳癌以外のサブタイプの乳癌を

浸潤性乳癌、脂肪肉腫以外の肉腫を脂肪肉腫と予測したも

のは実際の診断に対して誤った予測をした割合が 40%を超

えた（図 7、巻末）。しかし、GCN 以外で最も正解率が良かっ

た SVM による分類予測でも、誤答が多かった診断分類およ

び誤った予測分類の組み合わせは GCN と同様であった。 

表 2 GCN の分類が高精度・低精度であった疾患 

診断分類 サンプル数 F 値 

骨髄性腫瘍 50 1.00 

びまん性神経膠腫 232 1.00 

前立腺癌 183 1.00 

分化型甲状腺癌 189 0.992 

腎細胞癌 340 0.978 

 

診断分類 サンプル数 F 値 

非浸潤性乳管癌 5 0.00 

化生乳癌 5 0.00 

低悪性度繊維粘液肉腫 4 0.00 

虫垂腺癌 30 0.186 

傍神経節腫 10 0.333 
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5 考察 
本研究では次元数に対してサンプル数が比較的少ない遺

伝子発現量のデータでも高い分類性能が得られることを期待

して、腫瘍組織の遺伝子発現量を入力として、既に知られた

遺伝子発現量の相関関係を反映したグラフを作成し、GCN
により分類を行った。GCN により多くの診断分類は正確に行

うことが可能であることが示されたが、比較対象とした機械学

習手法と比較して分類性能は向上しなかった。 
GCN モデルの分類性能が向上しなかった理由については

さらなる詳細な検討が必要であるが、GCN はローパスフィル

ターとしての役割を果たすが非線形の学習性能を向上しない
13) という報告がある一方で、乳癌のサブタイプを分類するタ

スクでは精度が向上したという報告もあることから、14) 本研究

で行ったタスクにおいてもモデルの改良により分類性能が改

善する可能性はある。また、遺伝子発現量から特徴量を表す

ように生成した画像に畳み込みニューラルネットワークを適用

する他の手法 3)15) も良い分類性能を示すという報告もあるた

め、遺伝子同士の相互関係を利用することで機械学習モデ

ルの分類性能を向上させる可能性がある。本研究の GCN に

用いたグラフは既存のデータベースを利用して構築したが、

今後、未知のパスウェイが加わったりグラフ構築方法を改善し

たりすることで、さらに良いグラフを構築できる可能性がある。

遺伝子発現量の相互の関係性を明示的にモデルに利用す

る手法は今後もさらなる改善の余地があると考えられる。 
本研究の仮説では、すでに知られた遺伝子同士の関係性

を機械学習モデルに含めることで、より学習効率を高め、サン

プル数が少ない診断分類でもより正確な分類が可能になるこ

とを期待した。しかし、本タスクでは他の機械学習手法でも十

分良い分類性能が得られる診断が多かった。入力の次元数

を増やすと異なる結果が得られる可能性があるものの、次元

数を増やすことで計算量も増えるため、本研究では、用いた

計算機で検証可能な次元数の範囲内での評価しか行うこと

はできなかった。 
機械学習手法によらず共通して誤分類が見られたケース

は、1. 由来する組織が組織学的に近しいと思われるが、発

生した臓器が異なるケース（虫垂癌と結腸癌、傍神経節腫と

褐色細胞腫、胆管癌と肝細胞癌）や、2. 乳癌や軟部腫瘍の

サブタイプの分類を誤分類したケースが見られた。前者の組

み合わせは遺伝子発現のパターンの類似性 16) から誤分類

を起こした可能性がある。また、後者については、各サブタイ

プは共通した臓器由来であり、臓器に依存する発現パターン

の類似性に起因する誤分類や、疾患頻度の不均衡の影響も

受けていると思われる。 
診断分類の名寄せに関しては、本研究では Oncotree に基

づく腫瘍の診断分類を目的変数として設定した。本研究のよ

うな分類システムを臨床で利用する場面としては、組織診断

が困難な原発不明癌の診断などが考えられる。しかし、この

場面では正確な診断分類に優先して治療方針の決定のみが

求められるケースもある。また、組織診断が異なっていても、

遺伝的には共通したサブタイプ 17) に分類されるような疾患群

もある。このような背景を考慮すると、遺伝子の発現パターン

でクラスタリングして分類されるような、共通した分子生物学的

な特性を持つ悪性腫瘍の分類を行うことも、最適な治療を明

らかにする上では役立つだろう。そして、パスウェイ情報をモ

デルに内包する GCN は腫瘍の性質をより深く捉えられる可

能性がある。 
 

6 結語 
遺伝子パスウェイや遺伝子の発現に関するデータベース

を利用して遺伝子発現量の変数選択を行い、グラフを構成し

て、GCN により TCGA に含まれる腫瘍の診断分類を行った。

GCN における診断分類はテストデータで 91.1%の正解率を

実現したが、他の機械学習手法と比較して分類性能を改善し

なかった。 
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図 2 診断分類とその頻度（y 軸は対数） 
 
 

表 1 各機械学習手法のハイパーパラメータ 

LR 正則化項： 0.1, 最大探索回数： 250 

RF 決定木数： 1000, 最大フィーチャー数： 150, 最大深度： 30 

SVM カーネル： 多項式, 次数： 3, 切片： 1, 正則化項：1 

MLP レイヤー タイプ 出力サイズ パラメータ数 ドロップアウト 

Dense1 fc 500  918000  0.4 

Dense2 fc 200  100200  0.4 

Dense3 fc 39  7839  N/A 

オプティマイザ： Adagrad, 学習率： 0.001, バッチ数： 96 

GCN レイヤー タイプ 出力サイズ 畳み込み プーリングサイズ 

cgconv1  c+p 9280  16 * 20 4 

cgconv2 c+p 9280  32 * 20 2 

fc1 fc 300  N/A N/A 

logits softmax 39  N/A N/A 

c： 畳み込み層、p： プーリング層、畳み込みは（チャンネル数）*（サイズ） 
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図 6 MLP（左）および GCN（右）の学習曲線 
 

 
図 7 GCN による診断分類予測の混同行列 
x 軸は予測診断、y 軸は真の診断 
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